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Ozet

Siniflandirma, bir veri isleme yontemi ve bir gruptaki 6geleri hedef sinifa atayan bir veri
madenciligi teknigidir. Veri analizinde kullanilan y6ntemleri uygulayarak verileri
siniflandirma, bir dizi girdi verisi i¢in siniflandirma modelleri olusturmak i¢in kullanilan bir
prosediirdiir. Siniflandirma algoritmalar1 sinir ag1 temelli algoritmalar, kural tabanh
algoritmalar ve istatistik tabanli algoritmalar olmak {izere ayirilir. Bu ¢alisma kural tabanh
siniflandirma algoritmalarindan; bulanik sirasiz kural algoritmasi (FURIA), kismi karar
algoritmasi (PART), karar agaclar1 ve hata azaltma i¢in tekrarlanan artimli budama (JRIP)
algoritmalarini karsilastirmak ve analiz etmek tlizere hazirlanmistir. Bu algoritmalar
kullanilarak bir veri madenciligi arac1 olan WEKA platformunda Wine, Soybean, Labor,
Sensor, Hipotiroid, Diabet, Credi Card, Messidor_Futures veri setleri incelenmistir. Belirtilen
veri setleri ve algoritmalar siniflandirilan 6rneklerin sayisi, dogru siniflandirma yiizdeleri,

Makale Bilgisi ortalama mutlak hata (MAE) ve ortalama hatanin karekokii (RMSE) 6zellikleri referans
Basvuru: alinarak karsilastirilmistir. Bu karsilastirmada en iyi algoritmanin bulanik mantik tabanh
09/02/2021 algoritma olan FURIA algoritmasi oldugu goriilmektedir. Veri sayisi1 biiylidiikce FURIA
Kabul: algoritmasinin daha verimli oldugu tespit edilmistir.

18/08/2021 Anahtar Kelimeler: Siniflandirma, FURIA, Karar Agaglari, PART, JRIP

Comparison of Rule-Based Classification Algorithms

Abstract

Classification is a data processing method and a data mining technique that assigns items in
a group to the target class. Classifying data by applying the methods used in data analysis is
a procedure used to create classification models for a set of input data. Classification
algorithms are divided into neural network based algorithms, rule based algorithms and
statistics based algorithms. This study is one of the rule-based classification algorithms; It is
designed to compare and analyze the fuzzy unordered rule algorithm (FURIA), partial
decision algorithm (PART), decision trees and repetitive incremental pruning algorithms for
error reduction (JRIP). WEKA is a data mining tool using algorithms. The data sets of Wine,
Soybean, Labor, Sensor, Hypothyroid, Diabet, Credi Card, Messidor_Futures were examined
on the WEKA platform. The specified data sets and algorithms were compared with reference
to the number of samples classified, correct classification percentages, mean absolute error
(MAE) and root mean square error (RMSE) characteristics. In this comparison, it is seen that
the best algorithm is FURIA algorithm which is fuzzy logic based algorithm. It has been
determined that the larger the number of data, the more efficient the FURIA algorithm.
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1 Giris

Siniflandirmanin amaci, verilerdeki her durum igin
hedef sinifi dogru bir sekilde olusturmaktir [1].
Siniflandirma yontemi, yeni bir kaydin veya
nesnenin daha once belirlenmis kurallar ile nasil
siniflandirmasi gerektigini belirler. Bunun igin
siniflandirma kuralini olusturan ii¢ adimin takip
edilmesi gerekir [2]. Bu adimlar soyledir:

1. adim: Veri seti lzerinden rastgele segilen bir
kisim veri, egitim verisi olarak belirlenir.

2. adim: Siniflandirma icin egitim veri seti
sonucunda elde edilen model kullanilir. Modelin
tahmin glici bulunan modele dayanarak belirlenir.
Test veri seti de yine tiim veri seti icerisinden
rastgele segcilir.

3. adim: Eger modelin dogrulugu test veri seti
uizerinde gerceklestirilen denemeler neticesinde
yeterli bulunursa, model yeni sonuglar1 bulmak
icin kullanilir.

Siniflandirma yontemleri ¢alisan arastirmacilar, en
yakin komsu yontemleri, karar agaglari, hata geri

yayllimi, yeniden kuvvetlendirmeli 6grenme,
tembel o68renme, kurala dayali 6grenme,
istatistiksel =~ 6grenme  gibi  birgok  farkli

siniflandirma algoritmasi tiirii dnermislerdir. Bu
surekli artan yontemlerde hangi ¢alismada hangi
yontem kullanilmali? sorusu 6énemli bir sorudur.
Bu ¢alismada da yukaridaki soruya uygun bir yanit
bulmak amagclanarak kural tabanli siniflandirma
yontemlerini incelenmistir. Verinin
siniflandirilmasi islemi, daha 6nce sinif etiketleri
belli olan veri setini egitim ve test olmak iizere iki
parcaya bolme islemi ile baslamaktadir. Buradaki
egitim  verisi ile  olusturulacak  model
tasarlanmakta ve test verisi ile de olusturulan
model test edilmektedir. Olusturulan model
yardimi ile yeni bir 6rnek ile karsilasildiginda
ornegin hangi sinifa ait etiketle etiketlenecegi
belirlenmektedir. Siniflandirmanin amaci, benzer
ozelliklerdeki verilerin 6nceden etiketlenmis veri
gruplarindan hangisine ait oldugunun tahmin
edilmesi islemidir [3].

1.1 Yapay Sinir Agi Tabanh Algoritmalar

1960'larin ortalarinda Nilsson, yapay sinir aglari
(ANN) adi verilen sinir benzeri esik birimlerine
dayanan oOrilintli tanima ic¢in yapay zekay1 tanitti.
Yapay sinir aglari, cok katmanl algilayicilar (MLP),
radyal temel islev aglari, Self Organization Map ve
geri yayilimh aglar (BP) gibi baz1 algoritmalarin
gelistirilmesinden sonra bir yaklasim haline geldi.
MLP mimarisi, timi ileri beslemeli agirliklarla
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birbirine baglanan giris, gizli ve ¢ikis katmanlari
olmak iizere ii¢c noéron katmanindan olusur. Bir
giris modelinin de yapay sinir ag, ¢kt
katmanindaki c¢ikisi tahmin etmek igin sinyali ag
lizerinden gecirir daha sonra tahmin edilen hedef
degeri gercek hedefle karsilastirir ve agirliklar
degistirmek icin hatayr tahmin eder. Agirliklar
skaler hata fonksiyonu ile, her girdiye dogru yanit
verene kadar 6grenme prosediiriinii tekrarlayarak
en aza indirilir [4]. BP, bir gradyan inis yontemi
kullanarak hata fonksiyonunu en aza indirir. BP
algoritmasinin temel dezavantaji, diger bazi
popliler makine 6grenme tekniklerinden daha
yavas olmasi ve hata fonksiyonunun yerel
minimumlarinda  sikisip  kalma  egiliminde
olmasidir [5].

1.2 Kural Tabanh Algoritmalar

Kural tabanli 6grenme, 6zellikle karar agaclari bol
ve yonet yaklasimi veya yukaridan asagiya bir
indiiksiyon yontemidir. C4.5, ID3'lin [5] gelismis
siirim karar agaci algoritmasidir. ID3, tcilincii
'etkilesimli ikiye boliinme' prosediirleri serisi
anlamina gelir. Yalnizca nominal veri kiimelerini
siniflandirabilir. Gergek deger Oznitelikleri icin,
sirasiz nominal degerler olusturmak igin 6nce
araliga gruplanir. Herhangi bir standart budama
prosediiriini dikkate almaz. ANN gibi C4.5 de l¢
ana adimda cahgir. ik olarak, agacin iist
digiimindeki kok digiim tim ornekleri dikkate
alir ve "dal diigimii" adi verilen ikinci diigtimdeki
ornek bilgilerinden gecer. Dal diigiimii, entropi
Olciimiine dayali olarak bir grup érnek icin kurallar
olusturur. Bu asamada (4.5, tim oOznitelik
degerlerini g6z oniinde bulundurarak ¢ok biiyiik
bir aga¢ kurar ve budama yaparak karar kuralini
sonlandirir. Bolmelerin istatistiksel Onemine
dayali olarak budama igin sezgisel bir yaklasim
kullanir. En iyi kurall duzelttikten sonra, dal
digiimleri "yaprak digim" [6] ad1 verilen son
dugumdeki nihai hedef degeri gonderir. OneR, ¢cok
basit, daha hizli ve tek seviyeli bir karar agaci
algoritmasidir. Bir veri kiimesinden tek tek
nitelikleri secer ve egitim setindeki hata oranina
bagl olarak farkli bir kurallar dizisi olusturur. Son
olarak, minimum hatayla kurallar sunan o6zelligi
secer ve nihai karar agacini olusturur [7]. PART,
C4.5 ve RIPPER algoritmalarinin gelistirilmis
versiyonu olan kismi bir karar agaci algoritmasidir.
PART algoritmasinin temel 6zelligi, uygun kurallari
uretmek icin C4.5 ve RIPPER gibi global
optimizasyonu gerceklestirmesine gerek
olmamasidir. Ancak, agacin daha biiylik boyutta
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olmasindan dolay1 karar agaclar1 bazen daha
sorunludur ve siniflandirma problemleri icin koti
performans gosterebilir [8].

1.3 Istatistiksel Ogrenme Algoritmalari

[statistiksel O6grenme teorisi, 1990'larin ortasinda
Vapnik ve grubu tarafindan Destek Vektor Cikarimi
(SVM) ile ilgi gordi. SVM, 1960'larin sonlarinda
Rusya'da gelistirilen Genellestirilmis Portre
algoritmasinin gelismis striimiidiir. SVM, ANN ve
C4.5'e benzer sekilde ¢alisir. SVM icin tli¢ ¢alisma
asamasl atayabiliriz, birincisi giris asamasi veya
donlisim asamasli, sonra Ogrenme asamasl ve
sonuncusu karar asamasidir. ANN ve C4.5 ilk
asamada 6nemli bir calisma yapmaz. Ancak SVM en
o6nemli isini, verileri kullanarak ytiksek boyutlu bir
ozellik uzaymna cekirdek eslemesi doniistiirtr.
Cekirdek polinom fonksiyonu, Gauss veya digerleri
olabilir. Dogrusal ayrimin miimkiin oldugu yiiksek
boyutlu uzay teorik olarak sonsuz olabilir. SVM,
yliksek boyutlu 6zellik uzayindaki verileri
O6grenme asamasinda, ayirma ile sinirlandirilan
agirhk  vektoriiniin ~ buyukligiini, c¢arpan
parametresi yardimiyla, 6rnegin Lagrange carpani
yardimiyla sinirsiz bir probleme indirgeyerek
O6grenmeye baslar. Bu asamada, SVM yalnizca
destek vektorlerini ¢ikarir. Destek vektorleri
bilgilerine dayal olarak SVM, karar asamasinda
nihai ¢ikti fonksiyonunu iiretir. ANN ve C4.5'ten
farkli olarak, SVM, nihai karar fonksiyonunu
olusturmak icin tiim ornekleri dikkate almaz.
Dahasi, SVM, yinelemeli yaklasimlardan veya
budamadan farkli olarak her =zaman karar
fonksiyonu i¢in benzersiz bir ¢oziim elde eder.
SVM'nin diger bir 6zelligi, cogu klasik 6grenme
algoritmasi tarafindan ele alinan ampirik riskten
ziyade yapisal riski en aza indirmesidir [9]. Naive
Bayes (NB), klasik istatistiksel teori "Bayes
teoremi” ne dayanan basit bir smiflandiricidir.
"Naif" terimi, egitim 6rneklerindeki 6zniteliklerin
bagimsiz oldugu ve tahmin prosediirlerinde gizli
veya Ortilk Ozniteliklerin  etkisi olmadigl
varsayimina dayanarak maksimum posterior
olasilig1 hesaplamasidir [10]. Cekirdek yogunlugu
(KD), parametrik olmayan dogrusal c¢ekirdek
tabanli yogunluk tahmin algoritmasidir. Bu
algoritma, tahmin ic¢in niteliklerin normal dagilimi
gibi herhangi bir 6n varsayima ihtiya¢c duymaz. Bu
algoritmanin ayirt etme yetenegi, diger bazi
siniflandiricilardan nispeten daha hizhdir. IBK, K-
en yakin-komsu yontemi gibi 6rnek tabanlh bir
O6grenme yaklasimidir. Bu algoritmanin temel
ilkesi, her goériinmeyen 6rnegin bir mesafe 6l¢iitii

74

kullanilarak her zaman mevcut olanlarla
karsilastirlmasidir; en yaygin olarak Oklid
mesafesi ve en yakin mevcut drnek, test 6rnegine
siif atamak i¢in kullanilir. istatistiksel 6grenme
algoritmasi, SVM, iyi kurulmus algoritmalar ANN
ve karar agacina gore bazi avantajlara sahiptir.
Optimal hiper diizlemi olusturmak icin kiimeleme
veya enterpolasyon yerine 6zellik vektorlerinin ig
carpimini dikkate alir. ANN veya karar agaci gibi
modelleme sirasinda 6nemli bilgileri kaybetme
olasiligl daha diigtiktiir [11].

2 Siniflandirma Degerlendirme Olgiitleri

Siniflandirma ¢alismalarinda en o6nemli Kkriter,
yuksek basarimli bir smiflandiricc  model
olusturabilmektir. Ancak basarimi etkileyen birgok
neden bulunmaktadir. Kullanilan test
yontemlerinin yani sira veri setine ait 6zellikler de
basarimi etkileyen unsurlardan biridir.
Siiflandirma  algoritmalar1 ile  olusturulan
modellerin degerlendirilmesi, hangi siniflandirma
modelinin daha dogru sonuglar irettiginin
belirlenmesinde bazi degerlendirme metrikleri
kullanilmaktadir. Bunlar genel olarak karisiklik
matrisi olarak isimlendirilen bir tabloya
dayanmaktadir. Makine 6grenmesi ve istatistiksel
siniflandirma problemlerinde, bir siniflandiricinin
performansini gorsellestirmek icin gelistirilen bir
tablo diizenidir [12].

2.1 Karisiklik Matrisi

Karisiklik matrisinde satirlar test kiimesindeki
orneklere ait gercek degerleri, kolonlar ise modelin
tahminini ifade etmektedir.

Tablo 2.1. Confusion Matrisi [13]

HEDEF
Confusion
Matrix Pozitif | Negatif
. Pozitif
Pozitif a b tahmin a/(a+b)
Model Negatif
) egati
Negatif c d tahmin d/(c+d)
Duyarhhk| . . .
ya Ozgitinliik Accuracy
_Z d a+d
a+b b+d |atb+c+d

a: TP (true positive)

b: FN (false negative)

c: FP (false positive)
d: TN (true negatif)
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TPR(sensitivity) = _TP
TP+EN (1)
TNR(specificity) = _ N
TN +FP 2)
a a
p= r=
a+c a+d (3)
Fo2P
r+p (4)
Bu denklemlerde Duyarhilik: Pozitif olarak

etiketlenmis 6rneklerin (TP) ger¢ekten pozitif olan
orneklerin (TP+FN) toplam sayisina oranidir. F-
Olgiitii: ~ Kesinlik ve duyarlilk  metrikleri
kullanilarak hesaplanmaktadir. Sistemin, kesinlik
veya duyarlilk yo6niine dogru optimize
edilmesinde kullanilmaktadir. F daha kiiciik
hassasiyete daha yakin olma egilimindedir. 10-
kath capraz gecerlilik (cross validation) testine
gore gerceklestirilen calismalarda veri seti 10
parcaya boliiniir, sirasi ile bu 10 parcanin her biri
test seti, digerleri egitim seti olarak kullanilarak
siiflandirma islemi gergeklestirilir. islem sonunda
10 siniflandirma isleminin sonuclar1 genel basari
olarak alinir [13].

2.1.1 Ortalama Mutlak Hata (MAE)

Ortalama mutlak hata (MAE) modelin performans
degerini gosteren bir indistir. Bu deger ne kadar
kiiciik olursa performans degeri o kadar iyi olur.
Ortalama mutlak hata iki siirekli degisken
arasindaki farkin 6l¢iistidiir. MAE, her gercek deger
ile veriye en iyi uyan cizgi arasindaki ortalama
dikey mesafedir. MAE ayni zamanda her veri
noktasi ile en iyi uyan ¢izgi arasindaki ortalama
yatay mesafedir. MAE, yonlerini dikkate almadan
bir dizi tahmindeki hatalarin  ortalama
biiytikligiini 6lcen, tiim tekil hatalarin ortalamada
esit olarak agirliklandirildig: dogrusal bir skordur.
MAE degeri 0’dan co’a kadar degisebilir. Negatif
yonelimli puanlar yani daha diistik degerlere sahip
tahminleyiciler daha iyi performans gosterir.
Ortalama mutlak hata tahminlerin nihai sonuclar
ile ne kadar yakin oldugunu ol¢ciimlemek igin
kullanilir ve asagida belirtilen formile gore
hesaplanmaktadir [14].

MAE =12n:\ej\ (5)
n=

Ortalama Hatanin Karekdékii (RMSE)
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Ortalama kare hatanin kokii (RMSE) 0Ongori
basarisini  6lgmek icin  kullanilir. Hatanin
biiyiikliigiinii 6lcen kuadratik bir metriktir. RMSE
tahmin  hatalarinin  (kalintilarin)  standart
sapmasidir. Yani, kalintilar, regresyon hattinin veri
noktalarindan ne kadar uzakta oldugunun bir
Olclisiidiir; RMSE ise bu kalintilarin ne kadar
yaylldiginin bir oOlg¢lsiidir. Baska bir deyisle,
verilere en iyi uyan cizgi etrafinda o verilerin ne
kadar yogun oldugunu soyler. RMSE degeri 0’dan
oo’a kadar degisebilir. Negatif yonelimli puanlar
yani daha diisiik degerlere sahip tahminleyiciler
daha iyi performans gosterir. RMSE degerinin sifir
olmas1 modelin hi¢ hata yapmadigi anlamina gelir.
RMSE, biiyilik hatalar1 daha fazla cezalandirmanin
avantajina sahiptir, bu yiizden bazi durumlara
daha uygun olabilir. RMSE, bircok matematiksel
hesaplamada istenmeyen mutlak degerin
kullanilmasini engeller [15].

2.8
n (6)

RMSE =+ MSE

3 Calismada Kullanilan Algoritmalar

RMSE =

3.1 Karar Agaclari

Karar agaclar1 aga¢ benzeri grafik veya
modellerdir. Ters cevrilmis bir agac¢ gibidir, ¢linkii
kokleri tepede bulunur ve asagi dogru biiyiir.
Tahmin, test noktalar1 ve dallari ile bir karar agaci
insa ederek elde edilebilir. Bir karar agacinin her
bir test noktasi, belirli bir girdi degiskenini test
etmeyi icerir ve her bir dal, yapilmakta olan karari
temsil eder. Daha fazla dal icermeyen bir diiglime
yaprak digim denir. Duglimiin derinligi,
digiimden koke ulasmak icin gereken minimum
adim sayisidir. Bir karar agacinin girdi degerleri
kategorik veya siirekli olabilir [16]. Karar
agaclarinda en 6nemli sorunlardan biri herhangi
bir kokten itibaren boliinmenin baska bir ifade ile
dallanmanin hangi kistasa gore yapilacagidir.
Karar agaclarinda siniflandirma yontemleri iki
cesittir. Bunlar, Entropiye Dayali Algoritmalar ile
Siniflandirma ve Regresyon Agaclar1 (CART)’lardir.
ID3 Algoritmas: ve C4.5 Algoritmas1 “Entropiye
dayali algoritmalar” arasindayken Twoing
Algoritmasi ve Gini Algoritmasi “Siniflandirma ve
regresyon agaclar1” sinifindadir[15]. Her 6znitelik,

egitim  Orneklerinin  smiflandirmasina  karar
vermek icin istatistiksel test kullanilarak
degerlendirilir. Hangi o6zellik en bilyiik bilgi

kazancini saglarsa agacin kokiinde yer alacak
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6zellik olarak o segilir. Bilgi kazanci icin entropi ad1
verilen bir tanimlama kullanilir. Entropi, olaylarin
olma olasiliklariyla iligkili olup belirsizligin
6lctilmesi i¢in kullanilan bir 6lciittiir. Entropi bilgi
ile iliskilidir ve belirsizlik arttikca eldeki veriyi
daha iyi tamimlamak icin daha fazla bilgi
gerekecektir. Entropi 0-1 aras1 degerler alir ve 1
degerine yaklastikca belirsizligin arttigini gosterir.
ID3, C4.5, CART algoritmalari en iyi ayirici 6zellige
sahip degiskeni bulmak icin entropiden faydalanir
[17]. Karar agaclarinda nitelik se¢imi hesabi
yapilirken cesitli hesaplamalar kullanilir. Bunlarin
bazilar1 bilgi kazanci (information gain), kazang
orani (gain ratio), dogruluk (accuracy), least
square, gini indeks fonksiyonlaridir.

3.1.1 JRIP

JRip (RIPPER), temel ve en popiler
algoritmalardan biridir. Siniflar biiyliyen boyutta
incelenir ve artan azaltilmis hata JRip (RIPPER)
kullanilarak sinif i¢in bir ilk kural seti olusturulur.
Egitim verilerindeki belirli bir kararin tim
orneklerini bir sinif olarak ele alarak ve bir dizi
kural bularak devam eder ve o sinifin tiim iiyelerini
kapsar. Daha sonra bir sonraki sinifa gecer ve ayni
seyi yapar, tiim siniflar islenene kadar bunu tekrar
eder. Varsayilan bir kuralla baslarlar ve bir egitim
veri kiimesi kullanarak varsayilan istisnalar
ongoren kurallar1 6grenmeye calisirlar. Ogrenilen
her kural, 6nerme degismezlerinin bir birlesimidir.
Her degismez bilgi, tek bir 6zelligin degerine dayal
olarak verilerin boliinmesine karsilik gelir. Karar
agaclarina benzeyen bu algoritma ailesi,
yorumlanmasi kolay olma avantajina sahiptir ve
deneyler, JRip'in 6zellikle biiytik veri kiimelerinde
verimli oldugunu gostermektedir. RIPPER ve IREP,
dogrudan veri kiimesinden ¢ikarilan sirali bir
kurallar kiimesi olusturmak icin ayir ve yoOnet
yontemine dayali bir strateji kullanir. Siniflar, daha
fazla unsura sahip olanlara oncelik verilerek tek
tek incelenir. Bu algoritmalar, bir durdurma kosulu
karsilanana kadar her sinifa tekrar tekrar
uygulanan doért temel adima (biiylitme, budama,
optimize etme ve se¢me) dayanmaktadir[18]. Bu
adimlar su sekilde 0©zetlenebilir. Biliylime
asamasinda, durdurma kriteri karsilanana kadar
artan sayida ongoriicii dikkate alinarak kurallar
olusturulur. Budama asamasinda fazlalik ortadan
kaldirilir ve uzun kurallar azaltilir. Optimizasyon
asamasinda, oOnceki adimlarda olusturulan
kurallar, yeni oOznitelikler eklenerek veya yeni
kurallar eklenerek (mumkiinse) gelistirilir. Son
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olarak, se¢im asamasinda, en iyi kurallar segilir ve
digerleri atilir [19].

3.1.2 PART

Algoritma, planlanan kurallar dizisi olan “karar
listeleri” ad1 verilen kural kiimeleri tretir. Sirayla
listedeki her kuralla yeni bir veri karsilastirilir ve
ogeye ilk eslesen kuralin sinifi atanir. PART, her
yinelemede kismi bir C4.5 karar agaci olusturur ve
"en iyi" yapragini bir kural haline getirir. PART
hem hesaplama performansi hem de sonuclar
acisindan ¢ok verimli bir algoritmadir. PART, tipik
olarak karar agact 6greniminin bol ve yonet
stratejisini, kural 6grenmeye 6zgli ayir ve yonet
stratejisi ile birlestirir. Once bir karar agac
olusturulur (C4.5 algoritmasi kullanilarak) ve en
yliksek kapsama alanina sahip yaprak bir kurala
dontstiirilir. Ardindan, bu kural tarafindan
kapsanan ornekler grubu atilir ve siire¢ bastan
baslar. Sonug, o©nceki herhangi bir kural
karsilamayan 6rnekler i¢in gecerli olan varsayilan
bir kural tarafindan tamamlanan sirali bir kurallar
kiimesidir [20].

3.1.3 FURIA

Bulanik kural tabanli bir algoritmadir. Klasik
mantikta sicak, soguk, hizli yavas gibi kavramlar
vardir. Fakat sicak ile soguk arasindaki 1lik
kavrami, hizli ile yavas arasindaki orta hizli
kavrami gibi kavramlar denilince bulanik mantik
devreye girer. Bulanik mantikta kiimeye ait her bir
eleman [0 1] arasinda tyelik dereceleri alir.
Geleneksel kurallardan daha geneldir ve birgok
avantajl vardir. Ornegin, geleneksel (bulanik
olmayan) kurallar “keskin” karar sinirlar1 ve buna
bagli olarak farkh siniflar arasinda ani gegisler olan
modeller iretir. Bu 06zellik stiphelidir ve pek
sezgisel degildir. Bunun yerine, bir kural
tarafindan saglanan bir sinifa yonelik destegin
"tam" dan (kuralin 6ziiniin icinde) "sifira" (sinirin
yakininda) ani bir sekilde degil, tedrici bir sekilde
diismesi beklenir. Bulanik kurallarin temel
ozelliklerinden biri olan "yumusak” sinirlar1 vardir.
Kuskusuz, Kkesin bir smiflandirma Kkararinin
verilmesi gerekiyorsa, yumusak sinirlarin yeniden
keskin sinirlara doniistiriilmesi gerekir [21].
FURIA, belirsiz kural tabanli bir siniflandirma
algoritmasidir. Bulanik Kurali, 6zellikle kural
esnetme yaklasimi kullanir.
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4 Veri Setleri
Tabo 4.1. Calismada kullanilan veri setleri

e e Sif s

Veri Seti Biiytikliigi sayisi Veri Tipi
Messidor_image 1151 x20 2 Tamsay1
Labor 57 x 16 2 Tamsay1
Diabets 7X768 2 Numeric
Wine 15x178 3 Numeric
Hipotiroid 3800x21 2 Tamsay1
Credit Card 211x 1000 9 Niimeric
Soy Bean 35%x700 2 Tamsay1
Sensor 13x2212 3 Numeric

Tablo 4.1. de ¢alismada kullanilan veri setlerine ait
ad, buyuklik, smmf sayisi ve veri tipi
tanimlanmistir. Bu veri setleri;

Messidor veri tabani, diyabetik retinopatinin
bilgisayar destekli tanilar ile ilgili ¢alismalar:
kolaylastirmak icin  olusturulmustur. Veri
tabaninda bulunan tim goriintiler, gercek klinik
teshisler yapmak icin  kullanilmistir. Hasta
mahremiyetinin en iist diizeyde korunmasini
saglamak icin, bir hastayr tanimlamaya izin
verebilecek bilgiler atilmistir ve herhangi bir
konuyu tanimlamak igin goériintiilerin tek basina
veya baskalariyla birlikte kullanilabilecegine dair
gercek bir bilgi yoktur [22].

Labor veri seti; Cinsiyete Gore Ayristirilmis Isgiicii
Veritaban1 (GDLD), Diinya Bankasi hane halki
anket toplamasina ve diger kamu kaynaklarina
dayanan kiiresel bir mikro isgilici veri
tabanidir. Bu veri tabani, ekonomik faaliyetleri ve
meslek Kkategorilerini yerel smiflandirmadan
uluslararas1 Kkarsilastirilabilir = siniflandirmalara
kadar uyumlu hale getirmistir. Egitim, istihdam
seviyeleri, licretler, isgiici geliri ve genellikle
mevcut olandan ¢ok ayristirlmis ekonomik
aktivite seviyesi ve meslek kategorisinde istihdam
durumu hakkinda ayrintih hesaplar sunarak
kiiresel cinsiyet istatistiklerinde 6nemli bir bilgi
boslugunu doldurur [23]. Diabets veri seti; Diyabet
hasta kayitlar1 iki kaynaktan elde edilmistir. Bu
veri seti aslen Ulusal Diyabet ve Sindirim ve B6brek
Hastaliklar Enstitiisiinden alinmistir. Veri setinin
amaci, bir hastanin diyabetli olup olmadigini, veri
setine dahil edilen belirli tanisal 6l¢ciimlere dayali
olarak tanisal olarak tahmin etmektir [24].

Wine veri seti; bu veriler, Italya'da aym bélgede
yetistirilen, ancak tli¢ farkh cesitten elde edilen
saraplarin kimyasal analizinin sonug¢laridir. Analiz,
lic sarap tiliriinlin her birinde bulunan 13 bilesenin
miktarlarinin sonuglaridir [25]. Hipotiroid veri
seti; “machine learning repository” adli internet
sitesinin veri tabami kullanilmistir. Verileri
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dagilimi: “Hipertiroid=35 sonu¢, Hypotiroid=30
sonug¢ ve saglikli sonuc sayis1 =150” seklindedir.
Taniy1 koyabilmek icin kullanilan giris verileri 5
adet (T3RU, T4, T3, TSH and MAD-TSH), cikis ise
bir adettir (O=saglikli, 1=hipertiroid,
2=hipotiroid)[26].

Credit Card verileri; Kredi kart1 sirketlerinin hileli
kredi kart1 islemlerini fark edebilmeleri 6nemlidir,
boylece misteriler satin almadiklar1 {irtinler icin
tcretlendirilmezler.

Bu veri kiimesi, iki giin i¢cinde gerceklesen ve
284.807 islemden 492'sini sahtekarlik yapilan
islemleri igerir[27].

SoyBean verileri; bu, egitim ve test veritabaninin
tek bir dosyada birlestirildigi UCI deposundaki
biiylik soya veritabanidir. Sadece ilk 15'i 6nceki
calismalarda  kullanilmis olan 19  simf
vardir. Bazilar1 nominal ve bazilar1 sirali 35
kategorik nitelik vardir. Ozniteliklerin degerleri
sayisal olarak kodlanir, ilk deger "0", ikincisi "1" vb.
Olarak kodlanir[28]. Sensor Verileri; Sensor
verileri, fiziksel ortamdan bir tiir girdiyi algilayan
ve bunlara yanit veren bir aygitin ciktisidir. Cikti,
baska bir sisteme bilgi veya girdi saglamak veya bir
stireci yonlendirmek icin kullanilabilir[29].

Veri madenciligi icin kullanilacak olan verilerin az
ve sinirli olmasi durumunda elde edilen sonuglarin
degerlendirilmesi icin bekletme yaklasimina
secenek olarak kullanabileceginiz degerlendirme
yontemi k-kath capraz gecerleme yaklasimidir.
Toplam N 6rnekten olusan veri seti k adet (5 veya
10 gibi) esit parcaya ayrilir (Eger toplam 6rnek
sayis1 k sayisina tam olarak béliinemiyorsa ayrilan
son parc¢adaki 6rnek sayisinin diger k-1 parcadaki
ornek sayilarindan daha az olacagi
unutulmamalidir). Bu durumda k adet analiz
ardisik olarak gerceklestirilmektedir. Capraz
gecerleme siirecinde sirasiyla k parganin her biri
test veri seti olarak kullanilirken diger k-1 parcalar
egitim veri seti olarak kullanilmaktadir [30].

Calismada kullanilan tiim veri setleri 10-kat
caprazlama yontemi kullanilarak dért algoritmada
test edilmistir.

Arastirmada kullanilan bilgisayarlarin donanim
ozellikleri (CPU: P4 1.8 Mhz, R.A.M: 256 Mb, Ekran
Karti: 64 MB paylasimsiz, Sabit Disk: 40 Gb,
Cd_Rom: 52x) standart bir yazilimi yeterince hizl
calistirabilecek diizeydedir.

5 Deneysel Sonuglar

Ek-1'de gosterildigi gibi dort simmiflandirma
algoritmasi Karar Agaclari, JRIP, PART ve FURIA
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kullanilarak analiz edilmistir. Dort algoritma acik
erisimli, veri madenciligi dogrulama yontemleri
icin kullanilan sekiz gercek veri seti kullanilarak
uygulanmistir. Bu veri setleri farkl biiytikliiklerde
olup ortak yanlari kategorik ve sayisal verilerden
olusmalaridir. Bu algoritmalar arasinda FURIA
algoritmasinin dogru siiflandirma ytizdesinin
ylksek, ortalama mutlak hatasinin diisiik oldugu
goriilmektedir. Bu arastirmada, FURIA'nin yiiksek
diizeyde dogruluga ulastig1 saptanmistir.

Sirasiyla veri sayisi en yiiksek olan Hipotiroid ve
Sensor veri setlerinde dogru smniflandirma
oranlarinin en yiiksek oldugu goriilmektedir. lyi
bir siniflandirma algoritmasinin biiytik veri setleri
icin de dogru siniflandirma yapabilmesi beklenir.
Elde edilen bulgulara gore veri seti bliyiik iken de
FURIA algoritmasinin kullanilmasi énerilebilir.

6 Sonuglar

Siniflandirma, istatistikgiler ve makine 6grenimi
arastirmacilar tarafindan geleneksel problemleri
¢o6zmek icin kullanilan bir yéntemdir. Bir modelin
isleyisi, simf {yeligi, yanlis kategorize etme,
egitimin boyutu ve test setleri gibi egitim
algoritmasinin yani sira diger ozelliklere de bagh
olabilir. Her egitim o6rnegi, bir hipotezin dogru
olma olasiligina baglh olarak asamali olarak
artabilir veya azalabilir. Gruplama ve tahmin, veri
analizi icin kullanilan iki yontemdir.

Bu c¢alismada kural tabanhi siiflandirma
algoritmalarindan PART, JRIP, FURIA ve Karar
Agaclan algoritmalart  kullanilmistir. Bu
algoritmalar WEKA platformunda bircok alandan
Wine, Soybean, Labor, Sensor, Hipotiroid, Diabet,
Kredi card, Messidor_futures veri setleri
siniflandirilan érneklerin sayisi, yiizdesi, ortalama
mutlak hata (MAE), kok ortalama kare hata (RMSE)
ozellikleri referans alinarak karsilastirilmistir. Bu
karsilastirmada dogru siniflandirma agisindan en
iyi algoritmanin bulanik mantik tabanlh algoritma
olan FURIA algoritmasi oldugu goriilmektedir.
Diger algoritmalara gore en diisik performans
gosteren algoritma ile ilgili bir yorum yapilamaz.
Bluyik veri analiz yodntemlerinde FURIA
algoritmasinin smiflandirma algoritmas: olarak
kullanilmasi 6nerilmektedir.
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Ek-1 Deneysel Sonuclar

Dogru simflandirilan Ortalama Hata Kareler

Veri Seti Algoritma Adr orneklf:rm S.a yist- Mutlak Hata ortalamasinin karekokii
Yiizdesi

Karar Agaclari 718- %62.38 0.43 0.47

JRIP 724-%62.90 0.45 0.48

Messidor_Features PART 744-%64.63 0.39 0.48
FURIA 753-%65.41 0.34 0.54

Karar Agaclari 710-%71 0.36 0.43

. JRIP 717-%71.7 0.37 0.44
Credit Card PART 702- %70.2 0.32 0.49
FURIA 725-%72.5 0.27 0.49

Karar Agaclari 547- %71.22 0.34 0.42

Diabet JRIP 577-%75.13 0.34 0.42
PART 578- %75.26 0.31 0.41

FURIA 581-%75.65 0.25 0.47

Karar Agaclari 3747-%99.33 0.02 0.07

Hipotiroid JRIP 3747-%99.33 0.004 0.05
PART 3750-%99.41 0.003 0.05

FURIA 3752-%99.46 0.003 0.04

Karar Agaclari 2051-%92.72 0.11 0.20

Sensér JRIP 2157-%97.51 0.02 0.12
PART 2168-%98.01 0.01 0.11

FURIA 2182-%98.64 0.011 0.08

Karar Agaclari 146- %85.88 0.16 0.26

Wine JRIP 156-%91.7 0.06 0.22
PART 156- %91.76 0.08 0.229

FURIA 159- %93.5 0.05 0.20

Karar Agaclari 576-%84.33 0.06 0.15

Soybean JRIP 630- %92.24 0.011 0.08
PART 628-%91.94 0.013 0.084

FURIA 637- %93.265 0.008 0.07

Karar Agaglari 43-%75.43 0.29 0.40

JRIP 44-%77.19 0.22 0.45

Labor

PART 45-%78.94 0.28 0.43

FURIA 46-%80.70 0.18 0.39
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