
 

Araştırma Makalesi 
Adıyaman Üniversitesi 

Mühendislik Bilimleri Dergisi 
16 (2022) 88-104  

 
DİYABETİK RETİNOPATİ TESPİTİ İÇİN ATOM ARAMA 
OPTİMİZASYONU İLE ÖZELLİK SEÇİMİ YÖNTEMİ 

Feyza ALTUNBEY ÖZBAY1, Erdal ÖZBAY2* 
1Fırat Üniversitesi, Mühendislik Fakültesi, Yazılım Mühendisliği Bölümü, Elazığ, 23119, Türkiye 
2Fırat Üniversitesi, Mühendislik Fakültesi, Bilgisayar Mühendisliği Bölümü, Elazığ, 23119, Türkiye  
Geliş Tarihi/Received Date: 10.11.2021 Kabul Tarihi/Accepted Date: 08.02.2022 DOI: 10.54365/adyumbd.1021738 

ÖZET 
Diyabetik Retinopati (DR), dünya genelinde milyonlarca insanı etkileyen görme kaybı ve körlüğün başlıca 
nedenidir. DR tespiti için retinal fundus görüntülerini kullanan birçok farklı bilimsel ve tıbbi yaklaşımlar 
bulunmaktadır. Bu yaklaşımların çoğunda, özellik seçimi aşaması yapılmadan diyabetik retinopati veri kümelerine 
çeşitli makine öğrenimi ve derin öğrenme yaklaşımları uygulanmıştır. Çalışmada UCI makine öğrenmesi 
deposundan elde edilen DR veri kümesi kullanılmıştır. Bu makalede, atom dinamiklerinden faydalanılarak 
önerilmiş popülasyon temelli yeni bir metasezgisel yöntem olan Atom Arama Optimizasyon (AAO) algoritması, 
ilk kez DR veri kümesi için bir özellik seçim yöntemi olarak kullanılmıştır. Normalize edilen veri kümesine AAO 
algoritmasının uygulanmasının ardından elde edilen yeni veri kümesi Bagging, CvR, IBk, JRip, Kstar ve 
SimpleCart olmak üzere altı sınıflandırma algoritması ile test edilmiştir. Aynı sınıflandırma algoritmaları, orijinal 
DR veri kümesine de uygulanmıştır. Elde edilen sonuçlar AAO algoritması ile özellik seçimi yapılmış veri kümesi 
ile karşılaştırılmıştır. Önerilen modelin performansı doğruluk, duyarlılık, özgüllük, kesinlik, f-ölçütü ve roc alanı 
değerleri bakımından değerlendirilmiştir. Elde edilen sonuçlar, AAO algoritması ile özellik seçimi yapılmış veri 
kümesi üzerinde Bagging, CvR, IBk, JRip, Kstar ve SimpleCart algoritmaları ile daha iyi değerler elde edildiğini 
göstermektedir. Bu bakımdan önerilen özellik seçimi ile algoritmaların özellik seçimi olmadan elde edilen 
sınıflandırma oranlarında doğruluk için ortalama %2.7, duyarlılık için %3.5, özgüllük için %2’lik bir artış 
sağlanmıştır. 
Anahtar Kelimeler: Atom arama optimizasyon algoritması, Diyabetik Retinopati, Özellik seçimi, Sınıflandırma 

 

FEATURE SELECTION METHOD WITH ATOM SEARCH 
OPTIMIZATION FOR DETECTION OF DIABETIC RETINOPATHY 
ABSTRACT 

Diabetic Retinopathy (DR) is the leading cause of vision loss and blindness, affecting millions of people 
worldwide. There are many different scientific and medical approaches that use retinal fundus images for DR 
detection. In most of these approaches, various machine learning and deep learning approaches have been applied 
to diabetic retinopathy datasets without the feature selection step. The DR dataset obtained from the UCI machine 
learning repository was used in the study. In this article, Atom Search Optimization (ASO) algorithm, a new 
population-based metaheuristic method proposed by utilizing atom dynamics, is used for the first time as a feature 
selection method for the DR dataset. Applied the ASO algorithm to the normalized dataset, the new dataset was 
tested by six classification algorithms: Bagging, CvR, Ibk, JRip, Kstar, and SimpleCart. The same classification 
algorithms were applied to the original DR dataset. The results obtained were compared with the data set that was 
selected with the ASO algorithm. The performance of the proposed model was evaluated in terms of accuracy, 
sensitivity, specificity, precision, f-measure, and roc curve values. The results show that better values were 
obtained with Bagging, CvR, Ibk, JRip, Kstar, and SimpleCart algorithms on the dataset selected with the ASO 
algorithm. In this regard, an increase of  2.7% for the average accuracy, 3.5% for the sensitivity, and 2% for the 
specificity were achieved in the classification rates obtained without feature selection of the algorithms with the 
proposed feature selection. 

Keywords: Atom search optimization algorithm, Diabetic Retinopathy, Feature selection, Classification 
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1. Giriş 

Diyabet, pankreasın yetersiz insülin üretmesi veya vücudun bunu gerektiği gibi kullanamaması 
sonucu kandaki glikoz miktarını artıran kronik bir hastalıktır. İnsülin, vücudumuzdaki hücrelerin 
yiyeceklerde glikoz kullanmasına ve vücudun şeker seviyesini kontrol etmesine yardımcı olan bir 
hormon türüdür. Yetersiz miktarda insülin, vücuttaki glikoz seviyesinde artışa neden olmaktadır. Bu 
durum da kişinin diyabetik olmasına sebep olmaktadır [1]. Uluslararası Diyabet Federasyonu verilerine 
göre 2017 yılında dünya genelinde 451 milyon yetişkinin diyabetle yaşadığı tahmin edilmektedir [2]. 
Çin, Hindistan ve ABD dünyanın en yüksek diyabet popülasyonuna sahip ilk üç ülkesidir [3]. Diyabet 
süresinin uzaması ile diyabet retina dâhil tüm vücudu etkilemektedir. Diyabetik Retinopati (DR), 
diyabetin ileri evrelerinde körlüğe neden olan en yaygın ve tehlikeli yan etkilerinden biridir. Dünya 
çapında, körlüğün %2.6’sının nedeni DR’dir [4]. Uzun süredir hastalıktan muzdarip diyabet hastalarında 
DR varlığı olasılığı artmakadır. Diyabet hastalarının körlük riskinden korunmak için, DR’nin erken bir 
aşamada teşhis ve tedavi edilmesi gerekmektedir. Bu nedenle düzenli retina taraması yapılmalıdır [5]. 
DR, bir retina görüntüsünde mikroanevrizmalar, kanamalar, yumuşak ve sert eksüdalar gibi farklı tip 
lezyonların ortaya çıkmasıyla saptanmaktadır [6]. 

Mikroanevrizmalar (MA): Perisitlerin (kasılma hücreleri) kaybı, mikroanevrizmalar olarak 
bilinen retinal kılcal damarların üzüm şeklinde veya iğ şeklinde genişlemesiyle vasküler hücreler arası 
temaslarda çeşitli değişikliklere yol açabilmektedir. Mikroanevrizmalar, DR’nin klinik olarak 
görülebilen en erken belirtisidir. Muayenede mikroanevrizmalar, retinanın iç nükleer tabakasında 
bulunan küçük kırmızı noktalar olarak görünmektedir [7]. 

Retina içi kanamalar: Retinada daha büyük noktalar olarak görünmektedir. Alev (yüzeysel) ve 
leke (daha derin) olmak üzere iki tür kanama bulunmaktadır [7]. 

Sert eksüdalar: Merkezi retinadaki anormal kan damarlarından sızan ve merkezi görmede 
bulanıklığa neden olan ve retinada sarı (lipoproteinli tortular) lekeler olarak görünen lipidlerdir [7]. 

Yumuşak eksüdalar (Pamuk yünü): Sinir lifinin şişmesi nedeniyle retinada beyaz lekeler olarak 
görünmektedir [7]. 

 
Şekil 1. DR’nin farklı evreleri 

Kırmızı lezyonlar mikroanevrizma ve kanama iken parlak lezyonlar yumuşak ve sert eksudalardır.  
DR’nin iki ana tipi vardır: Proliferatif Olmayan Diyabetik Retinopati (NonProliferative Diabetic 
Retinopathy - NPDR) ve Proliferatif Diyabetik Retinopati (Proliferative Diabetic Retinopathy - PDR). 
Erken aşamalarda NPDR olarak adlandırılan DR, hafif, orta ve şiddetli olmak üzere 3 aşamadan 
oluşmaktadır [8]. Hafif evrede, kan damarlarının ucunda küçük dairesel kırmızı noktalar olarak bilinen 
MA’lar bulunmaktadır. Orta evrede, MA’lar daha derin katmanlara geçer ve retinada alev şeklinde bir 
kanama oluşturur. Şiddetli evre, dört kadranın her birinde, belirgin intraretinal mikrovasküler 
anormalliklerle birlikte kesin venöz kanamaya sahip 20’den fazla intraretinal kanama içermektedir. 
PDR, retinanın iç yüzeyinde büyüyen fonksiyonel mikrovasküler ağlar şeklinde yeni kan damarlarının 
doğal bir oluşumu olan neovaskülarizasyona yol açan DR’nin ileri aşamasıdır [9].  DR’nin farklı evreleri 
Şekil 1’de gösterilmiştir. Şekil incelendiğinde, normal ve hafif evrelerin görsel olarak benzer olduğu 
görülmektedir. Bu nedenle, hafif evreyi tespit etmek zordur. Bu aşamalar ve barındırdıkları çeşitli 
lezyonlar Çizelge 1’de kısaca özetlenmiştir. 
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Çizelge 1. DR’nin seviyeleri ve ilişkili lezyonları. 

DR Şiddet Düzeyi Lezyonlar 
DR Yok Lezyon yok 
Hafif DR Yalnızca mikroanevrizmalar 
Orta DR  Mikroanevrizmalardan daha fazla fakat şiddetli DR’den daha az 
Şiddetli DR  Aşağıdakilerden herhangi biri: 

• 4 retinal kadranın her birinde 20’den fazla intraretinal HM, 
• Venöz boncuklanmalar, 
• 1’den fazla kadranda belirgin intraretinal mikrovasküler anormallikler 
• Proliferatif DR belirtisi yok 

Proliferatif DR Aşağıdakilerden biri veya birkaçı:  
• Vitreus/preretinal HM, 
• Neovaskülarizasyon 

Tıbbi verilerin boyutları farklı birçok özellikler içermektedir ve her biri farklı değer türlerinden 
oluşmaktadır. Gürültü, aykırı değerler, eksik veya yinelenen veriler veri kalitesiyle ilgili sorunlara neden 
olmaktadır. Ham verileri daha sonra yapılacak analizler için uygun hale getirmek için veri hazırlamaya 
odaklanarak ön işleme adımları uygulamak gerekmektedir.  Bu problemlerin bazılarının üstesinden 
gelmek için özellik seçme yöntemi kullanılabilir. Özellik seçimi, sınıflandırıcının performansını 
artırmak ve hesaplama yükünü azaltmak için önemli bir adımdır. Ayrıca, boyutun azaltılması alakasız 
özellikleri ortadan kaldırabilirken, gürültünün azaltılması, daha az özelliğin ilişkilendirilmesi nedeniyle 
daha sağlam öğrenme modelleri üretilmesini sağlayabilmektedir.  

 Bu çalışmada, DR tespiti için DR veri kümesinden özellik seçimi yapmak amacıyla atomik 
hareketi taklit eden, yakın zamanda önerilen fizikten ilham alan Atom Arama Optimizasyonu (AAO) 
algoritmasını kullanılmıştır. Bu bakımdan popülasyon tabanlı bir metasezgisel bir algoritma olan AAO 
algoritmasını kullanan yeni bir yöntem önerilmektedir. Önerilen bu yöntemde, AAO algoritması ile 
özellik seçimi yapılarak elde edilen yeni veri kümesine ve orjinal veri kümesine Bagging, Classification 
via Regression (CvR), IBk, JRip, Kstar ve SimpleCart olmak üzere altı farklı sınıflandırma algoritması 
uygulanmıştır. Algoritmalardan elde edilen sonuçlar doğruluk, duyarlılık, özgüllük, kesinlik, f-ölçütü 
ve roc alanı olmak üzere birçok farklı performans değerlendirme kriterine göre karşılaştırılmıştır. 
Karşılaştırma sonuçlarına göre, DR tespiti için AAO algoritmasının özellik seçimi yöntemi olarak 
kullanılmasının Bagging, CvR, IBk, JRip, Kstar ve SimpleCart algoritmalarının performansları 
üzerindeki etkisi değerlendirilmiştir.  

Çalışmanın geri kalanı şu şekilde tasarlanmıştır: İkinci bölüm literatürde DR teşhisi için önerilen 
farklı yöntemleri sunmaktadır. Özellik seçimi için kullanılan AAO algoritması, sınıflandırma 
algoritması olarak kullanılan Bagging, CvR, IBk, JRip, Kstar ve SimpleCart algoritmaları ve 
sınıflandırma algoritmalarını analiz etmek için kullanılan performans değerlendirme metrikleri üçüncü 
bölümde detaylıca incelenmişitir. Dördüncü bölümde, çalışma kapsamında kullanılan DR veri kümesi 
açıklanmıştır. Aynı zamanda, önerilen yöntemin performans değerlendirmesi bu bölümde yapılmıştır. 
Son olarak, beşinci bölümde çalışmanın önemi ve sonuçları vurgulanmıştır.  

2. Literatür Taraması  

Körlüğe neden olan DR’nin erken evrelerde saptanması DR’nin önlenmesi önemli bir esastır. Bu 
nedenle DR’nin tespit edilebilmesi için alanında uzman araştırmacılar tarafından araştırma ve ilgi 
alanlarına göre pek çok farklı çalışma yapılmıştır. Tıp alanında önerilen yöntemlerin dışında, DR’nin 
tespiti için araştırmacılar birçok farklı makine öğrenmesi ve derin öğrenme yöntemleri önermiş ve 
uygulamışlardır.  
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Sahlsten ve diğerleri, DR’nin belirlenmesi için yüksek doğruluğa sahip derin öğrenme temelli bir 
yaklaşım geliştirmişlerdir [10]. Analizlerini, yüksek çözünürlüklü görüntülerin üzerinde yapılmıştır. 
Elde edilen sonuçlar, maliyetteki sınırlamalar göz önünde bulundurulduğunda derin öğrenme 
modellerinin hastalığı teşhis etmekte kabiliyetinin yüksek olduğunu göstermektedir.  

Gondal ve diğerleri, DR’nin tespiti için (Evrişimli Sinir Ağı) ESA modeli kullanan bir yöntem 
önerilmiştir. Kaggle veri kümesini eğitim ve DiaretDB1 veri kümesi test kümesi olmak üzere genel 
erişime açık iki veri kümesi kullanılmıştır. DiaretDB1 veri kümesinde, önerilen ESA modeli %93.6 
duyarlılık ve %97.6 özgüllük ile sonuçlanmıştır [11]. 

Li ve diğerleri, farklı bir çalışmada, renkli fundus görüntüleri işlenerek DR’nin tespiti için veri 
odaklı derin öğrenme modeli önerilmiştir. Önerilen model, hastalıklı görüntüleri sağlıklı görüntülerden 
ayırmayı sağlamıştır [12]. 

Retinal fundus görüntülerinden DR ve makula ödemini saptamak için derin öğrenme modeli 
tasarlanmıştır [13]. 128,175 retinal görüntüden veri setini eğitmek için derin bir evrişimsel sinir ağı 
kullanılmıştır [14]. Çalışmadan elde edilen duyarlılık ve özgüllük oranları, derin bir sinir ağı modelinin, 
diyabetik hastalar arasında yönlendirilebilir diyabetik retinopatinin saptanmasındaki başarılarını 
göstermektedir.  

Raman ve diğerleri, retinal fundus görüntülerinden anormal özelliklerin varlığını tespit ederken, 
retinal görüntülemedeki anormalliği bulmak için bilgisayar destekli algılama mekanizmasını 
geliştirmişlerdir. Önerilen yöntem, görüntülerin iyileştirilmesi, gürültünün filtrelenmesi, kan 
damarlarının tespiti ve optik diskin tanımlanması, eksüdaların ve mikroanevrizmaların çıkarılması, 
özelliklerin çıkarılması ve DR’nin hafif, orta, şiddetli NPDR ve PDR olmak üzere çeşitli aşamalarının 
makine öğrenmesi yöntemleri ile sınıflandırılmasına odaklanmıştır [15].  

Porwal ve diğerleri, lezyon segmentasyonunun önceki aşamasından kaçınarak hasta ve sağlıklı 
vakaları ayırt etmek için renkli fundus görüntülerinin dokusunu tanımlamışlardır. Bu çalışmada, 
AdaBoost, rastgele orman, lojistik regresyon ve destek vektör makinelerini içeren farklı birçok 
sınıflandırıcı kullanılmıştır [16]. 

Hemanth ve diğerleri, retinal fundus görüntülerinden diyabetik retinopati tanısı için alternatif 
hibrit bir çözüm yöntemi önerilmiştir. Hibrit yöntemde, görüntü işleme ve derin öğrenmeyi daha iyi hale 
getirmek için kullanılmıştır. Histogram eşitleme ve kontrast sınırlı uyarlanabilir histogram eşitleme 
teknikleri ile görüntü işleme yapılmıştır. Daha sonra, tanı konvolüsyonel bir sinir ağı ile 
gerçekleştirilmiştir. Önerilen yöntemin etkinliği, MESSIDOR verikümesindeki 400 retinal fundus 
görüntüsü kullanılarak test edilmiştir [17].  

Shahin ve diğerleri, farklı bir çalışmada, retinal fundus görüntülerini proliferatif diyabet retinopati 
olan ve olmayan olarak otomatik olarak sınıflandırmak için bir sistem geliştirilmiştir. Entropi ve 
homojenlik dâhil olmak üzere iki indeksin yanı sıra kan damarları alanı ve eksüda alanı gibi patolojik 
özellikleri çıkarmak için morfolojik işlemeyi benimsenmişlerdir. Bu özellikler sığ bir sinir ağını 
beslemektedir [18].  

Eksüda lezyonunu bölümlere ayırmak için yukarıdan aşağıya bölümleme ve sert eksüdaların 
şiddetini derecelendirmek için fovea merkezli bir kutupsal koordinat sistemi olmak üzere iki bölümden 
oluşan otomatik bir algoritma öneren farklı bir yöntem 236 fundus görüntüsünden oluşan küçük bir veri 
kümesi üzerinde test edilmiştir [19].   

Diyabetik retinopati olan ve olmayan insanları %90’dan fazla doğrulukla ayırt etmek için rastgele 
orman algoritmasını kullanan bir yöntem önerilmiştir. Önerilen yöntem dereceli fundus fotoğrafları ve 
sistemik verilere dayanarak DR riskini değerlendirmektedir [20].  

Gargeya ve Leng, derin evrişimli sinir ağını geleneksel bir makine öğrenme algoritması ile 
birleştiren bir yöntem önermişlerdir. Çalışmada, fundus görüntüleri ön işlemden sonra kalıntı bir ağı 
beslemekte ve daha sonra ağın son havuzlama katmanından elde edilen görüntülerin karakterizasyonu, 
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birkaç meta veri değişkeni ile birlikte, sağlıklı ve sağlıksız arasında ayrım yapmak için bir karar ağacı 
sınıflandırıcısına gönderilmektedir [21]. 

Akram ve diğerleri, retina görüntülerinde mikroanevrizmaları, kanamaları, sert eksüdaları, pamuk 
yünü lekelerini veya diğer lezyon türlerini saptamak için yeni bir hibrit sınıflandırıcı teknik 
tasarlamışlardır. Önerilen tekniğin performansını ve sınıflandırmadaki doğruluğunu geliştirmek için 
araştırmacılar m-medoids ile Gauss karışım modelini birleştirmişlerdir. Yöntemin etkinliğini 
değerlendirmek için standart fundus görüntü veritabanları kullanmışladır [22]. 

Welikala ve diğerleri yeni bir modifiye hat operatörü ve standart bir hat operatörü kullanarak 
proliferatif DR’yi sınıflandırmak için neovaskülarizasyonu tespit etmek için bir yaklaşım 
geliştirmişlerdir. Destek vektör makinesi, her bir özellik kümesi üzerinde son sınıflandırmayı 
gerçekleştirmek için kullanılmıştır. Önerilen tekniğin performansı değerlendirmek için yalnızca 60 
görüntüden oluşan küçük bir veri tabanı kullanılmıştır [23]. 

Waheed ve diğerleri, retinal kan damarı segmentasyonu için ortam sınıflandırmasına dayalı bir 
hibrit özellik veri kümesi kullanan bir yöntem sunmuştur. Araştırmacılar, normal kan damarlarını ve 
diyabetin bir sonucu olarak büyüyen sahte kan damarlarını ayırt etmek için yeni bir bölge tabanlı hibrit 
özellik seti kullanmışlardır [24]. 

Zhang ve diğerleri DR’yi saptamak için eksüdaların saptanması için renkli retinal görüntüler 
üzerinde araştırma yapmışlardır. Bu tekniğin performansını belirlemek için yeni bir klinik veri tabanı 
olan E-ophtha EX kullanılmıştır. Bu veri seti, konturlu eksüdalar içermektedir. Eksüda tespiti için 
önerilen bu yöntem, aynı hastanın iki farklı muayenesi arasında hastalığın büyümesinin belirlenmesi 
gibi karmaşık problemler için geliştirilmiştir. Ön işleme adımı gürültü giderme, normalleştirme ve 
eksüdaların yanlış saptanmasına yol açabilecek görüntüdeki artefaktların saptanmasına dayanmaktadır. 
Aday segmentasyon tekniği, klasik ve bağlamsal özellikleri kullanan matematiksel morfolojiye dayalı 
olarak tanıtılmıştır. Son bir adım olarak, eksüdaları segmentlere ayırmak için rastgele orman algoritması 
uygulanmıştır [25]. 

3. Önerilen Yöntem  

Orijinal DR Veri 
Kümesi

Veri 
Ölçeklendirme Veri Bölme

• Eğitim 
verisi

• Test 
verisi

Özellik Seçimi ile Sınıflandırma

AAO 
Algoritması ile 
Özellik Seçimi

En İyi Özellikler

Sınıflandırıcının 
Seçilmesi

K-kat Çapraz 
Doğrulama

Özellik Seçimi 
Olmadan Sınıflandırma

Sınıflandırıcının 
Seçilmesi

K-kat Çapraz 
Doğrulama

Özellik Seçimi ile ve Özellik Seçimi Olmadan Oluşturulan Sınıflandırma 
Modellerinin Karşılaştırılması

 

Şekil 2. Önerilen yöntemin mimarisi  
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Bu bölümde, DR tespiti için önerilen yöntem detaylı olarak incelenmiştir. Yöntemin ilk adımında, 
StandardScaler yöntemi kullanılarak özellik kümesi ölçeklendirilmiştir. Veri kümelerinin 
ölçeklendirilmesi, aykırı değerlerin kaldırılmasını, verilerin dönüştürülmesini ve verilerin 
normalleştirilmesini içermektedir [26].  DR tespiti için verilere bir sınıflandırıcı algoritması 
uygulamadan önce veri kümesinin dikkatli bir şekilde değerlendirilmesi önemlidir. Gereksiz ve alakasız 
birçok özelliği kullanmak yerine sınıflandırma sürecini daha verimli hale getirmek için sadece gerekli 
özellikleri dikkate alınabilir. Bu nedenle, ilgili ve önemli özelliklerin seçebilmesi için özellik seçimi 
yöntemleri kullanılmaktadır. Ayrıca, sınıflandırma uygulamalarında özellik seçimi yöntemlerinin 
kullanılarak önemli özelliğin bulunması sınıflandırıcının iş yükünün azaltılmasına yardımcı olmaktadır. 
Bu sayede sınıflandırma algoritmalarının doğruluğu artmaktadır. Bu çalışmada DR veri kümesinden 
özellik seçimi için atom dinamiklerinden faydalanılarak önerilmiş popülasyon temelli yeni bir algoritma 
olan Atom Arama Optimizasyon (AAO) algoritması kullanılmıştır. Veri normalizasyon adımından 
sonra, sınıflandırma algoritmaları için en uygun özelliklerin belirlenmesi için normalize edilmiş veri 
kümesine AAO algoritması uygulanarak özellik seçimi yapılmıştır. En uygun özellik kümesi seçildikten 
sonra elde edilen yeni DR veri kümesine Bagging, CvR, IBk, JRip, Kstar ve SimpleCart algoritmaları 
uygulanmıştır. Aynı zamanda orijinal veri kümesine de aynı sınıflandırma algoritmaları uygulanmıştır. 
Özellik seçimi ile oluşturulan yeni veri kümesi ve orijinal veri kümesinden elde edilen sonuçlar birçok 
farklı metriğe göre karşılaştırılarak AAO algoritması ile özellik seçimi yapmanın DR tespiti üzerindeki 
etkiliği test edilmiştir. Önerilen yöntemin mimarisi Şekil 2’de verilmiştir. 

3.1. Atom Arama Optimizasyon (AAO) Algoritması 

AAO algoritması, küresel optimizasyon problemleri için etkili bir arama mekanizması tasarlamak 
için etkileşim ve kısıtlama kuvvetleri tarafından kontrol edilen atomik hareketi taklit eden yakın 
zamanda önerilen fizikten ilham alan, popülasyon tabanlı bir sezgisel algoritmadır [1]. d. boyutta i. 
atoma etki eden toplam etkileşim kuvvetleri, aslında dinamik olarak değişen komşu atomların i. atomuna 
uyguladığı itme ve çekimin vektör toplamıdır. Bu durum denklem (1) ile ifade edilmiştir [27]. 

 𝐹𝐹𝑖𝑖𝑑𝑑(𝑡𝑡) = � 𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑗𝑗𝐹𝐹𝑖𝑖𝑗𝑗𝑑𝑑(𝑡𝑡)
𝑗𝑗∈𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾

   (1) 

randj [0,1] aralığında rastgele bir sayıdır. Kbest en iyi uygunluk fonksiyonu değerlerine sahip ilk 
K atomdan oluşan atom popülasyonunun bir alt kümesidir. AAO algoritmasının ilk iterasyonlarda daha 
fazla keşif yapmasını sağlamak için, her atomun K komşuları kadar daha iyi uygunluk değerlerine sahip 
çok sayıda atomla etkileşime girmesi ve algoritmanın son iterasyonlarda daha fazla sömürü yapmasını 
sağlamak için, her atomun K komşuları kadar daha iyi uygunluk değerlerine sahip birkaç atomla 
etkileşime girmesi gerekir. Bu nedenle, K değerinin denklem (2)’deki gibi yinelemeler boyunca 
kademeli olarak azaltılması gerekmektedir [27].  

 

 𝐾𝐾(𝑡𝑡) = 𝑁𝑁 − (𝑁𝑁 − 2) × �
𝑡𝑡
𝑇𝑇

   (2) 

N atomik sistemdeki atomların toplam sayısıdır. t mevcut iterasyon ve T maksimum iterasyon 
sayısıdır. Denklem (1)’deki 𝐹𝐹𝑖𝑖𝑗𝑗𝑑𝑑 j. en iyi atomun d. boyutta i. atoma uyguladığı etkileşim kuvvetidir. 
Etkileşim kuvveti Lennard-Jones (L-J) potansiyelinin gradyanıdır ve optimizasyon problemlerini ele 
almak için, bu modelin pozitif çekim ve negatif itme kuvvetleri ile yeniden düzenlenmiş versiyonu [28] 
denklem (3)’te verilmiştir. 

 𝐹𝐹𝑖𝑖𝑗𝑗𝑑𝑑 = −ƞ(𝑡𝑡)[2 �ℎ𝑖𝑖𝑗𝑗(𝑡𝑡)�
−13

− �ℎ𝑖𝑖𝑗𝑗(𝑡𝑡)�
−7

]
𝑟𝑟𝑖𝑖𝑗𝑗
𝑟𝑟𝑖𝑖𝑗𝑗

   (3) 

ƞ(t), itme ve çekim bölgelerini ayarlamak için kullanılan bir derinlik fonksiyonudur. hij(t) = 
rij/σ(t) iki atom arasındaki uzaklığın uzunluk ölçeğine oranını ifade etmektedir. 
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Konum farkı vektörü denklem (4) ile ifade edilmiştir. 

 𝑟𝑟𝑖𝑖𝑗𝑗 = �⃗�𝑥𝑗𝑗 − �⃗�𝑥𝑖𝑖   (4) 

�⃗�𝑥𝑗𝑗 = (xj1 ,xj2, xj3) j. atomun konum vektörüdür. �⃗�𝑥𝑖𝑖 = (xi1 ,xi2, xi3) ise i. atomun konum vektörünü 
ifade eder. Burada rij, denklem (5)’te verildiği gibi i. ve j. atomlar arasındaki Öklid uzaklığıdır. 

 𝑟𝑟𝑖𝑖𝑗𝑗 = ��⃗�𝑥𝑗𝑗 − �⃗�𝑥𝑖𝑖� = �(𝑥𝑥𝑗𝑗1 − 𝑥𝑥𝑖𝑖1)2 + (𝑥𝑥𝑗𝑗2 − 𝑥𝑥𝑖𝑖2)2 + (𝑥𝑥𝑗𝑗3 − 𝑥𝑥𝑖𝑖3)2   (5) 

Derinlik fonksiyonu ise denklem (6)’da verilmiştir. 

 ƞ(𝑡𝑡) = 𝛼𝛼 �1 −
𝑡𝑡 − 1
𝑇𝑇

�
3

𝑒𝑒−
20𝐾𝐾
𝑇𝑇    (6) 

α, derinlik ağırlığıdır ve bu çalışmada 50 olarak belirlenmiştir.  

İki atom arasındaki ölçeklenmiş mesafe denklem (7) ile hesaplanmaktadır. 

 

ℎ𝑖𝑖𝑗𝑗(𝑡𝑡) =

⎩
⎪⎪
⎨

⎪⎪
⎧ ℎ𝑚𝑚𝑚𝑚𝑟𝑟  

𝑟𝑟𝑖𝑖𝑗𝑗(𝑡𝑡)
𝜎𝜎(𝑡𝑡)

< ℎmin                   

𝑟𝑟𝑖𝑖𝑗𝑗(𝑡𝑡)
𝜎𝜎(𝑡𝑡)

  ℎ𝑚𝑚𝑖𝑖𝑚𝑚 ≤
𝑟𝑟𝑖𝑖𝑗𝑗(𝑡𝑡)
𝜎𝜎(𝑡𝑡)

≤ ℎ𝑚𝑚𝑚𝑚𝑚𝑚

ℎ𝑚𝑚𝑚𝑚𝑚𝑚   
𝑟𝑟𝑖𝑖𝑗𝑗(𝑡𝑡)
𝜎𝜎(𝑡𝑡)

> ℎmax                     

 

  (7) 

 
Ölçeklenmiş uzaklığın (h) alt ve üst sınıflarını ifade eden hmin ve hmax denklem (8) ile 

hesaplanmaktadır.  
 

 �ℎ𝑚𝑚𝑖𝑖𝑚𝑚 = 𝑔𝑔0 + 𝑔𝑔(𝑡𝑡)
ℎ𝑚𝑚𝑚𝑚𝑚𝑚 = 𝑢𝑢                 (8) 

g0, 1.1 olarak ayarlanmış en düşük limit ve u ise 1.24 olarak ayarlanmış en üst limittir. g(t) 
denklem (9) ile hesaplanan ve algoritmanın keşiften sömürüye geçişini sağlayan sürüklenme faktörüdür.  

 𝑔𝑔(𝑡𝑡) = 0.1 × sin (
𝜋𝜋
2

×
𝑡𝑡
𝑇𝑇

)   (9) 

Denklem (7)’deki uzunluk ölçeği σ(t) çarpışma çapını gösterir ve denklem (10) ile 
hesaplanmaktadır.  

 𝜎𝜎(𝑡𝑡) =  �𝑥𝑥𝑖𝑖𝑗𝑗(𝑡𝑡),
∑ 𝑥𝑥𝑖𝑖𝑗𝑗(𝑡𝑡)𝑗𝑗𝑗𝑗𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾

𝐾𝐾(𝑡𝑡)
�
2
 (10) 

AAO algoritmasında her atomun, en iyi atomla kovalent bağa sahip olduğu kabul edilir. Böylece, 
her bir atomun en iyi atom ile arasındaki ağırlıklı konumun farkı olan geometrik kısıtlama kuvveti 
denklem (11) ile hesaplanmaktadır.  

 

                            𝐺𝐺𝑖𝑖𝑑𝑑(𝑡𝑡) = 𝜆𝜆(𝑡𝑡)(𝑥𝑥𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝑑𝑑 (𝑡𝑡) − 𝑥𝑥𝑖𝑖𝑑𝑑(𝑡𝑡)) (11) 
 
𝑥𝑥𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝑑𝑑  d. boyutta en iyi atomun pozisyonu gösterir. λ(t) ise Lagrange çarpanını ifade eder ve 

denklem (12) ile hesaplanmaktadır:  
 

 𝜆𝜆(𝑡𝑡) = 𝛽𝛽𝑒𝑒−
20𝐾𝐾
𝑇𝑇  (12) 
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β, bu çalışmada 0.2 olarak ayarlanmış çarpan ağırlığıdır. Sırasıyla etkileşim ve kısıtlama 
kuvvetinin tanımlanmasının ardından denklem (13)’te d. boyutundaki i. atomunun t. iterasyondaki 
ivmesi hesaplanmaktadır; 

 

                      𝑟𝑟𝑖𝑖𝑑𝑑(𝑡𝑡) =  𝐹𝐹𝑖𝑖
𝑑𝑑(𝐾𝐾)

𝑚𝑚𝑖𝑖
𝑑𝑑(𝐾𝐾)

+ 𝐺𝐺𝑖𝑖
𝑑𝑑(𝐾𝐾)

𝑚𝑚𝑖𝑖
𝑑𝑑(𝐾𝐾)

= −𝛼𝛼 �1 − 𝐾𝐾−1
𝑇𝑇
�
3
𝑒𝑒−

20𝑡𝑡
𝑇𝑇  

× �
𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑗𝑗 �2 �ℎ𝑖𝑖𝑗𝑗(𝑡𝑡)�

−13
− �ℎ𝑖𝑖𝑗𝑗(𝑡𝑡)�

−7
�

𝑚𝑚𝑖𝑖(𝑡𝑡)𝑗𝑗∈𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾
 

∙
�𝑥𝑥𝑗𝑗𝑑𝑑(𝑡𝑡) − 𝑥𝑥𝑖𝑖𝑑𝑑(𝑡𝑡)�

��⃗�𝑥𝑖𝑖(𝑡𝑡), �⃗�𝑥𝑗𝑗(𝑡𝑡)�
2

 + 𝛽𝛽𝑒𝑒−
20𝐾𝐾
𝑇𝑇
𝑥𝑥𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝑑𝑑 (𝑡𝑡) − 𝑥𝑥𝑖𝑖𝑑𝑑(𝑡𝑡)

𝑚𝑚𝑖𝑖(𝑡𝑡)
 

(13) 

buradaki mi(t) t. iterasyondaki  i. atomun kütlesini belirtir ve denklem (14) ve denklem (15)’te 
verildiği üzere atomun uygunluk fonksiyonu hesaplanmaktadır; 

 𝑀𝑀𝑖𝑖(𝑡𝑡) = 𝑒𝑒
𝐹𝐹𝑖𝑖𝐾𝐾𝑖𝑖(𝐾𝐾)−𝐹𝐹𝑖𝑖𝐾𝐾𝑏𝑏𝑏𝑏𝑏𝑏𝑡𝑡(𝐾𝐾)

𝐹𝐹𝑖𝑖𝐾𝐾𝑤𝑤𝑤𝑤𝑤𝑤𝑏𝑏𝑡𝑡(𝐾𝐾)−𝐹𝐹𝑖𝑖𝐾𝐾𝑏𝑏𝑏𝑏𝑏𝑏𝑡𝑡(𝐾𝐾) (14) 
 

 𝑚𝑚𝑖𝑖(𝑡𝑡) =
𝑀𝑀𝑖𝑖(𝑡𝑡)

∑ 𝑗𝑗(𝑡𝑡)𝑁𝑁
𝑗𝑗=1

 (15) 

Denklemde Fiti(t) i. atomun t. iterasyondaki uygunluk fonksiyonu değerini gösterir. Fitbest(t) ve 
Fitworst(t) sırasıyla t. iterasyondaki en iyi atom ile en kötü atom arasındaki uygunluk fonksiyonu 
değerlerini ifade eder ve denklem (16) ile hesaplanmaktadır. 

 𝐹𝐹𝑚𝑚𝑡𝑡𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾(𝑡𝑡) =
𝑚𝑚𝑚𝑚𝑟𝑟

𝑚𝑚 ∈ {1,2, … ,𝑁𝑁}𝐹𝐹𝑚𝑚𝑡𝑡𝑖𝑖(𝑡𝑡); 

𝐹𝐹𝑚𝑚𝑡𝑡𝑤𝑤𝑤𝑤𝑤𝑤𝐾𝐾𝐾𝐾(𝑡𝑡) =
𝑚𝑚𝑟𝑟𝑥𝑥

𝑚𝑚 ∈ {1,2, … ,𝑁𝑁}𝐹𝐹𝑚𝑚𝑡𝑡𝑖𝑖(𝑡𝑡); 
 

(16) 

 

i. atomun (t+1). iterasyondaki konum ve hız güncellemeleri denklem (17) ve denklem (18) ile 
hesaplanmaktadır.  

 𝑣𝑣𝑖𝑖𝑑𝑑(𝑡𝑡 + 1) =  𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑖𝑖𝑑𝑑  ∙ 𝑣𝑣𝑖𝑖𝑑𝑑(𝑡𝑡) + 𝑟𝑟𝑖𝑖𝑑𝑑(𝑡𝑡) 
 (17) 

 𝑥𝑥𝑖𝑖𝑑𝑑(𝑡𝑡 + 1) =  𝑥𝑥𝑖𝑖𝑑𝑑(𝑡𝑡) + 𝑣𝑣𝑖𝑖𝑑𝑑(𝑡𝑡 + 1) 
 (18) 

 

AAO algoritmasının sözde kodu Algoritma-1 de verilmiştir. 

Algoritma-1: AAO algoritmasının sözde kodu 
1: Rastgele bir dizi X atomu (çözümleri) hızları v, 𝐹𝐹𝑚𝑚𝑡𝑡𝐵𝐵𝐾𝐾𝐾𝐾𝐾𝐾 = 𝐼𝐼𝑟𝑟𝐼𝐼 şeklinde başlatılır. 
2: while durdurma kriteri sağlanmadığında do 
3:    for her atom 𝑋𝑋𝑖𝑖 do 
4:          𝐹𝐹𝑚𝑚𝑡𝑡𝑖𝑖 uygunluk değeri hesaplanır; 
5:          if 𝐹𝐹𝑚𝑚𝑡𝑡𝑖𝑖 <  𝐹𝐹𝑚𝑚𝑡𝑡𝐵𝐵𝐾𝐾𝐾𝐾𝐾𝐾 ise o zaman 
6:             𝐹𝐹𝑚𝑚𝑡𝑡𝐵𝐵𝐾𝐾𝐾𝐾𝐾𝐾 = 𝐹𝐹𝑚𝑚𝑡𝑡𝑖𝑖;  
7:             𝑋𝑋𝐵𝐵𝐾𝐾𝐾𝐾𝐾𝐾 = 𝑋𝑋𝑖𝑖; 
8:          end if 
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9:          Denklem (14) ve denklem (15) kullanılarak kütle hesaplanır; 
10:        Denklem (2) ile K komşusu belirlenir; 
11:        Denklem (1) ve Denklem (11) ile etkileşim kuvveti 𝐹𝐹𝑖𝑖 ve kısıtlama kuvveti 𝐺𝐺𝑖𝑖 hesaplanır; 
12:        Denklem (13) ile ivme hesaplanır; 
13:        Denklem (17) kullanılarak hız güncellenir; 
14:        Denklem (18) kullanılarak pozisyon güncellenir; 
15:     end for 
16: end while 
17: Şimdiye kadarki en iyi çözüm olan 𝑋𝑋𝐵𝐵𝐾𝐾𝐾𝐾𝐾𝐾 bulunur. 

3.2. Sınıflandırma Algoritmaları 

Önerilen yöntemde, DR teşhisi yapmak için AAO algoritması özellik seçimi yapılan ve özellik 
seçimi yapılmayan orijinal veri kümesine Bagging, CvR, Ibk, JRip, Kstar, and SimpleCart olmak üzere 
altı adet sınıflandırma algoritması uygulanmıştır. Bu algoritmalar ile ilgili bilgiler aşağıda verilmiştir:  

Bagging: Bagging algoritması 1994 yılında L. Breiman tarafından önerilmiştir. Mevcut bir eğitim 
setinden yeni eğitim setleri türeterek temel öğreniciyi yeniden eğitme yöntemidir. Eğitim sırasında 
ikame örnekleme yapılmaktadır. Bu yöntemde, n adet numuneden oluşan eğitim seti yerine n adet 
numune bulunan bir numune seti ile eğitim seti rastgele üretilmektedir. Seçilen her örnek eğitim 
kümesine döndürülür. Bazı örnekler yeni eğitim setinde yer almazken bazıları birden fazla yer alabilir. 
Rastgele seçilen eğitim kümeleri ile başarılı temel öğreniciler, uygunsuzluğu sağlamak için 
eğitilmektedir. Böylece kolektif bir başarı sağlanmaktadır. Temel öğrenenler karar ağaçları olmak 
zorunda değildir. Bu açıdan herhangi bir makine öğrenimi algoritması temel öğrenici olabilir. Ancak, 
Bagging için minimum eğitim setinin değiştirilmesinde bile sonucu maksimuma etkileyecek temel 
öğrenicilerin seçilmesi başarıyı artıracaktır [29]. 

CvR: Regresyon yoluyla sınıflandırma, problemleri regresyon fonksiyonlarına dönüştürebilen bir 
sınıflandırma yöntemidir [30]. Bu yöntem, oluşturulan birkaç alt ağaç üzerinde karar ağacı algoritması 
ve doğrusal regresyon ilkelerini birleştirmektedir. Bu yöntemin iki ana adımı vardır: Öncelikle, 
hedef/çıktı değerlerine göre kriterler/parametreler/nitelikler ve bunların varyasyonlarının ayrılmasını 
maksimize ederek sıradan bir karar ağacı yapılmaktadır. Karar ağacı yapılırken sapma azaltma standardı 
hesaplanmaktadır. Sonra, karar ağacının birkaç olası alt ağaç üzerinde budanmakta ve genellikle 
yapraklar üzerinde buna göre regresyon fonksiyonu ile doldurulmaktadır.  

IBk: IBk algoritması, en yakın komşu algoritmasından (kNN) esinlenmiştir. IBk algoritması, 
sınıflandırma sırasında bir model oluşturmaz, ancak tam zamanında bir test örneği için bir tahmin 
üretmektedir. IBk algoritması, her test örneği için eğitim verilerinde k yakın örneği bulmak için bir 
mesafe ölçüsü kullanır ve bir tahmin yapmak için seçilen örnekleri kullanmaktadır [31]. 

JRip: JRip bir önerme kuralı öğrenicisidir. Bu algoritmada, veri kümesinin örnekleri artan sırada 
işlenir ve veri kümesi için bir dizi kural oluşturulur. Daha sonra bir sonraki sınıf işlenir ve bu işlem tüm 
sınıflar kaplanana kadar devam etmektedir [32]. 

Kstar: Kstar, örnek tabanlı bir sınıflandırıcıdır, yani bir test örneğinin sınıfı, bazı benzerlik 
işlevleriyle belirlendiği gibi, kendisine benzer eğitim örneklerinin sınıfını temel almaktadır. Diğer örnek 
tabanlı öğrenicilerden, entropi tabanlı bir uzaklık işlevi kullanması bakımından farklıdır [32].  

SimpleCart: Yöntem, Leo Breiman [33] tarafından veri keşfi ve tahmini için geleneksel 
yöntemlere bir alternatif olarak önerilmiştir. SimpleCart, sınıflandırma için ikili karar ağacını oluşturur. 
Budama aşamasında, en iyi ağacı seçmek için çapraz doğrulama veya büyük test verileri kullanılır. Bu 
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yöntemde veriler farklı sonuçlara sahip iki alt gruba ayrılmaktadır. Alt grup boyutu minimum olduğunda 
bu işlem sonlandırılmaktadır. 

3.3. Modelin Değerlendirilmesi için Metrikler 

Önerilen yöntemi değerlendirmek için aşağıdaki metrikler kullanılmıştır.  

Doğruluk: Test aşamasında etiketin gerçek değeri ile karşılaştırıldığında bir sınıflandırıcının 
yaptığı doğru tahminlerin yüzdesini ifade etmektedir. Diğer bir ifadeyle, doğru değerlendirme sayısının 
tüm değerlendirme sayısına oranı olarak da söylenebilir. Doğruluk denklem (19) kullanılarak 
hesaplanabilir. 

 𝐷𝐷𝐷𝐷ğ𝑟𝑟𝑢𝑢𝑟𝑟𝑢𝑢𝑟𝑟 =
(𝐷𝐷𝑁𝑁 + 𝐷𝐷𝐷𝐷)

(𝐷𝐷𝑁𝑁 + 𝐷𝐷𝐷𝐷 + 𝑌𝑌𝑁𝑁 + 𝑌𝑌𝐷𝐷)
 (19) 

Denklemde, DP doğru pozitifleri, DN doğru negatifleri, YP yanlış pozitifleri ve YN yanlış 
negatifleri göstermektedir. Bir veri kümesindeki bir örneğin sınıf etiketi pozitifse ve sınıflandırıcı da 
sınıf etiketini pozitif olarak tahmin ederse, buna doğru pozitif denir. Bir veri kümesindeki bir örneğin 
sınıf etiketi negatifse ve sınıflandırıcı sınıf etiketini negatif olarak tahmin ederse, buna doğru negatif 
denir. Bir veri kümesindeki bir örneğin sınıf etiketi pozitifse, ancak sınıflandırıcı o örneğin sınıf etiketini 
negatif olarak tahmin ederse, buna yanlış negatif denir. Bir veri kümesindeki bir örneğin sınıf etiketi 
negatifse, ancak sınıflandırıcı o örneğin sınıf etiketini pozitif olarak tahmin ediyorsa, buna yanlış pozitif 
denir. 

Duyarlılık: Test sırasında sınıflandırıcı tarafından doğru olarak tanımlanan doğru pozitiflerin 
yüzdesidir. Denklem (20) kullanılarak hesaplanmaktadır. 

 𝐷𝐷𝑢𝑢𝐷𝐷𝑟𝑟𝑟𝑟𝑟𝑟𝐷𝐷𝑟𝑟𝐷𝐷𝑟𝑟 =
𝐷𝐷𝐷𝐷

𝐷𝐷𝐷𝐷 + 𝑌𝑌𝑁𝑁
 (20) 

Özgüllük: Test sırasında sınıflandırıcı tarafından doğru olarak tanımlanan doğru negatiflerin 
yüzdesidir. Denklem (21) kullanılarak hesaplanmaktadır. 

 Ö𝑧𝑧𝑔𝑔ü𝑟𝑟𝑟𝑟ü𝑟𝑟 =
𝐷𝐷𝑁𝑁

𝐷𝐷𝑁𝑁 + 𝑌𝑌𝐷𝐷
 (21) 

Kesinlik: Önerilen yöntemin hatasızlığını belirlemek için önemli bir ölçüdür ve denklem (22)’de 
gösterildiği gibi hesaplanır. Toplam tahmine dayalı pozitif örneklere göre sınıflandırıcının pozitif olarak 
etiketlediği örneklerin yüzdesini ifade etmektedir. 

 𝐾𝐾𝑒𝑒𝐾𝐾𝑚𝑚𝑟𝑟𝑟𝑟𝑚𝑚𝑟𝑟 =
𝐷𝐷𝐷𝐷

𝐷𝐷𝐷𝐷 + 𝑌𝑌𝐷𝐷
 (22) 

Hassasiyet: Sınıflandırıcı tarafından pozitif olarak tanımlanan pozitif örneklerin yüzdesini 
belirlemektedir. Hassasiyet, denklem (23) ile hesaplanmaktadır. 

 𝐻𝐻𝑟𝑟𝐾𝐾𝐾𝐾𝑟𝑟𝐾𝐾𝑚𝑚𝐷𝐷𝑒𝑒𝑡𝑡 =
𝐷𝐷𝐷𝐷

𝐷𝐷𝐷𝐷 + 𝑌𝑌𝑁𝑁
 (23) 

F-ölçütü: F-ölçütü, denklem (24)’te verildiği gibi kesinlik ve hassasiyet metriklerinin harmonik 
ortalamasını temsil etmektedir. Kesinlik ve hassasiyet arasında bir denge bulmak için F-ölçüsü 
gereklidir. Doğruluk esas olarak çok sayıda Gerçek Negatif tarafından sağlanırken, Yanlış Negatif ve 
Yanlış Pozitif genellikle işletme maliyetlerinin artmasına neden olur. Bu bakımdan, eşit olmayan bir 
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sınıf dağılımı kullanıldığında kesinlik ve hassasiyet arasında bir denge gerektiğinde F-ölçütü ile daha 
iyi bir ölçüm sağlanmış olabilir. 

 𝐹𝐹 − ö𝑟𝑟çü𝑡𝑡ü =
2 ∗ 𝐾𝐾𝑒𝑒𝐾𝐾𝑚𝑚𝑟𝑟𝑟𝑟𝑚𝑚𝑟𝑟 ∗ 𝐻𝐻𝑟𝑟𝐾𝐾𝐾𝐾𝑟𝑟𝐾𝐾𝑚𝑚𝐷𝐷𝑒𝑒𝑡𝑡
𝐾𝐾𝑒𝑒𝐾𝐾𝑚𝑚𝑟𝑟𝑟𝑟𝑚𝑚𝑟𝑟 + 𝐻𝐻𝑟𝑟𝐾𝐾𝐾𝐾𝑟𝑟𝐾𝐾𝑚𝑚𝐷𝐷𝑒𝑒𝑡𝑡

 (24) 

ROC eğrisi: Eksiksiz bir hassasiyet / özgüllük raporu oluşturmayı amaçlayan bir metriktir. ROC 
eğrisinde, hassasiyet, bir parametrenin farklı kesme noktaları için özgüllük işlevinde çizilmektedir. ROC 
eğrisinde her nokta belirli bir karar eşiğine karşılık gelen bir duyarlılık / özgüllük çiftini temsil 
etmektedir. ROC eğrisi altında kalan alan (AUC), bir parametre için iki grubun ne kadar iyi ayırt 
edilebildiğinin gösterildiği bir ölçüttür. 

4. Deneysel Sonuçlar ve Tartışma  

Bu çalışmadaki deneyler UCI makine öğrenimi deposundaki Diyabetik Retinopati veri kümesinde 
gerçekleştirilmiştir. Veri kümesinde 1151 örnek ve 20 özellik bulunmaktadır [34]. Özelliklerin 
açıklamaları Çizelge 2’de listelenmiştir. 

Çizelge 2. Veri Kümesi açıklaması. 

Özellik numarası Özelliğin açıklaması 
1 0 - Kötü kaliteyi temsil eder 
2 1 - Ciddi seviyede retina anormalliğini, 0 - retinal anormallik eksikliğini temsil 

eder. 
3-8 Mikroanevrizma (MA) tespiti retinaya kan sızıntısına neden olmaktadır. 
9-16 Eksüdalar için 3-8 ile aynı. Fakat farklı görüntü boyutları için normalize edilir. 
17 Bu sütun, optik diskin merkezi ile merkez arasındaki Öklid mesafesini temsil 

eder. 
18 Optik Disk Çapı 
19 Genlik - frekans modülasyonu (GM / FM) tabanlı sınıflandırmanın ikili değeri. 
20 Sınıf etiketi 1 - DR’yi ve 0 - DR olmadığını işaret eder. 

 
Bu bölümde özellik seçme aşaması olmadan sınıflandırma değerlendirmesi, özellik seçimi ile 

sınıflandırma değerlendirmesi ve karşılaştırmalı analiz aşaması olmak üzere üç aşamada elde edilen 
deneysel sonuçlar kısaca açıklanmaktadır. 

4.1. Özellik Seçimi Aşaması Olmadan Sınıflandırma Değerlendirmesi 

Bu aşamada, Bagging, CvR, IBk, JRip, Kstar, SimpleCart sınıflandırıcıları ile altı farklı 
sınıflandırma modeli oluşturulmuştur. Modeller için test seçeneği olarak on kat çapraz doğrulama 
kullanılmıştır. Modeller, herhangi bir özellik seçimi süreci olmaksızın DR veri kümesinde yer alan tüm 
özellikler kullanılarak oluşturulmuştur. 

Bagging, CvR, IBk, JRip, Kstar ve SimpleCart algoritmaları için oluşturulan sınıflandırma 
modellerinin doğruluk, duyarlılık ve özgüllük oranları Şekil 3’te gösterilmiştir. Şekil 3 incelendiğinde, 
doğruluk ve duyarlılık bakımından CvR algoritmasının diğer algoritmalardan daha iyi sonuç elde ettiği 
görülürken, özgüllük bakımından Bagging algoritmasının en iyi değeri elde ettiği görülmüştür.  
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Şekil 3. Özellik seçimi olmadan sınıflandırma modellerinin performansları 

Tüm sınıflandırma algoritmaları için elde edilen detaylı istatistiksel sonuçlar Çizelge 3’te 
verilmiştir. Çizelge 3’teki deney sonuçları incelendiğinde CvR algoritmasını kullanan modelin DR 
teşhisi için elde ettiği doğruluk yüzdesinin Bagging, IBk, Jrip, Kstar ve SimpleCart algoritmalarından 
daha yüksek olduğu gözlenmiştir. Bagging algoritması 0.661, CvR 0.677, IBk 0.613, JRip 0.629, Kstar 
0.612 ve SimpleCart algoritması 0.634 doğruluk oranı elde etmiştir.   

Ayrıca bu modellerin performansını değerlendirmek için kesinlik, f-ölçütü ve ROC alanı olmak 
üzere üç performans değerlendirme ölçütleri için de elde edilen değerler Çizelge 4’te verilmiştir. Çizelge 
4’e göre, kesinlik ve f-ölçütü bakımından CvR algoritmasının sırasıyla 0.712 ve 0.683 değerleri ile diğer 
algoritmalardan daha yüksek değer elde ettiği gözlemlenmiştir. ROC alanına göre 0.726 değeri ile 
Bagging ve CvR algoritmaları ile en yüksek değer elde edilmiştir.  

Çizelge 3. Özellik seçimi olmadan sınıflandırma modellerinin detaylı istatistikleri. 

 Bagging CvR IBk JRip Kstar SimpleCart 
Doğru Sınıflandırılmış Örnekler 0.661 0.677 0.613 0.629 0.612 0.634 
Yanlış Sınıflandırılmış Örnekler 0.339 0.323 0.387 0.371 0.388 0.366 
Kappa İstatistiği 0.321 0.354 0.227 0.255 0.226 0.271 
Karekök Ortalama Hata 0.4581 0.459 0.621 0.485 0.563 0.481 
Bağıl Mutlak Hata 0.811 0.828 0.776 0.907 0.791 0.859 

Çizelge 4. Özellik seçimi olmadan sınıflandırma modellerinin performans ölçütleri. 

 Kesinlik F-ölçütü ROC Alanı Sınıf Etiketi 
Bagging 0.689 0.674 0.726 DR 

0.633 0.647 0.726 DR Değil 
CvR 0.712 0.683 0.726 DR 

0.643 0.670 0.726 DR Değil 
IBk 0.646 0.623 0.608 DR 

0.581 0.604 0.608 DR Değil 
JRip 0.651 0.650 0.637 DR 

0.604 0.606 0.637 DR Değil 
Kstar 0.647 0.619 0.665 DR 

0.580 0.605 0.665 DR Değil 
SimpleCart 0.678 0.636 0.668 DR 

0.596 0.632 0.668 DR Değil 
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4.2. Özellik Seçimi Aşaması ile Sınıflandırma Değerlendirmesi 

Çizelge 5. AAO ile özellik seçimi için başlangıç parametreleri ve değerleri. 

Parametre Değer 
α 50 
β 0.2 
Popülasyon sayısı 10 
Maksimum iterasyon sayısı 500 

Çalışmanın bu aşaması iki adımdan oluşmaktadır. İlk adımda, DR veri kümesinden AAO ile 
özellik seçimi yapılmaktır. AAO ile özellik seçimi yapmak için algoritmanın başlangıç parametreleri ve 
değerleri Çizelge 5’te verildiği gibi ayarlanmıştır. Yöntemin ikinci adımda ise, birinci adım sonunda 
seçilen en iyi özelliklere göre sınıflandırma algoritmaların performansları değerlendirilmiştir. AAO ile 
özellik seçimi yapıldıktan sonra 20 özelliği olan DR veri kümesinden Çizelge 2’de açıklamaları verilen 
3, 6, 8, 11 ve 14 numaralı beş özellik seçilmiştir. 

 

Şekil 4. Özellik seçimi ile sınıflandırma modellerinin performansları 

AAO algoritması ile DR veri kümesinden özellik seçimi yapıldıktan sonra Bagging, CvR, IBk, 
JRip, Kstar ve SimpleCart algoritmaları ile elde edilen doğruluk, duyarlılık ve özgüllük değerlerinin 
grafiksel gösterimi Şekil 4’te verilmiştir. Şekil 4 incelendiğinde, doğruluk ve duyarlılık bakımından 
CvR algoritmasının diğer algoritmalardan daha iyi sonuç elde ettiği görülürken, özgüllük bakımından 
Bagging algoritmasının en iyi değeri elde ettiği görülmüştür. 

Çizelge 6. Özellik seçimi ile sınıflandırma modellerinin detaylı istatistikleri. 

 Bagging CvR IBk JRip Kstar SimpleCart 
Doğru Sınıflandırılmış Örnekler 0.684 0.695 0.637 0.646 0.640 0.663 
Yanlış Sınıflandırılmış Örnekler 0.316 0.305 0.363 0.354 0.360 0.337 
Kappa İstatistiği 0.369 0.391 0.274 0.292 0.284 0.328 
Karekök Ortalama Hata 0.448 0.442 0.601 0.476 0.472 0.474 
Bağıl Mutlak Hata 0.785 0.887 0.728 0.888 0.834 0.823 
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Çizelge 7. Özellik seçimi ile sınıflandırma modellerinin performans ölçütleri. 

 Kesinlik F-ölçütü ROC Alanı Sınıf Etiketi 
Bagging 0.715 0.695 0.753 DR 

0.654 0.674 0.753 DR Değil 
CvR 0.736 0.698 0.766 DR 

0.658 0.692 0.766 DR Değil 
IBk 0.664 0.653 0.642 DR 

0.610 0.621 0.642 DR Değil 
JRip 0.678 0.636 0.670 DR 

0.615 0.657 0.670 DR Değil 
Kstar 0.689 0.634 0.696 DR 

0.600 0.646 0.696 DR Değil 
SimpleCart 0.701 0.669 0.691 DR 

0.629 0.658 0.691 DR Değil 

Tüm sınıflandırma algoritmaları için elde edilen detaylı istatistiksel sonuçlar Çizelge 6’da 
verilmiştir. Çizelge 6’daki deney sonuçları incelendiğinde CvR algoritmasını kullanan modelin DR 
tespiti için elde ettiği doğruluk yüzdesinin Bagging, IBk, Jrip, Kstar ve SimpleCart algoritmalarından 
daha yüksek olduğu gözlenmiştir. Bagging algoritması 0.661, CvR 0.677, IBk 0.613, JRip 0.629, Kstar 
0.612 ve SimpleCart algoritması 0.634 doğruluk oranı elde etmiştir.   

Ayrıca bu modellerin performansını değerlendirmek için kesinlik, f-ölçütü ve ROC alanı olmak 
üzere üç performans değerlendirme ölçütleri için de elde edilen değerler Çizelge 7’de verilmiştir. 
Çizelge 7’ye göre, kesinlik, f-ölçütü ve ROC alanı bakımından CvR algoritmasının sırasıyla 0.736, 
0.698 ve 0.766 değerleri ile diğer algoritmalardan daha yüksek değer elde etmiştir.  

4.3. Performans Analizi 

Çalışmanın bu aşaması, önceki aşamalarda gerçekleştirilen iki deneye dayalı olarak performans 
değerlendirme kriterlerinin karşılaştırılmasını içermektedir. Çizelge 8’de AAO algoritması ile özellik 
seçimi yapılan ve özellik seçimi yapılmadan Bagging, CvR, IBk, JRip, Kstar ve SimpleCart 
algoritmaları ile doğruluk, duyarlılık ve özgüllük metrikleri için elde edilen sonuçları göstermektedir.  

Çizelge 8. Sınıflandırma yöntemlerinin performans karşılaştırılması 

Sınıflandırıcı Değerlendirme Metrikleri 
Doğruluk % Duyarlılık % Özgüllük % 

Bagging Özellik seçimi ile 68.462 69.444 67.594 
Özellik seçimi olmadan 66.116 66.296 65.957 

CvR Özellik seçimi ile 69.504 72.963 66.448 
Özellik seçimi olmadan 67.680 70 65.630 

IBk Özellik seçimi ile 63.771 63.148 64.321 
Özellik seçimi olmadan 61.338 62.778 60.065 

JRip Özellik seçimi ile 64.639 65.741 63.666 
Özellik seçimi olmadan 62.902 60.741 64.812 

Kstar Özellik seçimi ile 64.031 70 58.756 
Özellik seçimi olmadan 61.251 64.045 59.411 

SimpleCart Özellik seçimi ile 66.377 69.074 63.993 
Özellik seçimi olmadan 63.423 68.148 59.247 
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Çizelge 8’deki sonuçlar, AAO algoritması ile özellik seçimi yapıldığında, tüm sınıflandırma 
yöntemlerinin doğruluk, duyarlılık ve özgüllük metriklerine bakımından özellik seçimi yapılmayan 
duruma göre daha iyi performans elde ettiğini göstermektedir. AAO algoritması ile özellik seçimi 
yapılan durumda, doğruluk bakımından en iyi sonuç 69.504 değeri ile CvR algoritması ile elde 
edilmiştir. CvR algoritmasından sonra ikinci en iyi doğruluğu 68.462 değeri ile Bagging algoritması 
vermiştir. AAO algoritması ile özellik seçimi yapıldıktan sonra duyarlılık bakımından en iyi  
sınıflandırma algoritması 72.963 değeri ile CvR iken özgüllük bakımından en iyi algoritma 67.594 
değeri ile Bagging algoritmasıdır.  Bu bakımdan önerilen özellik seçimi ile algoritmaların özellik seçimi 
olmadan elde edilen sınıflandırma oranlarında doğruluk için ortalama %2.7 duyarlılık için %3.5 
özgüllük için %2’lik bir artış sağlanmıştır. 

AAO algoritması ile özellik seçimi olmadan, doğruluk ve duyarlılık metriğine göre en iyi sonucu 
veren algoritmalar sırasıyla 67.680 ve 70 değerleri ile CvR’dir. Özgüllük bakımından en iyi algoritma 
ise 65.957 değeri ile Bagging’dir. Deney sonuçları, uygun bir özellik seçim algoritması belirlenmenin 
sınıflandırma sonuçlarında iyileşme olabileceğini göstermiştir. 

5. Sonuçlar ve Gelecek Çalışmalar 

Bu çalışmada, diyabetik retinopati tespiti problemi için atom dinamiklerinden faylanılarak 
önerilmiş popülasyon temelli yeni bir metasezgisel yöntem olan Atom Arama Optimizasyon algoritması 
ilk kez özellik seçim yöntemi olarak kullanılmıştır. Bagging, CvR, IBk, JRip, Kstar ve SimpleCart 
sınıflandırma algoritmaları, AAO algoritması ile özellik seçimi yapılmış veri kümesi ve orjinal veri 
kümesine uygulanarak elde edilen deney sonuçları doğruluk, duyarlılık, özgüllük, kesinlik, f-ölçütü ve 
roc alanı olmak üzere farklı performans metriklerine göre karşılaştırılmıştır. Yapılan karşılaştırmalar 
AAO algoritması ile özellik seçimi yapılması durumunda Bagging, CvR, IBk, JRip, Kstar ve SimpleCart 
algoritmalarının başarı oranının özellik seçimi olmayan durumdan daha iyi olduğunu göstermiştir.  
 
Çıkar Çatışması Beyanı 

Makale yazarları herhangi bir kurum, kuruluş, kişi ile kişisel ve finansal çıkar çatışması 
olmadığını beyan etmektedirler. 
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