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Anahtar Kelimeler 0z
Ozellik Secimi, Glinimiizde ¢ok biiyiik boyuttaki tibbi veri tabanlarindan, Kklinik karar destek
Genetik Algoritmalar, sistemlerinin faydali bilgiler elde etmesi oldukca zorlasmistir. Genetik algoritmalar
Tibbi Veri Kiimeleri, (GA) yaygin olarak kullanilan bir 6zellik segme yontemidir ve en iyi ¢oziimleri
Ozellikler Alt Kiimesi, verebilir. Bu ¢alismada, ¢ok sayida karmasik verilere sahip olan tibbi verilerden
Tibbi Siiflandirma. ozellik se¢imi yapmak ve en uygun 6zellik alt kiimesini olusturarak siniflandirma

basarisini artirmak icin GA iceren bir model énerilmistir. Onerilen yéntemin
performansini degerlendirmek icin c¢alismada en ¢ok bilinen ve rahatlikla
ulasilabilen 5 tibbi veri kiimesi ve 7 farkli denetimli siniflandirma yontemi
kullanilmistir. Her veri kiimesi ile her smiflandirici i¢in ayr1 ayri 6zellik se¢imi ve
siiflandirma uygulamalar1 yapilmistir. Bu uygulamalarda elde edilen sonuglar,
onerilen yaklasimla yapilan siniflandirmalarda, veri kiimesine bagh olarak,
Dogruluk oraninda dolayisiyla makine 6grenmesi modeli performansinda ortalama
%2 ile %21 arasinda artis saglandigini ortaya koymustur. Ayrica yapilan
calismalarda denetimli simiflandirma algoritmalarindan Rastgele Ormanin biitiin
veri kiimelerinde diger algoritmalardan daha iyi sonuglar verdigi goriilmekte ve
tibbi veri kiimelerindeki siniflandirma basarisi ile dne ¢iktig1 gorilmiustiir.

FEATURE SELECTION WITH GENETIC ALGORITHMS AND ITS EFFECT ON
CLASSIFICATION PERFORMANCE IN MEDICAL DATASETS

Keywords Abstract

Future Selection, Nowadays, it has become very difficult for clinical decision support systems to
Genetic Algorithms, obtain useful information from very large medical databases. Genetic algorithms
Medical Data Set, (GA) are a widely used feature selection method and can give the best solutions. In
Futures Subset, this study, a model with GA is proposed to select features from medical data with a
Medical Classification. large number of complex data and to increase classification success by creating the

most appropriate feature subset. In order to evaluate the performance of the
proposed method, 5 most well-known and easily accessible medical data sets and 7
different supervised classification methods were used in the study. Feature
selection and classification applications were made separately for each data set and
each classifier. The results obtained in these applications revealed that, depending
on the data set, in the classifications made with the proposed approach, an average
of 2% to 21% increase was achieved in the accuracy rate and thus in the machine
learning model performance. In addition, it is seen that the Random Forest, one of
the supervised classification algorithms, gives better results in all data sets than
other algorithms and it has been seen that it stands out with its classification success
in medical datasets.
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Highlights

e Today it has become very difficult to obtain useful information from very large medical databases.

e Genetic algorithms is a widely used feature selection method and can give the best solutions.

e A model with GA is proposed to select features from medical data and to increase classification success
e The proposed approach increased the performance of the model between 2% and 21% on average.

Purpose and Scope

In this study, a model with genetic algorithm is proposed to select features from medical data with a large
number of complex data or to increase the classification success by creating the most appropriate subset of
features.

Design/methodology/approach

Medical datasets constitute the input of the proposed model. In the data preprocessing stage, the data is
transferred to the genetic algorithm section for feature selection, after checking the data for lack or missing areas,
removing the fields that will not be used, such as diagnostic columns, if any. Then, the classification process is
performed with the selected feature subset.

In order to evaluate the performance of the proposed method, applications were made with 5 medical datasets
consisting of Pima Indian diabetes, Wisconsin Breast Cancer, Hepatitis, Cleveland Heart Diseases and Parkinson
datasets from the most known and easily accessible medical databases in the machine learning laboratory of the
University of California Irvine (UCI). As the classification algorithm, 7 different methods such as artificial neural
networks, linear and radial core support vector machines, decision tree, logistic regression, random forests, K
nearest neighbors, among supervised learning methods were used.

Findings

Feature selection and classification applications were made separately for each data set and each classifier. The
results obtained in these applications revealed that, depending on the data set, in the classifications made with
the proposed approach, an average of 2% to 21% increase was achieved in the Accuracy rate and thus the
machine learning model performance. In addition, it has been seen that Random Forest, one of the supervised
classification algorithms, gives better results than other algorithms in all datasets and it has been seen to come
to the fore with its classification success in medical datasets.

Originality

Genetic Algorithm (GA) is one of the heuristic approaches that can be applied to many real-world applications to
obtain optimized solutions and quality feature subsets in medical datasets. The feature selection techniques of
machine learning and data mining also take advantage of the genetic algorithm to extract meaningful features
from high-dimensional datasets. GA is capable of giving exact or estimated best solutions. For this reason, in this
study, feature selection from medical datasets with GA was proposed and it was shown that it increased the
classification success.
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1. Giris (Introduction)

Yaslanan niifus ve yasam tarzi degisiklikleri, diinya genelinde saglik sistemleri ilizerinde artan baskilar
olusturmaktadir. Tibbi algilayicilar da dahil olmak iizere bilgi teknolojisindeki gelismeler yoluyla saglik ve hasta
verilerinin sayisallastirilmasiyla birlikte bu egilimler, saglk alaninda biiytik hacimli birincil ve ikincil verilerin
iiretilmesine yol agmistir. Biiyiik veri talebi, géreceli klinik kararlarin aksine kanita dayali tibbi taniya gecisle de
desteklenmektedir. Veri hazinesi saglik hizmeti sunumunu, yénetimini ve politika olusturmay iyilestirmek i¢in
onemli firsatlar sunarken, biiyiik verilerin etkin bir sekilde kullanilmasi icin yeni bilgi sistemlerine ve yaklasimlara
ihtiya¢ vardir. Gergekten de biiyiik veri, geleneksel bilgi islem araclari tarafindan analiz edilemeyecek ve
yonetilemeyecek kadar biiylik ve karmagik veriler olarak adlandirilmistir (Kankanhalli vd., 2016).

Glnlimiizde hastaneler, verileri hastane bilgi sistemlerinde toplamak ve depolamak i¢in orantili olarak makul
araglar tahsis eden kapsamli veri toplama araglariyla iyi bir sekilde donatilmistir. Tibbi veri tabanlarinda biriken
biiyiik miktarlardaki veriler, verilerin etkin bir sekilde kullanilmasi i¢in verilerin depolanmasi, bunlara erisilmesi
ve analiz edilmesi i¢in 6zel araclar gerektirir. Anlatim, metin, sayisal 6l¢iimler, kayith sinyaller ve goriintiiler gibi
cesitli tibbi veriler vardir. Son zamanlarda, bu veri boyutlarindaki biiyiime nedeniyle karar destegi i¢in faydali
bilgiler ¢ikarmak zahmetli hale gelmistir (Jothi vd., 2019).

Saglik alaninda yaygin olan biiylik miktarda yiiksek boyutlu verilerin yorumlanmasi zorlu bir problem olarak
devam etmekte olup, yiliksek boyutlu ve diisiik 6rneklem biiytkliigiine sahip olmalar1 nedeniyle aktif bir arastirma
alanidir. Bu problemler, yiliksek dogruluk elde etmede mevcut siniflandirma yontemlerine 6nemli bir zorluk
¢ikarmaktadir. Bu nedenle, farkli hastaliklari dogru bir sekilde siniflandirmak ve dolayisiyla tip pratisyenlerine
yardimci olmak i¢in bu durumda zorlayici bir 6zellik se¢im yontemi 6nemlidir.

Tibbi veri kiimelerinde makine 6grenmesinin basarisini birgok faktor etkiler. Verilerin kalitesi boyle bir faktordiir.
Bilgi alakasiz veya fazla ise veya veriler giiriiltiilii ve giivenilmez ise, egitim sirasinda bilgi kesfi daha zordur. Ozellik
secimi, miimkiin oldugunca alakasiz ve gereksiz bilgilerin belirlenmesi ve ¢ikarilmasi islemidir. Tibbi verilerin
islenmesinde, en uygun 6zellik alt kiimesini se¢gmenin iki biiyiik avantaji vardir. Birincisi veri tanimlamasinin
basitlestirilmesi, hekimlerin saglhikli ve hizli tan1 koymasini kolaylastirabilir. ikincisi daha az 6zellige sahip olmak,
daha az veri toplanmasi gerektigi anlamina gelir. Bilindigi gibi, zaman alic1 ve maliyetli olan tibbi uygulamalarda
veri toplamak kolay bir is degildir (Wang ve Ma, 2009).

Siniflandirma, popiiler makine 6grenimi isi, bilgisayar destekli teshis sistemlerinin bir parcasi ve gesitli tibbi veri
analiz yazilimi paketleridir. Daha yiiksek siniflandirma dogrulugu elde etmek i¢in siniflandirma modeli i¢in
fonksiyonel kiime ve uygun parametrelerin secilmesi gereklidir. Tibbi veri tabanlari ayrica bircok 6zelligin
digerleriyle iliskili oldugu genis bir 6zellik kiimesi icerir, bu nedenle 6zellik kiimesini azaltmak esastir. Cogu
siniflandiricy, bir egitim stireci boyunca verilerden 6grenebilecekleri sekilde yapilandirilmistir, ¢linkii tam uzman
deneyimi siniflandirma parametrelerini degerlendirmek icin gercekei degildir (Kumar, 2021). Ozellik se¢imi veya
ozellik azaltma, biiyiik veri islemedeki en kritik adimlardan biridir. Bir 6zellik se¢im algoritmasi, 6zellik
vektoriinden en alakali 6zellikleri seger ve alakasiz nitelikleri birakir. Bu ayni zamanda makine 6grenmesi ve
oriintii tanimada aktif bir arastirma alanidir. Bu biiyiik veri nedeniyle, 6zellik ¢cikarma prosediiriinde daha biiytk
boyutlu bir 6zellik kiimesi elde edilir. Cikarilan tiim 6znitelikler kullanish degildir ve daha ytiksek boyutlu bir
vektor, zaman maliyeti ve dogruluk agisindan modelin performansini etkiler. Boyutlulugu azaltmak ve ayni
zamanda bilgi ¢ikarma ve modelin anlasilmasi maliyetlerini azaltmak icin 6zellik secim teknikleri kullanilir.
(Naheed vd., 2020).

Veri siniflandirmasinda en iyi sonucu elde etmek i¢in uygun 6zellikleri se¢mek son yillarda en zorlu konulardan
biri olmustur. Ogrenme teorisinden, daha fazla 6zelligin kullanilmasi tahminin dogrulugunu artirsa da pratik
kanitlar bunun her zaman dogru olmadigini gosterir ¢linkil tiim o6zellikler veri sinifi etiketini tespit etmek icin
onemli degildir veya bazilar1 veri etiketi ile ilgisizdir. Ozellik secim yéntemleri ii¢ kategoriye ayrilabilir: filtreleme,
sarmalama ve gomiilii olanlar. Filtreleme yontemleri, siniflarin ne kadar iyi ayrildigini gésteren mesafe kriteri gibi
dolayli bir kritere dayali olarak tahminlerin veya siniflandirmalarin dogrulugunu 6lger. Sarmalama ydntemi
tamamen siniflandirma modeline baghdir ve algoritma, siniflandirict modelden elde edilen dogruluga dayali olarak
en uygun alt kiimeyi belirler. Se¢im kriteri elde edilen dogrulukla aynidir ve daha yiiksek dogruluk saglayan bir alt
kiime segilir. Gomili yontemler, 6grenme stirecinde 6zellik secimini gergeklestirir ve genellikle bir 68reniciye
atanir. Bu model ayrica, farkli arama asamalarinda farkli degerlendirme kriterlerini kullanarak énceki her iki
modelden de yararlanir (Abdollahi ve Nouri-Moghaddam, 2021; Mwadulo, 2016). Ancak, topluluk 6zellik se¢imi
tiretmek icin bu ii¢ tiir teknigi birlestirmeye odaklanan bir ¢calisma yapilmamasi nedeniyle Chen ve arkadaslari
kategorik, sayisal ve karma veri tirleri dahil olmak tlizere farkli tibbi veri tiirleri i¢in farklh tiirdeki 6zellik se¢im
algoritmalarinin hangi kombinasyonunun en iyi performansi sundugu sorusuna cevap aramiglardir. Deneysel
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sonugclar, birlesim yontemiyle temel bilesen analizi gibi filtre ve genetik algoritmalar gibi sarmalayici tekniklerin
bir kombinasyonunun, nispeten yiiksek siniflandirma dogrulugu ve oldukea iyi bir 6zellik azaltma orani saglayarak
daha iyi bir se¢im oldugunu géstermislerdir (Chen vd., 2020).

Son zamanlarda, tibbi veri kiimelerinden en uygun o6zellik alt kiimesinin segilebilmesi i¢cin arastirmacilar
tarafindan cesitli 6zellik se¢im algoritmalar1 tanitilmis ve kullanilmistir. Bu algoritmalar, genetik algoritma (GA),
entropi secimi, Parcacik Stirii Optimizasyonu ve Karinca kolonisi gibi bir¢ok yontemi icermektedir. Bu teknikler
hem dogrulugu hem de zaman performansini artirmistir. GA giiniimiizde yaygin olarak kullanilan bir 6zellik se¢me
yontemidir. GA, kesin veya tahmini en iyi ¢dziimleri verme yetenegine sahiptir (Naheed vd., 2020; Goldberg, 1989;
Booker vd., 1989). Bu nedenle bu ¢alismada tibbi veri kiimelerinden GA ile 6zellik se¢imi ve siniflandirma basarisina
etkisi arastirilmistir.

Makalenin bundan sonraki béliimlerin diizeni sdyle belirtilebilir. B6liim 2'de, calismada kullanilan veri kiimeleri
ve yontemler aciklanmistir. B6lim 3'te uygulamanin ayrintilari verilmistir. Boliim 4'te, onerilen yontemin
performansi elde edilen sonuclarla tartisiimaktadir. Makale 5. bolimdeki sonu¢ ve oneriler kismi ile
sonlandirilmaktadir.

2. Kaynak Arastirmasi (Literature Survey)

Son yillarda, yararli tibbi bilgileri ve kurallar1 otomatik olarak kesfetmek icin makine 68renimi veya veri
madenciligi tekniklerini kullanmaya y6nelik 6nemli arastirmalar yapilmaktadir.

Yeniterzi ve arkadaslar1 kalp aritmileri iizerine yaptiklar1 ¢alismalarinda, genetik algoritmalar kullanilarak 278
Oznitelikte veri kiimesini ¢cok daha iyi aciklayan ozelliklerin kesfedilmesine odaklanmaktadir. GA sonuglarindan
elde edilen ozellikler kullanilarak siniflandirma dogrulugunu %90'a kadar yiikseltmislerdir (Yeniterzi vd, 2007). Bir
baska ¢alismada, meme kanseri teshisi i¢in 6zellik secimini ele almaktadir. Mevcut siireg, 6zellik segimine ve PS
smiflandiriciya dayali GA kullanan bir sarmalayici yaklasimi kullanmaktadir. Deney sonuglari, énerilen modelin
Wisconsin meme kanseri veri kiimelerindeki diger modellerle karsilastirilabilir verimlilige sahip oldugunu
gostermektedir (Aalaei vd, 2016). Algoritmalari karsilagtiran bir ¢alismada, Temel Bilesen Analizi (TBA), Faktor
Analizi (FA) ve Nitelik Siralamasi (NS) yontemi olmak iizere ti¢ farkl 6zellik secme yontemini karsilastirmislardir.
TBA' nin yiiksek performansini Naive Bayes siniflandirici ve K-en yakin komsular smiflandiric1 kullanilarak bir
veri kiimesi lizerinde bir dizi deney yoluyla dogrulamislardir (Samant ve Rao, 2013).

Tibbi veri kiimelerinde farkl algoritmalarla 6zellik secimi tizerine yapilan bir ¢alismada, ayarlanmis beyin firtinasi
optimizasyon algoritmasi dnermektedir. Siniflandirma, parametrelerinin beyin firtinasi optimizasyon algoritmasi
ile optimize edildigi destek vektér makinesi ile yapilmistir. Onerilen yéntem, kamuya acik standart tibbi veri
kiimeleri iizerinde test edilmis ve diger son teknoloji yontemlerle karsilastirilmistir. Elde edilen sonuglar analiz
edilerek oOnerilen yontemin daha yiiksek dogruluk sagladigi ve ihtiya¢c duyulan 6znitelik sayisini azalttigi
gosterilmistir (Tuba vd, 2019). Uygulamalarda farkli algoritmalar kullanildig1 gibi karma yontemler de 6zellik
seciminde kullanilmaktadir. Ornegin Khadir ve Amanullah makalelerinde, simniflandirma veya kiimeleme
sonuglarinin iyilestirilmesi icin ayni 6znitelik se¢im siireci i¢in gelistirilmis bir genetik algoritma sunmaktadir. Bir
bilgi tahmin modeli olusturmak i¢in en iyi etkileyen niteligi belirlemek i¢in uygunluk fonksiyonu olarak Coklu
Dogrusal Regresyon (MLR) teknigi kullanmislardir. MLR-GA'nin sonugclari, dogruluk agisindan mevcut 6zellik
secim algoritmalarindan daha iyi performans sergiledigini géstermislerdir (Khadir ve Amanullah, 2017).

Veri kiimelerinde 6zellik se¢imi i¢in Pargacik Siirii Optimizasyonunun (PSO) da siklikla kullanildig1 gériilmektedir.
Ornegin Rostami ve arkadaglar1 bir ¢calismalarinda, yeni bir Parcacik Siirii Optimizasyonu tabanli cok amagh ézellik
secim yontemi dnermistir. Onerilen yéntem {i¢ ana asamadan olusmaktadir. ilk asamada, orijinal 6zellikler bir
grafik temsil modeli olarak gosterilmektedir. Bir sonraki asamada, grafikteki tiim digiimler icin 6zellik
merkezilikleri hesaplanmakta ve son olarak iiciincii asamada, son 6zellik se¢imi i¢in gelistirilmis bir PSO tabanh
arama siireci kullanilmaktadir. Bes tibbi veri kiimesi tizerinde elde edilen sonuglarla, 6nerilen yontemin verimlilik
ve etkinlik a¢isindan diger ilgili yontemleri iyilestirdigini géstermislerdir (Rostami vd, 2020). Benzer sekilde farkli
hastalik tirlerinin varligini veya yoklugunu tespit etmek i¢in sarmalayici tabanl 6znitelik se¢im yontemi olarak
kabul gormiis ¢ok amach pargacik siirii optimizasyonunun kullanimini arastirmislardir (Habib vd, 2020). Yine
benzer bir ¢alismada yazarlar 6zellik secimi amaciyla ii¢ adimda islev goren topluluk algilamaya dayali bir genetik
algoritma onermektedir. ilk adimda ézellik benzerlikleri hesaplaniyor. Ozellikler, ikinci adim boyunca topluluk
algilama algoritmalar tarafindan kiimeler halinde siniflandirihyor. Ugiincii adimda, ézellikler, topluluk tabanl
yeni bir onarim islemiyle genetik bir algoritma tarafindan segiliyor. Dokuz kiyaslamali siniflandirma problemi ile
yaklasimin performansi analiz edilmistir. Ayrica yazarlar, 6nerilen yaklasimin verimliligini 6zellik se¢imi i¢in
parcacik siirt optimizasyonu, Karinca Kolonisi Optimizasyonu ve Yapay Ar1 Kolonisi algoritmalarindan elde edilen
bulgularla karsilastirmislardir. Buna gore GA ile daha iyi basarim elde ettiklerini belirtmislerdir (Rostami, vd, 2021).
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Ayni sekilde 30 veri kiimesi ve 14 siniflandirici ile yaptiklari ¢alismada 6zelliklerin 6zdegerleri ile en iyi 6zellik alt
kiimesini bulmak i¢in Genetik algoritmanin ideal bir ydntem oldugunu ve 14 siiflandiricinin tamami arasinda
Radyal tabanli fonksiyon aginin (RBF) en iyi ortalama performansa sahip oldugu belirtilmistir (Ershadi ve Seifi,
2022).

Ozellik secimi, makine 6grenmesi analizinde cok énemli bir adimdir. Halihazirda, bir¢ok 6zellik secimi yaklagimi,
'Omics' veri kiimelerinde oldugu gibi, veri miktar1 ¢ok biiyiik oldugunda, dogruluk ve hesaplama siiresi agisindan
tatmin edici sonuclar saglamamaktadir. Bu nedenle yazarlar ¢ok siifli ve yiiksek boyutlu veri kiimelerinde
bilgilendirici 6zelliklerin hizli ve dogru bir sekilde tanimlanmasi igin GARS ad1 verilen bir genetik algoritma ile
ozellik secimi uygulamasini 6nermislerdir. Tiim benzetimlerde, GARS’ in makul bir hesaplama siiresinde yiiksek
siniflandirma dogruluklari gostererek, iki standart filtre tabanli, iki sarmalayici ve bir gomiilii secim yonteminden
daha iyi performans gosterdigini belirtmislerdir (Chiesa vd., 2020). Bunun disinda kiiciik ve biyiik tibbi veri
kiimelerinden etkili 6zellikleri se¢mek igin ikili bir glive alevi optimizasyonu (B-MFO) (Nadimi-Shahraki vd.,
2021), en uygun 6zellik alt kiimesini se¢mek icin Gom{ili Hibrit Filtre Sarici (HFWE) tabanl 6zellik se¢imi gibi 6zel
algoritmalar da gelistirilmistir (Parthiban, 2021).

3. Materyal ve Yontem (Material and Method)

Yukarida orneklerle belirtildigi gibi optimize edilmis ¢6ziimlerin elde edilmesi i¢cin bir¢ok gercek diinya
uygulamasina uygulanabilen sezgisel yaklagimlardan birisi Genetik Algoritmadir (GA). Makine 6grenmesi ve veri
madenciliginin 6zellik secme teknikleri, yiiksek boyutlu veri kiimelerinden anlamli 6zellikleri ¢ikarmak igin
genetik algoritmanin avantajlarindan da yararlanmaktadir. Ayni amagla bu ¢alismada, ¢ok sayida karmasik
verilere sahip olan tibbi verilerden 6zellik secimi yapmak veya en uygun o6zellikler alt kiimesini olusturarak
siiflandirma basarisini artirmak icin genetik algoritma iceren bir model énerilmistir. Onerilen yéntemin genel
yapisi Sekil 1'de verilmistir. Sekilde goriildiigli gibi sistemin girisini tibbi veri kiimeleri olusturmaktadir. Veri
Onisleme asamasinda veriler kontrol edilerek eksiklik veya bosluk olup olmadig1 kontrol edildikten sonra veri
kiimesinde varsa tani siitunlar: gibi kullanilmayacak olan alanlar ¢ikartildiktan sonra veriler 6zellik se¢imi icin
genetik algoritma bdliimiine aktariliyor.

Genetik Algoritma

Gl Smiflandirma
Girig Veri Onigleme

Baslangig Popiilasyonu

Medikal Veri Seti

Cikis Teghis

Sekil 1. Onerilen yontemin genel yapisi (general structure of the proposed method)

Genetik algoritma boéliimiinde, 6ncelikle baslangi¢ popiilasyonu 6zellik kiimelerinin 6rnek uzayindan rastgele
olusturuluyor. Olusturulan rastgele popiilasyon, en yiiksek dogruluk veren en iyi ebeveynleri dondiiren uygunluk
islevinden geciriliyor. Burada, hedef uygunluk degeri belirtilen siniflandiricinin dogruluk degerini igeren
performansidir. Boylece en iyi ebeveynlerin se¢imi gerceklestiriliyor. Hangi iiyelerin bir sonraki nesle devam
edecegi belirlendikten sonra, 6nce genetik degisim (¢aprazlama) ardindan mutasyon islemleri yiiritiliyor.
Genetik degisim, birinci ebeveynin bir kismi ile ikinci ebeveynin bir kismi rastgele secilerek en uygun iki
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ebeveynden gelen genlerin birlestirilmesiyle olusturuluyor. Mutasyon ise genetik degisim ¢ocugundan secilen
bitlerin rastgele ¢cevrilmesiyle elde ediliyor. Bir 6nceki nesilden en uygun ebeveynler secilerek genetik degisim ve
mutasyon uygulanarak yeni nesil olusturulma islemi belirtilen 7 nesil boyunca yineleniyor. Béylece siniflandirici
icin uygun 6zellikler secilmis oluyor.

GA ile ozellik secimi ile olusturulan dzellikler alt kiimesi ile siniflandirma yapilarak ilgili veri kiimesi icin teshis
veya tani tahmini gerceklestiriliyor.

3.1. Tibbi Veri Kiimeleri (Medical Data Sets)

Onerilen yontemin performansini degerlendirmek icin en ¢ok bilinen ve rahatlikla ulasilabilen 5 tibbi veri kiimesi
ile uygulamalar yapilmistir. Cahismada kullanilan Kaliforniya Universitesi Irvine (UCI) makine 6grenme
laboratuvarindaki tibbi veri tabanlarindan yaygin kullanilan, Pima Indian diyabet, Wisconsin G6glis Kanseri,
Hepatitler, Cleveland Kalp Hastaliklar1 ve Parkinson veri kiimelerinin 6zellikleri Tablo 1’de verilmistir (UCI, 2007).

Tablo 1. Tibbi veri kiimelerinin 6zellikleri (attributes of medical data sets)

Veri Kiimesi Ornek Sayisi Ozellik Sayis1 Cikis Sinifi Sayisi
Pima Indian Diabet 768 8 2
Wisconsin G6giis Kanseri 103 9 6
Hepatit 155 19 2
Cleveland Kalp Hastaliklar1 303 13 5
Parkinson Hastalif1 195 22 2

3.1.1. Pima Indian Diyabet Veri kiimesi (Pima Indian Diabetes Data Set)

Pima Indian diyabet veri kiimesindeki bu érneklerin, daha biiytik bir veri tabanindan segilmesine iliskin ¢esitli
kisitlamalar yapilmistir. Ozellikle, tiim hastalar en az 21 yasinda Pima Indian kékenli kadinlardan segilmistir. Veri
kiimesinde Toplam 768 6rnek bulunmaktadir ve her bir 6rnek i¢in 8 6zellik mevcuttur. Bu 6zellikleri sunlardir: 1)
gebelik sayisi, 2) plazma glikoz konsantrasyonu, 3) diyastolik tansiyon, 4) kol kasi cilt deri kalinligi, 5) serum
instlin, 6) viicut kiitleendeksi, 7) diyabet soyagaci fonksiyonu ve 8) yas. Veri kiimesindeki verilerin, saglkli-
diyabet negatif ve diyabetli-diyabet pozitif olmak ilizere 2 simiftan olugmaktadir (Jaganathan ve Kuppuchamy,
2013).

3.1.2. Wisconsin Gogiis Kanseri Veri kiimesi (Wisconsin Breast Cancer Dataset)

Wisconsin Gogiis kanseri Veri kiimesi, Wisconsin Universitesi Madison Hastaneleri'nde Dr. William H. Wolberg
tarafindan 1989-1991 yillari arasinda toplanmistir. Dokuz 6zellik ile karakterize 699 6rnek icermektedir: 1) Kiime
Kalinligy, 2) Hiicre Boyutunun Essizligi, 3) Hiicre Seklinin Esbicimi, 4) Marjinal Yapisma, 5) Tek Epitelyal Hiicre
Boyutu, 6) Ciplak Cekirdekler, 7) Bland Kromatin, 8) Normal Niikleoliant ve 9) lyi huylu veya habis biiyiimeleri
tahmin etmek i¢in kullanilan mitozlar. Bu veri kiimesinde, elektrikle empedans 6l¢iimleri kullanilarak alt1 yeni
¢ikarilan doku sinifi calisilmistir. Bu dokular kanser 21, Fibro adenom 15, mastopatileri 18, beze gibi 16, baglayici
14, Yag 22 adettir (Salama vd., 2012).

3.1.3. Hepatit Veri kiimesi (Hepatitis Data Set)

Hepatitler veri kiimesi Carnegie-Mellon Universitesi'nden alinmigtir. Her bir érnek 19 ézellik icermektedir. Bu
ozellikler: 1) yas, 2)cinsiyet, 3) steroid, 4) antiviraller, 5) yorgunluk, 6) halsizlik, 7) anoreksiya, 8) karaciger, 9)
karaciger filmi, 10) dalak bulgulari, 11) értimcekler,12) asitler, 13) varisler, 14) bilirubin, 16) alkfosfat, 17) SGOT,
18) albumin, 19) protime ve 20) histolojidir.Veri kiimesinde canli veya 61l olmak tizere toplam 155 6rnek vardir
(Ba-Alwi ve Hintaya, 2013).

3.1.4. Cleveland Kalp Hastaliklar1 Veri kiimesi (Cleveland Heart Diseases Data Set)

Veri kiimesi Cleveland Klinigi Vakfi'ndan toplanmis ve her biri baslangicta 76 ham 6zellikten secilmis 13 6zelligi
olan yaklasik 303 érnek icermektedir. Ozellikleri sunlardir:1) yas, 2) cinsel iliski, 3) gogiis agris1 tiirii, 4) istirahat
tansiyonu,5) kolestrol, 6) aclik kan sekeri, 7) dinlenme elektrokardiyografik sonuclar, 8) maksimum kalp atisi, 9)
egzersiz indiikteanjina, 10) segmente gore egzersiz tarafindan indiiklenen depresyon, 11) zirve egzersizinin egimi,
12) biiylik damarlarin sayisi ve 13) tal. Veri kiimesindeki veriler, kalp hastaliginin varligini gésteren degerler 1, 2,
3, 4 ve yoklugunu gosteren deger 0 olmak iizere 5 siniftan olugsmaktadir (Detrano vd., 1989).
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3.1.5. Parkinson Hastalig: Veri Kiimesi (Parkinson’s Disease Data Set)

Bu veri kiimesi, 23'i Parkinson hastalif1 olan 31 kisiden alinan gesitli biyomedikal ses o6l¢iimlerinden
olusmaktadir. Tablodaki her siitun belirli bir ses 6l¢iisiidiir ve her satir bu kisilerden gelen 195 ses kaydindan
birine karsilik gelir. Veri kiimesindeki 6zellik bilgileri, name- ASCII konu ad1 ve kayit numarasi, MDVP: Fo(Hz) -
Ortalama vokal temel frekansi, MDVP: Fhi(Hz) - Maksimum vokal temel frekansi, MDVP: Flo(Hz) - Minimum vokal
temel frekansi, MDVP: Jitter(%), MDVP: Jitter(Abs), MDVP: RAP, MDVP:PPQ, Jitter: DDP - Temel frekansta ¢esitli
varyasyon odlciitleri, MDVP: Isilti, MDVP: Isilt1(dB), Isilti: APQ3, Isilti: APQ5, MDVP: APQ, Isilt1: DDA - Genlikte ¢esitli
varyasyon olciitleri NHR, HNR - Sesteki giiriiltiiniin ton bilesenlerine oraninin iki 6l¢iisii, state - Denegin saghk
durumu (bir) - Parkinson, (sifir) - saghikli, RPDE, D2 - iki dogrusal olmayan dinamik karmagiklik 6lciisii, DFA -
Sinyal fraktal 6l¢ekleme iisst, spreadl, spread2, PPE - Temel frekans degisiminin {i¢ dogrusal olmayan 6l¢limi
olusmaktadir. Veri kiimesinde hasta basina yaklasik alt1 kayit vardir. Veri kiimesi, saglikli insanlar i¢cin 0 ve
Parkinson hastalari i¢in 1 olmak iizere iki ¢ikis sinifina sahiptir (Little vd., 2008).

3.2. Kullanilan Yapay Zeka Yontemleri (Used Artificial Intelligence Methods)

Onerilen modelde sarmalayici 6zellik segme yontemi olarak Genetik Algoritmalar (GA) kullamilmistir. Onerilen
yontemin performansini degerlendirmek i¢in yapay zekdda denetimli 6grenme yontemlerinden Yapay Sinir Aglari
(YSA), dogrusal ve radyal gekirdekli Destek Vektor Makineleri (DVM), Karar Agaci (KA), Lojistik Regresyon (LR),
Rastgele Ormanlar (RO), K en yakin Komsu (K-YK) olmak iizere 7 adet denetimli siniflandirma yontemi
kullanilmistir. Bu yontemler asagida kisaca tanitilmistir.

3.2.1. Genetik Algoritmalar (Genetic Algorithms)

Genetik algoritmalar, belirli bir problem i¢in en uygun ¢6ziimii bulmaya ¢alisir. Genetik algoritmalar, belirli bir
problem icin bireyler adi verilen bir aday ¢6ziim popiilasyonu saglar. Bu aday ¢oziimler yinelemeli olarak
degerlendirilir ve yeni nesil ¢oziimler olusturmak icin kullanilir. Bu sorunu ¢6zmede daha iyi olanlarin se¢ilme ve
niteliklerini yeni nesil aday ¢6ztimlere aktarma sansi daha yiiksektir. Bu sekilde, nesiller gectikce, aday ¢oziimler
eldeki sorunu ¢dzmede daha iyi hale gelir (Wirsansky, 2020).

Genetik algoritmalarin altinda yatan yapi tasi hipotezi, eldeki problemin optimal ¢éziimiiniin kiiciik yap1
taslarindan bir araya getirilmesidir. Bu yap1 taslarindan daha fazlas1 bir araya getirildikgce ideal ¢dziime
yaklasilmis olur. Istenen yapi taslarindan bazilarini iceren popiilasyondaki bireyler, iistiin puanlariyla tanimlanir.
Tekrarlanan se¢im ve genetik degisim islemleri, bu yap1 taslarini sonraki nesillere daha iyi aktaran ve muhtemelen
bunlar1 diger basarili yapi taslariyla birlestiren daha iyi bireylerle sonuglanir. Bu, genetik baski yaratir, boylece
popiilasyonu ideal ¢6ziimii olusturan yap: taglarina sahip daha fazla bireye sahip olmaya yonlendirir. Sonug olarak,
her nesil bir 6ncekinden daha iyidir ve ideal ¢6ziime daha yakin olan daha fazla birey icerir.

3.2.2. Yapay Sinir Aglar (Artificial Neural Network)

YSA asagidaki 6zelliklere sahip paralel daginik bilgi isleme yapisidir: Sinirlerden esinlenmis matematik modelidir
ve ¢ok sayida birbirine ¢ok iyi bagl islem elemanlarin kapsar. Agirliklar veya baglantilar bilgiyi tutar, islem
elamanlar1 giris uyaricilarina dinamik olarak tepki gosterebilir. Tepki tamamen islem elemanina baglantilar ve
baglantilarin agirhiklar ile gelen giris sinyallerinden olusan bélgesel bilgisine baghdir. Ogrenme, hatirlama ve
goriinen veya ayarlanan baglanti agirliklariyla 6grenme verisinden genellestirme 6zelliklerine sahiptir. Ortaklasa
davranisi hesaplanabilir gii¢ gosterir ve yayilmis temsil 6zelligi nedeniyle tek sinir 6zel bilgi tasiyici degildir. Ayrica
bir sinir ag1 yalnizca sayisal, stirekli bilgileri isleyebilir. Bir kaliteyi belirten bir gériintiide kirmizi, mavi veya yesil
etiketler gibi nitel degiskenleri isleyemez. Niteliksel degiskenleri, bir dizi ikili deger gibi siirekli bir sayisal degere
dontstiirerek islenebilir.

3.2.3. Destek Vektor Makinesi (Support Vector Machines)

Destek Vektor Makinesi (DVM), cogunlukla siniflandirma ¢alismalarinda yaygin olarak kullanilan denetimli
O0grenme algoritmasidir. Ancak regresyon problemleri i¢cin de kullanilabilmektedir. Ancak, dncelikle makine
6greniminde siniflandirma problemleri i¢in kullanilir. DVM algoritmasinin amaci, gelecekte yeni veri noktasini
kolayca dogru kategoriye koyabilmemiz i¢in n-boyutlu uzay: siniflara ayirabilen en iyi ¢izgi veya karar sinirini
olusturmaktir. Bu en iyi karar sinirina hiperdiizlem denir. DVM, hiper diizlemi olusturmaya yardimci olan ug
noktalari/vektorleri secer. Bu u¢ durumlara destek vektorleri denir ve bu nedenle algoritma Destek Vektor
Makinesi olarak adlandirilir (Machine Learning Notes, 2020). DVM yapisina gére Dogrusal DVM ve Dogrusal
olmayan DVM olmak iizere ikiye ayrilir.
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Ayrica, DVM algoritmalar: 6grenme asamasinda bazi matematiksel fonksiyonlar kullanir ve bunlar ¢ekirdek olarak
tanimlanir. Cekirdegin ana gorevi girdi olarak sunulan verileri alarak, bunlari gerekli forma doniistiirmektir. Farkl
DVM algoritmalari, farkl tiirde cekirdek islevleri kullanir. Bu fonksiyonlar farkl tiplerde olabilir. Ornegin lineer,
lineer olmayan, polinom, radyal temel fonksiyon ve sigmoid. En ¢ok kullanilan ¢ekirdek islevi tiirii radyaldir.
Clinkii tim x ekseni boyunca lokalize ve sonlu bir tepkiye sahiptir. Cekirdek islevleri, uygun bir 6zellik uzayinda
iki nokta arasindaki i¢ carpimi dondiiriir. Boylece, ¢ok yiiksek boyutlu uzaylarda bile ¢ok az hesaplama maliyeti ile
bir benzerlik kavrami tanimlayabilir.

3.2.4. Karar Agaclar (Decision Trees)

Karar Agaclari, verilerin belirli bir parametreye gore siirekli olarak boéliindigi bir denetimli makine 6grenmesi
tiriidiir. Yani, egitim verilerinde girdinin ne oldugunu ve karsilik gelen ¢iktinin ne oldugunu belirten 6rneklerle
6grenir. Temel olarak, bagimsiz degiskenlere dayali 6zyinelemeli boliim olarak ifade edilen bir siniflandiricidir.
Agac, karar dugiimleri ve yapraklar olmak tizere iki varlikla agiklanabilir. Yapraklar kararlar veya nihai
sonuglardir. Karar diigiimleri, verilerin boliindiigi yerdir. Bagka bir deyisle karar agaci, kokli agaci olusturan
diigimlere sahiptir. Koklii agag, kok adi verilen bir diigiime sahip yonlendirilmis bir agactir. Kokiin herhangi bir
gelen kenar1 yoktur ve diger tiim diigimlerin bir gelen kenar1 vardir. Bu diiglimlere yaprak veya karar diigiimleri
denir (Tutorials Point, 2016).

3.2.5. Lojistik Regresyon (Logistic Regresyon)

Lojistik regresyon, siniflandirma problemlerini ¢6zmek icin kullanilan bir bagka denetimli 6grenme algoritmasidir
ve logit regresyon olarak da bilinir. Temel olarak lojistik regresyon, belirli bir bagimsiz degisken kiimesine dayali
olarak 0 veya 1, dogru veya yanlis, evet veya hayir gibi ayrik degerleri tahmin etmek i¢in kullanilan bir
siniflandirma algoritmasidir. Temel olarak, olasilig1 tahmin eder, dolayisiyla ¢iktisi 0 ile 1 arasinda bulunur.

3.2.6. Rasgele Ormanlar (Random Forests)

Rastgele orman, birden fazla karar agacinin olusturuldugu ve daha dogru bir tahmin elde etmek i¢in birlestirildigi
bir topluluk 6grenme yontemidir. Makine 6greniminde son birkag yilda popiilaritesi artan bir yontem varsa, o da
rastgele ormanlar fikridir. Temel olarak karar agaclarinin toplanmasidir yani orman veya karar agaclarinin
toplulugu denilebilir. Rastgele ormanin temel konsepti, her agacin bir siniflandirma vermesi ve ormanin bunlardan
en iyi siniflandirmay1 segmesidir. Rastgele orman algoritmasinin avantajlari coktur. Bunlardan bazilar1: Rastgele
orman siniflandiricis1 hem siniflandirma hem de regresyon gorevleri i¢in kullanilabilir, eksik degerleri
isleyebilirler.

3.2.7. K-En Yakin Komsu (K-Nearest Neighbor)

Denetimli 6grenme teknigine dayali en basit makine 6grenimi algoritmalarindan biridir. K-YK algoritmasi, yeni
durum/veriler ile mevcut durumlar arasindaki benzerligi varsayar ve yeni durumu mevcut kategorilere en ¢ok
benzeyen kategoriye yerlestirir. K-YK algoritmasi, mevcut tiim verileri saklar ve benzerlige gore yeni bir veri
noktasini siniflandirir. Siniflandirmanin yan sira regresyon icin de kullanilabilir ancak daha ¢ok simiflandirma
problemleri i¢in kullanilir.

K-YK, parametrik olmayan bir algoritmadir, yani temel veriler lizerinde herhangi bir varsayimda bulunmaz.
Tembel 6grenen algoritmasi olarak da adlandirilir, ¢linkii egitim kiimesinden hemen 6grenmez, bunun yerine veri
kiimesini depolar ve siniflandirma aninda veri kiimesi {izerinde bir islem gerceklestirir. K-YK algoritmasi egitim
asamasinda sadece veri kiimesini saklar ve yeni veri aldiginda bu veriyi yeni veriye cok benzeyen bir kategoride
siiflandirr.

3.3. Siniflandirma Performans Degerlendirmesi (Evaluation of Performance Classification)

Tibbi siniflandirma ¢alismalarinin performansini degerlendirmek i¢in ¢cogunlukla 7 farkli performans o6lciitleri
tercih edilmektedir. Bu performans o6lgiitleri dogruluk (Accuracy), kesinlik (precision), 6zgiilliikk (specificity),
duyarhilik (sensitivity), geri ¢agirma (recall-hatirlama), F 6l¢ciimi veya F1 Puani (F measure or F1 Score) ve
AUC'dir. Bu olgiitlerden 6nerilen modelin tahmin kabiliyetini ve dogrulugunu degerlendirmek i¢in Dogruluk
kullanilmistir ve asagidaki gibi hesaplanabilir (Sokolova ve Lapalme, 2009; Deperlioglu, 2019):

o _ tp+tn
Dogruluk = P —— Q)
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Bu denklemde, tp gercek ve gercek pozitiflerin sayisidir. fp, yanlis pozitif tan1 sayisina karsilik gelir. tn gercek
negatif sayidir. fn, yanlis negatif tanilarin sayisina karsilik gelir.

4. Deneysel Sonuclar (Experimental Results)

Tibbi veri kiimelerinden genetik algoritmalarla dzellik se¢imi yaparak 6zellik alt kiimesinin olusturulmas: ¢ok
kullanilan halka acik 5 veri kiimesi iizerinde yaygin kullanilan 7 ayr1 denetimli siniflandirici tizerinde denenmistir.
Tim uygulamalarda Python programlama dili ve Scikit learn kitapligi kullanilmistir. Kullanilan siniflandiricilarin
ozellikleri bu kitapliga gore secilmistir. YSA’ da her katmanda 256, 128, 64, 32 farkli néronlar bulunan doért gizli
katman modellenmistir. Girdi ve ¢ikti katmani diistiniildiigiinde modelde toplam 6 katman bulunmaktadir.
Aktivasyon islevi 'relu’, ¢oziici islevi 'adam’, yineleme sayisi (max_iter) 1000 olarak secilmistir. DVM’ de dogrusal
ve radyal iki ayr1 cekirdekle (kernel='linear', kernel='rbf') simiflandirma yapilmistir. Lojistik regresyonda
maksimum yineleme sayis1 1000 olarak se¢ilmistir. Rastgele orman siniflandiricida tahmin edici (n_estimators)
200, rasgele durum (random_state) 0 olarak alinmistir. Karar agacinda rasgele durum (random_state) 0 olarak
alinmistir. Bunlarinda disinda 6zel bir diizenleme yapilmamis varsayilan siniflandirict yapist kullanilmistir.
Genetik algoritmada 6zellik se¢imi i¢in 6zellik sayis1 kadar popiilasyon kullanilmis ve 7 nesil boyunca tekrar
edilerek en iyi nesile ulasilmaya veya en iyi 6zellik alt kiimesi elde edilmeye ¢alisilmistir.

Uygulamada tiim veri kiimelerinde ilk 6nce veri denetimi yapilmis, ardindan isim, tanitim ve tani verileri gibi
kullanilmayacak 6zellikler ¢ikarilmistir. Daha sonra karsilastirma yapabilmek amaciyla tiim 6zelliklerle 10 kez
siniflandirma yapilarak ortalama baslangi¢c Dogruluk orani hesaplanmistir. Ardindan GA ile her veri tabaninda
ozellik secimi yapilarak yine her siniflandirici igin 10 kez siniflandirma islemi gergeklestirilmistir. Bu siniflandirma
islemlerinden elde edilen sonuclar asagida verilmistir.

4.1. Pima Indian Diyabet Veri kiimesi (Pima Indian Diabetes Data Set)

Pima Indian Diyabet Veri kiimesinde siniflandirmada kullanilan 8 6zellik ve toplamda 768 6rnek ile yapilan 6zellik
secimi uygulamasinda elde edilen sonuglar Tablo 2’ de verilmistir.

Tablo 2. Pima Indian diyabet veri kiimesi ile elde edilen sonuclar (Results obtained with the pima Indian diabetes dataset)

Siniflandirma Baslangic Secilen En Diisiik Ortalama En Yiiksek
Yontemi Dogruluk (%) Ozellik Dogruluk (%) Dogruluk (%) Dogruluk (%)
Sayisi

Yapay Sinir Aglar1 69,27 5 73,43 74,47 75,52
Destek Vektor Dog. 72,91 5 74,47 75,52 76,04
Destek Vektor Rad. 72,91 7 75 75 75

Rastgele Orman 73,43 7 75,52 75,52 75,52
Lojistik Regresyon 72,39 7 75,52 75,84 76,04
Karar Agaci 68,75 5 70,83 71,08 71,35
K en yakin Komsular 65,62 7 73,43 73,43 73,43

Yukaridaki tabloda elde edilen en yiiksek degerler koyu olarak gosterilmistir. Ozellik secimi dncesi 8 dzellikle
yapilan siniflandirmalarda baslangi¢ ortalama Dogruluk oran1 %73,43 ile RO siniflandiricisi ile elde ediliyor. GA
ile 6zellik seciminden sonra ise %75,84 ortalama Dogruluk orani ile LR ile elde ediliyor. Segilen 6zellik sayisi
siiflandiriciya gére degismektedir. Ornegi LR’de secilen 6zellik sayis1 7°dir ve secilen ozellikler: 1) gebelik sayisi,
2) plazma glikoz konsantrasyonu, 3) diyastolik tansiyon, 4) kol kasi cilt deri kalinligi, 5) serum insiilin, 6) viicut
kiitle endeksi, 7) diyabet soyagaci fonksiyonudur (True, True, True, True, True, True, True, False). 5 6zellikle
ortalama %?75,52 Dogruluk saglayan dogrusal ¢ekirdekli DVM’de ise segilen 6zellikler: 1) gebelik sayis, 2) plazma
glikoz konsantrasyonu, 6) viicut kiitle endeksi, 7) diyabet soyagaci fonksiyonu, 8) yas (True, True, False, False,
False, True, True, True) seklindedir.

GA ile 6zellik se¢iminin siniflandirma basarisina etkisine bakildiginda biitiin siniflandiricilarda dogruluk oraninin
yukseldigi goriilmektedir. Ortalama degerlere bakildiginda siniflandirma performansinin YSA’da yaklasik %5, D-
DVM’de yaklasik %2,5, R-DVM’de yaklasik %3, RO’da yaklasik %2, LR’da yaklasik %3, KA’da yaklasik %3, K-YK’da
yaklasik %8°lik bir artis goriilmektedir.

4.2. Wisconsin Gogiis Kanseri Veri Kiimesi (Wisconsin Breast Cancer Dataset)

Wisconsin Gogilis Kanseri Veri kiimesinde siniflandirmada kullanilan 30 6zellik ve toplamda 569 kayit ile yapilan
6zellik secimi uygulamasinda elde edilen sonuclar Tablo 3’ de verilmistir.
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Tablo 3. Wisconsin gogiis kanseri veri kiimesi ile elde edilen sonuclar (Results obtained with the Wisconsin breast cancer

dataset)
Siniflandirma Yéntemi Baslangi¢ Secilen En Diisiik Ortalama En Yiiksek
Dogruluk (%) Ozellik Dogruluk (%) Dogruluk (%) Dogruluk (%)
Sayisi
Yapay Sinir Aglari 86,01 20 96,50 97,90 98,60
Destek Vektor Dog. 95,80 23 98,60 99,30 100
Destek Vektor Rad. 95,10 19 98,60 98,97 99,30
Rastgele Orman 97,20 17 98,60 99,30 100
Lojistik Regresyon 96,50 23 99,30 99,30 99,30
Karar Agaci 93,00 19 96,50 97,90 98,60
K en yakin Komsular 96,50 21 97,20 97,20 97,20

Ozellik secimi éncesi 22 ézellikle yapilan simflandirmalarda baslangi¢ ortalama Dogruluk oran1 %97,20 ile RO
siiflandiricisiile elde ediliyor. GA ile 6zellik seciminden sonra ise %99,30 en yiiksek ortalama Dogruluk orani RO,
LR ve D-DVM ile elde ediliyor. Secilen 6zellik sayis1 yine simiflandiriciya gore degismektedir. Ornegin D-DVM’de
secilen 6zellik sayis1 23, LR’de secilen 6zellik sayis1 23 ve RO’da secilen 6zellik sayis1 17’dir ve bu 3 siniflandiricida
ortalama %99,30 dogruluk elde etmislerdir.

GA ile 6zellik seciminin siniflandirma basarisina etkisine bakildiginda biitiin siniflandiricilarda dogruluk oraninin
ylikseldigi goriilmektedir. Ortalama degerlere bakildiginda siniflandirma performansinin YSA’da yaklasik %11, D-
DVM'de yaklasik %4, R-DVM'de yaklasik %3, RO’da yaklasik %2, LR'da yaklasik %3, KA’da yaklasik %5, K-YK’da
yaklasik %1°lik bir artis goriilmektedir.

4.3. Hepatit Veri Kiimesi (Hepatitis Data Set)

Wisconsin Goégiis Kanseri Veri kiimesinde siiflandirmada kullanilan 19 6zellik ve toplamda 155 kayit ile yapilan
ozellik se¢imi uygulamasinda elde edilen sonuglar Tablo 4’ de verilmistir.

Tablo 4. Hepatit veri kiimesi ile elde edilen sonuglar (Results obtained with the Hepatitis data set dataset)

Siniflandirma Baslangic Secilen En Diisiik Ortalama En Yiiksek
Yontemi Dogruluk (%) Ozellik Dogruluk (%) Dogruluk (%) Dogruluk (%)
Sayisi
Yapay Sinir Aglar1 61,53 13 76,92 81,07 84,61
Destek Vektor Dog. 74,35 15 79,48 79,48 79,48
Destek Vektor Rad. 69,23 13 71,79 74,35 76,92
Rastgele Orman 74,35 13 79,48 82,35 84,61
Lojistik Regresyon 74,35 13 79,48 81,15 82,05
Karar Agaci 66,67 11 79,01 82,12 84,61
K en yakin Komsular 61,53 11 66,66 71,79 74,35

Ozellik secimi 6ncesi 19 ézellikle yapilan siniflandirmalarda baslangic ortalama Dogruluk orani %74,35 ile D-DVM,
RO, LR smiflandiricilar ile elde ediliyor. GA ile 6zellik se¢ciminden sonra ise %82,35 ile en yiiksek ortalama
Dogruluk orami RO’da elde ediliyor. Segilen ézellik sayis1 yine siniflandiriciya gére degismektedir. Ornegin en
yliksek ortalama Dogruluk oranlarinin elde edildigi sirasiyla RO’ da secilen 6zellik sayis1 13, LR’de segilen 6zellik
sayisi 13 ve KA'da secilen 6zellik sayis1 11'dir.

GA ile 6zellik se¢iminin siniflandirma basarisina etkisine bakildiginda biitiin siniflandiricilarda dogruluk oraninin
yukseldigi goriilmektedir. Ortalama degerlere bakildiginda siniflandirma performansinin YSA’da yaklasik %21, D-
DVM’de yaklasik %5, R-DVM’de yaklasik %5, RO’da yaklasik %8, LR’da yaklasik %7, KA’da yaklasik %16, K-YK’da
yaklasik %10’lik bir artis gériilmektedir. Ayrica 6zellik seciminden sonra YSA'da en diisiik siniflandirma oraninin
%76,92 olmasina ragmen baslangictan ¢ok daha ytiksek oldugu goériilmektedir. Ayn1 durum KA i¢inde gegerlidir.

4.4. Cleveland Kalp Hastaliklar1 Veri kiimesi (Cleveland Heart Diseases Data Set)

Cleveland Kalp Hastaliklar1 Veri kiimesinde smiflandirmada kullanilan 13 6zellik ve toplamda 1025 kayit ile
yapilan 6zellik secimi uygulamasinda elde edilen sonugclar Tablo 5’ de verilmistir.

Ozellik segimi éncesi 13 6zellikle yapilan siniflandirmalarda baslangi¢ ortalama Dogruluk oran1 %97,66 ile RO ve
KA siniflandiricilari ile elde ediliyor. GA ile 6zellik seciminden sonra ise %100 ortalama Dogruluk orani ile RO ve
KA ile elde ediliyor. Secilen dzellik sayisi yine siniflandiriciya gére degismektedir. En yiiksek ortalama Dogruluk
oranlarinin elde edildigi sirasiyla RO’ da ve KA’da secilen 6zellik sayis1 10°dur.
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Tablo 5. Cleveland kalp hastaliklar1 veri kiimesi ile elde edilen sonuglar (Results obtained with the Cleveland heart diseases

data set)
Smiflandirma Baslangic Secilen En Diisiik Ortalama En Yiiksek
Yontemi Dogruluk (%) Ozellik Dogruluk (%) Dogruluk (%) Dogruluk (%)
Sayisi
Yapay Sinir Aglari 81,71 10 84,04 87,93 94,16
Destek Vektor Dog. 78,98 8 81,71 82,10 82,87
Destek Vektor Rad. 67,70 10 69,64 80,54 86,38
Rastgele Orman 97,66 10 100 100 100
Lojistik Regresyon 78,21 8 82,49 82,87 83,26
Karar Agaci 97,66 10 100 100 100
K en yakin Komsular 71,98 8 82,87 85,21 88,32

GA ile 6zellik se¢iminin siniflandirma basarisina etkisine bakildiginda biitiin siniflandiricilarda dogruluk oraninin
yine ylikseldigi goriilmektedir. Ortalama degerlere bakildiginda siniflandirma performansinin YSA’da yaklasik %6,
D-DVM’de yaklasik %4, R-DVM’de yaklasik %12, RO’da yaklasik %2,5, LR’da yaklasik %4, KA’da yaklasik %2,5, K-
YK’da yaklasik %13’liik bir artis goriilmektedir.

4.5. Parkinson Hastalig1 Veri kiimesi (Parkinson’s Disease Data Set)

Parkinson Hastalig1 Veri kiimesinde siniflandirmada kullanilan 22 6zellik ve toplamda 195 kayit ile yapilan 6zellik
se¢imi uygulamasinda elde edilen sonuglar Tablo 6’ da verilmistir.

Tablo 6. Parkinson hastalig1 veri kiimesi ile elde edilen sonuglar (Results obtained with the Parkinson’s disease data set)

Siiflandirma Baslangic Secilen En Diisiik Ortalama En Yiiksek
Yontemi Dogruluk (%) Ozellik Dogruluk (%) Dogruluk (%) Dogruluk (%)
Sayisi
Yapay Sinir Aglar 83,67 16 91,83 92,89 93,87
Destek Vektér Dog. 87,75 13 93,87 93,87 93,87
Destek Vektor Rad. 83,67 16 85,71 86,52 89,79
Rastgele Orman 91,83 16 93,87 94,43 95,91
Lojistik Regresyon 89,79 14 91,83 91,83 91,83
Karar Agaci 87,75 12 93,87 95,91 97,95
K en yakin Komsular 83,67 16 91,83 91,83 91,83
Ada Boost 85,71 16 93,87 94,26 95,91

Ozellik secimi éncesi 22 6zellikle yapilan simiflandirmalarda baslangi¢ ortalama Dogruluk orani1 %91,83 ile RO
siniflandirici ile elde ediliyor. GA ile 6zellik seciminden sonra ise %95,91 ortalama Dogruluk orani ile KA ile elde
ediliyor. Secilen 6zellik sayis1 yine siniflandiriciya gére degismektedir. Ornegin en yiiksek ortalama Dogruluk
oranlarinin elde edildigi sirasiyla KA’ da segilen 6zellik sayis1 12, RO’da segilen 6zellik sayis1 16 ve D-DVM’de
secilen 6zellik sayis1 13'diir.

GA ile 6zellik seciminin siniflandirma basarisina etkisine bakildiginda biitiin siniflandiricilarda dogruluk oraninin
yine yiikseldigi goriilmektedir. Ortalama degerlere bakildiginda siniflandirma performansinin YSA’da yaklasik %9,
D-DVM’de yaklasik %6, R-DVM’de yaklasik %4, RO’da yaklasik %3, LR’da yaklasik %2, KA’'da yaklasik %8, K-YK’da
yaklasik %8’liik bir artis goriilmektedir.

5. Sonug¢ ve Tartisma (Result and Discussion)

Bu ¢alismada, ¢ok sayida karmasik verilere sahip olan tibbi verilerden 6zellik secimi yapmak ve en uygun dzellik
alt kiimesini olusturarak smiflandirma basarisini artirmak icin genetik algoritma (GA) iceren bir model
onerilmistir. Onerilen yontemin performansim degerlendirmek icin en cok bilinen ve rahatlikla ulasilabilen
Calismada Kaliforniya Universitesi Irvine (UCI) makine 6grenme laboratuvarindaki tibbi veri tabanlarindan, Pima
Indian diyabet, Wisconsin Gogiis Kanseri, Hepatitler, Cleveland Kalp Hastaliklar1 ve Parkinson veri kiimesi olmak
lizere 5 tibbi veri kiimesi ile uygulamalar yapilmistir. Bu uygulamalarda Yapay Sinir Aglar1 (YSA), dogrusal ve
radyal cekirdekli Destek Vektor Makineleri (DVM), Karar Agaci (KA), Lojistik Regresyon (LR), Rastgele Ormanlar
(RO), K en yakin Komsu (K-YK) olmak iizere 7 adet denetimli siniflandirma yéntemi kullanilmistir.

Yapilan uygulamalarda elde sonuglar GA ile yapilan 6zellik secimi ile yapilan siniflandirmalarda Dogruluk oraninin
dolayisiyla siniflandirma performansinin veri kiimesine bagli olarak ortalama %2 ile %21 arasinda artis
sagladigini ortaya koymustur. Calismalarda 6zellik sayisi arttik¢a 6zellik seciminin sagladig1 performans artisinin
da ytkseldigi gorilmektedir. Farkli veri kiimeleri ile yapilan ¢alismada kategorik, sayisal ve karma veri tiirleri
dahil olmak iizere farkli tibbi veri tiirleri icin genetik algoritmanin 6zellik seciminde ¢ok iyi performansi
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sunmaktadir. Burada 6zellik se¢imi ile 6zelliklerin azaltilmasiyla siniflandirma hizinin da azaldig1 goz oniine
alinarak yontemin oldukga basarili oldugu goriillmektedir. Ayrica yapilan ¢alismalarda RO simiflandiricinin biitiin
veri kiimelerinde iyi sonuglar verdigi goriilmekte ve tibbi veri kiimelerindeki siniflandirma basarisi ile 6ne
¢ikmaktadir.

Bundan sonra yapilacak calismalarda 6nerilen modelle derin 6grenme yontemleri kullanilarak siniflandirma
basarisina yapacag katkilar arastirilabilir.
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