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MAKALE BILGISI 

 

ÖZ  

Tıbbi görüntüleme alanında derin öğrenme modeli, mevcut yöntemlere 

kıyasla zaman ve performans açısından daha fazla katkıda bulunan bir 

modeldir. Görüntülerin otomatik olarak bölütlenmesini veya 

sınıflandırılmasını kapsar. Mevcut yöntemler ile tek katmanlı görüntüler 

üzerinden işlem yapılırken, derin öğrenme modeli ile çok katmanlı 

görüntüler üzerinden çalışma performansı daha yüksek ve daha kesin 

sonuçlar elde edilebilir. Son zamanlardaki gelişmeler, bu yaklaşımların 

tıbbi görüntülerdeki örüntülerin tanımlanması ve nicelendirilmesinde 

oldukça etkili olduğunu göstermektedir. Bu ilerlemelerin en önemli 

nedeni, derin öğrenme yaklaşımlarının doğrudan görüntülerden hiyerarşik 

özellik temsilleri elde etme yeteneğidir. Bu nedenle, derin öğrenme 

yöntemlerinin tıbbi görüntü işleme ve bölütleme alanındaki uygulamaları 

hızla en son teknolojiye dönüşmektedir ve klinik uygulamalarda 

performans iyileştirmeleri sağlamaktadır. Bu makalede, derin öğrenme 

yaklaşımlarının biyomedikal görüntülerin bölütlenmesi için uygulamaları, 

yöntemleri ve içerikleri genel bir bakış açısıyla incelenmiştir. 

ABSTRACT 

A deep learning model is a model in the field of medical imaging that 

provides more contributions in terms of time and performance compared 

to existing methods. It includes automatic segmentation or classification 

of images. While existing methods process single-layer images, with the 

deep learning model, higher performance and more accurate results can 

be obtained on multi-layer images. Recent developments show that these 

approaches are highly effective in identifying and quantifying patterns in 

medical images. The most important reason for these advances is the core 

function of deep learning approaches to directly obtain hierarchical 

feature representations from images. Therefore, the applications of deep 
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learning methods to medical image processing and segmentation are 

rapidly becoming the latest technology and resulting in performance 

improvements in clinical applications. This article provides an overview 

of the applications, methods, and contents of deep learning approaches 

for the segmentation of biomedical images. 

 

1. GİRİŞ 

Görüntü işleme, daha kaliteli bir görüntü elde etmek veya ondan bazı önemli bilgiler çıkarmak 

için bir görüntü üzerinde birtakım işlemleri gerçekleştirme olarak tanımlanmaktadır. Girişin bir 

görüntü olduğu, çıkışın görüntü veya o görüntüyle ilişkili özellikler olabileceği bir sinyal işleme 

türüdür. Sayısal görüntü işleme, görüntüleri bir algoritma aracılığıyla işlemek için sayısal bir 

bilgisayarın kullanılması olarak tanımlanmaktadır [1]. Girdi görüntülerine daha çok geniş bir 

algoritma yelpazesinin uygulanmasına olanak sağlama ve işleme sırasında gürültü oluşumu ve 

bozulma gibi sorunları önleyebilme özelliğinden dolayı sayısal görüntü işleme analog görüntü 

işlemeye göre daha çok avantajlara sahiptir. Sayısal görüntü işlemenin en önemli amaçlarından biri 

görüntüden gerekli bilgiyi elde etmektir. Bir görüntünün gürültüsünü giderme/geliştirme işlemleri ise 

görüntü işlemede kullanılan en önemli çalışmalardandır [2]. Sayısal görüntü işleme yöntemleri 

görüntü iyileştirme, ultraviyole (UV) algılama, iletim ve kodlama, bilgisayarlı görme, örüntü tanıma, 

video işleme, engel algılama, renk işleme ve tıbbi görüntüleme olmak üzere pek çok alanda 

uygulanmaktadır. Tıbbi görüntülerin işlenmesi alanındaki uygulamalar ise önemini her geçen gün 

artırmaktadır.  

Tıbbi görüntüleme, modern tıpta hasta sağlığı için vazgeçilmez bir temel izleme aracıdır. 

Kliniksellere ve radyologlara hastalıkları teşhis etmede, terapötik veya cerrahi kararlar vermede ve 

cerrahi operasyonlararehberlik etmek gibi pek çok konuda etkin bir şekilde kullanılmaktadır. Tıbbi 

görüntüleme teknolojilerinde X ışınları (bilgisayarlı tomografi taramaları), ses (ultrason), manyetizma 

(manyetik rezonans görüntüleme, (MRG)), radyoaktif ilaçlar (nükleer tıp: pozitron emisyon 

tomografisi ve tek foton emisyon bilgisayarlı tomografi) veya ışık (endoskopi) gibi araçlar 

kullanılmaktadır. 

Biyomedikal görüntü işleme, çok boyutlu biyomedikal sinyal işlemeye benzer olup, X-ray, 

ultrason, MRG, nükleer tıp ve optik görüntüleme gibi teknolojiler aracılığıyla elde edilen görüntülerin 

analizini, iyileştirilmesini ve görüntülenmesini içermektedir. Biyomedikal görüntü toplama, görüntü 

oluşturma, görüntü analizi ve görüntülerden elde edilen özelliklere dayalı tıbbi teşhise kadar geniş bir 

uygulama alanı bulunmaktadır. 

Görüntü işleme çalışmaları, görüntüyü oluşturan piksellere matematiksel işlemlerin 

uygulanmasıyla gerçekleştirilmektedir.  Organ ve lezyonlar gibi görüntü üzerinde ilgilenilen birçok 
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bölgelerin şekilleri ve hacimleri hakkındaki bilgileri sunmak konusunda oldukça önemli bir yere sahip 

olan bu işlemler görüntü analizini gerçekleştirmek ve bulguları daha yüksek doğrulukla tespit etmek 

için kullanılmaktadır. 

Görüntü bölütleme, bilgisayar destekli tanı (Computer Aided Design, CAD), tıbbi görüntü 

analizi, görüntü füzyonu, görüntü kılavuzluğunda terapi, görüntü açıklama ve görüntü alma dahil 

olmak üzere tıbbi görüntüleme alanında önemli bir rol oynar. Bilgisayarlı görü, görüntü bölütleme; bir 

2D/3D boyutlu görüntüyü birden çok bölüme ayırma işlemidir. Bölütlemenin amacı, bir görüntünün 

temsilini basitleştirmek veya daha anlamlı ve analiz edilmesi daha kolay bir şekle dönüştürmektir. Bir 

görüntüdeki her bir pikselin mevcut sınıf etiketlerinden birine dâhil edilerek işlenmesi sonucu 

bölütleme işlemi gerçekleştirilmektedir.  

Klasik görüntü bölütleme teknikleri eşik değer (threshold) bölütleme ile kümeleme 

bölütlemeden oluşmaktadır [3]. Eşiklemeye dayalı bölütleme, en basit ve yaygın olarak kullanılan 

bölütleme tekniklerinden biridir [4-5].  Görüntüler kırmızı-yeşil-mavi (Red-Green-Blue, RGB) olmak 

üzere 3 katmandan oluşan matrislerdir. Eğer bunlar gri skala yani tek katmanlı siyah beyaz, renksiz bir 

hale getirilirse 3 katmandan tek katmanlı bir görüntü haline dönüştürülür. Nesneler arası geçişler ve 

arka plandan bağımsız farklı piksel değerlerine sahip olan bu görüntülerde bir eşik değer belirleyerek 

görseller bölütlenebilmektedir [3]. Kümeleme tekniği ise [6] makine öğrenmesinde gözetimsiz 

öğrenmede sıkça kullanılan bir yöntemdir. Sınıflandırma problemlerinde etiketsiz görüntüyü belirli 

niteliklere göre kendi başına sınıflandıran kümeleme algoritmaları görüntü bölütlemede de çok 

kullanılmaktadır. Esas olarak kenar tabanlı, bölge tabanlı ve eşik tabanlı olmak üzere çok çeşitli 

bölütleme teknikleri de mevcuttur. Kenar tabanlı bölütleme yöntemleri, görüntü yoğunluğundaki kısmi 

değişikliklerin kenarlara bağlı olması bilgisinden faydalanmaktadır. Ancak bu yöntemler düzgün 

kenarlı veya çok kenarlı görüntülere uygulanmamaktadır. Benzer şekilde bölge bazlı görüntü 

bölütleme, komşu pikselin yoğunluğunu kontrol ederek bölgenin büyüdüğü temel noktaya göre 

bölgeleri ayırır. Piksel tabanlı bölütleme olarak da adlandırılan bu teknik, hesaplama açısından 

uğraştırıcı bir yaklaşım içermektedir ve bazı durumlarda yanlış bölütleme sonuçları üretebilmektedir. 

Kenar tabanlı ve bölge tabanlı tekniklerin birlikte kullanıldığı farklı kombinasyonları, tek tek 

kullanılmaları durumundaki bazı dezavantajları ortadan kaldırmaktadır ve böylece daha iyi bir 

bölütleme tekniği ortaya çıkarmaktadır [7-8]. Klasik görüntü bölütleme tekniklerinde karşılaşılan 

avantaj ve dezavantajlar Şekil 8’ de özetlenerek gösterilmektedir [9-11]. 

Son yıllarda, derin öğrenme yöntemleri, görüntü [12] ses [13] ve metin verileri [14] dâhil 

olmak üzere büyük miktarda dijital verinin işlenmesini içeren çeşitli görevlerdeyüksek performans 

göstermiştir. Özellikle derin öğrenmenin kullanıldığı görüntü işleme ve bilgisayarlı görü uygulamaları 

gürültü giderme [15-17], tanıma [12,18-19], algılama ve bölütleme [20-21], gibi uygulamalarda 
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dikkate değer başarılar elde edilmiştir. Bu yöntemlerle ilgili pek çok çalışmada, genel 

uygulanabilirliklerini göstermek için sınırlı bir durumda yürütülüp değerlendirilmiş olsa da derin 

öğrenme yöntemleriyle yapılan çalışmalar kayda değer gelişmeler göstermiştir. 

Ayrıca görüntü işleme alanında yapılan çalışmalarda klasik bölütleme tekniklerinde bulunan 

dezavantajların üstesinden gelmek için derin öğrenme ile görüntüleri bölütlere ayırarak analizinin 

gerçekleştirildiği ve yüksek performanslı sonuçların elde edildiği görülmektedir. Bu alanda mevcut 

birçok çalışma olmakla birlikte güncel çalışmaların sayısı sürekli olarak artmaktadır. Bu çalışmalarda 

derin öğrenme yaklaşımlarıyla, görüntü sınıflandırma, [12,22], nesne algılama [22-23], ve görüntü 

bölütleme gibi amaçlarla [24, 25-27] görüntü özelliklerinin detaylı analizi gerçekleştirilmektedir. 

Ayrıca görüntü işleme alanındaki başarısı nedeniyle derin öğrenme modelleri kullanılarak tıbbi 

görüntüleme sistemlerinde de uygulanmak üzere çeşitli yöntemler önerilmektedir.  Bu alanda temel 

olarak iki çeşit bölütleme yaklaşımı kullanılmaktadır [28,29] Bunlardan birincisi bir nesneye ait her bir 

bireyin farklı bir sınıf etiketine atanması işlemi ile gerçekleştirilen birey (Instance) bölütlemedir. 

İkincisi ise semantik bölütlemedir ve nesnede yer alan bireylere ait piksel aynı sınıf etiketine atanması 

işlemine denir. 

Tıbbi görüntülerin bölütlenmesinde derin öğrenme tabanlı yöntemler [30,31], özellikle 

histopatolojik görüntü bölütlenmesinde oldukça yaygın olarak kullanılmaya başlanmıştır. 

Histopatolojik görüntü analizi, kanser tanıma ve teşhisi için bir altın standarttır ve çoğunlukla kesilen 

dokulardan alınan histopatolojik görüntülerin/görüntülerden Hematoksilin-Eozin (H&E) yöntemi 

uygulanarak boyanmasıyla elde edilen görüntüler üzerinde analiz yapılmaktadır. Çalışmalar sırasında 

uzmanlar tarafından boyanan kesitler değerlendirilirken görüntüyü farklı parçalara ve nesnelere ayırma 

konusunda sıkıntı yaşanmaktadır ve çok zaman alıcı olmakla birlikte önemli seviyede iş yükü 

getirmektedir.   Bu nedenle histopatolojik görüntülerdeki nesnelerin ve ilgilenilen alanların daha 

kolay, hızlı ve başarılı analiz edilebilmesi için görüntü bölütleme çalışmaları oldukça önemli 

olmaktadır [32-38]. Bu derleme çalışmasında, medikal görüntü bölütleme yöntemleri incelenmiş olup 

tıbbi görüntü bölütleme için derin öğrenmeye dayalı yöntemler analiz edilmiştir. Kullanılan yöntemler 

uçtan uca bölütleme ve piksel bazında sınıflandırma olmak üzere iki temel kategoride 

sınıflandırılmıştır. Her bir sınıfa ait bölütleme yöntemlerindeki, en son gelişmeler, katkılar ve 

yenilikleri incelemek için yöntemler karşılaştırmalı olarak ayrıntılı bir şekilde analiz edilmiştir. 

 

2. MEDİKAL GÖRÜNTÜ BÖLÜTLEME ÇALIŞMALARINDA DERİN ÖĞRENME 

YAKLAŞIMLARI  

Bu derleme çalışmasında derin öğrenme yaklaşımı kullanan medikal görüntü bölütleme 

yöntemleri, ağ mimarisi, eğitim süreci (denetimli, yarı denetimli, denetimsiz, transfer öğrenme), girdi 
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görüntü türleri (histopatolojik, patolojik ve hücre vb.) göz önünde bulundurularak uçtan uca bölütleme 

ve piksel bazında sınıflandırma olmak üzere iki genel kategoride sınıflandırılmıştır. Ağ yapısı 

tasarımına dayanarak, piksel bazında sınıflandırma yöntemleri; 

1. Otomatik Kodlayıcı (AE)  

2. Evrişimli Sinir Ağı (ESA) olarak iki sınıfta incelenmiştir. 

 

Benzer şekilde, uçtan uca bölütleme yöntemleri; 

1. Tam Evrişimli Ağ (TEA),  

2. Bölge Tabanlı Ağ (TEA -R-FCN),  

3. Üretken Çelişkili Ağ (GAN),  

4. Her alt kategori için, gerçekleştirilen çalışmaların kapsamlı bir listesini oluşturulmuştur.  

 

Bu derleme çalışması için atıfta bulunulan eserler, Google Scholar, PubMed, Web of Science, 

Semantic Scholar, Sciencedirect, Springer Nature vb. dahil olmak üzere çeşitli veri tabanlarından elde 

edilmiştir. Literatür araştırmak için kullanılan anahtar kelimeler, derin öğrenme, bölütleme, organ 

bölütleme, hücre bölütleme, medikal görüntü bölütleme, tıbbi görüntü bölütleme, evrişimli sinir ağı ve 

benzerlerini içermektedir. Bu çalışmaların çoğu 2015 ve 2023 yılları arasında yayınlanmıştır. Tıbbi 

görüntülerde bölütleme ile ilgili yapılan çalışmaların yıllara göre dağılımı Şekil 1’de gösterilmektedir. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 1. 2015 ve 2021 Yılları Arasında Tıbbi Görüntülerde Bölütleme Grafiği 

 

2.1 Piksel Bazında Sınıflandırma Yaklaşımları 

Derin öğrenme tabanlı yöntemler içinde piksel bazlı sınıflandırma yöntemleri yaygın olarak 

kullanılmaktadır. Piksel bazında sınıflandırma için ana mimari yapıları incelenerek Şekil 2’de 
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görüldüğü gibi Otomatik kodlayıcı ve Evrişimsel sinir ağları tabanlı yöntemler için mimari türleri 

incelenmiştir. 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 2. Otomatik Kodlayıcı ve Evrişimsel Sinir Ağları Tabanlı Yöntemler 

 

2.1.1 Otomatik Kodlayıcı 

Otomatik kodlayıcı (AutoEncoder-AE) çok boyutlu bir veriyi önce gizli katmana sıkıştıran 

sonra da sıkıştırılmış katmandan veriyi yeniden inşa etmek için kullanılan gözetimsiz bir sinir ağı 

çeşididir. AE, şekil 3’te de görüldüğü üzere giriş ve çıkış arasındaki yeniden yapılandırma hatalarını 

en aza indirerek girişi gizli bir katmanla kodlayan bir sinir ağı kodlayıcısından oluşur [38]. AE’ nin 

işlevini yerine getirdikten sonra aşırı öğrenmeyi önlemek için yığınlanmış otomatik kodlayıcı (Stacked 

Autoencoders, SAE) önerilmiştir. SAE ve AE ard arda gerçekleştirilmesiyle oluşturulmaktadır. Burada 

her katmanın çıktısı, ardışık katmanların girişlerine bağlanmaktadır [39]. SAE’nin en önemli avantajı, 

daha yüksek düzeyde özellik çıkartırken daha derin ağdan yararlanabilmesidir [39]. Gürültüden 

arındırma otomatik kodlayıcı yapısı, klasik otomatik kodlayıcı yapısının stokastik bir uzantısıdır [40] 

ve gürültülü girdi verisinden girdinin yeniden yapılandırılmasını sağlanmaktadır. Stokastik bir 

bozulma süreci, bazı girdileri rastgele sıfıra ayarlamaktadır ve gürültü giderme otomatik kodlayıcıyışı 

(Denoising Autoencoder, DAE), gürültülü girdilerin rastgele seçilen alt kümeleri için gürültülü 

değerleri tahmin etmeye çalışmaktadır [41-42]. Yığılmış gürültü giderme otomatik kodlayıcı (Stacked 

Denoising Autoencoder, SDAE), DAE’nin yapısını kullanan bir başka otomatik kodlayıcı tipidir [41, 

43-44], literatürde yapılan çalışmalar Tablo 1’de gösterilmektedir. 

Alex ve Menze[42-45]halka açık BraTS 2013 ve BraTS 2015 verilerini kullanarak Yığılmış 

gürültü giderme otomatik kodlayıcının beyin MRG tümörünün bölütlemesi için çalışılmıştır. 

Yığınlanmış Seyrek Otomatik Kodlayıcının BT görüntülerinde karaciğer bölütlenmesi için yüksek 

sınıflandırma doğruluğuna ve hızına sahip olduğu gösterilmiştir [46]. Otomatik kodlayıcı, içeriğindeki 
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ayırt etme yeteneklerini (özellik çıkartırken) geliştirmek için geniş aralıklı girdi örnekleri kullanmakta 

olup tıbbi görüntülerin derin özelliklerini öğrenebilmektedir [47].  

 
Şekil 3. Otomatik Kodlayıcı Ağ Yapısı 

 

AE tabanlı bölütleme yöntemleri, birçok anatomik yapılar için yaygın olarak çalışmaktadır. 

Avantajı olmasına rağmen, tıbbi görüntü bölütlemede bazı zorluklar ve sınırlamalarla karşı karşıyadır. 

Bununla birlikte, denetimsiz otomatik kodlayıcı yöntemlerinin, büyük şekil değişkenliğine sahip 

düzensiz lezyonları bölütlere ayırması zor olmaktadır. Bir diğer zorluk ise kodlayıcı bölümü 

tamamlanıp, kod çözücü kısmına geçerken öznitelikler bu kısımda öğrenilmesidir. Ancak bu öğrenim 

sırasında girişi doğrusal olarak sıkıştığı için tüm öznitelikleri iletilmemesi sebebiyle bir darboğaz (gizli 

katman) meydana gelmektedir. Bu nedenle bu katmanda öğrenme tam anlamıyla 

gerçekleştirilmeyebilir. 

 

2.1.2 Evrişimli Sinir Ağları 

Tipik bir evrişimsel sinir ağı (ESA); Şekil 4’te de görüldüğü üzere evrişim katmanlarından, 

aktivasyon fonksiyonlarından, maksimum havuzlama katmanlarından, normalleştirme katmanlarından, 

bırakma katmanlarından (dropout) ve tam bağlı katmanlardan oluşmaktadır [48]. Bir ESA'nın son 

katmanı, sınıflandırma için tipik olarak bir sigmoid veya softmax katmanı ve regresyon katmanından 

oluşmaktadır. Evrişim katmanları, göreve bağlı olarak çeşitli özellik haritalarını çıkarmayı 

öğrenebilmektedir. Havuzlama katmanları, maksimum/ortalama aşağı örnekleme işlemlerini 

kullanarak özellik haritalarının uzamsal boyutunu küçültmek için kullanılmaktadır. Doğrultulmuş 

doğrusal birim (ReLU) ve Sızdıran ReLU gibi aktivasyon fonksiyonları, herhangi bir negatif giriş 

değerini sıfıra kırparak ve pozitif giriş değerlerini bağlı nöronlara geçirerek nöron aktivasyonunu 

simüle etmek için kullanılmaktadır [49]. Tam bağlantılı katman, önceki katmandaki her nöronu bir 

sonraki katmandaki her nörona bağlamaktadır. Özellik haritalarını düzleştirmek için son sınıflandırma 

katmanından önce yerleştirilirler.  
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Şekil 4. Evrişimsel Sinir Ağ Yapısı 

 

Eğitim sırasında, ESA mimarisinin öğrenilebilir parametrelerini geri yayılım yoluyla 

güncellemek için stokastik gradyan iniş (SGİ) ve adam gradyan iniş gibi gradyan tabanlı optimizasyon 

yöntemleri yaygın olarak kullanılmaktadır. LeNet ilk olarak Lecun ve diğerleri [50] tarafından elle 

yazılmış rakamları sınıflandırmak için önerilmiştir. LeNet, evrişim katmanlarından, havuz 

katmanlarından ve tam bağlantılı katmanlardan oluşur. Bilgisayarlar donanımsal olarak gelişip, ağ 

eğitimi için sayıca veriler arttıkça çözüme odaklı farklı mimariler ortaya konulmuştur. Krizhevsky ve 

ark. 2012'de AlexNet'i önermiştir ve ILSVRC-2012 görüntü sınıflandırma yarışmasını büyük bir farkla 

kazanmıştır [50]. AlexNet'in literatüre girmesinden bu yana, ESA'lar geniş çapta dikkat çekmeye 

başlamıştır ve birçok görüntü işleme uygulamasında en gelişmiş performansları elde eden çeşitli ESA 

türlerinin geliştirilmesine yol açmıştır. AlexNet'in LeNet üzerindeki iyileştirmeleri 1) doğrusal 

olmama ve seyreklik için ReLU katmanı, 2) veri kümesi çeşitliliğini genişletmek için veri büyütme, 3) 

öğrenilebilir parametreleri azaltmak ve aşırı öğrenmeyi önlemek için bırakma katmanı, 4) paralel 

hesaplama için GPU, 5) yerel yanıt normalleştirme ve 6) örtüşen havuzlama katmanı olmak üzere 6 

madde de özetlenebilmektedir. 2013'te Zeiler ve Fergus [51], AlexNet'in performansını iyileştirmek 

için ZFNet'i önerdi [52] ve daha az katmana sahip ve sığ bir ağ yapısı geliştirerek görüntülerin kenar, 

renk ve doku özellikleri ile, görüntülerin soyut özelliklerini öğrenebileceğini ortaya oymuştur. 

ZFNet'in ana geliştirmesi, özellik haritasını görselleştirmek için kullanılan ters evrişim bloğudur. Ağ 

performansını ağ derinliklerine göre değerlendirmek için Simonyan ve Zisserman [19] tarafından 

VGG'nin ağ derinliğini 19 katmana genişletmesi önerilmiştir. Acar ve ark. birçok insanda görme 

bozukluğuna sebep olan katarakhastalığını erken dönemde tedavi etmek amacıyla, gözün tanımlayıcı 

bölümlerindeki anormallikleri tespit etmek için önceden eğitilmişVGGNet ve DenseNet mimarilerini 

kullanarak bir çalışma yapmıştır [53]. Kaggle veritabanından elde edilen 6080 renkli fundus 

görüntüsünden (548 katarakt ve 5532 katarakt olmayan) oluşan bir veri seti kullanılmıştır. %80’i 

eğitim verisi, %20’si test için kullanılan veri seti Monte-Carlo çapraz doğrulama kullanılarak 

yapılmıştır. VGGNet ve DenseNet mimarilerinin eğitimi transfer öğrenme kullanılarak 

gerçekleştirilip, mimaride sadece 3×3 boyutlu filtreler kullanılmaktadır. VGGNet mimarisi 138 milyon 

parametreden oluşturulup, her biri iki evrişim ve Relu katmanı içeren beş VGG bloğuna sahiptir. 
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Ayrıca son katmanı hariç tüm katmanları dondurularak ağırlık değerleriaktarılmıştır. DenseNet 

mimarisinde ise her biri sekiz katmandan oluşan 32 yoğun bloğa sahip olup bu bloklar arasında 5×5 

evrişim katmanı ve 2×2 havuzlama katmanı kullanılmıştır. Önerilen bu sistemin başarısını, çeşitli 

geleneksel ve güncel sınıflandırma sistemleriyle karşılaştıran Acar ve ark. [53] %97’ye ulaşan 

doğrulukla otomatik katarakt teşhisini gerçekleştirmiştir.  

GoogLeNet, bir başlangıç modülünü [54]  tanıtmak için önerilmiştir. Bu modül, ağın özellik 

çıkarma yeteneğini geliştiren daha geniş algılama alanı ve daha derin ağ sağlamaktadır. Ağ 

derinleştikçe, gradyan kaybolması/patlaması nedeniyle ağın eğitimi zorlaşmaktadır. Bu sorunu 

hafifletmek için Hevd. [55] daha da derin ağın görüntü tanıma için eğitilmesine izin veren bir artık ağ 

(ResNet) önermiştir. Huang vd. [56] daha sonra hem düşük frekanslı hem de yüksek frekanslı özellik 

haritalarını birleştirmek için her katmanı diğer tüm katmanlara bağlayarak yoğun bağlantılı bir 

evrişimli ağ (DenseNet) önermiştir. Roth vd. [57] abdominal BT görüntüsünü pankreas görüntülerinin 

bölütlenmesi için çok seviyeli bir derin ESA yaklaşımı önermiştir. Kayar bir pencere kullanılarak 

aksiyal, koronal ve sagital düzlemde 2D görüntü parçaları çıkarılarak elde edilen görüntü parçalarının 

merkez voksellerine geliştirilen bir ESA modeli ile sınıf olasılıkları atanmıştır. Bu mimari, maksimum 

havuzlama katmanı, üç tam bağlı katman, iki bırakma katmanı ve ikili sınıflandırma gerçekleştirmek 

için bir softmax operatörü tarafından takip edilen beş evrişim katmanından oluşmaktadır. 4 kat çapraz 

doğrulama kullanılarak 82 hastanın BT görüntüsü üzerinde değerlendirilen, eğitim ve test için sırasıyla 

0,84 ± 0,06 ve 0,72 ± 0,11'lik bir ortalama dice benzerlik katsayısı elde edildi. Elde ettikleri bu 

katsayılar ile 2D görüntüler yerine doğrudan 3D boyutundaki görüntülerle hacimsel veri kümesi elde 

ettiler. Hamidian ve ark. göğüs BT görüntülerinde akciğer pulmoner nodüllerini saptamak için 3D 

boyutunda parça tabanlı ESA kullanmayı önerdi [58]. 3D akciğer görüntü veri tabanı konsorsiyumu 

(LIDC) veri setinden [59] görüntüler çıkarıldı. 3D ESA'nin hacimsel BT verileri için 2D ESA'den daha 

uygun olduğu yapılan çalışmada gösterildi. Literatürde yapılan çalışmaların bir kısmı Tablo 1’de 

gösterilmektedir. 

 

2.2 Uçtan Uca Bölütleme 

Sınıflandırmadaki verimliliğini artırmak için uçtan uca bölütleme ağları önerildiği 

görülmüştür. Uçtan uca bölütleme yöntemleri Şekil 5’te görüldüğü gibi üç kategoride incelenmektedir. 
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Şekil 5. Otomatik Kodlayıcı ve Evrişimsel Sinir Ağları Tabanlı Yöntemler 

 

2.2.1 Tam Evrişimli Ağ 

Tam evrişimli ağlar (TEA, Fully Convolutional Network- FCN), nesne tanıma alnında her 

geçen gün ilerleme sağlamaktadır. Yalnızca görüntü sınıflandırmasında [12,19, 54], gelişmekle 

kalmıyor, aynı zamanda sınırlayıcı kutular (bounding box) oluşturarak nesne algılamada da [18, 60-

61], ilerleme göstermektedir. Önceki yaklaşımlarda, her pikselin, nesnenin sınıfı ile etiketlendiği 

semantik segmentasyon [55,62-66], için evrişimli sinir ağları kullanılmakta olup piksel bazında 

sınıflandırmaya dayalı yöntemler için, görüntünün merkez vokseli, çoklu evrişimli katmanlardan 

geçirildikten sonra düzleştirilmiş (flatten) özellik haritalarına dayalı olarak tam bağlantılı katmanlar 

tarafından sınıflandırılmaktadır. Shelhamer vd. [67] ilk önce, tam bağlı katmanı bir evrişim katmanı ile 

değiştiren bir ESA önerdi. Ağdaki tüm katmanlar evrişimli katmanlar olduğundan, yeni ağ TEA olarak 

adlandırıldı. TEA, özellik haritalarını örneklemek için kullanılan ters evrişim çekirdekleri sayesinde, 

uçtan uca segmentasyona [67] dönüşen modelin giriş görüntüsü ile aynı boyuta sahip bir 

segmentasyon haritasını tahmin etmesine olanak sağlamıştır. Ters evrişim kavramını kullanan tıbbi 

görüntü segmentasyonu için en iyi bilinen TEA yapılarından biriŞekil 6’de gösterilenU-Netağ 

yapısıdır [68-69]. U-Net, kod çözücü tarafında ters evrişim işlemi gerçekleştirir ve buna ek olarak 

mimarinin kodlayıcı tarafından gelen bağlantılar sayesinde özniteliklerin kaybolmasına engel 

olmaktadır. Bu mimaride ilk bölümdaralma bölümüdür ve klasik evrişimli sinir ağı,‘Relu’ aktivasyon 

fonksiyonu ve ‘havuzlama’ katmanlarındanoluşmaktadır. Genişleme bölümü, U-net modelinin en 

önemli kısmıdır. Daralma bölümünden gelen özelliklerin bu bölümde genişletilerek girdi ile aynı 

boyut ve çözünürlükte görüntü üretilmesi sağlar. U-net’ te aşağı örnekleme katmanları ve yukarı 

örnekleme katmanları arasındaki evrişim katman sayısı aynıdır. U-net’ te, her bir alt örnekleme ve 

yukarı örnekleme katmanını birbirine bağlamak için atlama bağlantı işlemini kullanır. Bu, uzamsal 

bilgilerin doğrudan çok daha derin katmanlara uygulanmasını sağlarkendaha verimlibir segmentasyon 

yapılmasınada ortam sağlamış olur [69]. Milletari ve ark. U-Net’te kalıcı olmayan öğrenme ağlarına 

kıyasla yakınsama oranını artıracak V-Net [70] adlı bir U-Net varyantı önerdi. U-Net'ten farklı olarak 
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V-Net, önce ve sonraki evrişim katmanları arasında kısa atlama bağlantısı olarak artık bloğu 

içermektedir. 

 
Şekil 6. U-NetAğ Yapısı 

 

TEA'yı eğitmek için derin denetim, yaygın olarak kullanılmaktadır. Derin denetim farklı 

çözünürlük seviyelerinde çoklu segmentasyon haritalarının oluşturulduğu tasarımdır. Derin denetimin 

[71-72], ana fikri, yalnızca son çıktı katmanı üzerinde değil, aynı zamanda gizli katmanlar üzerinde de 

denetim sağlamaktır. Doğrudan denetim, ağın ayırt etme yeteneğini artırabilecek birden çok derin 

katmanı etkilemektedir. Dikkat kapısı, anlaşılır özellikleri vurgulayarak, alakasız olan özellikleri 

bastırıp görüntü sınıflandırma ve segmentasyon [73] performansını arttırmak için TEA de 

kullanılmaktadır. Literatürde yapılan diğer çalışmalar Tablo 1’de gösterilmektedir. 

 

2.2.2 Bölge Tabanlı Tam Evrişimli Ağ 

Bölgesel tabanlı ESA mimarisinde bölge tabanlı tam evrişimli ağ (Region-based Fully 

Convolutional Networks R- FCN), nesne tespitini yapabilmek için üç modüllü bir sistem kullanır. İlk 

modül, sınıflardan bağımsız bir şekilde bölge önerileri üretmektedir. Bu öneriler sayesinde bir dizi 

aday bölgeler tanımlanır. İkinci modül ise görüntüden belirli boyutta bir özellik vektörü çıkaran bir 

ESA ağ yapısı [74] kullanmaktadır.  Son ve üçüncü modül de sınıflara özgü doğrusal bir Destek 

Vektör Makinesi (SVM—Support Vector Machine) kullanmaktadır [61]. Bölge tespit sürecini 

hızlandırmak için hızlı bölgesel tabanlı ESA mimarisinde [75] her besleme görüntüsü için ağa çok 

sayıda bölge önerisi beslemesi gerekmez. Algoritmayı daha hızlı hale getirmek için kullanılan bu 

yöntemde seçici aramayı öğrenilebilir ağ yapısı ile değiştirmek için daha hızlı bölgesel tabanlı ESA 

[76] ortaya konmuştur. 
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Bölge bazlı TEA yöntemleri Tablo 1'de gösterilmiştir. Christ vd. [77] bu mimarinin ilk kısmı 

ile karaciğer konumunu tespit etmiştir ve ikinci kısmının karaciğer lezyonlarını bölütlemek için 

kullanmıştır.  

 

2.2.3 Çekişmeli Üretici Ağlar  

Çekişmeli üretici ağlar (Generative Adversarial Networks, GAN), olasılık yoğunluk 

fonksiyonunu açıkça modellemeden veri üretme kabiliyetiyle görüntü işlemede yaygın olarak 

kullanılmaktadır. Bu ağ yapısıŞekil 7’deki gibi 2 sinir ağından oluşmaktadır. Bunlar üretici ve ayırt 

edici olmak üzere ayrılmıştır. Üretici ağ klasik otokodlayıcılar gibi çalışarak hedef veri dağılımına 

benzer yapay veriler üretmek için eğitilmektedir. Bu veriler resim, ses, şekil, model vb. şekilde 

oluşabilmektedir. Ayırt edici taraf ise sahte ve gerçek verilerin birbirinden ayırt edilmesine yardımcı 

olur. Ayırt edilen veriler yapay verileri gerçek verilerden ayırt etmek için eğitilmektedir [78].  

Çekişmeli üretici ağ'ın görüntü yeniden yapılandırılma [79], görüntü büyütme [80-81], 

bölütleme [82-83] sınıflandırma ve tespit [84], veri sayısını artırma [85] ve çapraz modalite görüntü 

sentezi [86] gibi birçok uygulamada yararlı olduğu kanıtlanmıştır. Literatürde yer alan çalışmalardan 

bazıları Tablo 1’de gösterilmektedir. 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 7. Çekişmeli Üretici Ağ Yapısı 
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Şekil 8. Klasik Görüntü Bölümleme Teknikleri Avantajları ve Dezavantajları 

 

Tablo 1. Literatür çalışmaları 
BT 

Ref. Yıl Yöntem Bölge  

[87] 2017 Yığınlanmış Otomatik Kodlayıcı  Karaciğer 

[88] 2019 Yığınlanmış Seyrek Otomatik Kodlayıcı  Omur 

[89] 2019 Otomatik Kodlayıcı Baş ve Boyun 

[90] 2017 Derin Evrişimsiz Sinir Ağı  Beyin 

[91] 2017 Evrişimli Sinir Ağı  Baş ve Boyun  

[92] 2019 2D ve 3D Evrişimli Sinir Ağı  Toraks 

[93] 2019 U-Net  Akciğer 

[94] 2017 2D Tam Evrişimli Ağ  Tüm Vücut 

[95] 2019 Tam Evrişimli Ağ  Akciğer 

[96] 2019 2D-3D Tam Evrişimli Ağ  Karın  

[97] 2020 U-Net Karın 

[98] 2020 3D U-Net Gögüs - Karın 

[99] 2019 Şekil Kısıtlamalı Üretken Çelişkili Ağ  Karın 

[100] 2020 3D U-Net Baş- Boyun  

MR 

[43] 2015 Yığılmış Gürültü Giderme Otomatik Kodlayıcı  Beyin Gliomları 

[101] 2018 3 D Tam Evrişimli Ağ  Karın  

[102] 2018 Üretken Çelişkili Ağ  Beyin Tümörü 

[77] 2016 Kademeli Tam Evrişimli Ağ  Karaciğer ve Lezyonları 

[103] 2019 Otomatik Kodlayıcı Göğüs (Wsı) 

[104] 2016 Evrişimli Sinir Ağı- Seçime Dayalı Seyrek Şekil 

Modeli 

(Kanser) Beyin, Meme ve Pankreas (H&E) 

[105] 2015 Çok Ölçekli Evrişimli Sinir Ağı + Grafik 

Bölümleme Yaklaşımı 

Rahim Ağzı Kanser Hocreleri (H&E) 

[106] 2019 Yığınlanmış Otomatik Kodlayıcı Göğüs (H&E) 

[107] 2015 Yığınlanmış Seyrek Otomatik Kodlayıcı  Göğüs(H&E) 

 

[108] 2017 Çok Ölçekli Evrişimli Sinir Ağı Modeli Serviks (Rahim Ağzı), (Pap, H&E) 

[109] 2019 Evrişimli Sinir Ağı  Bağırsak (H&E) 

[110] 2017 Evrişimli Sinir Ağı – 2D LSTM Göğüs (H&E) 

[111] 2019 Tam Evrişimli Ağ  Bağırsak(H&E) 

[112] 2018 Tam Evrişimli Ağ- Unet Böbrek (PAS) 

[113] 2017 Tam Evrişimli Ağ Tabanlı Çok Örnekle Öğrenme + 

Derin Denetim 

Bağırsak (H&E) 

[114] 2018 Evrişimli Sinir Ağı Tabanlı Regresyon Modeli Meme Kanseri ((H&E)) 

[115] 2018 Evrişimli Sinir Ağı- Unet- Resnet (Kanserli) Bağırsak ve Kolorektal Doku 

(H&E- IHC) 
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Tablo 1’in devamı 
[116] 2018 Otomatik Kodlayıcı Tabanlı U-Net Modeli Gögüs  

[117] 2018 Tam Evrişimli Ağ + Yinelemeli Öğrenme 

Yaklaşımı 

Mide (H&E) 

[118] 2016 Tam Evrişimli Ağ  (Kanserli) Bağırsak 

[119] 2019 U Net (Kanser) Çoklu Organ Ve Akciğer (H&E)  

[120] 2019 Evrişimli Sinir Ağı  (Kanser)Çoklu Doku (H&E-WSI) 

[121] 2019 Döngü Üreten Çekişmeli Ağ + Unet Böbrek 

[122] 2019 Döngü Üreten Çekişmeli Ağ  Böbrek (Pas, H&E) 

[123] 2019 Döngü Üreten Çekişmeli Ağ + SegNet Akciğer (Pd-L1 + Sitokeratin) 

[124] 2019 Tam Evrişimli Ağ   (Kanser)Göğüs-Bağırsak (H&E- WSI) 

[125] 2019 U- Net    Bağırsak (H&E- WSI) 

[126] 2019 U- Net   Prostat (H&E -IHC) 

[127] 2020 U- Net   Prostat  

[128] 2019 Çok Ölçekli Tam Evrişimli Ağ Modeli (Kanser) Bağırsak 

[129] 2019 U-Net + Evrişimli Sinir Ağı  (Kanser)Akciğer  

[130] 2019 U Net  Bağırsak (H&E- WSI) 

[131] 2019 U Net  Göğüs (H&E- WSI) 

 

3. SONUÇLAR    

Bu derleme çalışmasında, yakın zamanda yayınlanan biyomedikal görüntü bölütleme için 

derin öğrenme tabanlı bölütleme yöntemlerinin kapsamlı bir incelemesi sunulmaktadır. Son 5 yılda 

yapılan çalışmaların birçoğu Tablo 1’ de genel olarak gösterilmektedir. 

Medikal bölütleme yöntemlerine yönelik ilk yaklaşımda, sinir ağı sıfırdan oluşturularak 

eğitilmektedir. Bu durumda genellikle büyük etiketli veri kümesinin kullanılması gerekmektedir. 

İkinci yaklaşımda, ide mevcut önceden eğitilmiş ESA'lardan biri kullanılmaktadır [12]. Yaygın olarak 

kullanılan AlexNet mimarisi, ImageNet Büyük Ölçekli Görsel Tanıma Challenge 2010 aracılığıyla 

sağlanan 1,2 milyon yüksek çözünürlüklü görüntüyü 1000 farklı sınıf için sınıflandırmak üzere 

eğitilmiştir.  

Diğer grup çalışmalarda ise uçtan uca bölütlemeyi gerçekleştirmek için tam evrişim ağının 

hızlı bir şekilde anlamlı sonuçlar elde etmesinden ötürü sıklıkla kullanıldığı görülmektedir. R-FCN 

yöntemlerinden önce hedef bölgelerini belirlemesi ve ardından her bir hedef için bölge tabanlı tam 

evrişimli ağ bölütleme yapması açısından birçok çalışmada avantaj sağlamaktadır. 

Derin öğrenme tabanlı [89,132–135], tıbbi görüntü bölütlemesinde, özellikle çoklu organ 

bölütleme alanında da son zamanlarda birçok çalışma yapılmıştır. Geleneksel yöntemlerin aksine, 

derin öğrenme tabanlı yöntemler ile tıbbi görüntülerden temsili özelliklerin çıkarımları yapılarak 

sonuçlar elde edilmiştir [136]. Bu yöntemler arasında AE’nın birçok avantajı olmasına rağmen, çoklu 

organ bölütlemelerinde bazı zorluklar karşılaşılmaktadır. Bunların en önemlisi biri veri düzenliliği ile 

ilgilidir. AE yöntemiyle yapılan çalışmalarda, akciğer, kalp ve karaciğer gibi küçük şekil 

değişkenliğine sahip anatomik yapılar için oldukça iyi çalışır. Bununla birlikte, denetimsiz AE 

yöntemlerinin, büyük şekil değişkenliğine sahip düzensiz lezyonları ve tümörleri bölütlere ayırması 



T. Şentürk ve F. Latifoğlu / Dicle Üniversitesi Fen Bilimleri Enstitüsü Dergisi 12 (1) (2023) 161-187 

175 

 

zor olmaya devam etmektedir. AE kullanılan katman sayısı, büyük hesaplama karmaşıklığı nedeniyle 

sınırlı olabilir. Son zamanlardaki çalışmalarda göze çarpan bir diğer konu ise gelişmiş doku kontrastı 

sağlamak ve bölütleme doğruluğunu geliştirmek için sentetik görüntülerin kullanılmasıdır. Fakat bu 

konu ile ilgili çalışmaların hala devam ettiği görülmüştür. 

GAN tabanlı yapılan çalışmalarda, bölütleme sonuçlarının doğruluğu ve bölütlere ayrılmış 

yapıların aslına uygunluğunu artırmada umut verici sonuçlar göstermekte olduğu tespit edilmiştir. 

Histopatolojik uygulamalarda derin öğrenmenin uygulanması da 1990'larda tam slayt tarayıcıların 

tanıtılması, tüm doku slaytlarının mikroskobik çözünürlükte sayısallaştırılmış görüntülerini üretmeyi 

çok daha kolay hale getirmesiyle başlanmıştır. Bu, görüntü analizi ve makine öğrenimi tekniklerinin 

histopatolojiye uygulanmasına olan ilginin yenilenmesine yol açmıştır. Orijinal olarak radyolojide 

bilgisayar destekli tanı için geliştirilen algoritmaların çoğu, dijital patolojide kullanım için başarıyla 

uyarlanmıştır ve [136-137] derin öğrenme yöntemlerinin yaygın olarak benimsenmesinden önce 

yürütülen çalışmaların kapsamlı incelemelerini sunmaktadır. 2011 yılında [138], histoloji 

görüntülerinden çıkarılan özelliklerin kanser dokusunun yeni biyolojik yönlerinin keşfedilmesine 

yardımcı olabileceğini göstermektedir. Bu gelişmeler, dijital patoloji görüntülerinden elde edilen biyo-

belirteçlerin hassas tıp için [139], özellikle onkolojide kullanımına yönelik artan bir ilgiye yol 

açmıştır. Daha sonra 2012 yılında [12] ImageNet LSVRC-2010 yarışmasında 1,2 milyon yüksek 

çözünürlüklü görüntüyü 1000 farklı sınıfa ayırarak evrişimli sinir ağlarının önceki makine öğrenimi 

yaklaşımlarından daha iyi performans gösterebileceğini gösterdi. Aynı zamanda, [63] ESA'larin 

elektron mikroskobu görüntülerinde sinirleri bölütlere ayırmada ve histopatoloji görüntülerinde 

mitotik hücreleri tespit etmede rakip yöntemlerden daha iyi performans gösterebileceğini göstermiştir 

[140]. O zamandan beri, ESA’lara dayalı yöntemlerin, diğer manuel yöntemlerden daha iyi 

performans gösterdiği ispatlanmıştır. ESA’ların, patologlardan uzman girdisine ihtiyaç duymadan 

doğrudan ham verilerden özellikleri öğrenme yeteneği ve açıklamalı histopatoloji veri kümelerinin 

mevcudiyeti, histopatolojiye uygulanan derin öğrenmeye olan ilginin artmasına da yol açmıştır. 
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