Bilgisayar Bilimleri ve Teknolojileri Dergisi- 2023; 3(2); 72-85

BILGISAYA‘;{EBILIMLERI / &g%

TEKNOLOJILERI DERGISI

JOURNAL OF COMPUTER SCIENCE AND TECHNOLOGIES

http://dergipark.org.tr/tr/pub/bibted

Arastirma Makalesi
Elektrik Gii¢ Dagitiminda Akilli Sayag Verileri icin Anomali Tespiti ve Tahminleme

Serhat Yarat?!, Zeynep Orman?*

1[stanbul Universitesi-Cerrahpasa, Bilgisayar Miihendisligi Béliimii, Istanbul, Tiirkiye

0z
Anahtar Kelimeler: Niifus yogunlugu ve ekonomik biiyiimenin etkisiyle enerji talebi hizla artmaktadir. Bu
Anomali Tespiti talep karsisinda enerji ve elektrik sebekeleri daha fazla zorlukla karsi karsiya
Tahminleme gelmektedir. Enerji tiiketiminin siki bir sekilde izlenmesi ve kontrol altinda tutulmasi
Zaman Serileri onem arz etmektedir. Enerji dagilimm disiindiigiimizde akilli sayaglar bu enerjinin
Elektrik Gii¢ Dagitimi kontroliinde kilometre tasi roli oynamaktadir. Enerji tiiketim 6l¢iimlerinin yapildig:
Akilli Sayag sayaclarda meydana gelebilecek herhangi bir elektrik kesintisi, bir hata veya yanlis

Ol¢ciim, dagitim sirketlerinden son kullanicilara kadar birgok tarafi etkilemektedir. Enerji
sektoriindeki bu tiir anomalilerin tespiti i¢in gergeklestirilen veri analitigi calismalar1 ve
biiytik veri teknolojileri, sensorlerden ve sayaclardan toplanan zaman serisi verilerini
gercek zamanl veya toplu olarak analiz ederek verimliligi ve tasarrufu arttirmayi
amaglayan net ve eyleme gecirilebilir ¢iktilar iiretmede 6nemli rol oynamaktadir. Bu
calismada, akilli elektrik sayaglari ile odlgiilen aylik tiiketim degerlerine dayali olarak
enerji tiiketimindeki olasi anomalilerin tespit edilmesi ve farkli makine 6grenmesi
yontemleri kullanilarak gelecek tiiketiminin tahmin edilmesi amaglanmistir. Sonug
olarak; enerji sektoriinde genel aydinlatma sayaclar1 iizerinde yapilan uygulamalarda
izolasyon Ormani (Isolation Forest-IF), Yerel Aykir1 Deger Faktérii (Local Outlier Factor-
LOF) ve FbProphet algoritmalarinin anomali tespitinde olasi u¢ anomali noktalarini
basarili bir sekilde tespit edebildigi ve FbProphet algoritmasinin XGBoost algoritmasina
gore sayag verileri lizerinde zaman serileri ile yapilan tahminlemelerde ortalama olarak
daha iyi sonug verdigi tespit edilmistir.

Anomaly Detection and Prediction for Smart Meter Data in Electrical Power
Distribution

ABSTRACT
Keywords: With rapidly increasing energy demand as a result of increasing population density and
Anomaly Detection economic growth, energy and electricity grids are now facing more challenges. In the face
Forecasting of this demand, energy consumption should be kept under strict monitoring and control.
Time Series When we consider energy distribution, smart meters play a milestone role in the control
Electrical Power of this energy. Any error or an incorrect measurement in the meters in which energy
Distribution consumption measurements are made affect many stakeholders, from the distribution
Smart Meters company to the end users. Identifying such anomalies in the energy sector, data analytics

studies, and big data technologies play an important role to produce solutions. In this
study, it is aimed to detect possible anomalies in energy consumption and forecasting
consumption using different machine learning methods, based on monthly consumption
values measured by smart meters. As a result; the experiments and observations on
general lighting meters showed that Isolation Forest (IF), Local Outlier Factor (LOF), and
FbProphet were successful in detecting the potential extreme anomaly points.
Additionally, it has been found that when using the FbProphet and XGBoost algorithms to
forecast data from time series, FbProphet outperforms XGBoost.
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1. GiRiS

Enerjiye bagimhlhigin artmasiyla birlikte zaman
icerisinde elektrik iiretim ve dagitim sistemleri
yiksek teknolojili bir endiistri haline gelmistir.
Diger endiistrilerden farkli olarak, elektrik
endiistrisinin  temel  farkhlastiricis1i  {iriiniin
kendisidir. Elektrik enerjisinin depolanmasi yiiksek
maliyetli ve ¢ok uzun siireli degildir. Dolayisiyla,
liretim ve tiiketim neredeyse gercek zamanl olarak
gerceklesir. Sektoriin bu 6zelligi, bu sektordeki veri
bilimi tabanli yenilikler igin temel bir etki
yaratmaktadir. Diinya genelinde elektrik
piyasasinda arz ve talep arasinda her zaman bir
bosluk olusabilmektedir. Piyasaya gerekli arzi
saglayarak  boslugu doldurmak ve  hizmet
verimliligini artirmak icin enerji alaninda faaliyet
gosteren elektrik sirketleri, tahmin teknikleri
kullanarak gelecekteki talebi tahmin etme, talebi
karsilama ve elektrik tiiketimini optimize etme
lizerine calismalar yapmaktadir. Bu alanda ele
alinan bu gibi problemler icin enerji ydnetim
sistemleri (EMS) seklinde c¢oziimler gelistirilebilir
(Nakayama ve Sharma,2017).

Elektrik enerjisi alaninda veri bilimindeki
modeller ile elektrik tiiketimindeki bireysel
kullanicilar ve diger kullamici gruplan igin tek
modelleme ¢6ziimii olusturulmasi oldukca giictiir.
Modeller, elektrigin tiiketim kaliplarina, enerji
kayiplarina neden olan dis etkenlere, tiiketici
gruplarina ve endiistri tarzi gibi tiiketim tiplerine
baghdir. Veri analitiginin bu alanda getirdigi
¢oziimlerde akilli sayaglarin kullanimi 6nemli bir
avantaj saglamaktadir. Genel olarak, elektrik
tiikketimine yo6nelik yapilan tahmin calismalarinda
veri ile ilgili calismaya konu edilen bolgenin sosyo-
ekonomik ve iklim kosullar1 gibi parametrelerin de
goz oOniinde bulundurulmasi gerekmektedir.
Uygulanan yonteme bagli olarak verilerde cesitli
faktorlerin herhangi birinden veya birkagindan
etkilenen bircok model olusabilmektedir. Insan
yasaminin davranigsal, sosyal ve ekonomik ydnleri
tiiketim kaliplarin1  olusturur, dolayisiyla bu
ozellikleri dogrudan veya dolayli olarak tespit
etmek, veri bilimcisinin elektrik endistrisinde hem
tiiketim hem de yiik tahmini senaryolari igin etkili
bir model olusturmasina yardimci olur (Bansal vd,
2015).

Akilli sayaglar ile kullanici hareketlerini ve
saya¢ durumlarini gercek zamanl olarak izlemek ve
daha verimli enerji yonetimi icin Kkararlar almak
mimkindir. Akilli  6l¢im sistemi, sebekeyi
besleyen elektrigi veya sebekeden tiiketilen
elektrigi oOlgebilen elektronik bir sistemdir. Bu
cihazlar, modern elektrik sebekelerinde geleneksel
sayaclardan daha fazla bilgi saglar. Ancak akilli
cihazlarin, sistemlerinin arizalara ve siber
saldirilara karsi daha duyarli olmasi gibi bazi
dezavantajlari da vardir (Zhang vd, 2021).

Genel olarak, akilli sayaclar, enerji sektoriinde
elektrik tiikketimi veya farkli bir alanda saatlik,
glinlik veya aylik biiylik miktarda veri toplar.
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Elektrik alaninda elektrik sirketleri, enerji
dagitiminda bir¢cok anomali ile karsi karsiya
kalmakta ve bu anomaliler akilli sayaglar ile tespit
edilebilmekte ve bu sayaglarin verileri dikkate
alinarak gelecege yonelik tahminler
yapilabilmektedir. Anomali tespiti, ¢cesitli arastirma
ve uygulama alanlarinda iyi g¢alisilmis 6énemli bir
problemdir. Nesnelerin interneti (Internet of things
- [oT) diinyasinda bu kavramin énem kazanmasiyla
birlikte bircok anomali tespit yonteminin bu
sistemlerle aktif hale getirilmesi ve ardindan
anomalileri  tespit edip bulunan ¢iktilar
yorumlamasi icin 6nemli ¢alismalar gerekmektedir.
Cook vd. IoT verileri iizerinde anomali tespit
tekniklerini uygularken karsilasilabilecek zorluklar
hakkinda bir literatiir incelemesi yapmislardir
(Cook vd, 2020). Shaukat vd. anomali tiirleri,
anomalilerin veri tarleri, zaman serisinin veri
tlirleri, zaman serisi verilerinin bilesenleri, anomali
baglaminin simniflandirilmast  ve zaman serisi
anomalilerin tespiti i¢in kullanilan siniflandirma
yontemleri ile ilgili bir literatiir 6zeti calismasi
yapmislardir (Shaukat, 2021).

Vafeiadis vd., ¢alismalarinda biiyiik bir Sloven
elektrik  dagitim  sirketi sebekesinin  akill
sayaclarindaki anormal olaylarin tespiti ile ilgili tim
akilli sensorlerden gelen veriler tizerinde anomali
tespiti lizerine bir ¢alisma yapmislardir (Vafeiadis
vd, 2019). Onerdikleri sistem, akill sayaclardan
gelen verileri analiz ederek; istatistiksel, makine ve
derin 6grenme tekniklerini ve o6zellikle Otomatik
Kodlayicilar1 (Autoencoders) kullanarak, dagitim
agindaki her akilll sayactaki anomalileri tespit
etmektedir. Al-Ghaili vd., gelismis 6l¢ciim altyapisi ve
akilli sebeke sistemlerinde veri manipiilasyonunu
tespit etmek icin kullanilan anomali teknikleri
lizerine mevcut calismalar1 gézden gecirerek bir
arastirma sunmuslardir (Al-Ghaili vd, 2021). Ayrica,
mevcut calismalar tarafindan Kkullanilan ¢esitli
O0lciim yontemleri ve yaklasimlar1 ayrintili
inceleyerek calismalari degerlendirmislerdir.

Enerji alaninda siniflandirma, anomali tespiti
ve tahmini i¢in Tirkiye’de yapilan bazi ¢alismalar
da bulunmaktadir. Isyapar, calismasinda Tiirkiye’'de
faaliyet gosteren bir enerji dagitim sirketinin
abonelerine ait verilerin makine 06grenmesi
teknikleri  kullanilarak siniflandirilmasint  ele
almistir (Isyapar,2013). Tajrag, Ozyinelemeli Sinir
Ag1 (Recurrent Neural Network - RNN), uzun kisa
stireli bellek (Long Short-Term Memory - LSTM) ve
Kap: Ozyinelemeli Gegitler (Gated Recurrent Units -
GRU) yontemlerini kullanarak Tiirkiye'deki enerji
tiiketim verileri lzerinde tahminler yaparak bu
modellerin  performanslarimi  karsilastirmistir
(Tajraq, 2020). Bu c¢alismada, elektrik tiiketim
verileri sicaklik ve tatiller gibi faktorler ile
zenginlestirilmistir. Kisa vadeli tiiketim tahmini icin
daha iyi bir model olarak belirlenen GRU modeli

secilmistir.
Resulaj vd., Norvec'teki elli bes hanede kisa
vadeli yik tahmini i¢cin makine 06grenimi

algoritmalarinmi kullanmiglardir (Resulaj, 2019). Bir
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yildan fazla elektrik tiiketimi verilerini iceren bir
veri kimesini hava durumu verileri, atmosferik
veriler ve takvim degiskenleri gibi verilerle
zenginlestirerek, leriye Yonelik Sinir Ag1 modelini
ve Rastgele Orman (Random Forest) modelini
egitmek ve degerlendirmek i¢in kullanmislardir.
Degerlendirme sonucunda genel olarak, uygulanan
Sinir Ag1 modelinin, Rastgele Ormandaki karsiligina
gore daha yiiksek dogruluk elde ettigi belirtilmistir.

Maatug, bazi bina ve evlere ait olan akilli sayag
verilerinin giic tiiketimindeki anomalileri
FbProphet ile tespit etmistir (Maatug, 2021).
Anomali etiketleriyle veri kiimesini olusturduktan
sonra, gelecekteki gii¢ tiiketimlerini anormal veya
normal olarak siniflandirmak igin yeni bir yontem

Onermis ve sonuclarini farkli simniflandirma
algoritmalari ile karsilastirmistir.
Bu arastirma, akilli saya¢ zaman serisi

verilerinde anomali tespiti ve tahminleme igin
popiilerligi artan ydntemlere odaklanarak enerji
tiketiminde  6nlemler alabilmemize olanak
saglayacak ciktilar liretmektedir. Bu amacla, genel
aydinlatma sayaclariyla olciillen aylik elektrik
tiilketim degerleri iizerinde olas1 anomali tespiti ve
tilkketim tahmini icin izolasyon Ormam (Isolation
Forest -IF), Aykir1 Deger Faktori (Local Outlier
Factor-LOF), FbProphet ve Ekstrem Gradyan
Arttirma (Extreme Gradient Boosting - XGBOOST)
yontemlerinin  uygulanmasinda elde edilen
sonuclarin karsilastirilmasi ve hangi yontemin daha
basarili oldugu gibi sorulara cevap arayarak
probleme ¢6zliim getirmeyi amaglamaktadir.

2. YONTEM

2.1. Zaman Serileri

Zaman serisi, zaman icinde siirekli dl¢iimlerle
alinan bir dizi gozlemden bir baska deyisle veri
noktalarindan olusmaktadir. Genellikle, gozlemler
esit araliklarla alinir. Zaman icinde sirayla toplanan
bu verilerde, cesitli bilesenler belirli bir zaman
noktasinda gozlemlenen herhangi bir zaman serisi
degerine katkida bulunur. Zaman serilerinde
tahmin yontemlerini se¢mek icin yararli bir
soyutlama, bir zaman serisini sistematik ve
sistematik olmayan bilesenlere ayirmaktir.

Belirli bir zaman serisinin seviye, egilim,
mevsimsellik olmak {izere ii¢ sistematik bileseni ve
gliriiltl ad1 verilen sistematik olmayan bir bilesenle
beraber toplamda 4 bilesenden olustugu
belirtilmektedir (Braei, 2019), (Wagner ve Braei,
2020).

2.2. Anomaliler ve Anomali Tespiti

Anomaliler, veri kiimesindeki diger veri
noktalar1 arasinda 6ne ¢ikan ve verilerdeki normal
davranisi dogrulamayan aykir1 degerler olarak
tanimlanan veri noktalaridir. Bu veri noktalar1 veya
gozlemler, veri kiimesinin normal davranis
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kaliplarindan ¢ikar. Anomali Tespiti, beklenen
davranisa uymayan verilerde oriintii bulma sorunu
olarak ele alinir (Wagner ve Braei, 2020), (Chandola
, 2009), (Vitale, 2021). Genel olarak anomalilerle
ilgili iki ana 6zellik 6ne ¢ikmaktadir:
e Anomalilerin dagilimy, verilerin
dagilimindan 6nemli 6l¢iide sapmaktadir.
e Veri kiimesinin biyiik ¢ogunlugu normal veri
noktalarindan olusmaktadir. Anomaliler, veri
kiimesinin yalmzca ¢ok Kkii¢ciik bir boliimiini
olusturur.

genel

Anomali algilama algoritmalari, izinsiz giris
tespiti (intrusion detection), dolandiricilik tespiti
(fraud detection), veri sizintisini 6nleme (data
leakage prevention), veri kalitesi, gozetim ve izleme
(data quality, surveillance and monitoring) gibi
bircok uygulama alaninda kullanilmaktadir. Bunlar
cok cesitli ve farkli 6zellikleri olan uygulamalardir;
bazilari ¢ok hizly, neredeyse gercek zamanli anomali
tespiti gerektirirken, bazilar1 bir anomaliyi
kacirmanin yiiksek maliyeti nedeniyle cok yiiksek
performans gerektirir. Anomali tespit teknikleri en
yaygin olarak, kotii niyetli girisimlerin/islemlerin
¢ogu itibari vakadan farkli oldugu dolandiricilig
tespit etmek icin kullanilir. Anomaliler farkli
sekillerde ortaya cikabilir. Genel olarak, ii¢ farkl
anomali tird vardir (Braei ,2019), (Wagner ve
Braei,2020), (Borges,2021):

1. Nokta Anomalileri (Point Anomalies): Bir nokta
verisi icinde bulundugu veri kiimesinden
onemli Ol¢lide saparsa, nokta anomalisi olarak
kabul edilir. Ornegin, diger islemlerden farkl
olarak biyik bir kredi islemi nokta
anomalisidir. Bu nedenle, degeri [X;_, X¢4x], kK
€ R araligindaki tiim noktalardan dnemli dl¢tide
farkliysa ve k yeterince biiytlikse, bir X; noktasi
nokta anomalisi olarak kabul edilir. Bu en basit
anomali tiiridir ve anomali tespiti {izerine
yapilan arastirmalarin ¢ogunlugunun odak
noktasidir.

2. Kolektif Anomaliler (Collective Anomalies): Tek
tek noktalarin anormal olmadig), ancak bir dizi
noktanin anomali olarak etiketlendigi durumlar
vardir. Ornegin, bir banka miisterisi haftanin
her ginii banka hesabindan 500$ ¢ektigini
varsayalim, Musteri icin ara sira 500$ ¢cekmek
normal olsa da bir dizi para ¢ekme islemi
anormal bir davranistir. Anormal bir durum
bir¢ok ornekten olusan bir kiime olarak temsil
ediliyorsa buna kolektif anomali denir.

3. Baglamsal Anomali (Contextual Anomaly): Bazi
noktalar belirli bir baglamda normal olabilirken
baska bir baglamda anormallik olarak
algilanabilir:  Ornegin, Tirkiye’deki Igdir
sehrinde yazin giinliik sicakligin 35°C olmasi
normal olarak goriiliirken, kis aylarinda ayni
sicaklik anormal olarak kabul edilir. Baglamsal
anomalilerde nokta normal olarak goriilebilir,
ancak belirli bir baglam dikkate alindiginda
nokta bir anomali haline gelir.
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Nokta anomalilerini tespit edebilen bazi
yaklasimlar ile kolektif veya baglamsal anomaliler
tamamen tespit edilemeyebilir. Bu dogrultuda
problem ve veriye uygun yontemleri uygulamak
gerekmektedir. Bu nedenle belli bir anomali tespit
teknigini her alana uygulamak miimkiin degildir.
Zaman serisi verilerinde zaman, tim dizideki bir
ornegin konumunu Dbelirleyen baglamsal bir
niteliktir.

Anomaliler, 6zellikleri bakimindan normalden
farklidir ve normal o6rneklere kiyasla bir veri
kiimesinde nadirdir. Makine 6grenme teknikleri,
denetimli (supervised), denetimsiz (unsupervised),
ve yari-denetimli (semi-supervised) olarak 3 farkl
teknik altinda smiflandirilir. Zaman serilerinde
anomali tespiti i¢cin genellikle denetimsiz makine
0grenmesine dayal yontemler kullanilmaktadir.

Histogr
80S)
— Statistcal L
Facebook's Prophet

Anomali
Tespit Denetimisiz —
Teknikleri

Fast Angle Based Outer
Detocton (Fast ABOD)
|—> Angl Based
Angle Based Outler

Detection(ABOD)

Sekil 1. Bazi anomali tespiti algoritmalari(Goldstein ve
Uchida 2016),( Falcdo vd, 2019),(URL-15)

Sekil 1’de bazi1 anomali tespiti yontemlerinin
bir siniflandirmasi yapilmistir. Bu siniflandirmay:
farkli metrikler i¢cin de yapmak miimkiindiir. Bazi
algoritmalarin  simniflandirilmas1  birden fazla
yontemle  gerceklestirilebilir. ~ Ornegin  LOF
algoritmasinin denetimli yapis1t da vardir. Schmid
vd., zaman serilerindeki anomalileri tespit eden
teknikler icin 158 kaynaktaki kullanimi inceleyerek
siniflandirmiglardir (Schmid vd, 2022).

Domingues vd., anomali tespitinde denetimsiz
makine 6grenimi algoritmalarinin kullanimina
yonelik bir 6zet calisma yapmislardir (Domingues
vd, 2017). Anomali tespiti baglaminda, sentetik ve
gercek veri kiimeleri lizerinde 14 algoritmanin
ortalama kesinlik, saglamlik, hesaplama siiresi ve
bellek kullanimi karsilastirmislardir.

Bu calismada anomali tespiti icin tahmine
dayali algoritmalardan olan FbProphet, iyi bilinen
ve yaygin kullanilan anomali tespiti algoritmalari
olan LOF ve IF kullanilmistir.

2.3. Zaman Serilerinde Tahmin Yaklasimlari

Zaman serisi tahmini, stratejik kararlar
vermeye yardimci olacak tahminler yapmak igin
istatistik ve modelleme kullanarak zaman serisi
verilerini analiz etme siirecidir. Zaman serisi
verilerinde yaygin olarak dalgalanan degiskenler ve
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kontrolimiiz  disindaki faktorler
tahminlerin  olasiligi  hizlica degisebilir, bu
degiskenlerden o6tiiri tahminin sonucu kesin
degildir. Elimizdeki veriler ne kadar kapsaml
olursa, tahminler o kadar dogru olabilir. Akilli saya¢
verileri, akilli sebekelerde yiik tahmini i¢in énemli
degerler getirmektedir. Bu dogrultuda akilli sayag
verileri ile liretimden son kullanima kadar cesitli
asamalardaki veriler iizerinde analiz yapmak ve
tahminlerde  bulunmak  mimkiindir. Akill
sayaclarin yiiksek ayrinti diizeyi, tahmin modelinin
performansini  pozitif yonde etkilemektedir.
Literatiirde elektrik enerjisi tiiketim tahmini i¢in
cesitli yontemler ve modeller kullanilmaktadir. Veri
lizerinde tahminin tiiriine bagh olarak sadece birkac
saat veya 20 yil gibi uzun vadeli siireler icin
tahminler yapilabilmektedir. Bu dogrultuda veri
lizerinde yapilan bu tiir tiiketim tahminleri {i¢ alana

ayrilmaktadir (Al-Ghaili vd ,2021), (Resulaj, 2019),

(Alfares ve Nazeeruddin, 2010):

e Kisa vadeli tahmin, bir hafta 6ncesine kadar
bir giin tahmin ufkuna sahiptir. Jeneratorler ve
elektrik tesislerinin iiretim birimlerini talebe
gore planlamalar1 icin ¢ok oOnemlidir. Aralik
olarak birkac¢ dakika ile 1 giin arasi tahminler
yapar.

e Orta vadeli tahminin iki yila kadar bir tahmin
ufku oldugu kabul edilir ve bakim onarim
amagclari i¢in kullanilir. Aralik olarak 1 giin ile 1
y1l arasi tahminler yapar.

e Uzun vadeli tahmin, gelecekte birkac yillik bir
tahmin ufkuna sahiptir. Bu tiir bir tahmin, gii¢
sebekesinin genisletilmesinin planlanmasinda
iletim sistemi operatorleri ve elektrik tesisleri
icin ilgi cekicidir. Aralik olarak 1 yildan fazla
olan tahminler yapar.

oldugundan

2.3.1. Zaman serileri lizerinde tahmin

basar dl¢iimii

icin

Modellerin performansini degerlendirmek icin
ortalama mutlak hatasi (Mean Average Error -MAE),
ortalama hata kareleri toplami koékii (Root Mean
Square Error - RMSE) , ortalama kare hatasi (Mean
Squared Error - MSE) ve ortalama mutlak yiizde
hatas1 (Mean Absolute Percentage Error - MAPE)
gibi metrikler uygulanmaktadir (Fang vd, 2022):

MAPE= 12 Z; |%l (1
MAE= - SIL, Iy = 9] @
MSE:% 27;1(}’1 - }71)2 (3)
RMSE= 2 37,1~ 91" 4)

Bilgisayar Bilimleri ve Teknolojileri Dergisi



Bilgisayar Bilimleri ve Teknolojileri Dergisi- 2023; 3(2); 72-85

(1)-(4) arasi formiillerinde verilen y; gercek
degerleri, ¥; modelin tahmin ettigi degerleri ve n
degeri de gozlem sayisini temsil etmektedir.

Bu calismada modelin performansi
degerlendirilirken gercek degerlerin modelin
irettigi tahminlerle uyumlulugu incelenmistir.
Tahmin edilen degerlerin gercek degerlere olan
uzakliklarina gore farkli metrikler tretilebilir. Bu
metriklerden biri olan MAPE, zaman serisi
modellerinde tahminlerin dogrulugunu 6l¢gmek icin
siklikla kullanilir. Bu metrik, tahmin degeri ile
gercek deger arasindaki mutlak ytizdelik farkin
ortalamasimi  hesaplamaktadir. Bu ¢alismada
modelin basarisini yorumlamak i¢cin MAPE ydntemi
kullanilmistir.

2.4. Veri Kiimesi

Bu ¢alismanin uygulanmasinda, aydinlatmada genel
kullanimina yonelik cadde, sokak, alt gecit-iist gegit,
meydan, park, bah¢e vb. gibi alanlarin
aydinlatilmasinda kullanilan akilli sensorlerden
(sayaglar) gelen veriler iizerinde anomali tespit
calismasi ve tahminleme yapilmistir. Veri kiimesi
tek degiskenli olarak siniflandirilmistir (Braei ve
Wagner 2020). Bu ¢alismada kullanilan veri kiimesi
elektrik dagiim sirketlerin kendi sitelerinde
paylastiklar1 verilerden yararlanarak olusturulmus
ve anonimlestirilmistir (URL-1) - (URL-12). Elde
edilen ornek veri kiimesi toplam 8 yillik ve aylk
tilketim degerlerini iceren 25 saya¢ verisinden
olusmaktadir. Bu toplanan veriler lizerinde her
akilli sayactaki anomalileri hizli ve dogru bir sekilde
tespit edebilmek ve sayag iizerinde uygun tahmin
yapabilmek icin akilli sayaclardan gelen veriler
iizerinde 6n islemler uygulanmistir.

Sayag Bilgisi

Aylik Tiiketim Degeri

Sekil 2. Kullanilan veri kiimesinin grafiksel dagilimi
Sekil 2 de gorildigi gibi veri kiimesi
mevsimsellik icermektedir ve Tablo 1’deki gibi bir

yapisi vardir.

Tablo 1. Bir Akilli sayaca ait aylk tiiketim veri

yapis1
Tarih Sayag Bilgisi Aylik Tiiketim Degeri
2013-07-31 Sayag_1 1748.000
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2013-07-31 Sayac_2 1430.000
2013-08-31 Sayag_1 4258.180
2013-08-31 Sayac_2 4232.020

2.5. Kullanilan Algoritmalar

2.5.1. izolasyon ormam (isolation forest - IF)

Anomaliler, beklenen veri noktalarindan ¢ok
farkli o6zellik degerlerine sahip nadir olaylar
oldugunu varsayarak, veri noktalarini bir izolasyon
agacinin diigiimleri olarak yapilandirir. Bu nedenle,
anomaliler, yapraklar yerine agacin kokiine daha
yakin izole edildiklerinden, beklenen veri
noktalarindan daha fazla izolasyona duyarhdir. Bir
veri noktasinin izole edilebilecegi ve daha sonra
agacin kokiine olan uzakligina gore
siniflandirilabilecegi sonucu ¢ikar (Falcdo vd, 2019),
(Liu vd, 2008),( Liu vd, 2012). IF algoritmasi, veri
kiimesindeki aykir1 degerleri tespit etmek icin
rastgele bir orman algoritmas1 (karar agaglari)
kullanan  denetimsiz =~ bir = anomali  tespit
algoritmasidir. Algoritma, veri noktalarini, her bir
noktay1 digerlerinden izole edilecek sekilde
bélmeye calisir. Genellikle anomaliler veri noktalari
kiimesinden uzaktadir, bu nedenle normal veri
noktalarina kiyasla anomalileri yalitmak daha
kolaydir. Anomali puani tiim veri noktalar1 igin
hesaplanir ve bu deger gozlemin anomali derecesini
belirtir. Anomali puani ne kadar yiliksek ise o
derecede aykir1 bir gozlem olarak degerlendirilir.
Burada uygun esik (treshold) belirlenebildiginde
anomali puan esik degerinden biiytik seklinde olan
noktalar anomali olarak kabul edilebilir. Sekil 3’te
genel IF algoritmasimin uygulanma bigimi ve
anomali skorunun tespit edilmesi gosterilmistir.

Anomali Puani I yon Ormani 1
Anomali Srmekler /M\ . /i '\ /" N
RO R A
AT R
amenier " O/\ /’\ /\Q

Sekil 3. izolasyon ormani (Qin ve Lou, 2019)

2.5.2. Yerel aykiri deger faktorii (local outlier
Factor - LOF)

Komsu tabanli yontemler (Neighbor-based
methods) aykir1 degerleri belirlemek i¢in her bir
veri noktasinin komsulugunu (neighborhood)
inceler. LOF iyi bilinen bir mesafe tabanh
yaklasimdir (Breunig vd, 2000). LOF bir noktanin
anomali olup olmadigina karar vermek i¢in veri
noktalarinin yogunlugunu dikkate alan baska bir
anomali tespit teknigidir. Yerel anomalileri bulmak
da basarihdir (Falcio vd, 2019). LOF, noktanin
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cevresindeki komsuluga goére ne kadar izole
oldugunu 6lgen, anomali puami adi verilen bir
anomali puami hesaplar. Anomali skorunu
hesaplamak icin yerel yogunlugun yani sira global
yogunlugu da hesaba katar (Breunig vd, 2000). LOF
hesaplamasi yapilmasinda bazi 6nemli konseptler
mevcuttur, bunlar asagida tanimlanmistir:

o K-mesafesi: Nokta ile K komsular1 arasindaki
mesafe.

e Reachability Distance (Erisebilirlik Mesafesi):
Maksimum mesafe (Oklid, Manhattan, vs.)

e Local Reachability Distance (Yerel Erisebilirlik
Mesafesi): Noktanin, komsularindan ortalama
erisebilirlik mesafesinin tersi.

e Local Outlier Factor: Her bir noktanin, yerel
erisebilirlik mesafesinin, k-komsularimin
ortalama erisebilirlik mesafesine oranu.

Scikit-learn altinda bulanan LOF ile anomali
tespitini, Aykir1 deger (outlier) tespiti ve yenilik
tespiti (novelty detection) olmak tizere iki ¢ati
altinda ele almaktadir (URL-13). Outlier tespitinde
kullanilacak veri kiimesi, anomalilerden
arindirilmis, temiz bir veri kiimesi degildir. Bu
aykir1 deger tespitinde denetimsiz algoritmalar ile
anomaliler bulunur. Yenilik tespitinde ise,
kullanilacak veri kiimesi temiz (anomalilerden
temizlenmis) olmali ve eklenen yeni verinin
anomali olup olmadigini yar1 denetimli 6grenme
algoritmalar1 ile tespit etmeye calisir. LOF ile
yapilan yenilik tespiti (novelty detection) bu
calismada kapsam dist birakilmistir. Anomali
tespitinde neighbors.LocalOutlierFactor davranisi
Tablo 2’de 6zetlenmistir.

Tablo 2. neighbors.LocalOutlierFactor davranisi
URL-13).

Aykir Yenilik
Metot Deger Tespiti
Tespiti P
fit_predict Mevcut Mevcut degil
predict Meveut Sa(.iefce yeni
desil veri lizerinde
g kullanilir
decision_function Sadece yeni
Mevcut c T,
desil veri lizerinde
g kullanilir
score_samples negative_ou | Sadece yeni
tlier_factor_ | veri lizerinde
kullanarak kullanilir
negative_outlier_factor_ Mevcut Mevcut

2.5.3. Ekstrem Gradyan Arttirma (eXtreme
Gradient Boosting -XGBoost)

XGBoost, Gradient Boosting algoritmasinin
optimize edilmis yiliksek performansh gelistirilmis
versiyonudur. Tianqi Chen vd, 2016 yilinda
yayinladiklar1 makale bu algoritma literatiire dahil
olmustur (Chen ve Guestrin, 2016), (URL-14).
XGBoost'un en onemli ozellikleri yiliksek tahmin
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giici elde edebilmesi, asir1 6grenmenin Oniine
gecebilmesi, bos verileri yonetebilmesi ve bunlar
hizli yapabilmesidir. Tianqi Chen vd., XGBoost diger
popller algoritmalardan daha hizli c¢alismakta
oldugunu belirmektedirler. Literatiirde kullanimi
oldukga fazladir (Fang vd, 2022), (Yu vd, 2021) vb.

2.5.4. FbProphet

FbProphet, Facebook ekibi tarafindan
gelistirilen, tek degiskenli (univariate) yiiksek
oranda mevsimsel zaman serisi verilerini eklemeli
(additive) bir modele dayali olarak analiz eden ve
tahmin eden, trend degisiklikleri i¢in tahmin
degerleri ve giliven araliklar1 iireten agik kaynakli
bir kiitliphanedir (Jha ve Pande, 2021), (URL-15).
Model i¢in otomatik olarak iyi bir hiper-parametre
kiime bulma kapasitesine sahiptir. Bu kiitiiphane
dogrusal olmayan zaman serileri verileri izerinden
donemlik, haftalik, aylik, giinlik tahminlerde
bulunmay1 saglayan prosediirleri icermektedir.
Zaman serilerinde kullanilan diger tahminleme
mekanizmalarina (Otoregresif Hareketli Ortalama
(Autoregressive Moving Average Model - ARIMA),
vb) gore eksik ve u¢ degerler i¢in daha iyi sonuglar
vermekte, tahmin islemi yaparken degisim
noktalar;, mevsimsellik, 6zel giin etkileri gibi
faktorleri dikkate alma 6zelligine sahiptir.

2.6. Anomali Tespiti ve Tahminleme

Anomali algillama ile tahminleme yodntemleri
anomali tespiti ve tahminleme icin ayni ¢at1 altinda
degerlendirebilecegi gibi ayr1 konseptler olarak da
veri kiimesi lizerinde farkli metotlar ile
uygulanabilir. Bu ¢alisma 6zelinde anomali tespiti
icin, FbProthet kiitiiphanesinin sundugu ¢6ziim ile
bu iki  konsept beraber  degerlendirilip
uygulanmistir. XGBoost yontemi ile sadece
tahminleme, Isolation Forest ve LOF ile de olasi
aykir1 deger tespiti (anomali algilama) yapilmis ve
XGBoost ile FbProthet yontemleri ile elde edilen
tahminleme sonuglari MAPE metriklerine gore
karsilagtirilarak degerlendirilmistir.

2.6.1. Anomali tespitinde kullanilan yapilar
Bu arastirmada anomali anlaminda olasi

anomalilerin tespit edilmesi icin IF, LOF ve
FbProphet beraber uygulanmistir.

2.6.1.1. FbProphet kiitiiphanesinin uygulanmasi

Burada uygulanan yontem ile FbProphet
kiitiiphanesinin tek degiskenli zaman serisi
izerinde tahminleme (forecasting) yapmasi

sonucunda list (upper bound) ve alt (lower bound)
limitler belirlenmektedir. Normal sartlarda var olan
degerin tahmin edilen ile uyusmamasi anomali
olarak atanabilirken, FbProphet’in alt ve {ist tahmin
limitlerinden yararlanarak potansiyel olarak daha
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yiiksek olan noktalara onem derecesi verilerek

anomaliler belirlenebilmektedir. FbProphet ile
anomalilerin belirlenmesi, modelin giiven
araliklarina  baghdir. FbProphet kiitiiphanesi

kullanimini ile her bir ay igin tiiketim degerleri
tahmin edilmistir. Yani zaman serisinin bir sonraki
degeri tahmin edilmistir. Elde edilen tahmin
degerinin alt ve st sinirlar1 kullanilarak giiven
araliklar1 belirlenmistir. Bu giiven araligi disinda
kalan degerler anomali olarak tanimlanmstir.
Tespit edilen anomali notlarinin dnem derecesi
hesaplanmistir. Tespit edilen anomalilere iliskin
gercek degerlerin ilgili tahmin st ve alt sinirlarina
olan mutlak uzakliklar1 ol¢iilmiistiir. Sonrasinda,
s6z konusu uzakliklar i¢in min-max normalizasyonu
yapilarak 0-1 arasindaki onem dereceleri elde
edilmistir.

2.6.1.2. izolasyon ormamn (IF) ve yerel aykir1
deger faktorii (LOF) uygulanmasi

Bu yontemler ayri ayri1 degerlendirilebildigi
gibi hibrit olarak kullanildig1 ¢alismalar da
mevcuttur. Genel olarak IF algoritmasi yalnizca
kiiresel aykir1 degerlere karsi hassastir ve yerel
aykir1 degerlerle basa ¢ikmakta zayiftir. LOF, yerel
aykir1 deger tespitinde iyi performans gostermesine
ragmen, yiiksek zaman karmasikligina sahiptir.
Cheng vd., IF ve LOF'un zayifliklarinin istesinden
gelmek icin, aykiri deger tespiti i¢in iki asamali bir
kolektif yontem onermislerdir (Cheng vd ,2019). Bu
onerilen yontem ile diisiik zaman karmasikligina
sahip karmasik veri kiimelerindeki aykir1 degerleri
dogru bir sekilde tespit edilecegini gdstermislerdir.
Ayni zamanda, ¢alismalarinda IF-LOF’u IF, LOF ve
farkli bir birka¢ yontemle de karsilastirmislardir.

Sonuglarinda mevcut yontemlerle
karsilastirildiginda, o©nerilen kolektif yodntemin
aykiri deger algilama oranini 6nemli dlgiide

iyilestirebilecegini ve zaman karmasikligin1 biytk
o6lciide azaltabilecegini gostermislerdir.

Bu c¢alismada olasti anomali noktalarinin
dogruluk derecesini artirmak icin IF ve LOF ve

FbProphet algoritmalari beraber
degerlendirilmistir. Burada sirasiyla IF ve LOF
beraber degerlendirilip sonrasinda FbProphet

ciktilar1 ile siizgecten gecirilmistir. Veri kiimesi
iizerinden IF ve LOF algoritmalarn ile potansiyel
anomali olabilecek noktalar belirlenmistir. Buradaki
amag veri kiimesi iizerinde veriyi sekillendirmek ve
anomali noktalarini belirleyip degerlendirmektir.
Bu iki algoritmanin buldugu anomali noktalari
karsilagtirilarak ortak olanlari alinmistir. Uygulanan
algoritmanin buldugu noktalar gercek anomali
olmama ihtimali tasimaktadir. Bu algoritmalarin
anomali olarak belirledigi noktalar i¢in ayni
zamanda anomaly_score degeri de
hesaplanmaktadir. Yani, bu yéntemler ile anormali
tespit modeli gozlemin anomali olup olmadigina
dair kategorik bir etiket ekleme ve bir skor degeri
atamaktadir. Skor bize gozlemin ne derecede
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anomali oldugunu da séylediginden etikete gore
daha ¢ok bilgi tasir. IF ve LOF ortak ciktilar ile
FbProphet harmanlanip anomalilerin belli oldugu
veri kiimemizin son halini elde edilmistir. Burada
veri kiimesi iizerinde anomali i¢in bir esik deger
(threshold) belirleme miimkiin degil ¢iinki
basvurabilecegimiz bir dogruluk verisi
icermemektedir.  Veri  kiimesi alarm  ve
degerlendirmeler ile zenginlestirilmesi icin rapor
sistemi  olusturulabilir. =~ Sonu¢  olarak ¢
algoritmanin yapisindan faydalanarak bulunan
ortak anomali noktalar1 birlestirilerek, veriler farkli
bir noktada kayit altina alimip, uygulama
kapsaminda degerlendirme icin alarmlar da
olusturulabilir. Bu anomali alarmlarinin 6nemli
olanlari kritik dereceye gore siniflandirilabilir.

IF ve LOF algoritmalar1 o6nemli bir
kontaminasyon (contamination) parametresine
sahiptirler. Bu  parametre, zaman  serisi
verilerimizdeki anomalilerin  sayisin1  belirtir.
Verilerimizdeki noktalarin yilizdesini anormal
olacak sekilde ayarlar. Bu deger veri yapimizda
referans alinacak bir yer olmadigindan “auto”
olarak belirlenmistir. Veri kiimesinin anomalilerle
nasil "kirlendigini"nin belirlenmesi gerekmektedir.
Buradaki yaklasimimiz, sistemdeki tiim anomali
noktalarini yakalamaktir. Bu yiizden, normal
olabilecek birka¢ noktayr anormal (yanls pozitif)
olarak belirlemek, bir anomaliyi (gercek negatif)
yakalamay1 kacirmaktan daha iyidir. Bu ¢alismadaki
anomali tespiti akisi Sekil 4’te 6zetlenmistir.

[ Ham Veri

}—b[ Veriden Ornek Alma ve On islemden Gegirme]

Anomali Tespiti

4 v v

izolasyon Ormani Yerel Aykiri Deger Faktori
[ AU ] [(IF-lsoIation Forest)J [(LOF- Local Outlier Factor)

4 I_\'r_l

Ust/Alt limit araligina gore ]

Ortak Anomali noktalari

& o |
onemli(importance) noktalar alindi

belirlendi.
[ |
v

Ortak Anomali noktalari alindi.Verinin etiketlenmig bu hali farkli bir noktada
kaydedildi ve degerlendirmeye alindi

Sekil 4. Calismadaki anomali tespiti akisi

2.6.2. Tahmilemede (forecasting) kullanilan
yapilar

Calisma kapsaminda yapilan tahminlemenin
ileriye doniik olmasi hedeflenmistir. Her sayac
lizerinden ayr1 ayr1 modelleme yapilmistir.
FbProphet ile ge¢mise yonelik tahminlemeler
yapmak miimkiin oldugundan anomali tespitinde
degerlendirmenin  yaninda, zaman serisinin
mevsimsellik kaliplarini basarili bir sekilde tespit
edebildiginden ileriye yonelik tahmin
yapabilmektedir. Bu ¢alismada her sayacin ileriye
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yonelik bir aylik degeri tahmin edilmistir. Buradaki
basar1 gegmise yonelik yapilan tahmin degerlerinin
basarisina gore yorumlanmistir. En iyi modelin
secilmesinde ortalama tahmin hata (MAPE)
ciktisina gore hiper parametreler belirlenmistir.

XGBoost algoritmasi ile tahminleme i¢in belirli
bir 102 aylh veri kiimesinden 12 aylik kismi test i¢in
kullanilmistir. Her saya¢ iizerinden ayri1 ayri
modelleme yapilarak MAPE c¢iktisina gore hiper
parametreler belirlenmistir. Bu algoritma ile
FbProhpet’a benzer ileriye doniik her sayag i¢cin bir
aylik deger tahmin edilmistir. Bu iki algoritmanin
basarim karsilastirilmas1 MAPE degerleri {izerinden
yorumlanmistir. Bu yapilarin uygulanmasinin akisi
sekil 5’'te 6zetlenmistir.

Veriden Ornek Alma ve On
[ Ham Veri ]—b[ Islemden Gegirme Tahminleme ]
XGBOOT(eXtreme <
Gradient Boosting)
°

feri Uzerinde aylik bazli olarak 12
ay igin tahmin yapiidi.
Algoritmalarin basarisinin Slgitd | g
olarak MAPE (Ortalama mutlak
ylizde hatasi) degerleri hesaplandi |
ve kargilagtinidi.

Sekil 5. Bu calismada kullanilan veri tizerinde
tahminleme akisi

3. BULGULAR

3.1. Anomali Tespiti ile Ilgili Bulgular

Bu ¢alismada her sayag i¢in FbProphet, LOF ve
IF ile ayr1 ayr1 anomali tespiti calismasi yapilmistir.
Genel bir sayaca ait Scikit-learn altinda bulanan
LOF verilerin dagilimi ve olasi anomali noktalarini
belirten  grafik  Sekil 6’da  gdsterilmistir.

Bir Sayacin Veri Dagilimi ve Olas1 Anomali Noktalar:

2000 [ ]
1800
o 600
0 1600
g
o
E 1400
-~
0]
2
=
= 1200
= J
>
© 1000 o
800
600
2014 2016 2018 2020
Tarih

(a):Grafiksel gosterim

® Anomali

Aylik Tketim Degeri

Anomali

. .
. .
. .
.
.
1400 . . L 0.6
- . o % ® ~
.
- : . * - S s
1200 S . . . . .
“ . . ol LIS o O | &S ® 0
. o . o®
" .
1000 < ® et = « o°
Ul . - .
. . L 8 . . - 0
.
0 . . . o “
. ~ =
.
600 0
2014 2016 2018 2020 2022

Tarih
(b):Nokta gosterim

Sekil 6. Bir sayaca ait veri dagilimi ve olas1 anomali noktalar:

Tablo 3’te anomali tespiti i¢cin bu calismada kullanilan algoritmalarin hiper parametrelerin listesi

gosterilmistir.

Tablo 3. Anomali i¢in kullanilan algoritmalarin hiper parametre listesi

Algoritma Parametre Atanan Deger
k 12
distance function minkowski
LOF Kontaminasyon (Contamination) degeri auto
novelty False
iTrees Sayis1 12
IF Kontaminasyon (Contamination) degeri auto
n_estimators 12
interval_width 0.90
yearly_seasonality True
FbProphet weekly_seasonality False
daily_seasonality False
seasonality_prior_scale 0.1
freq MS
periods 1
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Tablo 4’te goriildiigii gibi her bir yontem, farkli sayida anomali noktasi belirlemistir. LOF ve IF algoritma
yaklasimlarina gore anomali olarak belirlenen noktalara skor(score) yapisini da sunmaktadir.

Tablo 4. Kullanilan yaklasimlarinin anomali ¢iktilari

Sayag¢ Toplam Ornek FbProphet - Anomali LOF- Anomali nokta IF-Anomali nokta
Sayisi nokta sayisi sayisl sayisl
Sayac_1 102 6 5 11
Sayag_2 102 8 4 25
Sayac_3 102 4 8 18
Saya¢_4 102 7 8 10
Sayac_5 102 8 9 18
Saya¢_6 102 6 Vi 12
Sayag_7 102 2 6 14
Sayac_8 102 5 5 12
Sayac_9 102 14 12 23
Sayag¢_10 102 8 7 17
Sayag_11 102 6 7 10
Sayag_12 102 6 5 16
Sayag_13 102 3 6 16
Sayac_14 102 5 10 14
Saya¢_15 102 7 9 23
Sayac_16 102 5 5 18
Sayac_17 102 6 13 22
Sayac_18 102 11 7 20
Sayag_19 102 8 5 17
Sayac_20 102 12 13 25
Sayac¢_21 102 8 9 26
Sayag_22 102 7 Vi 20
Saya¢_23 102 2 8 10
Sayac_24 102 4 5 21
Sayacg_25 102 4 7 14
Toplam 2550 162 187 432
Ortalama 2550 %6.3 %7.3 %16.9
Anomali sayisi

Sekil 7'de goriildigi tizere LOF, Isolation
Forest ve FbProphet algoritmalariyla 6rnek ayni
saya¢ numarasl (Sayag¢_13) ile bakildiginda benzer
sekilde olast li¢ anomali noktalarinin tespit
edilebildikleri gdzlemlenmistir. LOF ve IF ¢iktilarini
skor sonuclar1 ile degerlendirilebilecegi gibi
FbProphet yontemi ile de tespit edilen noktalarin
onem derecesi Sekil 8’deki gibi belirlenebilir.

Bir akilli sayag (sayag_13) icin FbProphet/LOF/IF ile aylik tiketim degeri bazinda anomali tespiti

1400

Aylik Tiketim Degeri

Sekil 7. Bir akilli saya¢ (saya¢_13) icin
FbProphet/LOF/IF ile aylik tiiketim degeri bazinda
anomali tespiti

Kullanilan Akill: Sayaglarin FbProphet ile Ortalama Olarak Anomali Onemi

0014

Onem Derecesi

rrrrrrrrrrrr

Sayag Bilgisi

Sekil 8. Kullanilan akilli sayaglarin FbProphet ile
ortalama olarak anomali 6nemi

3.2. Tahminleme ile ilgili Bulgular

FbProphet ile  XGBoost algoritmalarin
uygulamasi sonucundu hesaplanan MAPE degerleri
ve uygulanan sayac¢ verisinin bilgisi Tablo 5’te
belirtilmistir.

Tablo 5. FbProphet ve XGBoost'nin MAPE degeri ile
karsilastirmasi

Algoritma Veri Kiimesi MAPE
Kapsami (saya¢ | (Tiim sayaclarin
sayisli 25) ortalamasi )
FbProphet Her sayacin 102 a | %8.37
ylik girdisi var
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XGBoost Her sayacin 102 %11.10

aylik girdisi var

Sekil 9 ve Sekil 10’da gosterilen hata metrigi
MAPE degeri 25 sayag i¢in ayr1 ayr1 hesaplanmistir.
MAPE degerlerinin gdsterimi sayaclarin toplam 102
aylik degerlerinin isleme alinmasi ile elde edilmistir.
Goriildiigi gibi FbProphet, XGBoost algoritmasina
gore onemli derecede daha basarili tahminler
yapmaktadir.

Kullanilan Akl Sayalar Bazinda FbProphet ile 12 Aylik Tuketim Degeri Tahmininde MAPE Degeri Karsilastiriimasi

1

s
4
o

' eeeeeeeeeeeeeeeeee }«.~ 'e fa h /-4 ‘1: “'—i Yag-
g s S s S S S S e S g g g e 2

MAPE

Sayag Bilgisi

Sekil 9. Kullanilan akilli sayaglar bazinda
FbPorphet ile 12 aylik tiiketim degeri tahmininde
MAPE degeri karsilastirilmasi

Kullanilan Akilli Sayaglar Bazinda XGBoost ile 12 Aylik Tiiketim Degeri Tahmininde MAPE Degeri Karsilastirimast

0 .ll

S, Sy, Sy, Sy S, S5, S S S, S,
Yo o S o 20 2 a/" Pay o2, by D &Jh‘. OB RO BORS ,m, RS ’)'er Yoy g /s,, b e e

MAPE

sayag Bilgisi

Sekil 10. Kullanilan akilli sayaglar bazinda XGBoost
ile 12 aylik tiiketim degeri tahmininde MAPE degeri
karsilastirilmasi

Sekil 11 ve Sekil 12’de FbProphet ile XGBoost
algoritmasinin bir saya¢ icin tiiketim degerinin
tahminleri  gorsellestirilmistir.  Sar1  seklinde
belirtilen degerler her bir algoritmanin ileriye
dontik 12 ay icin tahmin ettigi tiiketim degerini
belirtmektedir. Her iki metot ile elde edilen tahmin
degerlerin karsilastirilmasi Tablo 6’da yapilmistir.

000 1 Bir Akilli Sayag (Meter_21) igin FbProphet ile Aylik Tiiketim Tahmini
—&— Aylik Tiiketim Degeri

@~ Aylik Tiiketim Degeri Tahmini

@ Ust/ Alt Limit

4500 4

4000 4

3500

Aylik Tiiketim Degeri

3000 4

2000 4

T T T T
2019-01 2019-07 2020-01 2020-07

T
2021-01
Tarih

T T T T
2021-07 2022-01 2022-07 2023-01

Sekil 11. Bir akilli sayac i¢in fbprophet ile aylik tiiketim tahmini
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Bir Akilli Sayag (Sayac_21) icin XgBoost ile Aylik Tuketim Tahmini
=~ Aylik Tuketim Dederi ,
Q50 ~@- Est Aylik Tuketim Degeri Tahmini H
@ Gelecede Yonelik Aylik Tuketim Degeri Tahmini H
4000 @ i
750 l‘, ,"
— ‘= o
£ 3500 . R )
2 3250 \‘ ,"
H e °
3000 , !
2750 ) ”
2500 ® g
S BB D D H ; N
>(\ N' > '\\/‘\\'\ ) ko "\& \G \\‘\\ \ OIS AP AT .1 ) \“1\: o
> O A" m 40 A ,& NL\ ,\ o e Aa A\ .‘\\ A ,,;\ P ,v: ,.9 " ,\x ,,Q A J L\\ e .«:" ,\\\ " ,\\' ,m " 4
Trh
Sekil 12. Bir akilli sayac i¢in xgboost ile aylik tiiketim tahmini
Tablo 6. FbProphet ve XGBoost ile elde edilen faaliyet gosteren dagitim sirketlerinin olasi finansal
tahmin degerlerin karsilattirilmasi kayiplar1 en aza indirmesine, enerji kayiplarin

Oonlemesine ve diger olumsuz etkileri azaltmasina

yardimci olunmasi amag¢lanmistir.

Tarih FbProphet ile XGBoost ile S
Aylik Tiiketim | Aylik Tiiketim Bu calismada zaman serilerini iceren sayag
Degeri Tahmini Degeri verilerinde anomali noktalariin tespit edilmesi i¢in
Tahmini onerdigimiz FbProphet, IF ve LOF olmak lizere 3
2022-01-31 38919 3976.0 farkli yontem uygulanmistir. Bu yontemlerin her

biri u¢ noktalar1 basariyla bulabilmektedir. Anomali

2022-02-31 3474.5 3448.0 tespitinde temel amag¢ anormal noktalarin normal

olarak etiketlenmemesidir. Bu stire¢cde bazi normal

2022-03-31 3538.3 3203.0 . . .
noktalarin anomali olarak etiketlenmesi sorun

2022-04-31 31153 3041.0 teskil etmemektedir. Bu gibi noktalar1 bir esik

2022-05-31 2875. 8 2498.0 (threshold) degeri ile soz konusu metotlar
: : kullanilarak filtrelemek miimkiindiir. IF algoritmasi

2022-06-31 2509.0 2483.0 bagarili sonuclar vermesine ragmen hesaplama

karmasiklig1 yiiksektir ve bu nedenle biiyiik veri

2022-07-31 2792.0 2553.0
kiimeleri i¢in ¢ok onerilmemektedir. Tespit edilen
2022-08-31 3027.3 2779.0 anomalilerle ilgili aksiyon almay1 kolaylastirmak ve
2022-09-31 3362.7 3175.0 dogru onceliklendirme yapabilmek adina her bir
anomali icin bir 6nem derecesi ve skor degeri
2022-10-31 3686.7 3617.0 hesaplanmistir. Onceliklendirmeye gére bir alarm
2022-11-31 4163.3 3492.0 sistemi ve raporlama sistemi kurulmasi da
mimkindir. Burada ileriki ¢alismalarda veriyi
2022-12-31 4397.4 4333.0 cevresel faktorlerin etkisi ile zenginlestirip
degerlendirmek ya da elde edilen yeni etiketli veri
4. TARTISMA VE SONUCLAR ile gelecekteki anomalileri basarili bir sekilde
bulabilmek i¢in siniflandirma yéntemleri gibi uygun
Bu calismada, akilli sayaclarla olcgiilen aylik metotlari bu ¢alismanin ciktisi lizerinde uygulamak
tiketim  degerlerine  dayali olarak enerji miimkiin olacaktir.
tiiketimindeki olasi anomalilerin tespit edilmesi ve Calismada anomalinin yaninda ileriye yonelik
farkli makine 0grenmesi yontemleri kullanilarak tahminler de yapilmistir. Burada popiler olan iki
tiiketimin tahmin edilmesine odaklanilmistir. yontem  uygulanmistir.  Kurulan  metotlarin
Calismada onerilen model ile enerji sektdriinde basarisimi dlgmek i¢in, literatiirde siklikla kullanilan
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hata metriklerinden biri olan MAPE kullanilarak
model dogrulugu skorlar1 degerlendirilmistir. Tiim
sayaclarin ortalamasi olarak FbProphet
kiitiphanesi MAPE degerini %8 ve XGBoost
algoritmas1 da %11 olarak hesaplamistir. Burada
enerji sektoriinde genel aydinlatma sayag¢ verisi
olan zaman serileri lizerinde FbProphet yonteminin
ortalama olarak en iyi sonucu verdigi tespit
edilmistir.

Sonug olarak, FbProphet kiitiiphanesi ve scikit-
learn kiitiiphanesinin IF ve LOF algoritmalarinin
olas1 anomali noktalarimi1 basarili bir sekilde tespit
ettigi ve tahminleme icin FbProphet’in basar olarak
XGBoost algoritmasindan daha iyi sonuglar verdigi
gorilmustir.
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