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Makine 6grenmesi ile eksik veri tamamlama yontemlerinin simiflandirma
performansina etkileri™

The effects of missing data imputation methods with machine learning on
classification performance

Semsettin ERKEN?
Levent SENYAY?

Oz

Aragtirma yapmak {izere toplanmus veri setlerindeki degerlerde eksiklerin olmasi siklikla kargilasilan bir
problemdir. Bu problemi ¢6zmek adina literatiirde, eksik degerlerin tamamlamasma iliskin yOntemler
bulunmaktadir. Bilgi teknolojileri ve veri yonetimindeki gelismelerle birlikte ilgili probleme iligkin yontemler
artmig ve makine 6grenmesi yontemleri de eksik degerleri tamamlamada kullanilmaya baslanmistir. Calisma
kapsaminda, literatiirde siklikla yararlanilan “Hitters™ veri seti kullanilmistir. Bu veri setindeki degerler, manipiile
edilerek eksiltilmis ve eksiltilen degerler Liste Boyunca Silme, Son Gézlemi Ileri Tasima, Ortalama Atama gibi
temel eksik deger tamamlama ydntemlerinin yani sira Stokastik Regresyon, En Yakin k- Komsu algoritmasi,
Random Forest algoritmasi ve Amelia algoritmasi gibi makine 6grenmesi yontemleriyle tamamlanmistir. Veri
setinin eksiltilmemis hali ve eksik degerleri, bahsedilen yontemlerle tamamlanarak elde edilen veri setleri, WEKA
paket programi kullanilarak Naive Bayes algoritmasiyla siniflandirilmigtir. Siniflandirma sonuglari, siniflandirma
stiresi, dogruluk, kesinlik, duyarlilik, F-6l¢iiti ve ROC alani performans degerlendirme kriterleriyle
kiyaslanmigtir. Caligmanin sonucunda, makine Ogrenmesi yOntemlerinin, eksik veri tamamlamada ve
smiflandirma operasyonlariin performanslarini yiikseltmede basarili sonuglar ortaya koydugu goriilmiistiir.

Anahtar Kelimeler: Makine Ogrenmesi, Eksik Veri Tamamlama, Veri Madenciligi, Simiflandirma.
Abstract

A common issue frequently encountered in research datasets is the presence of missing values. In the
literature, a multitude of techniques for imputing missing values have been proposed. With advancements in
information technology and data management, machine learning methods have emerged as viable approaches for
addressing this problem. In this study, "Hitters" dataset, commonly utilized in literature, was employed.
Manipulated values were introduced to create incomplete observations. In addition to fundamental techniques like
Listwise Deletion, Last Observation Carried Forward, and Mean Imputation, machine learning methods, including
Stochastic Regression, k-Nearest Neighbors algorithm, Random Forest algorithm, and Amelia algorithm, were
employed to complete the missing values. The original dataset and the imputed datasets derived from these

A Yazarlar bu ¢aligmanin tiim siireglerinin arastirma ve yayn etigine uygun oldugunu, etik kurallara ve bilimsel atif gosterme
ilkelerine uydugunu beyan etmistir. Aksi bir durumda Kayseri Universitesi KAYUSOSDER Dergisi sorumlu degildir.

* Bu ¢alisma, V.ASC 2023/Bahar Kongresinde bildiri olarak sunulmustur.

! Doktora Ogrencisi, Dokuz Eyliil Universitesi SBE Ekonometri ABD, semsettinerken@gmail.com

2 Prof. Dr., Dokuz Eyliil Universitesi IIBF Ekonometri Boliimii, levent.senyay@deu.edu.tr

e
51


https://orcid.org/0000-0002-8936-5633
https://orcid.org/0000-0001-9484-608X

Erken, S., & Senyay, L. (2023). Makine ogrenmesi ile eksik veri tamamlama
yontemlerinin sniflandirma performansina etkileri.

methods were classified using the Naive Bayes algorithm within the WEKA software package. The classification
outcomes were compared using performance evaluation criteria such as classification time, accuracy, precision,
recall, F-measure, and ROC area. In conclusion, this study demonstrates that machine learning methods exhibit
promising results in imputing missing values and enhancing classification performance.

Keywords: Machine Learning, Missing Data Imputation, Data Mining, Classification.

1. Giris

Bilgi elde etme insanlik tarihi icin en dnemli konu olmustur. Insanlar, hayatta kalabilmek icin
yasadiklar1 cografya igerisinde tecriibe ettikleri her tiirli konuyu yasamlarina entegre ederek
yasamuslardir. Bu durum, deneyim yoluyla elde ettikleri tecriibeleri veri kabul ederek bilgiye
doniistiirmenin en temel 6rneklerindendir.

Gilinlimiiz teknolojisinde ve yasaminda bilgi, gegmisten oldugundan ¢ok daha biiyiikk 6neme
sahiptir. Bunun sebebi, teknolojik gelismeler sayesinde, mevcut bilgiden ¢ok daha fazla ¢ikt1 tiretilmesi
imkamdir. Uretilen ¢ikt1 miktar1 ve hizina nispeten veri iiretim hiz1 cok daha yiiksek seviyelerdedir. Bu
cerceveden bakildiginda, bilgiye erisimin anahtari olan verinin 6nemi bir kat daha artmaktadir.

Verinin islenmesi ve analizi, dogrudan yapilabilecek bir aksiyon degildir. Saglikli analiz ve
saglikli ¢ikt1 sonug elde etmek icin verinin analize hazir hale getirilmesi gerekmektedir. Analize hazir
hale getirilmesi gerekliligi, genel olarak verilerin analiz Oncesinde birtakim problemler
barmndirmasindadir. Bahsi gegen problemler arasinda sik karsilasilan durumlardan biri veri setlerinde,
eksik degerlerin olmasidir. Bu eksiklik, farkli sebeplerden ortaya ¢ikmaktadir. Veri kaynagindan dolay1
eksiklikler, verinin saklanilmas1 ve korunmasi konusundaki problemler, veriler arasindaki bazi iliskisel
durumlar, veri setinde eksik degerler olmasinin sebepleri arasinda sayilabilir.

Veri setindeki eksik deger probleminin, analiz 6ncesinde giderilmesi analiz etkinligi ve saglikli
sonuglarin elde edilmesi agisindan hayatidir. Analizlerin sonuglarinin elde edilmesinin 6ncesinde, eksik
verilerin var oldugu bir veri toplulugunun analizi siirecinde de ¢esitli sorunlar ile karsilasilmaktadir. Bu
sorunlarin ¢6ziimlenmemesi, analizlerin basarisi anlaminda, negatif olarak kiimiilatif bir etki
dogurmaktadir. Bu noktadaki asil iizerinde durulan konu, sadece eksik verilerin tamamlanmas1 degil
eksik verilerin, veri toplulugunun tasidigi ozellikleri yansitan ve karakteristik unsurlar iizerinde
barindiracak bir sekilde tamamlanmasidir. Bu sebeple literatiirde, eksik degerleri tamamlamak igin
cesitli yontemler yer almaktadir. Bu noktada 6nemli olan diisiince, daha once belirtildigi gibi eksik
degerler tamamlanirken, tamamlanan degerin veri setinin karakteristigini yansitmasidir. Yanlis bir
yaklasimla eksik degerleri tamamlanan veri setleri orijinalinden ¢ok farkli 6zellikleri ve karakteristigi
yansitacaktir. Bu durum, analiz sonrasinda elde edilecek sonuglarin, gercekci olmayan bir yapida
olmasina sebep olacaktir.

Bir veri toplulugunda, eksik verilerin tamamlanmasindan 6nce veri toplulugunun sahip oldugu
birtakim 6zellik ve oriintiilerinin ortaya g¢ikarilmasi olduk¢a 6nemlidir. Bu 6zelliklerin 1s181inda eksik
verilerin tamamlanmasi, dolayli olarak analizin sagligi ve basarisini etkileyecek en énemli unsurdur.
Ortaya ¢ikan oriintli ve 6zelliklere dayanarak yapilacak eksik veri tamamlama operasyonlari ile saglikli
analiz sonuglarina ulasilmasi miimkiindiir. Bu durumda, eksik degerlerin tamamlanmasinin ve
tamamlama yaklagiminin ¢ok 6nemli oldugu ortadir. Geligsen bilgi ve veri teknolojileri, bu asamada
anahtar pozisyondadir. Bu amagla, gelisen teknolojik araglardan faydalanmak elzemdir.

Veri setlerinde eksik degerlerin tamamlanmasinda, eksik olan degerlerin ilgili degisken
degerlerinin ortalamast ya da medyaniyla tamamlanmasi, eksik degerden onceki ilk degerle
tamamlanmasi veya eksik degerlerin bir anlamda yok sayilarak veri setinden silinmesi gibi ¢esitli
istatistiksel yontemler bulunmaktadir. Bu yontemlerle, eksik degerler tamamlansa da bahsedildigi gibi
veri Oriintiilerinin ortaya g¢ikarilmasi konusundaki problemlerin ¢oziimiinde etkili olmasi tartigilabilir
durumdadir.
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Makine dgrenmesi yontemleri oldukga genis bir kullanim alanina sahiptir. Ozellikle, gelisen
bilgi ve bilgisayar teknolojileri 1s1g1nda kullanim alani her gecen giin artmaktadir. Bu anlamda, makine
ogrenmesi, bahsedilen veri setindeki eksik degerlerin tamamlanmasinda da kullanilmaktadir. Makine
ogrenmesi yontemleriyle, veri topluluklarindaki karakteristik yapiy1 ortaya ¢ikarip bu yapiya uygun
olarak eksik degerlerin tamamlanmasi, mevcut yontemler alternatif olarak etkin sonuglar tireten ve daha
iyi performans sergileyen bir olanak saglamaktadir. Bu sebeple, makine 6grenmesi yontemleri, veriden
bilgi iiretmede, ilgili analizlerde ve literatiirde ¢ok biiyiik bir 6neme sahiptir.

2. Literatiir taramasi

Makine grenmesi yontemleri oldukca genis bir kullanim alanina sahiptir. Bahsedildigi gibi bu
alanlardan birisi de eksik veri tamamlamadir. Literatiirde de goriilecegi gibi, veri setlerinde siklikla
karsilasilan bir problem olan eksik degerlerin bulunmasi sorununun giderilmesi adina makine 6grenmesi
yontemlerine bagvurulmustur. Bu ¢alismalarda, makine 6grenmesi yontemlerinin ve makine 6grenmesi
tabanli yontemlerin, eksik veri tamamlama operasyonlarinda basarili sonuglar ortaya koydugu
gosterilmistir.

Alamoodi vd. (2021), Ulusal Cocuk Gelisim Merkezi (Malezya)’nden elde ettigi 14 farkli
zaman noktasina ait ve %80’den fazla eksik veriyi barindiran viicut kitle endeksi verilerini kullanarak
onerdigi metodun, makine 6grenmesi yontemleri ile birlikte kullanilmasiyla eksik deger oraninin yiiksek
oldugu veri setlerinde de basarili sonuglar elde edildigini gostermistir.

Jerez vd. (2010) tarafindan, Ispanyol Gogiis Kanseri Arastirma Grubu'na ait 32 farkh
hastaneden konulmus olan 3679 kadina ait gogiis kanseri teshisi verisini kullanarak makine 6grenmesine
dayali yontemlerin eksik veri tamamlamaya ¢ok daha uygun oldugu ve istatistiksel yontemlere gére
teshis dogrulugunu anlamli sekilde artirdig: tespit edilmistir.

Emmanuel vd. (2021), Iris ve Power Plan Fan veri setlerindeki %5°ten baslayarak %20’ye
kadar ulasan eksik deger oranlarinda, makine &grenmesi yontemlerinden Random Forest tabanli
MissForest ve En Yakin k-Komsu algoritmasinin, eksik veri tamamlamada oldukc¢a basarili sonuglar
ortaya koydugunu gostermistir.

Kaggle veri deposunda yer alan ve oldukga sik kullanilan DS20S veri seti kullanilarak
nesnelerin interneti alaninda anomali ve saldir1 tespiti igerikli arastirmada, Vangipuram vd. (2020)
tarafindan, eksik veri tamamlamada K-ortalamalar ve Bulanik K-ortalamalar gibi makine 6grenmesi
algoritmalarin daha iyi sonug verdigi gosterilmistir.

Kenyhercz ve Passalacqua (2016), Howells’in Kraniyometrik Veri Seti’nden faydalanilarak
biyolojik bir siireg iceren caligmasinda, kullanilan diger yontemler arasindan, makine &grenmesi
yontemlerinden olan En Yakin k-Komsu algoritmasinin en iyi sonucu verdigini tespit etmistir. Ilgili
calismada, gercek degerler ile tamamlanmis degerler arasindaki mesafenin en diisiik olan yontemin En
Yakin k-Komsu algoritmast oldugu sonucu elde edilmistir.

UCI veri deposunda erisime agik olan ve sik kullanima sahip olan Dermatology, Pima,
Wisconsin ve Yeast veri setleri kullanilarak veri setlerindeki gergek degerler ile manipiile edilip makine
ogrenmesi yontemlerinden K-ortalamalar merkez tabanli yontemin en iyi sonuglari sundugu, performans
degerlendirme kriterlerince Raja ve Thangavel (2020) tarafindan ortaya koyulmustur.

Palanivinayagam ve DamasSevicius (2023), PIMA Indian veri seti tizerinde yaptigi ¢alismada
makine 6grenmesi algoritmalarindan destek vektdr makinelerinin diyabet rahatsizliginin erken teshisi
konusunda yapilan siniflandirma operasyonu performansini anlaml bir sekilde artirdigini gostermistir.

Thomas ve Rajavi (2021), makine 6grenmesi tabanli eksik deger tamamlama teknikleriyle ilgili
ortaya koyduklar1 2010 ve 2020 yillarim1 kapsayan sistematik arastirmalarinda, makine &grenmesi
tekniklerinin, veri setinin karakteristigine uygun bir sekilde eksik verileri tamamlamada iyi oldugu ve
kiimeleme algoritmalart ile en yakin k-komsu algoritmalarimin uygulama kolaylig1 sagladigi sonucuna
varmistir.
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Jadhav vd. (2019), UCI veri deposundaki acik erisimli Wine, Glass Identification, Concrete
Comprehensive Strength, Indian Liver Patient ve Seeds veri setleri olmak iizere toplam 5 adet veri
setinden yararlanmiglardir. Calismalarinda, kullanilan ortalama atama, medyan atama, dogrusal
regresyon, bayezyen dogrusal regresyon gibi yontemler arasindan makine 6grenmesi yontemlerinden
K-nn algoritmasinin en iyi sonucu verdigini gostermistir.

3. Amac ve yontem

Bu c¢alismada, veri analizi ¢alismalarinda, oldukga genis bir kullanima ve veri hacmine sahip
olan “Hitters” veri seti kullanilmistir. Bu veri setinde, 1986/1987 yillarinda Major Ligi beyzbol
oyuncularina ait istatistikler yer almaktadir. Bu istatistiklerden birisi de sporcularin aldig1 yillik iicret
(bin dolar)lerdir. Sporcularin yillik {icretleri, A, B, C, D ve E seklinde kodlanarak alinan en yiiksek
ticretlerden diisiik ticretlere dogru kategorilere ayrilip siniflandirilmus bir veri seklinde ifade edilmistir.

Bu veri setindeki veriler, %5 oraninda R programi kullanilarak manipiile edilmis ve
eksiltilmistir. Eksiltilmis degerler, Liste Boyunca Silme, Son G6zlemi fleri Tasima, Ortalama Atama
gibi temel eksik deger tamamlama yontemleriyle ayrica makine 6grenmesi yontemlerinden, En Yakin
k-Komgu Algoritmasi, Random Forest Algoritmasi, Stokastik Regresyon ve Amelia Algoritmasi
yontemleri kullanilarak tamamlanmistir. Ardindan bahsedilen yontemlerle tamamlanmasiyla olusmus
her bir veri setine ve “Hitters” veri setinin eksiltilmemis haline, Naive Bayes Algoritmas1 ile WEKA
paket programu kullanilarak siniflandirma operasyonu yapilmistir. Bodylece bu uygulamalarla,
bahsedilen yontemlerin, eksik deger tamamlama temelli siniflandirma operasyonuna katkilarinin
karsilagtirilmas1 amaglanmaktadir.

Uygulamalarin ardindan, simiflandirma i¢in kullanilan siire, dogru siniflandirma orani, kesinlik,
duyarlilik, F-6l¢iitii ve ROC (Receiver Operating Characteristic) alani1 gibi performans degerlendirme
kriterleri ile ilgili yontemlerin eksik veri tamamlama performanslari temelinde simniflandirma
operasyonuna katkilar1 kiyaslanmistir.

4. Eksik veri

Veri setlerinde, eksik degerlerin bulunmasi ¢ok sik rastlanan bir durumdur. Veri setinin
analizden Once, siirecin ve sonucun etkinligi i¢in eksik deger probleminin giderilmesi gerekmektedir.
Eksik degerler, farkli sebeplerle ortaya ¢ikmaktadir. Bu noktada, eksik degerlerin tiirleri {i¢ adet baglik
altinda incelenmektedir. Bu ¢ergevede eksik veri tiirleri; Missing Completely at Random (MCAR):
tamamen rassal eksik veri, Missing at Random (MAR): rassal eksik veri ve Missing Not at Random
(MNAR): rassal olmayan eksik veri seklinde ifade edilmektedir.

MCAR eksik veri tiirli, degiskenin gdzlenmis degerleriyle ya da farkli bir degiskendeki
degerlerle iligkisi olmadan verinin eksik olmasi sonucu olusan eksik veri tiriidiir. Diger bir deyisle,
bagimsizligin oldugu bir durum s6z konusudur ve bu durum oldukga énemlidir (Allison, 2009, ss. 72-
74). Bu sebeple, eger eksik veri tiirii MCAR ise eksik bir degerin olmadig nitelikler veya degiskenler,
kitlenin rastgele bir 6rnegi seklinde ifade edilebilir (Donders vd., 2006, s. 1088).

MAR eksik veri tiiriinde, MCAR veri tiirlindeki duruma kiyasla zayif bir bagimsizlik s6z
konusudur. Eksik verinin eksik olmasi, ilgili nitelik veya degiskenden bagimsiz iken farkli bir nitelik
veya degiskenden kaynaklanmaktadir (Schaffer,1997, ss. 10-15).

MNAR eksik veri tiiriinde, goz ard1 edilemeyecek bir durum sdz konusudur (Kose & Oztemur,
2014, 5.402). Eger eksiklik, bahsedilen MCAR ve MAR degil ise eksikligi, ilgili nitelik veya degiskenin
kendisine bagli oldugu MNAR tiiriinde eksik veri tiirii olarak ifade etmek miimkiindiir (Enders, 2022,
ss. 11-12).

54



Kayseri Universitesi Sosyal Bilimler Derygisi. Cilt 5, Sayu: 1, Haziran 2023, 51-71
Kaysert University Journal of Social Sciences. Vol 5, No: 1, June 2023, 51-71

Eksik veri tiiriiniin tespiti, eksik verilerin tamamlanmasinda oldukg¢a 6nemlidir. Verideki eksik
verinin tiirliniin tespit edilmesi, eksikligi tamamlama siirecinde yol haritasi niteligindedir. Eksikligin
sahip oldugu ozellikler 15181nda, eksik verilerin tamamlanarak verinin analize hazirlanmasi ve saglikll
sonuglarin elde edilmesi agisindan biiyiik etkiye sahiptir (Abidin vd., 2018, ss. 442-443).

4.1.  Eksik veri tamamlamada kullanilan temel yontemler

Eksik veri tamamlamada, farkli yaklagimlari esas alan birgok yontem mevcuttur. Bu kisimda,
calismada kullanilmis olan temel eksik veri tamamlama yontemleri ele alinmustir.

» Liste boyunca silme yontemi: veri setinde eksik degerlerin bulundugu tiim veri kayitlarinin
veri setinden ¢ikarilmasi seklindeki uygulamadir. Bu yontem, veri seti yoluyla yapilacak
analizde, eksik degerlerin etkisinin ortadan kaldirilmasi ve pratikte veri setlerinde eksik
degerlerin olmasinin sik¢ca gozlenmesi nedeniyle tercih edilen yontemler arasinda yer
almaktadir. Genel bir kullanima sahip olsa da liste boyunca silme yontemi, 6zellikle veri
setinin eksik degerlerin yiiksek sayilacak bir orana sahip olmasi durumunda oldukg¢a biiyiik
problemler yaratabilmektedir. Yiiksek oranda eksik degerlerin olmasi ¢ok sayida veri
kaydmin silinmesi anlamina geleceginden analiz sonuglarinda ciddi sapmalara yol
acabilmektedir.

> Son Gozlemi Ileri Tasima: bu yontem, eksik veri tamamlamada siire¢ anlaminda uzun olan
analizlerde tercih edilen yontemlerdendir. Son gozlemi ileri tagima, eksik degeri
tamamlamasinda eksik deger yerine eksik degerden oOnce goézlenmis olan degerin
tamamlanmasi seklindeki operasyondur. Yontemin kolay uygulanabilir olmasi, pratikte
yaygin kullanima sahip olmasinin sebeplerindendir. Buna ragmen, literatiirde, son gézlemi
ileri tagima yonteminin sonuglari etkinlik agisindan tartisilmaktadir.

» Ortalama atama yontemi: eksik verileri, veri setindeki ilgili degiskenin var olan degerlerine
ait ortalamay1 eksik olan deger yerine koyarak tamamlamaktadir. Literatiirde, eksik veri
tamamlama uygulamalarinda oldukga sik bir kullanima sahiptir.

5. Makine 6grenmesi

Gelisen ve gelismeye devam eden teknoloji ile birlikte birgok alanda oldugu gibi bilgi ve veri
teknolojileri alaninda da ilerlemeler kaydedilmistir. Buna paralel olarak bilgisayar teknolojisi ile birlikte
yapay zekd ve yapay Ogrenme kavramlari da literatiirde ve pratik diinyada yerini almistir. Bu
kavramlarin bir karsilig1 da makine 6grenmesi kavramidir. Matematik ve istatistik tabanli yaklagimlarla
verideki birtakim oOriintiileri analiz eden makine 6grenmesi, buradan hareketle gelecege yonelik
aciklayici araglar ve modeller olusturmaktadir (Brynjolfsson & Mitchell, 2017, ss. 1530-1532). Makine
Ogrenmesinin en Onemi Ozelliklerinden biri de bahsedilen aksiyonlar1 insan unsurundan ve
miidahalesinden bagimsiz bir sekilde yapan bir yapay zeka olmasidir (Bi vd., 2018, s. 2222). Makine
ogrenmesinde, 6grenme yontemleri 4 baglik altinda ifade edilebilir.

» Gozetimli ogrenme (Supervised Learning): Bu yontem, gergek ve dogru sonuglardan olugan
bilgilerin girdi olarak sunuldugu, analizin bu sekilde etiketli veriler kullanilarak yapildig
ogrenme tiiriidiir. Etiketlenmis verilerle bilgisayara 6grenme yaptirilarak tahmin i¢in model
ortaya koyulur.

» Gozetimsiz ogrenme (Unsupervised Learning): Bu yontemde ise gozetimli dgrenmeden
farkli olarak etiketli olmayan veriler sunulur. Bilgisayar, bu etiketsiz veriler kullanarak riintii
ve yapilar ortaya ¢ikarir. Bundan kaynakli, bu 6grenme yaklagiminda, karmasik ya da daha
onceden kestirilemeyen sonuglar ile karsilasilabilir.

» Yari gozetimli ogrenme (Semi-supervised Learning): Gozetimli ve gdzetimsiz 6grenmenin
yaklasimlar1 kismi ortak halde olarak yaklasimlar1 kullanilir. Ozellikle gozetimli 6grenmede
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kargilagilan maliyet ve ayni sekilde zamansal sorunlarin giderilmesine olanak saglamak igin
kullanilmaktadir.

» Takviyeli égrenme (Reinforcement Learning): Bu yontem, maksimum o6diil odakli bir
oyuncunun, mevcut bir ortamda &grenmesi seklindedir. Oyuncu, ilgili ortamda belli bir
aksiyonu gerceklestirerek ortamin mevcut durumunu degistirir ve yeni durumdaki alacagi
odiille gore yeni aksiyonlara yonelir. Bu yaklasimla, alacag: 6diilii en yliksekleyen stratejiyi
ortaya koyar.

Makine 6grenmesi yontemleri olduk¢a genis bir kullanim alanina sahiptir. Gelisen bilgi ve
bilgisayar teknolojilerine paralel olarak her gegcen giin daha fazla alanda kullanilmasi ile birlikte
algoritmik yapilarinin da gelismesi s6z konusudur. Bu ¢alisma kapsaminda kullanilmis olan makine
O0grenmesi yontemleri, bu kisimda agiklanmustir.

En yakin k-Komsu Algoritmasy(K-nn): bu yontem, mesafe tabanli bir makine 6grenmesi
yontemidir. Siiflandirma, regresyon gibi uygulamalarin yaninda eksik veri tamamlama alaninda da
oldukga genis bir kullanima sahiptir. K-nn, bahsi ge¢cen mesafe dahilinde kalan k adet komsu kaydin,
hedef niteligini dikkate alan ve benzerlik atayan yontemdir (Mahesh, 2020, s. 385). K-nn yontemi,
verilerin tamamlanmasinin ardindan en yakin mesafede bulunan k adet gézlemi belirlemektedir. ilgili
gdzlemlerin belirlenmesi i¢in Oklid, Manhattan ve Minkowski gibi uzaklik dl¢iilerini kullanilmaktadir
(Zhang, 2016, s. 219). Bahsedilen 6rnekler arasi uzakliklarin hesaplamasinda kullanilan olgiilere ait
fonksiyonlar verilmistir.

2 boyutlu bir uzayda Pisagor teoreminin sonucu olarak Oklid uzaklig1 elde edilmektedir. (1)
nolu denklemle Oklid uzaklig1 ifade edilmistir.

d(i, j)= ()

p
2
Z (XX
k=1

Ornekler arasindaki mesafelerin mutlak degeri cinsinden ifadesi ise Manhattan uzaklig1 olarak
tamimlanmaktadir. Bu uzaklik, (2) nolu denklem ile gosterilmistir.

P
A=) () L=l 2wk, 2,0p @
k=1

Minkowski uzakligi, p tane nitelik veya degisken i¢in denklem (3)’teki gibi tanimlanmaktadir.
Denklem ele alindiginda, m=1 i¢in Manhattan ve m=2 i¢in ise Oklid uzakliklar1 ele edilebilmektedir.
1
P m
d(la.]): [Z (lXik_Xjklm)] i,j=1,2,...,n; kzla 29-'~5p (3)
k=1
Random Forest Yontemi (RF): Random Forest algoritmasi, bir karar ormani yapisidir (Durmus
ve Giineri, 2019 s. 206). Eksik veri tamamlama, regresyon, siniflama ve karar alma yontemleri
alanlarinda sik kullanilan bu yontem, birbiri ile iligkisi bakimindan 6nemsiz bir korelasyon diizeyinde
veya bagimsiz olan karar agaglarmnin bir araya getirilmesiyle olusmaktadir. Bu karar afaglari, bootstrap
ile elde edilmis ornekler yoluyla meydana gelmektedir. Ilgili karar agaglari, yine ilgili veri setinden
bootstrap yontemi ile elde edilen 6rneklerden olusturulur. Veri setindeki bir veri kaydinin sinmif, karar
agaclari tarafindan oylanarak belirlenir.

Random Forest yonteminde, olusturulmus olan karar agaglariin, farkli veri alt kiimelerinde
egitimi yapilir. Her agag, farkli alt kiimelerde egitilirken farkli bir 6zellige iliskin alt kiimeyi kullanip
optimum karar agac1 yapisini olusturmayi amaglar. Boylece, her agac farkli bir 6zellige odaklanacaktir.
Egitim sonrasinda, yeni bir veri kaydi i¢in her agacin siniflandirmay1 yapmasinin ardindan elde edilen
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sonuglar oylama ile birlestirilir. Boylece, yiiksek dogrulugun yaninda, farkli agaclardaki verilere bagl
kusurlarin etkisi ve muhtemel sapmalar azaltilmaya calisilir (Tang & Ishwaran, 2017, ss. 363-364).

Amelia Algoritmasi: eksik veri tamamlamada sik kullanilan bir yontem olan bu yap1, bootstrap
ve beklenti maksimizasyonu ile ¢oklu bir tamamlama stratejisiyle hareket etmekte olan istatistiksel bir
modelleme aracidir. Amelia algoritmasi da farkli 6rneklemlerle, eksik verileri olan alt setleri elde
etmektedir. Birden ¢ok modeli kullanarak, kullanilan her model i¢in, bootstrap ve beklenti
maksimizasyonu ile tamamlanmis olan eksik degerlerin ortalamasimi alir ve elde edilen sonuglar
birlestirilmektedir (Honaker vd., 2011, ss. 1-2). Bootstrap, verilerden yeniden 6rnekleme yoluyla,
orneklemin sahip oldugu istatistiksel dagilim hakkinda bilgi sahibi olma imkéni saglayan bir yontemdir
(Dogan, 2017, ss. 2-4). Beklenti maksimizasyonu ise tamamlanan eksik degerlerin, iterasyonlar boyunca
giincellenip en yiiksek olabilirlik tahminlerini bulmak i¢in kullanilir (Dogru vd., 2016, s. 340). Boylece,
Amelia algoritmasi, bahsedilen bootstrap ve beklenti maksimizasyonu kombinasyonlar1 ile giivenilir
sonuclar tiretmektedir.

Stokastik Regresyon: genel olarak Gauss Markov varsayimlarinin saglandigi ve giiriiltilii
verilerin varliginda istatistiksel bir model olan stokastik regresyon, siirekli bir degiskenin tahminlerini,
farkli bagimsiz degisken ve normal dagilama sahip rassal hata terimi ile birlikte agiklanmak tizere
kullanilmaktadir. Hata terimleri de birbirinden bagimsizdir. Boylece, en yiiksek olabilirlik yontemi ile
model tahminlenir ve ilgili degiskenin gelecek degerleri i¢in aralik tahminleri ortaya koyulabilmektedir.
Eksik veri tamamlamada stokastik regresyonun kullanilmasi, eksik degerlerin, dogrusal regresyondaki
dogru iizerindeki degerlerle tamamlanmasi nedeniyle hem verinin istatistiksel dagilimin etkilenmesi
hem de kovaryanslarinin gerekenden daha diisiik tahminlemesi gibi sorunlarin giderilmesi igin
kullanilmaktadir. Literatiirde yer alan ¢alismalarda, bu yontemle, tamamen rassal ve rassal eksik veri
tiirlinden eksiklikleri bulunan veri gruplarinda, yansiz parametre tahminlerinin elde edildigi ve dogrusal
regresyon ile eksik veri tamamlama sonuglarina gére ¢ok daha iyi sonuglara ulasildigi ifade edilmistir
(Baraldi & Enders, 2010, ss. 13-15).

Naive Bayes Algoritmasi: 6zellikle veri madenciligi, siniflandirma ve metin madenciligi sik
kullanilan bu algoritma, eksik veri tamamlamada da kullanilmaktadir. Naive Bayes, bayesyen olasilik
tabanli bir yontemdir. Bu yontemde, daha 6nceden siniflandirilmis olan verilerden hareketle, sinif degeri
arastirilan nitelik veya degiskenin, tanimlanmis olan her degeri alma olasiligini hesaplanmaktadir.
Ardindan, hesaplanan en yiiksek olasilik degerine sahip degerin, nitelik veya degisken degeri olarak
atamasi yapilmaktadir. Bu yontem dahilinde, veri setinde yer alan degiskenlerin birbirinden bagimsiz
veya degiskeler aras1 korelasyonun diisiik oldugu varsayimi s6z konusudur (Durmus & Gtineri, 2021, s.
98). Bu varsayim, analiz kolayligi saglamaktadir (Vembandasamy vd., 2015, s. 442). (4) nolu
denklemde bahsedilen olasilik hesaplama fonksiyonu verilmistir. Burada, payda kismi esit olacagindan,
(5) nolu ifadenin agiklamasinda oldugu gibi pay degeri yiiksek olan nitelik veya degisken degeri, ilgili
veri kaydinin sinif degeri olarak atanir.

P(XIC).P(C)

X )= 4
PCIO-—55 4)
argmaxc, ={P(X|C)P(C))} )
6. Performans degerlendirme kriterleri

Kullanilan yontemlerin siniflandirma performanslari, “Confusion Matrix” isimli matristen
hareketle elde edilen kriter degerlerine gore kiyaslanmaktadir. Tablo 1’de “Confusion Matrix” yapisi
ifade edilmistir.
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Tablo 1

Confusion matrix yapisi

Tahminlenen Sinif

Simf 1 Sinif 0
Gergek Smif 1 X Y
Simif Smif 0 Z K

Veri kayitlarina iligkin gergek ve tahminlenen sinif sonuglarina gore deger alan X, Y, Z ve K
degerleri ile performans degerlendirme kriterleri hesaplanmaktadir. X: True Positive (TP), Y: False
Negative (FN), Z: False Positive (FP) ve K: True Negative (TN) degerlerini gostermektedir (Oprea,
2014, ss. 250-251).

Simiflandirma siiresi: bu kriter, ilgili yontemin mevcut veri setinin siniflandirmasi i¢in kullandigi
stireyi saniye cinsinden ifadesidir.

Dogruluk orani: smiflandirma isleminde, dogru simiflandirilmis kayit sayisinin tiim kayit
sayisina oranini ifade eden kriterdir. (6) nolu denklemde gibi hesaplanmaktadir.
Dosrulue TP+TN ()
O TP A TN+FP+FN
Kesinlik: analiz ile elde edilen sonuglarin, aymi yontem sonucunda elde edilmis olanlarin
tespitinde kullanilir. (7) nolu denklemle kesinlik degeri hesaplanmaktadir.

Kesinlik=

7
TP+FP ()

Duyarhilik: smiflandirma operasyonu sonuglarinin, birbirine yakinligin1 gosteren performans
degeridir. (8) nolu denklem ile duyarhilik degeri elde edilmektedir.

- 8
Duyarhlik TPTFN (8)

F-olgiiti, farkli iki kriterin bir anlamda kombinasyonundan olugsmaktadir. Duyarlilik ve kesinlik
kriteri degerlerinin harmonik ortalamasi bu kriteri olusturmaktadir. Duyarlilik ve kesinlik gecerli ve
degerlendirme anlaminda onemli kriterler olsa da tek baslarina yeterli kiyaslama kalitesinde
olmayabilirler. F-6lgiitii, dengeli bir duyarlilik ve kesinlik durumunda yiiksek degerler almaktadir. (9)
nolu denklem F-6lgiitii degerini vermektedir.

2 X Duyarlilik X Kesinlik

Foblciiti= 9
oleuty Duyarhlik+Kesinlik ©)

ROC alani: veri madenciligi ve makine 6grenmesi operasyonlarin sik basvurulan kriterin
performansi, belirttigi alan biiyiikliigii ile dogru orantilidir. 2 boyutlu uzayda TP degerinin ordinat ve
FP oraninin apsis oldugu bir grafigin alani, ROC alan1 deger olarak ifade edilmektedir.
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7. Bulgular

Calisma kapsaminda, “Hitters” wveri seti %5 oraninda manipiile edilerek rassal bigimde
eksiltilmistir. Sekil 1’de degiskenler bazinda eksiltilen degerler gosterilmistir.

Sekil 1

Veri setindeki her bir degiskene ait eksik degerler

Eksik Degerlerin Oransal Gosterimi

0 o0 Q0% oW D15 02

| L | J

Eksikligin Veri Seti Icindeki Yapisi

Sawy

Amaty
M
CArDat
CHas
ne
PuD s
Enors
Vil by
Chtuns
CVaa s
Has

o LR
Yeoor »
ArBat
Runs

r

[lk olarak, veri setinin orijinal hali, Naive Bayes algoritmasiyla sporcularin yillik iicretlerinin,
siniflandirilmis veri halindeki degiskeni, sinif niteligi olmak {izere siniflandirilmis ve sonuglar Sekil
2’de gosterilmistir.
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Sekil 2

Orijinal veri setinin siniflandirma sonuglar

ime taken to build model: 0.03 seconds

i1fied Instances 282 87.877¢€

=== Detailed Accuracy By Class wew

TP Rate FP Rate Frecision F-Measure ROC Ares FRC Area
Weighted Avy. 0,878 0,072 0,877 0,876 0,807 0,961 0,943

Tablo 2

Orijinal veri seti siniflandirmasi performans kriteri degerleri ozeti

Smiflandirma Sonuglari

Suflandirmast | 1 o5001uk(%) | Kesinlik | Duyarliik | F-Olgiiti | ROC Alamt
Siiresi(Saniye)

0.03 87.5776 0.877 0.876 0.876 0.961

Sekil-3’te liste boyunca silme yontemi ile olusmus olan veri setinin Naive Bayes algoritmasi ile
siniflandirilmasi sonucu performans kriterlerinin aldig1 degerlere ait WEKA ¢iktis1 verilmistir.

Sekil 3

Liste boyunca silme ile tamamlanan veri setinin siniflandirma sonuglart

Time taken to build model: 0 seconds

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 186 57.764 %

Kappa statistic 0.4€15

Mean absolute error 0.2189

Root mean squared error 0.3275

Relative absolute error €2.8001 %

Root relative sguared error 82.1168 %

Total Number of Instances 322

=== Detailed Accuracy By Class ===
TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,914 0,214 0,542 0,914 0,631 0,599 0,938 0,816 A
0,000 0,000 0,000 0,000 0,000 0,000 0,734 0,251 B
0,603 0,076 0,636 0,603 0,619 0,539 0,924 0,643 c
0,€18 0,138 0,580 0,€18 0,598 0,470 0,903 0,€&50 D
0,571 0,111 0,528 0,571 0,520 0,465 0,297 0,629 E

Weighted Avg. 0,578 0,117 0,497 0,578 0,527 0,439 0,888 0,621

=== Confusion Matrix ===

a b c 4 e <-- classified as
64 0 € 0 0| a=21a
35 013 0 0| b=B
19 035 4 0| c=2C
0 0 14728 | d4=0D
0O 0 0 30 40 | e = E
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Sekil 4

Son gozlemi ileri tagima ile olusan veri setine ait siniflandirma sonuglart

Time taken to build model: 0 seconds

== Stratified cross-validation ===
== Summary ===

Correctly Classified Instances 220 68.323 %

Kappa statistic 0.6024

Mean absolute error 0.1282

Root mean sguared error 0.3227

Relative absolute error 40.3034 $

Root relative squared error 20.9144 3

Total Number of Instances 322

=== Detailed Accuracy By Class ===
TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,200 0,083 0,727 0,200 0,762 0,693 0,963 0,882 A
0,813 0,058 0,709 0,813 0,757 0,714 0,957 0,797 B
0,855 0,011 0,927 0,8&55 0,768 0,742 0,937 0,854 c
0,368 0,045 0,718 0,368 0,487 0,421 0,915 0,732 D
0,843 0,202 0,536 0,843 0,656 0,557 0,918 0,876 E

Weighted Avg. 0,683 0,083 0,717 0,683 0,674 0,611 0,937 0,828

=== Confusion Matrix

a b c d e <-- classified as
56 14 0 0 0| a=24a
73% 0 0 2| b=B
6 238 3 9| c=C
S5 0 32840 | d=0D
3 0 0 858 | e=E

Sekil 4 ve Sekil 5’te sirasiyla, eksik degerlerin son gdzlemi ileri tagima ve ortalama atama
yontemleriyle tamamlanmasiyla olusan veri setlerinin, Naive Bayes algoritmasi kullanilarak
siiflandirilmasi sonucu elde edilen performans kriterlerinin aldigi degerlere iliskin WEKA ¢iktist
sunulmustur.

Sekil 5

Ortalama atama ile olusan veri setine ait siniflandirma sonuglart

ime Taken ToO build model: 0.04 seconds

- cross-validati

iassified Instances

Class

0w

o

™

assified as

MOOo -
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Stokastik regresyon ile eksik degerleri tamamlanmig olan veri setinin Naive Bayes algoritmasi
ile smiflandirilmasi sonucu elde edilen performans degerleri Sekil 6’da aym sekilde sirasiyla veri
setindeki eksik degerlerin K-nn, Random Forest ve Amelia algoritmalarini kullanilarak
tamamlanmasiyla olusan veri setlerinin siniflandirilmasiyla ortaya ¢ikan performans degerlendirme
kriterlerine ait degerler Sekil 7, Sekil 8 ve Sekil 9’da verilmistir.

Sekil 6

Stokastik regresyon ile olusan veri setine ait siniflandirma sonuglart

Time taken to build model: 0.01 seconds

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 271 84.1615 $
Kappa statistic 0.8013

Mean absolute error 0.0727

Root mean sgquared error 0.2259

Relative absolute error 22.8044 3

Root relative squared error 56.5334 %

Total Number of Instances 322

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,955 0,055 0,821 0,955 0,833 0,853 0,933 0,974 A
0,837 0,015 0,922 0,837 0,904 0,886 0,946 0,929 B
0,719 0,016 0,920 0,719 0,807 0,775 0,920 0,882 c
0,795 0,049 0,838 0,795 0,816 0,759 0,967 0,914 D
0,867 0,085 0,754 0,867 0,808 0,761 0,968 0,915 E
Weighted Avg. 0,842 0,041 0,349 0,842 0,841 0,803 0,957 0,923
=== Confusion Matrix ===
a b c d e <-- classified as
€4 0 2 0 1| a=~4a
047 1 2 3| b=B
8 046 5 5| c=C¢C
4 4 0862 8| d=0D
2 0 1 552 | e=E
Sekil 7
K-nn ile olusan veri setine ait siniflandirma sonuglar
Time taken to build model: 0.02 seconds
=== Stratified cross-validation ===
=== Summary ===
Correctly Classified Instances 285 88.5093 §
Kappa statistic 0.8554
Mean absolute error 0.054
Root mean squared error 0.195
Relative absolute error 16.9924 %
Root relative sgquared error 48.9155 §
Total Number of Instances 322
=== Detailed Accuracy By Class ===
TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,914 0,038 0,841 0,914 0,876 0,249 0,976 0,957 A
0,918 0,015 0,918 0,918 0,918 0,904 0,990 0,961 B
0,813 0,035 0,852 0,813 0,832 0,792 0,970 0,907 Cc
0,889 0,041 0,878 0,889 0,883 0,244 0,972 0,941 D
0,900 0,016 0,940 0,900 0,920 0,898 0,975 0,957 E
Weighted Avg. 0,885 0,030 0,88¢ 0,885 0,885 0,855 0,976 0,944
=== Confusion Matrix ===
a b c d e <-- classified as
3 0 4 0 1| a=2~1n
145 1 2 0| b=2B
7 152 4 0| c=¢C
2 1 372 3| d4=D
0 2 1 463 )| e=E
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Sekil 8

Random forest ile olusan veri setine ait siniflandirma sonuglart

Time taken to build model: 0.02 seconds

Stratified cross-validation ===

=== Summary =

Correctly Classified Instances 278 86.3354 %
Kappa statistic 0.8285

Mean absolute error 0.0562

Root mean squared error 0.2011

Relative absolute error 17.6587 %

Root relative squared error 50.4365 %

Total Number of Instances 322

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class

0,897 0,024 0,910 0,897 0,904 0,878 0,984 0,969 a

0,940 0,022 0,88 0,940 0,913 0,897 0,991 0,957 B

0,862 0,078 0,737 0,862 0,794 0,741 0,973 0,930 C

0,785 0,033 0,886 0,765 0,821 0,770 0,980 0,948 D

0,897 0,015 0,929 0,897 0,912 0,894 0,981 0,95¢ E
Weighted Avg. 0,863 0,035 0,889 0,863 0,864 0,829 0,981 0,952

=== Confusion Matrix ===

a b c d e <-- classified as

61 2 4 0 1| a=»A4
047 2 1 0| b=B
4 15 4 0| c=¢C
2 11362 3| d=D
0 2 1 352 | e=E

Sekil 9

Amelia ile olusan veri setine ait siniflandirma sonuglart

Time taken to build model: 0.03 seconds

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 267 82.9193 %

Kappa statistic 0.7853

Mean absolute error 0.0781

Root mean squared error 0.2366

Relative absolute error 24.5441 3

Root relative squared error 59.3312 s

Total Number of Instances 322

=== Detailed Accuracy By Class ===
TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
0,929 0,044 0,855 0,929 0,890 0,860 0,976 0,95¢ A
0,917 0,026 0,863 0,917 .28 0,869 0,964 0,933 B
0,724 0,042 0,792 0,724 0,757 0,707 0,918 0,845 c
0,789 0,037 0,870 0,789 0,828 0,779 0,966 0,916 D
0,800 0,067 0,767 0,800 0,783 0,722 0,960 0,900 E

Weighted Avg. 0,829 0,044 0,829 0,829 0,828 0,78 0,958 0,911

=== Confusion Matrix ===

a b c d e <-- classified as

65 1 2 1 1| a=24a

044 2 1 1| b=B

8 142 2 5| c=C

3 1 26010 | d=D

0 4 S 556 | e=E

Bunun diginda, iteratif bir yontem olan Amelia algoritmasina iliskin, iterasyonlar boyunca, her
degiskene ait gézlemlere ve tamamlanmis degerlere ait sonuglar Sekil 10’da sunulmustur.
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.
Sekil 10
.. “
Amelia iterasyonlar: boyunca tamamlanan degerler
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Eksik degerlerin tamamlanmasinin ardindan, manipiile edilen veri seti, daha 6nce bahsedilen
yontemlerle tamamlanmis ve yine Naive Bayes algoritmasiyla simiflandirilmistir. Manipiile edilerek
eksiltilen veri setinin, bahsedilen ydntemlerce tamamlanip siniflandirma islemi uygulanmasinin
ardindan, performans degerlendirme kriterlerinin aldig1 degerler grafiklerle gosterilmistir.

Grafik 1

Swtiflandirma islemlerinin stmiflandirma siirvesi degerleri

Siniflandirmasi Siiresi(Saniye)
0,05
0,04
0,03
0,02
0,01

Liste Son Ortalama K-nn Random Stokastik  Amelia
Boyunca  Gozlemi Atama Forest Regresyon
Silme ileri Tasima

Grafik 1’de siniflandirma siirelerine ait siireler incelendiginde, siniflandirma islemini 0.04
saniye ile en uzun siirede tamamlayan yontemin ortalama atama yontemi ve en kisa siirede tamamlayan
yontemlerin ise liste boyunca silme ile son gézlemi ileri tasima yontemleri oldugu gézlenmektedir.
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Grafik 2

Swiflandirma islemlerine ait dogruluk orani degerleri

Dogruluk Orani(%)

Amelia I 82,9193
Stokastik Regresyon I 34,1615
Random Forest I 86,3354
K-nn e 38,5093
Ortalama Atama IS 30,4348
Son Gézlemi ileri Tagima T 63,323
Liste Boyunca Silme I 57,764

0 10 20 30 40 50 60 70 80 90 100

Dogruluk orani degerlerine bakildiginda, K-nn algoritmasinin %88.5093 degeri ile tiim
yontemlerden daha yukarida bir dogruluk orani seviyesine sahip olurken liste boyunca silme yonteminin
%357.764 ile en diisiik dogruluk oranim seviyesinde kaldig1 goriilmektedir.

Grafik 3
Swiflandirma islemlerine ait duyarlilik degerleri
Duyarhlik
1 o804 2885 0,863 0,842 0,829
0,683
08 0,578
0,6
0,4
0,2
0
Liste Son Ortalama  K-nn Random Stokastik Amelia
Boyunca Gozlemi  Atama Forest Regresyon
Silme ileri
Tasima

Performans degerlendirme kriterlerinden duyarlilik kriterinin, degerleri bakimindan en iyi
performansin K-nn yontemi ne ait oldugu, diger tarafindan nispeten en diisiik performansin liste
boyunca silme yontemine ait oldugu gézlenmektedir.
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Grafik 4
Swniflandirma islemlerine ait kesinlik degerleri
Kesinlik
1 0,819 0,886 0,869 0,849 0,829
0,8 0,717
0,6 0,497
0,4
0,2
0
Liste Son Ortalama  K-nn Random Stokastik Amelia
Boyunca Goézlemi  Atama Forest Regresyon
Silme ileri
Tasima

Grafik 4’te ki sonuglar, en iyi kesinlik degerinin K-nn algoritmasina, yontemler arasindan en
diisiik kesinlik degerinin ise liste boyunca silme yontemine ait oldugunu gostermektedir.

Grafik 5
Swniflandirma islemlerine ait ROC alam degerleri
ROC Alani
1 0,976 0,981
0,98 0,963 0,957 0,958
0,96
0,94
0,92 0,888
,9
0,88
0,86
0,84
Liste Son Ortalama  K-nn Random Stokastik Amelia
Boyunca GoOzlemi  Atama Forest Regresyon
Silme ileri
Tasima
Grafik 6
Swiflandirma islemlerine ait F-6l¢iitii degerleri
F-OIgUtU
1 0885 0864 0841 0,828
0,8 0,674
0.6 0,527
0,4
0,2
0
Liste on Ortalama  K-nn Random Stokastik Amelia
Boyunca Gozlem| Atama Forest Regresyon
Silme ileri
Tasima
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Grafik 5’te en yiiksek ROC alan1 degerlerine iliskin en iyi yontemin Random Forest yontemi
oldugu sonucu ¢ikmistir. F- Slgiitii kriterlerine bakildiginda ise Grafik 6’da gozlendigi gibi en iyi
yontemin K-nn oldugu gozlenmistir. Elde edilen sonuglarin ardindan, her bir yonteme ait performans
degerleri Tablo 3’te 6zetlenmistir.

Tablo 3
Swtflandirma islemlerine iliskin performans degerleri
. Siniflandirmasi o o - F- ROC
Algoritmalar Siiresi(Saniye) Dogruluk(%) | Kesinlik | Duyarhhk Olgiitii Alam
Orijinal Veri Seti 0.03 87.5776 0.877 0.876 0.876 0.961
Liste Boyunca 0.00 57.7640 0.497 0.578 0527 | 0.888
Silme
Son Gozlemi fleri 0.00 68.3230 0.717 0.683 0.674 | 0937
Tasima
Ortalama Atama 0.04 80.4348 0.819 0.804 0.806 0.963
K-nn 0.02 88.5093 0.886 0.885 0.885 0.976
Random Forest 0.02 86.3354 0.869 0.863 0.864 0.981
Stokastik 0.01 84.1615 0.849 0.842 0.841 | 0.957
Regresyon
Amelia 0.03 82.9193 0.829 0.829 0.828 0.958
8. Sonuc¢

Bu calismada, “Hitters” veri seti kullanilmis ve R programlama dili ile veri seti manipiile
edilerek %S5 oraninda rastgele sekilde eksiltilmistir. Eksiltilen veri seti, yine R programlama diliyle Liste
Boyunca Silme, Son Gézlemi ileri Tasima, Ortalama Atama, K-nn, Random Forest, Stokastik
Regresyon ve Amelia algoritmalariyla tamamlanmistir. Eksik veri tamamlama operasyonlarinin
ardindan, orijinal veri seti ve veri setinin eksik veri tamamlama algoritmalariyla tamamlanmis halleri
WEKA paket programi kullanilarak Naive Bayes algoritmasi ile simiflandirilmistir. Siniflandirma
islemi, sadece Naive Bayes algoritmasi ile yapildigi i¢in siniflandirma sonuglari lizerinde farki olusturan
unsur, sadece eksik verileri tamamlama algoritmalaridir. Boylece, algoritmalarin eksik veri tamamlama
performanslari 1s181nda siniflandirma operasyonlarina etkilerinin kiyaslanmasi miimkiin hale gelmistir.
Bu kiyaslama, siniflandirmasi siiresi(saniye), dogruluk(%), kesinlik, duyarlilik, F-Olgiitii ve ROC alan1
seklindeki performans degerlendirme kriterlerinin aldig1 degerler 6l¢eginde yapilmistir.

0.04 saniye ile stniflandirma isleminin en uzun siire aldig1 veri seti, eksik degerlerin ortalama
atama yoOntemiyle tamamlandigi veri setidir. Diger yoOntemlerle tamamlanan veri setlerinde
siniflandirma islemleri, en fazla orijinal veri setine ait siniflandirma siiresi kadar siirede gergeklesmistir.
Liste boyunca silme ve son gozlemi ileri tagima yontemleriyle tamamlanarak olusmus veri setlerine ait
simiflandirma siiresi diger yontemlere gore en kisa siiren simiflandirma operasyonlari olmustur. Bu
durum, ¢ok biiylik hacimli veri setleriyle yapilan aragtirmalarda, orijinal veri setinin siniflandirma
stiresiyle kiyaslandiginda, makine 6grenmesi yontemlerinin ve temel yontemlerden liste boyunca silme
ile son gozlemi ileri tagima yontemlerinin daha az zaman maliyeti yaratacagimi gostermektedir.

Dogruluk oranmi kriteri degerlerine bakildiginda, genel olarak, eksik degerlerin makine
Ogrenmesi algoritmalariyla tamamlanmasi ile olusturulan veri setlerine iliskin siniflandirmalardaki
dogruluk orani performansinin, diger yontemlere ait dogruluk oranlarina goére anlamli 6l¢iide daha iyi
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oldugu gozlenmektedir. Dogruluk oranina iligkin diger bir sonu¢ da makine 6grenmesi algoritmalarina
iligkin dogruluk oranlarinin, orijinal veri setine ait siniflandirmadaki dogruluk oranina ¢ok yakin olmasi
ve hatta K-nn algoritmasina ait dogruluk orani gibi daha yiiksek bir dogruluk orani ortaya koymasidir.
Boylece, makine 6grenmesi yontemleri ile eksik verilerin tamamlanmasinin daha fazla veri kaydinin
dogru etiketlenmesi saglayacagini ortaya ¢ikarmustir.

Kesinlik, duyarlilik ve F-0lciitii kriterlerinin aldigi degerler incelendiginde, dogruluk
kriterindeki sonuglara paralel olarak makine 6grenmesi yontemlerinin ilgili performans degerlerine
katkist temel yontemlerin katkisindan oldukga yiiksektir. Bu kriterler bazinda, makine 6grenmesi
yontemlerinden K-nn en iyi performans katkisini sunan yontem olmustur. Bdylece ayni1 yontemle elde
edilmis olan analiz sonuglarinin yani sira birbirine yakin siniflandirma sonuglarinin elde edilmesi
anlaminda makine Ogrenmesi yontemleri olduk¢a basarili oldugu goriilmiistiir. Benzer sekilde,
simiflandirma iglemlerine ait ROC alam1 degerlerinde, makine 6grenmesi yontemleri {istiin bir
performans sergilemis ve Random Forest algoritmasinin 6n plana ¢iktig1 gérilmiistiir.

Temel eksik veri tamamlama yontemleri arasindan ise siniflandirma operasyonuna yaptigi katki
anlaminda, ortalama atama ydnteminin One ¢ikmasi s6z konusu olsa da siniflandirma iglemlerine ait
performans degerlendirme kriterlerinin aldig1 degerlere genel olarak bakildiginda, makine dgrenmesi
yontemleriyle eksik verilerin tamamlanmasinin, temel yontemlerle eksik veri tamamlanmasina gore
siniflandirma performansina anlamli ve oldukga {istiin bir katki sagladigi gozlenmektedir. Yapilan
uygulamada, performans katkis1 anlaminda, sirastyla K-nn, Random Forest, Stokastik Regresyon ve
Amelia algoritmalar1 seklinde bir {stiinlik gozlenmistir. Boylece, K-nn ve Random Forest
algoritmalarinin 6n plana ¢iktig1 tespit edilmistir.

Baska bir acidan sonuglara bakildiginda, makine &grenmesi yontemleriyle eksik verilerin
tamamlandig1 veri setlerine ait siniflandirma performanslarinin, veri setinin orijinal haline iligkin
siniflandirma performansina ¢ok yakin olmasi goze carpmaktadir. Bu durum, makine &grenmesi
yontemleriyle tamamlanan eksik degerlerin veri yapisina olduk¢a iyi uyum sagladigi ve veri setinin
karakteristigini daha iyi yansittig1 sonucunu goz oniine sermektedir. Ayrica eksik degerlerin, K-nn
algoritmasi ile eksik verilerin tamamlanmasindan sonra yapilan siniflandirma performansinin, orijinal
veriye yapilan siniflandirma performansindan anlamli sekilde {istiin oldugu gorilmiistiir. Boylece, ilgili
algoritmanin simiflandirma performansinm giiclendirdigi sonucu elde edilmistir.

9. Arastirmanin etik yonii
Yapilan bu caligmada “Yiksekdgretim Kurumlari Bilimsel Arastirma ve Yayin Etigi
Yonergesi” kapsaminda uyulmasi belirtilen tiim kurallara uyulmustur. Yonergenin ikinci boliimii olan

“Bilimsel Arastirma ve Yayin Etigine Aykir1 Eylemler” bashig altinda belirtilen eylemlerden higbiri
gerceklestirilmemistir.

Bu aragtirmanin etik kurul izni gerektirmeyen arastirmalardan oldugunu beyan ederiz.

10. Cikar ¢atismasi beyam

Bu ¢alismada, sonuglar1 veya yorumlari etkileyebilecek herhangi bir maddi veya diger asli ¢ikar
catigsmast olmadigini beyan ederiz.

11. Katki oram

Yazarlarin makaleye esit oranda katki saglamis oldugunu beyan ederiz.
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