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Oz: Kolon kanseri, gelismis iilkelerde ciddi bir saglik sorunu olmakta ve en sik goriilen kanser tiirleri arasinda gelmektedir. Bu
hastaligin erken teshisi hastalarin hayatta kalma sansini artirmaktadir. Geciken teshisler ise 6liimle sonuglanabilmektedir. Bu
calismada kolon kanseri tespiti i¢in EfficientNetB0O ve destek vektér makineleri (DVM) tabanli bir model 6nerilmistir.
EfficientNetB0O mimarisi ile histopatolojik goriintiilerden dznitelik haritalarinin ¢ikarilmasi saglanirken, DVM algoritmasi ile
elde edilen Oznitelik haritalarinin siniflandirilmasi gergeklestirilmektedir. Ayrica 6nerilen modelin bagarisini analiz etmek
iizere EfficientNetB0, Xception, VGG19, InceptionV3, DenseNet121 ve ResNet101 gibi evrisimli sinir aglari1 (ESA) mimarileri
ile performans kiyaslamasi yapilmustir. Veri kiimesi olarak sekiz simifli Kather-5k ve iki smifli LC25000 veri kiimeleri
kullanilmigtir. Elde edilen bulgular, 6nerilen modelin Kather-5k veri kiimesi kullanildiginda %99.70 dogruluk, %100 kesinlik,
%100 duyarlilik, %100 F1-Score, %99.71 G-ortalama, %100 &zgiilliik ve %99.83 AUC ile mevcut ESA mimarilerine kiyasla
daha ytiksek basar1 sagladigin1 gostermistir. LC25000 veri kiimesi kullanildiginda ise 6nerilen model tiim metriklerde %100
basar1 elde etmistir. Benzer sekilde Kather-5k ve LC25000 veri kiimeleri birlesiminden olusan veri kiimesi kullanildiginda
Onerilen model, %99.96 dogruluk, %100 kesinlik, %100 duyarlilik, %100 F1-Score, %99.92 G-ortalama, %100 6zgiillik ve
%99.96 AUC orani ile diger modellere kiyasla daha yiiksek performans géstermistir. Ayrica 6nerilen model ile EfficientNetBO
Mimarisinin basarisinda 6nemli oranda bir bagari artis1 saglanmustir.

Anahtar kelimeler: Kolon kanseri, evrigsimli sinir aglari, EfficientNetBO, destek vektér makineleri
EfficientNetB0 and SVM Based Approach for Colon Cancer Recognition from Histopathological Images

Abstract: Colon cancer is a significant health issue in developed countries and ranks among the most common types of cancer.
Early diagnosis of this disease increases the chances of survival for patients, while delayed diagnosis can lead to fatal outcomes.
In this study, an EfficientNetBO and Support Vector Machines (SVM) based model has been proposed for colon cancer
detection. The EfficientNetBO architecture is utilized to extract feature maps from histopathological images, and the SVM
algorithm is employed to classify the obtained feature maps. Furthermore, to analyze the performance of the proposed model,
a comparison is made with convolutional neural network (CNN) architectures such as EfficientNetB0, Xception, VGG19,
InceptionV3, DenseNet121, and ResNet101. The datasets used for the study are the eight-class Kather-5k and the two-class
LC25000 datasets. The findings indicate that the proposed model achieves higher success rates compared to existing CNN
architectures on the Kather-5k dataset, with an accuracy of 99.70%, precision of 100%, recall of 100%, F1-Score of 100%, G-
mean of 99.71%, specificity of 100%, and an AUC of 99.83%. Similarly, on the LC25000 dataset, the proposed model achieves
100% success rates in all metrics. When the combined dataset of Kather-5k and LC25000 is used, the proposed model
demonstrates better performance compared to other models with an accuracy of 99.96%, precision of 100%, recall of 100%,
F1-Score of 100%, G-mean of 99.92%, specificity of 100%, and an AUC of 99.96%. In addition, with the proposed model, a
significant increase in success has been achieved in the success of the EfficientNetBO architecture.
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1. Giris

Kolorektal kanseri (CRC) olarak da bilinen kolon kanseri kalin bagirsagin parcalari olan kolon veya rektumda
ortaya c¢ikar. Bu kanser tiirii gelismis iilkelerde siklikla goriilmekte ve Amerikan Birlesik Devletleri’nde kadinlar
ve erkekler arasinda goriilen kanser tiirleri arasinda iigiincii sirada gelmektedir. Sadece 2020 yilinda, diinya ¢apinda
yaklagsik 1.93 milyon yeni kolorektal kanser vakasimin goriildiigii ve bu hastaligin 0.94 milyon insanin ise dliimiine
neden oldugu tahmin edilmektedir. Bu durumun, her on kanser vakasinin hastalikla ya da dliimle sonuglandig:
anlamina geldigini gostermektedir [1, 2]. Ayrica, 2040 yilina kadar kiiresel yeni vakalarin 3.2 milyona ulagacag:
ongoriilmektedir. CRC’ nin artis egiliminde olmasi ve artan kiiresel yiikii, diinya saglik sistemlerine biiyiik
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sikintilar yaratmaktadir. Erken ve dogru teshis, tedavinin etkinligini artirmakla beraber bu rakamlar1 6nemli 6l¢iide
azaltabilir ve hastalarin sagkalim oraninin artmasinda da 6nemli rol oynar [3, 4].

Histopatolojik inceleme tipta kolorektal kanseri teshisinde en ¢ok kullanilan ydntemdir. Bu yontemde,
kanserli dokular patolog tarafindan mikroskop altinda incelenir. Doku degisikliklerini ve hiicreleri gdzlemleyerek
buna gore teshis konur [5, 6]. Ancak, bu siire¢ profesyonel uzmanlik gerektiren, zaman alici, sikintili ve zorlu bir
stirectir. Bu siiregte, hekimlerin verileri yanlis yorumlamasiyla sonuglanabilir. Bu da dogruluk oranini azaltarak
erken teshise engel olabilir [2, 7].

Kolon kanseri dort evreden olusur. Belirli evrelerde, kolon kanseri hastalarimin hayatta kalma sans1 dnemli
Olglide degisiklik gostermektedir. 18 ile 65 yas arasindaki kisilerde kolon kanseri birinci evrede teshis edilirse,
etkili tedavi ile %94 hayatta kalma gansina sahiptir. Ancak ileri evrelerde hayatta kalma oranlar sirasiyla ikinci
evrede %87, tiglincii evrede %74 ve dordiincii evrede %19'a kadar diigmektedir [8, 9]. Kolon kanseri hastalarinin
hayatta kalma olasilig1 tiim yas gruplarinda ele alindiginda birinci evrede %70 iken dordiincii evrede %13 gibi ¢ok
diistik bir orana diismektedir. Kesin bir kanser tedavisi olmadigindan, erken teshis edilen hastalar, doktorlarin
tedavi plani olusturmak i¢in daha fazla zamani olur ve bu da hastanin hayatta kalma sansini artirir. Erken teshis ve
tedavi, kansere bagli 6liimleri dnlemenin tek yoludur. Ancak, birgok insan, bu 6liimciil hastaliga karsi miicadelede
yetkin teshis merkezlerine erisimden yoksundur, bu da miicadeleyi daha da zorlagtirmasina neden olmaktadir [8,
10].

Kolon kanseri, patolojik goriintiiler kullanilarak Yapay Zeka (Al) teknikleri ile teshis edilme potansiyeline
sahiptir [5]. Al teknikleri ile elde edilen bulgular sayesinde geleneksel yontemlere alternatif olarak goriilmektedir.
Bir hastaligin teshisi hastadan alinan bilgiye bagli olarak bir uzman tarafindan yapilmaktadir. Dijital ortamlarda
tutulan hasta numuneleri Al teknikleri araciligi ile basarili bir sekilde islenerek hastalik tespiti yapilmasi
miimkiindiir. Son donemlerde gelistirilen Derin 6grenme (DL) algoritmalart kullanilarak ¢ok boyutlu
gorintiilerden hastalik teshisi yapilmakta ve video analizi gergeklestirilebilmektedir. Ayrica DL teknikleri,
uzmanlarin is ylikiinii biiyiik 6l¢lide azaltmakla beraber hastalik teshisi daha hizli bir sekilde ger¢eklesebilmektedir
[5, 8].

Histopatolojik goriintiilerden kolon kanseri tespiti i¢in yapilan bu galismada temel katkilarimizin bir 6zeti
asagida verilmistir:

e Kolon kanseri teshisi i¢in EfficientNetBO0, Xception, VGG19, InceptionV3, DenseNet121 ve ResNet101

gibi ESA mimarilerinin performanslari incelenmistir

o EfficientNetB0 ve DVM temelli yeni bir model 6nerilmistir.

o EfficientNetBO mimarisi ile histopatolojik goriintiilerden 6znitelik haritalarinin ¢ikarilmas: saglanmis ve

¢ikarilan 6znitelik haritalart DVM algoritmast ile siniflandirilmustir.

o Onerilen EfficientNetB0 ve DVM temelli model ile EfficientNetB0 mimarisinin performansinda énemli

oranda bir iyilestirme saglanmaistir.

2. Tigili Cahsmalar

Kolon kanseri tespiti i¢in son donemlerde yapilmis bir¢ok ¢alisma bulunmaktadir. Rathore vd. [11] tarafindan
gerceklestirilen ¢alismada, kolon dokularinin &znitelikleri matematiksel olarak modelleyen yeni bir teknik
onerdiler. Makale, normal ve habis kolon orneklerini ayirt etmek igin Hibrit Ozellik Alani Tabanli Kolon
Simiflandirma (HFS-CC) yontemini sundular. 174 kolon biyopsi goriintiisii iizerinde yapilan ¢alismada HFS-CC
teknigi ile %98.07 test dogruluguna ulastilar. Toraman vd. [12] kolon kanseri tespiti i¢in Fourier Doniigiimii
Kizilétesi (FTIR) spektroskopi yontemi kullanarak sinyallerden ¢esitli istatistiksel 6zellikler topladilar. Calisma
kapsaminda 30 kolon kanseri hastasi ve 40 saglikli kisiden kan Ornekleri (plazma) toplanarak FTIR sinyal
Olctimleri gergeklestirilmistir. Her bir FTIR sinyalinden alt1 istatistiksel 6zellik, bes alan orani ve bes yiikseklik
orani olmak {izere toplam 16 Oznitelik elde ettiler. El edilen bu 16 6znitelik, YSA ve DVM ile simiflandirdilar YSA
ile %95.71 dogruluk elde ettiler. Togagar [13], DL tabanli DarkNet19 modeli kullanarak yeni bir model 6nerdi.
DarkNet19 modeli ile elde edilen o6znitelikler Equilibrium ve Manta Ray Foraging optimization algoritmalari
kullanarak 6nemli 6znitelikleri optimize etti. DVM algoritmasi ile optimize edilen 6znitelikler siniflandirarak
%99.69 dogruluk elde etti. Garg vd. [14] ise LC25000 veri setini kullanarak histopatolojik goriintiilerden akciger
ve kolon kanseri tespiti i¢in Onceden egitilmis sekiz ESA (ResNet50, Xception, MobileNet, VGGI6,
InceptionResNetV2, DenseNet169, NASNetMobile ve InceptionV3) mimarisi kullandilar. Sekiz model ile %96
ve %100 arasinda degigen dogruluk elde ettiler. Urban vd. [15] 2000 kisiden aldiklar1 4.088 benzersiz polip igeren
8641 kolonoskopi goriintiisiinii ve ESA teknigini kullandilar. Onerdikleri modeli toplam siiresi bes saat olan 20
kolonoskopi videosu iizerinde test ederek %96 oraninda dogruluga ulastilar.
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Babu vd. [16], kolon kanserinin varligin1 tahmin etmek icin kolon biyopsi gérselleri kullandilar. ilk olarak,
gortintiileri HSV (Hue-Saturation-Value) diizlemine aktardilar. Daha sonra Dual-tree ve double-densite 2-D
dalgacik doniisiimii tekniklerini kullanarak Oznitelik cikardilar. Sonra olarak RF (Random Forest) tabanli
siiflandirma algoritmasi kullanarak ¢ikarilan 6znitelikleri siniflandirdilar ve %85.4 dogruluk elde ettiler. Masud
vd. [17] iyi huylu ve kotii huylu kolon dokularini igeren bir veri kiimesi kullandilar. Kanser tespiti i¢in DIP (Dijital
Goriintii Isleme) ve ESA yontemlerini kullanarak bir siniflandirma gergevesi olusturdular. Onerdikleri cerceve
yontemi ile %96.33 dogrulukla kanser dokularini tespit ettiler. Jiao vd. [18] tarafindan yapilan diger bir ¢aligmada,
goriintiilerden 6znitelik ¢ikarimu igin Gri Diizey Eszamanli Olusum Matrisi (Gray-Level Co-occurrence Matrix,
GLCM), gri tonlama varyanst ve gri tonlama ortalamasi tekniklerini kullandilar. GLCM y6ntemi ile 16 6znitelik,
gri tonlama varyansi ve gri tonlama ortalamasi tekniklerinden birer dznitelik olmak iizere toplam 18 6znitelik
cikardilar. Cikarillan o6znitelikler DVM yontemi ile siniflandirdilar ve 9%96,67 kesinlik (precision), %83,33
hatirlama (recall) ve %89.51 F-measure elde ettiler.

Kolon kanseri tespiti i¢in Tasnim vd. [19] tarafindan yapilan diger bir ¢aligmada, ortalama havuzlama
katmanlar1 ve maksimum havuzlama katmanlarina sahip ESA tabanli yontem ile mevcut MobileNetV2 yontemi
kullanilmistir. ESA modeli ile %97.49 dogruluk elde ederken MobileNetV2 mimarisi ile %99,67 dogruluk elde
ettiler. Qasim vd. [20] tarafindan yapilan diger bir ¢aligmada ESA tabanli bir model 6nerdi. Aym1 zamanda 6nerilen
modelin performansini degerlendirmek i¢in VGG16 mimarisini ayni veri kiimesi iizerinde egittiler. 5000 kolon
adenokarsinomu ve 5000 de iyi huylu kolon olmak iizere toplamda 10000 histopatolojik goriintii igeren veri kiimesi
kullandilar. VGG16 mimarisi ile %96.2 dogruluk elde ederken dnerdikleri model ile %99.6 dogruluk elde ettiler.

“Deneysel Calismalar ve Sonuglar” boliimiinde 6nerilen model ile elde edilen bulgular verilmistir. Elde
edilen bulgular incelendiginde 6nerilen model Kather-5k veri kiimesi ile %99.70 dogruluk, LC25000 veri kiimesi
ile %100 dogruluk ve bu iki veri kiimesinin birlesiminden ise %99.96 oraninda yiiksek bir dogruluk elde edilmistir.
Yukarida verilen benzer ¢aligmalar ile 6nerilen modelin performansi degerlendirildiginde 6nerilen modelin son
derece yiiksek bir basar1 gosterdigi goriilmektedir. Onerilen modelin yiiksek bir performans sergilemesi ise temel
yapisini olusturan EfficientNetBO mimarisi ile elde edilen dnemli Oznitelik haritalarindan kaynaklandigini
soyleyebiliriz. Ayrica literatiirde Oznitelik haritalarinin ¢ikarilmasinin 6nemi ¢alisma [21] ve [22]’de agikca
verilmistir.

3. Materyal

Bu ¢aligmada kolon kanseri tespiti igin Kather-5k [23, 24] ve LC25000 [25] olmak iizere iki farkli veri kiimesi
kullanildi. Kather-5k veri kiimesi, Timdr (timor epiteli), Stroma (tiimor stromast), Kompleks (tek bagisiklik
hiicreleri ve/veya tek tiimor hiicreleri igeren kompleks stroma), Lympho (bagisiklik hiicresi konglomeralari),
Debris (nekrozu, kanamay1 ve mukusu kucaklayan enkaz), Mucosa (mukozal bezler), Adipose (yag dokusu) ve
Bos (arka plan) olmak iizere sekiz sinifa ait histopatolojik goriintiileri igermektedir. Her bir sinifta 625 olmak tizere
toplamda 5000 goriintii bulunmakta ve goriintiiler 150x150 ¢oziiniirlikktedir.

LC25000 veri kiimesinde kolon goriintiisii olarak 5000 goriintii kolon iyi huylu doku (Colon Benign Tissue)
ve 5000 kolon adenokarsinomu (Colon Adenocarcinoma) goriintiisii bulunmaktadir. Herkesin erisimine agik olan
Kather-5k veri kiimesine “https://zenodo.org/record/53169¢ baglantisindan ve LC25000 veri kiimesine ise
“https://124.im/6t2a” baglantis1 kullanilarak erigim saglanabilir. Veri kiimeleri ile ilgi detayli bilgi ayrica Tablo
1’de sunulmus olup 6rnek goriintiiler Sekil 1’de gosterilmistir.

Tablo 1. Kather-5k ve LC25000 veri kiimeleri 6zellikleri

Veri kiimesi Kanser Tiirii Tamm Goriintii sayis1  Goriintii Boyutu
Timor Timor epiteli 625 150x150
Stroma Timor stromasi 625 150x150

Tek bagisiklik hiicreleri ve/veya tek timor

Kompleks - L 625 150x150
hiicreleri igeren kompleks stroma
Kather-5k Lympho Bagisiklik hiicresi konglomeralart 625 150x150
Debris Nekrozu, kanamay1 ve mukusu kucaklayan enkaz 625 150x150
Mucosa Mukozal bezler 625 150x150
Adipose Yag dokusu 625 150x150
Bos Arka plan 625 150x150
LC25000 Kolon_aca Kolon fid_enokarsinomu 5000 768x768
Kolon_n Kolon iyi huylu doku 5000 768X768
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LC25000 Kather-5k

Kolon_aca Kolon

Tiimér Stroma  Kompleks Lympho Debri Mucosa Adipose Bos

Sekil 1 Kather Sk ve LC25000 veri kumelermde bulunan siniflara gore ornek goriintiiler
4. Metot

Bu c¢alismada kolon kanseri tespiti icin DL’ nin alt dali olan ESA ve DVM tabanli bir yontem Onerilmistir.
DL mimarileri, ham girdi verilerinden istenilen bilgiyi elde etmek amaciyla derin bir ag yapisina sahip temsili
ogrenme algoritmalaridir. DL, bir biri ile baglantili katmanlardan olusur ve veriler katmanlar araciligiyla islenir.
Katmanlardan elde edilen 6znitelikler bir sonraki katmana aktarilarak daha detayli incelenmesi saglanir [26, 27].

ESA, ¢ok katmanli derin ag mimarisine sahip ve dogal gorsel algilama mekanizmasindan ilham alan DL
yontemlerinin bir alt dalidir. ESA mimarileri, goriintii isleme, DNA igleme ve oriintii tanima gibi bir¢ok alanda
uygulanan en etkili DL mimarilerinden biri olarak goriilmektedir [28, 29]. ESA mimarileri, evrisim katmani,
havuzlama katmani ve birbiri ile baglantili katmanlar olmak iizere genellikle ii¢ temel kategoriye sahiptirler.
Evrisim katmanlari, evrisim islemi ile giris verisinden anlamli 6znitelik haritalar1 ¢ikarmak i¢in kullanilir.
Havuzlama katmani, veri boyutunu diigiirerek islenmesini hizlandirmak ve gereksiz bilgileri elemek amaciyla
kullanilir. Birbiri ile baglantili katmanlar araciligi ile 6znitelikler vektorel hale getirilerek aktivasyon fonksiyonlari
(sigmoid, softmax ve tanh) yardimi ile tahmin iglemi gergeklestirilir [30, 31]. Literatirde ESA mimarileri
kullanilarak, asfalt catlaklarimin tespiti [32], fiziksel hareketlerden aktivite belirleme [33], yazilim giivenlik
aciklarinin simiflandirilmast [34]; ses, nefes ve Okstiriikten Covid-19 tespiti [35], alzaymur hastaliginin
siniflandirilmast [36], beyin timoril tespiti [37], insan aktivite tiirlerinin tespiti [38], timpanik membran
gorintiilerinin simiflandirilmasi [39] ve beyin kanamasi tespiti [40] gibi bircok alanda basarili bir gekilde
uygulanmuistir.
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r » Kolon_n
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TBK+Relu
TBK+Relu
TBK+Relu
TBK+Relu

‘ TBK+(Sigmoid/Softmax)

On isleme EfiicientNetB0 *

‘ GlobalAveragePooling2D ‘

TBK: Tam Baglantih Katmi-mi
Sekil 2. Onerilen modelin metodolojisi.

4.1. Onerilen metot

Kolon kanseri tespiti i¢in yapilan bu ¢alismada EfficientNetBO mimarisini ve DVM algoritmasini temel alan
bir model nerilmistir. Onerilen modelin metodolojisi Sekil 2’de sunulmustur. Onerilen model giris, 6n isleme,
Oznitelik ¢ikarimi ve smiflandirma olmak {izere dort asamadan olusmaktadir. Giris asamasinda Kather-5k ve
LC25000 veri kiimelerindeki histopatolojik goriintiiler kullamlmaktadir. On isleme asamasinda goriintiiler
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128x128 boyutuna indirgenerek EfficientNetBO mimarisine girdi olarak verilmektedir. Oznitelik ¢ikarimi
agamasinda girdi gortintiileri sirasiyla EfficientNetB0, GlobalAveragePooling2D ve art arda bes tam baglantili
katmani ile egitilerek 6zniteliklerin ¢ikarimi saglanmustir. Daha sonra dordiincii tam baglantili katmandan (64)
elde edilen 6znitelikler DVM algoritmasi kullanilarak simiflandirma islemi gergeklestirilmektedir. Oznitelikler
dordiincii tam baglantil katmanda (64) dzetlendigi icin bu katman secilmistir. Tk dort tam baglantili katmandan
sonra Relu aktivasyon fonksiyonu kullanilmistir. Son tam baglantili katmandan sonra iki sinifli veri kiimesinin
(LC25000) egitimi igin aktivasyon fonksiyonu olarak Sigmoid, ¢ok sinifli veri kiimesinin (Kather-5k) egitimi igin
Softmax aktivasyon fonksiyonu kullanilmugtir. Tlk dort tam baglantili katmanlarda néron sayis1 512, 256, 128 ve
64 olarak belirlenmistir. Son tam baglantili katmanda néron sayis1 veri kiimesindeki sinif sayisina bagli olarak 1,
8 ya da 10 olarak ayarlanmistir.

4.1.1. EfficientNetB0O mimarisi

EfficientNet mimarisi Tan ve Le [41] tarafindan 2019 yilinda 6nerilmistir. EfcientNet ailesi, ESA modellerini
gelistirmek icin basit ve oldukea etkili bir dlgeklendirme katsayiy1 temel alir. Olgeklendirme katsayis1 genislik,
derinlik ve ¢oziiniirlitk gibi ag boyutlarini dengeleyerek agin verimli bir sekilde ¢aligmasini saglar. Uygulamada,
tek tek boyutlart dlgeklendirmek model performansini artirirken, agin tiim boyutlarin1 mevcut kaynaklara gore
dengelemek, genel performansi etkili bir sekilde artirir. EfficientNetB0 mimarisi MBConv bloklarimi kullanir. Bu
mimaride giris verisine ilk olarak bir evrisim islemi uygulanir. Daha sonra bir MBConv1 blogu ve 15 MBconv6
bloga tabi tutulmaktadir. Bloklarda Swish aktivasyon fonksiyonu kullanilmaktadir. Ayrica mimarinin
performansinin iyilestirilmesine katki saglamak amaciyla MBConv bloklarina kiigiiltme ve genisletme (Squeeze-
and-Excitation, SE) dikkat modiilii dahil edilmistir [42]. Sekil 3’ te EfficientNetBO mimarisinin temel yapisi
verilmigtir.

SE(R=4)
-
Conv(1x1,8B,1)

L) x(ws)xB ¥
MBConv6, 3 x 3 >
— A
MBConvé, 3 x 3 K: Kernel boyutu :

M: Girig 6zellik haritalan
Batch Normalization

MBConv6, 3 x 3 B: Cikig ozellik haritalari
S: Adim sayisi e T

—_— R:SEazaltmaorami = = = = Sl e :

MBConé, 5 x §

MBConv6, 1 x 1

Sekil 3. EfficientNetBO mimarisi: 1) MBConv1 ve 2) MBConv6 bloklarin temel yapisin1 gostermektedir [43].
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4.1.2. DVM

DVM, smiflandirma ve regresyon problemlerinde kullanilan denetimli 6grenme modelidir. DVM, temel
olarak dogrusal veriler i¢in kullanilir. Ancak DVM dogrusal olmayan verileri, ¢ekirdek islevi araciligi ile dogrusal
0zellik uzayina tastyarak dogrusal olmayan problemlerde kullanilabilme yetenegine sahiptir. Cekirdek fonksiyonu
aracilig1 ile n-boyutlu dogrusal olmayan veriler, m-boyutlu yeni bir uzayda (m>n) dogrusal olarak ayarlanir. Daha
sonra veriler iki sinifa ayirmak i¢in hiper diizlemler kullanilir. Smiflandirma islemi i¢in en yiiksek sinira sahip
lineer fonksiyonu bulunmasi amaglanir. N lineer olarak ayrilabilen veri kiimesini ({(x1, 1), ..., (Xp, Y0) }) g6z
oniinde bulundurdugumuzda en yiiksek simir siniflandirict f(x) = sgn(w.x + b) fonksiyonu ile bulunur. Burada
w ve b iki sinifa gore sinirt maksimum eden parametreler gostermektedir. DVM, lineer olan veri kiimelerini
Denklem 1°deki gibi bir siiflandirici olugturmay1 amaglar [44-47].
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f() = sgn (Z @iy (xe. ) + b)) ®

i=1

Burada a maksimum s siniflandiricisini bulmak i¢in kullanilan parametredir. Matematiksel bir islev olan sgn
fonksiyonu, sonu¢ degerinin pozitif, negatif veya sifir oldugunu bulmak i¢in kullanilmaktadir. a degeri genel
olarak sifirdir. Sifir olmayan «a degerleri giiglii destek vektorleri olarak tanimlanir ve siniflandirmada karar
fonksiyonuna dnemli oranda katki saglar.

Dogrusal olmayan veri kiimelerinde kullanilan karar fonksiyonu ise asagidaki gibi tanimlanmuistir:

fG) = sgn (Z @iy K e ) + b)) @

i=1

Burada K, dogrusal olmayan verileri dogrusal bir uzayda tanimlamak i¢in kullanilan ¢ekirdek fonksiyondur.
Cekirdek fonksiyonlari olarak, dogrusal, polinom, radyal temel fonksiyon ve hiperbolik tanjant fonksiyonlari
kullanilir.

5. Performans Degerlendirme Metrikleri

Mimarilerin performansini degerlendirmek {izere dogruluk (accuracy), kesinlik (precision), duyarlilik
(recall), f1-Score, G-ortalama, 6zgiilliik (specificity), AUC metrikleri ve karmasiklik matrisi kullanilmistir. Bu
metrikler matematiksel olarak asagida verilmistir:

Dogruluk = % * 100 ©)
Kesinlik = —""—*100 ()
Duyarlilik = —2—* 100 (5)
F1L— Score - SAeicbte o ©
Ozgillik=—""—* 100 )
G — Ortalama = \/Duyarllllk x Ozgiilliik x 100* 100 (8)

Burada, DP dogru pozitifleri, DN dogru negatifleri, YP yanlis pozitifleri, YN yanlis negatifleri ifade
etmektedir. AUC ise bir olasilik egrisi olan ROC’ un altinda kalan alandir. ROC egrisinde Y ekseninde TPR
(Gergek Pozitif Orani) ve X ekseninde FPR(Yanlis Pozitif Oran) bulunur. Egrinin altindaki alan (AUC) artik¢a
(1’e yaklastik¢a) modelin performansinin arttigini gosterir [3, 48-51].

_ pp

TR o ©)
_ Yp

FPR=Gn (10)

Karmagiklik matrisi, bir siniflandiricida gergek ve tahmin edilen siniflar hakkinda bilgi verir [52].
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6. Deneysel Calismalar ve Sonuclari

Kolon kanseri tespiti i¢in yapilan bu ¢aligmada EfficientNetBO ve DVM tabanli bir yontem Onerilmistir.
EfficientNetBO mimarisi ile 6nemli &znitelik haritalari ¢ikarildiktan sonra elde edilen O6znitelikler DVM
algoritmas1 siniflandirilmast saglanmustir. Ayrica Onerilen modelin performansini degerlendirmek amaciyla
EfficientNetB0O, Xception, VGG19, InceptionV3, DenseNet121 ve ResNetl01 gibi ESA mimarileri ile
kiyaslanmistir. Deneysel uygulamalarda veri kiimesi olarak Kather-5k ve LC25000 veri kiimeleri kullanilmistir.
Kolon kanseri tespiti icin iic uygulama gerceklestirilmistir. {lk uygulamada Kather-5k, ikinci uygulamada
LC25000 ve tiglincii uygulamada her iki veri kiimesi birlestirilerek deneysel c¢aligmalar gergeklestirilmistir.
Uygulamalar i¢in veri kiimelerin %801 egitim ve %20’si ise test i¢in ayrilmustir. Egitim ve test veri kiimelerinin
smiflara gore verilerin dagilimi detayli olarak Tablo 2’de sunulmustur. Tiim mimarilere ayni hiperparametreler
verilerek egitilmistir. Egitim i¢in parca boyutu (batch size) 128 ve epok (epoch) degeri 50 olarak ayarlanmistir.
Optimizasyon algoritmasi i¢cin Adam (Ir = 0.001) optimizasyon algoritmasi kullanilmistir. Maliyet fonksiyonu
olarak ikinci uygulama i¢in Binary Crossentropy; birinci ve iiglincii uygulamalar i¢in ise Categorical Crossentropy
kullanilarak modellerin egitimi gergeklestirilmistir.

Tablo 2. Deneysel galigmalarda kullanilan veri kiimelerin egitim ve test i¢in goriintii sayilarin
siniflara gore dagilima.

Uygulama Veri Kiimesi Kanser Tiirii Egitim Test Toplam
Timor 511 114 625
Stroma 525 100 625
Kompleks 498 127 625
Lympho 488 137 625
! Kather-k Debris 500 125 625
Mucosa 495 130 625
Adipose 495 130 625
Bos 491 134 625
Kolon_aca 3990 1010 5000
2 LC25000 Kolon_n 4010 990 5000
Timor 501 124 625
Stroma 511 114 625
Kompleks 491 134 625
Lympho 489 136 625
3 Kather-5k+ Debris 502 123 625
LC25000 Mucosa 499 126 625
Adipose 494 131 625
Bos 497 128 625
Kolon_aca 4013 987 5000
Kolon_n 4014 986 5000

Kather-5k veri kiimesi kullanilarak gerceklestirilen ilk uygulamanin test sonuglar1 Tablo 3’te sunulmustur.
Ayn1 zamanda bu uygulama igin 6nerilen modelin siniflandirma basarist gosteren karmasiklik matris sonuglart
Sekil 4 (a)’da verilmistir.

Tablo 3. Kather-5k veri kiimesi kullanilarak modellerin test sonuglari

Metot Dogruluk  Kesinlik Duyarhhk F1-Score G-ortalama Ozgiillik AUC
EfficientNetBO 95.90 96.00 96.00 96.00 95.69 96.25 97.64
Xception 94.00 94.00 93.00 93.00 92.75 82.81 96.21
VGG19 79.10 80.00 79.00 79.00 77.87 71.66 87.84
InceptionV3 91.20 91.00 91.00 91.00 90.37 85.62 94.77
DenseNet121 94.00 95.00 94.00 94.00 93.52 88.37 96.42
ResNet101 92.80 93.00 93.00 92.00 92.29 91.31 95.77
Onerilen Model 99.70 100.00 100.00 100.00 99.71 100.00  99.83

Tablo 3’teki sonuglar incelendiginde 6nerilen model %99.70 dogruluk, %100 kesinlik, %100 duyarlilik,
%100 F1-Score, %99.71 G-ortalama, %100 ozgiillik ve %99.83 AUC ile en yiiksek performansi gosterdigi
goriilmektedir. Ayni zamanda Onerilen modelin EfficientNetBO mimarisinin basarinda farkli metriklerde %2.12
ile %4.02 arasinda bir artis sagladigini soyleyebiliriz. Sekil 4(a)’da ilk uygulama icin onerilen modelin
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karmagiklik matris sonuglar incelendiginde sadece iki Adipose sinifina ait goriintiiniin yanhs tahmin ettigi, ancak
diger tiim siniflar1 dogru tahmin ettigi gorilmektedir.

Tablo 4. LC25000 veri kiimesindeki kolon goriintiileri kullanilarak modellerin test sonuglari

Metot Dogruluk  Kesinlik Duyarhhk F1-Score G-ortalama Ozgiillik AUC
EfficientNetBO 100.00 100.00 100.00 100.00 100.00 100.00 100.00
Xception 100.00 100.00 100.00 100.00 100.00 100.00 100.00
VGG19 99.95 100.00 100.00 100.00 99.95 99.95 99.95
InceptionV3 100.00 100.00 100.00 100.00 100.00 100.00 100.00
DenseNet121 100.00 100.00 100.00 100.00 100.00 100.00 100.00
ResNet101 100.00 100.00 100.00 100.00 100.00 100.00 100.00
Onerilen Model 100.00 100.00 100.00 100.00 100.00 100.00 100.00

Ikinci deneysel galismada LC25000 veri kiimesindeki kolon kanseri goriintiileri kullanilarak kanser tespiti
gerceklestirilmistir. Bu caligma i¢in modellerin test veri kiimesine gore basarilart Tablo 4’te verilmistir. Tablo
4’teki sonuglar incelendiginde VGGI19 hari¢ diger modellerin tiim metriklerde %100.00 basar1 gosterdigi
goriilmektedir. Biitiin modellerin yiiksek performans gdstermesi kullanilan veri kiimesindeki goriintiilerden
kaynaklandigini soyleyebiliriz.

Tablo 5. Kather-5k ve LC25000 veri kiimeleri kullanilarak modellerin test sonuglari

Metot Dogruluk Kesinlik Duyarhhk F1-Score G-ortalama Ozgiillik AUC
EfficientNetBO 97.87 95.00 95.00 95.00 94.87 94.48 97.40
Xception 97.70 95.00 95.00 95.00 94.69 91.37 97.28
VGG19 94.03 87.00 86.00 86.00 85.58 80.20 92.78
InceptionV3 96.30 92.00 91.00 91.00 90.67 81.59 95.40
DenseNet121 97.73 95.00 95.00 95.00 94.29 94.44 97.25
ResNet101 96.13 91.00 91.00 91.00 90.54 80.84 95.41
Onerilen Model 99.96 100.00 100.00 100.00 99.92 100.00  99.96

Tiimor

Tiimir
Stroma

Stroma
Kompleks

Kompleks

Lympho

Lympho
Debris

Gergek Degerler

Debris

Gergek Degerler

Mucosa

Adipose

Bos

Bog

Debris+

Kolon_n

Lympho
Adipose+

Stroma
Kompleks+

=
=

Kolon n=

Tahmin Edilen Degerler

Kolon_aca.

Tahmin Edilen Degerler
@ (b)
Sekil 4. Onerilen modelin test veri kiimelerine gére karmasiklik matris sonuclari: () Kather-5k veri kiimesi igin,
(b) Kather-5k ve LC25000 veri kiimeleri igin.

Kolon kanseri tespiti i¢in gergeklestirilen ig¢lincii calismada Kather-Sk ve LC25000 veri kiimeleri
birlestirilerek modellerin performanslar1 degerlendirilmistir. Elde edilen bulgular Tablo 5°te sunulmustur. Bu
uygulamada modellerin farkli goriintiiler karsisindaki bagarilari test edilmesi amaclanmistir. Tablo 5’teki sonuglar
incelendiginde Onerilen model dogruluk ve AUC metriklerine gore %99.96, kesinlik, duyarlilik, F1-Score ve
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ozgiillik metriklerine gore %100 ve G-ortalama metrigine gore %99.92 basari ile en yiiksek performansi
sergiledigi goriilmektedir. Ayrica dnerilen modelin, EfficientNetB0O mimarisinin basarisinda farkli metriklere gore
%2.09 ile %5.52 arasinda bir iyilestirme yaptigini sdyleyebiliriz.

Ugiincii ¢alismada o6nerilen modelin Kather-5k ve LC25000 veri kiimelerindeki goriintiilerine gore
karmagiklik matris sonuglart Sekil 4 (b)’de sunulmustur. Elde edilen bulgular incelendiginde 6nerilen modelin
sadece Adipose sinifindaki goriintillerden bir adet goriintiiylii yanlis tahmin ettigi, diger dokuz siniftaki
goriintiilerin ise hepsinin dogru tahmin ettigini sdyleyebiliriz. Uciincii ¢alismada elde edilen bulgular
incelendiginde onerilen model, birinci uygulamadaki (Tablo 3) sonuglardan daha yiiksek bir basarim sergiledigi
goriilmektedir. Bununda artan veri sayisi ile 6nerilen modelin daha kararli bir yap1 gosterdigini sdyleyebiliriz.

Sonuclar genel bir sekilde ele alindiginda EfficientNetBO mimarisinin diger ESA mimarilerine gére daha
yiiksek bir performans sergiledigi goriilmektedir. EfficientNetBO tabanli 6nerilen modelin ise EfficientNetB0
mimarisinin basarisinda %5.52° ye varan bir artis saglayarak daha yiiksek performans sergilemistir.
EfficientNetB0 ve DVM tabanli 6nerilen modelin EfficientNetBO modeline gore daha kompleks bir yapiya sahip
olmasi hesaplama maliyetini artirmakta ve bu da onerilen model i¢in bir dezavantaj olarak goriilebilir. Ancak
giiniimiiz teknolojisi (GPU ekran kartlar1 kullanilarak) ile boyle bir problemin iistesinden gelinebilmektedir.

7. Tartisma

Kolon kanseri, milyonlarca insanin §liimiine neden oldugu en 6liimciil kanser tiirleri arasinda goriilmektedir.
Bu hastaligin erken teshisi hastalarin hayatta kalma sansini artirmaktadir. Belirli yas (18-65) gruplarinda ilk evrede
teshis edildiginde, hastanin hayatta kalma sans1 %94’lerde iken son evrelerde bu oran %19’lara kadar distiigi
goriilmiistiir. Son donemlerde DL alaninda gelisen ilerlemeler sayesinde kanser teshisinde hizli ve dogru kararlar
alimmas1 miimkiin hale gelmistir.

Bu ¢alismada kolon kanseri tespiti igin farkli deneysel ¢aligmalar yapilmistir. Yeni bir model 6nerilmis ve
mevcut ESA modelleri ile performans degerlendirilmesi gerceklestirilmistir. Yapilan deneysel galigmalarda
onerilen modelin mevcut ESA modellerine kiyasla iistiinliigii agik¢a goriilmiistiir. Ayrica Literatiirde bizimle aym
Kather-5k veri kiimesini kullanan bazi ¢aligmalarin sonuglar1 Tablo 6° da verilmistir. Calisma [53]” da toplu derin
sinir aglart (DNN) mimarisi kullamlarak %92.83, [54] de yapay sinir aglar1 kullanmlarak %95.30; [4, 55] ve
[56]’de farkli ESA teknikleri kullanilarak sirasiyla %98.83, %94.86 ve %94.16 elde edilmistir. Ancak 6nerilen
model ile %99.70 dogruluk ile en yiiksek basarim saglandigi goriilmektedir.

Tablo 6. Literatiirde Kather-5k veri kiimesini kullanan bazi ¢aligmalarin sonuglar

Calisma Yil Yontem Dogruluk (%)
Ghosh vd. [53] 2021 DNN 92.83
Trivizakis vd. [54] 2021 YSA 95.30
Tsai vd. [55] 2021 ESA 94.86
Paladini vd. [56] 2021 Toplu ESA 94.16
Dabass vd. [4] 2022 ESA ve Dikkat modiilii 98.83
Onerilen Model 2023 EfficientNetBO ve DVM 99.70

8. Sonug¢

Kolon kanseri tespiti i¢in yapilan bu ¢alismada EfficientNetBO ve DVM tabanli bir yontem Onerilmistir.
Onerilen modelin performansi, farkli ESA mimarileriyle karsilastirilarak degerlendirilmistir. Iki farkl veri kiimesi
(Kather-5k ve LC25000) kullanilarak yapilan deneylerde, 6nerilen modelin diger mimarilere kiyasla daha yiiksek
dogruluk, kesinlik, duyarlilik, F1-Score, G-ortalama, 6zgiillik ve AUC degerlerine sahip oldugu goriilmiistiir.
Onerilen model Kather-5 veri kiimesinde dogruluk, kesinlik, duyarlilik, F1-Score, G-ortalama, &zgiilliik ve AUC
metriklerine gore sirastyla %99.70, %100, %100, %100, %99.71, %100 ve %99.83 basar1 elde etmistir. LC25000
veri kiimesiyle yapilan ¢aligmada ise Onerilen model tiim metriklerde %100 basar1 saglamistir. Her iki veri
kiimesini de igeren uygulamada, dnerilen model %99.96 dogruluk, %100 kesinlik, %100 duyarlilik, %100 F1-
Score, %99.92 G-ortalama, %100 6zgilliik ve %99.96 AUC oram ile diger mimarilere kiyasla daha yiiksek
performans sergilemistir. Ayni zamanda 6nerilen model EfficientNetBO mimarisinin basarisinda %5.52’ye varan
performans artig1 saglamstir.

Gelecek galigmalarda kolon kanserinin erken teshisi i¢in evrelere gore simflandirilmis veri kiimeleri ile
calisilmas1 amaglanmaktadir. Ayrica yiiksek performans sergileyen, giivenilir ve uygulanabilir yeni ESA tabanli
modellerin gelistirilmesi hedeflenmektedir.
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