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Ozetce— Borsa endeksleri, genel ekonomik performansi yansittiklari icin yatirimeilar tarafindan yatirim kararlari
alirken onemli bir referans olarak kullanilirlar. Ayrica, portfdy yonetim sirketlerinin endeksleri replike eden
yatirnm fonlari, hisse senetleri gibi ger¢ek zamanli olarak alinip satilabilir. Bu nedenle, borsa endeksinin
gelecekteki yoniinii tahmin etmek, yatirimeilar icin kritik bir éneme sahiptir. Bu calismada, Borsa Istanbul 100
(BIST100) endeksinin yon tahmininde derin 6grenme tabanli bir gériintii stniflandirma yaklasinm énerilmistir. ik
olarak, giinliik BIST100 endeks degerleri bir sonraki giiniin endeks degeri ile karsilastirilarak yukar1 ve asagi
seklinde etiketlendi. Etiketlenen veriler daha sonra teknik analiz gostergeleri kullanilarak grafik goriintiilerine
doniistiiriildii. Tahmin modeli igin, 6n-egitimli evrisimsel sinir agi (CNN) modelleri olan AlexNet, GoogleNet
ve ResNet-50, problemle uyumlu hale getirilmek iizere ince ayarlandi. Egitim digt birakilan ti¢ yillik donem
boyunca ince-ayarlama yapilmis AlexNet, GoogLeNet ve ResNet-50 modelleri sirasiyla %54,22, %53,01 ve
%54,62 dogruluk degerleri ile BIST100 endeks yoniinii tahmin edebilmistir. Ayrica, modellerin performansini
degerlendirmek icin Naive karsilastirma yontemi kullanildi. Deneysel sonuglar, ince ayarli her i¢ CNN modelinin
Naive karsilastirma yonteminden daha iyi sonuglar elde ettigini gostermektedir.

Anahtar Kelimeler : BIST100, Finansal zaman serisi analizi, Derin 6grenme, Evrisimsel sinir aglari, Transfer
ogrenme.

Abstract— Stock market indices are used as a significant reference by investors when making investment
decisions, as they reflect the overall economic performance. Additionally, portfolio management companies'
investment funds that replicate indices can be bought and sold in real time, similar to stocks. Therefore, predicting
the future direction of the stock market index is of critical importance for investors. In this study, a deep learning-
based image classification approach is proposed for predicting the direction of the Borsa Istanbul 100 (BIST100)
index. Initially, daily BIST100 index values were labeled as up or down by comparing them with the index value
of the following day. The labeled data was then transformed into graphic images using technical analysis
indicators. For the prediction model, pre-trained Convolutional Neural Network (CNN) models, namely AlexNet,
GoogLeNet, and ResNet-50, were fine-tuned to adapt to the problem. Fine-tuned AlexNet, GooglLeNet, and
ResNet-50 models achieved accuracy values of 54.22%, 53.01%, and 54.62%, respectively, in predicting the
direction of the BIST100 index during the three-year out-of-sample period. Additionally, the Naive comparison
method was used to evaluate the performance of the models. Experimental results indicate that all three fine-tuned
CNN models outperformed the Naive comparison method.

Keywords : BIST100, Financial time series analysis, Deep learning, Convolutional neural networks, Transfer
learning.

1. Giris

Finansal varliklarin fiyatlar1 politik olaylar, haberler, yatirimer psikolojisi gibi ¢ok sayida degiskenden
etkilenmeleri nedeniyle kaotik, dogrusal-olmayan, karmasik bir yapiya sahiptir (Cavalcante ve digerleri, 2016).
Bu durum, finansal zaman serisi tahminini zorlu bir gérev haline getirmektedir. Uzun yillardir aragtirmacilar,
finansal zaman serisi tahmini i¢in geleneksel olarak ekonometrik ve istatistiksel arastirmalar gerceklestirirken son
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yillarda daha ¢ok makine dgrenmesi temelli ¢aligmalar yapmuglardir. Albuquerque ve digerleri (2022) her iki
yaklasimi degerlendirmis ve geleneksel yontemlerin tahmin i¢in uygun olmadigini, 6te yandan, makine 6grenmesi
modellerinin, egitim i¢in kullanilan kullanici taniml hiper-parametrelerdeki kiigiik degisikliklere bile son derece
duyarli oldugu icin oldukca farkli sonuclara yol acabilecegini ve modelin genel tahmin performansini
etkileyebilecegini belirtmiglerdir.

Finansal varliklarin fiyat hareketleri dogrusal olmayan ¢ok degiskenli bir yapiya sahip olduklari i¢in makine
O0grenmesi yontemleri, algoritmik ticaret, yatirim yonetimi, servet yonetimi ve risk ydnetiminde geleneksel
yontemlere gore daha iyi sonuglar vermektedir (Dixon ve digerleri, 2020). Bununla birlikte, geleneksel makine
o0grenmesi yontemlerinde model bagarimi kullanilan 6zniteliklere baglidir. Finansal zaman serisi verileri igin
uygun Oznitelikleri belirlemek ise, neredeyse imkansiz bir gérevdir. Ancak Oznitelik ¢ikarimini ag katmanlari
boyunca kendiliginden gerceklestiren derin 6grenme tekniklerinin kullanilmasi sayesinde bu zorlu goérevi
basarmak daha miimkiin hale gelmistir. Bu sebeple, finansal zaman serisi tahmini i¢in derin 6grenme tabanlt
calismalar 6ne ¢ikmaya baglamis ve son yillarda artan bir ilgiyle devam etmektedir.

Derin 6grenme tabanli finansal zaman serisi tahmini konusunda yaymlanmis derleme makaleler, en ¢ok
kullamlan derin 6grenme modelinin Ozyineli Sinir Aglari (RNN) ve bir varyasyonu olan Uzun Kisa Siireli Bellek
Aglar1 (LSTM) oldugunu ortaya koymaktadir (Durairaj ve Mohan, 2019; Li ve Bastos, 2020; Ozbayoglu ve
digerleri, 2020; Sezer ve digerleri, 2020). Moghar ve Hamiche (2020), gelecekteki borsa degerlerini tahmin etmek
icin RNN ve LSTM kullanarak bir model olusturmay1 amaglamislardir. Yazarlar yaptiklar1 ¢alismada 19/08/2004
ile 19/12/2019 tarihleri arasindaki NKE ve GOOGL hisselerine ait fiyat degisim verileri tizerinde caligarak
onerdikleri yontemle klasik metotlara gore daha basarili sonuglar elde edildigini ortaya koymuslardir. Bukhari ve
digerleri (2020) finansal piyasa tahmini igin Otoregresif Kesirli Entegre Hareketli Ortalama (ARFIMA) ve LSTM
modellerinin bir kombinasyonuna dayanan hibrit ARFIMA-LSTM modelini 6nermislerdir. Bu hibrit model, piyasa
degiskenleri yardimiyla veriden potansiyel bilgileri ¢ikarir ve her iki modelin 6neri kiimesinin kesisimini alarak
tahmin dogrulugu agisindan daha iyi performans elde eder. Yoo ve digerleri (2021) piyasa verilerindeki degisim
noktalarini tahmin etmek i¢in Giiriiltii Giderici Otomatik Kodlayict (DAE) ve LSTM modelini kullanmislardir.
Yazarlar, gesitli sektorlerdeki piyasa verilerini ampirik olarak ele almis, DAE kullanarak veriyi dnemsiz
ozniteliklerden arindirmis ve bu veriyi LSTM modeli ile egitmislerdir. Elde ettikleri sonuglar genel olarak dikkat
¢ekicidir. Bhandari ve digerleri (2022) S&P 500 endeksinin ertesi giin kapanis fiyatim1 tahmin etmek i¢in tek
katmanli ve ¢ok katmanli LSTM modellerini karsilagtirmiglardir. Bu karsilagtirma sonunda tek katmanli
modellerin tahmin yeteneginin daha istiin oldugunu tespit etmislerdir.

Bilgisayarli gorii problemlerinin ¢oziimiinde istiin performans gostermesi nedeniyle Evrisimsel Sinir Aglar
(CNN) en ¢ok kullamlan derin 6grenme modellerinden biridir. CNN modellerinin bilgisayarli gorii
¢aligmalarindaki {istiin performansi dogal dil isleme ve zaman serisi analizi gibi farkli alanlardan aragtirmacilarin
da dikkatini ¢ekmis ve kendi problemlerine adapte etmislerdir (Fawaz ve digerleri, 2019). Finansal zaman serisi
tahmini ¢aligmalarinda CNN modelleri tek baglarina ya da hibrit modellerde ¢6ziimiin bir parcasi olarak
kullanilmiglardir. Ve bu alandaki kullanimlar1 artan bir ilgiyle devam etmektedir. Ozbayoglu ve digerleri (2020)
finansal zaman serisi tahmininde derin 6grenme kullanimini inceledikleri derleme ¢aligsmalarinda, finansal zaman
serisi verilerinin goriintii temsillerinin CNN ile modellenmesinin yenilik¢i bir alan oldugunu belirtmiglerdir.
Khodaee ve digerleri (2022) hisse senedi doniim noktalarinin tahmin edilmesi i¢in LSTM ve CNN modellerini
birlestiren hibrit bir yontem 6nermislerdir. Yazarlar bu hibrit modeli ResNet aginda egiterek daha giiclii hale
getirmis ve Dow-30'da ortalama %60,19 ve ETF'lerde %63,62'lik ortalama dogru tahmin basaris1 géstermislerdir.
Mehtab ve Sen (2022), CNN ve LSTM tabanl derin 6grenme modeli olusturarak bu modeli piyasa verileri iizerinde
test etmis ve ylriitme siiresi, ortalama hata gibi metriklerle performans sonuglarint sunmuslardir. Kiris¢i ve Yolcu
(2022) finansal zaman serisi tahminine y6nelik olarak CNN tabanli model 6nererek bu modeli TAIEX ve FTSE
borsalarinin verileriyle egitmislerdir. Yazarlar, CNN yapisinin, farkli yapay sinir ag1 tiirleri, LSTM, bulanik tabanl
yaklagimlar ve bazi geleneksel yontemlere gore daha basarili oldugunu belirtmislerdir. Gong ve digerleri (2022)
AAPL hisse senedi iizerinde teknik analiz gdstergelerini temel alan ii¢ katmanli bir tahmin modeli olugturmak i¢in
CNN kullanmistir. Bu ii¢ katman; (i) 6z nitelikleri ¢ikaran evrisim katmani, (ii) dogrultulmus lineer birimler
(ReLU) katmamni ve (iii) toplu normallestirme katmanidir. Durairaj ve Mohan (2022), kaos teorisi, CNN ve polinom
regresyon igeren hibrit bir yaklagimla finansal zaman serisi tahmini yapmuglardir. Altuntas ve digerleri (2022) ons
altin fiyat verilerini mum grafikleri ve teknik analiz gostergeleri kullanarak grafik goriintiilere donistiirdiiler.
Alim-satim sinyalleri iiretmek i¢in 6n-egitimli CNN mimarisini ince-ayarlayarak fiyat yon tahmini i¢in kullandilar.
Onerdikleri modelin %53,8 dogruluk ve 3 yillik test donemi igin %48,42 kar ile karsilastirilan diger yatirim
stratejilerinden daha basarili sonuglar {irettigini bildirdiler.

Endeksler borsada islem hacmi ve deger olarak en biiyiik sirketlerin performansini gosteren bir 6l¢ektir. Borsa
Istanbul’un performans1 BIST100 endeksi ile dlgiiliir. Bu nedenle, borsa yatirimcilar tarafindan borsanin genel
durumunu anlamak i¢in kullanilir. Borsa yatirimetlart kendi portfoylerindeki hisse senetleri i¢in alim-satim karari
verirken BIST100 endeksinden yararlanirlar. Her ne kadar endeksler birer finansal enstriiman olmasalar da portfoy
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yonetim sirketlerinin ¢ikarttig1 endeksleri replike eden borsa yatirim fonlar1 vardir. Bu yatirim fonlar1 hisse
senetleri gibi gergek zamanli olarak alinip satilabilmektedir. Ayrica, kaldiracl islemlerde endeks kontratlar1 alinip
satilabilmektedir. Bu ¢alismada, BIST100 endeks yoniiniin tahmini i¢in finansal zaman serisi verilerinin teknik
analiz gostergeleri yardimiyla grafik gortintiilere doniistiiriildiigii ve endeks yon tahmini i¢in ince-ayarlanmig 6n-
egitimli CNN modellerinin kullanildig1 yeni bir yontem 6nerilmistir.

Calismanin geri kalani su sekilde organize edilmistir. Veri seti, veri etiketleme prosediirii, verilerin teknik
analiz gostergeleri yardimiyla grafik goriintiilere doniistiiriilme prosediirii, 6nerilen tahmin modeli Boliim 2°de
verilmistir. Bulgular Boliim 3’de ele alinmigstir. Calismanin genel degerlendirmesine ve gelecek caligmalara Bolim
4’de yer verilmistir.

2. Materyal ve Metot
2.1. Veri Seti

Calisma kapsaminda 01/01/2006 — 31/12/2020 tarihlerini kapsayan 15 yillik giinliik BIST100 endeks verileri
kullanilmistir. Veriler https://finance.yahoo.com kaynagindan elde edilmistir. Veri seti borsanin iglem gordigii
3.761 kayittan olugsmaktadir. Borsa Istanbul 2020 yilinda pay endekslerinin ulastiklart seviyeleri dikkate alarak
fiyat ve getiri endekslerinden iki sifir atilmasina karar verdi (Borsa Istanbul, 2020). Bu nedenle, veri setinin
anlamsal biitiinliigiini korumak igin 27/07/2020 tarihinden 6nceki endeks degerleri 100 ile boliinmiistiir.

01/01/2018 — 31/12/2020 tarihlerini kapsayan 3 yillik veri model performanslarinin dl¢iilmesi amaciyla test
seti olarak ayrilmistir. 01/01/2006 — 31/12/2017 tarihlerini kapsayan 12 yillik veri 4:1 oraninda iki pargaya
boliinerek egitim ve dogrulama i¢in kullanilmigtir. Calismada kullanilan BIST100 endeks verilerine ait degisim
grafigi Sekil 1’de gosterilmistir.
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200 |
< Egitim ve Dogrulama Seti » ' «— Test Seti —»

1 |

01.01.2006 01.01.2018 31.12.2020

Sekil 1. 2006 — 2020 yillarina ait BIST100 endeksi degisim grafigi.

2.2. Verilerin Etiketlenmesi

Calisma kapsaminda BIST100 endeks yon tahmini yapabilmek i¢in veriler Yukar1 ve Asagi olarak
etiketlenmistir. Etiketleme islemi her bir giine ait endeks degerinin kendinden sonraki giiniin endeks degeri ile
karsilagtirilmasi ile yapilmistir. Veriler endeks degerinin bir giin sonra yiikselmesi durumunda Yukari, bir glin
sonra diismesi durumunda ise Asagi olarak etiketlenmistir. Etiketi hesaplanan giine ait endeks degerinin bir sonraki
gliniin endeks degeri ile esit oldugu durumlarda, devam eden giiniin etiketi kullanilmistir. Veri etiketleme asamasi
Denklem (1)’e gore gergeklestirilmistir.

"YUKARI", deger; < deger;,,
etiket, ={ "ASAGI", deger; > deger,,, (1)

etiket,,,, deger; == deger;,

Burada etiket; ve etiketi+1 sirasiyla t’nci ve t+1°nci gliniin etiketini; deger: ve deger sirasiyla t’nci ve t+1°nci
giinlerin BIST100 endeks degerini temsil etmektedir.
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2.3. Finansal Zaman Serisi Verilerinin Goriintii Doniisiimleri

Zaman serisi verilerinin grafik goriintiilere doniistiiriilmesi i¢in endeks degeri ile teknik analiz gostergelerinden
basit hareketli ortalama (SMA) ve Bollinger bantlar1 kullanilmistir. SMA 10, 20, 30, 40 ve 50 giinliik periyotlar
icin hesaplanmistir.

SMA, en ¢ok kullanilan hareketli ortalama (MA) tiirlerinden biridir. En sade ifadeyle, bir finansal varligin
belirlenen donem igerisindeki kapanig fiyatlarinin ortalamasidir (Achelis, 2001). SMA Denklem (2)’ye gore
hesaplanmaktadir.

- deger,
SMA(t,m)zz p— n=t—-m+1 (2)

n

Burada, t SMA hesaplanan t’nci giinii, m ise SMA’nin kag¢ giin i¢in hesaplanacagini gostermektedir. degern
n’nci giine ait endeks degerini temsil etmektedir.

Bollinger bantlari, hareketli ortalamanin iistiine ve altina yerlestirilen volatilite bantlaridir. Orta bant, n
periyotluk hareketli ortalamadir. Ust ve alt bantlar, n periyotluk hareketli ortalamaya, n periyotluk endeks
degerinin standart sapmasinin m katinin sirasiyla eklenip ¢ikarilmasi ile hesaplanir (Achelis, 2001). Bollinger
bantlar1 Denklem (3-5)’e gore hesaplanmaktadir.

Bollingery,.q = MA(n) (3)
Bollingerys; = Bollinger,,tq + m.a(n) (4)
Bollinger,;; = Bollinger,;q — m.a(n) (5)

Burada, n Bollinger bantlariin hesaplanacagi periyot sayisint ve m eklenip ¢ikarilacak standart sapma sayisini
temsil etmektedir. MA(n) n periyotluk hareketli ortalamay1 ve o (n) n periyotluk endeks degerinin standart
sapmasini ifade etmektedir. Farkli periyotlar i¢in farkli m ve n degerleri kullanilarak Bollingler bantlari
hesaplanabilir. Bu ¢alismada Bollinger bantlar1 20 giinliik periyotta SMA i¢in hesaplanmig ve m degeri 2 olarak
kullanilmistir.

Veri setindeki ilk 49 kayit igin 50 giinliik basit hareketli ortalama degeri hesaplanamadigindan ve veri setindeki
son islem giiniine ait kayit etiketlenemediginden bu veriler igin goriintii doniigiimleri yapilmamistir. Goriintii veri
seti 1.957’si Yukari etiketli ve 1.754’{i Asag etiketli olmak iizere toplam 3.711 gériintiiden olugmaktadir. Yukari
etiketli gorlintii verilerinin 1.551°1 egitim ve dogrulama islemleri, 406’s1 test iglemi i¢in kullanilmistir. Asagi
etiketli goriintii verilerinin 1.413°{ egitim ve dogrulama iglemleri, 341’1 test islemi i¢in kullanilmustir.

Teknik analiz gostergeleri kullanilarak elde edilen 675x675 piksel ¢ozliniirlikli grafik goriintiler PNG
formatinda kaydedilmistir. Her bir goriintii 10 giinliik ¢ercevede olusturulmustur. Goriintiiler, en-boy oranlart
muhafaza edilerek, ¢alisma kapsaminda kullanilan 6n-egimli CNN modellerinin giris goriintii boyutlar1 olan
224x224 ve 227x227 piksel ¢oziiniirliige yeniden boyutlandirilmiglardir. Olusturulan goriintii veri setinden drnek
bir goriintli ve teknik analiz gostergeleri i¢in kullanilan renk bilgisi Sekil 2°de gosterilmistir.

. Alt Bollinger bandi
Ust Bollinger band1
50 giinliik SMA
30 giinliik SMA
I 20 giinliik SMA

10 giinliik SMA
. Kapanis fiyati

40 giinlik SMA
Sekil 2. Veri setinden 6rnek bir goriintii
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2.4. Onerilen Model

CNN verideki uzamsal bagimliliklar1 ag katmanlari boyunca kendiliginden 6grenen bir derin 6grenme
mimarisidir. 1D (zaman serisi), 2D (goriintii) veya 3D (video) verilere uygulanabilmektedir (Lecun ve digerleri,
2015). Oncii CNN mimarilerinden AlexNet’in ImageNet yarismasinda elde ettigi basari bilgisayarli gorii
toplulugunun tamamen bu alana yonelmesi ile sonug¢lanmustir (Lecun ve digerleri, 2015). CNN mimarilerine olan
ilgi sadece bilgisayarli gorii toplulugu ile sinirli kalmamistir. Dogal dil isleme ve zaman serisi analizi gibi farkli
alanlardan arastirmacilar da CNN mimarisini kendi problemlerine adapte etmislerdir (Fawaz ve digerleri, 2019).

CNN mimarileri finansal zaman serisi tahmini konusunda tek baglarina ya da hibrit modellerde ¢6ziimiin bir
pargasi olarak kullanilmiglar ve CNN’lerin bu alandaki kullanimi artan bir ilgi ile devam etmektedir (Sezer ve
Ozbayoglu, 2018). Literatiirde finansal zaman serisi tahmininde CNN kullanan g¢alismalar incelendiginde,
kullanilan modellerin diigiik karmagikliga sahip modeller oldugu goriilmektedir. Bu ¢alismada problemin karmagik
dogasi geregi yiiksek karmasikliga sahip modellerin daha iistiin performans gosterebilecegi motivasyonu ile on-
egitimli modellere ve ince-ayarlama yaklasimina dayali bir endeks yon tahmin modeli éneriyoruz. On-egitimli
CNN modelleri kullanmamizin birkag sebebi vardir: (i) On-egitimli CNN modelleri ImageNet yarismasinda 1000
smifli bir problemi istiin performans ile ¢ozmiis olmalarindan dolayi goriintii siniflandirma problemlerinde
basarimlar1 kanitlanmustir. (i) On-egitimli CNN modelleri yiiksek karmasikliga sahiptirler. (iii) On-egitimli CNN
modelleri diigiik miktarda veri ile benzer ancak farkli bir probleme adapte edilebilirler. (iv) Rastgele agirlik
degerleri ile baslanacak sifirdan egitim ile karsilagtirildiginda, 6n-egitimli CNN modelleri problemin ¢éziimiine
daha hizli yakinsarlar.

Calismada kullanilan 6n-egitimli CNN modelleri asagida kisaca tamitilmustir. AlexNet (Krizhevsky ve
digerleri, 2012) 6ncti CNN mimarilerinden biridir. AlexNet, 5 evrigim katmani ve 3 tam baglantili katmandan
olusan basit bir mimariye sahiptir. GoogLeNet (Szegedy ve digerleri, 2015), baslangi¢ aginin bir ¢esidi olan 22
katmanli bir CNN mimarisidir. GoogLeNet mimarisinin en 6nemli 6zelligi baslangi¢ modiiliiniin kullanilmasidir.
Modiil, birden fazla farkli katman arasinda dogrudan baglanti1 saglar. Bu, bilgi islem maliyetini aym seviyede
tutarken ag karmasikligini artirir. ResNet-50 (He ve digerleri, 2016) mimarisi 50 katmandan olusmaktadir. ResNet-
50, mikro mimari modiil yapisiyla diger mimarilerden farklidir. Mimaride bazi katmanlar arasindaki degisim goz
ard1 edilerek alt katmana gegilmesi tercih edilebilir. ResNet mimarisinde bu yapi ile bloklar aras1 gegcis islemlerine
olanak saglanarak performans orani arttirilmistir.

Onerilen tahmin modelinin islem adimlarina ait sézde kod Algoritma 1°de, 6nerilen tahmin modelinin genel
akis semasi1 Sekil 3°te sunulmustur.

Algoritma 1. Onerilen Tahmin Modelinin islem Adimlar1

1. procedure Tiimislemler()

2. Veri Seti Onisleme Asamasi:

3:  27/27/2020 tarihinden 6nceki verileri 100 ile bol

4:  Veriyi egitim, dogrulama ve test setlerine ayir

5. Veri Etiketleme Asamasi:

6:  Kapanis endeks degerlerini kullanarak etiketleri (Yukari|Asagi) hesapla

7 Verinin Goriintii Temsillerinin Olusturulmasi Asamasi:

8:  Teknik analiz (SMA ve Bollinger bantlar1) degerlerini hesapla

9:  Grafik goriintiileri olustur

10: Goriintiileri 227x227 ve 224x224 piksel ¢oziiniirliige boyutlandir

11: Goriintiileri etiket bilgisi ile birlikte ait oldugu sete (egitim, dogrulama, test) kaydet

12:  CNN Modellerinin ince-Ayarlanmasi Asamasi:
13: CNN modellerini ince-ayarla

14: Kiyaslama Asamasi:

15:  ince-ayarlanmis CNN modellerinin siniflandirma sonuglarini al
16: Naive kiyaslama yonteminin siiflandirma sonucunu al

17: Model siniflandirma sonuglarini karsilastir
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Gorintli dontigima Ince-ayarlama prosediirii

............................................................

Teknik analiz
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. ' Egitim ve ' f
N | dogrulama seti ! ]
Endeks verileri P » dog ' !
> Grafik goriintiiniin L > GoogleNet : y Simflandirma
Veri seti : olusturulmast ] ! ] Sonuglari
: Goriintiiniin yeniden ; ' ResNet-50 >
boyutlandiriimasi i ]
-------------------------------- Test seti """-"""""T"-"""
Test seti
» Naive Kiyaslama
Sekil 3. Onerilen tahmin modelinin genel akis semas1
3. Bulgular
3.1. Deneysel Kurulum

BIST100 endeks verilerinin etiketlenmesi, teknik analiz gostergelerinin hesaplanmasi, verilerin goriintii
temsillerinin {iretilmesi ve on-egitimli CNN modellerinin ince-ayarlanma prosediiri MATLAB © (R2020b)
ortaminda gerceklestirilmistir. Calismada kullanilan bilgisayar 2.6 GHz 15 islemci, 512 GB SSD sabit disk, 8 GB
DDR4 sistem bellegi ve 4GB ekran kartina sahiptir.

On-egitimli CNN modellerinin ince-ayarlanmasi igin kullanilan hiper-parametre degerleri su sekilde
ayarlanmigtir: Modellerin son tam bagli katmanlar: 2 ¢ikish tam bagli katman ile degistirildi. Maksimum epoch
sayis1 100, mini batch sayist 32, dgrenme katsayist 102 olarak ayarlandi. Bir epoch 69 egitim adim siirdii.
Dogrulama prosediirii her epochda bir kez galistirildi. Art arda 5 dogrulama prosediirii sonucunda dgrenme
basariminin artmamasi durumunda egitim sonlandirildu.

AlexNet modelinin ince-ayarlama islemi 17 dakika 38 saniye siirdii. Islem 13. epoch sonunda, 897 egitim
adiminda, %51,82 dogruluk orani ile tamamlandi. GoogLeNet modelinin ince-ayarlama islemi 41 dakika 59 saniye
surdi. 1$Iem 11. epoch sonunda, 759 egitim adiminda, %52,09 dogruluk orani ile tamamlandi. ResNet-50
modelinin ince-ayarlama islemi 56 dakika 59 saniye siirdii. islem 6. epoch sonunda, 414 egitim adiminda, %50,20
dogruluk orani ile tamamlandi.

3.2. Simiflandirma Sonuglar:

Caligsma kapsaminda 6nerilen BIST100 endeks yon tahmin modelinin siniflandirma basarimini 6lgmek igin
smiflandirma performans metriklerinden Dogruluk (Acc), Duyarlilik (Sen), Hassasiyet (Pre) ve F-olgiti
kullanilmistir. Bu metrikler karmagsiklik matrisinden tiiretilen Dogru Pozitif (TP), Yanhs Pozitif (FP), Yanlis
Negatif (FN) ve Dogru Negatif (TN) degerleri kullanilarak hesaplanmaktadir. Bu degerler hesaplanirken
smiflardan biri pozitif sinif digeri negatif sinif olarak kabul edilir. Bu ¢alismada Asagi sinifi pozitif sinif ve Yukar
sinift negatif sinif olarak ele alinmistir. Model tarafindan dogru tahmin edilen pozitif 6rneklerin sayis1 TP, dogru
tahmin edilen negatif 6rneklerin sayisi TN, yanlis tahmin edilen pozitif drneklerin sayist FN ve yanlis tahmin
edilen negatif 6rneklerin sayis1 FP degerini verir. Caligmada kullanilan siniflandirma performans metriklerine ait
matematiksel ifadeler asagida verilmistir.

Dogruluk = TP+ TN (6)
TP+ FP+FN+TN

Duyarlilik = TP]-WI—% (7)

Hassasiyet = % (8)

F — olgiiti = 2+ TP (9)

2«TP+FP+FN
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Model performanslarinin karsilastirilmasi icin Naive kiyaslama yontemi kullanilmigtir. Naive kiyaslama
yonteminde t-1. giintin sinif etiketi t. giiniin tahmini olarak atanir (Giindiiz ve digerleri, 2018). Deney sonuglarinda
ele edilen karmagiklik matrisleri Sekil 4’te gosterilmistir. Calisma kapsaminda kullanilan AlexNet, GoogLeNet ve
ResNet-50 CNN modellerinin ve Naive kiyaslama ydnteminin siniflandirma sonuglar1 Tablo 1’de sunulmustur.

GERGEK SINIF DEGERI

ASAGI YUKARI
z . 63 64 49.6%
g ARG 8.4% 8.6% 50.4%
(=]
i
<
@
=z
o
g 278 342 55.2%
W YUKARI
z 37.2% 45.8% 44.8%
=
I
<
-
18.5% 84.2% 54.2%
81.5% 15.8% 45.8%
(a)
GERCEK SINIF DEGERI
ASAGI YUKARI
2 ASAG] 58 68 46.0%
'E 7.8% 9.1% 54.0%
.
=
@
=
=
2 ukar 283 338 54 4%
z 37.9% 45.2% 45 6%
2
I
<
=
17.0% 83.3% 53.0%
83.0% 16.7% 47.0%
(b)
GERGEK SINIF DEGERI
ASAGI YUKARI
I . 160 158 50.3%
g ARG 21.4% 21.2% 49.7%
(=]
B
4
7}
Z
= 181 248 57 8%
; YUKARI 24.2% 33.2% 42 2%
=
I
=
46.9% 61.1% 54.6%
53.1% 38.9% 45.4%
(©)

Sekil 4. AlexNet (a), GoogLeNet (b) ve ResNet-50 (c) modellerine ait karmasiklik matrisleri
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Tablo 1. Modellerin siniflandirma performans degerleri

TP FN FP TN Acc. (%) Sen. Pre. F-olciitii
Naive 162 180 179 227 52.01 0.4737 0.5591 0.4744
AlexNet 63 278 64 342 54.22 0.1848 0.8424 0.2692
GoogLeNet 58 283 68 338 53.01 0.1701 0.8325 0.2484
ResNet-50 160 181 158 248 54.62 0.4692 0.6108 0.4856

4. Sonug¢

Bu c¢aligmada, giinlik BIST100 endeks yoniinii tahmin etmek i¢in 01/01/2006 — 31/12/2020 tarihlerini
kapsayan 15 yillik veri kullanilmistir. Giinliik BIST100 endeks degerleri bir sonraki giiniin endeks degeri ile
karsilagtirilarak Asagi ve Yukari seklinde etiketlenmistir. Her bir giine ait endeks verileri teknik analiz gostergeleri
kullanilarak grafik goriintiilere doniistiirilmiistiir. Boylece, borsa endeks yon tahmini 2-siuiflt goriintii
siniflandirma problemine indirgenmistir. On-egitimli CNN mimarilerinden AlexNet, GoogLeNet ve ResNet-50
modelleri ince-ayarlanarak probleme adapte edilmistir.

Deneysel sonuglar ince-ayarlanmis AlexNet, GoogLeNet, ResNet-50 modellerinin ve Naive kiyaslama
yonteminin sirasiyla %54,22, %53,01, %54,62 ve %52,01 dogruluk degeri ile BIST100 giinliik endeks yoniini
tahmin edebildigini géstermektedir. Dogruluk degeri dikkate alindiginda ince-ayarlanmis her iic CNN modeli
Naive kiyaslama yonteminden daha iyi sonug vermistir. Bununla birlikte ince-ayarlanmis AlexNet ve GoogLeNet
mimarilerinin hassasiyet ve duyarlilik degerleri arasinda bir dengesizlik s6z konusudur. Bu durum, veri setinin
smifsal dagiliminin nispeten dengesiz olmasindan kaynaklanmis olabilir. Modeller f-6l¢iitii performans metrigi
acisindan incelendiginde en kotli sonuglar ince-ayarlanmig AlexNet ve GoogLeNet modellerinden elde edilmistir.
Buna karsin en iyi f-0lgiitii degeri ince-ayarlanmis ResNet-50 modelinden elde edilmistir. Deneysel ¢aligmalar
finansal zaman serisi verileri ile gelecekteki fiyat hareketi arasinda kii¢iik de olsa anlamli bir iliski oldugunu ve
onerilen modelin bu iligkiyi yakalayabildigini gostermektedir.

Gelecek caligmalarda tahmin performansini arttirmak icin topluluk 6grenme yontemleri ve hibrit modeller
probleme adapte edilecektir. Ayrica gelecekte Onerilecek tahmin modellerinin farkli finansal enstriimanlar
tizerindeki basarimlari 6l¢iilecektir.
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