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Özet: Gürültülü ortamlarda ses işaretinin gürültüsüz olarak elde edilmesi oldukça 
önemlidir. Karışım ortamı ve gürültü kaynakları bilinemediğinden dolayı ayrıştırma 
işlemi oldukça zordur. En az iki sinyalin karışımını içeren bir veri kümesinden bu 
karışımı oluşturan her bir kaynağın tahmin edilmesi kör kaynak ayrıştırma olarak 
tanımlanmaktadır. Kör kaynak ayrıştırma yöntemlerinin başarımı, işlem süresi ve 
doğruluğu ile belirlenmektedir Bu çalışmada doğrusal biçimde karışmış olan farklı 
ses işaretleri, Kanonik Korelasyon Analiz tabanlı algoritmaları kullanılarak 
ayrıştırılmıştır. Algoritmaların başarım oranlarıyla birlikte, işlemsel yükleri ile 
orantılı olan işlem süreleri karşılaştırılmış ve ayrıca algoritmaların işlem sürelerini 
düşürmek için Ayrık Dalgacık Dönüşümü yönteminden faydalanılmıştır. Bunlara ek 
olarak farklı veri uzunlukları kullanılarak, veri uzunluğunun algoritma 
performansları üzerindeki etkisi incelenmiştir. 
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Abstract: In noisy environments, it is very important to obtain the sound signal 
without noise. As the mixing environment and noise sources are not known, the 
decomposition process is quite difficult. The estimation of each source constituting 
this mixture from a data set containing a mixture of at least two signals is defined as 
blind source separation. The performance of the blind separation process is 
determined by the processing time and accuracy. In this study, the different audio 
signals which are mixed linearly are decomposed by using Canonical Correlation 
Analysis based algorithms. Along with the performance rates of the algorithms, the 
processing times which are proportional to the calculation cost are compared. In 
addition, Discrete Wavelet Transform was used to reduce the processing times of 
the algorithms. In addition, by using different data lengths, the effect of data length 
on algorithm performance was investigated. 

  
 
1. Giriş 
 
Literatürde ses ayrıştırma için kullanılan pek çok 
algoritma bulunmaktadır. Bu alanda yapılan ilk 
çalışmalar kaynak işaretlerin istatistiksel özelliklerini 
inceliyerek ayrıştırma işlemi yapılmaya çalışılmıştır. 
Fakat bu durum, kaynaklar hakkında bazı varsayım 
yapmayı gerektirmektedir. Bu varsayımlar da kaynak 
işaretlerin istatistiksel olarak bağımsız olmasını 

gerektirmektedir. Çoğu algoritmada, algoritmaların 
işlemsel yükü ile ayrıştırma performansları doğru 
ilişki içerisindedir [1]. Bu çalışmada kullanılan 
Kanonik Korelasyon Analiz (KKA) tabanlı 
algoritmaların işlemsel yükünü azaltmak için Ayrık 
Dalgacık Dönüşümü (ADD) kullanılmıştır. Ses 
ayrıştırma senaryosu olarak herhangi bir ortamda bir 
konuşma sesi ve iki tane farklı ses kaynakları 
eşzamanlı olarak ses çıkarmakta olduğu ve aynı 
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ortamda yerleştirilen üç tane mikrofonun da bu ses ve 
gürültü işaretlerinin ağırlıklı karışımlarını 
kaydetmekte olduğu varsayılmıştır. Buradaki amaç 
sadece kaydedilen mikrofon sinyallerini kullanarak 
insan sesini ve diğer ses kaynaklarını elde etmektir. 
Kullanılan kaynak işaretlerinin ve de bunların nasıl 
karıştıklarını o an tahmin edemediğimizden dolayı 
ayrıştırma kör kaynak ayrıştırma olarak 
tanımlanmaktadır. Bu işlemin literatürdeki en iyi 
örneksel karşılığı kokteyl parti problemi olarak 
tanımlanmaktadır [2]. Karışmış sinyallerden orijinal 
sinyalleri elde etmek için KKA, Çekirdek Kanonik 
Korelasyon Analiz (ÇKKA), Ayrık Dalgacık Dönüşümlü 
(ADD) KKA ve ADD’li ÇKKA algoritmaları 
kullanılmıştır. Bu algoritmaların ayrıştırma 
performanslarını karşılaştırmak için SNR oranları 
hesaplanmış,  algoritmaların çalışma süreleri kayıt 
altına alınarak işlemsel yükleri incelenmiştir.  
 
2.  Materyal ve Metot 
 
Verilen bir veri dizisi içerisinde istatistiksel olarak 
bağımsız sinyalleri bulmak için Bağımsız bileşen 
analizi kullanılmıştır. Bu yöntem ile bağımsız 
bileşenler bilinmeyen bir karıştırma matrisi ile 
karıştırılarak analiz için gözlem verilerini meydana 
getirirler.  
 
Kanonik korelasyon analizinde iki veri kümesi 
arasındaki ilişkiyi analiz etmek için geliştirilmiştir. 
Burada amaç değişken veri kümeleri arasındaki 
maksimum korelasyonu bulmaktır.  
 
Çekirdek kanonik korelasyon analizinde veriler 
yüksek boyutlu öznitelik uzayınına taşınarak veri 
analizi için çeşitli çözümler sunar.   
 
Verilerin zaman-frekans analizinde yüksek frekanslar 
için dar, düşük frekanslar için ise geniş pencere 
boyutlarında incelenmesi için ayrık dalgacık 
dönüşümünden yararlanılır. 
 
2.1. Bağımsız bileşen analizi 
 
Bağımsız bileşen analizi (BBA); çok değişkenli verinin 
istatistiksel özellikleri kullanılarak, bağımsız 
bileşenler oluşturan bir analiz yöntemidir. BBA 
yönteminde bağımsız bileşenler doğrusal veya 
doğrusal olmayan bir biçimde bilinmeyen bir 
karıştırma işleminden geçerek gözlem verilerini 
oluşturdukları varsayılmaktadır [3]. Doğrusal karışım 
için matematiksel gösterim eşitlik (1)’deki gibidir: 
 

𝑥 = 𝐴𝑠  (1) 
 

burada 𝑥  vektörü gözlem verilerini (mikrofon), 𝑠 
vektörü kaynak verilerini, 𝐴  matrisi de karıştırma 
matrisini (ortamın karıştırma etkisi) temsil 
etmektedir. BBA algoritmalarında ayrıştırma işlemini 
basitleştirmek için, 𝐴  matrisi kare kabul edilerek 
kaynak sayısı ile bağımsız bileşen sayısının eşit olması 

sağlanır [4].  BBA algoritmalarının amacı, bilinmeyen 
𝑠  kaynak değerlerinin yaklaşımı olan �̃� değerlerini, 
sadece 𝑥  gözlem vektörünü kullanarak 
kestirilmesidir. Bunun için, bağımsız bileşenler olan 𝑠 
kaynaklarının non-Gaussian dağılıma sahip olduğu 
varsayılır iken, merkezi limit teoreminden dolayı 
gözlem verisi 𝑥 ’in dağılımının Gauss dağılıma daha 
yakın olduğu varsayılmaktadır. BBA algoritması 
birden fazla gaussian dağılıma sahip veri üzerinde 
ayrıştırma performansı iyi değildir, bundan dolayı 
birden fazla Gauss dağılıma sahip veri var ise farklı 
yöntemler uygulanmalıdır. BBA işlemi sonucunda 
bulunan ayrıştırma matrisi ( 𝑊 ); 𝐴  matrisinin tersi 
olduğu varsayılır. 𝑊  matrisini BBA ile bulmak için 
amaç fonksiyonları tanımlanır ve bu amaç 
fonksiyonların optimizasyonu ile 𝑊  elde edilir. Elde 
edilen bu matris kullanılarak kaynak işaretlerinin 
tahmini aşağıdaki gibi hesaplanır: 
 

�̃� = 𝑊𝑥  (2) 
 
Çalışma metni içerisinde denklem yer alacak ise 
bunlar kenarlıklar gizlenmiş tek satırlık bir tablo 
içerisinde iki hücre ile verilmelidir. Sol hücreye 
denklem eklenmeli ve bu hücre ortalı olmalıdır. Sağ 
hücrede ise denklem numarası yer almalı ve bu hücre 
sadece denklem numarasının sığacağı büyüklükte, 
sağa dayalı olmalıdır. Aşağıda denklem örnekleri 
verilmiştir.  
 
2.2. Kanonik korelasyon analizi 
 
KKA iki veya daha fazla değişken kümesi arasındaki 
ilişkileri ve bu değişken kümelerinin doğrusal 
fonksiyonları arasındaki maksimum korelasyonları 
bulmaya çalışarak, veri analizi yapan bir yöntemdir 
[5]. Verilerin doğrusallığı sağlayamadığı durumlar için 
doğrusal olmayan kanonik korelasyon analizi 
geliştirilmiştir [6]. 
 
İki değişken kümesi arsındaki korelasyonda,  𝑋 
değişken kümesi için 𝑝 adet,  𝑌 değişken kümesi için 
ise 𝑞  adet (𝑝 ≤ 𝑞)  değişken olduğunda, bu iki 
kümedeki değişkenlerin doğrusal olarak 
kombinasyonları hesaplanarak bunlar arasındaki 
korelasyon bulanabilir. KKA yöntemi, değişken 
kümelerinin doğrusal bileşenleri olan 𝑈 = 𝑎𝑇𝑋 ve 𝑉 =
𝑏𝑇𝑌  değerleri arasındaki korelasyonu maksimum 
yapacak şekilde 𝑎  ve 𝑏  vektörlerini bulmaya 
çalışmaktadır [7]. Amaç 𝑈  ve 𝑉  birim varyanslı 
değişkenler arasındaki korelasyonu maksimum 
yapacak 𝑎  ve 𝑏  vektörlerinin seçilmesidir. Kanonik 
değişkenler arasındaki korelasyon, yani kanonik 
korelasyon: 
 

𝑝 =
𝐾𝑜𝑣(𝑎𝑇𝑋, 𝑏𝑇𝑌)

√𝑉𝑎𝑟(𝑎𝑇𝑋)𝑉𝑎𝑟(𝑏𝑇𝑌)
=

𝑎𝑇𝐶𝑥𝑦𝑏

√𝑎𝑇𝐶𝑥𝑥𝑎𝑏𝑇𝐶𝑦𝑦𝑏
  (3) 

 
olarak ifade edilir. Her bir doğrusal bileşenin aşağıdaki 
denklemlerdeki gibi birim varyansa sahip oldukları 
varsayılırsa:    
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𝑉𝑎𝑟(𝑈) = 𝑎𝑇𝐶𝑥𝑥𝑎 = 1 (4) 

 
 

𝑉𝑎𝑟(𝑉) = 𝑏𝑇𝐶𝑦𝑦𝑏 = 1  (5) 
 
Varyans değerleri bir olacak¸ şekilde 𝑎  ve 𝑏 
vektörlerinin seçilmesinden dolayı korelasyon 
katsayısı, 𝑈  ve 𝑉  arasındaki kovaryans değerine eşit 
olmaktadır. Burada yapılması gereken bu ifadenin 
maksimum olmasıdır [7].  
 

𝑚𝑎𝑥𝑎,𝑏 𝑎𝑇𝐶𝑥𝑦𝑏 (6) 
 
Bundan dolayı katsayıların maksimizasyon problemi 
olduğu düşünülüp, 𝜆1  ve 𝜆2  Lagrange çarpanları 
olmak üzere Langrange fonksiyonu kullanılarak (6) 
denklemi aşağıdaki gibi şekillendirilir [8].  
 
𝐿 = 𝑎𝑇𝐶𝑥𝑦𝑏 − 0.5𝜆1(𝑎𝑇𝐶𝑥𝑥𝑎 − 1) − 0.5𝜆2(𝑏𝑇𝐶𝑦𝑦𝑏 −

1)                                (7) 
 
Üsteki denklemde 𝑎  ve 𝑏 ’ye göre türev alınarak 
kanonik korelasyon için gerekli olan değerler bulunur.
   
2.3. Çekirdek kanonik korelasyon analizi 
 
Çekirdek gösterimler, doğrusal öğrenme 
makinelerinin hesaplama yeteneğini arttırmak için 
verileri yüksek boyutlu öznitelik uzayına eşleyerek 
alternatif bir çözüm sunan yöntemlerdir.  

     
Şekil 1. Öznitelik eşlemesi  

 
Şekil 1.’de iki boyutlu giriş uzayından iki boyutlu 
öznitelik uzayına bir öznitelik eşleme örneği 
göstermektedir. Bu örnekte veriler doğrusal bir 
fonksiyonla giriş uzayında ayrılamazlarken öznitelik 
uzayında ayrılabilir hale getirlebilmektedirler. 
 
Kernel KKA’de orijinal verinin doğrusal olmayan 
işlevler aracılığıyla bir özellik alanına eşlendiği 
varsayılır. Ardından, özellik alanında doğrusal KKA 
uygulanır. Eğer üzerinde durulan gerçek fonksiyonlar 
sadece sonlu norma sahip olanlarla sınırlandırılırsa, 
ortaya çıkan uzay Hilbert uzayı olarak bilinir [9]. 
Hilbert uzaylarının en temel özelliklerinden birisi, bu 
uzayın herhangi bir elemanı, sayılabilir sayıdaki 
ortonormal fonksiyonların ağırlıklı bir toplamı olarak 
ifade edilebilir olmasıdır [10,11]. Burada kullanılan 
çekirdek, iki girişe karşı düşen öznitelik vektörlerinin 
iç çarpımını gerçekleştirir. 
 

𝐾(𝑥, 𝑧) = 〈∅(𝑥). ∅(𝑧)〉  (8) 
 

𝐾(𝑥, 𝑧) = 〈𝐴𝑥. 𝐴𝑧〉 = 𝑥′𝐴′𝐴𝑧 = 𝑥′𝐵𝑧  (9) 
 
Eğer bu yaklaşım kullanılmak istenirse önce 
karmaşıklaştırılmış öznitelik uzayının oluşturulması, 
sonra bu uzayda iç çarpımın ne olacağı çözülür ve son 
olarak da o değeri orijinal girişler cinsinden 
hesaplamak için direkt bir yöntemin bulunması 
gerekir. Bu yüzden dolaylı öznitelik uzayı tanımlanır 
[12]. Konu hakkında daha detaylı bilgi  [11,12] 
kaynaktan elde edilebilir. 
 
2.4. Ayrık dalgacık dönüşümü 
 
Durağan olmayan sinyallerde Fourier Dönüşümü işaretin 

sadece frekans bileşenlerini gösterdiği için bu işaretlerin 

zaman düzlemindeki davranışı hakkında yeterli bilgi 

vermemektedir. Fakat durağan olmayan sinyallerde 

frekans bileşeni zamanda da değişkenlik göstermektedir. 

Bu nedenle, ayrık dalgacık dönüşümü (ADD) kullanılarak 
sinyalin zaman ve frekanstaki davranışı aynı anda 

gözlemlenebilmektedir. ADD’nin bir diğer faydası ise, 

algoritmaların hesapsal yükünü azaltmasıdır. ADD 

işleminin matematiksel ifadesi aşağıdaki denklemdeki 

gibi ifade edilmektedir:  

 

𝐴𝐷𝐷(𝑚, 𝑛) = 2−𝑚 2⁄ ∫ 𝑓(𝑡) 𝜓(2−𝑚𝑡 − 𝑛)𝑑𝑡  (10) 

 

burada 𝑓(𝑡)  işlenecek sinyali, 𝑚  parametresi 

ölçeklemeyi, 𝑛 parametresi ötelemeyi ve 𝜓(𝑧) ise uygun 

dalgacığı temsil etmektedir. ADD’ de ölçekleme ve 

öteleme değerleri 2 ve 2’nin katlarını örnek alacak şekilde 

seçilir [13,14].  

 

Birçok işaret için, işaretin düşük frekanslı içeriği en 

önemli kısmıdır. Düşük frekans bileşenleri, işaretler için 

genellikle tanınma özelliklerini içerirler ve diğer taraftan 

yüksek frekanslı bileşenler ise işaretin kendisiyle düşük 

frekanslı kısım arasındaki farkı oluştururlar.  Sinyallerin 
düşük frekanslı bileşenlerini incelemek için büyük 

öteleme değerleri, yüksek frekanslı bileşenlerini analiz 

etmek için ise küçük öteleme değerleri kullanılır [15]. 

Sinyalin alçak geçiren (AGS) ve yüksek geçiren (YGS) 

süzgeçlerle katlaması alınarak çıkışlar elde edilir [16]. 

İncelenecek bir 𝑆  işareti Şekil 2.’de görüldüğü gibi 

birbirini tümleyen alçak ve yüksek geçiren filtrelerden 

geçirilerek alçak olarak A ve yüksek olarak D frekanslı 

bileşenlerine ayrıştırılır. Konu hakkında daha detaylı bilgi  

[17] kaynaktan elde edilebilir. 
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Şekil 2. ADD filtre algoritması 
 

2.5. Performans ölçümü 
 
Algoritmaların performans analizleri belirlenirken 

aşağıda formülü verilen işaret/gürültü (SNR) oranından 

yararlanılmıştır [18]. 

 

 

𝑆𝑁𝑅 =
∑ 𝑥2(𝑛)𝑁−1

𝑛=0

∑ (𝑥𝑞(𝑛) − 𝑥(𝑛))2𝑁−1
𝑛=0

  (11) 

  
𝑆𝑁𝑅 𝑑𝐵 = 10. log10(𝑆𝑁𝑅)𝑑𝐵  (12) 

 
3. Bulgular  
 
Yapılan uygulamada piyano, gauss gürültüsü ve insan 
konuşma sesi verilerinin üzerinde çalışma yapılmıştır. 
Bu sinyaller 100’er defa rastgele seçilen karıştırma 
matrisleriyle karıştırıldıktan sonra ÇKKA, KKA ve ADD 
algoritmalarına uygulanmış olup sonuçlar SNR(dB) 
cinsinden kaydedilmiştir.  Performans indeksini 
hesaplarken rastgele karışım oranları başlatılarak 
hesaplanan 100 adet SNR değerleri eşitlik (12)’ye göre 
hesaplanarak ortalamaları alınmıştır. Bu işlemler 
periyodik olarak veri uzunluğu 500, 1000, 5000, 
10000 ve 15000 örnek alınarak tekrarlanmıştır. 
Böylece algoritmaların değişen veri uzunluklarına 
göre performans analizleri de yapılmıştır. 
 
Şekil 3. ’de bu üç sinyale ait 15000 örnek sayısı için 
kaynak sinyalleri gösterilmiştir. 
 

 
Şekil 3. Kaynak sinyaller  
 
Algoritmaların uygulanması sonucunda SNR değerleri 
elde edilmiştir. Her bir kaynak ses işareti için sonuçlar 
ayrı ayrı grafiklerde gösterilmiştir. Şekil 4. ’de Piyano 
sesi için elde edilen algoritmaların SNR oranları 
verilmiştir. Şekil 4. ’de ki sonuçlara bakıldığında veri 
boyutlarının artmasıyla SNR oranının arttığı ve 
algoritmalar arasında veri boyutu düşükken en iyi 
sonucu KKA’nın verdiği gözlenmiştir.  
 

 
Şekil 4. Piyano sesi 
 
Şekil 5. ’de Gauss gürültüsü için algoritma sonuçları 
verilmiştir. Şekilden de görüleceği üzere veri boyutu 
arttıkça tüm algoritmalar aynı SNR oranlarına sahip 
olduğu gözlemlenmiştir. 
 

 
Şekil 5. Gauss gürültüsü 
  
Şekil 6. ’da ise insan sesi için algoritmaların SNR 
oranları verilmiştir. Genel olarak bakıldığında 
ADD+ÇKKA algoritması diğer algoritmalara göre daha 
iyi sonuç vermektedir. Bu yöntem ile ölçüm 
sonuçlarında ortalama olarak ADD’nin ÇKKA’ya göre 
SNR değerlerinde iyileştirme yapılmıştır.   
 

 
Şekil 6. Konuşma sesi işareti 
 
Aşağıda görülen tabloda ise bu algoritmaların çalışma 
süreleri karşılaştırılmıştır. Çalışma süresi aynı 
zamanda algoritmanın işlemsel yükü ile doğrudan 
orantılıdır. KKA algoritmasının diğer algoritmalara 
göre çok hızlı sonuç verdiği gözlemlenmiştir. 
ADD+ÇKKA’da ise çalışma süresinin ÇKKA’ya göre yarı 
yarıya düştüğü ölçülmüştür. ADD algoritmasının süre 
bakımından performansını iyi anlamak için KKA’ya 
uygulanıp çalıştırılmıştır. ADD+KKA algoritmasının 
veri boyutu arttıkça çalışma süresinin de azaldığı 
Tablo 1. ’ de gösterilmiştir.  
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Tablo 1. Algoritmaların çalışma süreleri 

Adım 
Sayısı 

ÇKKA KKA ADD+ÇKKA ADD+KKA 

500 2.61 sn 0.12 sn 3.01 sn 0.18 sn 

1000 4.69 sn 0.13 sn 3.49 sn 0.13 sn 

5000 16.55 sn 0.13 sn 5.73 sn 0.16 sn 

10000 34.81 sn 0.15 sn 11.5 sn 0.17 sn 

15000 63.19 sn 0.18 sn 24.02 sn 0.2 sn 

 
4. Tartışma ve Sonuç 
 
Bu çalışmada ses ayrıştırma algoritması olarak kullanılan 

algoritmaların işlem hacminin ADD algoritması 

kullanılarak düşürülebileceği gösterilmiştir. Yapılan 

çalışmalar sonucunda ADD algoritmasının işlem hacmini 

düşürmenin yanında ses sinyalinin sonuçlarını 

iyileştirdiği gözlemlenmiştir. Piyano ve gauss gürültü için 

ADD algoritma sonuçlarında iyileşme 

gözlemlenmemiştir. Şekil 4., 5. ve 6.’ya bakıldığında, 

hangi sinyal olursa olsun veri boyutunun artırılmasının bu 

sinyallerin SNR oranlarını artırdığı görülmüştür.  
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