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Ozet— Capraz-proje tahmini dzellikle metrik heterojenligi agisindan arastirmacilarin ilgisini gekmekte, bu alanda yeni
yontemlere ihtiya¢ duyulmaktadir. Hata tahmin isleminin farkli projeler tizerinden yiiriitiilmesi gelistiricilere anlaml
bilgiler sunmaktadir. Bu ¢alismada, ¢apraz-proje tahmini i¢in, Kosiniis benzerligine dayali metrik eslestirmesi yapan
CSCDP isimli bir algoritma gelistirilmistir. Yontem 36 farkli veri setinde ii¢ farkli siniflandirici ile test edilmistir. Elde
edilen sonuglara gore ortalama tahmin performansinin yapay sinir aglarinda diger simflandiricilara gére daha yiiksek
oldugu tespit edilmistir. Ayrica, seyreklik analizine dayali olarak segilen egitim veri setlerinin test basarisini olumlu
etkiledigi tespit edilmistir. Son olarak, CSCDP kullanilarak yiiriitiilen ¢apraz-proje tahmininin siniflandirma hatasin
Random Forest algoritmasinda F-skor parametresi ig¢in 0.65 oraninda azalttig1 gdzlemlenmistir.

Anahtar Kelimeler— hata tahmini, kosiniis benzerligi, capraz-proje

Cosine Similarity-based Cross-project Defect Prediction

Abstract— Cross-project defect prediction has been intriguing researchers in terms of metric heterogeneity and new
methods are needed in this field. Performing defect prediction through different projects presents valuable information
for developers. In this work, a metric matching algorithm namely CSCDP is presented for cross-project defect
prediction. The method is then tested on 36 different projects via three classifiers. According to the obtained results,
neural network predictor outperforms the others in terms of mean prediction values. Further, selecting training data sets
using sparsity analysis creates a favorable effect on testing performance. Last, CSCDP was able to reduce classification
error up to 0.65 in Random Forest for F-score.
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1. GIRIS (INTRODUCTION) yazilim hata veri setlerindeki ugrasilar genellikle yazilim
metrikleri lizerinde yogunlagmaktadir.

Yazilim hata tahmini, yogun ¢aba gerektiren bir siirectir

[1]. Yazilim projelerin 6lgeklerinin giderek biiyiimesi,
hata tahmin siirecinin zorlagmasina ve projelerin daha
karmagik hale gelmesine neden olmaktadir. Dolayisiyla
ozellikle veri seti diizeyinde tahmin performansini
attirmaya yonelik yontemler gelistirilmektedir.

Yazilim hata veri setlerinde hatalilik etiketi genelde
true/false veya 0/1 ile temsil edilmektedir. Ancak bazi
projelere ait veri setlerinde hata adetleri hata etiketine
boliimiine kaydedilebilmektedir. Bdyle durumlarda hata
etiketinde yer alan degerler 0’dan farkli olma durumda 1’
e cevrilerek ikili simiflandirma yapilabilmektedir. Fakat

Ayni yazilim projesinin farkli siiriimleri {izerinde hata
tahmini yiiriitiilirken metriklere dayali problemlerle daha
az karsilasilir. Ciinkii ayn1 proje grubunda kullanilan
metrik seti, degisen siirimlerde genellikle hem adet
bakimindan hem de tip bakimindan aynmidir. Bu durum
proje-i¢i tahmin olarak adlandirilmaktadir.

Farkli projelere ait veri setlerinde tahmin yiiriitiilirken
egitim ve test islemlerinin yapildigi metrik grubu
farklidir. Bu tip tahmine heterojen veya ¢apraz-proje hata
tahmini denmektedir [2]. Heterojen hata tahminindeki
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temel problem aym olmayan metrik gruplarindaki
metriklerin eslestirilmesidir.

Istatistiksel analizlerin siklikla kullamldig1 heterojen
tahminde, kaynak ve hedef metriklerin dagilim
benzerliginin 6nemi vurgulanmaktadir [1]. Ogrenmenin
basarisini arttirabilmek i¢in heterojen tahminde transfer
6grenme yontemleri de gelistirilmektedir. Buradaki amag,
birlestirilmis metrik gruplar1 iizerinden tahmin yiiriiterek
heterojenlik problemini ¢6zmektir. Bu sirada degisen
metrik adetlerinde tahmin sonuglar1 yorumlanmaya
caligihir. Ayrica egitim ve test gruplarindaki veri setleri
degistirilerek tahmin performansina etkisi gézlemlenir

[2].

Capraz-proje tahmininde bagvurulan yollardan biri egitim
veri seti secimidir. Veriler dagilim &zelliklerine bakilarak
gruplanip secilir ve boylece tahmin performansi
arttirtlmaya calisilir [3]. Buna ek olarak kiimeleme gibi
bazi denetimsiz 6grenme yaklagimlari ile de uygun egitim
veri seti grubu tespit edilmeye ¢alisilir. Kiimeleme ayni
zamanda  yazilim  metriklerinin  seciminde  de
kullanilmaktadir [5].

Egitim ve test asamasinda kullanilan &zellikler farkl
oldugu i¢in  ¢apraz-proje  tahmininde kullanilan
smiflandiricilarin - performanslar1  ilgili  diger deney
tirlerine gore diistiktiir. Bu problemi ¢6zmek icin birden
fazla siniflandiricinin birlestirilmesiyle olusturulan bilesik
smiflandiricilara bagvurulur [4]. Bu tip siniflandiricilar
her egitim tekrarindaki en iyi smiflandirictya bakarak
ornek etiketlemesi yapar. Bagging, boosting, stacking gibi
tirleri olan bilesik smiflandiricilara giivenmek ¢apraz-
proje tahmini agisindan gegici bir ¢oziimdiir. Nitekim
gelisen yazilim sistemlerinde bilesik smiflandiricilarin
dahi tahmin performansini arttiramamasi olasidir. Ciinkii
yeni metrik gruplarinin  ortaya ¢ikmasi  bilesik
simiflandiricilart  zorlamaktadir. Bunun yerine, metrik
odakli yontemler gelistirmek, c¢apraz-proje tahmini igin
daha tercih edilebilirdir.

Ornek segimi yerine 6zellik segimine dayali yontemlerin
gapraz-proje tahmininde daha etkili oldugu tespit
edilmistir [6,7]. Bu tespit 6zellikle egri altina kalan alan
(AUC) ve F-skor performans parametreleri igin
belirgindir. Ayrica, 6zellik eslestirmenin yaninda yazilim
modiil biyikliiklerini de dikkate almak g¢apraz-proje
tahmini agisindan olumlu etki yapmaktadir [8].

Heterojen tahminde metrik eslestirmesi i¢in optimizasyon
yontemlerine de bagvurulmaktadir. Ornegin Hydra isimli
yontem [9] bilesik siniflandiricilarla beraber genetik
algoritmay1 kullanarak hem uygun metrikleri segebilmis
hem de hata tahmin performansini ilgili veri setlerinde F-
skor acisindan ortalamada 0.544 oraninda arttirabilmistir.

Hata tahmin veri setlerindeki verilerin sayisal olmasi
nedeniyle bu alanda istatistiksel yontemlere siklikla
bagvurulmaktadir. Capraz-proje tahmini agisindan metrik
eslestirmesi i¢in  genellikle oran-tabanli eglestirme
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(PAnalzer), Kolmogorov-Simirnov Testi ve Spearman
korelasyonu kullanmilmustir [1]. Boyle yontemlerde
genellikle Oklid mesafeye dayali bir analiz vardir. Aym
amaca yonelik fiziksel mesafe yerine iki vektor grubunun
yakinlik oranina bakan alternatif yOntemlerden biri
Kosiniis benzerlik yontemidir [10].

Bu c¢aligmada Kosiniis benzerligine dayali c¢apraz-proje
tahmini i¢in CSCDP isimli bir metrik egslestirme
algoritmas1 gelistirilmistir.  Gelistirilen algoritma ile
eslestirilen metrikler sonrasinda C5.0, yapay sinir agi,
Random Forest ve Destek Vektor Makinasi (SVM)
yontemlerine sokularak tahmin sonuglart kaydedilmistir.
F-skor, matthew korelasyon katsayis1 (MCC) ve AUC
performans parametrelerinde sonuglar karsilagtirtlmistir.
CSCDP’nin Kosiniis benzerligini kapsamasinin temel
nedenlerini su sekilde siralayabiliriz:

e Kosiniis
disiiktiir.

e Hata tahmin veri setlerinde sifir degerlerinin
cogunlukla goriilmesi verilerde seyreklige neden
olmaktadir. Diger taraftan Kosinilis benzerligi
seyrek verilerle uyumludur.

e Yapilan c¢alismalarda, hata tahmin verileri
normalizasyon siirecine sokularak belirli sayisal
araliklarda calistirilir. Kosiniis benzerliginde de
biiyiikliilk yerine iki vektor arasindaki agiya
bakilir.

benzerlik yonteminin karmagiklig

Makale su katkilar1 yapmaktadir; 1- Capraz-proje tahmin
basarisint arttiran CSCDP metrik eslestirme yontemi
sunulmustur. 2- Oklid uzaklik yerine vektdrel benzerlige

dayali yontemlerin tercih edilebilir oldugu tespit
edilmigtir. 3- Egitim ve test asamasinda seyreklik
oranlarimin ~ hedef ve  kaynak veri  setlerinin

belirlenmesinde tahmin basarisi agisindan olumlu etki
yaptig1 gozlemlenmistir. 4-Yapay sinir agmin capraz
proje tahmininde diger alternatiflerine gore daha iistiin
oldugu goézlemlenmistir. 5-Seyreklik orami diisiik olan
veri setlerinin egitim veri seti olarak belirlenmesi tahmin
basarisina olumlu etki yapmustir.

Makalenin geri kalanindaki boliimler su sekildedir:
Boliim 2’de capraz-proje tahmini ile ilgili caligmalar
Ozetlenmistir. Bu 6zet 6zellik ve 6rnek se¢imi agisindan
calismalar1 iki bolimde anlatir. Yontemin detaylari,
kullanilan veri setleri, deneysel siniflandiricilar ve
performans parametreleri Bolim  3’te  anlatilmustir.
Deneysel bulgular Boliim 4’te tablolar ve grafiklerle
sunulmaktadir. Sonuglar Boliim 5°te 6zetlenmistir.

2. LITERATUR OZETI (SUMMARY OF LITERATURE)

Literatiirdeki ¢aligmalar 6zellik se¢imi, 6rnek se¢imi ve
O0grenme yontemleri konularinda yogunlasmaktadir. Bu
boliimde, one ¢ikan ilgili calismalar 6zetlenmektedir.

Aynt veri seti grubunda yazilim hata tahmin modellerinin
gelismedigini  ilk ifade eden Zimmermann ve
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arkadaglaridir [11]. Buna ek olarak onlarin ¢alismast,
egitim ve test verilerinin kombinasyonlarinin tasarimi
acisindan yeni bir yol a¢mistir. Baglanti-tabanlt
siiflandirma algoritmasi gelistirilen bir ¢alismada [12],
denetimsiz 6grenme yoOntemlerinin denetimli 6grenme
yontemlerine gore daha yiiksek AUC sonuglari iirettigi
gozlemlenmistir. Buna ek olarak, SC isimli algoritma
alternatiflerine tahmin performans: agisindan istiin
gelmistir. Fakat SC uygun egitim orneklerini {iretmek
yerine tiim veri setini etiketlemede kullanilmstir.

Ryu ve arkadaglari [13] maliyet-hassas bilesik bir
siiflandirict 6nermislerdir. Yontemde, egitim 6rneklerine
agirlik verilerek smif dengesizligi oranma bakilir. Bu
yolla tahmin kesinligi arttirilmaya ¢aligilir. Giivenilirlige
dayali smiflandiricilara da ¢apraz-proje tahmini igin
basvurulmaktadir. Bunlardan birinde, 6rneklerin standart
dagilimindan faydalanilarak naive-Bayes
simiflandiricisinin gelistirilmis bir sirimi  sunulmustur.
Yontem, g-ortalama ag¢isindan temel naive-Bayes
yontemine iistiin gelmistir. Ancak, veri dagilim modelleri
deney sirasinda dikkate alinmamustir [14].

Simif dengesizligi problemini c¢apraz-proje tahmininde
¢Ozebilmek icin cesitli algoritmalar gelistirilmistir. CDE-
SMOTE [15] isimli yontem bunlardan biridir. CDE-
SMOTE, hata veri setlerindeki smif dagilimmi tahmin
ederek sinif dengesizligi problemini hafifletmeye caligir.
Ancak, CDE-SMOTE’un yalnizca siire¢ metriklerinde
denenmesi, statik kod metriklerinde test edilmemesi
gegerlilik i¢in bir tehdittir. Buna ek olarak, yontem metrik
heterojenligini de dikkate almamstir. Herbold ve
arkadaglar1 [16] 24 farkli ¢apraz-proje yOntemini
karsilagtirmiglardir. Sonugta, biiyiikk o6lgekli projelerle
calisiltyorsa performansin g¢apraz-proje yontemine ¢ok
bagli olmadiginm tespit etmislerdir. Bunun yerine, egitim
sathasinda kullanilan 6grenme tipinin daha etkili
oldugunu vurgulamislardir. Ogrenme tipinin arastirildig
bir bagka calismada [17], ¢apraz-proje tahmini i¢in yar1
denetimli bir 6grenme yontemi Onerilmistir. Bu yontem,
alternatif dort yontemi tahmin performans: agisindan
geride birakmugtir. Ancak, 6zellikle son yillarda ¢apraz-
proje tahmininde heterojenlik problemine odaklanildigi
goriilmektedir. Bu baglamda metrik eslestirme galigsmalari
agirliklidir [18].

Herbold ve arkadaglari [19] ¢apraz-proje tahminini
alisilagelmedik bir sekilde ele almiglardir. Egitim
orneklerinden faydalanmak yerine yazilim modiillerinin
biiylikliklerini  kullanarak  tahmin  yiirlitmiislerdir.
Yontemleri zaman agisindan uygulayicilara zaman
kazandirmaktadir. Diger taraftan, egitim Orneklerine
niifuz eden yontemlerin egitim siirecini tamamlamadan
verileri boliimlemesi gerekir. Boyle bir ¢alismada [20],
¢apraz-proje tahmini i¢in kiimeleme tabanli bir dzellik
secim yontemi gelistirilmigtir. Yontem dort farkli rakip
yonteme kesinlik, f-skor ve AUC parametrelerinde {istiin
gelmigtir. Yontem umut verici sonuglar vermesine
ragmen, egitim Orneklerinin se¢imiyle ilgili bir yenilik
getirmemigtir. Porto ve arkadaglart [25] c¢apraz-proje
tahmin basarisin1 arttirabilmek i¢in bir meta-6grenme
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yontemi Onermiglerdir. Dahasi, ¢apraz-proje tahmin
yonteminin tahmin edilen projenin 6zelliklerine bakarak
secilmesi gerektigine isaret etmiglerdir.

Hata tahmininde 6zellik se¢imi ve eslestirmesini beraber
uygulayan yontemlerden birini Nam ve arkadaglari [1]
gelistirmisglerdir. Yontem ilgili deneysel veri setlerinde
AUC agisindan tahmin sonuglarimi kayda deger bir
bicimde arttirmistir. Benzer bir ¢alisma Catal ve
arkadaglar1 [21] tarafindan 6zellik se¢imini saglayan yeni
bir algoritma onerilerek yapilmistir. Ancak kullanilan veri
setindeki giiriilti oram1 ve yanlig etiketli Ornekler
nedeniyle sonuglar yanlis hesaplanmis veya yorumlanmig
olabilir. Diger bir deyisle, veri setlerindeki kusurlarin
veya eksikliklerin  bdyle deneylerde giderilmesi
giivenilirlik agisindan onemlidir. Nitekim hata etiketini
metriklerin olmasi nedeniyle yalnizca hata etiketlerini
kullanarak 6rnek se¢imini tamamlamak yetersizdir.

Fukushima ve arkadaglar1 [26] egitim ve test 6rneklerini
eslestirmek igin bir benzerlik metrigi kullanmiglardir.
Dahasi, daha kesin gapraz-proje tahmin sonuglari igin
topluluk 6grenme yontemlerini tavsiye etmislerdir.

Ozetle, hata tahmin veri ambarlarina farkli projelerden
veriler geldigi i¢in buradaki metrik tipleri birbirinden
farklidir. Dolayisiyla genel sonuglar ¢ikarmak igin farkl
projeleri tahmin deneylerinde kullanmak gerekir. Bu
nedenle, metrik eslestirmeye dayali yontemler ozellikle
capraz-proje tahmini icin tercih edilebilirdir.

3. YONTEM (METHOD)
3.1 Seyreklik Analizi (Sparsity Analysis)

Hata tahmin veri setleri sifir degerli alanlar icerebilir. Bu
degerlerin yogun olmasi hesaplama karmagikligini arttirir
ve matris hesaplama performansimi olumsuz etkiler. Bir
matristeki seyreklik orani Esitlik 1°deki gibi hesaplanir
[23]. Burada S seyrekli oranini temsil etmektedir.

__ sifur degerli alan sayist (1)
- toplam alan sayist

Seyrek matrislerin neden oldugu problemlerden biri alan
karmagikligidir. Nitekim sifir  degerleri yogun olan
matrislerin boyutlar1 bilyiir ve daha fazla bellege ihtiyac
duyarlar. Bununla beraber, seyrek matrislerle ugrasan
algoritmalarin zaman karmagsikliklar1 yiiksektir. Sifir
degerleri ihmal edilerek sifirdan farkli degerler depolanir.
Bu yolla seyreklik problemiyle bas edilmeye calisir.
CSCDP algoritmasinda da seyrek matrislerdeki sifir
degerleri ihmal edilerek tahmin deneyi yiriitilmistiir.
Bunun i¢cin  R’de  “glmnet”  kiitiiphanesinden
faydalanilmistir.

3.2 Kosiniis Benzerligi (Kosiniis Similarity)

Kosiniis bezerligi, iki veya daha fazla sayisal vektor
arasindaki benzerligi dlgen istatistiksel bir yontemdir. Tki
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vektor p ve g ile temsil edildigine, bu iki vektore ait
Kosiniis benzerligi Esitlik 2’deki formiil ile hesaplanir.
Formiildeki p.q=p1.qi+p2.02+...+pn0n ile hesaplanir.
Ornegin p (2,3) ile q(1,2) igin (2*3)+(3*2)=12 bulunur.
Ilpll  ise vektordeki tim degerlerin  toplaminin
karekokiidiir. Esitlik 2’deki sonucun cos(@) ile ifade
edilmesinin nedeni sonucun iki vektdr arasindaki agiyi
temsil etmesidir.

p.q
[ip1]-l1ql]

cos() = 2

3.3 CSCDP Algoritmasi (CSCDP Algorithm)

CSCDP, oncelikle veriler lizerinde normalizasyon iglemi
yapmaktadir. Boylece her metrigin ayni standart dagilima
sahip olmasi saglanir. CSCDP’de Z-normalizasyon [22]
kullanilarak veriler 0-1 araliginda temsil edilir. Bu sirada
“0” igeren alanlar goz ardi edilmektedir. Bunun nedeni
CSCDP’nin  seyreklik ~ (Sparsity)  analizini  de
kapsamasidir. Nitekim ¢apraz-proje tahmininde kaynak ve
hedef projeler egitim ve test i¢in belirlenirken seyreklik
oranlarma bakilmaktadir. “0” deger oranlar1 birbirine
yakin olan proje veri setleri hedef veya kaynak projelerde
gruplandirilmaktadir.  Algoritma 1’de  CSCDP’nin
adimlart gériilmektedir.

Algoritma 1. CSCDP algoritmasi
(CSCDP Algorithm)

Giris: Hata tahmin veri setleri: dp;.......dpn

Cikis: Eslestirilmis metrikler: M. Myy, Mio- M Mpr-Mgt

Adim 1. Seyreklik analizi : s;......sn
Dongii sonu
Adim 2. Z-normalizasyon (dps... ....dpn)

Adim 3. Kosiniis benzerlik analizi
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Dongii sonu
Dongii sonu
Dongti sonu
Adim 4. Tiim verilerin kontrolii
Adim 5. Eslestirilmis metriklerin tiretilmesi
Adim 6. Eslestirilmis metrik listesi L dondiiriiliir

Algoritma 1 giris olarak hata tahmin veri setlerini
almaktadir. Bu veri setlerinin adedi n ile gosterilirse,
dpi....... dpn veri seri grubudur. Adim 1’de tiim veri setleri
seyreklik analizine sokulmaktadir. Bu islem i¢in R dilinde
yazilmis ve caligtirlmigtir. Adim 2’de veri setleri z-
normalizasyon siirecinden gegirilerek 0-1 araligina
daraltilmistir. Adim 3, Kosiniis benzerlik analizi igin i¢
ice ii¢ dongiiyii kapsamaktadir. Ilk iki dongii tiim veri
setlerinin birbiriyle karsilastirilmasini, ticlincii dongii ise
karsilagtirmanin tiim metrikler icin ayr1 ayri yapilmasini
saglamaktadir. Uciincii dongiideki m, metrik adedini
temsil etmektedir. Bu isleme ait kod parcasi herhangi iki
veri seti i¢cin Ek-B’de sunulmustur. Burada “rlist” ve
“coop”  paketlerinden  faydalanilmistir. Kosiniis
benzerligini uygulayabilmek i¢in iki vektdriin uzunlugunu
birbirine esit olmas: gerekmektedir. Diger taraftan,
deneysel veri setlerinin uzunluklari birbirinden farklidir.
Boyle durumlarda, deney kapsamindaki veri setlerinde
daha kiigiik 6lcekli olanlarin 6rnek sayilari temel alinarak
biiyilik dlgekli veri setlerinin tiim drneklerini kapsayacak
sekilde tekrarli bir Kosiniis benzerlik analizi yiiriitiilmiis
ve ortalama degerler kaydedilmistir.

Adim 4, iki veri setindeki Ol¢ek farkina bagli olarak
karsilagtiritlmamis 6rnek kalmamasi i¢in bir kontrol
mekanizmasint kapsar. Tiim veriler kapsandiginda diger
benzerlik karsilastirmasina gecilir. Adim 5, Kosiniis
benzerlik sonuglarina gore, egitim icin kullanilacak
metriklerin en benzer test metrigine iliskilendirilmesidir.
Bunun i¢in Kosiniis benzerligi en yiiksek ¢ikan metrik
eslestirilir. Son adim olan Adim 6 eslestirilmis listeyi
dondiiriir ve tahmin deneyinin yiiriitiilmesine gegilir.

1. veri setine ait 1.

1. veri setine aitn..| A

szellik bzellik
2_veri setine 2. veri setine ait
ait 1. dzellik 1. dzellik
mxn
boyutundaki

2. veri setine ait
2. ozellik

2. veri setine ait

Icosine matrisi

2. dzellik

2. veri setine ait
m. ozellik

2. veri setine ait

| S—

m. ozellik

Sekil 1. Kosiniis benzerlik eslestirmesi matrisi (Cosine similarity matrix)
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Sekil 1’de CSCDP algoritmasinin 1. ve 2. veri seti igin
ornek sonuglar1 goriilmektedir. Veri setlerinin oncelikle
ikili kombinasyonlar1 (ant-cml, ant-jml, ant-kcl)
olusturulur. Soldaki veri setinin m ve sagdaki veri setinin
n ozelligi oldugu varsayilirsa mxn boyutunda bir kosiniis
benzerlik deger matrisi iiretilir. Birinci veri setindeki tim
ozelliklerin ikinci veri setindeki diger ozelliklerle
kombinasyonu ile kosiniis benzerlik analizi sonuglart
tiretilmis olur.

3.4 Veri Setleri (Data Sets)

Deneyde kullanillan veri setleri tera-promise veri
ambarmdan alinmistir [24]. Bu ambar, bir¢ok agik kaynak
kodlu ve endiistriyel hata tahmin veri setini igermektedir.
Veri setlerinin detaylar1 Tablo 1°de sunulmustur. Tabloda
sunulan bazi veri setlerinde 6rnek sayisindan fazla hata
vardir. Boyle veri setlerinde ilgili yazilim bileseninde
birden fazla hata oldugu anlasilmaktadir.

Tablo 1. Deneysel veri setleri
(Experiemntal data sets)

isim Siiriim Ornek Hata Hatalihk
Sayisi sayisi orani
(%)
ant 1.7 745 338 22
arc 1 234 33 11
berek 1 70 33 43
camel 1.0 339 14 3
camel 1.2 608 522 41
camel 14 872 335 16
camel 1.6 965 188 19
ckjm 1.8 10 23 50
e-learning 1 64 9 13
ivy 1.1 111 233 56
ivy 1.4 241 18 6
ivy 2.0 352 56 11
jedit 3.2 272 382 90
jedit 4.0 306 226 24
jedit 41 312 217 25
jedit 4.2 367 106 13
jedit 4.3 492 12 2
kalkulator 1 27 7 25
log4j 1.0 135 61 25
log4j 1.1 109 82 33
log4j 1.2 205 498 92
lucene 2.0 195 268 46
lucene 2.2 247 413 57
lucene 2.4 340 630 59
nieruchomosci | 1 27 13 37
tomcat 6 858 114 8
xalan 2.4 723 155 15
cml 1 327 33 12
jml 1 10878 217 19
kel 1 2107 218 15
kc2 1 521 105 20
kc3 1 458 42 9
pcl 1 1107 104 7
pc2 1 5589 4 0.4
pc3 1 1563 155 10
pc4 1 1458 150 12
3.5 Performans parametreleri ve deneysel ayarlar

(Performance Parameters and Experimental Settings)

Deneyde, AUC, F-skor ve MCC performans parametreleri
kullanilmistir. Bu parametrelere ait detaylar Tablo 2’de
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sunulmugtur. Tahmin igleminde hatali ve hatasiz yazilim
bilesenleri hakkinda verilen hiikiimler karisiklik matrisi
ile ifade edilir. Bu matriste TP, TN, FP ve FN olmak
tlizere dort farkli alan vardir [27, 28]. Kisaltmalarin ilk
harfi tahminin dogru veya yanlig (T/F) oldugunu, ikinci
harfi de tahmin edilen bilesenin hatali veya hatasiz (P/N)
oldugunu gostermektedir. Nitekim hatali bir bilesen dogru
tahmin edildiyse TP alan1 bir arttirilir. Tablo 2°de sunulan
parametrelerden AUC’nin tanimindaki m veri miktarimnu, i
calistirma adedini, j de n veri noktasimin c¢alistirma
adedini temsil etmektedir. i ve j 'nin olasiliklar1 sirastyla p;
ve pj ile temsil edildiginde pi>pj ise formiil 1 iretir.

Tahmin igleminde SVM, yapay sinir agi ve Random
Forest algoritmalari kullanilmigtir. Sonuglar 10*10 ¢apraz
dogrulama ile elde edilmistir.

Tablo 2. Performans parametreleri
(Performance parameters)

isim formiil
MCC (TP *TN — FP * FN)
\/(TP + FP)* (TP + FN) « (TN + FP) * (TN + FN)

AUC 1 =1 Jj=1

- 1p,; .

mnz pi > Dpj
F-skor 2TP

2TP + FP + FN

Smiflandirma E=f/n *100
hatas1
4, DENEYSEL BULGULAR (EXPERIMENTAL

FINDINGS)

Seyreklik analizine dayali olarak kaynak ve hedef olarak
gruplanan veri setlerinin seyreklik analiz sonuglar1 Tablo
3’teki gibidir.

Kiigtik olgekli ckjm, kalkulator ve e-learning gibi veri
setlerinin seyreklik orami 0.25’in iizerindedir. Genel
olarak tiim wveri setlerinde seyreklik orani 0.5’in
altindadir. Ancak daha kii¢iik Olgekli veri setlerinde
seyreklik orant daha yiikksek bulunmustur. Deneyde
seyreklik esik degeri Tablo 3 dikkate alinarak 0.24 olarak
belirlenmistir. Bu deger Tablo 3’teki degerlerin
ortalamasidir. 0.24 ve altinda seyreklik degerine sahip
olan veri setleri bir grup, 0.24’iin

Tablo 3. Seyreklik analizi sonuglari
(Results of sparsity analysis)

Veri seti Seyreklik oram
pc3.csv 0.2004607
jedit-4.1.csv 0.2004808
jedit-3.2.csv 0.2036765
cml.csv 0.2045558
jedit-4.0.csv 0.2052288
jedit-4.2.csv 0.2055858
lucene-2.4.csv 0.2098529
jedit-4.3.csv 0.2184959
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xalan-2.4.csv 0.2193638
lucene-2.0.csv 0.2230769
berek.csv 0.2232558
camel-1.0.csv 0.2249263
xalan-2.5.csv 0.2278331
xalan-2.6.csv 0.2359887
camel-1.2.csv 0.2373355
xalan-2.7.csv 0.2385589
camel-1.6.csv 0.2394301
pcd.csv 0.2406789
camel-1.4.csv 0.2419151
ivy-1.1.csv 0.2467532
log4j-1.2.csv 0.25
kel.csv 0.2608207
ke2.csv 0.2608207
kc3.csv 0.2608207
pcl.csv 0.2608207
pc2.csv 0.2608207
ivy-1.4.csv 0.2703023
ivy-2.0.csv 0.2709686
log4j-1.1.csv 0.2729358
log4j-1.0.csv 0.2751852
jml.csv 0.2784341
ant.csv 0.2814716
kalkulator.csv 0.2907407
arc.csv 0.2925214
ckjm.csv 0.3047619
tomcat.csv 0.3079254
e-learning.csv 0.3184524

iizerinde seyreklige sahip veri setleri ise ikinci gruptur. Iki
grup veri seti egitim ve test siirecinde hedef ve kaynak
veri setleri olarak iki yonlii bir deneyde kullanilmistir.
Nitekim birinci grup veri setleri 6nce hedef daha sonra
kaynak olmak iizere iki yonlii hata tahmin sonuglari
iretmiglerdir.

Tablo 4’te ti¢ farkli siniflandiricinin ii¢ farkli performans
parametresinde {irettigi sonuglar sunulmustur. Tablodaki
numara alam1  tahmin  numarasimt  gosterirken,
Kaynak=>Hedef siitununda sol taraftaki veri seti egitim
veri seti, sag taraftaki wveri setleri ise ilgili
siniflandirmanin test verisini olusturmaktadir. Bu tahmin
deneylerinin ilk 19 tanesi deneyin birinci boliimidiir. 20.
Tahminden itibaren egitim veri seti olarak kullanilan veri
setleri test icin kullanilarak yer degistirilmistir. Boylece
egitim ve test asamasinda kullanilan veri setine bagl
olarak elde edilen sonuglar daha iyi yorumlanabilir.
Egitim ve test veri seti gruplar1 olusturulurken seyreklik
analizi degerlerine bakilmis, 0.24 esik deger olarak
belirlenmistir.
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Tablodaki sonuglar incelendiginde neredeyse tiim
siniflandiricilarda seyreklik oranit 0.24’iin altindaki veri
setlerinin egitim veri seti olarak belirlendigi ilk 19 tahmin
deneyinin  degerlerinin  20-38  arasindaki  tahmin
sonuglarina goére daha basarili oldugu goriilmektedir.
Ornegin 1-19 satirlar1 icin veri setlerinin basar1 degerleri
toplam1 108.58 dir. Diger taraftan 20-38 satirlar1 igin bu
deger 94.66 olarak hesaplanir. 1-19 satirlar1 igin
siiflandiricilar karsilagtirildiginda en yiiksek degerleri
yapay sinir aginin trettigi goriilmektedir. Bu nedenle
seyreklik orani diisiik olan veri setlerinin hata tahmin
deneylerinde egitim veri grubu olarak kullanilmasi tahmin
basarisi acisindan olumlu bir etki yaratmaktadir. Diger
taraftan, smiflandiricilar igerisinde en basarilis1 yapay
sinir agidir. Tahmin deneyleri R dilinde “neuralnet”,
“randomforest” ve “e1071” kiitiiphanelerinden
faydalanilarak gerceklestirilmistir.

Sekil 2 (a) ve (b)’de CSCDP kullanilmadan ve
kullanilarak elde edilen siniflandirma hata oranlar
sirastyla Random Forest algoritmasi i¢in ¢izdirilmistir. Bu
parametre Tablo 2’de siniflandirma hatasi ile verilen
formiildiir. Formiilde E hatay1 temsil ederken, f yanlis
siniflandirilan hata adedini ve n ise toplam 6rnek sayisini
gostermektedir. Formiil tiim veri setlerine uygulanip
toplandiktan sonra veri seti adedine boliinerek ortalama
siniflandirma hatast bulunur. Grafiklerdeki yesil ¢izgi
hatali Ornekleri temsil ederken, kirmizi ¢izgi hatasiz
ornekleri gostermektedir. Bu cizgiler sirasiyla true ve
false ile etiketlenmistir. Grafiklerdeki out-of-bag (OOB)
etiketi ile temsil edilen siyah ¢izgi ise her egitim gozlemi
icin ortalama hata oranina atif yapar. OOB agac
orneklemesi sirasinda rastgele liretilen bir saydir. Ciinkii
rastgele drneklenen verilerden elde edilir.

Random Forest algoritmasinda aga¢ sayisina bagli olarak
elde edilen Sekil 2 (a) ve (b) grafikleri incelendiginde,
CSCDP algoritmas1 kullanilarak elde edilen hata
degerlerinin CSCDP kullanilmadan elde edilen hata
degerlerine goére oldukca diisiik oldugu goriilmektedir.
Hatali 6rnekler igin Sekil 2 (a)’da 0.9 olarak elde edilen
hata orani, Sekil 2 (b)’de 0.15 diizeyindedir. Ortalama
hata oran1 CSCDP ile Sekil 3’te 0.1’e 100 gozlemde
indirilebilmigken, bu oran ayni tekrar i¢in Sekil 2 (a)’da
0.2°de kalmigtir. Tiim veri setleri ortalamasinda Random
Forest 0.65 oraninda siniflandirma hatasin1 F-skor igin
azaltabilmistir.

Deneydeki siiflandiricilar iizerinde parametre
optimizasyonu  yapilmamustir. ~ Otomatik  ayarlar
kullanilarak deney tamamlanmistir. Ornegin SVM igin
radyal cekirdek, 155 destek vektorii ile gamma ayari
0.05"tir.

Secilen performans parametreleri benzer caligmalarda
siklikla kullanilmaktadir. Bununla beraber, MCC
parametresi, tahmin deneylerinde 6rnek ve ozellik
diizeyinde gelistirilen yontemlerin performans
degerlendirmelerinde  tercih  edilmektedir. Bunlarin
diginda, g-ortalama gibi performans parametreleri de
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literatirde mevcuttur. Ancak bdyle parametreler, hata
tahmininde oOzellikle smif dengesizligi gibi 06zel
problemlerde kullanilmaktadir. Bu deneyin gegerliligi i¢in
bir tehdit olugtursa da, yapay sinir agimin deneye dahil
edilmesi derin dgrenme [29] agisindan arastirmacilar
tesvik etmektedir.

Deneyde kullanilan veri setleri agirlikli olarak tera-
promise veri ambarinda yer alan acik kaynak kodlu
projelerden alinmadir. Her ne kadar agik kaynak kodlu
projelerde yapilan deneyler umut verici sonuglar iiretse de
endiistriyel projelerden {iretilen hata tahmin veri
setlerinde  ihtiyag  vardir. Deneyin  gecerliliginin
dogrulanmast i¢in endiistriyel veri setlerinin yontemde
test edilmesi planlanmaktadir.

Deneyde kullanilan siniflandiricilar  yaygin  olarak
kullanilan smiflandiricilardir. Ancak son yillarda 6zellikle
derin  Ogrenmenin  hata  tahmininde  kullanim

yayginlagsmaktadir. Ozellikle tahmin heterojenligi, simf
dengesizligi gibi problemlerdeki derin 6grenmenin
basarisi belirsizdir.

5. SONUCLAR (RESULTS)

Yazilim hata tahmini yeni yOntemlerle gelisen ve
aragtirmacilarin ilgisini ¢eken popiiler bir konudur. Son
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yillarda sik ele alinan c¢apraz-proje tahminine ydnelik bu
calismada CSCDP isimli metrik eslestirme algoritmasi
gelistirilmistir. Gelistirilen algoritma 36 farkli veri setinde
¢ farkli siniflandiricidda  elde edilen sonuglar ile
degerlendirilmistir. Elde edilen sonuglara gore;

1. Capraz proje tahmininde seyreklik orani diisiik
veri setlerinin egitim veri seti olarak belirlenmesi
tahmin bagarisini arttirmaktadir,

2. Yapay sinir ag  smiflandiricist  diger
simiflandiricilara gore daha yiiksek sonuglar
iretmistir.

CSCDP algoritmast ile eslestirilen metriklerin hata tahmin
performanslari 6zellikle MCC performans parametresinde
daha umut vericidir. Ayrica, egitim ve test veri
gruplarinin  belirlenmesinde  seyreklik  analizinin
kullanilmast tiim veri setlerinde tahmin basarisini
arttirmugtir. Ozetle, vektdrel biiyiikliige dayali olmayan
analizlerin metrik eslestirmesinde tercih edilebilir oldugu
goriilmiistiir. Nitekim hata tahmin ¢aligmalarinda
normalizasyona bagvurulmasi  vektorel biiyilikliigiin
Onemini azaltmaktadir. Capraz projelerde tahmin
basarisint iyilestirebilmek icin hiperparametre
optimizasyon yontemlerinden faydalanilabilir veya bu
probleme 6zel bir optimizasyon yontemi gelistirilebilir.

Tablo 4. CSCDP ¢apraz-proje tahmin sonuglari
(Cross-project defect prediction results of CSCDP)

Numara Kaynak=>Hedef SVM Yapay Random
sinir Forest
ag1
AUC F-skor MCC AUC F-skor MCC AUC F-skor  MCC

1 ivy-1.1=>pc4 0.55 0.59 0.57 0.58 0.64 0.74 0.59 0.60 0.59
2 camel-1.4=>pc2 0.57 0.63 0.56 0.56 0.71 0.75 0.58 0.61 0.52
3 camel-1.6=>pcl 0.56 0.62 0.61 0.63 0.74 0.76 0.54 0.63 0.63
4 xalan-2.7=>kcl 0.55 0.63 0.62 0.62 0.69 0.77 0.56 0.64 0.64
5 camel-1.2=>kc2 0.56 0.64 0.60 0.61 0.68 0.76 0.58 0.60 0.59
6 xalan-2.6=>kc3 0.57 0.65 0.63 0.60 0.73 0.78 0.61 0.56 0.65
7 xalan-2.5=>jm1 0.55 0.61 0.59 0.64 0.77 0.79 0.64 0.59 0.58
8 camel-1.0=>e- 0.49 0.67 0.58 0.69 0.76 0.80 0.59 0.62 0.51

learning
9 berek=>tomcat 0.57 0.64 0.61 0.70 0.75 0.69 0.58 0.60 0.57
10 lucene-2.0=>ckjm 0.55 0.65 0.60 0.72 0.71 0.65 0.59 0.61 0.59
11 xalan-2.4=>arc 0.56 0.66 0.59 0.59 0.69 0.76 0.57 0.61 0.60
12 jedit- 0.58 0.63 0.58 0.78 0.68 0.77 0.55 0.62 0.64

4.3=>kalkulator
13 lucene-2.4=>ant-1.7 | 0.59 0.64 0.60 0.76 0.70 0.75 0.63 0.58 0.62
14 jedit-4.2=>log4j-1.0 | 0.58 0.66 0.61 0.78 0.67 0.79 0.59 0.57 0.63
15 jedit-4.0=>log4j-1.1 | 0.61 0.65 0.63 0.77 0.68 0.74 0.62 0.59 0.58
16 jedit-3.2=>ivy-2.0 0.59 0.62 0.62 0.76 0.65 0.73 0.56 0.60 0.57
17 jedit-4.1=>ivy-1.4 0.58 0.67 0.61 0.75 0.64 0.72 0.53 0.61 0.60
18 cml=>log4j-1.2 0.55 0.65 0.62 0.78 0.68 0.79 0.54 0.61 0.62
19 pc3=>pc2 0.56 0.59 0.60 0.80 0.60 0.76 0.56 0.52 0.63
20 pcd=>ivy-1.1 0.51 0.59 0.56 0.54 0.54 0.54 0.51 0.53 0.54
21 pc2=>camel-1.4 0.52 0.61 0.55 0.55 0.53 0.59 0.52 0.63 0.51
22 pcl=>camel-1.6 0.51 0.62 0.54 0.50 0.57 0.58 0.51 0.69 0.51
23 kcl=>xalan-2.7 0.47 0.58 0.57 0.52 0.58 0.58 0.47 0.57 0.52
24 kc2=>camel-1.2 0.48 0.60 0.53 0.49 0.60 0.52 0.51 0.56 0.52
25 kc3=>xalan-2.6 0.48 0.57 0.53 0.47 0.57 0.61 0.56 0.51 0.54
26 jml=>xalan-2.5 0.49 0.59 0.59 0.49 0.59 0.63 0.56 0.53 0.54
27 e-learning 0.47 0.60 0.60 0.47 0.62 0.55 0.57 0.58 0.65

=>camel-1.0
28 tomcat=> berek 0.54 0.58 0.57 0.54 0.58 0.54 0.54 0.54 0.56
29 ckjm=> lucene-2.0 0.53 0.60 0.59 0.53 0.60 0.59 0.53 0.55 0.52
30 arc=> xalan-2.4 0.53 0.59 0.52 0.53 0.59 0.51 0.52 0.56 0.53
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31 kalkulator=>jedit- 0.52 0.63 0.58 0.52 0.63 0.58 0.50 0.59 0.54
4.3
32 ant-1.7=>lucene-2.4 | 0.51 0.61 0.56 0.51 0.56 0.54 0.50 0.60 0.56
33 log4j-1.0=>jedit-4.2 | 0.56 0.62 0.59 0.56 0.59 0.59 0.56 0.61 0.59
34 log4j-1.1=>jedit-4.0 | 0.58 0.59 0.54 0.56 0.59 0.57 0.57 0.54 0.54
35 ivy-2.0=>jedit-3.2 0.49 0.58 0.55 0.51 0.58 0.53 0.43 0.52 0.54
36 ivy-1.4=> jedit-4.1 0.51 0.60 0.62 0.52 0.60 0.54 0.52 0.61 0.60
37 log4j-1.2=>cm1l 0.54 0.62 0.61 0.49 0.58 0.59 0.59 0.60 0.58
38 pc2=>pc3 0.53 0.55 0.54 0.48 0.52 0.51 0.55 0.54 0.56
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Sekil 2. Random Forest algoritmasina ait tiim veri setlerinin ortalama tahmin hata oranlari a) (CSCDP algoritmast

kullanilmadan elde edilmistir) b) (CSCDP algoritmasi kullanilarak elde edilmistir).
(Mean error rates of Random Forest for all the data sets a) produced without CSCDP b) produced with CSCDP
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