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Öz: Bu çalışmada buzağı hastalıklarına etkili faktörlerin Yapay Sinir Ağları (YSA),  Rassal Orman Algoritması (RO) ve 
Lojistik Regresyon Analizi (LR) ile sınıflandırılması, bu yöntemlerin kullanılabilirliğinin ortaya konulması ve performans-
larının karşılaştırılması amaçlanmıştır. Araştırma materyalini 2018-2021 yılları arasında Erciyes Üniversitesi Tarımsal 
Araştırma ve Uygulama Merkezi’nde tutulan 54 baş buzağıya ait işletme kayıtları oluşturmuştur. İstatistik analizlerde 
buzağılara ait hastalık geçmişi bağımlı değişken; buzağıların cinsiyeti, ırkı, doğum mevsimi, anne ırkı, anne laktasyon 
sayısı ise bağımsız değişken olarak belirlenmiştir. Sınıflandırma performansları; duyarlılık, seçicilik, kesinlik, doğruluk,  
f-ölçümü, Youden indeksi, ROC eğrisi altında kalan alan (AUC) ve Cohen’s kappa katsayısı ile karşılaştırılmıştır. Araş-
tırma bulgularına göre, duyarlılık, seçicilik, kesinlik, doğruluk, F-ölçümü, Youden ideksi ve Cohen’s kappa açısından en 
başarılı sınıflandırıcılar sırasıyla; LR (0.828), YSA (0.947), YSA (0.964), YSA (0.833), YSA (0.857), YSA (0.719), YSA 
(0.663) olarak bulunmuştur. Sonuç olarak, mevcut sınıflandırma yöntemlerinin buzağı hastalıklarına etkili faktörleri 
belirli bir yanılma payıyla doğru sınıflandırdığı ve duyarlılık dışındaki bütün performans değerleri için YSA’nın daha 
başarılı olduğu görülmüştür. Bu yöntemlerin, hayvancılık işletmelerinde buzağı hastalıklarının proaktif yaklaşımla belir-
lenmesine ve ekonomik kayıpların önlenmesine imkan sağlayacağı düşünülmektedir. 
Anahtar kelimeler: Buzağı, hastalık, makine öğrenmesi, sınıflandırma 
 
Comparison of Artificial Neural Networks, Random Forest Algorithm and Logistic Regression Analysis Perfor-

mances in Classification of Effective Factors on Calf Diseases 
Abstract: In this study, it is aimed to classify the factors affecting calf diseases with Artificial Neural Networks (YSA), 
Random Forest Algorithm (RO) and Logistic Regression Analysis (LR), to reveal the usability of these methods and to 
compare their performances. The research material consisted of the farm records of 54 calves kept in Erciyes Universi-
ty, Agricultural Research and Application Center between 2018-2021. In the statistical analysis, the disease history of 
the calves was the dependent variable; calves gender, breed, birth season, maternal breed, and maternal lactation 
number were determined as independent variables. Classification performances were compared with sensitivity, speci-
ficity, precision, accuracy, f-measure, Youden index, area under the ROC curve (AUC) and Cohen's kappa coefficient. 
According to the research results, the most successful classifiers in terms of sensitivity, selectivity, precision, accuracy, 
F-measure, Youden's index and Cohen's kappa; LR (0.828), ANN (0.947), ANN (0.964), ANN (0.833), ANN (0.857), 
ANN (0.719), ANN (0.663), respectively. In conclusion, it has been reached that be used classification methods cor-
rectly classify the factors affecting calf diseases with a somewhat margin of error and YSA is more successful for all 
performance values except sensitivity. It is thought that these methods will help determine calf diseases with proactive 
approaches and prevent economic losses in livestock enterprises. 
Keywords: Calf, classification, disease, machine learning 

Giriş 

Süt sığırı yetiştiriciliğinde karlılık ve başarı, üretilen 
süt miktarı (ana gelir) ve elde edilen buzağı (tali gelir) 
ile yakından ilişkilidir. O nedenle, yüksek karlılık he-
defleyen yetiştiricinin temel amacı kaliteli sütü düşük 
maliyetle üretmek ve yılda bir buzağı elde etmektir. 
Süt sığırcılığında normal şartlarda yılda bir buzağı 

alınmakta ve buzağılamanın ardından da annenin süt 
verim (laktasyon) dönemi başlamaktadır. Bu durum 
göz önüne alındığında damızlık dişilerin buzağılama 
öncesinde bir maliyet unsuru olduğu ve işletmenin 
devamlılığı açısından buzağılamanın kritik bir öneme 
sahip olduğu ortaya çıkmaktadır. Ayrıca, uzun vade-
de damızlık kaynağı olma potansiyeli taşıyan buzağı-
ların elde edilmesi ve sağlıklı bir şekilde yetiştirilmesi 
işletmenin geleceğini de şekillendirmektedir (Alpan, 
1994).  Geliş Tarihi/Submission Date  : 26.11.2021  
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Diğer taraftan, buzağının sağlıklı doğmasının yanında 
yaşamının sağlıklı bir şekilde sürdürülmesi de ayrı bir 
önem taşımaktadır. Bu doğrultuda, yetiştirme süreci 
içerisinde buzağıların fizyolojik gelişimi ve sağlık du-
rumu ile ilgili problem yaşanmaması istenmektedir. 
Bu süreçte meydana gelen buzağı hastalıkları ve 
ölümleri hem yetiştirici için hem de ülke hayvancılığı 
için önemli ekonomik kayıplara neden olmaktadır 
(Singh ve ark., 2009; Piccione ve ark., 2010; Gohars-
hahi ve ark., 2021). Türkiye’de yer alan süt sığırcılığı 
işletmelerinde genellikle buzağı hastalıkları görülmek-
le birlikte yaklaşık %5-20 oranında ölüm ile sonuçlan-
maktadır (Yıldız, 2008; Ayvazoğlu ve ark., 2019). 
Buzağı ölümlerinin başlıca nedenleri arasında diyare, 
pneumoni ve sepsis gibi enfeksiyöz unsurlar yer al-
maktadır (Klein ve ark., 2009; Akyüz ve ark., 2017). 
Buna ek olarak anne doğum sayısı (laktasyon sayısı), 
buzağının cinsiyeti, buzağının doğum mevsimi, gebe-
lik süresi ve güç doğum gibi faktörler de buzağı has-
talıkları ve ölümleri ile ilişkilendirilmektedir (Meijering, 
1984; Berglund ve ark., 2003; Mee, 2004; Lombard 
ve ark., 2007; Gundelach ve ark., 2009).  

Hayvan sağlığını ve işletme ekonomisini tehdit eden 
buzağı hastalıkları enfeksiyöz (etken) ve enfeksiyöz 
olmayan (mevsim, barınak koşulları, stres vb.) birçok 
faktöre bağlı olarak gelişmektedir. İncelenen hastalık 
üzerinde etkisi olan faktörlerin tek başına etkisinin 
yanında çoklu etkilerinin de öğrenilmesi teşhis ve 
tedavinin başarısını etkilemektedir. Bu amaçla, çok 
değişkenli istatistiksel yöntemlerin (lojistik regresyon, 
çoklu doğrusal regresyon, faktör analizi vb.) kullanımı 
son yıllarda gelişen yazılımlarla giderek artmıştır. 
Diğer taraftan, güncel bir kavram olan Endüstri/
Sanayi 5.0 kavramının (toplum odaklı insansız tekno-
loji) hayvancılık üzerine yansımalarını değerlendire-
cek olursak, sektörün i) ilkel, ii) ekstansif/göçer, iii) 
entansif/yoğun ve iv) modern hayvancılık olarak özet-
leyebileceğimiz gelişim evreleri, Hayvancılık 4.0 ola-
rak yorumlanabilirken, son gelişmelerle birlikte yapay 
zeka ve dijital teknolojilerin hayvancılıkta uygulanma-
sıyla/kullanılmasıyla birlikte Hayvancılık 5.0 kavra-
mından söz edilebilir. Bu durum teknolojinin hayvan-
sal üretime sağladığı katkı olarak değerlendirilebilir 
ve gelişime açık bir alandır (Yaman ve ark., 2021). 
Buna ek olarak, özellikle beşeri hekimlik başta olmak 
üzere sağlık alanında yaygın olarak kullanılan makine 
öğrenmesi yöntemleri (Yapay sinir ağları, Rassal 
orman algoritması, Naif Bayes, K ortalamalar, Destek 
vektör makinesi vb.) ile yapılan modellemeler ve sı-
nıflandırmalar da bütünleyici bir bakış açısı sunarak 
araştırıcının kararlarını destekleyici bir rol oynamak-
tadır (Haupt ve Haupt, 2004; Gülten ve Doğan, 
2009). Hayvansal üretimde ve veteriner hekimlik ala-
nında makine öğrenmesi yöntemlerinin kullanıldığı 
kısıtlı sayıda çalışma bulunmakla (Ergülen ve Topuz, 
2008; Görgülü, 2012; Takma ve ark., 2012; Cihan ve 
ark., 2020) birlikte, bu çalışmaların da sahada karar 
destekleme aracı olarak kullanılması faydalı olacaktır. 

Yapay Sinir Ağları (YSA), insan beyninin bir bilgiyi 
öğrenme, ilişkilendirme, karar verme, genelleme vb. 
özelliklerinden ilham alarak bu özellikleri veri setleri 
üzerinde kısa sürede ve adaptif bir şekilde uygulaya-
bilme mantığına dayanan bir yöntemdir (Pirim, 2006). 
Temel fonksiyonu verilen bir girdiye karşılık belirli bir 
hata payı ile çıktı oluşturmaktır. İlgili olaya ait örnekler 
yardımıyla ağın eğitilme (öğrenme) düzeyi bu hata 
payını etkileyen unsurlardan biridir (Öztemel, 2003). 

Rassal Orman Algoritması (RO), topluluk öğrenme 
yöntemlerinden biridir. Elde edilen fazla sayıda karar 
ağacının sonuçları birleştirilerek topluluk adına ortak 
bir karara varılması mantığına dayanmaktadır. Or-
manda yer alan karar ağaçları, veri setinden rastgele 
örneklemler seçilerek oluşturulur. Bunu takiben yine 
rastgele seçilen bir özellik ile makine öğrenimi sağla-
nır. Son olarak farklı karar ağaçlarından elde edilen 
sonuçlar seçime tabi tutularak topluluğu en iyi temsil 
eden sınıf tahmini sunulur (Liaw ve Wiener, 2002). 

Lojistik Regresyon Analizi (LR), iki kategorili veya 
sıralı özelliğe sahip bağımlı değişken üzerinde bir 
veya birden çok bağımsız değişkenin etkisinin ince-
lenmesinde kullanılmaktadır. Değişken veya dağılım 
hakkında fazla varsayımının olmaması ve sonuçların 
açık ve kolay yorumlanabilir nitelikte olmasından do-
layı sıklıkla tercih edilmektedir (Budak ve Erpolat, 
2012). 

Bu çalışmada buzağı hastalıkları üzerine etkili faktör-
lerin YSA, RO ve LR ile sınıflandırılması, kullanılabi-
lirliğinin ortaya konulması ve bu yöntemlerin perfor-
manslarının karşılaştırılması amaçlanmıştır.  

Gereç ve Yöntem 

Bu çalışmanın materyalini 2018-2021 yılları arasında 
Erciyes Üniversitesi, Tarımsal Araştırma ve Uygula-
ma Merkezi’nde tutulan 54 baş buzağıya ait işletme 
kayıtları oluşturmuştur. Çalışma kapsamında yapıla-
cak istatistik analizlerde kullanılmak üzere buzağılara 
ait hastalık geçmişi bağımlı değişken; buzağıların 
cinsiyeti, ırkı, doğum mevsimi, anne ırkı, anne laktas-
yon sayısı ise bağımsız değişken olarak kaydedilmiş-
tir. Değişkenlerden hastalık geçmişi (var, yok), cinsi-
yet (dişi, erkek), ırk (Holstein, Simmental, Montofon, 
diğer), doğum mevsimi (ilkbahar, yaz, sonbahar, kış) 
ve anne ırkı (Holstein, Simmental, Montofon, diğer) 
kategorik olarak; anne laktasyon sayısı ise kesikli 
sayısal veri olarak çalışmaya dahil edilmiştir. 

Analizlerde, makine öğrenmesi yöntemleri için model 
başarıları da göz önünde tutularak veri seti, YSA için 
%70 eğitim ve %30 test kümesi, RO için %80 eğitim, 
%20 test+validasyon kümesi olarak ayrılmıştır. 
YSA’da gizli katman sayısı 2 (iki) olarak belirlenerek 
Çok Katmanlı Algılayıcılar Modeli ve Geriye Doğru 
Öğrenme Kuralı kullanılmıştır. LR’de değişkenler 
öncelikle tek değişkenli lojistik regresyon analizi ile 
test edilerek buzağı hastalıkları üzerindeki etkileri 
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incelenmiş, P<0.25 olan bağımsız değişkenler aday 
değişkenler olarak belirlenmiş ve çok değişkenli reg-
resyon modeline dahil edilmiştir. Daha sonra Geriye 
Doğru Çıkarma Yöntemi uygulanmıştır. Değişkenlerin 
LR modelindeki önemliliği Wald testi ile değerlendiril-
miştir. Analizler JASP 0.14.1 paket programı (https://
jasp-stats.org/) kullanılarak yapılmıştır. 

YSA, RO ve LR yöntemlerinin sınıflandırma başarıla-
rının değerlendirilmesi amacıyla, buzağıların geçmişe 
yönelik kayıtları altın standart kabul edilerek karışıklık 
matrisleri (confusion matrix) oluşturulmuştur. Elde 
edilen karışıklık matrisleri aracılığıyla duyarlılık 
(sensitivity), seçicilik (specifity), kesinlik (precision), 
doğruluk (accuracy), f-ölçümü (f-measure), Youden 
indeksi, ROC eğrisi altında kalan alan (AUC) ve Co-
hen’s kappa katsayısı hesaplanmıştır. Duyarlılık, sı-
nıflandırma yönteminin gerçekten hasta olanları ayır-
ma düzeyidir. Seçicilik, sınıflandırma yönteminin ger-
çekten sağlıklı olanları ayırma düzeyidir. Kesinlik, 
hasta olarak tahmin edilenlerin gerçekte kaç tanesi-
nin hasta olduğunu göstermektedir. F-Ölçümü, kesin-
lik ve duyarlılığın harmonik ortalaması olup, sınıflan-
dırma yönteminin başarısının değerlendirilmesinde 
sıklıkla kullanılmaktadır. Doğruluk, sınıflandırma yön-
teminin hasta ve sağlıklılar için toplam doğru tanı 
düzeyini göstermektedir. Youden indeksi, ROC eğrisi 
aracılığıyla duyarlılık ve seçicilik kriterlerini aynı anda 
değerlendirerek doğru pozitiflik ile yanlış pozitiflik 
arasındaki farkı maksimum yapma esasına dayan-
maktadır. Cohen’s kappa katsayısı, iki ayrı gözlem 
sonucunun uyumluluğunu değerlendiren nonparamet-
rik bir istatistiktir (Cohen, 1960). ROC eğrisi altında 
kalan alan (AUC), sınıflandırma yönteminin hasta ve 
sağlıklıları ayırma işlemindeki başarı düzeyini göster-
mektedir. Elde edilen değer 1’e yaklaştıkça testin 
ayırt etme yeteneği artmaktadır. Bu durum grafik üze-
rinde çizilen eğrinin sol üst köşeye yakınlaşması an-
lamına gelmektedir (DeLong ve ark., 1988). 

Gözlem değerleri ve sınıflandırma sonuçları arasın-
daki farklılık Pearson Ki kare istatistiği ile değerlendi-
rilmiştir. İstatistiksel anlamlılık düzeyi P<0.05 olarak 
belirlenmiştir.  

Karışıklık matrisi örneği Tablo 1’de verilmiştir. 

 

Yöntemlerin başarılarının değerlendirilmesinde kulla-
nılan kriterler, Tablo 1’de yer alan bilgilere göre aşa-
ğıdaki şekilde hesaplanmıştır. 

Duyarlılık = DP / (DP + YN) (Kraemer, 1992) 

Seçicilik = DN / (DN + YP) (Kraemer, 1992) 

Kesinlik = DP / (DP + YP) (Shafi ve Rather, 2005). 

F-Ölçümü = 2 x (Duyarlılık x Kesinlik) / (Duyarlılık + 
Kesinlik) (Miller ve Brown, 2018). 

Doğruluk = (DP + DN) / (DP + YP + DN + YN) 
(Kraemer, 1992). 

Youden indeksi (J(c)) = [duyarlılık(c) + Seçicilik(c)-1] 
(Armitage ve ark., 2008). c ifadesi, seçilen kesim 
noktasını göstermektedir. 

Cohen’s kappa katsayısı (ĸ) = ((Pr (a) – Pr (e)) / (1 – 
Pr (e)) formülü ile hesaplanmaktadır. Formülde yer 
alan Pr (a), İki gözlem sonucunun uyumlarının toplam 
orantısını; Pr (e), elde edilen uyumun şansa bağlı 
gerçekleşme olasılığını göstermektedir (Cohen, 
1960). Bulunan κ değeri; 0’dan küçük ise kötü, 0.01 
ile 0.20 arasında ise önemsiz, 0.21 ile 0.40 arasında 
ise zayıf, 0.41 ile 0.60 arasında ise orta, 0.61 ile 0.80 
arasında ise iyi, 0.81 ile 1.00 arasında ise çok iyi dü-
zeyde uyum olduğu yorumu yapılmaktadır (Landis ve 
Koch, 1977).  

Çalışma kapsamında kullanılan 54 baş buzağıya 
ilişkin karakteristikler Tablo 2’ de sunulmuştur. 

 

 

 

 

 

 

 

 

  Sınıflandırma Sonucu 

Pozitif (Hasta) Negatif (Sağlıklı) Toplam 

  
Gerçek 
Durum 

Pozitif (Hasta) Doğru Pozitif (DP) Yanlış Negatif (YN) DP + YN 

Negatif (Sağlıklı) Yanlış Pozitif (YP) Doğru Negatif (DN) YP + DN 

Toplam DP + YP YN + DN A+ B + C + D 

DP (Doğru Pozitif): Sınıflandırma sonucunda doğru tahmin edilen hasta sayısı; YN (Yanlış Negatif): Sınıflandır-
ma sonucunda yanlış tahmin edilen hasta sayısını; DN (Doğru Negatif): Sınıflandırma sonucunda doğru tahmin 
edilen sağlıklı sayısını; YP (Yanlış Pozitif): Sınıflandırma sonucunda yanlış tahmin edilen sağlıklı göstermekte-
dir. 

Tablo 1. İki sınıf için oluşturulmuş karışıklık matrisi örneği 
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Bulgular 

Analiz sonucunda sınıflandırma yöntemlerine (YSA, 
RO, LR) göre oluşturulan karışıklık matrisleri Tablo 
3’te verilmiştir.  

Buna göre YSA, RO ve LR’nin buzağı hastalıklarını 
sırasıyla, %83.3 (%50+%33.3), %68.5 (%44.4+%
24.1) ve %72.2 (%53.7+%18.5) düzeyinde doğru 
sınıflandırdığı; buna karşılık %16.7 (%1.9+%14.8), %
31.5 (%11.1+%20.4) ve %27.8 (%16.7+%11.1) düze-
yinde yanlış sınıflandırdığı tespit edilmiştir (Tablo 3). 

Sınıflandırma yöntemlerinin karşılaştırılmasında kul 

 

 

 

lanılan duyarlılık, seçicilik, kesinlik, doğruluk, F-
ölçümü, Youden index ve Cohen’s kappa kriterleri 
için elde edilen sonuçlar Tablo 4’te ve Şekil 1’de veril-
miştir. 

 

 

Değişkenler Hastalık Geçmişi Toplam 
(n=54) Yok (n=19) Var (n=35) 

Kategorik Değişkenler 

Cinsiyet Dişi 13 25 38 

Erkek 6 10 16 

Irk Holstein 16 27 43 

Simmenthal 0 4 4 
Montofon 1 2 3 

Diğer 2 2 4 

Anne Irkı Holstein 17 30 47 
Simmenthal 0 1 1 

Montofon 1 2 3 
Diğer 1 2 3 

Mevsim İlkbahar 5 4 9 
Yaz 7 3 10 

Sonbahar 3 16 19 
Kış 4 12 16 

Sayısal Değişkenler     
Anne Laktasyon 

Sayısı 
Ortanca 3.00 2.00 2.00 

1. ve 3. Çeyreklik 1.00 - 4.00 1.00 – 3.00 1.00 - 3.00 
Minimum 1.00 1.00 1.00 

Maksimum 6.00 5.00 6.00 

Tablo 2. Buzağılara ilişkin karakteristikler 

  YSA Sınıflandırma So-
nucu 

Toplam 

  
Gerçek Durum 

Hasta 27 (%50.0) 8 (%14.8) 35 (%64.8) 

Sağlıklı 1 (%1.9) 18 (%33.3) 19 (%35.2) 

Toplam 28 (%51.9) 26 (%48.1) 54 (%100) 

RO Sınıflandırma Sonucu 

Hasta Sağlıklı Toplam 

  
Gerçek Durum 

Hasta 24 (%44.4) 11 (%20.4) 35 (64.8) 

Sağlıklı 6 (%11.1) 13 (%24.1) 19(35.2) 

Toplam 30 (%55.5) 24 (%44.5) 54 (%100) 

LR Sınıflandırma Sonucu 

Hasta Sağlıklı Toplam 

  
Gerçek Durum 

Hasta 29 (%53.7) 6 (%11.1) 35 (%64.8) 

Sağlıklı 9 (%16.7) 10 (%18.5) 19 (%35.2) 

Toplam 42 (%70.4) 12 (%29.6) 54 (%100) 

Tablo 3. Sınıflandırma yöntemlerine göre oluşturulan karışıklık matrisi 
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Sonuçlara göre en yüksek ve en düşük performans 
değerleri sırasıyla, duyarlılık için LR (0.828) ve RO 
(0.686); seçicilik için YSA (0.947) ve LR (0.526); ke-
sinlik için YSA (0.964) ve LR (0.763); doğruluk için 
YSA (0.833) ve RO (0.685); F-ölçümü için YSA 
(0.857) ve RO (0.739); Youden index için YSA 
(0.719) ve LR (0.355); Cohen’s kappa katsayısı için 
YSA (0.663) ve RO (0.349) olarak belirlenmiştir. Elde 
edilen Cohen’s kappa katsayısına göre, sınıflandırma 
sonuçları ile gerçek durum arasındaki uyumun YSA 
için iyi düzeyde, RO ve LR için zayıf düzeyde olduğu 
görülmüştür. Bunlara ek olarak sınıflandırma sonuçla-
rı ve gerçek durum arasındaki farklılık istatistiksel 
olarak anlamlı bulunmuştur (P<0.05) (Tablo 4; Şekil 
1).  

Sınıflandırma yöntemlerine göre çizilen ROC eğrileri 
ve hesaplanan AUC değerleri Şekil 2’de sunulmuştur.  

Eğri altında kalan alanlara göre sınıflandırma yön-
temlerinin hasta ve sağlıklı buzağıları ayırt etme gücü 
sırasıyla, YSA için 0.859, RO için 0.684 ve LR için 
0.677 bulunmuştur (Şekil 2). 

Tartışma ve Sonuç 

Bu çalışmada, YSA için %70’i eğitim kümesi ve %
30’u test kümesi olmak üzere 54 buzağı verisi kulla-
nılmıştır. Analizler sonucunda hastalıklı ve sağlıklı 
buzağıları en yüksek doğru sınıflandırma oranı YSA 
yöntemi ile hesaplanmıştır [Doğruluk=0.833 (0.707-
0.921)]. Hastalıklı buzağıları en iyi sınıflandıran yön-
temin LR olduğu görülmüştür [Duyarlılık=0.828 (0.664
-0.934]. Sağlıklı buzağıları en iyi tahmin eden yönte-
min ise yine YSA olduğu görülmektedir 
[Seçicilik=0.947 (0.740-0.999)]. Zaborski ve ark. 
(2018) tarafından %67’si eğitim kümesi ve %33’ü test 
kümesi kullanılarak yapılan çalışmada, güç doğum 
tespitinde YSA ve LR sınıflandırması yapılmıştır. 
Analiz sonucunda YSA ve LR için sırasıyla doğruluk 

Kriter/Yöntem YSA (95% GA) RO (95% GA) LR (95% GA) 

Duyarlılık 0.771 (0.599-0.896) 0.686 (0.507-0.832) 0.828 (0.664-0.934) 
Seçicilik 0.947 (0.740-0.999) 0.684 (0.435-0.874) 0.526 (0.289-0.756) 
Kesinlik 0.964 (0.817-0.999) 0.800 (0.614-0.923) 0.763 (0.598-0.886) 
Doğruluk 0.833 (0.707-0.921) 0.685 (0.545-0.805) 0.722 (0.584-0.835) 
F-Ölçümü 0.857 (0.765-0.950 ) 0.739 (0.619-0.859) 0.794 (0.693-0.896) 

Youden Index 0.719 (0.547-0.980) 0.370 (0.110-0.629) 0.355 (0.098-0.612) 
Cohen’s Kappa 0.663 (0.469-0.857) 0.349 (0.100-0.598) 0.368 (0.108-0.629) 
Pearson Ki-Kare X2 = 25.49, P<0.05 X2 = 6.83, P<0.05 X2 = 7.44, P<0.05 

Tablo 4. Sınıflandırma yöntemlerinin performans tablosu 

YSA: Yapay Sinir Ağları; RO: Rassal Orman Algoritması; LR: Lojistik Regresyon Analizi; GA: Güven Aralığı; X2: Ki kare değeri; 
P: P değeri 

Şekil 1. Sınıflandırma yöntemlerinin performanslarını 
gösteren çubuk grafiği. 

Şekil 2. Sınıflandırma yöntemlerine göre çizilen 
ROC eğrileri ve hesaplanan AUC değerleri. 
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düzeyi 0.81, 0.82; duyarlılık düzeyi 0.79, 0.63; seçici-
lik düzeyi ise 0.82, 0.90 olarak belirtilmiştir (Zaborski 
ve ark., 2018). Grzesiak ve ark. (2010) tarafından %
84 eğitim ve %16 test kümesi kullanılarak yapılan 
çalışmada, suni tohumlama zorlukları olan ineklerin 
tespitinde YSA’nın LR’ye göre hem duyarlılık hem de 
seçicilik bakımından daha yüksek bir değere sahip 
olduğu belirtilmiştir (Grzesiak ve ark., 2010). Cihan ve 
ark. (2020)’nın yenidoğan kuzular üzerinde yaptığı 
çalışmada elde ettikleri sonuçlara göre, YSA ve 
RO’nun da olduğu makine öğrenmesi yöntemlerinin 
hayvan hastalıklarının erken teşhis ve tedavisinde 
kullanılarak ekonomik anlamda katkı sağlayabileceği-
ni bildirmişlerdir. Mevcut çalışmada duyarlılık kriteri 
hariç, incelenen diğer tüm kriterler (doğruluk, seçici-
lik, kesinlik, F-ölçümü, Youden indeksi, ROC eğrisi 
altında kalan alan ve Cohen’s kappa katsayısı) yö-
nünden YSA’nın RO ve LR’ye üstünlük sağladığı ve 
buzağı hastalıklarının sınıflandırılmasında öncelikli 
olarak tercih edilebileceği ortaya çıkmıştır. Ayrıca bu 
konuda gelecekte yapılması planlanan çalışmalarda 
daha geniş örneklemler ve daha kapsamlı kayıtlar 
kullanılmasının başarı oranını arttıracağı düşünül-
mektedir.   

Sonuç olarak bu çalışmada, YSA, RO ve LR sınıflan-
dırma yöntemlerinin buzağı hastalıklarında kullanıla-
bilirliği ortaya konularak, hastalıklar üzerinde etkisi 
olan bazı faktörlerin belirli bir yanılma payıyla doğru 
sınıflandırıldığı görülmüştür. Bu yöntemlerin hayvan-
cılık işletmelerinde buzağı hastalıklarının proaktif 
yaklaşımla belirlenmesine ve ekonomik kayıpların 
önlenmesine imkan sağlayacağı düşünülmektedir. 
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