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Öz  Abstract 

Derin öğrenme yaklaşımlarından evrişimsel sinir ağları 

algoritması ile görüntü veri setleri üzerinde sınıflandırma 

çalışmaları yaygın olarak tıp ve tarım gibi birçok alanda 

başarılı bir şekilde yapılmaktadır. Ancak, görüntü veri 

setleri içerisinde bulunan sınıfların örnek sayıları dengesiz 

olduğu durumlarda bu algoritmanın sınıflandırma başarımı 

olumsuz yönde etkilenmektedir. Genelde çoğunluk 

sınıfının aksine azınlık sınıfı(ları) evrişimsel sinir ağları 

algoritması tarafından iyi bir şekilde öğrenilmemektedir. 

Bunun gibi durumlarda aşırı örnekleme yöntemlerine 

başvurmak başarılı sonuçlar alınmasını sağlamaktadır. 

Aşırı örnekleme yöntemleri ile azınlık sınıfı(ları) 

örneklerinin sayısı artırılarak çoğunluk sınıfının örnek 

sayısına yakın ya da eşit olmaktadır. Bu çalışmada 

literatürde sıkça kullanılan; yer değiştirme, döndürme, 

rastgele silme, gürültü ekleme, resimlerin karıştırılması, 

çekirdek filtreleri, çekişmeli üretici ağlar, çevirme, özellik 

uzayı dönüşümü, kırpma ve renk uzayı dönüşümü aşırı 

örnekleme yöntemleri Ham10000 veri seti üzerinde 

uygulanmıştır. Uygulama sonucunda elde edilen sonuçlara 

göre sınıflandırma başarısı açısından aşırı örnekleme 

yöntemleri karşılaştırılmıştır. Üç farklı evrişimsel sinir 

ağları modellerinden; ResNet50, DenseNet201, MobileNet 

ile elde edilen sınıflandırma sonuçlarına göre doğruluk 

açısından ResNet50 modelinde gürültü ekleme yöntemi 

0.967, DenseNet201 modelinde renk uzayı dönüşümü 

yöntemi 0.965 ve MobileNet modelinde ise Resimlerin 

karıştırılması yöntemi 0.974 sınıflandırma başarısı değeri 

ile diğer aşırı örnekleme yöntemlerinden daha iyi bir sonuç 

elde etmiştir. 

 Classification studies on image data sets with convolutional 

neural networks algorithm, which is one of the deep 

learning approaches, are widely performed successfully in 

many fields such as medicine and agriculture. However, in 

cases where the sample numbers of the classes in the image 

datasets are imbalanced, the classification performance of 

this algorithm is negatively affected. In general, unlike the 

majority class, the minority class(es) are not well learned 

by the convolutional neural network algorithm. In such 

cases, applying oversampling methods provides successful 

results. With oversampling methods, the number of 

minority class(s) samples is increased, making it close to or 

equal to the sample number of the majority class. In this 

study, translation, rotation, random erasing, noise injection, 

mixing of images, kernel filters, generative adversarial 

networks, flipping, feature space transformation, cropping 

and color space transformation oversampling methods 

frequently used in the literature were applied on the 

Ham10000 dataset. According to the results obtained as a 

result of the study, oversampling methods have been 

compared in terms of classification performance. From 

three different convolutional neural network models, 

according to the classification results obtained with 

ResNet50, DenseNet201, MobileNet, in terms of accuracy, 

the noise injection method in the ResNet50 model was 

0.967, the color space transformation method in the 

DenseNet201 model was 0.965, and in the MobileNet 

model, the mixing of images method had a classification 

performance value of 0.974 which was better than the other 

oversampling methods. 

Anahtar kelimeler: Aşırı örnekleme, Derin öğrenme, 

Evrişimsel sinir ağı, Görüntü, Yetersiz örnekleme. 

 Keywords: Convolutional neural network, Deep learning, 

Image, Oversampling, Undersampling. 

1 Giriş 

Evrişimsel Sinir Ağı (ESA), hiyerarşik özellik öğrenme 

yetenekleri sayesinde hastalıkların tahmin edilmesi, el yazısı 

tanıma, bilgisayar görmesi, görüntülerin sınıflandırılması 

alanlarında yaygın olarak kullanılmaktadır [1]–[4]. Son 

yıllarda ImageNet veri seti üzerinde evrişimsel sinir ağı 

tabanlı yöntemler ile yapılan sınıflandırma çalışmaları 

başarılı sonuçlar vermiştir [5], [6]. Her ne kadar ImageNet 

gibi örnek sayısının çok fazla olduğu veri setlerinde 

evrişimsel sinir ağları başarılı sonuçlar verse de örnek 

sayısının yetersiz olduğu dengesiz veri setlerinde 

sınıflandırma başarımının düştüğü gözlemlenmektedir [7]. 

Evrişimsel sinir ağı gibi derin öğrenme tabanlı yaklaşımlarda 

örnek sayısının az olduğu durumlarda ya da örneklerin 

birbirine çok benzediği durumlarda aşırı öğrenme sorunu 

meydana gelmektedir [8]. Aşırı öğrenme durumu meydana 
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geldiğinde evrişimsel sinir ağı yüksek eğitim oranlarına 

ulaşmakta, ancak ağın daha önce karşılaşmadığı verilerle test 

edildiğinde başarısız sonuçlar vermektedir [9], [10]. Şekil 

1’de örnek bir aşırı öğrenme durumu verilmiş olup eğitim 

doğruluğu ve test verisi ile doğrulama oranlarına 

bakıldığında ağın yüksek oranlarda eğitilmiş olmasına 

rağmen az sayıda örnek ile eğitildiğinden dolayı doğrulama 

aşamasında düşük sonuçlar verdiği görülmektedir [11], [12]. 

 

 

Şekil 1. Aşırı öğrenme durumu 

 

Dengesiz veri setlerindeki bir başka problem ise azınlık 

sınıfları ile çoğunluk sınıflarının örnek sayıları arasında çok 

fazla fark olabilmesidir. Örnek bir dengesiz veri setinde %95 

oranında sağlıklı, %5 oranında hastalıklı örneklerin 

bulunduğu durumda hastalıklı örneklerin tamamının yanlış 

tahmin edildiği durumda bile doğruluk oranı %95 olarak 

hesaplanmaktadır.  

Dengesiz veri setlerinin sebep olduğu sorunların çözümü 

için sunulan çözümler yetersiz örnekleme ve aşırı örnekleme 

olmak üzere iki ana başlık altında incelenmektedir.  

Yetersiz örnekleme yönteminde dengesiz veri 

setlerindeki çoğunluk sınıflarının örnek sayıları azınlık 

sınıfları ile eşitlenerek indirgenmektedir.  

 

 

Şekil 2. Örnek dengesiz veri seti 

 

Yetersiz örnekleme yöntemi eğer azınlık sınıflarının 

örnek sayıları ağın eğitimi için yeterli ise dengesiz veri seti 

problemine bir çözüm olabilir [13]. Ancak azınlık 

sınıflarının örnek sayıları Şekil 2’deki gibi ağın eğitimi için 

yeterli değilse bu tür veri setlerinde yetersiz örnekleme 

yapmak sınıflandırma başarımını olumsuz etkileyecektir 

[14]. Dengesiz veri setlerinde azınlık sınıflarının örnek 

sayıları sınıflandırma için yetersiz olduğu durumlarda 

görüntü artırma yöntemleri kullanılarak dengesiz veri seti 

dengeli hale getirilmektedir. Veri setini dengeli hale 

getirebilmek için kernel filtreleri, renk uzayı dönüşümleri, 

rastgele silme, geometrik dönüşümler, resimlerin 

karıştırılması gibi temel görüntü işleme yöntemleri 

kullanıldığı gibi sinirsel sitil aktarımı ve çekişmeli üretici 

ağlar ile görüntü artırma gibi derin öğrenme yaklaşımları da 

kullanılmaktadır [7], [15], [16]. Dengesiz görüntü veri 

setlerinin sebep olduğu sınıflandırma problemlerinin 

çözümünde görüntü artırma yöntemlerinin daha başarılı 

sonuçlar vermesini sağlamak için transfer öğrenme 

yöntemleri ile de desteklenmektedir. Transfer öğrenmede, 

ImageNet gibi geniş veri setleri ile önceden eğitilmiş olan 

ağlar, görüntü artırma ile dengeli hale getirilmiş görüntü veri 

setlerinin sınıflandırılmasında kullanılmaktadır [17], [18]. 

Transfer öğrenme yöntemlerinden ResNet, VGG, DenseNet, 

EfficientNet, AlexNet modellerinin görüntü artırma 

yöntemleri ile dengeli hale getirilmiş dengesiz veri setleri 

üzerinde başarılı sonuçlar verdiği görülmüştür [19]–[24]. 

Yapılan çalışmada, literatürde yaygın kullanılan 11 farklı 

görüntü artırma tekniği tespit edilerek cilt kanseri veri seri 

üzerinde her bir tekniğin bireysel başarısı evrişimsel sinir 

ağları kullanılarak test edilmiştir. Görüntü artırma 

tekniklerinin başarısının ölçülmesinde DenseNet50, 

MobileNet ve DenseNet201 önceden eğitilmiş evrişimsel 

sinir ağı yapıları kullanılmıştır. Yapılan testlerde farklı ağ 

yapılarında farklı sonuçlar elde edilmiştir. ResNet50 ile 

yapılan testlerde en yüksek doğruluk oranına 0.967 ile 

gürültü ekleme yöntemi, DenseNet201 ile yapılan testlerde 

en yüksek doğruluk oranına 0.965 ile renk uzayı dönüşümü 

yöntemi, MobileNet ile yapılan testlerde en yüksek doğruluk 

oranına 0.974 ile resimlerin karıştırılması yöntemi en yüksek 

doğruluk oranına ulaşmıştır. Her ne kadar kararsız bir durum 

gibi görünse de her bir ağ yapısına ait karşılaştırma tabloları 

incelendiğinde bu üç görüntü artırma tekniğinin ilk üç sırada 

oldukları görülmektedir. 

Bu çalışma; giriş, geçmiş çalışmalar, evrişimsel sinir ağı, 

görüntü artırma teknikleri, deneysel çalışmalar ve sonuç 

şeklinde organize edilmiştir.  

2 Geçmiş çalışmalar 

Evrişimsel sinir ağları ile yapılan sınıflandırma 

çalışmalarında verilerin ön işlemlere tabi tutulması, verinin 

ham haline göre sınıflandırma başarımını etkilemektedir 

[25]. Sınıflandırma başarımını etkileyebilecek sorunlardan 

bir tanesi de sınıfların örnek sayıları arasındaki aşırı 

dengesizliklerdir [26], [27]. Veri setlerindeki sınıfların örnek 

sayılarının dengelenebilmesi için genel olarak aşırı 

örnekleme ve yetersiz örnekleme başlıkları altında pek çok 

çözüm önerisi sunulmuştur. Yuan ve ark. geliştirmiş 

oldukları yöntemde, görüntü içerisindeki kenarların dış 

bükeyliğini kullanan bir aşırı örnekleme yöntemi 

geliştirmişlerdir. Geliştirdikleri yöntemi veri setleri üzerinde 

test ederek etkinliğini ortaya koymuşlardır [28]. Jiang ve ark. 

etiketsiz sınıflar üzerinde aşırı örnekleme yapabilmek için 

bir kümeleme yöntemi önermişlerdir. Yaptıkları 

çalışmalarında aynı zamanda çoğunluk sınıflarının örnek 

sayıları da azaltılmıştır. Geliştirdikleri yöntemin başarımını 

44 farklı veri seti üzerinde test etmişlerdir [29]. 
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Şekil 3. Tipik bir evrişimsel sinir ağı [30] 

Pek çok çalışmada aşırı örnekleme yöntemi 

uygulanırken, örnekleme işlemi sadece azınlık sınıfları 

içerisinden alınan örneklerle yapılmıştır. Temraz ve Keane 

ise geliştirmiş oldukları yöntemde, k-NN algoritması 

yardımı ile sadece azınlık sınıfları değil çoğunluk 

sınıflarındaki örnekleri de kullanan bir aşırı örnekleme 

yöntemi geliştirmişlerdir [31]. Engelmann ve Lessmann, 

geliştirmiş oldukları aşırı örnekleme yönteminde çekişmeli 

üretici ağları (Generative Adversarial Networks-GAN) 

kullanarak azınlık sınıfları için sentetik örnekler 

üretmişlerdir. Geliştirilen yöntemi farklı veri setleri üzerinde 

test ederek yöntemin başarımını test etmişlerdir [32]. Sınıf 

dengesizliği problemini çözmek için kullanılan 

yöntemlerden bir kısmı da yetersiz örnekleme konu başlığı 

altında incelenmektedir. Yetersiz örnekleme yöntemlerinde 

sınıf dengesizliği problemine çoğunluk sınıflarının örnek 

sayıları azaltılarak çözümler geliştirilir. Dai ve ark. 

geliştirmiş oldukları yetersiz örnekleme yönteminde 

çoğunluk sınıflarının örnekleri arasındaki benzerlikleri 

hesaplamışlardır. Örnekler arasındaki benzerlik değerlerine 

göre bazı örnekleri eleyerek çoğunluk sınıflarının örnek 

sayılarını azaltmışlardır [27]. Xue ve ark, yapmış oldukları 

çalışmalarında optimize edilmiş olasılık temelli bir yetersiz 

örnekleme tekniği geliştirmişlerdir. Geliştirdikleri tekniği, 

veri setine uygulayarak sınıf dengesizliği probleminin 

olumsuz etkilerinin çözümüne karşı test etmişlerdir [33]. 

Nanni ve ark. yapmış oldukları çalışmalarında çevirme, 

döndürme, yer değiştirme ve kırpma görüntü artırma 

yöntemlerini VIR, BARK, GRAV ve POR veri setlerine 

uyguladıktan sonra ResNet50 yapısındaki evrişimsel sinir 

ağı üzerinde sınıflandırmaya olan etkilerini test etmişlerdir 

[34]. Perez ve Wang yapmış oldukları çalışmalarında 

çekişmeli üretici ağlar (GAN) ve döngüsel çekişmeli üretici 

ağlar (CycleGAN) görüntü artırma teknikleri ile yer 

değiştirme, kırpma, döndürme, çevirme ve çarpıtma görüntü 

artırma tekniklerini karşılaştırmışlardır. Bu teknikleri 

MNIST veri seti üzerinde uyguladıktan sonra VGG16 

yapısındaki evrişimsel sinir ağı üzerinde sınıflandırma 

üzerine etkilerini test etmişlerdir [35]. Bu çalışmada ise, yer 

değiştirme, döndürme, rastgele silme, gürültü ekleme, 

resimlerin karıştırılması, çekirdek filtreleri, çekişmeli üretici 

ağlar, çevirme, özellik uzayı dönüşümleri, kırpma ve renk 

uzayı dönüşümleri olmak üzere 11 farklı görüntü artırma 

tekniği karşılaştırılmıştır. ResNet50, DenseNet201 ve 

MobileNet önceden eğitilmiş ağları üzerinde sınıflandırma 

performansları karşılaştırma metriği olarak kullanılmıştır. 

3 Evrişimsel sinir ağı (ESA) 

Evrişimsel sinir ağı, genellikle görüntüler üzerine 

uygulanan yapay sinir ağı tabanlı bir derin öğrenme 

yaklaşımıdır [36]. Bu yapıda, giriş görüntülerinden özellik 

çıkarım işlemleri ve sadeleştirme işlemleri yapan katmanlar 

ile birlikte bir de yapay sinir ağı katmanı bulunur [30], [37]. 

Evrişimsel sinir ağı yapısında bulunan yapay sinir ağı 

katmanının amacı giriş görüntülerinin doğru şekilde 

sınıflandırılmasıdır [38]. Yapay sinir ağı, resimlerin 

sınıflandırılması çalışmalarında yıllardır yaygın şekilde 

kullanılan bir algoritma olmasına rağmen giriş verilerinin 

büyük olması durumlarında çok fazla donanımsal kaynağa 

ihtiyaç duyar [39]. Bu sebeple giriş görüntülerinin, öncelikle 

özellik çıkarım yöntemleri kullanılarak indirgenmesi ve 

sınıflandırma başarısını arttıracak şekilde ayırt edici 

özelliklerin ortaya çıkarılması gerekir [40]. Ancak evrişimsel 

sinir ağı, yapısında bulundurduğu katmanlar sayesinde 

özellik çıkarım ve indirgeme işlemlerini dahili olarak 

yaptığından dolayı giriş görüntüleri üzerinde herhangi bir ön 

işlemeye ihtiyaç duymaz [41]. Şekil 3’te tipik bir evrişimsel 

sinir ağı görülmektedir. Bu ağda giriş görüntüsü, evrişim 

(Convolution) ve havuzlama (Pooling) katmanlarından 

geçirilerek özellikleri çıkarılır ve indirgenir. Ardından 

tamamen bağlı katmana aktarılmak üzere düzleştirilir. 

Tamamen bağlı katman, her bir giriş görüntüsü için 

olasılıksal sonuçları hesaplar ve çıkış katmanında bulunan 

aktivasyon fonksiyonu yardımıyla bir çıkış üretir [30], [37]. 

Evrişim katmanındaki ReLU ise ağın eğitimini olumsuz 

yönde etkileyen negatif değerleri elimine etmek için 

kullanılan bir fonksiyondur. Evrişimsel sinir ağı, evrişim, 

birleştirme ve tamamen bağlı katmanlarında üretilen 

çıkışlara göre her bir katmanda ayrı ayrı öğrenebilme 

yeteneklerine sahiptir [42]. Evrişimsel sinir ağı yapısının 
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eğitilebilmesi için çok sayıda görüntüye ihtiyaç duyulur [18]. 

Her problem için çok sayıda görüntü içeren bir veri seti 

bulunamayabilir ya da büyük veri setleri ile ağı eğitmek çok 

miktarda zaman alıyor olabilir. Bu tür durumlarda evrişimsel 

sinir ağı yapısının ImageNet gibi büyük görüntü veri setleri 

ile eğitildiği transfer öğrenme yöntemleri kullanılarak hem 

eğitim zamanından tasarruf edilir hem de yetersiz sayıda 

görüntü içeren ya da dengesiz veri setleri üzerindeki 

sınıflandırma başarımı arttırılır [17], [19], [24].  

 

 

Şekil 4. Transfer öğrenme [43] 

 

Şekil 4’te tipik bir transfer öğrenme modeli görülmekte 

olup literatürde AlexNet, SqueezeNet, VGG16, VGG19, 

GoogLeNet, ResNet50, ResNet101, InceptionV3 ve 

InceptionResNetV2 transfer öğrenme modelleri 

görülmektedir [44].  

3.1 Evrişim katmanı 

Bu katman, evrişimsel sinir ağı yapısında görüntünün ilk 

işlendiği katmandır. Görüntüler, piksellerin sayısal 

değerlerinden oluşan matrisler olarak ele alınır ve özellik 

haritaları elde edilir. Bu katmanda, görüntüye ait matrisler 

üzerinde kendisinden daha küçük bir filtre matrisi 

gezdirilerek özellik haritaları hesaplanır. Bu katmandaki 

öğrenme işlemi, görüntü üzerinde gezdirilen filtrelerin 

parametrelerinin sürekli güncellenmesi ile gerçekleşir [45]. 

 

 

Şekil 5. Evrişim katmanı 

 

Şekil 5’te örnek bir evrişim katmanı işlemi 

görülmektedir. Filtre matrisi görüntüye ait matris üzerinde 

gezdirilerek görüntüye ait özellikler matris şeklinde elde 

edilir. Yapılan geri bildirimler vasıtasıyla filtre üzerindeki 

parametreler güncellenerek bu katmanın öğrenmesi sağlanır. 

3.2 Adım (Stride) 

Adım, evrişim katmanındaki filtrelerin orijinal görüntü 

üzerinde kaç piksel kaydırılacağını belirleyen parametredir 

[46]. Adım değerinin büyütülmesi özellik haritalarının 

küçülmesine sebep olacaktır. Adım (Stride) işlemi Şekil 6’da 

görülmektedir. 

3.3 Dolgu (Padding) 

Bir görüntü evrişim işlemine tabi tutulduğunda boyutu 

küçülmekte olup bu durum iki farklı olumsuzluğa sebep 

olmaktadır. Birincisi, küçülen görüntülerdeki bilgi ve 

detaylar azalmaktadır. İkincisi ise kenar ve köşelerde 

bulunan piksellerin çıktıya olan etkisinin azalmasıdır [46]. 

Bu durumda çözüm olarak giriş görüntüsünün dış çeperi 0 

değerleri ile doldurularak dolgu (Padding) işlemi yapılır. 

Yapılan dolgu (Padding) işleminin evrişimsel sinir ağlarında 

bahsedilen sorunlarla ilgili başarılı sonuçlar verdiği 

görülmüştür [47].  

 

 

Şekil 6. Adım işlemi 

3.4 ReLU (Rectified linear unit) 

Evrişimsel sinir ağı içerisindeki süreçlerde ağın negatif 

değerleri öğrenmesini engellemek için kullanılan doğrusal 

olmayan bir fonksiyondur [48]. ReLU fonksiyonu Denklem 

(1)’de görülmektedir. 

 

𝑓(𝑥) = max(0, 𝑥) (1) 

3.5 Havuzlama (Pooling) katmanı 

Havuzlama katmanı giriş görüntülerine ait matrislerin 

indirgenmesi amacıyla kullanılır. Bu sayede ağın ihtiyaç 

duyduğu işlem gücü azalır hem de sınıflandırma başarımına 

katkısı düşük olan özellikler elimine edilir [49]. 

Havuzlama katmanında yaygın olarak maksimum 

havuzlama (Max Pooling) ve ortalama havuzlama (Average 

Pooling) yöntemlerinden biri kullanılmasına rağmen 

literatürde çok sayıda havuzlama yöntemi önerilmiştir [50] . 

Maksimum havuzlama yönteminde seçilen filtre boyutuna 

(Pool Size) göre filtre içerisinde kalan sayıların en büyüğü 

alınarak giriş görüntüsü indirgenir. Ortalama havuzlama 

yönteminde seçilen filtre boyutuna (Pool Size) göre filtre 

içerisinde kalan sayıların ortalaması alınarak giriş görüntüsü 

indirgenir [49]. Bahsedilen havuzlama yöntemleri Şekil 7’de 

görülmektedir. 
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Şekil 7. Havuzlama katmanı 

 

3.6 Düzleştirme katmanı 

Evrişimsel sinir ağının bir parçası olan özellik çıkarım 

işlemleri bittikten sonra görüntülerin yine bu ağın bir parçası 

olan yapay sinir ağına aktarılabilmesi için tek boyutlu 

vektörlere dönüştürülmesi gerekmektedir [51]. Görüntülerin 

tek boyutlu vektörlere dönüştürüldüğü katmana düzleştirme 

katmanı adı verilmektedir. 

3.7 Tamamen bağlı katman 

Giriş görüntüleri üzerinde özellik çıkarım işlemleri 

tamamlandıktan sonra elde edilen özellik haritaları 

düzleştirildikten sonra bu katmana gelir. Bu katman, 

evrişimsel sinir ağı içerisinde bulunan bir yapay sinir ağı 

yapısıdır [37]. Şekil 3’te görülen bu yapı giriş olarak aldığı 

özellik haritalarına göre çıkışlar üretir. Bu çıkışlar Softmax 

gibi aktivasyon fonksiyonları ile işlenerek nihai çıktı elde 

edilir [52]. 

4 Görüntü artırma teknikleri 

Dengesiz veri setlerindeki azınlık sınıflarının örnek 

sayılarını arttırarak veri setlerini dengeli hale getirebilmek 

için bu çalışmada kullanılan teknikler Tablo 1’de liste 

halinde verilmiştir [7]. 

4.1 Çevirme (Flipping) 

Bu işlem, görüntülerin yatayda ya da dikeyde bir eksene 

göre çevrilmesi işlemidir. Yaygın olarak kullanılan bu 

yöntemde görüntünün çevrilmiş hali kendisine çok benzediği 

durumlarda sınıflandırma başarımına düşük olmaktadır [53]. 

Ayrıca el yazısı gibi görüntülerde çevrilmiş hali başka bir 

karaktere benzediği durumlarda sınıflandırma hatalarına 

sebep olabilmektedir [7]. 

 

(𝑥, 𝑦) → (𝑥𝑑𝑒ğ𝑖ş𝑖𝑚, 𝑦𝑑𝑒ğ𝑖ş𝑖𝑚) (2) 

 

Şekil 8’de örnek bir çevirme işlemi görülmektedir. Bu 

yöntemde görüntüye ait pikseller Denklem (2)’ye göre 

herhangi bir eksende aynı uzaklıktaki başka bir konuma 

taşınır. 

Tablo 1. Görüntü artırma teknikleri 

Nu. Adı Açıklama 

1 Çevirme 
Görüntünün bir eksene 

göre çevrilmesidir 

2 
Renk uzayı 

dönüşümleri 

Görüntü renk kanallarında 

değişiklikler yapılmasıdır 

3 Kırpma 
Görüntünün bir 

bölümünün kırpılmasıdır 

4 Döndürme 
Görüntünün herhangi bir 

açıda döndürülmesidir 

5 Yer değiştirme 

Görüntünün herhangi bir 

yöne doğru hareket 
ettirilmesidir 

6 Gürültü ekleme 
Görüntüye gürültü 

eklenmesidir 

7 Çekirdek filtreleri 
Görüntüye filtre matrisleri 

uygulanmasıdır 

8 
Resimlerin 

karıştırılması 

Görüntülerin 
karıştırılmasıdır 

9 Rastgele silme 
Görüntünün bir 

bölümünün silinmesidir 

10 
Özellik uzayı 

dönüşümleri 

Görüntü üzerinde vektörel 

işlemler yapılmasıdır 

11 
Çekişmeli üretici 

ağlar 

Derin öğrenme ile 

sentetik görüntü üretimidir 

 

  
Orijinal görüntü X eksenine göre 

  

X-Y eksenine göre Y eksenine göre 

Şekil 8. Görüntülerin çevrilmesi yöntemi ile elde edilen 

sentetik görüntü örnekleri 
 

4.2 Renk uzayı dönüşümleri (Color space transformations) 

Dijital görüntüler genellikle boyutlar (genişlik, 

yükseklik) ve renk kanallarından (Kırmızı, Yeşil, Mavi) 

oluşan bir yapıda kodlanırlar. Bu renk kanalları literatürde 

red, green ve blue kelimelerinin kısaltması olan RGB 

kısaltması ile yer alır.  
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Orijinal görüntü Mavi renk yok 

  

Gri resim Kırmızı renk yok 

Şekil 9. Renk uzayı dönüşümleri ile elde edilen sentetik 

görüntü örnekleri 
 

Renk kanalları üzerinde gerçekleştirilen değişikliklerle 

yapılan görüntü artırma işlemi oldukça pratiktir. Tek 

kanaldan oluşan bir resme istenilen değerlerden oluşan yeni 

renk kanalları eklenebilir ya da görüntünün sahip olduğu 

kırmızı, yeşil, mavi kanallarından bir tanesini diğerlerinden 

izole ederek hızlı bir şekilde görüntü artırma yapılabilir [7]. 

Yine kanallar üzerinde yapılabilecek bir başka işlem de 

görüntünün saydamlığını arttırarak ya da azaltarak görüntü 

artırma yapılabilir [54].  

 

𝐺𝑟𝑎𝑦 =
𝑅 + 𝐺 + 𝐵

3
 (3) 

 

Ayrıca, Denklem (3)’e göre 3 kanallı red, green, blue 

(RGB) görüntüleri Gri seviye görüntülere dönüştürülerek 

görüntü artırma yapılabilir [55]. Örnek renk uzayı 

dönüşümleri Şekil 9’da görülmektedir. 

4.3 Kırpma (Cropping) 

Bu yöntemde görüntünün herhangi bir bölgesinden 

rastgele bir bölüm seçilerek alınır ve veri setine yeni 

üretilmiş sentetik görüntü olarak eklenir. 

 

  
Orijinal görüntü Kırpma 1 

  

Kırpma 2 Kırpma 3 

Şekil 10. Kırpma yöntemi ile elde edilen sentetik 

görüntü örnekleri 

Şekil 10’da görülmekte olan kırpma işlemi yaygın 

şekilde kullanılan görüntü artırma yöntemlerinden bir 

tanesidir. Ancak orijinal görüntüdeki boş bölgelerin kesilip 

alınarak sentetik görüntü olarak kullanılması durumlarında 

aşırı öğrenme sorunlarına sebep olabilmektedir [56]. 

4.4 Döndürme (Rotation) 

Bu yöntemde, görüntünün Denklem (4)’e göre sağa ya da 

sola doğru 1° ile 359° arasında döndürülmesi ile elde edilen 

yeni görüntüler görüntü artırmada kullanılır. Görüntü artırma 

amaçlı yaygın şekilde kullanılan bu yöntemde, görüntünün 

döndürülmüş hali kendisi ile aynı ise sınıflandırma 

başarımına etkisi düşük olmaktadır [57]. Şekil 11’de görülen 

bu yöntemde görüntünün döndürüldüğünde farklı görünmesi 

ya da farklı eksenlerde döndürüldüğünde farklı görüntülere 

dönüşmesi başarılı sonuçlar verebilmektedir [57]. 

 

(x, y) → (X, Y)

𝑋 = cos(𝑎𝑛𝑔𝑙𝑒) ∗ 𝑥 − sin(𝑎𝑛𝑔𝑙𝑒) ∗ 𝑦

𝑌 = sin(𝑎𝑛𝑔𝑙𝑒) ∗ 𝑥 + cos(𝑎𝑛𝑔𝑙𝑒) ∗ 𝑦

𝑎𝑛𝑔𝑙𝑒 = {1° − 359°}

 (4) 

 

  
Orijinal görüntü 30° 

  

60° 90° 

Şekil 11. Döndürme yöntemi ile elde edilen sentetik 

görüntü örnekleri 

  
Orijinal görüntü Yer değiştirme 1 

  

Yer değiştirme 2 Yer değiştirme 3 

Şekil 12. Yer değiştirme yöntemi ile elde edilen sentetik 

görüntü örnekleri 
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4.5 Yer değiştirme (Translation) 

Görüntülerin sağa, sola, aşağı ya da yukarı doğru 

kaydırılmaları görüntü artırma için oldukça kullanışlı 

olmaktadır. Özellikle veri seti ortalanmış görüntülerden 

oluştuğu durumlarda bu işlem görüntü artırma için iyi 

sonuçlar verebilmektedir [58]. 

 

(x, y) → (X, Y)
𝑋 = 𝑥 + 𝑑𝑥
𝑌 = 𝑦 + 𝑑𝑦

 (5) 

 

Denklem (5)’te görüntü içerisindeki (x, y) konumunda 

bulunan bir objenin, yeni konumu olan (X, Y) konumuna 

taşınması işlemi görülmektedir. (dx, dy) ise farklı yönleri 

ifade etmektedir. Yer değiştirme işlemi Denklem (5)’e göre 

yapılmakta olup Şekil 12’de örnek yer değiştirme işlemleri 

görülmektedir. 

4.6 Gürültü ekleme (Noise injection) 

Gürültü ekleme görüntülere rastgele değerlerle ya da 

Gaussian Filtresi gibi filtrelerle gürültü eklenmesi işlemidir. 

Görüntülere gürültü eklenerek görüntü artırma yapılması 

derin öğrenme algoritmalarının başarımını arttırmaktadır 

[59]. Ancak aşırı gürültü eklenmesi ya da orijinal görüntünün 

gürültü eklendiğinde ayırt edici özelliklerini kaybetmesi gibi 

durumlarda sınıflandırma başarımını olumsuz yönde 

etkilemektedir [59].  

  
Orijinal görüntü Gürültü 1 

  

Gürültü 2 Gürültü 3 

Şekil 13. Gürültü ekleme yöntemi ile elde edilen sentetik 

görüntü örnekleri 

Şekil 13’te gürültü eklenmiş örnek görüntü ve gürültü 

eklenmiş hali görülmektedir. 

G(x, y) = 
1

2𝜋𝜎2
𝑒
−
𝑥2+𝑦2

2𝜎2  (6) 

 

Gaussian Filtresi görüntülere Denklem (6)’ya göre 

eklenmektedir. Denklemde sigma (𝜎); tüm piksellerin 

standart sapmasını, (x, y) değerleri; piksellerin konumlarını, 

e değeri; Euler sayısını ifade etmektedir. 

4.7 Çekirdek filtreleri (Kernel filters) 

Çekirdek filtreleri görüntü işleme yöntemleri arasında 

görüntüleri keskinleştirmek ya da bulanıklaştırmak için 

kullanılan popüler yöntemlerden biridir. N x N matrisler 

halinde görüntüler üzerinde çeşitli filtreler kaydırılarak 

görüntü bulanıklaştırılır ya da keskinleştirilir. Ek olarak, 

görüntülerin keskinleştirilmesi görüntü artırma 

yöntemlerinde kullanıldığında detayların öne çıkmasını 

sağlayabilir. Yapılan çalışmalarda çekirdek filtrelerinin 

sınıflandırmaya olumlu yönde etkileri görülmüştür [60].  

 

 

Şekil 14. Çekirdek filtresi 

 

Çekirdek filtreleri evrişimsel sinir ağı katmanları 

içerisinde de bulunduğundan ağın başarımını olumsuz yönde 

etkileyebilmektedir [7]. Literatürde alt (Bottom) sobel, sol 

(Left) sobel, sağ (Right) sobel, üst (Top) sobel, gaussian, 

laplacian çekirdek filtreleri yaygın şekilde kullanılan 

filtrelerdir [61], [62]. Bu filtreler Şekil 14’te ki yönteme göre 

görüntülere uygulanarak Şekil 15’teki sonuçlar elde 

edilmektedir. 

 

   

 

Orijinal görüntü Alt Sobel Sol Sobel  

    

Sağ Sobel Üst Sobel Gaussian Laplacian 

Şekil 15. Çekirdek filtreleri ile elde edilen sentetik görüntü örnekleri 
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4.8 Resimlerin karıştırılması (Mixing images) 

Görüntülerin rastgele karıştırılması görüntü artırma 

yöntemleri açısından mantıksız bir işlemdir. Ancak 

geliştirilen yöntemlerle resimlerin karıştırılması verimli bir 

yönteme dönüşebilmektedir [63].  

 

  
Orijinal görüntü Örnek 1 

 
 

 

Örnek 2 Örnek 3 

Şekil 16. Resimlerin karıştırılması yöntemi ile elde 

edilen sentetik görüntü örnekleri 

 
Bu yöntemde, görüntü artırma yapılacak azınlık sınıfı 

örneklerinin tamamı ya da bir kısmı karıştırılarak sentetik 

görüntüler elde edilir. Yapılan çalışmada sentetik örnekler 

her sınıf kendi içerisinde karıştırılarak elde edilmiştir. Şekil 

16’da örnek görüntüler görülmektedir. 

4.9 Rastgele silme (Random erasing) 

Bu yöntemde, görüntü üzerinde belirlenen N x M 

boyutlarındaki yama 0- 255 arasındaki piksel değerleriyle, 

ortalama piksel değerleriyle ya da rastgele piksel 

değerleriyle maskelenir. Yapılan çalışmalarda rastgele silme 

yönteminin doğruluk oranını arttırdığı, hata oranını 

düşürdüğü görülmüştür [64].  

Şekil 17’de rastgele silme yöntemi ile belirli 

bölümlerinden silme işlemi yapılmış görüntü örnekleri 

görülmektedir. 

4.10 Özellik uzayı dönüşümleri (Feature space 

transformations) 

Bu görüntü artırma yönteminde görüntüler n x 1 

boyutlarındaki vektörlere dönüştürülür. 

 

 

Şekil 18. Görüntünün tek boyutlu diziye dönüşümü 

 

Şekil 18’de verilen dönüştürme işleminde görüntülerin 

vektörlere dönüştürülmesiyle bu görüntüler üzerinde pek çok 

vektörel operasyon gerçekleştirilebilir. Gerçekleştirilen 

vektörel operasyonlardan bir tanesi de vektör üzerine 

Denklem (7)’ye göre gürültü eklemektir [65].  

 

𝐶𝑖
′ = 𝐶𝑖 + λX𝐶𝑖

′ (7) 

 

Denklem (7)’de Ci orijinal görüntü vektörünü, Ci
’ 

sentetik görüntü vektörünü, X gürültü metodunu ve λ gürültü 

oranını belirtmektedir. Şekil 19’da özellik uzayı dönüşümü 

ile elde edilmiş görüntüler görülmektedir. 

  
Orijinal görüntü Örnek 1 

  

Örnek 2 Örnek 3 

Şekil 17. Rastgele silme yöntemi ile elde edilen sentetik 

görüntü örnekleri 

4.11 Çekişmeli üretici ağlar (Generative Adversarial 

Network-GAN) 

Birbirleri ile çekişme halinde olan iki sinir ağından 

oluşan bu yapıda, ağlardan bir tanesi sentetik görüntüler 

oluştururken diğer ağ ise bu görüntülerin gerçek olup 

olmadığını ayırt etmeye çalışır. Üretici (Generative) ağ 

gerçeğe daha yakın görüntüler oluşturmayı öğrenirken, ayırt 

edici ağ ise gerçek görüntüler ile sentetik görüntüleri daha 

iyi ayırt etmeyi öğrenir. GAN yapısı Şekil 20’de 

görülmektedir.  

 

 

 

Orijinal görüntü  

  

Örnek 1 Örnek 2 

Şekil 19. Özellik uzayı dönüşümleri ile elde edilen 

sentetik görüntü örnekleri 



 

 

 
NÖHÜ Müh. Bilim. Derg. / NOHU J. Eng. Sci. 2023; 12(4), 1141-1156 

Ö. Özcan, M. Karaaltun 

 

1149 

 

 

Şekil 20. Çekişmeli üretici ağ [69] 

GAN ile üretilen görüntülerin orijinal görüntüden farklı 

ancak benzer olması sebebiyle dengesiz görüntü veri 

setlerini dengeli hale getirebilmek için gerekli sentetik 

görüntüleri elde etmede kullanılabilir [66]. Bu mimarideki 

üretici ağın ürettiği görüntüleri kullanarak yapılan görüntü 

artırma yöntemleri başarılı sonuçlar vermektedir [67], [68]. 

Ancak bazı durumlarda ayırt edici ağın aşırı öğrenmesi 

sebebiyle birbirine çok benzer görüntüler üretmesi sonucu 

olarak aşırı öğrenmeye sebep olabilmektedir [66]. Şekil 

21’de GAN yöntemi ile elde edilmiş sentetik görüntüler 

görülmektedir. 

 

  
Örnek 1 Örnek 2 

  

Örnek 3 Örnek 4 

Şekil 21. Çekişmeli üretici ağlar ile elde edilen sentetik 

görüntü örnekleri 

5 Deneysel çalışmalar 

Görüntü artırma yöntemleri kullanılarak veri setlerinin 

dengeli hale getirilmesi, yaygın şekilde üzerinde çalışılan 

konu başlıklarından biridir [70]. Görüntü artırma yöntemleri, 

temel görüntü işleme yöntemleri (Flipping, Mixing, 

Cropping vs.) ve derin öğrenme tabanlı yaklaşımlar (GAN) 

olmak üzere iki ana başlık altında incelenmektedir [7]. Bu 

yöntemlerin test edilebilmesi için yaygın şekilde kullanılan 

dengesiz veri setleri bulunmaktadır [71], [72]. Bu çalışmada 

Ham10000 veri seti, bu çalışmada daha önce bahsedilen 

görüntü artırma teknikleri kullanılarak dengeli hale 

getirilmiştir. Dengeli hale getirilen veri seti önceden 

eğitilmiş evrişimsel sinir ağları ile test edilmiştir. Önceden 

eğitilmiş evrişimsel sinir ağlarında, ImageNet veri seti ile ağ 

önceden eğitilerek sınıflandırma başarımının arttırılması 

amaçlanmaktadır. Literatürde bu ağ yapıları yaygın şekilde 

kullanılmakta ve başarılı sonuçlar elde edilmektedir [43], 

[73]–[75]. 

5.1 Veri seti 

Literatürde yaygın şekilde görüntü artırma yöntemleri 

uygulanan dengesiz veri setlerinden bir tanesi de Ham10000 

veri setidir [76]. Bu veri setinde, 7 farklı sınıfa bölünmüş 

halde 10,015 adet renkli deri lezyonu görüntüsü 

bulunmaktadır.  

Ham10000 veri seti, 7 farklı sınıftan oluşmakta olup 

sınıfların örnek sayılarına bakıldığında dengesiz bir dağılım 

gösterdiği görülmektedir. Yapılan çalışmada, veri setindeki 

tüm sınıfların örnek sayıları, 6705 adet ile en fazla sayıda 

örneğe sahip olan NV sınıfına eşitlenmiştir. Çalışmada 

kullanılan veri setinin sınıfları ve sınıflar üzerinde yapılacak 

olan görüntü artırım oranları Tablo 2’de verilmiştir. Tablo 

2’de yer alan görüntü artırım oranları (AO) Denklem (8)’ e 

göre, görüntü artırım adetleri (AA) ise Denklem (9)’a göre 

hesaplanmıştır [77]. Denklem (8) ve (9)’da ÇS; çoğunluk 
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sınıfı örnek sayısını, AS; azınlık sınıfı örnek sayısını ifade 

etmektedir. 

Tablo 2. Ham10000 veri seti sınıf dağılımı 

Sınıf 
adı 

Hastalık 
adı 

Adet 

Artırım 

oranı 

(%) 

Artırım 
adeti 

Görüntü 

artırımı 
sonrası 

adet 

MEL Melanoma 1113 502.42 5592 6705 

NV Nevus 6705 0 0 6705 

BCC 
Basal cell 

carcinoma 
514 1204.47 6191 6705 

AKIEC 
Actinic 

keratosis 
327 1950.45 6378 6705 

BKL 
Bening 

keratosis 
1099 510.1 5606 6705 

DF 
Dermato 

fibroma 
115 5730.43 6590 6705 

VASC 
Vascular 

lesion 
142 4621.83 6563 6705 

 Toplam 10015  36920 46935 

 

 

𝐴𝑂 = ((
Ç𝑆

𝐴𝑆
) − 1)𝑥100 (8) 

 

𝐴𝐴 =
𝐴𝑂𝑥(𝐴𝑆)

100
 (9) 

 

5.2 Performans değerlendirmesi 

Bu çalışmada, görüntü artırma tekniklerinin 

sınıflandırma başarımına etkisini değerlendirebilmek için 

dengesiz bir veri seti üzerinde önceden eğitilmiş evrişimsel 

sinir ağı yöntemleri kullanılmıştır. Evrişimsel sinir ağları, 

görüntü veri setleri üzerinde başarılı sonuçlar verse de 

dengesiz görüntü veri setleri üzerinde başarımı düşmektedir 

[25], [56]. Evrişimsel sinir ağlarının veri setleri üzerindeki 

başarımını arttırmak için önceden eğitilmiş ağların 

kullanılması sonuçları olumlu sonuçlar vermektedir [73], 

[75], [78]. Ancak veri seti dengeli hale getirildiğinde 

önceden eğitilmiş ağların veri setinin dengesiz haline göre 

daha başarılı sonuçlar verdiği yapılan testlerde görülmüştür. 

Bu çalışmada ResNet50, DenseNet201 ve MobileNet 

önceden eğitilmiş ağları kullanılmıştır [79]. Dengeli ve 

dengesiz veri setleri üzerinde yapılan testler Windows 10 

işletim sistemi, Intel Core i7@2.9 GHz işlemci ve 32 GB 

hafızaya sahip bir bilgisayar üzerinde yapılmıştır. Elde 

edilen en yüksek ve en düşük sınıflandırma sonuçları koyu 

renk ile vurgulanmıştır. 

5.3 Değerlendirme metrikleri 

Evrişimsel sinir ağlarının sınıflandırma sonuçlarının 

değerlendirilmesi için doğruluk (D), duyarlılık (DY), 

hassasiyet (HS), yanlış pozitif oranı (YPO), yanlış negatif 

oranı (YNO) ve F1 skoru (F1) metrikleri kullanılmıştır. 

Denklem (10)’de verilen D değeri, doğru tahminlerin tüm 

tahminlere olan oranıdır. Denklem (11)’da verilen HS 

değeri, doğru pozitif tahminlerin tüm pozitif tahminlere 

oranıdır. Denklem (12)’da verilen DY değeri, doğru pozitif 

tahminlerin tüm pozitiflere olan oranıdır. Denklem (13)’de 

verilen F1 değeri, HS ve DY değerlerinin harmonik 

ortalamasıdır. Denklem (14)’de verilen YPO değeri, yanlış 

pozitif tahminlerin tüm negatiflere olan oranıdır. Denklem 

(15)’te verilen YNO değeri, yanlış negatif tahminlerin tüm 

pozitiflere olan oranıdır. 

 

𝐷 =
𝐷𝑃 + 𝐷𝑁

𝐷𝑃 + 𝐷𝑁 + 𝑌𝑃 + 𝑌𝑁
 (10) 

 

𝐻𝑆 =
𝐷𝑃

𝐷𝑃 + 𝑌𝑃
 (11) 

 

𝐷𝑌 =
𝐷𝑃

𝐷𝑃 + 𝑌𝑁
 (12) 

 

𝐹1 = 2𝑥
𝐻𝑆𝑥𝐷𝑌

𝐻𝑆 + 𝐷𝑌
 (13) 

 

𝑌𝑃𝑂 =
𝑌𝑃

𝑌𝑃 + 𝐷𝑁
 (14) 

 

YNO = 
𝑌𝑁

𝑌𝑁+𝐷𝑃
 (15) 

 

5.4 Sınıflandırma sonuçları ve tartışma 

Bu çalışmada, öncelikle Ham10000 veri setinde bulunan 

görüntü örneklerinin çözünürlük değerleri 600x450’den 

64x64 çözünürlük değerlerine indirgenmiştir. Veri seti 

çözünürlüğünün daha düşük bir değere indirgenmesi işlemi 

özellikle derin öğrenme algoritmalarında gerekli kaynak 

ihtiyacını düşürdüğünden dolayı yaygın şekilde tercih edilen 

bir işlemdir [80]. 64x64 çözünürlük değerine indirilen 

görüntülerden oluşan Ham10000 veri seti bu çalışmada daha 

önce bahsedilen görüntü artırma teknikleri ile dengeli hale 

getirilmiştir. Daha sonra veri setinin dengeli hali ve orijinal 

hali ResNet50, DenseNet201 ve MobileNet önceden 

eğitilmiş evrişimsel sinir ağları ile test edilmiştir. Önceden 

eğitilmiş evrişimsel sinir ağlarına ait parametreler Tablo 3’te 

verilmiştir. 

 

mailto:i7@2.9
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Tablo 3. Resnet50, DenseNet201 ve MobileNet 

parametreleri 

Parametrel
er 

Önceden eğitilmiş evrişimsel sinir ağı yapısı 

ResNet5
0 

DenseNet20
1 

MobileN
et 

Giriş (64x64x3

) 

(64x64x3) (64x64x3

) 

Ağırlıklar ImageNe

t ile eğitildi 

ImageNet 

ile eğitildi 

ImageNet 

ile eğitildi 

Optimize 

edici 

Adam Adam Adam 

Kayıp 

fonksiyonu 

Seyrek 

kategorik 
çapraz 

entropi 

Seyrek 

kategorik çapraz 
entropi 

Seyrek 

kategorik 
çapraz entropi 

Gizli 
katman 

aktivasyon 

fonksiyonu 

ReLU ReLU ReLU 

Çıkış 

katmanı 

aktivasyon 
fonksiyonu 

Softmax Softmax Softmax 

Öğrenme 
oranı 

0.001 0.001 0.001 

Devir 
sayısı 

30 30 30 

  

Önceden eğitilmiş evrişimsel sinir ağlarına ait 

parametrelerin seçiminde optimize edici, kayıp fonksiyonu 

ve aktivasyon fonksiyonları için ızgara arama yöntemi tercih 

edilmiştir. Öğrenme oranı ve devir sayısı için ise rastgele 

arama yöntemi tercih edilmiştir. 

 

Tablo 4. Ham10000 veri setinin dengelenmeden önceki 

sınıflandırma raporları 

Model D F1 YPO YNO 

ResNet50 0.716 0.306 0.095 0.718 

DenseNet201 0.746 0.542 0.075 0.444 

MobileNet 0.784 0.600 0.058 0.439 

 

Tablo 4’te veri setinin dengelenmemiş hali ResNet50, 

DenseNet201 ve MobileNet önceden eğitilmiş ağları ile test 

edilerek elde edilen sınıflandırma sonuçları verilmiştir. Elde 

edilen sonuçlara göre 0.784 doğruluk oranı ile MobileNet ağ 

yapısı orijinal veri seti üzerinde en yüksek başarı oranına 

ulaşmıştır. 

Veri seti, bu çalışmada incelenen görüntü artırma 

teknikleri ile ayrı ayrı dengelendikten sonra ResNet50, 

DenseNet201 ve MobileNet önceden eğitilmiş ağları ile ayrı 

ayrı test edilmiştir. Elde edilen sınıflandırma sonuçları Tablo 

5, Tablo 6 ve Tablo 7’da görülmektedir. 

 

Tablo 5. Görüntü artırma tekniklerinin ResNet50 ile 

sınıflandırma sonuçları 

Teknik D F1 YPO YNO 

Yer değiştirme 0.916 0.915 0.013 0.082 

Döndürme 0.845 0.846 0.025 0.152 

Rastgele silme 0.937 0.938 0.010 0.062 

Gürültü ekleme 0.967 0.967 0.005 0.032 

Resimlerin karıştırılması 0.945 0.946 0.009 0.053 

Çekirdek filtreleri 0.941 0.945 0.009 0.058 

Çekişmeli üretici ağ 0.915 0.916 0.014 0.084 

Çevirme 0.776 0.776 0.037 0.222 

Özellik uzayı dönüşümü 0.927 0.928 0.012 0.071 

Kırpma 0.860 0.858 0.023 0.138 

Renk uzayı dönüşümü 0.964 0.964 0.005 0.035 

 

Sınıflandırma sonuçları incelendiğinde görüntü artırma 

tekniklerinin evrişimsel sinir ağları ile sınıflandırma 

performansını olumlu yönde etkilediği görülmektedir. Veri 

setinin dengelenmemiş hali bu çalışmada kullanılan önceden 

eğitilmiş ağlar ile sınıflandırma testlerine tabi tutulduğunda 

doğruluk oranları %71-78 aralığında yer almaktadır. Veri 

seti farklı yöntemler ile dengelenerek önceden eğitilmiş ağlar 

ile sınıflandırma testlerine tabi tutulduğunda ise doğruluk 

oranları %77-96 aralığında yer almaktadır. ResNet50 ağ 

yapısı ile yapılan testlere göre 0.967 ile gürültü ekleme 

yöntemi en yüksek başarı oranına, 0.776 ile çevirme yöntemi 

en düşük başarı oranına ulaşmıştır. 

Tablo 6’ da görüldüğü üzere DenseNet201 ile yapılan 

testlerde 0.965 doğruluk oranı ile renk uzayı dönüşümü 

yöntemi en yüksek, 0.736 doğruluk oranı ile çevirme 

yöntemi en düşük başarı oranına ulaşmıştır. 
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Tablo 6. Görüntü artırma tekniklerinin DenseNet201 ile 

sınıflandırma sonuçları 

Teknik D F1 YPO YNO 

Yer değiştirme 0.906 0.906 0.015 0.092 

Döndürme 0.806 0.808 0.032 0.190 

Rastgele silme 0.933 0.933 0.011 0.066 

Gürültü ekleme 0.943 0.944 0.009 0.056 

Resimlerin karıştırılması 0.963 0.963 0.006 0.036 

Çekirdek filtreleri 0.945 0.945 0.009 0.054 

Çekişmeli üretici ağ 0.947 0.947 0.008 0.052 

Çevirme 0.736 0.758 0.043 0.260 

Özellik uzayı dönüşümü 0.897 0.898 0.017 0.101 

Kırpma 0.897 0.897 0.017 0.102 

Renk uzayı dönüşümü 0.965 0.965 0.005 0.034 

 

Tablo 7’de görüldüğü üzere MobileNet ile yapılan 

testlerde ise 0.974 doğruluk oranı ile resimlerin karıştırılması 

yöntemi en yüksek doğruluk oranına, 0.879 doğruluk oranı 

ile yer değiştirme yöntemi en düşük başarı oranına 

ulaşmıştır. 

 

Tablo 7. Görüntü artırma tekniklerinin MobileNet ile 

sınıflandırma sonuçları 

Teknik D F1 YPO YNO 

Yer değiştirme 0.879 0.876 0.020 0.118 

Döndürme 0.910 0.910 0.014 0.089 

Rastgele silme 0.931 0.931 0.011 0.069 

Gürültü ekleme 0.972 0.972 0.004 0.027 

Resimlerin karıştırılması 0.974 0.974 0.004 0.025 

Çekirdek filtreleri 0.949 0.950 0.008 0.049 

Çekişmeli üretici ağ 0.946 0.946 0.008 0.053 

Çevirme 0.947 0.947 0.008 0.052 

Özellik uzayı dönüşümü 0.904 0.903 0.015 0.094 

Kırpma 0.896 0.895 0.017 0.103 

Renk uzayı dönüşümü 0.969 0.969 0.005 0.030 

 

Tablo 5, 6 ve 7 incelendiğinde farklı görüntü artırma 

tekniklerinin farklı performanslar sergilediği görülmektedir. 

Özellikle Döndürme ve Çevirme tekniklerinde, görüntü 

üzerinde herhangi bir değişim gerçekleştirilmemesi ve işlem 

sonucunda elde edilen görüntünün orijinal görüntüye çok 

benzemesi ihtimalinin yüksek olması bu tekniklerin daha 

başarısız bir performans sergilemelerine neden olmuştur. 

Literatürde, görüntü artırma teknikleri bu çalışmada 

olduğu gibi her biri yalın halde ya da her biri geliştirilerek 

kullanılmaktadır [8], [34], [64]. Bunun yanında görüntü 

artırma tekniklerinden 2 ya da daha fazlası bir araya 

getirilerek karşılaştırılan yönteme göre daha başarılı ya da 

daha başarısız sonuçlar elde edilebilmektedir, bu durum 

Tablo 8’de görülmektedir. 

Tablo 8 incelendiğinde görüntü artırma tekniklerinin 

birlikte kullanımında her durumda çok başarılı sonuçlar 

vermemektedir. Rasheed ve ark. yapmış oldukları 

çalışmalarında beş farklı tekniği kullanarak ResNetXt101 ağ 

yapısı ile 0.871 doğruluk oranına ulaşırken, bu çalışmada 

DenseNet201 ağ yapısı ile veri setine sadece renk uzayı 

dönüşümü uygulayarak 0.965 doğruluk oranına ulaşılmıştır. 

Bunun yanında, bu çalışmada döndürme ve çevirme 

teknikleri tek başlarına kullanıldığında en yüksek MobileNet 

ağ yapısı ile 0.947 doğruluk oranına ulaşılabilirken, Çakmak 

ve Tenekeci yapmış oldukları çalışmalarında döndürme ve 

çevirme tekniklerini birlikte kullanarak Nasnet Mobile ağ 

yapısı ile 0.979 doğruluk oranına ulaşmışlardır. 

 

Tablo 8. 2 ya da daha fazla görüntü artırımı tekniği 

kullanan çalışmalar 

Çalışm

a 
Veri seti 

ESA 

yapısı 

Görüntü 

artırım 
teknikleri 

D 

Xin ve 
ark. [81] 

Ham100
00 

VIT 

Çevirme

, kırpma, 

döndürme, 
renk uzayı 

dönüşümü 
 

0.9

41 

Benede

tti ve ark. 
[82] 

Ham100

00 

ResN

et-v2 

Çevirme

, yer 
değiştirme, 

döndürme, 

kırpma 
 

0.7

89 

Rashee

d ve ark. 

[83] 

Ham100

00 

ResN

et Xt101 

GAN, 

çevirme, 
döndürme, 

yer 

değiştirme, 
renk uzayı 

dönüşümü 

 

0.8
71 

Çakma

k ve 

Tenekeci 
[84] 

Ham100

00 

Nasne

t Mobile 

Döndür

me, çevirme 

0.9
79 

6 Sonuç 

Dengesiz veri kümelerinin, sınıflandırma algoritmalarını 

olumsuz etkilediği hem bu çalışmada hem de yapılan diğer 

çalışmalarda görülmüştür. Bu sorunun çözümü için 

geliştirilen yöntemlerden bir tanesi de veri kümesini görüntü 

artırma teknikleri kullanarak dengeli hale getirmektir. Genel 

olarak görüntü artırma işlemi aşırı örnekleme yöntemleri ile 

gerçekleştirilmektedir. Ancak aşırı örnekleme 
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yöntemlerinde benzer örnekler üretmek aşırı öğrenme 

problemlerine yol açabilir. Bu çalışmada, dengesiz veri seti 

probleminin çözümü için literatürde yaygın 11 farklı görüntü 

artırma tekniği Ham10000 veri setine uygulanarak 

karşılaştırma yapılmıştır. Ayrıca 11 farklı görüntü artırma 

tekniği ile dengelenmiş veri setleri ResNet50, DenseNet201 

ve MobileNet önceden eğitilmiş ağlarını içeren evrişimsel 

sinir ağları üzerinde ayrı ayrı test edilmiş ve karşılaştırmalı 

sonuçları verilmiştir. Sonuç olarak, aşırı örnekleme 

yöntemleri Ham10000 veri kümesine uygulandığında 

performans değerlendirme kriterleri açısından 

değerlendirildiğinde gürültü ekleme yöntemi belirgin şekilde 

ResNet50 modelinin, renk uzayı dönüşümü yöntemi 

DenseNet201 modelinin ve gürültü ekleme yöntemi de 

MobileNet modelinin sınıflandırma başarısını artırmıştır. Bu 

çalışmada anlatılan aşırı örnekleme yöntemlerinin çalışma 

mantıkları analiz edilerek dengesiz veri kümeleri için yeni ya 

da melez daha etkili aşırı örnekleme yöntemleri önerilebilir.  
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