LIiSE TURU VE LiSE MEZUNIYET BASARISININ,
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VERI MADENCILIGI TEKNIiGi ILE ANALIZi

Y.Ziya AYIK®
Abdulkadir OZDEMIR"™

sk

Ugur YAVUZ

Ozet: Kurumlarin veritabani boyutlariin, her giin iiretmekte olduklari bilgi
miktarindaki biiyiik artiglar ile binlerce Terabayti agtigini sdyleyebiliriz. Buna
paralel olarak bilgisayar teknolojisinin siirekli gelisiyor ve ucuzluyor olmasi
miktar1 gittikge artan bu verinin saklanabilmesine imkan saglamaktadir. Ancak
s6z konusu verilerin tek baslarina bir anlam olusturmadiklar1 bilinmektedir.
Veriler ancak belirli bir amag¢ dogrultusunda islendikleri takdirde anlam
kazanabilmektedirler. Giiniimiizde veritabanlarindaki anlamsiz verilerden anlamli
ve kullanilabilir bilgiler elde etmede 6nemli bir teknigin Veri Madenciligi oldugu
genel kabul gormektedir.

Bu ¢alismada, Atatiirk Universitesi 6grencilerinin mezun olduklar: lise tiirleri ve
lise mezuniyet dereceleri ile kazandiklari fakiilteler arasindaki iliski, veri
madenciligi teknikleri kullanilarak incelenmistir. Elde edilen sonuglarin,
tiniversitemizi sonraki yillarda tercih edecek 6grenci profilinin belirlenmesine
yardimci olacagi diisiincesindeyiz.

Anahtar Kelimeler: Veri madenciligi, veritabanlarinda bilgi kesfi, mineset

L. Giris

Veri miktarinda meydana gelen olagan iistii artis, bu verilerden nasil
yararlanilabilecegi konusunu 6n plana ¢ikarmigtir. Veri degerlendirmenin klasik
yontemleri veya geleneksel bilisim teknikleri ile bu kadar ¢cok veriden anlamli
bilgilerin elde edilmesinin pek miimkiin olamayacagi anlasilmistir. Biligim
teknolojilerinin gelisimi ve tahmin edilemeyecek oranda biriken ve derlenen
bilgi daginin olugmasmin sonucu olarak, her alanda strateji gelistirme
konusunda kurumlar1 ve bireyleri desteklemek amaciyla Veri Madenciligi (VM)
adli bir teknik son yillarda yaygin olarak uygulanmaya baslanmistir. Veri
Madenciligi Teknikleri, verinin yigin halde bulundugu, akla gelebilecek biitiin
alanlarda gizli bilgilerin agiga ¢ikarilabilmesi ve gelecekteki egilim ve davranis
sekillerinin tahmin edilebilmesinde kullanilabilmektedir (Zhang Dongsong and
Zhou Lina, 2004). Veri Madenciligi biiyiik miktardaki veri yigin1 igerisinden
gelecekle ilgili tahmin yapmamizi saglayacak, baginti ve kurallarin bilgisayar
programlar1 kullanilarak aranmasidir (Babadag Kadir, 2006). Maliyetli ve
zahmetli bir slire¢ olan veri toplama yatirimlarindan en yiiksek faydayi
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saglamak veri madenciligi ile miimkiindiir (Kecman Vojislav, 2001). Veri
Madenciligi, insan davraniglariin Onceden tahmin edilebilmesini saglar.
Ornegin dnceden biliniyor olsaydi;

1.Hastanelere yapilan tedavi taleplerinin bdlgelere, zamana ve ihtiyaca
gore degerlendirilmesi, salgin hastalik riskinin ilk agamada tespiti ve kaynak
planlama agisindan faydali olmaz miydi?

2.Kagak enerji kullananlarin profillerini tespit eden bir model, olas1 kagak
enerji kullanicilarini tahmin etmenizi saglasa idi, diisiik maliyet ile kagaklarla
etkin miicadele edilmez miydi?

3.Web sitenizi ziyaret eden kisiler, ilk birka¢ klikten sonra ihtiyaglari
dogrultusunda yonlendirilseler, kisilerin ihtiyaglart dogrultusunda igerik
yOnetimi yapabilseniz, e-devlet hedefleri dogru yonetilmez miydi?

Biitin bu sorularin cevabi elbette “Evet”tir. Ancak bu, veriye
uygulanacak dogru veri madenciligi modelleri sayesinde olabilecektir.

Veri madenciligi ile biiylik veri yiginlarindan olusan veritaban sistemleri
icerisinde gizli kalmig bilgilerin c¢ekilmesi saglanir. Bu islem, istatistik,
matematik disiplinleri, modelleme teknikleri, veritabani teknolojisi ve ¢esitli
bilgisayar programlar1 kullanilarak yapilir.

I1. Veri Tabanlarinda Bilgi Kesfi
Veri madenciliginin uygulanabilmesi i¢in kullanilan algoritma bize
Veritabanlarinda Bilgi Kesfi siirecinin gergeklesmesini saglamaktadir. Bu siire¢
icerisinde modelin uygulanacagi verilerin Ozelliklerinin ¢ok iyi bilinmesi
gerekmektedir. Siirecin  basarili olabilmesi i¢in su adimlarin dikkatle
uygulanmasi zorunludur (Chen Ming ve digerleri, 1996).

A. Problemin Tanimlanmasi

Veri madenciligi ¢aligmalarinda basarili olmanin ilk sarti, uygulamanin
hangi amag igin yapilacaginin agik bir sekilde tanimlanmasidir. Tlgili isletme
amacl, isletme problemi iizerine odaklanmis ve agik bir dille ifade edilmis
olmalidir. Elde edilecek sonuglarin basar1 diizeylerinin nasil o6lgiilecegi
tanimlanmalidir. Ayrica, yanlis tahminlerde katlanilacak olan maliyetlere ve
dogru tahminlerde kazanilacak faydalara iliskin tahminlere de bu asamada yer
verilmelidir.

B. Verilerin Hazirlanmasi

Modelin kurulmasi asamasinda ortaya ¢ikacak sorunlar, bu asamaya sik
sik geri doniilmesine ve verilerin yeniden diizenlenmesine neden olacaktir. Bu
durum verilerin hazirlanmasi ve modelin kurulmasi asamalar1 icin, bir analistin
veri kesfi slirecinin toplami igerisinde enerji ve zamanmin %50 - %85’ini
harcamasina neden olmaktadir.
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Verilerin hazirlanmasi asamasi kendi igerisinde toplama, deger bi¢me,
birlestirme ve temizleme, se¢cme ve doOniistirme adimlarindan meydana
gelmektedir.

1. Toplama (Collection)

Tanimlanan problem igin gerekli oldugu diisiiniilen verilerin ve bu
verilerin toplanacagi veri kaynaklarinin belirlenmesi adimidir. Verilerin
toplanmasinda, kurulusun kendi veri kaynaklarinin disinda kalan kuruluglarin
veritabanlarindan faydalanilabilir.

2. Deger Bigme (Assessment)

Veri madenciliginde kullanilacak  verilerin  farkli  kaynaklardan
toplanmasi, dogal olarak veri uyumsuzluklarina neden olacaktir.  Bu
uyumsuzluklar verilerin farkli zamanlara ait olmalari, kodlama farkliliklart ve
farkli Sl¢ii birimlerinin kullanilmasi olabilir. Bu nedenlerle, iyi sonu¢ alinacak
modeller ancak iyi verilerin iizerine kurulabilecegi i¢in, toplanan verilerin ne
ol¢iide uyumlu olduklar1 bu adimda incelenerek degerlendirilmelidir.

3. Birlestirme ve Temizleme (Consolidation and Cleaning)

Bu adimda farkli kaynaklardan toplanan verilerde bulunan ve bir 6nceki
adimda belirlenen sorunlar miimkiin oldugu 6l¢iide giderilerek veriler tek bir
veritabaninda toplanir.

4. Secim (Selection)

Bu adimda kurulacak modele bagli olarak veri secimi yapilir. Ornegin
tahmin edici bir model i¢in, bu adim bagimli ve bagimsiz degiskenlerin ve
modelin  egitiminde kullanilacak veri kiimesinin se¢ilmesi anlamini
tagimaktadir.

5. Doniistiirme (Transformation)

Veritaban1 veya veri ambarlarinda o6zet veya birbirleriyle baglantili
bulunan veriler, daha anlamli bir yapiya déniistiiriiliirler. Ornegin bir
uygulamada bir yapay sinir agi algoritmasmin kullanilmasi durumunda
kategorik degisken degerlerinin evet/hayir olmasi; bir karar agaci algoritmasinin
kullanilmasi  durumunda ise Ornegin, gelir degisken degerlerinin
yiiksek/orta/diigiik olarak gruplanmis olmasi modelin etkinligini artiracaktir.

C. Modelin Kurulmasi ve Degerlendirilmesi

Tanimlanan problem i¢in en uygun modelin bulunabilmesi, olabildigince
cok sayida modelin kurularak denenmesi ile miimkiindiir. Bu nedenle veri
hazirlama ve model kurma asamalari, en iyi oldugu disiiniilen modele
varilincaya kadar yinelenen bir siirectir (Zaki Mohammed, 2003).
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Model kurulug siireci denetimli  (Supervised) ve denetimsiz
(Unsupervised) 6grenimin kullanildig1 modellere gore farklilik géstermektedir.

Ornekten 6grenme olarak da isimlendirilen denetimli &grenimde, bir
denet¢i tarafindan ilgili stniflar onceden belirlenen bir kritere gore ayrilarak, her
sinif i¢in ¢esitli 6rnekler verilir. Sistemin amact verilen orneklerden hareket
ederek her bir smifa iliskin 6zelliklerin bulunmasi ve bu o6zelliklerin kural
climleleri ile ifade edilmesidir. Ogrenme siireci tamamlandiginda, tanimlanan
kural ciimleleri verilen yeni drneklere uygulanir ve yeni 6rneklerin hangi sinifa
ait oldugu kurulan model tarafindan belirlenir.

Denetimsiz 6grenmede, kiimeleme analizinde oldugu gibi ilgili 6rneklerin
gozlenmesi ve bu oOrneklerin 6zellikleri arasindaki benzerliklerden hareket
ederek smiflarin tanimlanmasi amag¢lanmaktadir (www.sas.com/software)

D. Modelin Kullanilmasi ve Giincellenmesi

Kurulan ve gecerliligi kabul edilen model dogrudan bir uygulama
olabilecegi gibi, bir bagka uygulamanin alt pargasi olarak kullanilabilir. Kurulan
modeller risk analizi, kredi degerlendirme, dolandiricilik tespiti gibi isletme
uygulamalarinda dogrudan kullanilabilecegi gibi, promosyon planlamasi
simiilasyonuna entegre edilebilir veya tahmin edilen envanter diizeyleri yeniden
siparis noktasinin altina distiiglinde, otomatik olarak siparis verilmesini
saglayacak bir uygulamanin i¢ine gomiilebilir.

Zaman igerisinde biitlin sistemlerin 06zelliklerinde ve dolayisiyla
iirettikleri verilerde ortaya ¢ikan degisiklikler, kurulan modellerin siirekli olarak
izlenmesini ve gerekiyorsa yeniden diizenlenmesini gerektirecektir.

III. Veri Madenciligi Modelleri

Veri Madenciliginde kullanilan modeller, tahmin edici (Predictive) ve
tanimlayic1 (Descriptive) olmak iizere iki ana baglik altinda incelenmektedir
(Bigus Joseph, 1996).

Tahmin edici modellerde, sonuglar bilinen verilerden hareket edilerek bir
model gelistirilmesi ve kurulan bu modelden yararlanilarak sonuglari
bilinmeyen veri kiimelerinin sonu¢ degerlerinin tahmin edilmesi
amaglanmaktadir.

Tamimlayict modellerde ise karar vermeye rehberlik etmede
kullanilabilecek mevcut verilerdeki oriintiilerin tanimlanmasi saglanmaktadir
(Akpmar Haldun, 2000).

Veri Madenciligi modelleri fonksiyonlarma goére su sekilde
smiflandirilirlar. Siniflama ve Regresyon Modelleri tahmin edici, Kiimeleme,
Birliktelik Kurallar1 ve Ardisik Zamanli Oriintiiler ise tanimlayici modellerdir.

A. Swtniflama (Classification) ve Regresyon (Regression) Modelleri

Tahmin etmede faydalanilan ve veri madenciligi teknikleri icerisinde en
yaygin kullanima sahip olan siniflama ve regresyon modelleridir. Siiflamada
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tahmin edilen bagimli degisken kategorik, Regresyonda ise siireklilik gdsteren
bir degere sahiptir. Siiflama ve regresyon modellerinde karar agaglari, yapay
sinir aglari, genetik algoritmalar, K-en yakin komsu ve naive-bayes gibi
teknikler kullanilmaktadir.

1. Karar Agaglar1 (Decision Trees)

Veri madenciliginde karar agaglari, kurulmasinin ucuz olmasi,
yorumlanmalarinin kolay olmasi, veritabani sistemleri ile kolayca entegre
edilebilmeleri ve giivenilirliklerinin iyi olmasi nedenleri ile siniflama modelleri
icerisinde en yaygin kullanima sahip tekniktir. Karar agaci, adindan da
anlagilacagi gibi bir aga¢ goriiniimiinde, tahmin edici bir tekniktir (Berry
Michael and Linoff Gordon, 1999). Agac yapisi ile, kolay anlasilabilen kurallar
yaratabilen, bilgi teknolojileri islemleri ile kolay entegre olabilen en popiiler
siniflama teknigidir (Curtarolo Stefano and Morgan Dane, 2003).

Karar agaci karar diigiimleri, dallar ve yapraklardan olusur (Han Jiawei
and Kamber Micheline, 2000). Karar diigiimii, gerceklestirilecek testi belirtir.
Bu testin sonucu agacin veri kaybetmeden dallara ayrilmasina neden olur. Her
diigimde test ve dallara ayrilma islemleri ardisik olarak gergeklesir ve bu
ayrilma iglemi iist seviyedeki ayrimlara bagimlidir. Agacin her bir dali siniflama
igslemini tamamlamaya adaydir. Eger bir dalin ucunda siniflama islemi
ger¢eklesemiyorsa, o dalin sonucunda bir karar diigiimii olusur. Ancak dalin
sonunda belirli bir sinif olusuyorsa, o dalin sonunda yaprak vardir. Bu yaprak,
veri lizerinde belirlenmek istenen siniflardan biridir. Karar agaci islemi kok
diigiimiinden baslar ve yukaridan asagiya dogru yapraga ulasana dek ardisik
diigtimleri takip ederek gerceklesir.

2. Yapay Sinir Aglar1 (Artifical Neural Networks)

Yapay sinir aglar1 (YSA), temelde tamamen insan beyni orneklenerek
gelistirilmis bir teknolojidir. Bilindigi gibi; 6grenme, hatirlama, diisiinme gibi
tiim insan davranislarinin temelinde sinir hiicreleri bulunmaktadir. Insan
beyninde tahminen 10" adet sinir hiicresi oldugu diisiiniilmektedir ve bu sinir
hiicreleri arasinda sonsuz diyebilecegimiz sayida sinaptik birlesme denilen
sinirler aras1 bag vardir. Bu sayidaki bir birlesimi gergeklestirebilecek bir
bilgisayar sisteminin diinya biiyiikliigiinde olmas1 gerektigi sdylenmektedir;
ancak 50 yil sonra bunun biiyiik bir yanilgt olmayacagini bu giinden kimse
soyleyemez. Insan beyninin bu karmasiklig1 goz oniine alindiginda, giiniimiiz
teknolojisinin 1.5 kg’lik Insan beynine oranla heniiz ¢ok geride oldugunu
sOylemek yanlis olmaz (Edelstein Herbert, 1999).

YSA’nin hesaplama ve bilgi isleme giiciinii, paralel dagilmis yapisindan,
Ogrenebilme ve genelleme yeteneginden aldigi sdylenebilir. Genelleme, egitim
ya da Ogrenme siirecinde karsilasilmayan girisler i¢cin de YSA’nin uygun
tepkileri liretmesi olarak tanimlanir. Bu iistiin 6zellikleri, YSA nin karmasik
problemleri ¢6zebilme yetenegini gosterir.
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3. Genetik Algoritmalar (Genetic Algorithms)

Genetik algoritmalar, dogada goézlemlenen evrimsel siirece benzer bir
sekilde ¢alisan arama ve eniyileme yoOntemidir. Karmasik ¢ok boyutlu arama
uzayinda en iyinin hayatta kalmasi ilkesine gore biitiinsel en iyi ¢ozliimii arar.
Genetik algoritmalar problemlere tek bir ¢6ziim iiretmek yerine farkli
¢Oziimlerden olugan bir ¢6ziim kiimesi iiretir. Boylelikle, arama uzayinda ayni
anda birgok nokta degerlendirilmekte ve sonugta biitiinsel ¢oziime ulagsma
olasiligr yiikselmektedir. Coziim kiimesindeki ¢oziimler birbirinden tamamen
bagimsizdir. Her biri ¢ok boyutlu uzay iizerinde bir vektordiir.

Genetik algoritmalar problemlerin ¢6ziimii i¢in evrimsel siireci bilgisayar
ortaminda taklit ederler. Diger eniyileme yontemlerinde oldugu gibi ¢6ziim i¢in
tek bir yapinin gelistirilmesi yerine, boyle yapilardan meydana gelen bir kiime
olustururlar. Problem igin olasi pek ¢ok ¢oziimii temsil eden bu kiime genetik
algoritma terminolojisinde niifus adin1 alir. Niifuslar vektor veya birey adi
verilen say1 dizilerinden olusur. Birey icindeki her bir elemana gen adi verilir.
Niifustaki bireyler evrimsel siire¢ i¢inde genetik algoritma iglemcileri tarafindan
belirlenir.

4. K-En Yakin Komsu (K-Nearest Neighbor)

Veri madenciliginde smiflama amaciyla kullanilan bir diger teknik ise
ornekseme yoluyla 6grenmeye dayanan k-en yakin komsu algoritmasidir. Bu
teknikte tiim Orneklemler bir Oriintli uzayinda saklanir. Algoritma, bilinmeyen
bir 6rneklemin hangi sinifa dahil oldugunu belirlemek igin oriintii uzayini
arastirarak bilinmeyen 6rnekleme en yakin olan k 6rneklemi bulur. Yakinlik
Oklid uzaklhig: ile tanimlanir. Daha sonra, bilinmeyen &rneklem, k en yakin
komsu i¢inden en ¢ok benzedigi siifa atanir. K-en yakin komsu algoritmasi,
ayni zamanda, bilinmeyen orneklem i¢in bir gergek degerin tahmininde de
kullanilabilir (Wwww.spss.com)

5. Naive-Bayes

Naive bayes algoritmasinda her kriterin sonuca olan etkilerinin olasilik
olarak hesaplanmasi temeline dayanmaktadir. Veri Madenciligi islemini en ¢ok
verilen 6rneklerden biri ile agiklayacak olursak elimizde tenis mag¢inin oynanip
oynanmamasina dair bir bilgi oldugunu diisiinelim. Ancak bu bilgiye gore tenis
maginin oynanmasi veya oynanmamasl durumu kaydedilirken o anki hava
durumu, sicaklik, nem ve rlizgar durumu bilgileri de alinmig olsun. Biz bu
bilgileri degerlendirdigimizde varsayilan tahmin ydntemleri ile hava bugiin
rliizgarli tenis magt bugiin oynanmaz seklinde kararlar1 farkinda olmasak'da
veririz. Ancak Veri Madenciligi bu kararlarin tiim kriterlerin etkisi ile verildigi
bir yaklasimdir. Dolayistyla biz ileride 6grettigimiz sisteme bugiin hava giinesli,
sicak, nemli ve riizgar yok seklinde bir bilgiyi verdigimizde sistem egitildigi
daha once gergeklesmis istatistiklerden faydalanarak tenis maginin oynanma ve
oynanmama ihtimalini hesaplar ve bize tahminini bildirir.
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B. Kiimeleme Modelleri (Clustering)

Kiimeleme modellerinde amag {iyelerinin birbirlerine ¢ok benzedigi,
ancak oOzellikleri birbirlerinden ¢ok farkli olan kiimelerin bulunmasi ve
veritabanindaki kayitlarn bu farkli kiimelere boliinmesidir. Kiimeleme
analizinde; veritabanindaki kayitlarin hangi kiimelere ayrilacagi veya
kiimelemenin hangi degisken ozelliklerine gore yapilacagi konunun uzmani
olan bir kisi tarafindan belirtilebilecegi gibi veritabanindaki kayitlarin hangi
kiimelere ayrilacagini gelistirilen bilgisayar programlari da yapabilmektedir.

C. Birliktelik Kurali (Association Rule) ve Ardistk Zamanl Oriintii
(Sequential Pattern)

Bir aligveris sirasinda veya birbirini izleyen aligverislerde miisterinin
hangi mal veya hizmetleri satin almaya egilimli oldugunun belirlenmesi,
miisteriye daha fazla iirliniin satilmasini saglama yollarindan biridir. Satin alma
egilimlerinin tanimlanmasimi saglayan birliktelik kurallar1 ve ardisik zamanl
Oriintliler, pazarlama amacgli olarak pazar sepeti analizi (Market Basket
Analysis) adi altinda veri madenciliginde yaygin olarak kullanilmaktadir.
Bununla birlikte bu teknikler, tip, finans ve farkli olaylarin birbirleri ile iligkili
oldugunun belirlenmesi sonucunda degerli bilgi kazaniminin s6z konusu oldugu
ortamlarda da 6nem tagimaktadir (Alpaydin Ethem, 2000).

IV. Veri Madenciligi Islevi
Veri madenciligine islevleri agisindan bakilacak olursa, veri madenciligi
aktiviteleri 3 sinif altinda toplanmistir. Kesif (discovery), tahmini modelleme
(predictive modeling) ve adli analiz (forensic analysis) (Vahaplar Alper ve
Inceoglu Mustafa, 2001).

Driscoweny

Kegif

Predictive
Modeling

Data Mining

verl Madencilidi Tabhmini Modellernme

Forensic Analysis I-

Adli Analiz

Sekil 1. Veri Madenciligi Aktiviteleri
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Kesif, ne olabilecegi konusunda oOnceden belirlenmis bir fikir ya da
hipotez olmadan, veritabani igerisinde gizli desenleri arama islemidir. Genis
veritabanlarinda kullanicinin pratik olarak aklina gelmeyecek ve bulmak igin
gerekli dogru sorulart bile diisiinemeyecegi birgok gizli desen olabilir. Buradaki
asil amag, bulunacak desenlerin zenginligi ve bunlardan ¢ikarilacak bilginin
kalitesidir. Tahmini modellemede, veritabanindan ¢ikarilan desenler, gelecegi
tahmin i¢in kullanilir, Bu model, kullanicinin bazi alan bilgilerini bilmese bile
kayit etmesine izin verir. Sistem, bu bosluklari, dnceki kayitlara bakarak tahmin
yoluyla doldurur. Kesif, verideki desenleri bulmaya yonelikken, tahmini
modelleme, bu desenleri yeni veri nesnelerini bulmak i¢in uygular. Adli analiz,
normal olmayan ya da sira dist veri elemanlarini bulmak igin, ¢ikarilmis
desenleri uygulama islemidir. Sira dis1 olan1 bulmak i¢in ilk 6nce siradan kismi
tespit etmek gerekir (Glymour Clark and Madigan David, 1997).

V. Veri Madenciligi Uygulamasi

Veritabanlarinda Bilgi Kesfi ve Veri Madenciligi Tekniklerinin uygulama
alan1 yigm halde verilerin bulundugu aklimiza gelebilecek biitiin ortamlar
olarak diisiiniilebilir. Elektronik Ticaret, Bankacilik, Sigortacilik, Endiistri,
Ticaret, Saglik, Egitim ve Bilim bagta olmak iizere daha bir¢ok kamu ve 6zel
sektor faaliyet alan1 bu kapsamda kabul edilir (http://www.datamining.com).

Bu calismada Atatiirk Universitesinden 1976 yilindan itibaren mezun olan
ve halen okumakta olan 6grenci bilgilerinin bulundugu veritabani iizerinde Veri
Madenciligi teknikleri uygulanmigtir. Verilerin tanimlanmasi, anlagilmasi ve
hazirlanmasi ¢aligmanin basinda olduk¢a Onemli bir zaman almigtir. Veri
hazirlama islemi, toplama, birlestirme temizleme ve doniistiirme asamalarindan
olusmustur. Daha sonra modelin kurulmasi asamasina gecilmistir. Bu sirada
Veri madenciligi tekniginin uygulanabilmesi i¢in, bu amaca uygun Purple
Insight MineSet™ 3.2 programi lisanli olarak satin alinmistir. Purple Insight
MineSet 3.2 programi Windows tabanlidir ve veri madenciligi ve gorsel
araglarin biitiinlesmesi uygundur. Ayrica veri madenciligi siireci ve kapsaminin
hizl1 ve dogru gerceklesmesini saglamaktadir. Programin kurulumu yapildiktan
sonra, problemin ¢ézlimil i¢in en uygun model arastirilmaya baslanmistir. En
uygun modelin bulunabilmesi i¢in veri madenciligi teknigine uygun biitiin
modeller denenmistir. Yapilan denemelerden veritabanimizda bulunan verilerin
anlagilabilir en uygun analizinin Siniflama (Classification) modeli ile
yapilabildigi gozlenmistir. Atatiirk Universitesi mezunlarmna ait veritabani
verilerinin hazirlandiktan sonraki yapisi su sekildedir.
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Tablo 1. Veritaban1 Alanlar ve Kodlar:

Alan Ad1 Alan Kisa | Kod Anlam
Ad1
Lise Tiirli LTUR 1.Fen 2. Anadolu 3. Anadolu Ogretmen
4. Genel 5. Meslek
Fakiilte Ad1 | FA ikt. ve id. Bil. Tip Miihendislik
Eczacilik vb.
Lise  Mez. | LMZN 0-2, 2-2.5, 2.5-3, 3-3.5, 354, 4-
Bsr. 4.5, 4.5-5
Rsmi-Ozel RO 1 Resmi 2 Ozel
Lise Bolge LBLG 1. Marmara 2. Ege 3. Akdeniz 4. I¢ Anadolu
Kodu 5. Karadeniz
6. Dogu Anadolu 7. Giiney Dogu Anadolu
Cinsiyet CNS 1. Erkek 2.Kiz

Model uygulanmaya hazir hale gelmis bu veriler yaklasik 50000 kayittan
olusmaktadir. Bu ¢aligmada bir 6grencinin lisede okudugu boliimiin, yani lise
tiiriiniin ve lisedeki basari seviyesinin Universiteye girerken kazandig: fakiilte
ile bir iligkisinin var olup olmadigmin anlasilabilmesi i¢in veri madenciligi
teknigi uygulanmistir. Durum MineSet 3.2 programi yardimi ile
degerlendirilmis ve elde edilen sonuglar asagida verilen birka¢ O6rnek tablo
yardimi ile anlatilmstir.

A. Lise Tiiriiniin Kazamilan Fakiilte Ile Tliskisi

Atatiirk  Universitesini  kazanan ~ dgrencilerin  genel — dagilimlari
incelendiginde, 6grencilerin biiyiik bir kisminin genel liselerden geldigi, diger
lise tiirlerinden gelen Ogrenci sayilarinin ise birbirine yakin olduklar
gorlilmektedir. Ayrica 6grencilerin biiyiik bir cogunlugu resmi liselerden mezun
oldugu, cinsiyet olarak aralarinda ¢ok onemli bir farkin olmadigi, bolgeler
itibariyle de en ¢ok Dogu Anadolu Boélgesi olmak iizere, sirasiyla Karadeniz,
Akdeniz ve I¢ Anadolu bdlgesi ve diger bolge liselerinden mezun dgrencilerin
bulundugu anlasilmaktadir.

ATTRIBUTES [E E
= ——
FA = =SEme
LMZN A% =

RO &

LBLG ™ Emme
CNS

Sekil 2. Lise Tiirlerine Gore Kazanilan Fakiiltelerin Dagilimi
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1. Fen Lisesi Mezunu Olmanim Kazanilan Fakiilte Ile iliskisi

Tip, Dis ve Eczacilik fakiiltelerine giren oOgrencilerde fen Lisesi’nin
agirhginin diger fakiilteler gore daha fazla oldugu goriilmektedir. Ogrencilerin
cogu 0zel fen liselerinden mezun olup, bolgeler itibariyle de en kalabalik grubu

Dogu Anadolu Bolgesi mezunlart olusturmaktadir.

Sekil 3. Fen Lisesi Mezunlarina Gore Kazanilan Fakiiltelerin Dagilimi

2.Genel Lise Mezunu Olmanin Kazanilan Fakiilte le Iliskisi
Genel lise mezunlarinin Fen-Edebiyat Fakiiltesi, Egitim Fakiiltesi ve
Iktisadi ve Idari Bilimler Fakiiltelerinde oranlarinin daha yiiksek oldugu

gozlenmektedir.
B RETR | B BV fde WL e g @i lwtlhfhdﬁﬂﬂ-ﬁmwmw fh;MPG

'll-fl"

Sekil 4. Genel Lise Mezunlarlna Gore Kazanilan Fakiiltelerin Dagilimi

B. Lise Basarisinin Kazamilan Fakiilte Ile Iliskisi
Atatlirk Universitesine ait fakiilteleri kazanan 6grencilerin lise genel

basar1 ortalamasinin 5 iizerinden 3.5 oldugu, daha sonra 4, 4.5 ve 5 ortalamali
ogrencilerin de sirasiyla 6nemli yer tutuklari tespit edilmistir.
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Sekil 5. Lise Basar1 Notlarina Gore Kazanilan Fakiiltelerin Dagilim1

1. Lise Mezuniyet Notlarmin Yiiksek Olmasi Ile Kazanilan Fakiilte Iliskisi
Lise mezuniyet notlar1 4.5 ve 5 olan Ogrencilerin daha ¢ok Tip, Dis,
Eczacilik ve Ilahiyat Fakiiltelerini tercih ettikleri goriilmektedir.

Sekil 6. Lise Mezuniyet Notlunun Yiiksek Olmasi Durumuna Gore
Kazandiklar1 Fakiilte Dagilimi

C. Fakiiltelerde, Lise Tiirii ve Bagart Notuna Gore Dagilimlar

Fakiilte Adi1 baz alinarak yapilan veri madenciligi uygulamasinda, Lise
Tirth ve Lise Mezuniyet Notuna Gore dagilimlarda her fakiilte igin farkli
sonuglarm elde edildigi goriilmiistiir. Ornek olarak Ziraat Fakiiltesi ile Tip
fakiiltesinin dagilimlar1 gosterilmistir.

1. Ziraat Fakiiltesi Ogrencilerinin Lise Tiirii ve Lise Basar1 Durumlari

Ziraat Fakiiltesini kazanan Ogrencilerin biiyllkk oranda Meslek
Liselerinden geldikleri ve en ¢ok lise mezuniyet notu 2.5 olan 6grencilerden
olustuklar1 gézlenmektedir.
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Sekil 7. Ziraat Fakiiltesi Ogrencilerinin Lise Tiirii ve Lise Mezuniyet Notuna
Gore Dagilimlari

2. Tip Fakiiltesi Ogrencilerinin Lise Tiirii ve Lise Basart Durumlari

Tip Fakiiltesini kazanan Ogrencilerin biiylik oranda Fen Liselerinden
geldikleri ve en ¢ok lise mezuniyet notu 5 olan 6grencilerden olustuklart tespit
edilmistir.

RIBUTES EVIDENCE

Sekil 8. Tip Fakiiltesi Ogrencilerinin Lise Tiirii ve Lise Mezuniyet Notuna Gore
Dagilimlar

VI. Sonug¢

Veri miktarindaki bas dondiiriicii artisla, insan Omriiniin bu veri ile
miicadelede daha verimli harcanmasi gerektigi diisiincesi olugsmustur. Veriler 6n
elemeden gecirilmeli ve gizli bilgiler mutlaka ¢ikarilmalidir. Bu amagla
kullanilan Veri Madenciligi Teknikleri ve Veritabanlarinda Bilgi Kesfi siireci
son yillarda olduk¢a olumlu sonuglar vermistir. Veri elde edildikten sonra
tanimlanmakta, anlasilmakta ve faydali bir hale getirilmesi i¢in
hazirlanmaktadir. Daha sonra Veri madenciligi teknigi uygulanabilmesi ig¢in
tekrar tekrar denemeler yapilarak veri yapisina uygun bir model
belirlenmektedir (Jing Luan, 2002). Model degerlendirilerek kullanima
sunulmakta, bdylece yigin haldeki verilerden daha anlamli bilgiler daha kisa
zamanda elde edilebilmektedir (http://www.dwinfocenter.org.)
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Calismada, Atatiirk Universitesi dgrencilerinin yillar boyunca birikmis
karmagik verileri iizerinde uzun bir hazirlik ¢alismasi yapilarak, Lise Tiirii ve
Lise Mezuniyet Basarisinin, Kazanilan Fakiilte iizerindeki Oneminin tespit
edilebilmesi amaglanmigtir. Calisma sonucunda, lise tiiriiniin arzu edilen bir
fakiiltenin kazanilmasinda ¢ok biiyiik 6neminin oldugu, yine lise basarisinin da
ayni derecede onemli oldugu tespit edilmistir.

Abstract: It can be suggested that the enormous increase in the capacity of data
of institutions has exceeded thousands of terabytes due to increase in the storage
of data. In parallel to this increase, the advancement in the computer technology
and the accessibility of these facilities to the larger public make it possible for the
storage of ever increasing data. However, it is obvious that these data do not have
any significance in themselves alone. They gain meaning if they are only mined in
accordance with specific purpose. Today, data mining is generally accepted to be
a very important technique in the process of obtaining sensible and meaningful
results from arbitrarily accumulated data.

This study is intended to make an analysis of the correlation between the type of
high school and high school graduation score and University Placement
Examination using data mining technique. We believe that the results obtained
from this investigation can be used in determining the profile of the students who
would like to attend our institution in the future.

Key Words: Data mining, knowledge discovery in databases, mineset
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