Dogu Fen Bilimleri Dergisi / Journal of Natural & Applied Sciences of East 6(1): 57-68 (2023)

Arastirma MakRalesi / Research Article

Tweetlerin Duygu Analizi I¢in Hibrit Bir Yaklasim

Erol KINA™, Emre BICEK?

"Van Yiiziincii Y1l Uni.yersitesi, Ozalp Meslek Yiiksekokulu, Bilgisayar Programciligi Béliimii, Van
2Van Yiiziinci Y1l Universitesi, Mithendislik Fakiiltesi, Bilgisayar Miihendisligi Boliimii, Van
*e-mail: erolkina@yyu.edu.tr

DOI: 10.57244/dfbd.1314901
Gelis tarihi/Received:15/06/2023 Kabul tarihi/Accepted:14/12/2023

Ozet

Sosyal medyada ifade edilen goriisler, ¢esitli isletmeler i¢in her zaman dikkate alinan ve faydali bir
kaynak olmustur. Duygu analizi, kullanicilar tarafindan olusturulan igerigi belirli kutuplara (pozitif,
negatif) dagilmis ve etkin bir sekilde simiflandirmayr ifade eden genel bir terimdir. Duygularin
smiflandirma ve analizini gergeklestirmek igin gesitli araglar ve teknikler bulunmaktadir. Bunlar, veri
iizerinde On isleme adimlar1 tamamlandiktan sonra hedef grubu siniflandiran denetimli makine 6grenimi
tekniklerini icermektedir. Hibrit araglar, makine 6grenimi ve sozliilk tabanli algoritmalarin birlesimini
kullanarak, isaretlenmis verilere dayali olarak siniflandirma yapar. Bu makalede, duygularin analizinde
SVM algoritmasim Weka adinda agik kaynakli bir yazilim ile birlikte kullanilmistir. iki 6nceden
kategorize edilmis tweet veri seti kullanildi. SVM algoritmasinin performansi, analitik metrikler
yardimiyla degerlendirildi.

Anahtar Kelimeler: Hibrit, Makine 6grenmesi, duygu analizi

A Hybrid Approach for Sentiment Analysis of Tweets
Abstract

The views and inputs expressed by the community have always been a crucial and valuable
resource for various enterprises. The advent of widespread community media has provided an exceptional
opportunity for studying and assessing diverse fields, replacing the peculiar, laborious, and inaccurate
approaches that companies used to rely on. This particular type of analysis falls under the subclass of
sentence analysis. Sentiment analysis, a broad term, refers to the process of effectively classifying user-
generated content into specific polarities. To perform sentiment identification and analysis, a range of
tools and techniques are available, including supervised machine learning techniques that classify the
target group after training on data. Hybrid instruments, combining machine learning and lexicon-based
algorithms, classify content based on annotated dictionaries. In this study, we employed the Support
Vector Machine (SVM) algorithm with Weka, an open-source software, to analyze sentiments. Two pre-
categorized datasets of tweets were utilized. The performance of the SVM algorithm was assessed using
analytical metrics.

Keywords: Hybrid, Machine Learning, Sentiment Analysis

Giris

Metin verilerinin biiylik hacmi nedeniyle, metin madenciligi araclarina ve
yontemlerine olan talep hizla artmaktadir. Ozellikle Facebook ve Twitter gibi sosyal
medya platformlari, bu verilerin her gegen giin artmasina yol agmaktadir. Bu biiylik
miktardaki veri ve degerlendirmelerin duygusal egilimleri ve polaritesi, sirketlere ve
kurumlara smirsiz faydalar saglayabilir. Sirketler ve kurumlar, iiriin veya hizmet
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gereksinimlerini belirlemek ve pazarlarinin konumunu siirdiirmek ve giiclendirmek
amactyla duygu analizini etkili bir sekilde kullanarak bu verileri degerlendirebilirler.

Duygusal egilimleri belirlemek i¢in, Onceden belirlenmis bir kelime
dagarcigindan ve agirlikli terimlerden ve duygu yonelimlerinden yararlanan sozliik
tabanli bir teknik kullanilir. Bu yontem, metinleri etkili bir sekilde siniflandirmak igin
kendi i¢inde bulunan bir sozIligii kullanir. Linguistic Inquiry Word Count, WordNet,
SentiStrength 3.0, SentiWordNet, Affective Norms for English Words ve SenticNet gibi
sozliik tabanli uygulamalar popiiler yontemler olarak kabul edilmektedir.

Denetimli makine 6grenimi yaklasimlarinda, gergek diinya verilerine dayanak
saglamak icin bir egitim veri setinin mevcut olmasi1 énemlidir. Hibrit bir platform, iki
stratejiyi birlestirir. Verileri hem makine 6grenimi algoritmalariyla siiflandirmakta
hem de belirli bir sozliik lizerinden kategorize etmektedir.

Bu c¢alismada, duygu analizi i¢in SVM (Destek Vektor Makineleri) algoritmasi,
onceden simiflandirilmig tweet veri setleri tizerinde kullanilmistir. Her iki veri seti i¢in
de SVM'nin hassasiyetini degerlendirmek i¢in Geri Cagrilama (Recall) ve F-Skoru (F-
Measure) kullanilmistir. Arastirmanin  boliimleri asagida aciklanmaktadir: Ikinci
boliimde ilgili calismalar agiklanmaktadir. Ugiincii béliimde veri toplama siireci daha
detayli bir sekilde ele alinmaktadir. Dordiincii bolim simiflandirma yontemlerine
odaklanmaktadir. Besinci boliim bulgular1 6zetlerken, altinci boliimde calisma bir
sonugla tamamlanmaktadir.

Sonug olarak, bu caligmada metinlerin duygu analizi icin bir hibrit yaklasim
onerilmektedir. Sozliik tabanli lexicon yontemi ve makine 6grenimi algoritmalarinin
birlesimi kullanilarak duygu analizinin dogrulugunun artirilmas: hedeflenmektedir.
Onerilen hibrit yaklasimin performansi, SVM algoritmas1 ve énceden siiflandirilmis
tweet veri setleri kullanilarak degerlendirilmistir. SVM'nin hassasiyeti Geri Cagr1 ve F-
Skoru metrikleri kullanilarak degerlendirilmistir.

Bir¢ok aragtirmaci, sosyal ag platformlar1 araciligiyla iiretilen biiyiilk miktardaki
veriyi otomatik olarak c¢ikarmak ve analiz etmek icin caligmaktadir. Literatiir
incelendiginde bu alanda yapilmis cesitli ¢alismalar mevcuttur. Bunlardan bazilar
asagida sunulmustur.

Liu ve ark. (2013) tarafindan yapilan c¢alismada, Twitter ilizerinde duygu
siniflandirmasi i¢in adaptif bir es zamanli SVM yontemi gelistirmislerdir. Bu yontem,
tweetler tizerinde duygu siniflandirmasi yapmak i¢in es zamanl 6grenme (co-training)
yaklagimini kullanmaktadir. Calismanin amaci, sinirh etiketli veriye sahip oldugumuz
durumlarda duygu siniflandirmasimin dogrulugunu artirmaktir. Bunun i¢in, iki farkl
SVM siniflandiricinin birbirini egitmesi ve glincellemesi gerekmektedir. Bu sekilde, her
bir siiflandiricinin digerinden farkli ornekleri etiketlemesi ve O0grenmesi saglanir.
Yontem, Twitter {izerindeki tweetlerden elde edilen verileri kullanarak yapilmistir.
Oncelikle, tweetlerin igerdikleri kelimelerin 6zellik vektorleri ¢ikarilir ve bu vektorler
tizerinde Onceden egitilmis SVM siniflandiricilar kullanilarak duygu etiketleri tahmin
edilir. Ardindan, iki farkli smniflandiricinin karsilikli olarak birbirini egitmesi i¢in bir
geri besleme dongiisii olusturulur. Calismanin sonuglari, onerilen adaptif es zamanh
ogrenme yaklagimi SVM yonteminin diger yontemlere kiyasla daha yiiksek dogruluk
oranlar1 sagladigi (%85) gostermektedir. Ozellikle, tweetlerin duygusal dzelliklerini
daha iyi 6grenebilen ve siniflandirabilen bir model elde edilmistir. Bu ¢alisma, siirl
etiketli veriye sahip oldugumuz durumlarda duygu siniflandirmasi icin etkili bir yontem
sunmaktadir. Adaptif co-training SVM yaklasimi, Twitter gibi sosyal medya
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platformlarindan elde edilen biiyiik veri setleri iizerinde duygu analizi yapmak i¢in
potansiyel bir ¢dziim olabilir.

Zainudin ve ark. (2016) yaptiklar calismada, Twitter yorumlarin1 olumlu veya
olumsuz olarak siniflandirmak i¢in yeni bir yontem onermislerdir. Bu yontemde, dogal
dil isleme (NLP) teknikleri ve makine 6grenimi algoritmalar1 kullanilmistir. Yazarlar,
uzak gozetim yontemini kullanarak, duygu analizi i¢in makine 6grenme algoritmalarinin
Twitter lizerindeki sonuglarini sunmus ve tartismislardir. Yazarlar, giiriiltili etiketler
olarak kullanilan duygulu tweetleri egitim verisi olarak kullanmislardir ayrica farkli
metin veri kiimesi lizerinde yontemlerini test edip elde ettikleri sonuglari sunmuslardir.
Sonuglar, 6nerilen yontemin duygu analizi konusunda etkili oldugunu ve iyi bir
performans gosterdigini gostermektedir. Olumlu ve olmusuz duygu tasiyan tweetlerle
egitildiginde, Naive Bayes ve SVM gibi ML algoritmalarinin %80 dogrulukla
caligabilecegini  belirtmislerdir. Siniflandirma sirasinda  kullanilan  6n  isleme
asamasindaki dl¢timler calismada vurgulanmastir.

Mudinas ve ark. (2012), yaptiklar1 calismada ¢esitli veri madenciligi teknikleri
kullanilarak &grencilerin spekiilatif basarilarinin tahmin edilmesi ve incelenmesi
amaglanmistir. Karar agaci, Cok Katmanli Algilama ve Naive Bayes yontemleri
kullanilmistir. Bu stratejiler, iki donem boyunca, iki lisans dersindeki 6grenci verilerini
analiz etmek i¢in kullanilmigtir. Bulgulara gore, Naive Bayes'in tahmin dogrulugu %86
olarak belirlenmistir ve bu deger Karar agaci ve Cok Katmanli Algillama
yontemlerinden daha yiiksek olarak hesaplanmistir. Bu tahmin yontemi sayesinde
egitimciler, belirli bir dersin basarisini erken asamada tespit edebilmektedirler. Sonug
olarak, egitimcilerin bu 6grencilere ekstra dikkat gostererek akademik performanslarini
artirmas1 miimkiin olabilmektedir.

Ersahin ve ark. (2019) tarafindan yapilan calismada, duygu analizi i¢in bir hibrit
yontem Onerilmektedir. Makalede, duygu analizi igin birlesik bir yaklagim
kullanilmaktadir. S6zliikk tabanli bir teknik olan lexicon yontemi ve denetimli makine
Ogrenimi algoritmalar bir araya getirilerek duygu analizinin dogrulugunun artirilmasi
amaclanmistir. Lexicon yontemi, dnceden belirlenmis bir kelime dagarcigi ve duygu
yonelimlerini kullanarak metinleri siniflandirmada kullanilmaktadir. Denetimli makine
ogrenimi algoritmalar1 ise egitim veri setine dayanarak duygu smiflandirmasi
yapmaktadir. Makine 6grenimi tarafinda, Naive Bayes, destek vektor makineleri ve J48
gibi li¢ denetimli siniflandirici kullanarak siniflandirma problemini ele alinmustir.
Makalede, Tiirkge tweet veri setleri tlizerinde yapilan deneyler ve performans
degerlendirmeleri sunulmaktadir. Elde edilen sonuglar, 6nerilen hibrit yontemin Tiirkce
metinlerde duygu analizinde %7 oraninda daha dogru sonuglar elde ettiklerini
gostermektedir. Hibrit bir metodoloji kullanilarak, film wveri seti lizerinde NB
algoritmasiyla elde edilen dogruluk oram1 %388,93, otel veri seti ilizerinde SVM
algoritmasiyla elde edilen dogruluk orant %91,96 ve Twitter verileri iizerinde NB
algoritmasiyla elde edilen dogruluk orani ise %83,37 olarak belirlenmistir.

Rumelli ve ark. (2019) tarafindan gergeklestirilen calismada,
Hepsiburada.com'daki miisterilerin {iriin yorumlar1 ve degerlendirmeleri {izerinde duygu
analizi modeli gelistirmek amaciyla makine 6grenimi algoritmalar1 ve sozliikk tabanh
yaklagimlarin birlesimini kullanilmiglardir. Calismanin ilk asamasinda, her bir
kelimenin sozliikteki puan degeriyle birlikte toplama yontemi kullanilarak bir model
olusturulmus ve hesaplamalar yapilmistir. Daha sonra, metinlerin polarite puanlarina
dayanarak NB, RF, SVM, KNN gibi makine 6grenimi algoritmalar1 duygu analizi i¢in
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egitilmistir. Arastirma sonuglari, insan miidahalesi olmaksizin duygu analizinin %73
dogruluk oraninda gerceklestirilebildigini ortaya koymaktadir.

Appel ve ark. (2016), yaptiklar1 ¢calismada NLP teknikleri, semantik kurallar ve
bulanik kiimeleri ile bir hibrit yontem kullanilarak film incelemeleri iizerinde basarili
sonuglar elde ettiklerini ve %76 dogruluk oranina ulastiklarini belirtmektedirler.

Ohana ve Tierney (2009), calismalarinda SentiWordNet'i kullanarak duygu
yoniinii hesapladiktan sonra SVM siiflandiricisin1 uygulamiglardir. Film incelemeleri
tizerinde SentiWordNet kelime dagarciginin duygu analizi uygulanmasi sonuglari
sunulmustur. Yaklasimlari, duyguyu belirlemek i¢in pozitif ve negatif terim puanlarini
icermektedir. SentiWordNet'i kaynak olarak kullanarak ilgili 6zelliklerin bir veri seti
olusturarak iyilestirme saglamiglardir. Ardindan makine 6grenimi algoritmalarini
uygulayarak SentiWordNet puanlarinin 6zellik olarak kullanildigi en iyi dogruluk
oranini %69,35 olarak elde edilmislerdir.

Tilirkmenoglu'nun (2015) yiiksek lisans c¢alismasi, film yorumlart ve Twitter
sosyal medya verileri iizerinde yapilan duygu analizi arastirmasini igermektedir.
Caligmada, sozliik tabanli ve makine O6grenmesi yaklagimlari olmak tizere iki farkli
yontem kullanilmis ve elde edilen sonuglar karsilastirilmistir. Sozliik tabanli yontem
icin Sentistrength sozliigli Tirkge'ye cevrilerek kullanilmigtir. Makine 0grenmesi
yaklasiminda ise SVM, NB, DT (Desicion Tree — Karar Agaclar1) algoritmalar
degerlendirilmistir. Twitter veri seti iizerinde yapilan analizde, sozliik tabanli yontem
%75,2 basar1 oran1 elde ederken, makine 6grenmesi yaklasiminda SVM algoritmasi
%85 bagart oraniyla 6ne c¢ikmigtir. Film yorumlarindan olusturulan veri setinde ise
sozlik tabanli yontem %79,5 basar1 oranina ulagirken, makine 6grenmesi yaklagimi
SVM algoritmasiyla %89 bagar1 orani saglanmaistir.

Naz ve arkadaglar1 (2018) yaptiklar ¢alismada, halka acik SemEval 2016 veri seti
tizerinde duygu analizi gergeklestirmislerdir. Bu c¢alismada, duyarlilik puanlar
olusturulmus ve SVM algoritmasit kullanilmistir. Elde edilen sonuglar, duygu puan
vektoriinlin dikkate alinmadigi durumda %79,6 dogruluk elde edildigini gostermistir.
Ancak duygu puan vektorii dikkate alindiginda ise dogruluk orani %81 olarak
belirlenmistir.

Beleveslis ark. (2019) tarafindan gerceklestirilen c¢alisma, Yunanca tweetlerden
toplanan verilerin analizini icermektedir. Bu arastirmada, énceden hazirlanan sozliikler
kullanilmis ve RF, DT ve XGBoost gibi algoritmalar karsilastirilmistir. Arastirmanin
sonuglari, RF algoritmasinin en yiliksek dogruluk oranin1 (%80) elde ettigini
gostermektedir.

Sham ve Mohamed (2022) tarafindan gergeklestirilen calismada, sozliik tabanli,
makine O0grenmesi ve hibrit yaklagimlarin performansi karsilastirilmistir. Calismada,
Twitter verilerinden olusan {i¢ farkli hazir veri seti iizerinde analiz yapilmistir. Sozliik
tabanli yaklasimda, cesitli sozlikkler arasinda karsilastirma yapilmistir. Makine
ogrenmesi yontemi icin SVM, NB ve LR (Lojistik Regresyon) algoritmalar1 kullanilmis
ve sonuclar karsilagtirilmistir. En yliksek dogruluk orani, sozliik tabanli yaklagimda
birlestirilmis veri seti ve VADER sozliigii ile %57 olarak elde edilirken, makine
O0grenmesi yaklasiminda LR algoritmasiyla %70,2 olarak elde edilmistir. Hibrit
yaklagimda ise en yiiksek F-skoru, birlestirilmis veri seti, TextBlob ve LR algoritmasi
kullanilarak %75,3 olarak belirlenmistir.
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Materyal ve Yontem

Bu c¢alisma, SVM'nin metin tabanli duygu tespitinde tarafsiz, olumsuz veya
olumlu gibi kategorilere ayrilan ifadeler {iizerinde odaklanmaktadir. Twitter
platformundan elde edilen iki 6nceden kategorize edilmis veri seti kullanilmistir.
Performans ve dogruluk degerlendirmesi i¢in Twitter platformundan elde edilen
tweetler test verisi olarak se¢ilmistir. SVM algoritmasinin ¢ikt1 polaritesi, her bir tweet
icin Oonceden belirlenmis sinif ile karsilagtirilarak fark hesaplanmistir. Bu c¢aligmada
precision (kesinlik), recall (geri c¢agirma) ve F-score (F-skoru) gibi metrikler
kullanilmistir. Bulgular1 analiz etmek ve gorsellestirmek i¢in Weka araci kullanilmistir.
Weka, GNU Genel Kamu Lisansi sartlar1 altinda serbest¢e kullanilabilen bir yazilimdir.
Veriler Twitter API kullamilarak elde edilmistir. Ilk veri seti, film incelemeleriyle ilgili
2023 yili Ocak — Mayis aylar1 arasinda yazilmis Twitter yorumlarindan olusmaktadir.
1942 olumsuz, 6214 tarafsiz, 2084 olumlu ve 645 alakasiz olmak iizere toplamda 10885
Twitter yorumu bulunmaktadir. Birinci veri setinin Sekil olarak gosterimi asagida
sunulmustur (Sekil 1).

Tweet Sayisi
Alakasiz
Negatif I
Tarafsiz I
Pozitif

0 1000 2000 3000 4000 5000 6000 7000

Pozitif Tarafsiz Negatif Alakasiz
B Tweet Sayisi 1942 6214 2084 645

Sekil 1. Birinci veri seti i¢in elde edilen tweet sayis1 ve taraflilik diizeyleri.

Ikinci veri seti gevrimigi egitim siireciyle ilgili 2023 yili Ocak — May1s aylar
arasinda yazilmis Twitter yorumlarindan olusmaktadir. Bu veri setinde 2648 olumsuz,
2789 tarafsiz, 1089 olumlu ve 145 alakasiz olmak iizere toplamda 6671 Twitter yorumu
bulunmaktadir. ikinci veri setinin Sekil olarak gosterimi asagida sunulmustur (Sekil 2).

Alakasz | Tweet Sayisi
Negatif NI
Tarafsiz I ——
Pozitif | ——
0 500 1000 1500 2000 2500 3000
Pozitif Tarafsiz Negatif Alakasiz
B Tweet Sayisi 2648 2789 1089 145

Sekil 2. Ikinci veri seti i¢in elde edilen tweet sayis1 ve taraflilik diizeyleri.
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Siniflandirma

Bu adimda, hibrit SVM, normalize edilmis veriler lizerinde siniflandirma
yapmaktadir ve sonuclar1 gostermektedir. Girig verilerini islemeye ge¢gmeden Once,
siniflandirma teknigi ¢ok O6nemli bir adimdir. Bu noktada, veri seti normal hale
getirilmekte ve siniflandirma algoritmasi i¢in hazir hale gelmektedir. Bdylece sorunsuz
bir sekilde ¢alismakta ve minimum siirede etkili sonuglar iiretmektedir. Bu ¢alismada,
Weka 6n isleme parametrelerini varsayilan olarak kullanmaistir.

Bu calisma, Random Forest ve SVM'nin birlestirildigi bir yaklagim kullanarak
denetimli siniflandirma problemini ¢6zmeyi amacglamaktadir. Random Forest, bir
topluluk 6grenme teknigi olarak bilinen ve test agacinin sinifin1 tahmin etmek igin
rastgele secilen bir karar agaci koleksiyonu olusturan bir algoritmadir. Bu yaklasim, iki
sinift ayirmak i¢in bir marj tizerinde odaklanmaktadir. Marj1 maksimize ederek, ayirma
hiperdiizlemi ile her iki tarafindaki ornekler arasinda miimkiin olan en genis alam
yaratmay1 hedeflemekte ve tahmin edilen genelleme hatasin1 azaltmaktadir. Giris
parametreleri Random Forest i¢in hassas olmamakla birlikte her siniflandirict igin
varsayilan ayarlar kullanildi. Egitilmis degerlendirmeler O ile 1 arasinda oldugunda,
"negatif" veya "pozitif" olarak puan doniisiimii yapilmaktadir. Her bir kombinasyon i¢in
O0genin varlig1 pozitif (P) veya negatif (N) olarak kabul edilmektedir. Calismada
kullanilan duygu analizi siniflandirilmasi Sekil 3’te sunulmustur.

Sentiment
Analysis

Machine
Learning
Approach

Unsupervised
Learning

-
Support
Random Vector RESVM
Forest .
Machine

Sekil 3. Duygu analizi i¢in kullanilan siniflandirmanin gésterimi

Supervised
Learning

—

Onisleme

Veri temizleme, veri birlestirme, veri doniisiimii ve veri azaltma islemlerinin
gerceklestirildigi bir dizi adimdir. Bu asama 6nemlidir ¢ilinkii dikkatlice islenmemis
verilerin analiz edilmesi yaniltict bilgiler saglayabilir. Eger ¢cok fazla ilgisiz bilgi veya
veri giirtiltiisii varsa, veri kalitesi azalacaktir. Yiiksek kaliteli veri tiretmek i¢in her vaka
caligmasi i¢in uygun On isleme yOntemlerini anlamak ve uygulamak gereklidir.
Gergeklestirilen 6n isleme asamalari veri temizleme, biiyiik-kiigiik harf doniisiimii,
tokenlestirme, stop word kaldirma, normallestirme ve kdk bulma olarak siralanabilir.
On isleme asamasi, saglanan NLTK kiitiiphanesi kullanilarak Python'da gerceklestirilir.
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Veri Temizleme

On isleme asamasinda ilk adim veri temizlemedir. Twitter'dan elde edilen veriler,
DKI Jakarta'daki sel yonetimi konusuyla ilgisi temel alinarak veri temizleme siirecinde
secilir.

Biiyiik-Kii¢iik Harf Doniisiimii

Bu asama, yorum metnindeki harflerin yazimdaki diizensiz kullanimindan
kaynaklanan tutarsiz metni diizeltme siirecidir. Bu biiyiik-kii¢iik harf doniisiimii siireci,
temizlenmis yorum metnindeki harfleri standart bir forma doniistiirmek i¢in kullanilir,
yani tiim harfleri kii¢iik harfe doniistiirtir.

Kelimelere Ayirma

Bir sonraki asama tokenize islemidir. Bu siiregte karakterler, URL'ler, duygusal
ifadeler, etiketler ve diger karakterler kaldirilir. Bu islem, yazim hatalarini en aza
indirmek i¢in duygu analizinde 6nemli bir islemdir. Karakterler kaldirildiktan sonra,
climle birden ¢ok kelimeye boliiniir.

Stop Word Kaldirma

Dordiincii asama stop word kaldirmadir. Bu siirecte ciimle igerisinden ayrilmis
kelimeler filtrelenir. Anlami olmayan kelimeler atilir veya silinir. Bu, duygu analizi
stirecinde ¢ok yardimer olur.

Normallestirme

Bir sonraki asama kelime normallestirme siirecidir. Biiyiik-kiiglik harf doniistimii,
kelimelere ayitma ve stop word kaldirma islemlerinden geg¢mis kelimeler tekrar
normallestirilir. Ayn1 anlama gelen farkli kelimeleri veya argoyu diizeltmek igin
kullanilir.

Kok Bulma

Bu asamada, her filtrelenmis kelimenin kok kelimesini bulmak i¢in kok bulma
1slemi gerceklestirilir. Kok bulma, metin isleme siirecini maksimize etmek ve optimize
etmek amaciyla her eklentili kelimenin kok kelimesini bulmak i¢in yapilir.

Model Degerlendirme

Bir sonraki asama, K-Katlamali Capraz Dogrulama teknigini kullanarak modeli
test etmektir. Model performans degerlendirmesi, hata metriklerine dayali olarak
gerceklestirilir ve model dogrulugunu elde etmek icin yapilir. Modelin performansini
degerlendirmek icin K-katlamali c¢apraz dogrulama yontemi kullanilmistir.
Degerlendirme ve egitim i¢in kullanilan veri sayisi 10'dur. Veri daha sonra kesin bir
deger elde etmek igin egitilir.
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Random Forest (Rastgele Orman) Algoritmasi

Random forest, karar agacini bir bireysel tahminleyici olarak alan ve Bagging,
Randomizing Outputs ve Random Subspace gibi yontemlere dayanan yontem seti i¢cinde
yer almaktadir. Random forest algoritmasi, biiyiik miktarda veriyi dogrulukla
siiflandirabilen smiflandirma algoritmalart arasinda en iyi olanlardan birisi olarak
kabul edilmektedir. Siiflandirma ve regresyon i¢in bircok karar agaci olusturan ve
egitim zamaninda bu agacglarin ¢iktis1 olan smiflarin modunu veren bir ensemble
O0grenme yontemidir. Ensemble, birden fazla tahminleyiciyi bir araya getirerek daha
giicli ve daha kesin sonuglar elde etmek icin kullanilan bir yontemdir. Ensable
yontemleri, farkli Ozelliklere veya Orneklemelere dayanan tahminleyicilerin
birlestirilmesiyle daha iyi bir genelleme performansi saglamaktadir (Genuer, 2010).

Random forest siiflandirma yontemi, giris veri setinin alt kiimeleme yontemiyle
daha kiigiik alt kiimelerinden birgok siniflandirict olusturmakta ve daha sonra bu
siniflandiricilarin bireysel sonuglarini bir oylama mekanizmasiyla birlestirerek giris veri
setinin istenen ¢iktisini liretmektedir. Bu ensamble 6grenme stratejisi son zamanlarda
biiylik popiilarite kazanmistir. Random forest'tan dnce, Boosting ve Bagging yalnizca
iki ensamble 6grenme yontemi olarak kullanilmaktaydi (Rodriguez-Galiano ve ark.,
2011). Random Forest, regresyon ve siniflandirma problemlerinde kullanilan denetimli
bir 6grenme algoritmasidir. Random Forest, basit¢e agaclarin bir koleksiyonu olarak
adlandirilmakta ve her bir agag birbirinden farklidir. Cok sayida karar agaci
olusturmakta ve sonunda bunlari birlestirerek kesin ve istikrarli bir deger elde
etmektedir. Bu degerler genellikle egitim ve sinif ¢iktisinin elde edildigi zamanda
kullanilmaktadir.

SVM (Destek Vektor Makinesi) Algoritmasi

SVM, siniflar arasindaki mesafeyi maksimize ederek en iyi hiperdiizlemi bulmak
i¢in kullanilir. Hiperdiizlem, siniflar1 ayirmak icin kullamlan bir fonksiyondur. iki
boyutta 0geleri kategorize etmek icin ¢izgiler, lic boyutta nesneleri kategorize etmek
icin diizlemler ve yiiksek boyutlu sinif uzaylarinda nesneleri kategorize etmek icin
hiperdiizlemler kullanilir. SVM tarafindan bulunan hiperdiizlem, iki sinifi ayirir, yani en
dis smiftan veri 6gelerinden daha uzakta konumlanir. Destek vektor, hiperdiizleme en
yakin olan en dis veri 6gesidir.

Metriklerin Hesaplanmasi

Dogru Pozitif (True Positive-TP), Dogru Negatif (True Negative- TN), Yanlis
Pozitif (False Positive-FP) ve Yanlis Negatif (False Negative-FN) metrikleri
kullanilarak Kesinlik, Geri Cagirma ve F1-Skoru hesaplamalar yapilabilmektedir.

Kesinlik metrigi (Precision) modelin pozitif olarak tahmin ettigi Orneklerin
gercekten pozitif olma olasiligin 6lgen bir metriktir (Denklem 1) (Polat ve Agca, 2022).

Geri cagirma (Recall), modelin dogru olarak siiflandirdig: pozitif 6rnek sayisinin
tiim pozitif 6rneklere oranlanmasi ile bulunabilmektedir (Denklem 2).

F1-Skoru(F1-Measure), Kesinlik ve Geri ¢agirma metriklerinin harmonik
ortalamasidir (Denklem 3).

Dogruluk (Accuracy) modelin dogru tahminlerinin tim tahminlere oraniyla elde
edilmektedir (Denklem 4) (Celik ve ark., 2021).
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Kesinlik+Geri Cagirma
o TP+TN
Dogruluk = ———— 4
TP+FP+TN+TF
Bulgular

Bu boliimde her iki veri seti i¢in, hibrit SVM'nin sonuclarmi ve karsilagtirmali
analizi agiklanmaktadir. Bu ¢alisma karsilastirma igin ii¢ degerlendirme metrigi
kullanmaktadir. Bu metrikler, Kesinlik (Precision), Geri ¢agirma (Recall) ve F-skoru (F
Measure) olarak isimlendirilmektedir.

Ik veri seti, film incelemeleriyle ilgili tweetleri icermektedir (VT1). Verilere ve

degerlendirmeye gore, ortalama Kesinlik (Precision) %76,95 Geri Cagirma (Recall)
%48,02 ve F-Olgiitii (F-Measure) %59,14 olarak belirlenmistir (Sekil 4).

Metrik Degerleri

1
0,9
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0,7
0,6
0,5
0,4
0,3
0,2
il s
0
Pozitif Tarafsiz Negatif Alakasiz Average
B Kesinlik 0,782 0,921 0,733 0,642 0,7695
B Geri Cagirma 0,633 0,924 0,188 0,176 0,48025

F1-Skoru 0,699655124  0,922497561 | 0,299248643 0,276264059 0,59140208

B Kesinlik W Geri Cagirma F1-Skoru

Sekil 4. Birinci veri seti i¢in elde edilen metrik degerleri

Bir sonraki veri seti, ¢evrimigi egitim siireciyle alakali Twitter yorumlarini
icermektedir (VT2). Ortalama Kesinlik (Precision) %78,02, Geri ¢agirma (Recall)
%47,32 ve F-Olgiitii (F-Measure) %58,91 olarak belirlenmistir. Sekil 5, her 6lciit i¢in
kategorilere gore sonuglar1 gosteren grafiklerle birlikte tiim verileri icermektedir (Sekil
5).
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Grafik Bashgi
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Sekil 5. Ikinci veri seti i¢in elde edilen metrik degerleri

Sekil 6’da SVM ve Hibrit SVM ig¢in elde edilen dogruluk degerleri sunulmustur.

Dogruluk Degerleri

84
83
82
81
80
79
 H
7 VT1 V2
BSVM 79,3 80,2
m Hibrit SYM 82,34 83,41

HSVM ® Hibrit SVM

Sekil 6. SVM ve Hibrit SVM i¢in elde edilen dogruluk (Accuracy) degerleri

Tartisma ve Sonug¢

Elde edilen sonuglara gore VTI1 i¢in ve VT2 i¢in en yliksek kesinlik degerleri
Tarafsiz yorumlardan elde edilmistir. VT1 i¢in bu deger, %92 olarak, VT2 i¢in %91
olarak Olciilmiistiir. En diisiik kesinlik degerleri Alakasiz yorumlarda elde edilmistir.
VTI i¢in %64, VT2 icin %65 olarak olctilmiistiir.

SVM i¢in VT1 %79,3 dogruluk orani verirken, VT2 %82,34’liikk bir dogruluk
orani vermistir. Hibrit SVM ile yapilan dl¢iimlerde VT1 %80,2 ve VT2 %83,41°1ik
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dogruluk degerine ulasmistir. Hibtir SVM modelinin , SVM modeline gore daha dogru
sonugclar tiretildigi agikc¢a goriilmektedir.

Bu calismada, duygu analizi i¢in hibrit SVM performansi incelenmistir. Hibrit
SVM performans analizi i¢in iki dnceden siniflandirilmis 6zellestirilmis tweet veri seti
kullanilmistir. VT1 film incelemeleri hakkinda tweetleri icerirken, VT2 c¢evrimici
egitim siireciyle alakali tweetleri igermektedir. Karsilastirma ve analiz i¢in Weka araci
kullanilmistir. Sonrasinda, sonuglar1 degerlendirmek i¢in kesinlik (Precision), hatirlama
(recall) ve F-olgiitii (f-measure) metrikleri kullanilmigtir. Hibrit SVM'nin performansi
SVM'den daha iyidir, ¢ilinkii sonuglar agikca gostermektedir ki hibrit SVM'nin
performansi girdi veri setinden etkilenmektedir. Biiyiik ve ¢esitli veri setleri kullanarak,
SVM ve diger makine 6grenimi yaklagimlar1 performansi iyilestirmek i¢in daha fazla
incelenebilir. Bu c¢alismanin sonuglari karsilastirmali analiz i¢in bir temel olarak
kullanilabilir.
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