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Bir optimizasyon probleminin matematiksel modeli, kesikli ve siirekli deger alan girdi ve/veya yanit
degiskenlerini icermesi durumunda problem, karma veri igeren optimizasyon problemi olarak adlandirilir. Bu
calismada, girdi degiskenleri bakimindan karma veri igeren ¢ok yanitli problemlerin modelleme ve
optimizasyon asamalart ele alinmistir. Modelleme asamasinda Genellestirilmis Lineer Modeller (GLM)
kullanilarak tahmini yanit fonksiyonlari elde edilmistir. Optimizasyon asamasinda ise elde edilen tahmini yanit
fonksiyonlar bir amag fonksiyonu olarak dikkate alinip problem, es anli optimizasyonu istenilen ¢ok amagl
optimizasyon (CAO) problemi bigiminde ifade edilmistir. Calismada, CAO’da siklikla kullanilan yapay zeka
optimizasyon algoritmalarindan biri olan NSGA-II (Non-dominated Sorting Genetic Algorithm-II)’ye dayali
yeni bir ¢6ziim algoritmas: onerilmistir. NSGA-II’de, degisken gosterimi, baglangi¢ popiilasyonu olusturma
ve genetik operatorlerin uygulanmasi asamalarinda cesitli uyarlamalar yapilarak hazirlanan bu algoritma,
calisma kapsaminda MDNSGA-II (Mixed Data NSGA-II) olarak adlandirilmigtir. MDNSGA-II’de, her bir
kesikli degisken degerine bir pozitif tam say1 degeri atanarak, kesikli degisken degerleri i¢in bir tam say1
indekslemesi yapilmistir. Yapilan indeksleme islemiyle kesikli degiskenin tanim kiimesinden degerler almasi
saglanmistir. Calismanin uygulama kisminda, UCI Repository veri tabanindan enerji verimliligi konulu karma
veri seti ve gida alaninda literatiirde mevcut olan deneysel karma veri seti kullanilarak 6nerilen MDNSGA-II
ile Pareto ¢oziimlerin elde edilebilir oldugu gosterilmistir.

Anahtar sézciikler: Cok amagli optimizasyon, Cok yanith problem, Karma veri, MDNSGA-II, NSGA-II

1 Bu ¢aligma, birinci yazarin, ikinci yazarin danigmanliginda hazirladig: doktora tezinden iiretilmistir.
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Abstract

An optimization approach based on NSGA-II for multi-response problems with mixed data

If the mathematical model of an optimization problem contains input and/or response variables that take
discrete and continuous values, the problem is called as a mixed data optimization problem. In this study,
the modeling and the optimization phases of multi-response problems with mixed data in terms of input
variables are discussed. In the modeling phase, estimated response functions are obtained using Generalized
Linear Models (GLM). In the optimization phase, the estimated response functions are considered as an
objective function and the problem is expressed as a multi-objective optimization (MOO) problem with
simultaneous optimization. In this study, a new solution algorithm based on the Non-dominated Sorting
Genetic Algorithm-II (NSGA-1I), one of the most frequently used artificial intelligence optimization
algorithms in MOO, is proposed. This algorithm, which was prepared by making various adaptations in the
variable representation, initial population generation and application of genetic operators stages of the
NSGA-1I, is called MDNSGA-1I (Mixed Data NSGA-1I) in this study. In MDNSGA-II, each discrete variable
value is assigned a positive integer value and an integer indexing is performed for the discrete variable
values. It is ensured that the discrete variable takes values in support set of variables by using the indexing
approach. In the application part of the study, it is shown that Pareto solutions can be obtained with the
proposed MDNSGA-II by using the mixed data set on energy efficiency from the UCI Repository database
and the experimental mixed data set available in the literature in the field of food.

Keywords: Multi-objective optimization, Multi-response problem, Mixed data, MDNSGA-1I, NSGA-II

1. Giris

Fen, miihendislik, saglik, sosyal, finans vb. alanlarda yapilan arastirmalarda kullanilacak verilerin
toplanmasi veri-bilgi kesfi siirecinde biiyilk 6nem tasimaktadir. Gilinlimiizde gelisen teknolojiye bagl
olarak veri toplama yontemleri hizl1 ve pratik bir hal alsa da anketler, goriismeler, gozlemler ve deneysel
caligmalar veri toplama yontemleri bashiginda yer alan dort temel yontem olarak degerlendirilebilir.
Toplanan verilerin analizinden 6nce veri yapisinin arastirmaci tarafindan iyi anlagilmis olmasi gerekir.
Gozlem ve deney yolu ile elde edilmis bir veri seti birden fazla yanit (bagimli, agiklanan) ve girdi (bagimsiz,
aciklayici) degiskeni igerebilir.

Degiskenler siirekli, kesikli ve/veya tam say1 degerli olabilir. Veri setindeki degiskenlerin (yanit ve/veya
girdi degiskenlerinin) bazilarinin stirekli bazilarmin kesikli degerli olmas1 durumunda veri, karma veri
olarak tanimlanir. Karma veri ile ilgili modelleme ve optimizasyon ¢aligsmalar disiplinler arasi ¢galigsmalarda
oldukg¢a onemli yer tutar. Optimizasyon sonuglarinin giivenilirligi, veriye iligskin olusturulan istatistiksel
modelin giivenilirligi ile dogru orantilidir.

Karma veri setindeki yanit degiskeninin kesikli ya da siirekli degerli olmasima gore olusturulacak model
farklilik gosterir. Siirekli degerli yanit degiskeni ile girdi degiskenleri arasindaki fonksiyonel iligkinin
tanimlanmasinda ¢oklu dogrusal regresyon analizi uygulanirken, yanit degiskeninin kesikli degerli olmasi
durumunda dagilim yapisina uygun olarak lojistik, binom veya poisson regresyon analizleri uygulanabilir.
Uygulanan dogrusal regresyon modelleri, Genellestirilmis Lineer Modeller (Generalized Linear Models -
GLM)’in 6zel halleridir. GLM, kitle ortalamasinin bir bag (link) fonksiyonu ile dogrusal tahmin ediciye
bagli olmasma izin veren lineer modellerin genellestirilmis halidir [1]. GLM, genellikle biyolojik
analizlerde, ¢esitli uygulamali biyomedikal alanlarda, giivenilirlik ve hayatta kalma analizlerinde elde
edilen veri setlerinden istatistiksel sonuglar ¢ikarmak i¢in kullanilir.

Literatiirde, GLM kullanilarak farkli alanlarda karma veri setleri i¢in yapilan ¢alismalar mevcuttur. GLM,

HIV virtiisti riski ile partnerlerle temas sayis1 arasindaki iliskinin incelenmesinde [2], entomolojide (bdcek
bilimi) bocek davramigindaki degisiklikleri bir bitki Oziitliniin kimyasal bilesimindeki degisikliklerle
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iliskilendirmek amaciyla [3], klinik ¢alismalarda hastanelerde hastalara uygulanan tedavilerin etkilerine
iligkin tahminlerin elde edilmesinde [4], 6nemli bir aga¢ tiiriiniin mekansal desenini incelemede [5],
klimatolojide (iklim bilimi) belirli bdlgelerdeki temel klimatolojik modeli ve gilinlik maksimum riizgar
hizindaki egilimlerin belirlenmesinde [6] kullanilmistir.

GLM ile tahmini yanit fonksiyonlar olusturulduktan sonra her bir yanit fonksiyonu bir amag¢ fonksiyonu
olarak ele almip ¢ok amaglh optimizasyon (CAO) asamasina gegilir. CAO’da ¢oziimler {istel hesaplama
gerektirebilir. Klasik optimizasyon yontemleri, bu tiir zor optimizasyon problemlerini ¢6zmede yetersiz
kalmaktadir. Bu nedenle, zor optimizasyon problemlerinin ¢éziimiinde makul zamanda optimal sonuca
yakin ¢oziimler iireten yapay zeka optimizasyon algoritmalari énemli yer tutar. Karma veri iceren gok
yanitli optimizasyon problemlerini ¢6zmek i¢in uygun yontemin se¢imi kesikli deger alan degiskenlerin
tipine ve amag fonksiyonunun yapisina baghdir. Literatiirde, karma veri iceren CAO problemlerini ¢dzmek
icin farkli alanlarda yapilan ¢caligmalar mevcuttur. Rajeev ve Krishnamoorthy [7], Lin ve Hajela [8] karma
veri igeren optimizasyon problemlerinin ¢6ziimii i¢in Genetik Algoritma (GA)’nin uygun oldugunu
gosteren ¢alismalar yapmis ve ¢alismalarinda ikili (0-1) kodlama kullanmiglardir. Wang ve ark. [9], bir bina
tasariminda, tasarimcilara yardimei olabilecek CAO problemini hem ekonomik hem de ¢evresel kriterler
bakimindan degerlendirerek Pareto optimal ¢6ziimiin belirlenmesi i¢in ¢ok amacglhi GA kullanmislardir. Rao
ve Xiong [10], karma kesikli bulanik ¢ok amag¢li programlama problemlerini ¢6zmek i¢in bulanik A
formiilasyonu ve oyun teorisi tekniklerinin karma kesikli hibrit GA ile birlestirildigi yeni bir yontem
sunmuglardir. Sunduklar1 yontemin kesin olmayan bir ortamda daha gergekgi ve tatmin edici sonuglar elde
etmek i¢in ¢esitli miihendislik tasarim problemlerine esnek ve etkili bir bigimde uygulanabildigini
gostermislerdir. Ahmadi ve ark. [11], havza 6l¢eginde tarimsal koruma uygulamalarinin hedeflenen sekilde
uygulanmasi igin karma karar degiskenlerine sahip NSGA-II kullanmiglardir. E1-Kribi ve ark. [12], siirekli
ve kesikli degiskenlere sahip dort cubuklu bir sistemin mekatronik tasarimini es anli optimize etmek igin
NSGA-II'yi kullanarak farkli tasarim kosullari i¢in analiz etmislerdir. Tong ve ark. [13], karma kesikli
problemler i¢in daha Once gelistirilen ve erken parcacik kiimelenmesini 6nlemek icin 6zel bir gesitlilik
koruma teknigi igeren karma-kesikli Pargacik Siirii Optimizasyonu algoritmasini ¢ok amagli problemleri
¢ozmek i¢in kullanmis ve NSGA-II sonuglar1 ile karsilastirmislardir. Holzman ve Smith [14], kesikli
CAO problemine tam verimli bir ¢6ziim kiimesi iretmek i¢in modifiye edilmis arttirtlmis agirlikl
Tchebychev normunu sunmuslardir. Kullandiklar1 algoritmanin ¢alisma siirelerini literatiirde Onerilen
algoritmalarin calisma siireleriyle karsilastirmiglardir. Guangyong ve ark. [15], belirsizlikler iceren
mithendislik yapilarinin tasarimi i¢in yeni ¢ok amagli kesikli robust optimizasyon algoritmasi
onermiglerdir. Caligmalarinda ¢ok kriterli karar verme teknigini Taguchi yontemine dahil ederek cok amaglh
kesikli saglam tasarimi ele almayr amaglamiglardir. Onerdikleri algoritmanin NSGA-II ile elde edilen
Pareto sinirlarina yakin oldugunu belirtmislerdir. Roy ve ark. [16], iki dall1 bir genetik algoritmay1 kiiresel
bir arama araci olarak yerel arama icin gradyan tabanli bir yaklasimla birlestiren, kisitli ¢ok amacli karma
kesikli dogrusal olmayan programlama problemine ¢6ziim bulmak igin yeni bir hibrit yaklagim
Onermiglerdir.

Cogu zaman karma veri iceren ¢ok yanitli problemlerin optimizasyonu i¢in uygun bir yontemin secimi,
optimizasyon problemindeki amag ve kisit fonksiyonlarinin yapisi ile kesikli degiskenlerin aldig1 degerlere
baghdir. Literatirde mevcut olan CAO yaklasimlarinda kesikli degisken gosterimi asamasinda ikili
kodlamanin kullanildig1 goriilmiistiir. Bu kodlama tipi kolaylikla uygulanabilir olsa da kesikli degisken
sayisinin ve kesikli degiskenlerin aldig1 degerlerin fazla olmasi1 durumunda hesaplama siiresi arttigindan
farkli kodlama yaklagimlarn gelistirilmistir. Yapilan bu calismayla, kesikli degisken gosterimi igin ikili
kodlama yerine deger kodlama yaklasimi kullanilarak hesaplama siiresinin kisaltilmas: hedeflenmistir.
NSGA-II'nin degisken gosterimi adiminda yapilan bu deger kodlamasi uyarlamasi ile kesikli degiskenlerin
aldig1 degerlerin optimizasyon siirecine dahil edilmesi saglanmistir.

Bu ¢alismada, kesikli ve siirekli deger alan degiskenlere sahip karma verilerin modellenmesi ve bu
modellerin tanimlanan amaca yonelik CAO kapsaminda Pareto ¢dziim sonuglarinin belirlenmesi
amagclanmistir. Cok yanitli problemlerin optimizasyonunda etkin bir yapay zeka optimizasyon algoritmasi
olan NSGA-II yonteminde, degisken goOsterimi, baslangi¢ popiilasyonu olusturulmasi ve genetik
operatorlerin belirlenmesi asamalarinda uyarlamalar yapilarak karma veri igeren yanit fonksiyonlarinin es
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anli optimizasyonu saglanmistir. Uyarlanan NSGA-II, MDNSGA-II olarak adlandirilmigtir. Coziimlerin
hesaplama siiresini kisaltmas1 nedeniyle ¢caligmada deger kodlama kullamilmistir. Deger kodlamasi ile ele
aliman CAO probleminde kesikli degisken degerleri i¢in pozitif tam say1 indekslemesi yapilmistir. Yapilan
indeksleme sonucunda kesikli degiskenlerin indeks degerleri dikkate alinarak karma veri igeren ¢ok yanitl
problemler i¢in Pareto ¢6ziim kiimesi elde edilmistir. Caligmanin ikinci bdliimiinde, ¢ok yanith karma
verilerin GLM ile modellenmesi hakkinda kisa bilgi verilerek, ¢aligmada kullanilan GLM modelleri
sunulmustur. Ugiincii boliimde NSGA-II yénteminin bazi adimlarinda uyarlamalar yapilarak olusturulan
MDNSGA-II detayli olarak agiklanmigtir. Dordiincii boliimde, UCI Repository veri tabanindan enerji
verimliligi konulu karma veri seti ve literatiirde mevcut olan gida alanindan deneysel karma veri seti
uygulamalarina yer verilmistir. Calismanin sonug béliimiinde, énerilen MDNSGA-II ile elde edilen Pareto
¢Oziim kiimesi degerlendirilerek, modelleme ve optimizasyon asamalarinda yapilmasi planlanan sonraki
calismadan soz edilmistir.

2. Cok yamith karma verilerin modellenmesi

Bircok disiplinde, yapilan ¢alismalardan elde edilen verilerin modellenmesi olduk¢a onem tasimaktadir.
Giivenilir bir model kurma, veriyi iyi anlayip dogru analizlerin yapilmasi ile miimkiindiir. Bu nedenle
modelleme asamasina gegmeden Once veri yapist incelenmelidir. Veriler, girdi degiskenleri ve yamt
degisken degerlerinden olusur. Yanit degiskenlerinin birden fazla olmasi durumunda ¢ok yanitli verilerin
analizinde ¢ok degiskenli yapinin gbz dniinde bulundurulmasi gerekir. Yapilan modelleme ¢aligmalarinda
girdi degiskenlerinin (X;,i=1,2,..,, p) ilgilenilen yamt degiskenleri (¥;, j=1,2,...,r) lizerindeki etkisi
incelenir. Yamit degiskeni ile girdi degiskenleri arasindaki fonksiyonel iliski, GLM ile elde edilir. GLM,
kesikli ve siirekli yanit degiskenleri icin birlestirilmis regresyon modelleri sinifidir [17]. Cizelge 1°de, p
tane girdi degiskeni, r tane yanit degiskenine sahip n gozlemli ¢ok yanitl karma veri seti yer almaktadir.

Burada, X,nx p boyutlu girdi degiskenlerin tasarim matrisi ve Y=[Y, ;... Yr]T, her bir bileseni Y,
i=12,...,r, nx1 boyutlu olan yanit degiskenleri vektoriidiir.

Cizelge 1. Cok yanitli karma veri seti

Girdi Degiskenleri Yanit Degiskenleri
No X, X, X, Y, Y, Y,
X 12 X1p i M2 Y
2 X1 X2 e Xop Va1 Vn "' Yar
n xnl xn2 xnp ynl ynZ ynr

GLM, yant degiskeni dagilimimin Normal dagilim varsayimini saglamadigi durumlar1 da goz oniine alan
hem dogrusal hem de dogrusal olmayan regresyon modellerinin bir birlesimidir [18]. Bagka bir deyisle
GLM, kitle ortalamasinin bir bag fonksiyonu ile dogrusal tahmin ediciye bagli olmasina izin veren lineer
modellerin genellestirilmis halidir [1]. Nelder ve Wedderburn [19] tarafindan ilk olarak kullanilan GLM,
iic temel bilesenden meydana gelmektedir. Bu bilesenler, yanit degiskeninin dagilimi, lineer tahmin

edicilerin bulundugu sistematik kisim ve bag fonksiyonudur. Modelin sistematik kismi, X, X,, ..., X

girdi degiskenlerini icerir. GLM’de yanit degiskeninin dagilimi, Normal, Poisson, Binom, Ustel ve Gamma
dagilimlarini iceren iistel ailenin bir iiyesi olmalidir. Yanit degiskeninin siirekli oldugu durumlarda Gamma,
Ters Gauss dagilimi1 ve Normal dagilim, kesikli oldugu durumlarda Poisson, Bernoulli ve Binom dagilimi
iistel aile 6rnekleridir [20]. GLM’de, Y’nin dagilimi iistel ailenin genel formunda

y8—b(0)

S @)

0.9) = eXp{ + C(y,¢)} )
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biciminde yazilir [21]. Burada, a(.) , b() ve c() bazi 6zel fonksiyonlardir. Dagilimin ortalamasinin (u)
bir fonksiyonu olan &, kanonik parametre olarak adlandirilir ve dagilimin konumu hakkinda bilgi igerir.
¢, yayillim veya Olgek parametresi ve c(y,¢), gozlemler ile yayilim parametresinin bir fonksiyonudur.

Ustel dagilim ailesinin olabilirlik fonksiyonunun logaritmasimin, # *ya gére birinci ve ikinci tiirevleri alinip
sifira esitlendiginde, ¥ nin ortalama ve varyansi sirastyla

E(Y)=pu=0b'(6) (2)
ve
Var(Y)=b"(0)a(9) 3)

olur. GLM’de temel amag, yanit degiskeninin beklenen degerinin uygun bir fonksiyonu i¢in bir model
gelistirmektir. Bag ya da link fonksiyonu olarak adlandirilan bu fonksiyon, yanit degiskeninin ortalamasi
ile dogrusal tahmin ediciler arasinda iliski kurulmasini saglar ve

g(/u):ﬂ:ﬂo+ﬂ1X1+ﬂ2Xz+m+ﬂpo:XT:B 4)

biciminde ifade edilir. Esitlik (4) ile ifade edilen bag fonksiyonu g(*) , monoton ve tiirevlenebilir olmalidir.
Bu fonksiyonun 1-1 oldugu anlamina gelir. Bu nedenle bag fonksiyonunun ters doniigiimii vardir. Ters
fonksiyon g (*), ortalama fonksiyon olarak da adlandirilip, =g (7)=g” (X" B) dur [22]. Cizelge 2’de,
GLM ile kullanilan yaygin iistel aile dagilimlar1 ve bu dagilimlarda kullanilan bag fonksiyonlar1 verilmistir.

Cizelge 2. GLM ile kullanilan yaygin tstel aile dagilimlari, bag ve varyans fonksiyonlari [23]

Dagilim Bag fonksiyonu Varyans fonksiyonu
Normal =i (5zdes bag) 1
Binom n= 10g(ﬁ) (logit bag) u(l—p)
Poisson n =log(u) (log bag) 7
Gamma n=u" (ters bag) o
Ters Normal n = u”* (ters kare bag) o0

Bag fonksiyonunun 6zdes olmasi durumunda dagilim Normal olur ve degiskenler arasindaki iligki klasik
bilinen regresyon analizi ile olusturulur. Coklu dogrusal regresyon modelinin en genel hali

Y:ﬂ()+ﬁ1X1+ﬂzX2+~--+ﬂpo e Q)
bigiminde tanimlanir. Burada f;, j=1,2,...,p parametreleri regresyon katsayilari ve ¢, hata terimidir.

Polinom regresyon, ¢oklu dogrusal regresyonun 6zel bir durumudur. Polinom modelleri etkili ve esnek bir
egri uydurma teknigidir [24]. k degiskenli ikinci dereceden bir polinom modeli

k k k k . . . .
Y=Bot D BXAD  BX Y D BXX e =12k j=12 0k 0% ) (6)
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bi¢iminde verilen dogrusal regresyon modelidir. Esitlik (6)’daki model parametreleri En Kiigiik Kareler
(EKK) (Ordinary Least Squares-OLS) yontemi kullanilarak tahmin edilebilir. Parametreler tahmin
edildiginde elde edilen tahmini yanit modeli

=B Y BX AN BX AT S BXX, L i= 120k j=12 ki % (7
olur.
3. Karma veri modelleri icin ¢cok amach optimizasyon

Iki ve ikiden fazla sayida amag fonksiyonunun es anli optimal degerinin elde edilmesini hedefleyen
optimizasyon modeli CAO modeli olarak adlandirilir. CAO’da amag fonksiyonlarinin hepsini ayni1 anda
optimize etmek miimkiin degildir. Amac fonksiyonlarinin birbiriyle gelismesi durumunda etkin, uzlasik,
baskin ¢oziimler olarak adlandirilan Pareto ¢oziimler ¢ok amagli modelin optimizasyonunu karakterize eder
[25].

CAO problemi genel halde

min / max f= ( )f (x) i (x)]
(x)z , i=12,...,k
<,

0
(){ 2j0, j=12.

eR”

®)

bi¢iminde tanimlanir. Burada, xz[x1 X, ...xn] bi¢giminde tamimli girdi degiskenleri vektori,
f=[f, f, - f,] amag fonksiyonu vektorii, /,i=12,...k esitlik ve g;, j=1,2,....,m esitsizlik bi¢iminde

taniml1 kisit fonksiyonlaridir. Optimizasyon problemlerinde degiskenlerin bazilarinin siirekli ve bazilarinin
kesikli degerli olmasi durumunda problem, karma kesikli optimizasyon problemi olarak adlandirilir. Genel
kisith karma kesikli CAO problemi

mm/max[f(x) ()...fr(x)]

h(x)=0 : i=1,2,..k
g ()20 . jol2.. ®
xeRBuRI RP? URC

bigiminde olur. Burada, RE,R',R°veR® sirastyla ikili, tam sayili, kesikli ve siirekli degiskenlerin destek

kiimeleridir. Hem R” hem de R mevcut oldugunda problem karma kesikli optimizasyon problemine
doniigiir. Sekil 1°de karma veriler i¢in iligki semas1 yer almaktadir. Sekil 1’den goriildiigii gibi tam sayili
ve ikili degiskenler, kesikli degiskenlerin bir alt kiimesi olarak kabul edilir. Bu nedenle, hem tam say1lt hem
de kesikli degiskenleri ifade etmek i¢in genel olarak kesikli degiskenler terimi kullanilir.

Sekil 1. Karma veriler i¢in iliski semast
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3.1. NSGA-1I

CAO problemlerinde biitiin amag fonksiyonlarma ayni anda optimal deger veren bir ¢oziim vektorii
bulunamayacagindan CAO’da optimal ¢6ziim yerine etkin, uzlasik ve baskin ¢éziimler olarak adlandirilan
Pareto ¢ozlimler Gnem kazanir. Pareto ¢6ziim kiimesi, amag fonksiyonlari i¢in uzlasik ¢oztiimler i¢erir. CAO
problemlerinin ¢6ziimii i¢in bir¢ok yapay zeka optimizasyon algoritmasi gelistirilmistir. NSGA-II, en ¢ok
kullanilan popiilasyon tabanli bir yapay zeka optimizasyon algoritmasidir. ilk olarak Goldberg [26]
tarafindan 6nerilen NSGA-II’nin Srinivas ve Deb’in [27] uygulamalari ile eksiklikleri giderilerek Deb ve
ark. [28] tarafindan gelistirilip ger¢ek Pareto yiizey yakininda ¢ok daha iyi ¢6ziim dagilimi veren bir
algoritma olarak literatiire kazandirilmistir. NSGA-II, ayarlanabilir parametre degerleri belirlendikten sonra
bir baslangi¢ ¢o6ziim popiilasyonu ile aramaya baslar. Uzlasik ¢ozlimleri bulmak icin genetik operatdrleri
kullanarak arama uzayinda olasiliksal bir kesif uygular. Ayarlanabilir parametre degerlerinin se¢imi ve
kullanict tarafindan segilen operatorler, GA’ nin performansi {izerinde oldukga etkilidir. Bu parametrelerin
her kombinasyonu farkli optimum c¢ozlimlerle sonuglanabilir. Ayarlanabilir parametrelerin farkh
kombinasyonlarinin uygun bi¢imde belirlenmesi amaciyla Tiirksen ve Akgilin [29] ¢alismalarinda Taguchi
tasarimini kullanmiglardir. Ardisik nesillerdeki bireysel ¢oziimlerin uygunlugu se¢im, caprazlama ve
mutasyon yoluyla artillir [26]. Cizelge 3’te GA’da kullanilan bazi terimlerin optimizasyon
terminolojisindeki karsiliklar verilmistir.

Cizelge 3. GA’da kullanilan terimlerin optimizasyondaki karsiliklar1 [30]

Biyoloji / Genetik Optimizasyon
Popiilasyon Aday ¢oziimler kiimesi
Birey / Kromozom Kodlanmis aday ¢6ziim
Gen Tasarim / Karar degiskeni
Uygunluk fonksiyon degeri Amag fonksiyon degeri
Cevre Kisitlar
Kusak / Generasyon / Nesil Déngii / Iterasyon / Yineleme

NSGA-II'nin diger ¢ok amagli GA’lara gore ustiinliigii, hizli baskin siralama ve kalabalik uzakligi
yaklagimlaridir. Bu yaklagimlarla sirali baskin yiizeyler olusturularak, baskin ¢oziimler kiimesi olarak
bilinen Pareto ¢6ziim kiimesinde farkli segenek c¢oziimler elde edilir. NSGA-II’de Pareto ¢oziimlerin
siralanmasinda, her bir ¢oziim i¢in baskinlik sayaci ve ilgili ¢6zliimiin baskin oldugu ¢o6ziim kiimesi
kullanildigindan ¢oziimlerin siralanmasi NSGA’ya gore daha hizli olmaktadir. Bu nedenle tanimlanan
siralama algoritmasi hizl1 baskin siralama algoritmasi olarak adlandirilir. Pareto ¢6ziim kiimesi igerisinde
¢Oziimlerin dagilimi ve cesitliligi icin kalabalik uzakligi yaklagimi kullanilir. Bir ¢oziimiin kalabalik
uzakligi, o ¢6zlimiin bulundugu yiizeyde ilgili ¢o6ziim ile komsu ¢oziimleri arasindaki uzakliktir [31]. Sekil
2’de, NSGA-II’nin hizli baskin siralama ve kalabalik uzaklik isleyisi goriilmektedir. Mevcut popiilasyon
(P (N )) ile olusturulan yavru popiilasyon (Q, (N )) birlestirilir, P, (N ) v, (N ) =R, (2N ) Olusturulan
RI(ZN ) popiilasyonundaki tiim ¢oziimlerin birlikte degerlendirilmesi ile seckinlik (elitizm) islemi

gerceklestirilir. Hizli baskin siralama algoritmasi kullamilarak, R, (ZN ) 'deki baskin F,,F,,... F. yizeyleri

belirlenir. Tiim yiizeylerde siralanan ¢dziimlerin kalabalik uzaklig1 hesaplanir. ikili turnuva segim yontemi
kullanilarak R, (2N ) ’deki ilk N birey segilerek yeni nesil ebeveyn popiilasyonu P, ( N ) olusturulur [32].
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Sekil 2. NSGA-II'nin hizli baskin siralama ve kalabalik uzaklik hesaplama isleyisi

CAO problemlerinin NSGA-II ile ¢6ziimii i¢in adimlart asagidaki gibidir.

Adim 0: NSGA-II'nin ayarlanabilir parametrelerinin belirlenmesi
NSGA-II'nin ayarlanabilir parametre degerleri girdi degisken sayisi ( p ), popiilasyon biiytkligi

(N), caprazlama olasihig1 (Pr,. ), caprazlama indeksi (77, ), mutasyon olasiliklart (Pr, ) ve

mutasyon indeksi (77, ), yineleme say1s1 (£ =1,2,...,n_,. ) uzman goriisiine gore tanimlanir. Burada,

ngen
yineleme sayist NSGA-II i¢in durdurma kosulu olarak kullanilir.

Adim 1: Baslangi¢ popiilasyonunun olusturulmasi ve uygunluk fonksiyonu degerlerinin hesaplanmasi
Degiskenler reel degerli alinarak baslangi¢ popiilasyonu rastgele olusturulur ve bireylerin uygunluk
fonksiyon degerleri hesaplanir.

Adim 2: Uygunluk fonksiyon degerlerine gére bireylerin siralanmast ve kalabalik uzaklik degerlerinin
hesaplanmasi
Bireyler uygunluk fonksiyon degerlerine gore siralanir ve kalabalik uzaklik degerleri hesaplanir.
Bireyler siralamaya ve kalabalik uzakliga gore secildiginden popiilasyondaki tiim bireylere bir
kalabalik uzaklik degeri atanir.

Adim 3: Genetik operatorlerin uygulanmasi

Genetik operatdr uygulamalar se¢im, ¢aprazlama ve mutasyon asamalarindan olusur. Adim 0°da
belirtilen ayarlanabilir parametre degerleri kullanilarak genetik operator islemleri uygulanir.

Adim 3.1: Baskinlik kriterine gore siralanan bireylere kalabalik uzaklik degeri atandiktan sonra
secim, bir kalabalik karsilagtirma operat('irﬁ(<) kullanilarak gergeklestirilir. Bireyler, ikili
turnuva se¢imi kullanilarak segilir. Se¢im, iki kritere gore yapilir. Birincisi ve en énemlisi,
¢Oziimlerin bulundugu yiizey veya siradir. Daha diisiik siralamaya sahip bireyler secilir.
Ikinci olarak, iki bireyin siralamasi aymi ise, kalabalik uzakhigi karsilastirilir. Kalabalik
uzaklig1 daha biiylik olan bireyler segilir.

Adim 3.2: Segilen ebeveynlerden Simiile Edilmis Ikili (SBX) gaprazlama operatérii kullanilarak
yavrular tiretilir.

Adim 3.3: SBX ¢aprazlama operatorii ile iiretilen bazi1 yavrulara polinomsal mutasyon operatorii
uygulanir.
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Adwm 4: Yeni popiilasyonun olusturulmasi
Nve 2N birey sayisi igeren yeni popiilasyonlar olusturulur.

Adim 4.1: Yeni Q, (N ) (yavru) popiilasyonu olusturulur.

Adum 4.2: Mevcut popiilasyon ile olusturulan yavru popiilasyon birlestirilir,
P (N ) v, (N ) =R (ZN ) . Olusturulan R, ( 2N ) popiilasyonundaki tiim ¢oziimlerin birlikte
degerlendirilmesi ile seckinlik islemi gerceklestirilir.

Adim 5: Baskin yiizeylerin olusturulmast ve olusturulan yiizeylerde siralanan ¢oziimlerin kalabalik
uzakliklarimin hesaplanmasi

Hizli baskin siralama algoritmast kullanilarak, R,(2N)’deki baskin £, F,,...,F, yiizeyleri

belirlenir. Tim yiizeylerde siralanan ¢6ziimlerin kalabalik uzaklig1 hesaplanir. Kalabalik uzaklik
degerlerine gore baslangigta belirlenen popiilasyon sayisi (N ) elde edilecek bigimde sirali
ylizeylerden bireyler segilerek yeni popiilasyon olusturulur.

Advm 5.1: Ikili turnuva segim yontemi kullanilarak R, (ZN ) ’deki ilk N birey segilerek yeni nesil

ebeveyn popiilasyon P_, (N ) olusturulur. Baslangicta belirlenen yineleme sayisina ulasilmig

ise algoritma sonlandirilir. Aksi halde, Adim 3’e gidilir. Sekil 2’de hizl1 baskin siralama ve
kalabalik uzaklik hesaplama isleyisi gosterilmistir. NSGA-II'nin akis semasi Sekil 3’te

verilmistir.
[ Ayarlanabilir ]

parametreler belirlenir

Bajlangic popiilasyonu

olusturulur ve bireylerin
Admm 1 uygunluk fonksiyon
degerleri hesaplanmir
Bireyler uygunluk fonksiyon
degerlerine gore siralamir ve
kalabalik uzakhk degerleri
hesaplamir

Durdurms kriteri
saglaniyor mu?

Bireyler ikili turnuva } 1

'

i _. secimi kullamlarak
! secilir

'

p
SBX ¢aprazlama

'
'
' '
' '
' '
H I operatord kullamilarak H

H yavrular dretilir H Adm 3

' ' l ]
— H
H ) Uretilen baz1 yavrulara '
H Mstasyon — " polinomsal mutasyon \
'
'

iglemi uygulamir
.

Mevcut popiilasyon ile
yavru popilasyon
birlestirilir
P(N)uQ(N)=R(2\)

E Yavru popilasyon
1| olusturulur@ )
'

Hizh baskmn siralama algoritmas:
kullamilarak R (2V)’'deki baskn
Fy,F,, .., F, yizeyleri belirlenir

Tum yuzeylerde siralanan ¢ozimlerin
kalabalik uzakhg: hesaplanir

( Yeni popiilasyon Admm 6

olusturulur P _(N'))

Sekil 3. NSGA-II akis semast
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3.2. MDNSGA-1I

NSGA-II'nin, degisken gosterimi, baslangic popiilasyonu ve genetik operatorlere iliskin adimlarinda
uyarlamalar yapilarak karma veri igeren ¢ok yanitli problemler igin Pareto ¢oziim kiimesi elde edilmeye
calisilmistir. Yapilan uyarlamalarla algoritma, MDNSGA-II olarak adlandirilmistir.

3.2.1 Degiskenlerin gosterimi

Degiskenlerin gosteriminde, problemin dogasina ve verilerin yapisina gore kodlama tiirii segilir. Baglica
kodlama tiirleri, ikili, sekizli, onaltili, gri, permiitasyon kodlama, deger kodlamas1 ve aga¢ kodlamasidir.
Literatiirde karma veri igeren problemler i¢in ikili kodlama tercih edilmistir. Coziimlerin hesaplama
stiresini kisaltmasi ve karma veri iceren problemler i¢in uyarlanabilmesi sebebiyle bu ¢alismada deger
kodlamasi kullanilmistir. Deger kodlamasinda siirekli ve tam sayili degiskenlerin kendi degeriyle ¢alisilir.
Fakat, degiskenin kesikli reel deger almasi durumunda degisken gosteriminde uyarlama yapilmasi gerekir.
Kesikli degiskenin tanim kiimesindeki her bir deger kiiciikten bilyilige siralanir. Siralanan degerler sira
numarasi ile indekslenir. Boylece kesikli degiskenin her bir degeri bir indeks degeriyle ifade edilmis olur.
Yapilan bu uyarlama, kesikli reel deger alan degiskenlerin indekslenmesi olarak tanimlanir.

Ornegin, kesikli bir degiskenin tamim kiimesi S R, kesikli degiskenin aldig1 deger kiimesi
§=1s,,8,,-...,5,} olmak iizere, kesikli degiskenin her bir degerinin / tam sayilar kiimesinde pozitif bir tam

saylya eslenmesi

S =1{51,5,583505,

did.d (10)
1={1, 2, 3,...,q}

bi¢iminde gosterilir. Buna gore, s, i¢in 1, s, i¢in 2, ..., s, i¢in q indekslemesi yapilir. Boylece kesikli

degiskenin aldig1 degerler yerine degiskenin indeksleri kullanilir.

3.2.2 Baslangi¢ popiilasyonunun olusturulmast

MDNSGA-II i¢in baglangi¢ popiilasyonu rastgele say1 iireteci kullanilarak olusturulur. o, [0,1] araligindan
iiretilen bir rastgele say1 olmak iizere, /b, siirekli veya tam sayili degiskenin alt sinir1 ve ub, siirekli veya
tam sayili degiskenin iist sinir1 olsun. Siirekli ve tam sayili degiskenler i¢in belirlenen [/b, ub] tanim
araliklarinda sirasiyla

x=1b+a(ub—Ib) (11)
ve
x = Ib+ round (a(ub — b)) (12)

bi¢iminde tanimli esitliklerle baslangi¢ popiilasyonu bilesenleri elde edilir. Ikili (0,1) degerli degiskenler
icin ise

x =round(x) (13)
esitligi ile baslangig popiilasyonu bilesen degerleri elde edilir. Kesikli degiskenler i¢in baslangig

popiilasyonu olusturulurken degisken gdsteriminde yapilan indeksleme islemine gére uyarlama yapilir.
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Kesikli degisken degerlerinin indeksleri i¢in rastgele say1 iiretilir. » sira numarasi ve tam say1 eslemesi
yapilan kesikli degiskenin tanim araligi [1, ¢] olmak iizere kesikli degisken igin iiretilecek rastgele say1

x") = round(1+ a(q —1)) (14)

bigiminde elde edilir. §={s,s,,...,s,} kesikli degisken degerleri kiimesi olmak iizere #(S)=¢’dur. Buna
gore [1, q] aralifindan ¢ sayida rastgele indeks numaralar (/) tretilir. Uretilen [ , indeks numaralarina

gore, S kiimesinde karsilik gelen kesikli deger secilerek yeni bir kesikli deger kiimesi olusturulur.

3.2.3 Genetik operatorlerin uyarlanmasi

Genetik operatorler secim, caprazlama ve mutasyon asamalarindan olusur. MDNSGA-II’de segim
operatorii adiminda herhangi bir uyarlama yapmaya gerek yoktur. Bu calismada, uyarlanan NSGA-II
genetik operatorleri olarak Turnuva se¢imi, SBX ¢aprazlama ve Polinomsal mutasyon kullanilmistir.
Genetik operatdrlerin ¢aprazlama ve mutasyon asamalarinda yapilan uyarlamalar asagida verilmistir.

SBX caprazlama operatorii: Bu operator reel degerli degiskenler i¢in olusturulmustur. ¢. yinelemede
mevecut x*” ve x? ¢ozlimleri kullanilarak yapilan hesaplamalarla iki yeni ¢6ziim elde edilir. U €[0,1]
araligindan rastgele bir say1 olusturulur. Burada 7, , belirlenen bir aralikta tanimli, pozitif reel say1 degerli
caprazlama dagilim indeksi olmak iizere

1

(u)=*  ,U<05

B, = L (15)
1 77(.,,+ d
Lz(w)J S

ile taniml1 fonksiyona gére 3, hesaplanir. Yavru ¢oziimler ise

x =05 (1+ 8,)x + (1= 8, )x |

(16)
xe = 0.5[ (1= 8, )5 +(1+ 8, ) x> |

biciminde elde edilir. Siirekli degiskenler icin Esitlik (16) kullanilarak yavru ¢éztimler olusturulur.

MDNSGA-II’de caprazlama operatorii kullanilarak olusturulan yavru g¢oziimler, tam say1 ve kesikli
degiskenin tanim kiimesi disinda degerler alabilir. Bu nedenle, yavru ¢6ziim olusturulurken c¢aprazlama
operatoriinde yapilacak degisikliklerle degiskenin tanim kiimesi i¢cinde deger almasi saglanir. Tam sayili
degiskenler i¢in yavru ¢oziimler

xt = round(O.S[(l +5, )x“"’ + (1 -5, )x‘“’ ])

(17)
X = round(O.S[(l - B, )x“”’ + (1 + 8, )x“"’ ])

biciminde olusturulur. Burada, tam sayil1 degerlerin ardigik olmasi durumunda Esitlik (17)’nin kullanim1
uygundur. Aksi halde kesikli reel say1 degerli degiskenler i¢in Onerilen uyarlamanin yapilmasi uygun olur.
Esitlik (16)’da SBX caprazlama operatoriiniin uygulanmasiyla elde edilen yavru g¢oziimler kesikli
degiskenlerin tanim kiimesinde yer almayabilir. Bu durumda elde edilen yavru ¢6ziim degerlerinin
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(x" ve x*),  §S={s,8,,...,5,}  kiimesindeki elemanlardan  biri olmasi istenir. ~Eger,

+S
x™ els,s,],i=12,...,g—1 ise s =% hesaplanir. s/ degeri ile Esitlik (16) ile elde edilen yavru

i=L2,.,q9-1

degerlerinden hangisine daha yakin oldugu belirlenir ve yavru ¢oziim degerlerine yakin olan kesikli
degisken degeri alinir. Boylece, ¢caprazlama agamasi sonrasinda elde edilen yavru ¢6ziim

¢oziim degerleri karsilastirilir. Yapilan karsilastirmada yavru ¢oziim degerinin s; yada s

i+1°

s 05[(1+,)x +(1-8,)x |<s]
d.y.

(Le+l)

X

(18)

N

i+l H

biciminde elde edilir. x*” *de Esitlik (18)’e benzer olarak hesaplanir.

Polinomsal mutasyon operatérii: SBX ile elde edilen yavru ¢ézlimlere mutasyon asamasi uygulanarak
¢Oziim ¢esitliligi saglanir. Meveut ¢6ziim x ’den, yeni ¢dziim

X" =x" +(ub-1b)o (19)

bi¢iminde elde edilir. Burada, /b ve ub, sirasiyla ¢oziimler i¢in belirlenen alt ve iist sinir degerleri, » €[0,1]
araligindan rastgele bir say1 ve 7, mutasyon dagilim indeksi olmak iizere, bir polinomsal dagilim
kullanilarak Esitlik (19)’da belirtilen degisim

1

2r) M 1, <05
(2r) T (20)

bi¢ciminde hesaplanir [30]. Stirekli degiskenler i¢in Esitlik (19) kullanilarak yeni ¢6ziim elde edilir.

MDNSGA-II’de mutasyon asamasi uygulanarak olusturulan yeni ¢6ziimlerde yapilacak degisikliklerle
degiskenin tanim kiimesi i¢inde deger almasi saglanir. Caprazlamada yapilan uyarlamalar benzer sekilde
mutasyon asamasinda da yapilarak tam sayili degiskenler i¢in yeni ¢6ziim

x"™ = round(x + (ub—1b)0) 21

(t+1) Si + Si+1

ve kesikli degiskenler i¢in x"" €[s,,s,,,],i=12,..,g—1 ise s, = hesaplanarak mutasyon agamasi

sonrasinda elde edilen yeni ¢6ziim

) (1) _ <q'
x(l.r+1) :{ S, , X + (ub Zb)é‘_sl (22)

S o d.y.
biciminde elde edilir. Sekil 3’te verilen NSGA-II akis semasinda Adim 0 (Degiskenlerin gosterimi), Adim
1 (Baslangi¢ popiilasyonunun olusturulmasi) ve Adim 3’te (Genetik operatorler) yapilan uyarlamalarla

MDNSGA-II olusturulur.

4. Uygulama

Karma veri i¢eren ¢ok yanitli optimizasyon problemlerinin ¢6ziimii i¢in bu ¢aligmada 6nerilen MDNSGA-
II yontemi, literatiirden ¢ok iyi bilinen iki veri seti (enerji ve gida alani) lizerinde uygulanmistir. Ilk veri
seti, optimizasyon alanindaki ¢aligmalarda kabul gdren veri tabanindan alinan enerji verimliligi ile ilgilidir
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[33]. Bu veri setinde, binalarin enerji verimliligine iliskin 1sitma yiikii (}) ve sogutma yiikii (¥,)
gereksinimlerinin, bina 6zniteliklerinin bir fonksiyonu olarak degerlendirilmesi arastirilmistir. Ikinci veri
seti ise, gida alaninda literatiirde tanimli ¢ok yanith deneysel ¢alisma ile edilen bir veri setidir. Veri setleri
icin GLM ve SUR yontemleri ile uygun tahmini yanit modelleri olusturularak, karma veriler i¢in
modelleme asamasi saglanmistir. Veri setlerinde yer alan yanit degiskenlerinin modellenmesinde RStudio
ve IBM SPSS Statistics 24 programlar1 kullanilmistir. Optimizasyon asamasinda, MDNSGA-II yontemi ile
MATLAB R2023a programi kullanilarak veri setleri i¢in Pareto ¢6ziim kiimesi elde edilmistir.

4.1. Enerji verimliligi veri seti

Veri kiimesi, iki gercek degerli yanita (1s1tma yiikii ve sogutma yiikii) iliskin 768 gozlem ve 8 6zellik (girdi
degiskenleri) icermektedir. Girdi degiskenleri ile yanitlar arasindaki fonksiyonel iliskinin belirlenmesi ve
yanit degiskenlerini es anli minimum yapacak girdi degisken degerlerinin belirlenmesi istenmektedir.
Cizelge 4’te, 8 girdi degiskeni ve 2 yanit degiskeninden olugan 768 gbzlemli karma veri seti 6rnegi yer
almaktadir.

Cizelge 4. Enerji verimliligi veri seti

Girdi Degiskenler Yanit Degiskenleri

No X, X, X; X, X X, X, X Y, Y,

1 0.98 514.5 294 110.25 7 2 0 0 15.55 21.33

2 0.98 514.5 294 110.25 7 3 0 0 15.55 21.33

3 0.98 514.5 294 110.25 7 4 0 0 15.55 21.33
766  0.62 808.5 367.5 220.5 3.5 3 0.4 5 16.44 17.11
767 0.62 808.5 367.5 220.5 3.5 4 0.4 5 16.48 16.61
768  0.62 808.5 367.5 220.5 3.5 5 0.4 5 16.64 16.03

Cizelge 5’te girdi ve yamit degiskenlerinin degisken tiirleri ve tanim arahigi goriilmektedir. Girdi
degiskenlerinden yap1 yiiksekligi ve yonelimi ile cam alanmi ve cam alan dagilimi agisindan bina
Ozniteliklerinin farklilik gosterdigi goriilmektedir. Yapr yiiksekligi ( X ), siirekli bir degisken olmasina
ragmen bu veri setinde tanim kiimesinin {3.5,7} degerlerinden olustugu goriilmektedir. Bu durum yap1

yiiksekliginin bu veri seti i¢in kesikli degisken olarak ele alindigin1 géstermektedir. Bina tasariminda yap1
yiiksekligi sadece iki degerden birini alabilmektedir. X, degiskeni yapinin hangi cephede (kuzey, giiney,

dogu, bati) yer aldigin1 belirtmektedir. X, X, X, ve X, degiskenlerinin tanim kiimelerine bakildiginda
kesikli ve/veya tam sayili degiskenlerden olustugu goriilmektedir.

Cizelge 5. Enerji verimliligi veri setinin girdi degiskenleri, degisken tiirii ve tanim kiimesi

Degiskenler Degisken Tiirii Tarmim Kiimesi
— Bagil kompakthik (X)) Stirekli [0.62, 0.98]
Yiizey alan1 (X,) Siirekli [514.5, 808.5]
Duvar alan1 (X ;) Stirekli [245, 416.5]
3 Catralam (X)) Siirekli [110.25,220.50]
5 | vapiyikseklizi (X)) Kesikli (35,7}
Yap1 yonelimi (X ) Kesikli, Tam say1 {2,3,4,5}
Cam alan1 (X7) Kesikli {0, 0.10, 0.25, 0.40}
L Cam alan dagilimi (X3) Kesikli, Tam say1 {0,1,2,3,4,5}
= Isitma yiiki (Y1) Siirekli Y >0
S ‘|: Sogutma yiikii (Y2) Siirekli Y2>0
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Binalarin enerji tiikketimi gbz oniinde bulunduruldugunda enerjinin kullanimi i¢in verimli bina tasarimi
onemlidir. Thtiyag duyulan 1sitma ve sogutma ekipmamnin dzelliklerini belirlemek igin 1sitma ve sogutma
yiiklerinin hesaplanmasi1 gerekir. Isitma ve sogutma yiiklerinin enerji verimliligi bakimindan minimum
olmasi istenir. Bu calismada, Tsanas ve Xifara’nin [34] calismasinda uygulanan IRLS (Iteratively
Reweighted Least Squares) yontemi ile elde edilen regresyon modeli kullanilmigtir. Varyans homojenligi
varsayiminin saglanamadigi durumlarda IRLS’nin kullanimi daha uygundur. IRLS ile regresyon
katsayilarindaki agirliklar ayarlanarak regresyon egrisi olusturulurken aykir1 degerlerin etkisi azaltilir.
Boylece daha gelistirilmis bir en kiiciik kareler tahmini saglanir.

Cizelge 6’da, Y, ve Y, yanitlarinin normallik varsayimi i¢in Kolmogrov-Smirnov testi sonuglar
goriilmektedir. %95 giiven diizeyinde (p-degeri=0.001<0.05) Y, ve Y, yanitlarma iliskin gozlem
degerlerinin Normal dagilim gostermedigi sdylenir.

Cizelge 6. Yanitlar icin Kolmogrov-Smirnov testi sonuglari

Yanit Degiskenleri p-degeri
Y. .001

1

Y, .001

Y, ve Y, yanitlariicin elde edilen tahmini yanit modelleri sirastyla

Y, =-4.75X,-0.03X, +0.07X, ~3.44X, —0.01X, +18.13X, +0.09.X, (23)
veE
Y, =-9.02X, - 0.01X, +0.04X, —4.30X, —0.12.X, +14.49X, +0.03X, (24)

dir. );1 ve };2 yanitlarin1 es anli minimize eden optimal girdi degerlerini elde edebilmek i¢in optimizasyon

asamasinda MDNSGA-II uygulanmistir. Her bir yamit fonksiyonu bir amag¢ fonksiyonu olarak
degerlendirildiginde ¢ok yanitli optimizasyon problemi

min f; = Y,(x)
min f, =Y, (x) (25)
xeS

biciminde tanimli CAO problemine doniisecektir. Burada, {X . SO, & } degiskenlerinin aldig1 degerler

vektorii x olarak belirtilmistir. f, ve f, amag fonksiyonlari, sirasiyla I?l ve }?2 tahmini yanit

fonksiyonlarina karsilik gelmektedir. Cizelge 7°de, bu ¢calismada uygulanan MDNSGA-II’nin ayarlanabilir
parametreleri ve parametrelerin aldig1 degerler yer almaktadir.

Cizelge 7. MDNSGA-II’nin ayarlanabilir parametreleri ve parametre degerleri

Ayarlanabilir parametreler Parametre degerleri
Girdi degisken sayis1 (p) 8
Popiilasyon biiytikligii (V) 50
Yineleme sayis1 (7, ) 100
Caprazlama operatorii SBX
Mutasyon operatdrii Polinomsal
Secim operatorii Turnuva
Caprazlama olasilig1 ( Pr,, ) 0.90
Caprazlama indeksi (77, ) 20
Mutasyon olasilig: ( Pr,, ) 1/8
Mutasyon indeksi (7, ) 20
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Sekil 4°te enerji veri seti i¢in elde edilen Pareto ¢oziim kiimesi goriilmektedir. Karma veri igeren ¢ok yanitli
enerji veri seti igin MDNSGA-II ile ¢6ziim ¢esitliliginin saglandigi goriilmektedir. Enerji veri seti igin f,
ve f, amag fonksiyonlarina iliskin Pareto ¢dziim degerleri Ek-1’de verilmistir. Ek-1’de goriildiigii gibi,
MDNSGA-II ile {X . ¢ ,X7,X8} degiskenlerinin tanim kiimesinden kesikli degerler alarak Pareto

¢Oziimlerin elde edilmesi saglanmistir.

Pareto Coziim Kiimesi

o,
76 @ %
Q
8o
7581
%%Q}
o
75.6 R,
v o
75.4 Q‘%
Q
8o
752 ?
oo
I3
°
75 ?,

74.8
10.305 10.31 10.315 10.32 10.325 10.33 10.335 10.34 10.345

Sekil 4. Enerji veri seti igin f, ve f, amag fonksiyonlarina iligkin Pareto ¢dziim kiimesi

4.2. Gida veri seti

Bu uygulamada veri seti, Schmidt ve ark. [35] ¢alismalarinda kullandig1 gida alanindan segilmistir. Karma
veri modelleri i¢in deneyin optimal degeri elde edilmeye ¢alisilmistir. Cok yanith deneysel karma veri seti
2 girdi degiskeni ve 4 yanit degiskeni icermektedir. Sistein jel dokusu (.X,) ve bir tuz ¢esidi olan kalsiyum
kloriir (CaCl2) (X,)maddelerinin peynir alt1 suyu konsantresinin yapisal 6zellikleri ve su tutma 6zelligi

izerine etkisini incelemek amaciyla bir deney diizenlenmistir. Burada, sistein ve kalsiyum kloriir girdi
degiskenleri; sertlik, yapiskanlik, esneklik yapisal 6zellikleri ile peynir alti suyunda tutulan sikigtirilabilir
su yanit degiskenleridir. Peynir alt1 suyu proteini konsantresi sistemlerinin yanit degiskenleri lizerindeki
etkilerini 6lgmek i¢in ¢oklu dogrusal regresyon analizi kullanilmistir. Cok yamitli deneysel karma veri seti
icin yanitlar arasinda dogrusal iligkili olmasi1 durumunda yanitlar, SUR (Seemingly Unrelated Regression)
yontemi ile modellenebilir [36]. Cizelge 8’de deneysel ¢alisma sonucunda elde edilen kodlanmis girdi
degisken degerleri ile gozlenen yanit degiskenlerine ait degerler yer almaktadir.

Cizelge 8. Deneysel ¢alisma sonucu elde edilen kodlanmis girdi degisken degerleri ve
gozlenen yanit degisken degerleri

No X, X, ¥, Y, , Y,
1 -1 -1 2.48 0.55 1.95 0.22
2 1 -1 091 0.52 1.37 0.67
3 -1 1 0.71 0.67 1.74 0.57
4 1 1 0.41 0.36 1.20 0.69
5 -1.414 0 2.28 0.59 1.75 0.33
6 1.414 0 0.35 0.31 1.13 0.67
7 0 -1.414 2.14 0.54 1.68 0.42
8 0 1.414 0.78 0.51 1.51 0.57
9 0 0 1.50 0.66 1.80 0.44
10 0 0 1.66 0.66 1.79 0.50
11 0 0 1.48 0.66 1.79 0.50
12 0 0 1.41 0.66 1.77 043
13 0 0 1.58 0.66 1.73 0.47
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Cizelge 9°da gida veri setinin degisken tiirii ve tanim aralig1 agiklamalari goriilmektedir. Burada, X, kesikli
degisken olup X, siirekli degisken olarak tanimlanmistir.

Cizelge 9. Gida veri seti i¢in girdi degiskenleri, degisken tiirii ve tanim kiimesi

Girdi Degiskenleri Degisken Tiirii Tanim Kiimesi
Sistein jel dokusu (X,) Kesikli {-1.414,-1,0,1, 1.414}
Kalsiyum kloriir (X,) Stirekli [-1.414,1.414]

Yanitlar arasindaki dogrusal iliskinin incelenmesinden Once yanitlarin Normal dagilim varsayimi test
edilmistir. Bu amagla, Shapiro-Wilk (kii¢lik 6rneklemlerde) testi uygulanmigtir. Shapiro-Wilk testi sonucu
Cizelge 10°da 6zetlenmistir. Cizelge 10°daki p degerlerine bakildiginda %95 giiven diizeyinde ¥, ve Y,
yanitlarinin Normal dagilimli oldugu (p-degeri>0.05), ¥, ve Y, yanitlarimin dagilimimim ise Normal
dagilim goéstermedigi séylenir (p-degeri<0.05).

Cizelge 10. Gida veri seti i¢in yanit degiskenlerinin Normallik testi

Yanit Degiskenleri Shapiro Wilk p-degeri

Y, 0.549
Y, 0.010
Y, 0.023
Y, 0.652

Y, —Y, yanit degiskenleri i¢in Pearson korelasyon katsayisi -0.932 olup bu yanitlar arasinda ters yonlii,
giiclii ve anlamli bir iliski oldugu sdylenir. Spearman korelasyon testine gore, ¥, -Y,, ¥, -Y,ve ¥, 7Y,
yanitlarinin da sirasiyla, 0.674, 0.69 ve -0.702 biiyiikliiklerinde dogrusal iliskili oldugu sdylenir. ¥, -V, ve
Y, —Y, yantlarinin ise dogrusal iliskisiz oldugu goriilmiistiir. Bu ¢alismada Normallik varsayimini
sagladig1 ve aralarinda anlamli ve gii¢lii bir iliski oldugu i¢in ¥, —Y, yanitlan ile ¢aligilmistir. Ayrica,

Y, — Y, yanitlar1 arasinda anlamli, pozitif yonlii dogrusal bir iliski olmas1 nedeniyle bu yanitlarin da es anli
optimizasyonu ile ilgilenilmistir.

Y, — Y, yanitlarina iliskin sagilim grafigi Sekil 5°te verilmistir. Yanitlar arasindaki iliski, ikinci dereceden
polinomsal fonksiyonlar kullanilarak SUR yontemi ile modellenmistir. Cizelge 11°de, ¥, —Y, yanitlarinin
SUR yontemi ile elde edilen parametre tahminleri yer almaktadir.

Ys
o
/

i

% \\\\

T T T T T T
00 ) 1.00 12 200 150

Y1

Sekil S. ¥, — Y, yanit degiskenine ait sacilim grafigi
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Cizelge 11. Y, ve Y, yanitlarinin SUR yo6ntemi ile parametre tahminleri

Model SUR
Terimi Y, p-degeri Y, p-degeri
Sabit 1.526 (.065) .001 0.468 (.013) .001
X, -0.575 (.051) .001 0.131 (.010) .001
X, -0.524 (.051) .001 0.073 (.010) .001
X} -0.171 (.055) .018 0.026 (.011) .055
X, -0.098 (.055) 12 0.024 (.011) .076
X, X, 0.318 (.073) .003 -0.083 (.015) .001

*Standart hatalar parantez i¢inde belirtilmistir.

Cizelge 11°den, Y, ve Y, yanitlari i¢in elde edilen tahmini yanit modelleri sirasiyla

¥ =1.526—-0.575X, —0.524X, —0.171X7> +0.318X, X, (26)
veE
Y, = 0.468+0.131X, +0.073.X, —0.083X, X, 27)

dir. Optimal degeri elde edilmek istenilen her bir yanit fonksiyonu, bir ama¢ fonksiyonu olarak
degerlendirildiginde ¢ok yanitli optimizasyon problemi

max f, = Yl (x)
min f, =7, (x) (28)
xesS

bigiminde CAO problemine doniisecektir. Burada, {X ¢ 2} degiskenlerinin aldig1 degerler vektorii x

olarak belirtilmistir. f, ve f, amag fonksiyonlari, sirasiyla }}1 ve }?4 tahmini yanit fonksiyonlarma karsilik
gelmektedir. Elde edilen tahmini yanit fonksiyonlari i¢in yiizey grafikleri Sekil 6.(a)-(b)’de goriilmektedir.
Buna gore, Sekil 6. (a)’da bir maksimizasyon problemi ve Sekil 6.(b)’de bir minimizasyon problemi ile
ilgilenildigi agiktir.

(a) (b)

Sekil 6. (a) f, amag fonksiyonu, (b) f, amag fonksiyonu igin yiizey grafikleri

Cizelge 12°de, bu calismada uygulanan MDNSGA-II'nin ayarlanabilir parametreleri ve parametrelerin
aldig1 degerler yer almaktadir.
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Cizelge 12. MDNSGA-II’nin ayarlanabilir parametreleri ve parametre degerleri

Ayarlanabilir parametreler Parametre degerleri
Girdi degisken sayis1 (p) 2
Popiilasyon biiyiikligi (V) 50
Yineleme sayisi (7,,, ) 100
Caprazlama operatorii SBX
Mutasyon operatorii Polinomsal
Se¢im operatorii Turnuva
Caprazlama olasihig1 ( Pr,, ) 0.90
Caprazlama indeksi (7,,) 20
Mutasyon olasilig1 ( Pr,,,) 1/2
Mutasyon indeksi (7, ) 20

CAO probleminin f, ve f, amag fonksiyonlarma iliskin MDNSGA-II ile elde edilen baslangic ve Pareto
¢Oziim kiimeleri Sekil 7°de verilmigtir.

Pareto Coziim Kiimesi

0.8

®  MDNSGA-I (Baslangig géziim kiimesi)

0.7 O MDNSGA-II (Pareto g6zum kimesi)

0.6 & weo°**

0.5 05.

° s

N 04

03 .

0.2

01

0
0 0.5 1 1.5 2 25 3 35

fy

Sekil 7. f, ve f, amag fonksiyonlari i¢in baslangi¢ ve Pareto ¢dziim kiimeleri

Cizelge 13’te amag fonksiyonlarini e anli minimize eden optimal girdi degisken degerleri yer almaktadir.

Cizelge 13. f, ve f, amag fonksiyonlarini es anli minimize eden optimal girdi degisken degerleri

Girdi Degiskenleri  Amacg fonksiyonlart

X, X, [f1 fz]
-1.0000 -1.4140 [3.1206 0.1164]
-1.4140 -1.0086 [2.9791 0.0908]

Y, ve ¥, yanitlari icin SUR yontemi ile elde edilen parametre tahminleri Cizelge 14’te verilmistir.

Cizelge 14. ¥, ve Y, yamtlarinin SUR yontemi ile parametre tahminleri

Model SUR

Terimi Y, p-degeri Y, p-degeri
Sabit 0.66 (.007) .001 1.776 (.016) .001
X, -0.092 (.005) .001 -0.25 (.013) .001
X, -0.010 (.005) .106 -0.078 (.013) .001
XIZ -0.096 (.006) .001 -0.156 (.014) .001
Xzz -0.058 (.006) .001 -0.078 (.014) .001
X, X, |-0.070(.007) .001 0.01 (.018) .602

*Standart hatalar parantez i¢inde belirtilmistir.
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Cizelge 14’ten, Y, ve Y, yanitlari i¢in elde edilen tahmini yanit modelleri sirastyla

¥, =0.660 —0.092.X, —0.096 X —0.058X> —0.070X, X,

(29)
veE
Y, =1.776 —0.250.X, —0.078.X, —0.156X> —0.079.X > (30)

dir. Optimal degeri elde edilmek istenilen her bir yanit fonksiyonu, bir ama¢ fonksiyonu olarak
degerlendirildiginde ¢ok yanitli optimizasyon problemi

max f, =Y2(x)

maxfzzﬁ(x)
xeS

€2))

bigiminde CAO problemine doniisecektir. Burada, {X X 2} degiskenlerinin aldig1 degerler vektorii x

olarak belirtilmistir. f, ve f, amag fonksiyonlari, sirasiyla ?2 ve };3 tahmini yanit fonksiyonlarina karsilik

gelmektedir. Elde edilen tahmini yanit fonksiyonlari i¢in yiizey grafikleri Sekil 8.(a)-(b)’de goriilmektedir.
Sekil 8.(a)-(b)’ye bakildiginda maksimizasyon problemleriyle ilgilenildigi goriilmektedir.

(a) (b)

Sekil 8. (a) f,amag fonksiyonu (b) f, amag fonksiyonu i¢in yiizey grafikleri

CAO probleminin MDNSGA-II ile elde edilen Pareto ¢6ziim kiimesi Sekil 9°da verilmistir. Gida veri seti
icin f, ve f, amag fonksiyonlarina iliskin Pareto ¢6ziim degerleri Ek-2’de verilmistir. Ek-2’de goriildiigii
gibi MDNSGA-II ile {X 1} degiskeni tamim kiimesinden kesikli degerler alarak Pareto ¢oziimlerin elde
edilmesi saglanmistir.

Pareto Géziim Kiimesi
1.89

BOEECG )

TG o
1.88 O, -
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1.85 £
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0184 3
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1.83 {2
1.82 ko)
-
181 &
&
18 g

06 061 062 063 064 065 066 067 068
f1

Sekil 9. Gida veri seti i¢in f, ve f, amag fonksiyonlarina iligkin Pareto ¢dziim kiimesi
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5. Sonuc ve oneriler

Bu calismada, karma veri igeren ¢ok yanith problemlerin modellenmesi ve optimizasyonu ile ilgilenilmistir.
Yanit degiskenlerinin modellenmesinde GLM ve SUR modeller kullanilmistir. Karma veri igeren ¢ok
yanitli modellerin tahmini yanit fonksiyonlari, amag¢ fonksiyonlar1 olarak ele alinip problem CAO problemi
biciminde degerlendirilmistir. CAO i¢in bir yapay zeka optimizasyon algoritmasi olan NSGA-II’ye dayali
algoritma Onerilmistir. Bu amagla, NSGA-II’'nin degisken gosterimi, baslangic popiilasyonunun
olusturulmasi ve genetik operatdrlerin uygulanmasi asamalarinda indeksleme yapilarak kesikli deger alan
degiskenlerle optimizasyon yapabilmek i¢in NSGA-II modifiye edilmistir. Onerilen algoritma, ¢alisma
kapsaminda MDNSGA-II olarak adlandirilmistir. Calismada, kesikli degiskenlerin indeks degerleri dikkate
almarak karma veri igeren ¢ok yanith problemler igin MDNSGA-II ile Pareto ¢6ziim kiimesinin elde
edilebilir oldugu gosterilmistir. Uygulamada kullanilan UCI Repository veri tabanindan enerji verimliligi
veri seti ile literatiirde tanimli gida alanindan deneysel karma veri seti i¢in elde edilen sonuglar Ek-1 ve Ek-
2’de verilmistir. Ek-1 ve Ek-2 incelendiginde, uygulamada kullanilan veri setleri igin MDNSGA-II ile

Pareto ¢oziim kiimesinin elde edilebildigi goriilmiistiir. Bununla birlikte, Enerji veri setinde );1— );2 ve gida
veri setinde }?2 - );3 tahmini yanit fonksiyonlari i¢in Pareto ¢6ziim kiimesinde ¢6ziim gesitliligi saglanirken,
gida veri setinin };1 - }?4 tahmini yanit fonksiyonlari i¢in Pareto ¢6zlim kiimesinde ¢6ziim ¢esitliligi yeterince

saglanamamuistir. Pareto ¢ozliim kiimesinde ¢6ziim ¢esitliligini artirmak icin referans noktalarina dayanan
NSGA-III’lin uyarlanmastyla bu sorunun giderilmesi sonraki ¢aligma plani olarak ongoriilmektedir.

EKk-1 Enerji veri seti icin f; ve f, amag fonksiyonlarina iliskin Pareto ¢oziim kiimesi

N X X, X X, Xs  Xs X Xs £ Iz

1 062 610.6571 380.9550 113.8490 3.5 3 040 4 9.8763  83.3668
2 062 6109978 4083545 1155357 3.5 3 040 4  10.1452 68.0712
3062 6124556  393.1433 1156923 35 3 040 4 9.9712  76.7932
4 062 6107042 3904315 1139442 35 3 040 4 9.9704  78.0666
5 062 6106187 381.6393 113.8251 35 3 040 4 9.8837  82.9782
6 062 6108081 386.8392 1139304 35 3 040 4 9.9329  80.0928
7 062 6106168 3856920 1139586 3.5 3 040 4 9.9243  80.7085
8 062 6107253 3843239 1138813 3.5 3 040 4 9.9090  81.4898
9 062 6123562 3949505 1157381 3.5 3 040 4 9.9908  75.7672
10 062 6124023 401.1725 1154784 35 3 040 4 100523  72.2893
11 0.62 610.8283 3885117 1139288 35 3 040 4 9.9493  79.1590
12 0.62 6110447 4063511 1155784 35 3 040 4  10.1245  69.1996
13 0.62 6114364 4013444 1154862 35 3 040 4  10.0685 72.0578
14 0.62 6123345 397.0036 1154902 3.5 3 040 4 100116 74.6144
15  0.62 6122230 394.1300 1157882 3.5 3 040 4 9.9846  76.2081
16 0.62 6109330 387.8107 1139694 35 3 040 4 9.9407  79.5663
17 062 6123493 3963216 1155053 3.5 3 040 4  10.0046 74.9984
18 062 610.7242  385.0456 114.0231 35 3 040 4 99162  81.0855
19 062 610.6901 3825880 113.6679 3.5 3 040 4 9.8921  82.4570
20 062 6123872 3955429 1157546 3.5 3 040 4 9.9962  75.4398
21 062 6113824  403.5865 1153821 3.5 3 040 4  10.0917  70.7947
22 0.62 611.0526 405.6636 1155859 3.5 3 040 4  10.1175 69.5858
23 0.62 6107707 383.1573 1139089 3.5 3 040 4 9.8966  82.1494
24 0.62 6123377 3974010 1155058 3.5 3 040 4  10.0155 74.3923
25 0.62 611.0458 404.8979 1155219 3.5 3 040 4  10.1099  70.0136
26 0.62 610.8196 387.4233 1139322 35 3 040 4 9.9385  79.7673
27 0.62 6107164 3899160 1139293 3.5 3 040 4 9.9650  78.3570
28 0.62 6107170  389.5886  113.9400 35 3 040 4 9.9617  78.5404
29 062 6110235 406.7547 1156112 35 3 040 4  10.1288  68.9707
30 062 6122376 395.8547 1157415 35 3 040 4  10.0016 752442
31 062 611.1244 4025708 1153929 35 3 040 4  10.0855 71.3277
32 062 611.0496 4054035 1155863 3.5 3 040 4  10.1149  69.7310
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33
34
35
36
37
38

39
40
41
42
43
44
45
46
47
48
49
50

0.62  612.4173
0.62  610.7554
0.62  612.1254
0.62  612.2661
0.62  611.4462
0.62  610.7435

0.62  610.7011
0.62  610.7108
0.62  611.3962
0.62  611.0798
0.62  612.4827
0.62  612.5187
0.62  612.3157
0.62  612.4558
0.62  612.5211
0.62  611.0621
0.62 611.1210
0.62  612.3504

393.7951
385.3684
397.7169
399.6804
402.0085
389.0879

383.6942
383.7182
403.7842
403.8909
400.2912
400.9726
398.7933
398.2394
399.6069
404.0529
404.5703
400.3724

115.7586
113.9496
115.3760
115.6109
115.3470
113.9321

113.8565
113.7821
115.3813
115.4860
115.5557
115.5398
115.3863
115.6069
115.5796
115.4698
115.4520
115.4825

35
35
3.5
35
3.5
3.5

35
35
35
35
35
35
35
35
35
35
3.5
3.5

LW W W W W W W W WWW W WWWWWwWWw

0.40
0.40
0.40
0.40
0.40
0.40

0.40
0.40
0.40
0.40
0.40
0.40
0.40
0.40
0.40
0.40
0.40
0.40

B i i i T i i i e T T T O Y

9.9783
9.9190
10.0219
10.0394
10.0750
9.9563

9.9030

9.9031

10.0935
10.0993
10.0423
10.0485
10.0298
10.0222
10.0349
10.1012
10.1055
10.0451

76.4228
80.9091
74.1857
73.1058
71.6873
78.8245

81.8390
81.8269
70.6859
70.5823
72.7941
72.4176
73.6096
73.9394
73.1827
70.4891
70.2076
72.7301

77

EKk-2 Gida veri seti i¢in f; ve f, amag fonksiyonlarina iliskin Pareto ¢6ziim kiimesi

N Xi Xz Ji S

1 -1 0.6034 0.6771 1.7942
2 -1 -0.4937  0.6073 1.8893
3 -1 -0.3945  0.6194 1.8885
4 -1 -0.4679  0.6105 1.8892
5 -1 0.2400 0.6695 1.8467
6 -1 -0.3555  0.6238 1.8877
7 -1 0.2790 0.6710 1.8421
8 -1 -0.3324  0.6263 1.8872
9 -1 0.3576 0.6736 1.8320
10 -1 0.0050 0.6563 1.8696
11 -1 0.1756 0.6665 1.8539
12 -1 -0.3004  0.6297 1.8863
13 -1 0.2136 0.6683 1.8497
14 -1 -0.2504  0.6348 1.8846
15 -1 0.3787 0.6742 1.8291
16 -1 0.1448 0.6649 1.8570
17 -1 0.1933 0.6674 1.8520
18 -1 -0.0680  0.6510 1.8749
19 -1 0.0409 0.6588 1.8667
20 -1 0.0995 0.6624 1.8615
21 -1 -0.0238  0.6543 1.8718
22 -1 0.4018 0.6748 1.8259
23 -1 -0.2750  0.6324 1.8855
24 -1 0.0804 0.6613 1.8632
25 -1 0.3267 0.6727 1.8361
26 -1 -0.2304  0.6368 1.8838
27 -1 0.4253 0.6753 1.8225
28 -1 -0.0911 0.6491 1.8764
29 -1 -0.1434  0.6448 1.8796
30 -1 -0.1522  0.6440 1.8800
31 -1 0.4833 0.6763 1.8139
32 -1 -0.2185  0.6379 1.8833
33 -1 0.0643 0.6603 1.8647
34 -1 0.6022 0.6771 1.7944
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35 -1 0.4615 0.6760 1.8172
36 -1 -0.1727  0.6422 1.8811
37 -1 0.5783 0.6771 1.7985
38 -1 -0.0456  0.6527 1.8734
39 -1 -0.1226  0.6465 1.8784
40 -1 0.5224 0.6767 1.8077
41 -1 -0.0535  0.6521 1.8739
42 -1 0.0270 0.6578 1.8678
43 -1 0.4473 0.6757 1.8193
44 -1 0.4751 0.6762 1.8151
45 -1 0.5642 0.6770 1.8009
46 -1 -0.1019  0.6483 1.8771
47 -1 -0.1198  0.6468 1.8782
48 -1 0.5032 0.6765 1.8107
49 -1 0.2967 0.6717 1.8399
50 -1 0.5038 0.6765 1.8106
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