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OZ: Bu gahsmada twitterdaki kullamcilarin yazmis olduklari mesajlarin hastalik konulu olup olmadig1
ve hastalik tiirleri tespit edilmistir. Bu amacla gozetimli ve gozetimsiz makine 6grenmesi algoritmalars,
TF-IDF ve BOW yontemleri ile ¢ikarilan Ozellikler ile denenmis ve karsilastirmalar yapilmistir. Veriler
Python betikleri ile twitter {izerinden toplanmistir. Algoritmalar1 uygulamak igin Python igin
gelistirilmis Scikit-Learn kiitiiphanesi kullanilmistir. Gozetimsiz olarak verilerin kiimelenmesinde
%68.60'lik bir basar1 elde edilirken, gozetimli algoritmalar ile yapilan siruflandirmalarda %97.48'lik
basar1 oranina ulagilmistir.

Anahtar Kelimeler: Twitter, Hastalik Tanima, Dogal Dil igleme, Mouakine Ogrenmesi

Disease Detection From Twitter Data Using Natural Language Processing and Machine Learning

ABSTRACT: In this study, we determined whether the subject of the messages of the twitter users were
about a disease and what kind of diseases they were. For this purpose, supervised and unsupervised
machine learning algorithms were tested and compared using the features extracted via TF-IDF and
BOW methods. Data were collected with Python scripts from Twitter. The Scikit-Learn library which was
developed for Python was used to implement the algorithms. The clustering algorithms which are
unsupervised methods achieved an accuracy level of %68.60, while the performance of the supervised
classification algorithms reached to the accuracy level of %97.48.
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GIRIS (INTRODUCTION)

Twitter gibi mikro blog platformlari yeni nesil bilgi kaynaklari olusturmakta ve bu bilgi kaynaklari
anlik olarak islenerek diinya tizerinde herhangi bir anda ve yerde neler olduguna dair gesitli fikirler
verebilmektedir. Bunun i¢in de mesajlarin simiflandirilmas: gerekmektedir. Dogal dil isleme, yapay
zekanin alt alanlarindan birisidir. Dogal dil ile yazilmis bir metni anlamak, bir metne cevap olarak veya
farkli amaglar igin bir metin tiretmek temel hedefleridir. Dogal dil isleme yontemleri, insanlarin el ile
yapmak zorunda oldugu bazi metin smiflandirmalarinin otomatik olarak yapilabilmesine olanak
vermekte ve 0rnegin anket degerlendirme gibi spesifik uygulamalarda ¢ok kullanisli olabilmektedir.

Literatiirde, metinler {izerinde dogal dil isleme ile ¢karllan Ozelliklerin otomatik
siiflandirilmasinin yapildigr farkli calismalar bulunmaktadir. Ambert ve Cohen (2009), hastanelerde
kullanilan serbest yazi klinik raporlar iizerine dogal dil isleme yontemleri uygulamislardir. Bu
raporlardan, hastaya ait hastalik ve tedavi durumu hakkinda bir ¢ikarim yapabilen otomatik bir sistem
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onermislerdir. Onisleme kisminda Auto HP+ NegEx kullanarak vektorler olusturmuslar ve burada
olusan sifir vektorleri i¢in Zero-Vector Filtering (ZeroVF) kullanmislar, ardindan simiflandirma islemi
icin de Linear SVM (Support Vector Machine) algoritmasini uygulamislardir. Sonug olarak onerilen
sistem, uzman kural tabanli sistemlere karsi iyi bir performans gostermistir. Achrekar ve dig. (2011),
twitter verileri lizerinde ARX (auto-regression with exogenous inputs) modelini k-katmanli ¢apraz
dogrulama yontemi ile uygulayarak nezle vakalarindaki artisi tespit etmiglerdir. Calisma sonucunda
elde ettikleri sonuglarla, hastalik kontrol ve onleme merkezlerinden topladiklari veriler arasindaki
korelasyon katsayisini 0.9846 olarak bulmuslardir. Morita ve dig. (2013), yapmis oldugu arastirmada
grip kelimesini iceren twitter mesajlarimi veri seti olarak toplamuglar, ardindan bu veriler arasinda
gercekten grip ile ilgili olan verileri gozetimli makine 6grenmesi algoritmalari ile test etmisler ve sonug
olarak SVM algoritmasinin en iyi performansa sahip oldugunu bulmuslardir. Ozellik ¢ikarim adiminda
ise BOW algoritmasim kullanmislar ve tweetleri belli bir dogruluk oraniyla negatif ya da pozitif olarak
ayirt etmislerdir.

Dai ve Mikdash (2015), twitter verilerinden grip hastalig: ile ilgili olanlar1 tespit etmek i¢in yaptiklari
calismada oncelikle dogal dil isleme yontemleri ile giiriiltiilii verileri eleyerek ozellik vektorii ¢ikarimi
yapmislardir. Daha sonra kendilerinin tanimladig1 6zellikler ve makine 0grenmesi algoritmalarimin
otomatik iirettigi 6zelliklere Naive Bayes yontemini uygulayarak smiflandirma yapmuslardir. Yine aymn
arastirmacilar bir baska calismada (Dai ve Mikdash 2016), giiriiltiilii twitter verilerini eleyip bunlar
bolgelere ayirmak i¢in uzaklik-tabanli aykirilik tespit yontemini uyguladiktan sonra, grip salginim tespit
etmek icin bolge-tabanli hipotez testini kullanmislardir. Rudra ve dig. (2017), iki farkli salginla (Ebola ve
MERS) ilgili twitter verilerini alt diizey sozlitk Ozelliklerine ayirarak otomatik olarak
siniflandirmislardir. Diger bir calismalarinda (Rudra ve dig., 2018) ise siniflandirilan veriler 6zetlenerek,
salgindan etkilenen ya da etkilenmesi muhtemel topluluklarla ve saglik kuruluslariyla paylasilabilecek
hale getirilmistir.

Sosyal medya wuygulamalari, saghk arastirmalari igin degerli bir bilgi kaynagi olarak
nitelendirilmektedir (Conway ve dig., 2019). Internet kullanicilar, sosyal medya iizerinden saglikla ilgili
konular takip etmekte ve kendi kisisel saglik bilgilerini paylasmaktadir. Sosyal medya verilerinin dogal
dil isleme ve makine 6grenmesi yontemleri ile degerlendirilmesi, bilgi toplama, saglik iletisimi, metinsel
analiz, yeni ¢ikan bir hastaligin veya saglik davranislarindaki ani degisimlerin tarihsel stirecini anlama
gibi alanlarda uygulamalara olanak sunmaktadir. Edo-Osagie ve dig. (2020), yaptiklar1 genis kapsaml
inceleme ¢alismasinda twitter verileri kullanarak yapilan saglk bilgilerini toplama, vaka tespiti ve ilag
glivenligi gibi tibbi uygulama alanlarini aragtirmiglardir. Grip gibi enfeksiyon hastaliklar: yaninda akil
saghgl gibi enfeksiyonla ilgili olmayan hastaliklarla ilgili calismalara da deginmislerdir. Bu amagla,
makine Ogrenmesi yoOntemlerinin yam sira son zamanlarda derin 6grenme yoOntemlerinin de
kullanildigini vurgulamiglardir. Sonug olarak twitter verilerinin halk saghigin ilgilendiren alanlarda
etkin olarak kullanilabilecegi, fakat yari-Ogreticili (semi-supervised) yontemlerin daha yaygin
kullaniminin ve arastirmalarin pratige uygulanmasinin gerekliligi {izerinde durmuslardir. Tavoshi ve
dig., (2020) italya’da ast ile ilgili paylasilan 693 adet twiter verisini kullanarak bunlar as1 taraftari, asiya
kars1 ve ¢ekimser olarak otomatik olarak siiflandirmiglardir. Bunun i¢in 6ncelikle twitter metinlerini
Ozellik vektorlerine ¢evirmek icin BOW(Bag of Words) teknigini kullanmiglardir. Metindeki her ilgili
kok kelimenin agirligini belirlemek igin ise TF-IDF (Term Frequency-Inverse Document Frequency)
yontemini kullanmislardir. Kullandiklar1 pek ¢ok Ogreticili makine 6grenme algoritmasimi 10-katl
capraz dogrulama yontemi ile karsilastirmislardir. Bunlar i¢inde en iyi sonug veren algoritmanin %64
dogrulukla Destek Vektor Makinalar1 (DVM) oldugunu tespit etmiglerdir.

Bu calismada takip ettigimiz yontem, twitter verilerini belirli 6n isleme adimlarindan gecirerek
ozellik cikarimi yapmakta ve bu &zellikler gbzetimli ve gozetimsiz makine 6grenmesi algoritmalarina
uygulanarak otomatik olarak siruflandinlmaktadir. Twitter verilerinden hastali§in varhigi, var ise tiirii
veya hastaligin yoklugu belirlenmistir. Takip edilen yontemin baglica adimlar: Sekil 1'de verilmistir.
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Sekil 1.Takip edilen yontemin baslica adimlari
Figure 1. Main steps of the followed method

VERILERIN ELDE EDiLMESI VE OZELLIK CIKARIMI (OBTAINING DATA AND FEATURE EXTRACTION)

Veriler, twitter tizerinde herkese acik sekilde paylasimda bulunulan tweetler arasindan toplanmustir.
Tweetler Ingilizce olup 3 ana smif altinda “Saghkli”, “Alerji”, “Nezle” seklinde degerlendirilmistir.
Veriler aragtirmacilar tarafindan okunup tweet’i atan kisinin bu 3 siniftan hangisine uygun olduguna
karar vermesi ile etiketlenmistir. Python dili ile arastirmacilar tarafindan kodlanan bir bot kullanilarak
toplam 1032 tweet mesaji toplanmistir. Toplanan tweetlerde ”Alerji” sinifina ait verileri toplamak igin
icerisinde "alergy", "high fever", "hyper sensitivity" veya "alergic reaction" ifadelerini igeren tweetler
secilirken, “Nezle” simufina ait verileri toplamak igin ise "cold", "catorrh”, "common cold", "sniffles",
"coryza" veya "snuffles" ifadelerini iceren tweetler secilmistir. “Saglkli” sinifina ait veriler ise rasgele
tweetlerden secilmistir. Kelimeler secilirken igerisinde esanlamli kelimeleri bulunduran TheSaurus adli
web sitesi kullanilmigtir. Ayrica verilerdeki rasgeleligin arttirilmasi agisindan tweetler 10 farkli sehirden
secilmistir. Bu sehirler sunlardir; "London", "New York", "Ankara", "{stanbul", "Tokyo", "Helsinki",
"Paris", "Washington","Moscow" ve "Stockholm". Bu mesajlar, daha sonra virgiil ile ayrilmis degerler
(csv) biciminde bir dosya haline getirilmistir. Bu verilerin 425'i “Saglikli”, 307’si “Alerji”, 300 tanesi ise
“Nezle” smifina ait tweetlerden olusmaktadir.

Dogal dil islemede, Onisleme kismi modelin anlasilir ve giivenilir olmasinda 6nemli bir rol
oynamaktadir. Bu calismada uygulanan 6nigleme adimlar: Sekil 2’de verilmistir. Metodoloji genel olarak
anlatilmakla beraber, Sekil 2 iizerindeki islem adimlarindan URL temizlenmesi, Alfaniimerik olmayan
karakterlerin ¢ikarilmas: ve biiyiik kiigiik harflerin diizeltilmesi islemleri, metinsel islemlerde siklikla
kullanilan Python Regex kiitiiphanesi araciligiyla yapilmistir. Kelimeler Python ile ayrilip, koklerine
ayirma (Stemming) ve etkisiz kelimelerin (Stopword) atilmasi adiminda Python NLTK(Natural
Language Tool Kit) kiitiiphanesi kullanilmistir. Yanhs yazilmis olan kelimelerin diizeltilmesi icin
Levenshtein Distance ile Python Spellchecker modiilii kullanilmis olup yanlis oldugu diisiiniilen
kelimeler i¢in gerekli diizeltmeler yapilmistir. Yanhs olup olmadig: karari ise kelimenin sozliikte olup
olmadig1 aracilig ile kontrol edilerek hata en alt seviyeye indirgenmeye caligilmistir. Yapilan iglemlerin
ardindan ayrilip diizenlenen metinler, birlestirilerek onisleme kismui bitirilmistir.

Oznitelik (6zellik) gikarimi bir veriyi diger verilerden ayirt edebilecegimiz dzellikleri elde ettigimiz
kisimdir. Ayrica makine 6grenmesi algoritmalar: sayilar iizerinde calistig1 icin elimizdeki metinlerin
sayisal vektorler haline ¢evrilmesi gerekmektedir. Bunun icin dogal dil islemede farkli 6zellik ¢ikarimi
algoritmalar1 bulunmaktadir (Manning, 1999). Bu makalede dogal dil isleme icin kullanilan
vektorizasyon metotlarindan TF-IDF ve BOW algoritmalar:i kullanilmis ve karsilastirlmistir. Bu
algoritmalarin olusturdugu vektorlerin boyutu icin 1x1000 degeri se¢ilmistir.

N-Gram verilen bir metinde kelimelerin n’erli atomik yapilar oldugu kabul edilir (Cavnar,1994). N
degeri 1 iken her bir kelime atomik yapidayken, N=2 icin kelimelerin 2 serli gruplar halinde
olusturduklar: kelime gruplar1 da atomik yapilar olarak ayrica dikkate alinir. Bu makalede BOW ve TE-
IDF algoritmalari i¢in N-Gram(1,2) segilmis 1'li ve 2'li kelime gruplar: dikkate alinmistir.

BOW algoritmasi en ¢ok gegen kelimelerden olusan bir kelime ¢antasi olusturur (Zhang,2010) ve her
bir tweetin i¢cinde bu kelimelerden var olanlar i¢in 1, olmayanlar i¢in 0’lardan olusan bir vektor
olusturur. Tahmin edilebilecegi iizere bu vektorlerin biiyiik bir ¢ogunlugu 0’lardan olusur ve bu
matrislere seyrek matris (sparse matrix) adi da verilir. Bu ¢alismada, farkli sayilar denenebilecegi gibi,
parametre olarak 1000 degeri secilerek 1000 uzunlugundaki vektdrler olusturulmustur.
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Sekil 2. Metin Onisleme Adimlar:

Figure 2. Text preprocessing steps

TF-IDF yontemi, metinleri istatiksel olarak incelemek icin kullanilan bir 6zellik ¢ikarim
algoritmasidir. Bu algoritma kullarularak bir kullamicinin attigi tweetlerin incelenmesiyle yazilan
tweetlerde hangi konulara agirlik verildigi c¢ikarilabilir. TF ve IDF degerleri hesaplanirken 6nce TF
hesaplanir. TF hesabi i¢in metinde en fazla gegen terim sayisina ihtiyag vardir. Istenilen terim sayismin
metinde en fazla gegen terim sayisina orami TF degerini verir (Salton,1988). IDF hesab1 igin ise
kullanilacak olan dokiiman sayisina ihtiya¢ vardir. Bu dokiimanlar arasinda istenilen terimin kag kez
gectiginin bilinmesi gerekmektedir. Toplam dokiiman sayisinin terimi igeren dokiiman sayisina oraninin
logaritmasi alinarak hesaplanmaktadir. Burada dikkat edilmesi gereken nokta ise terimi igeren dokiiman
sayisidir. Hi¢ bir dokiiman terimi icermiyorsa 0’a béliintip belirsiz bir durum olusabilecegi icin terimi
iceren dokiiman sayisina 1 eklenmesi alternatif bir ¢6ziimdiir. Son olarak, bulunan TF ve IDF degerleri
carpilarak sonuca ulasilir (Robertson, 2004).

GOZETiIMSiZ OGRENME VE K-ORTALAMA ALGORITMASI (UNSUPERVISED LEARNING AND K-
MEANS ALGORITHM)

GoOzetimsiz 0grenme, verilerin degerlerinin (“Saglikli”, “Alerji”, “Nezle”) algoritmaya verilmeden
algoritmanin sadece verilere bakarak bir kiimeleme yapmasini, daha sonra da yaptig1 kiimelemenin
gercekte olmasi gereken siniflarla ne kadar eslestigini inceleyerek basari oranini 6lgen makine 6grenmesi
algoritmalarinin genel 6grenme bigimidir. K-Ortalama algoritmasi en temel gozetimsiz Sgrenme
algoritmalarindan birisidir. K, olusturulacak sinif sayisim temsil etmektedir. Veriler k farkli kiimeden
birisine dahil edilmeye calisilir. Algoritma en basta uzayda k noktada rasgele olarak kiime merkezleri
olusturur. Ardindan, her veri icin bu noktalardan olan uzakliklar1 hesaplarur. Uzakliklarina gore her
veri bir kiimeye dahil edilir. Daha sonra yeni kiime merkezleri, kiimelerin agirlik merkezine gore veya
farkli yontemlere gore secilir ve yeni kiime merkezlerine gore kiimelere dagilma islemi tekrarlanur. Bu
tekrarlanmalar, kiimelenme kararli bir hale gelene kadar veya belirlenen iterasyon sayis1 bitene kadar
devam eder. Kiimelenmenin kararh hale gelip gelmemesi durumu da uzaklik 6lgiitlerinin sonuglarina
gore degerlendirilebilir. (Hartigan,1979). Ancak K-Ortalama algoritmasinin bazi temel sorunlari
bulunmaktadir. flk sorun kag farkli kiime olacagimn belirlenmesi islemidir. Aragtirmada her ne kadar 3
sinif oldugunu bilsek de, 3 smif olmasi kiimelenmenin 3 yerde olacagi anlamina gelmemektedir. Farkli
kiimelenmeler tek bir sinufi da belirtiyor olabilir. Mesela 6 farkli kiimelenme bulunabilir. 3 farkl sinif
icin olasi durumlardan birisi, 3 kiimelenmenin 1.sinif1 belirtmesi, 2 kiimelenmenin 2.sinif1 belirtmesi, ve
son kiimelenmenin ise 3.sinifi belirtmesi durumudur ki bu 6rnekte de anlasildig: {izere sinf sayimiz
belirli olsa dahi bu kiime sayisi1 konusunda bizim farkl: tercihler yapabilecegimiz anlamini tagimaktadir.
Bu durumun kararimi vermek icin WCSS (Within Cluster Sum of Squares) yontemi izlenmistir. Bu
yontemi kisaca anlatmak gerekirse uzakliklarin kareler toplamini her kiime i¢in toplayip kiime n igin bir
deger ortaya cikarir. Istenilen sonug, bu degerin olabildigince diisiik bir deger olmasidir. Fakat 0 olmasi
i¢in aslinda n’in veri sayis1 kadar ¢ok olmasi gerekebilir. Bu yiizden burada dikkat edilmesi gereken
nokta bizim igin belirli siniflar var ise onu kullanmamiz veya n sayisindaki ufak bir degisiklik ile bize
dogrulukta yiiksek kazang saglayacak ara bir kiime sayis1 belirlemektir. Genel olarak boyle durumlarda,
dirsek noktas1 denilen, tiirevi diger bolgelere gore yiiksek olan kisimlar1 segmek mantikh olacaktir. Bu
degeri hesaplamamizin altinda yatan bir diger sebep ise ayn1 kiimeye ait bazi tweetlerin kiime sayisinin
arttirllmasi ile kendi aralarinda kiimelenme olasiliginin olmasidir. Boyle bir durumda, 6rnek vermek
gerekirse, nezle sinifina ait olan tweetler 2 farkli yerde kiimelenmis ise, olusan bu durumda kiime say1s1
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4 olsayd1 WCSS degeri ile bu problemin varligi hakkinda yorum yapilabilir ve problem ¢oziilebilirdi.
WCSS degeri 1 numaral: esitlikte goriildiigii gibi hesaplanmaktadir.

112
WCSS(k) = Ty Y, e kime illxi — % 1)
Burada, X, degeri j. kiimedeki 6rneklem ortalamasidir.

Noktalarin uzayda birbirine olan uzakliklarmin dlciilmesi icin Oklid uzaklig1 kullanilmistir (Aloise,
2009). K-Ortalama algoritmasimin ikinci bir zayif noktas: ise baslangi¢ merkezlerinin rasgele olarak
secilmesidir. Baglangicta rasgele secilen k merkez, eger istenmeyen noktalara giderse, ki bu ihtimal gayet
kuvvetlidir, olusacak kiimelenmeler de buna gore olacagi icin bu rasgelelik olumsuz sonuglar
dogurabilir. Bu sorunu ¢6zmek amaciyla arastirmada baslangi¢ degeri igin farkli degerler denenmistir.
Farkli degerler ile deneme islemi ise random_state parametresi olarak belirtilen bir degisken ile kontrol
edilmistir. Bu sayede rasgelelik durumu kontrol altina alinip deterministik hale getirilmistir. Boylece
veri uzayinda bir tarama islemi gerceklestirilerek en iyi baslangi¢ noktalarni veren random_state
degiskeni aranmustir. Bu islem gergeklestirilirken kistas olarak ise basar1 orani tercih edilmistir.

GOZETIMLI OGRENME VE KULLANILAN ALGORITMALAR (SUPERVISED LEARNING AND THE
ALGORITHMS USED)

Gozetimli 6grenme, gozetimsiz 6grenmeden farkl olarak algoritmaya, veriye ait 6zelliklerin ¢ikis
degerleri (“Saglikli”, “Alerji”, “Nezle”) ile birlikte verilmesiyle gerceklestirilir. Bu ¢alismada, 7 farkh
gozetimli 6grenme algoritmasi, TF-IDF ve BOW ile elde edilen 6zellik vektorleri tizerinde denenmis ve
sonuglar elde edilmistir. Kullanilan algoritmalar, k-En Yakin Komsu (kNN), Karar Agaci (Decision Tree),
Lojistic Regresyon (Logistik Regression), Naive Bayes, Rasgele Orman (Random Forest), Destek Vektor
Makinesi (Support Vector Machine), Topluluk Ogrenmesi (Ensemble Learning) algoritmalaridir.
Parametre optimizasyonu igin 1zgara arama (grid search) yontemi kullarulmis (Lerman, 1980) ve
belirtilen parametreler arasindan en iyi olanlar segilmistir. Giivenirliligi arttirmak ve asir1 6grenmeyi
(overfitting) engellemek igin de 5-katmanli ¢apraz dogrulama (cross-validation) yontemi kullanilmigtir
(Srivastava, 2014). Veri 5 parcaya boliinmiis, ardindan 4 parca egitim icin 1 parca ise test igin
kullanilmistir. Boylece, her algoritma 5 kez calistirilarak her veri, hem test icin hem de egitim icin
kullanilarak bunlar arasinda en yiiksek basari orani, en diisiik basar1 orani, standart sapma ve ortalama
basar: degerleri dl¢tilmiistiir (Kohavi, 1995).

DENEYSEL SONUCLAR (EXPERIMENTAL RESULTS)

Bu boliimde aragtirma boyunca yapilan deneylerin sonuglar: raporlanmis ve yorumlanmigtir. Temel
olarak gozetimli ve gdzetimsiz algoritmalar ayrilirken, bunlar da kendi igerisinde kullandiklar1 6znitelik
¢ikarimi yontemleri olan TF-IDF ve BOW algoritmalarina gore ayrilmislardir.

Gozetimsiz Ogrenme Sonuclar1 (Results of Unsupervised Learning)

BOW ve TF-IDF yontemleri igin elde edilen farklt WCSS degerleri sirasiyla Sekil 3 ve Sekil 4'te
goriilmektedir. Sekil 3 ve Sekil 4'te goriildiigii tizere BOW ve TF-IDF icin hesaplanan WCSS
degerlerinde, kiime sayisinin artmasi ile yiiksek bir kazang elde edilememistir. Bu durumdan dolay: her
iki yontem igin de kiime sayisin1 degistirmek gerekli goriilmemistir.
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Figure 4. WCSS values for TF-IDF

K-Ortalama algoritmasinin baslangi¢ icin belirlenen rasgele durum (random_state) parametresi i¢cin
0 ila 200 arasinda ki tiim rasgele durum degerleri denenmis ve sonuglar BOW ve TF-IDF icin ayr1 ayr1
Ol¢tilmiistiir.
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BOW K-Ortalama
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Sekil 5. BOW Igin K-Ortalama rasgele durum degerleri
Figure 5. K-Means random state values for BOW

Sekil 5'de goriildiigii lizere en yiiksek basar1 orani rasgele durum parametresinin 55 degeri ile 61.82
olarak oOl¢iilmiistiir. Bu durumda iken olugsan karmagiklik matrisi Cizelge 1’de verildigi gibidir.

Cizelge 1. BOW K-Ortalama i¢in karmasiklik matrisi
Table 1. Confusion matrix for BOW K-Means
Tahmin ~ Tahmin  Tahmin

Saghkh Alerji Nezle
Saglikh 425 0 0
Alerji 167 139 1
Nezle 226 0 74

BOW kullaniminda K-Ortalama algoritmasi icin, alerji olarak tahmin edilen tweetlerde %100
oraninda dogruluk elde edilirken, nezle diye tahmin edilen tweetlerin %98.66 olarak bulunmasi bagarili
oldugu kisimlardir. Gelistirilmesi gereken kisim hastaligin olmadig1 sdylenen ancak nezle veya alerji
bulunan durumlardir. Algoritmanin saghkli olarak smniflandirdigi tweetler igin hassasiyet (precision)
degeri %51.95 oldugu Cizelge 1’den, 425/(425+ 167 + 226) seklinde hesaplanabilir. Sekil 6’da
goriildiigli lizere en yiiksek dogruluk rasgele durum parametresinin 187 degeri ile 68.60 olarak
Olciilmiistiir. Bu durumdayken olusan karmasiklik matrisi Cizelge 2’de verildigi gibidir.
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Sekil 6. TF-IDF i¢in K-Ortalama Rasgele Durum Degerleri
Figure 6. K-Means random state values for TF-IDF

TF-IDF igin kiimeleme islemi nispeten daha basarili sayilabilecek durumdadir. Alerji olarak tahmin
edilen tweetlerde %99.27 oraninda dogruluk elde edilirken, nezle diye tahmin edilen tweetlerde bu
oranin %99.32 olarak bulunmas: algoritmanin basarili oldugu kisimlardir. BOW’a gore daha basarili bir
sonug veren diger kisim ise hastalik yok diye kiimelenmis olan kisimdir. Burada elde edilen basar1 oran
%56.83'dlir. Genel olarak bakildiginda TF-IDF ile 6zellik ¢ikarimimin, algoritmanin daha basarili
calismasina yardim ettigi goriilmektedir.

Cizelge 2. TF-IDF K-Ortalama I¢in Karmasiklik Matrisi
Table 1. Confusion matrix for TF-IDF K-Means
Tahmin ~ Tahmin  Tahmin

Saghkh Alerji Nezle
Saghkh 424 1 0
Alerji 170 136 1
Nezle 152 0 148

Gozetimli égrenme Algoritmalar icin Sonuclar (Results for Supervised Learning Algorithms)

Gozetimli 6grenme algoritmalari BOW ve TF-IDF metotlar ile edilen Ozellik vektorleri ile
denenmistir. K-En Yakin Komsu (kNN) algoritmas: [{'n_neighbors"[1,2,3,4,5,6,7,8,9,10,11,12,13,14,15],
‘metric":['minkowski','euclidean'],'weights":['uniform’,'distance']}] parametreleri BOW ve TF-IDF icin
calistirilmis ve sonucunda BOW igin en iyi parametreler n_neighbors=1, metric="minkowski’,
weights='distance’ olarak bulunurken, TF-IDF igin en iyi parametreler {'metric: 'minkowski,
'n_neighbors" 1, 'weights": 'uniform'} olarak bulunmustur. Capraz dogrulama katsayis1 degeri de daha
onceden soylendigi gibi 5 olarak secilmistir. Karar Agaci igin Criterion="Entropy’, girilmis tek
parametredir. Lojistik Regresyon igin herhangi bir parametre degistirilmemis, model Sklearn
kiitiiphanesinin gegerli parametreleri ile olusturulmustur. Naive Bayes (Gaussian) i¢in herhangi bir
parametre degistirilmemis, model Scikit Learn kiitiiphanesinin gegerli parametreleri ile olusturulmustur.
Rasgele Orman i¢in parametreler n=7 (agag¢ sayis1), max_depth=30 seklinde belirlenmistir. Destek Vektor
Makinesi igin [{'C"[1,2,3,4,5], 'kernel"[linear’,'poly’,'tbf'], 'gamma’: ['scale’, 1,0.5,0.1,0.01,0.001]}] denenmis
ve en iyi parametreler olarak {'C: 1, 'gamma’ 1, 'kernel: 'linear'} bulunmustur. Topluluk Ogrenmesi
algoritmas: icin Rasgele Orman, Karar Agact ve Lojistik Regresyon algoritmalari1 arasinda ¢ogunluk
oylamas: yapilmistir. Algoritmalar bahsedilmeyen tiim parametreler icin varsayilan degerleri ile
calistirilmistir. Kullanilan algoritmalara ait parametre havuzu ve secilen degerler Cizelge 3’te verilmistir.
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Cizelge 3. Algoritmalarin parametre secimleri
Table 3. Parameter selection of algorithms
ilen Degerl
Algoritmalar Parametre Havuzu Secilen Degerler
(Sirasiyla)
1’ ‘“ s k k'/l,
kNN +BOW [{'n_neighbors"[1,2,3,4,5,6,7,8,9,10,11,12,13,14,15], inkowskl
, it . .. . i , distance
metric':['minkowski','euclidean’],'weights":['uniform','distance']}] T “minkowski”
kNN + TF-IDF T o
uniform
Karar Agac1 + e, , , ,
BOW ve TF-IDF Criterion="Entropy’, Entropy
Lojistik
Regresyon + Scikit-Learn varsayilan parametreleri Varsayilan
BOW ve TF-IDF
Naive Bayes + o .
BOW ve TE-IDF Scikit-Learn varsayilan parametreleri Varsayilan
R le O +
asgele Lrman n (agac says)=[1,2,3,4,...,15], max_depth=[1,2,3,...,30] 7,30

BOW ve TF-IDF

DVM +BOW [{'C"[1,2,3,4,5], 'kernel [ linear’, poly’,'rbf'], 'gamma’: ['scale’, 11 “linear”
DVM + TE-IDF 1,0.5,0.1,0.01,0.0011}] T
Topluluk

Ogrenmesi +
BOW ve TF-IDF

Scikit-Learn varsayilan parametreleri

Varsayilan

BOW ve TF-IDF 6zellik ¢ikarim yontemleri i¢in gozetimli 6grenme algoritmalarimin Ortalama Dogruluk

Oran1 (ODO),

Dogruluk Standart Sapmasi(DSS),

Dogruluk Oram (EYDO) degerleri Cizelge 4’te verilmistir.

En Diisiik Dogruluk Oran1 (EDDO), En Yiiksek

Cizelge 4. TE-IDF ve BOW ile gozetimli 6grenme algoritmalarin dogruluk oranlar

Table 4. Accuracy rates of supervised learning algorithms with TF-IDF and BOW

BOW TE-IDF
Algoritmalar ODO DSS EDDO EYDO | ODO DSS EDDO EYDO
kNN %91.37 %225 %87.86 %94.68 | %69.25 %122 %67.14 %70.53
Karar Agac %97.19 %134  %95.65 %99.02 | %97.19 %1.15 %95.65 %98.54
Lojistik Regresyon %97.19  %1.19  %95.65 %99.02 | %92.63 %2.28 %89.80 %96.13
Naive Bayes %83.04 %193  %80.09 %85.43 | %75.96 %2.67 %7233 %79.22
Rasgele Orman %95.06 %235  %92.27 %98.54 | %94.67 %2.18 %92.23 %97.57
DVM %97.48  %0.71  %96.60 %98.54 | %96.31 %1.42 %94.66 %98.05
Topluluk Ogrenmesi | %97.48 %0.93  %96.60 %99.02 | %97.09 %1.80 %94.20 %99.02

Gozetimli f)grenme Algoritmalarinin Karsilastirilmasi (Comparison of Supervised Learning Algorithms)

Gozetimli 6grenme algoritmalarini kendi aralarinda karsilastirmak gerekirse, bu 4 farkli Sl¢time

gore yapilabilir. Bunlar, en yiiksek basari orani, en diisiik basar1 orani, ortalama basar1 oran: ve standart
sapmadir. Ortalama basari oranina gore gozetimli 6grenme algoritmalarinin karsilastirilmas: Sekil 7’de
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goriilmektedir. Bunlarin ne kadar tutarli oldugunu o6l¢mek icin de, Sekil 8'de standart sapmalar

kullanilmistir.
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Sekil 7. TF-IDF ve BOW i¢in algoritmalarin ortalama dogruluklar
Figure 7. Mean accuracies of the algorithms for TF-IDF and BOW

Sekil 7 incelenerek basar1 oranlarinin BOW ile TE-IDF’ye gore genel olarak daha iyi sonuglar verdigi
gozlemlenebilir.
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Sekil 8. TF-IDF ve BOW icin algoritmalarin standart sapmalar1
Figure 8. Standard deviations of the algorithms for TF-IDF and BOW

Sekil 8’e bakildiginda TF-IDF veya BOW yontemlerinin, ilgili algoritmanin standart sapmasi
iizerinde etkili oldugu goriilmektedir. Bu yiizden algoritmalar i¢in her iki 6zellik ¢ikarimi da denenmis
ve basarl oramu esit olan durumlarda standart sapmay1 daha diisiik olarak veren algoritma tercih
edilmistir.

Ayrica TF-IDF ve BOW igin en yiiksek dogruluk orani ve hassasiyet degerleri Cizelge 5 iizerinden
incelenebilir ve algoritmalarin sonuglar1 hakkinda daha fazla bilgiye sahip olunabilir. Hassasiyet
(Precision) degerinin anlami bizim i¢in algoritmanin tahmini ve gercekte olan degeri arasindaki iliskidir.
Ornek vermek gerekirse Rasgele Orman algoritmasimin TF-IDF ile kullamildig1 durumda basari orani
%97.57 olarak oOlgiilmiistiir. Ancak algoritmanin Saglikli dedigi ornekleri incelersek, algoritmanin
bunlar1 dogru olarak smiflandirip Saghkli demis oldugu durumlar %95.7’'dir. Bagka bir deyisle
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algoritmanin Saglikli dedigi ancak Alerji veya Nezle Smifina ait %4.3'liik bir kisim vardir. Nezle i¢in ise
bu oran %100’diir bunun anlami model bir veri igin Nezle tahmininde bulunduysa bu oran %100 olarak
tutmustur ve Nezle icin verilen tiim 6rnekleri dogru olarak siniflandirmustir.

Cizelge 5. TF-IDF ve BOW {le Gozetimli Ogrenme Algoritmalarin En Yiiksek Dogruluk Oranlari
Table 5. Maximum accuracy rates of supervised learning algorithms with TF-IDF and BOW

Algoritmalar Basar1 Saglikli Alerji Nezle
kNN +BOW %94.6 %89 %100 %100
kNN + TE-IDF %70.53  %60.6 %97.6 %82

Karar Agac1 + BOW %99.02  %98.9 %98.3 %100
Karar Agaci + TF-IDF 9%98.54  %98.9 %96.7 %100
Lojistik Regresyon + BOW %99.02  %97.8 %100 %100
Lojistik Regresyon + TE-IDF %96.13  %91.2 %100 %100
Naive Bayes + BOW %85.43  %95.9 %83.6 %77

Naive Bayes + TF-IDF %79.22  %83.9 %76.4 %78

Rasgele Orman + BOW %98.54  %96.7 %100 %100
Rasgele Orman + TE-IDF %97.57  %95.7 %98.3 %100
DVM +BOW %98.54  %98.9 %96.7 %100
DVM + TF-IDF %98.05  %95.7 %100 %100
Topluluk Ogrenmesi + BOW 9%99.02  %97.8 %100 %100
Topluluk Ogrenmesi + TE-IDF %99.02  %97.8 %100 %100

Standart sapmalar géz 6niinde bulundurularak tahmin edilebilse de, ¢apraz dogrulama ile yapilan
her egitim ve testin ardindan ulasilan en yiiksek ve en diisiik dogruluk durumlarini daha detayl
incelemek i¢in Sekil 9 ve Sekil 10’a bakilabilir. Sekil 9 ve Sekil 10 incelendiginde BOW’un TE-IDF’ye gore
neredeyse tiim algoritmalarda daha iyi bir sonuca yardimc oldugu goriilmektedir. En yiiksek ve en
diisiik degerlerinde daha iyi sonuglar elde etmek icin BOW ile 6zellik ¢ikarimi yapmanin TE-IDFye gore
daha iyi sonuglar verdigi ortadadir. Ancak bu durum veri kiimesi ile de ilgilidir. Veri kiimesinin bu
sekilde tweetlerden olustugu sistemler i¢cin BOW’un TF-IDF'ye gore daha iyi oldugunu sdylemek
mimkiindiir.

Elde edilen sonuglara gore, ortalama basar1 degeri olarak en yiiksek degerler Destek Vektor
Makinesi ve Topluluk Ogrenmesi Algoritmalari ile BOW kullarularak elde edilmis olan %97.48'lik

dogruluk oranlaridir.
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Sekil 9. TF-IDF ve BOW i¢in algoritmalarin en yiiksek dogruluk oranlar
Figure 9. Maximum accuracy rates of the algorithms for TF-IDF and BOW
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Sekil 10. TF-IDF ve BOW icin algoritmalarin en diisiik dogruluk oranlar:
Figure 9. Minimum accuracy rates of the algorithms for TF-IDF and BOW

Dogruluk oranlar: esit olan algoritmalar arasinda giivenirligi daha fazla olan algoritmay: se¢mek
gerekmektedir. Bundan dolay1 Destek Vektdr Makinesi ve Topluluk Ogrenmesinin BOW ile elde edilmis
sonuglar1 arasinda standart sapmaya bakilmali ve diisiik olan segilmelidir. Bu, daha giivenli bir
modeldir. Destek Vektér Makinesine ait standart sapma degerinin %0.71, Topluluk Ogrenmesine ait
standart sapma degerinin %0.93 oldugu goriilmektedir. Karsilastirmanmin sonucu olarak BOW ile
kullanilan DVM algoritmasi en basarili olarak bulunan algoritmadir.

SONUC VE TARTISMA (RESULT and DISCUSSION)

Genel olarak gozetimli Ogrenmenin gozetimsiz Ogrenmeye gore ¢ok daha basarili sonuclar
gosterdigi gortlmiistiir. TF-IDF ve BOW igin ise, gozetimsiz 6grenmede TF-IDF nin daha iyi sonuglar
vermesine ragmen gozetimli 6grenmede her ne kadar benzer sonuglar ¢ikarsalar da BOW’un biraz daha
onde oldugu gozlenmistir. Bununla beraber elde edilen yiiksek basari oranlari, tweetler baz alinarak
bolgesel veya kiiresel olarak yaygin hastaliklarda artis veya azalislarin gozlenebilmesi ve fark
edilmesinde kullanilabilecegi gibi, bu hastaliklarla baska degiskenlerin aralarinda korelasyon olup
olmadigim inceleyen arastirmalara da temel olabilir. Ozellikle diinyanin kiiresel salgin ile ugrastigi bu
giinlerde, hastaligin ne kadar yayildigini dl¢mek igin sadece testlerdeki oranlar dikkate alinmaktadir.
Ancak bir¢ok {iilkede aylar gecmesine ragmen kendi niifuslarinin sadece %1-2’lik kisimlarina test
yapilabilmistir. Yapilan testlerin pozitif olan her kisi igin 2 defa yapildig1 da g6z 6niinde bulundurulursa
sayilarin yarultici olabilecegi aciktir. Normal zamanlarda bu kadar yogun hastane basvurusuna ve test
kiti kullanimina ihtiya¢ duyulmayacagindan, iilkelerin bu yontemi her durumda izlemesi asir1 maliyetli
ve verimsiz olacaktir. Bu durumda alternatif ¢oziimler aranmasi gerektigi kaginilmazdir. Twitter veya
diger micro blog platformlarindaki verilerin hastaliklarin yayilma hizinin tespiti icin de
kullanulabileceginden dolayi, bu calismanin bu gibi alanlarda da rahathkla kullanilabilecegini
diisiinmekteyiz. Yaptigimiz calisma, farkli hastaliklar ile ilgili tweetler icin de kolay bicimde adapte
edilebilir oldugundan dolay1 sadece 3 farkli sinif icin sirl degildir. Istendigi takdirde farkli hastalik
durumlar icin eklemeler yapilabilir. Bu esneklik sayesinde bircok farkli calisma buradaki adimlar:
yineleyebilir ve farkli durumlar igin sonuglar gozlemlenebilir.
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