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OZET

Web sitelerine daha etkili ve hizli ulagsmak ya da zararli igerigi filtrelemek icin Web siteleri
icerikleri dogrultusunda farkli yontemlerin kullanimu ile siniflandirilabilmektedir. Fakat Web sitelerinin
sayisinin ve bu sitelerde bulunan igerigin ¢ok hizli bir sekilde artmasi, bu siniflandirma isleminin
bilgisayarlar araciligi ile otomatik yapilmasi ihtiyacini dogurmustur. Bu ¢aligsmada, literatiirdeki makine
ogrenmesi yontemleri ve yapay sinir aglari kullanilarak Web sitesi simiflandirma problemi ikili
Smiflandirma ve Cok Smnifli Smiflandirma olmak {izere iki farkli yaklasim ile ele alinmus,
performanslart ¢alisma kapsaminda toplanan Web siteleri lizerinde incelenmistir. Tiim deneysel
sonuglar gz Oniine alindiginda Ikili Simiflandirma yaklasiminin, belirlenen bir Web site sinifinin
filtrelenmesinde daha etkili olacag: tespit edilmistir. Coklu Siiflandirma yaklasiminda, farkli kelime
vektorlestirme yontemleri uygulanip performanslari incelenmistir. Bu calismada ikili ve Coklu
Simiflandirma yaklagimlarinda uygulanan farkli algoritmalarin farkli vektorlestirme yontemleri ile
beraber kullanilmasi, Web sayfalarimin siiflandirilmasi ve igerik filtrelenmesi problemlerinin ortak
¢Oziimlenmesi i¢in bir yontem olarak sunulmustur.

Anahtar Kelimeler: Web Sayfa Smiflandirmas1, Metin Madenciligi, Dogal Dil isleme, Makine Ogrenmesi

WEB PAGE CATEGORIZATION WITH TEXT MINING, MACHINE
AND DEEP LEARNING ALGORITHMS'

ABSTRACT

Web sites can be classified according to their content with the use of different methods in order
to enable accessing them in a more efficient and fast way, or to filter malicious contents in them.
However, the number and the content size of the Web sites increases rapidly creating the need to realize
this classification automatically with the use of computers. In this study, the Web site classification
problem is examined by using different machine learning methods and artificial neural networks with
two different approaches, namely Binary Classification and Multiple Classification. Both approaches
are tested and their performances are compared by using a number of Web sites collected for this study.

" Bu calisma, birinci yazarm ikinci yazar danismanhginda hazirladigi ayni baslikli yiiksek lisans tezinden iiretilmis
ve 6. Uluslararasi Yonetim Biligim Sistemleri Konferansinda (IMISC2019, 9-12 Ekim 2019, Kadir Has
Universitesi, Istanbul) sunulmustur.

T This manuscript is produced from the Master’s Dissertation with the same title prepared by the first author under
the supervision of the second author and was presented at the 6™ International Management Information Systems
Conference (IMISC2019, 9-12 October 2019, Kadir Has University, Istanbul).
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Considering all experimental results, it is found that the Binary Classification approach is more effective
when used to filter a specified Web site class. Different word vectorization methods have been employed
and their performances have been compared within the Multiple Classification approach. In this study,
the use of different algorithms together with different vectorization methods within the context of the
Binary and Multi-class Classification approaches has been proposed as a method for the mutual solution
of classification and content filtering problems on Web pages.

Keywords: Web Page Classification, Text Mining, Natural Language Processing, Machine Learning

GIRIS

Bireylerin ve kurumlarin Internet erisim imkanlar1 arttikca, Web iistiinden paylasilan bilgiler ve
Web sitelerinin sayis1 orantili olarak hizli bir sekilde artmaktadir. 2019 yili itibar ile diinya ¢apinda 1,7
milyar civarinda Web sitesi bulunmakta, fakat bunlardan sadece 200 milyona yakimi aktiftir (Internet
Live Stats, 2019; Netcraft, 2019). Web sitelerinin ve bu sitelerde barindirilan sayfalarin sayisinin artmasi
ile, kisilerin istedikleri bilgilere hizli ve kolay erismeleri ya da zararli olabilecek igerikleri onlardan
engellemek i¢in, Web sayfalarini siniflandirma ihtiyact dogmustur (Rekik vd., 2018). Qi ve Davison
(2009) galigmalarinda, Web sayfalarina benzer sekilde Web sitelerinin de siniflandirilabilecegini, bu
siniflandirma ¢aligmalarinda da sadece Web sitesi igerigine odaklanan, sadece Web sitesi yapisal
ozelliklerini kullanan, veya Web sitesi igerigi ve yapisal Ozellik bilgilerini beraber degerlendiren
calismalar oldugunu belirtmektedirler. Web sitesi siniflandirmasi ile, o sitenin baslica konusunun st
basligi ongoriilerek ilgili ve yararli oldugu diisiiniilen sayfalara daha etkin ve hizli bir sekilde
ulasilabilirken, ilgisiz Web sitelerine ve zararli i¢eriklere kisilerin erisimi engellenebilmektedir. Metin
yogun bir site siiflandirma amaci ile incelendiginde, site igeriginin insan goziiyle islenmesi ve
siniflandirilmasi igin ¢ok fazla efor ve zaman harcanabilir, siniflandirma siirecinde hatalar yapilabilir.
Dolayisiyla, Web siniflandirma isleminin daha hizli ve daha etkin olmasi igin farkli yaklagimlara ihtiyag
duyulmakta, bu kapsamda basta arastirmacilar, Web sirketleri, arama motorlar1 ve siber giivenlik
saglayan 0zel sirketler olmak {izere farkli alanlardan kisi ve kurumlar, siniflandirma algoritmalari ve bu
algoritmalar1 kullanan siniflandirma yontemleri gelistirmektedir. Bu sayede icerige gore siiflanmis
olan Web sitelerini ziyaret eden internet kullanicisinin, gerekli goriildiigii durumlarda 6nceden
belirlenen siniflara sahip veya olasi sahtekarlik unsurlar1 igeren Web sitelerine erisimin engellenmesi
hedeflenmektedir.

Qi ve Davison (2009) ve Ester, Kriegel ve Schubert’in de (2002) belirttikleri tizere, Web sitesi
siniflandirmast Web sayfa igeriginin degerlendirilmesi ve siniflandirilmasi ile gerceklestirilebilir ve
Web sayfasinin temel igerik bileseninin metin olmasindan dolay1, metin siiflandirma yaklagimlari bu
dogrultuda kullanilabilmektedir. Bu c¢alismada Web sitesi siniflandirma problemi bir metin
siiflandirma problemi olarak kabul edilmis olup metin siniflandirmasinda kullanilan yontemler ile dort
alt baglik altinda incelenmistir; bunlar sirasi ile Web sitesi siniflandirmasi igin gerekli verinin tanimi ve
toplanmasi, toplanmis verinin 0n isleme siirecinden gegcirilmesi, kelime vektorlestirme ve
siiflandirmada kullanilan algoritmalarin egitim, test ve analiz siirecidir. Metin siniflandirmasi; 6nceden
olusturulmus ve belirlenmis olan siniflardan faydalanarak, incelenmekte olan bir metnin, belgenin ya da
bir ciimlenin bu belirlenmis olan siniflardan hangisine dahil olacaginin otomatik olarak hesaplanmasi
islemidir (Hartmann vd., 2019; Li ve Jain, 1998). Diger bir deyisle metin siniflandirmasi, ele alinmakta
olan bir metne, bu metnin igerigine gore ve dnceden belirlenmis yontemler ile etiket veya kategori atama
islemi olarak tanimlanabilir.

Metin siniflandirma islemi, Denklem 1 (Sebastiani, 2002; Kowsari vd., 2019) seklinde ifade
edilebilir.
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Y =f(X,0)+¢ 1)

Denklem 1°de,
f: egitim verilerini kullanarak tahmin eden siiflandirict veya simiflandirma modeli

Y: incelenmekte olan metnin énceden tanimlanmis olan bir metin smifina tiyeligini belirten
deger

X: kelime veya kelime gruplarindan olusan bir metin vektorii
0: f fonksiyonuyla iligkilendirilen bilinmeyen parametrelerin kiimesi
&: smiflandirma hatasidir.

Mevcut ¢alismada, Web sitelerinin siniflandirilmasi siirecinde uygulanan metin siniflandirma
modelinin olusturulmasinda Ikili Smmflandirma ve Cok Simifli Siniflandirma (Sebastiani, 2002)
yaklagimlar1 kullanilnustir. Hem Cok Smifli Siniflandirma hem de ikili Smiflandirma yaklasimlarinda
model (f) olarak literatiirde yaygin olarak kullanilmig ve basarilari gesitli ¢alismalarda test edilmis olan
baslica makine 6grenmesi ve derin 0grenme yontemleri uygulanmis, devaminda da mevcut calisma
kapsamindaki basarim ve etkinlikleri uygun degerlendirme yontemleri ile Slgiilmiistiir. Uygulama
icerigi Ingilizce tabanli Web siteleri iizerinde gerceklestirilmis, drnekler ve bulgular bu sekilde
sunulmustur. Bu ¢alismanin devaminda; Kisim 2’de kisaca benzer ¢alismalara deginilmekte ve Kisim
3’te kullanilmis olan metodoloji verilmektedir. Kisim 4’te yapilan 6rnek uygulama sonucunda elde
edilen bulgular, bu bulgular 1s181nda da Kisim 5’te tartisma ve oneriler sunulmaktadir.

BENZER CALISMALAR

Gali, Mariescu-Istodor ve Franti (2017), Web sayfalarini siniflandirma problemini ele alirken
simdiye kadar yapilan ¢alismalarin biiyiik kisminin HTML yapilardan elde edilen yazi ve metin bilgilere
dayali yapildigin1 ve bu yaklasimin Web sayfasimda karsilagilan reklamlardan dolayr yamiltici
olabilecegini ileri siirmiistiir. Problemin ¢6ziimili i¢in istatistiksel teknikler, dil bilgisi ve metin
bolimleme metotlarini kullanmiglardir. Naive Bayes, k-En Yakin Komsu (k-nearest neighbors, KNN)
ve Destek Vektor Makineleri (Support Vector Machine, SVM) siniflandiricilarla degerlendirdikleri bu
yaklasimlarinda, metin analizi ve gruplandirilmasi bakimindan 6nemi vurgulamislardir. Diger yandan
Shen, Yang ve Chen (2007), Web sayfalarina gomiilmiis ¢esitli giiriiltii bilgiler nedeniyle, Web sayfasi
siniflandirmasi probleminin saf metin siniflandirmasindan daha zor bir probleme doniistiigiinii iddia
etmektedirler. Yazarlar, Web sayfasi smiflandirma performansin iyilestirmek ig¢in Ozetleme
tekniklerinin kullanimi ile giiriiltiiniin yok edilmesini 6nermis, bu dogrultuda Web sayfasi diizenine
dayanan 6zgiin bir sayfa igerigi 6zetleme algoritmasi ortaya koyup, LookSmart Web dizinindeki diger
birgok giincel metin 6zetleme yontemi ile birlikte degerlendirmislerdir. Elde ettikleri deneysel bulgular,
herhangi bir 6zetleme yaklasimi uygulanmis olan Naive Bayes ve SVM smiflandirma algoritmalarinin,
saf metin tabanli siniflandirma algoritmalarina kiyasla %5’den daha yiiksek bir iyilestirme gostermistir.
Ayrica bu calismada, farkli 6zetleme algoritmalarini birlikte kullanmak igin bir topluluk 6zetleme
yontemi sunulmakta olup, saf metin tabanli yontemlere gore dnerilmekte olan bu yenilik¢i yaklagimin
%12’den daha fazla gelisme sagladig1 belirtilmektedir.

Diger yandan, Web sitesinde bulunan sayfalarin igerigini kullanmadan ve sadece Web sitesi
URL yapisini inceleyerek siteleri siniflandiran yaklagimlar da onerilmistir. Rajalakshmi ve Aravindan
(2018) esnek hesaplamali bir yaklasim ve Naive Bayes siniflandirma ile, sadece URL yapisindan
¢ikarilmis olan kelime ve 6zellikleri kullanarak ve bu 6zellikleri agirliklandirarak, Web sitelerini 13 6n
tanimli smif Gstiinden siniflandirmaktadir. Web sitesi metin igerigine bakmayan bu tarz yaklasimlarin,
Web sitelerini siniflandirma probleminde bir 6n filtreleme yontemi olarak kullanilabilecegini, fakat daha
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etkin ve kapsamli sonuglar almak i¢in Web sitesi igeriklerinin de devaminda siniflandirmada
kullanilmas1 gerektigini belirtmektedirler. Whittaker, Ryner ve Nazif (2010) oltalama (phishing)
saldiris1 tehdidi bulunan ve bulunmayan Web sitelerini, site URL’1, sitenin barindirilma bilgisi ve Web
sitesinde bulunan sayfalarin HTML igerigini kullanarak siniflandirmaya c¢alismaktadir. Gelistirmis
olduklart simiflandirma yaklagimi makine 6grenmesi yontemlerini kullanarak %0,1’den daha az yanlig
pozitif basarim orani1 yakalamaktadir. Yazarlarin da belirttigi lizere, bu sekilde otomatik yontemler
kullanarak olatalama gibi kotli niyetli ve saldir1 igerikleri barindiran Web sitelerini siiflandirarak
tanimlamaya ¢aligsmak, saldir1 girisiminde bulunan tarafin akilli olmasindan dolay1 hep bir adim geriden
gelecek, fakat buna ragmen bu siniflandirma girisiminin de bir¢ok kullaniciy1 kétii niyetli kisi ve Web
sitelerinden koruyabilecektir.

Zhang vd. (2010), Web sitesi siniflandirma probleminin sadece metin igerigin incelenmesi ile
yapilamayacagini, Web sitesinin aslinda birbirleri ile HTML kopriileri vasitasiyla baglanmis sayfalar
biitiinii oldugunu belirterek siniflandirma problemini Web sitesini olusturan sayfalarin topolojisini
iistinden yapmaktadirlar. Onerdikleri yontemde ilk nce Web sitesinin topolojisi bir yonlendirilmis
cizge olarak olusturulmakta, devaminda alt cizgeler elde edilerek bu alt ¢izgelerde PageRank
algoritmalar1 ile konu baslig1i vektorleri elde edilmektedir. Bu konu bashgi vektorleri bir SVM
siniflandirma  algoritmas1  vasitasi ile isleme alinarak Web sitesinin  siniflandirilmasi
gergeklestirilmektedir. Ren vd. (2019) yaptiklari ¢alismada, SVM siniflandirma algoritmasinin 6zellik
seti gok boyutlu olan veri setindeki uyumlulugunu incelemisler, yaptiklar: hesaplamalar sonucunda iki
farkli ¢ekirdek (kernel) fonksiyonunu hedefleyen ve genetik algoritmalar ile optimize edilmis bir SVM
onerilmistir. Bu sayede, metin siniflandirma problemi i¢in olusturulan SVM modelinin genellestirme ve
O0grenme yeteneklerinin arttigi, simiilasyon verileri kullanilarak metin smiflandirma {izerinde
gosterilmistir. Chen, Cheng ve Cheng (2016) tarafindan yapilan ¢alismada, gida iiriinleri ile ilgili bir
Web sitesinde farkli baslik ve konulara sahip kapsamli gida haber raporlarinin bulunmasinin sik
karsilagilan bir durum oldugu, bu raporlardan otomatik sekilde analizler alinmasi ihtiyacinin bir Web
sayfasi metin siniflandirma problemi olarak ele alinabilecegi belirtilmistir. Caligmalarinda, Uzun-ve-
Kisa-Siireli-Hafiza (Long Short Term Memory) temelli toplu 6grenme kullanarak bir gida giivenligi
belge siniflandirma yontemi Onerilmistir. Ayrica, gida giivenligi ile ilgili olmayan belgelerden olusan
ve negatif Oornek olarak tanimlanan c¢ok sayida etiketsiz haber metin genisletme yaklasiminda
kullantlmgtir.

METODOLOJI

Bu c¢alismada, Web sitelerinin siiflandirilmasi igin gozetimli siniflandiricilar kullanilmistir
(Panigrahi ve Borah, 2019). Gelistirilmis olan gozetimli metin siniflandirma modeli, daha 6nce Web
sayfa sinifi ile etiketlenmis Web sayfalarinin igerikleri ile egitilip (gozetimli 6grenme), yeni bir Web
sayfasi igerik metni girdi olarak verildiginde egitim kiimesinde verilen siniflardan biri ile etiketlenecek
sekilde tasarlanmuistir. Bu kapsamda, gozetimli siniflandirmada ilk olarak daha 6nce siniflandirilmig
Web sayfalar1 kullanilarak bir metin siniflandirma modeli egitilmis, ardindan test kiimesindeki her bir
Web sayfasi i¢in sinif tahmini yapilmistir.

Calismada, Web sitesi simiflandirmasi igin Ikili (Binom) Siiflandirma ve Cok Sinifh
Smiflandirma olmak iizere iki alternatif gozetimli 6grenme yaklasimi denenmis ve karsilastirilmistir (Qi
ve Davison, 2009). Ikili Smiflandiric1 yénteminde, Sekil 2a’da gosterildigi iizere, her bir sinif igin ayri
ayrt ikili smiflandirict modeller olusturulmus, devaminda egitim sirasinda Ozellik seti ile birlikte
etiketlenen degiskene, modeli olusturulan sinif igin 1, geri kalan &rnekler i¢in 0 degeri verilmistir
(Takenouchi ve Ishii, 2018). Cok Sinifli Smiflandirma yaklagiminda ise tiim siiflari icerecek sekilde
¢ok siniflt siniflandirma modeli olusturulmustur. Bu yaklasimda, Sekil 2b’de gosterildigi sekilde, model
bir kez olusturulmus, tim siniflar, bu model icerisinde etiketlenen degisken olarak, 6zellik seti ile
verilmistir. Her iki yaklasim farkli algoritmalar ile modellenip, bir 6rek veri seti iistiinde basarim
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oranlar1 incelenmistir. Sekil 1’de bu calisma kapsaminda takip edilmis olan adimlar gosterilmekte ve
makalenin devaminda her bir adimda yapilmis olan iglemler detayli bir sekilde verilmektedir.

Sekil 1. Cahismada Uygulanan Simiflandirma Siireci

/ VERILERIN TOPLANMASI
-

Web site siniflannin belirlenmesi

.
 J

e

Siniflara gére alexa.com dan sitelerin alinmas:
) l
e
Wehb site iceridinin aynstinimasi (parsing)

h 4

VERILERIN TEMIZLENMESI

Noktalama igaretlerinden kurtulma,
tim kelimeleri kicik harfe donistirme,
gereksiz kelimelerin cikarimas:

h 4

\
[ Tim kelimelerin NLTK kitiphanesine
e

gore
kokiine indirgenmesi

l

Metin verisinin analiz edilebilmesi icin
farkh yontemlerlerle (f-idf, count2vec vs.)
matrise cevrilmesi

!

MODELIN OLUSTURULMASI

Verilerin normalizasyonu,
egitim ve test
verilerinin belirlenmesi
.
 J
e
Makine ve derin 8grenme algoritmalar
ile model olugturulmasi
ve hyper parameire optimizasyonu
) l
-
Modelin test edilmesi ve farkl

\ bagan metriklerin hesab
.

|

ANALIZ

Modellerin birbirileriyle dogruluk orani ve
hatalarina gore kiyaslanmasi
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Sekil 2. Calismada Takip Edilen ikili Stmflandirma Siireci (a) ve Cok Simfli Simiflandirma
Siireci (b)

Ikili Sinflandirma Cok Simifl
Simiflandirma
Her bir Web sinifi igin ayn

Vi Tom simiflar igin tek bir
miodel olusturulmustur model olusturulmustur.
Y Y
™ i
Etiketleme Etiketleme
Modeli clusturulan simf Model olusturulurken, her
igin, o sinifa ait internet bir Intemet sitesi, kendi
siteleri 1, digeren O sinifina ait gekilde
| arak efiketlenimistir. Y. \_ efiketlenmigtir. Y.
i . ¢ ™ i . ¢ ™
EQitim EQitim
Egitim sirasinda, dzellik Egitim sirasinda, dzellik
matrisi (kelime vektdrizr) matrisi (kelime vektdrizr)
bu etiketleme iglemina bu etiketleme iglemina
\_ gbre yapimigtr. Y. \_ gore yapilimigr. Y.

i ™ i
Test Test
Her bir modelin test igin, Maodelin test sirecinds,
madeli olusturulan simifa 63 tane simiftan biri
ait {1} ya da degil (1) clacak sekiinde tahmin
.@akl nde tahmin edi "igtir_}. \_ yapilmigtir. Y.
¢ ™ " ¢ ™
Performans Performans
Modelin performans: bu Modelin performans: bu
gtiketleme ve tahminleme gtiketleme ve tahminleme
\iglemine gore yapilmi stir. J \iglemine gore yapilmi stir. J
(a) (b)

Veri Tanimi ve Toplanmasi

Smif belirleme siirecinde, Web sitelerine bir sinif atanabilmesi igin olabilecek en genis sinif
say1s1 belirlenmistir. Veri toplama islemi kapsaminda Amazon’un bir hizmeti olan Alexa Top Sites’tan®
daha dnceden yazarlar tarafindan belirlenen 63 farkli siniftan 45.543 adet Web sayfas1 alinmis, bu
sayfalardaki kelime ve kelime gruplar1 s6z konusu bu 63 tane sinifta kullanilacak olan veri olarak kabul
edilmistir. Calismaya 06zel olarak gelistirilmis olan Python 3 betikleri ile Web sayfalarindan veriler
otomatik olarak toplanmis ve istenilen bigimde bir sonraki asama i¢in yapilandirilmistir. Yazarlar
tarafindan belirlenmis olan 63 Web sitesi sinifi arasindan toplamda en fazla kelime sayisina sahip olan
ilk 10 sinif, o sinif iginde kullanilmis olan Web site sayilar1 ve bu Web sitelerine ait Web sayfalarindan
elde edilmis olan toplam kelime sayilar1 Tablo 1°de drnek olarak verilmektedir.

3https://www.alexa.com/topsites
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Tablo 1. Cahsmada Kullanilan ve En Fazla Toplam Kelime Sayisina Sahip ilk 10 Web Sayfa Simifi

Simif Adi Bu Sinifa Ait Web Site  Web Sitelerinde Bulunan Toplam Kelime

Sayisi Sayisi
Political Issues 1.000 534.330
gggi"e’?;””y and 1.000 420.280
Education-Reference 1.000 411.976
Food-Drink 1.000 393.388
News 1.000 384.178
Religion-Spirituality 1.000 384.135
Paranormal 1.000 377.745
Adult Content 1.000 372.913
Travel 1.000 352.077
Software-Hardware 1.000 350.071

Calisma kapsaminda uygulanmus olan her iki siniflandirma yaklasiminda da (kili Siniflandirma
ve Cok Siniflt Siirlandirma) Alexa Top Sites’tan elde edilmis olan toplam 45.543 Web site verisinden
(icerik metni) 37.814 tanesi (%83,03) egitim seti olarak kullanilmigken, test sirasinda 7.729 tane Web
site verisi (%16,97) kullanilmistir. ikili Smiflandirma siirecinde, biitiinlesik veri seti karistirilarak 10
defa farkli egitim ve test veri setleri elde edilmis, devaminda da model tekrar olusturulmustur.

Veri Temizleme

Calismada kullanilmis olan 45.543 Web sitesinden elde edilen veri {istiinde temizleme ve 6n
isleme siiregleri, se¢ilmis makine ve derin 6grenme teknikleri uygulanmadan dnce gergeklestirilmistir.
Bunlar sirasi ile; metindeki her tiirlii noktalama isaretlerinden kurtulma, 6nceden tanimlanmis olan
etkisiz kelimelerin ¢ikarilmasi, metin i¢inde bulunan biiyiik/kii¢iik harf uyumsuzlugundan kurtulmak
i¢in tiim kelimeleri kii¢lik harfe doniistiirme ve her bir kelimenin kok 6begine ulasmadir. Bu ¢alisma
kapsaminda “etkisiz kelimeler” olarak baglag, imleg, sayr ve kaliplagsmis kisaltma gibi igerikten
bagimsiz kelimelere ve kelime yapilar1 kabul edilmistir. Uygulamada kullanilmis olan Web sitelerine
ait Web sayfalar1 sadece Ingilizce igerige sahip sekilde secilmis oldugu igin etkisiz (stop word) kabul
edilen “the”, “a”, “I”, “of” ve benzeri kelimeler metinden ¢ikartilmistir. Web sitelerinden toplanmig olan
metin verisinin temizlenmesi ve dnislenmesi siirecinde literatiirdeki benzer ¢alismalarda yaygin olarak
atifta bulunulan Python tabanl bir dogal dil isleme kiitiiphanesi olan NLTK* ve NLTK da tanimlanmis
stop word listesi® kullanilmistir (Loper ve Bird, 2002).

Kelime Vektorlestirme

Secilmis olan makine ve derin 6grenme yontemlerinin uygulanmasindan 6nce, Web sitelerinden
toplanmig olan metinlerin kelime vektorlestirme islemine almmasi gerekmektedir. Kelime
vektorlestirme bir doniisiim islemi olup, bu islem ile birlikte her bir metin, kendi sinifi i¢erisinde sayisal

4 https://www.nltk.org/
S https://gist.github.com/sebleier/554280
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veriler iceren vektorlere doniistiiriilmektedir (Stein vd., 2019). Kelimelerin birbirine yakinlig1 ya da
kelimelerin sinif icerisindeki sikligi gibi farkli yontemler kelime vektorlestirmede yaygin olarak
kullanilmaktadir. Web sitelerinden elde edilmis olan veriler metin tabanli oldugundan, kelime
vektorlestirme ile makine ve derin 6grenme algoritmalari tarafindan egitilebilecek ve analiz edilebilecek
sayisal degerlere doniistiiriilmiistiir. Bu calismada kelime vektorlestirme islemi igin literatiirde onerilen
ve yaygin olarak kullanilan Kelime Torbasi (Bag of Words, BOW) (Sinoara vd., 2019), Terim Siklig: -
Ters Metin Siklig1 (Term Frequency — Inverse Document Frequency, TF-IDF) ve Word2Vec (Stein vd.,
2019) yontemleri her bir algoritmada ayr1 ayri kullanilmis, devaminda da kendi aralarindaki basarim
performanslart kiyaslanmistir.

Siniflandirma Siirecinde Kullanilan Algoritmalar

Ham verinin 6n igsleme adimlarindan gegirilmesi ve analiz edilebilir hale getirilmesi siirecinden
sonra; calismada kullanilmakta olan veri yapisina ve siniflandirma problemine uygunlugu farkli
alanlardaki bir¢ok ¢alisma ile dogrulanmis makine ve derin 6grenme algoritmalari uygulanmak tizere
secilmistir. Devaminda bu algoritmalar, ¢alismanin temel yaklasimini teskil eden Ikili Smiflandirma
modellerini ve Coklu Siniflandirma modellerini (Qi ve Davison, 2009) olusturmak i¢in kullanilmustir.

ikili (Binom) Simflandirma’da, tamimlanmis simif sayisi kadar (63 tane) smiflandirict
olusturulmustur. Devaminda, Ikili Smiflandirma icin ayr1 ayri Bernoulli Naive Bayes, Lojistik
Regresyon (Logistic Regression) ve Tam Baglantili Yapay Sinir Aglar1 (Fully Connected Neural
Network, FCNN) algoritmalar1 sirasi ile kullanilmigtir. Her {i¢ algoritmanin basarim oranlari, hata
matrisleri ve islem siireleri incelenmis ve birbirleri ile karsilastirilmis (Manning vd., 2010; Hilbe, 2011),
bulgular Tablo 3 ve Sekile 3’te verilmektedir.

Diger yandan Cok Simifli Simiflandirma’da 63 Web sitesi sinifindan her biri, kendi 6zellik
kiimesinde (kelime vektorii) temsil edilecek sekilde egitilmis ve bu sekilde Cok Sinifli Siniflandirma
modeli olusturulmustur. Egitim siirecinden sonra, algoritmalarin testinde tahmin edilmesi beklenen ¢ikti
yine her bir 63 smiftan biridir. Bu siniflandirma yaklagiminda ikili Smiflandirmadan farkli olarak; 63
smiftan her biri igin ayr1 ayr siniflandiricilar olusturmak yerine tek bir siniflandirict olusturulmus ve
tiim testler bu tek model {izerinden yapilmistir. Multinominal Naive Bayes, Rastgele Orman (Random
Forest) ve SVM simiflandiricilar ayr1 ayr1 kullanilarak Cok Sinifli Simiflandirma  modelini
olusturulmustur. Modelin olusturulmasinin devaminda her bir smiflandiricinin basarim oranlari
incelenmis (Onan vd., 2016; Chen ve Hsieh, 2006; Xu vd., 2017), elde edilen sonuglar Tablo 4 ve Sekil
4’te verilmektedir.

Smiflandirici Performans Olcme Yontemleri

Mevcut calismada, Ikili ve Cok Smifli Smiflandirma igin kullanilnis olan makine ve derin
O0grenme yontemlerinin performanslarinin degerlendirilmesi igin, yaygin olarak kullanilan bir 6lgme
yontemi olan hata matrisinin bilesenleri ve bu bilesenlerden iiretilmis ve Denklem 2’de verilen Basarim
Orani (Accuracy), Denklem 3°te verilen F1 Skoru (F1 Score), Denklem 4°te verilen Kesinlik (Precision)
ve Denklem 5’te verilen Duyarlilik (Recall) 6l¢iim degerleri kullanilmistir. Tablo 2’de c¢alismada
kullanilmis olan hata matrisi gosterimi verilmekte olup bu gosterimde, negatif (0) Web sitesinin ilgili
(smuflandiricist olusturulan) sinifa ait olmamasi durumunu; pozitif (1) gosterimi ise Web sitesinin ilgili
sinifa ait olmas1 durumunu belirtmektedir.
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Tablo 2. ikili Siniflandirmada Kullanmilan Hata Matrisi Gosterimi

Gerg¢ekte Olan
Negatif (0) Pozitif (1)
Dogru Negatif (True negative, TN) 0 Yanlis Negatif (False negative, FN) 0
olarak tahmin edilen sinifin gercekte de 0  olarak tahmin edilen smifin gercekte 1
olmas1 durumudur. olmas1 durumudur.

Negatif
()

Yanlig Pozitif (False positive, FP) 1 Dogru Pozitif (True positive, TP) 1
olarak tahmin edilen sinifin gergekte 0 olarak tahmin edilen sinifin gercekte de 1
olmas1 durumudur. olmas1 durumudur.

Tahmin Edilen

Pozitif
@)

° Basarim Orani (Denklem 2); tiim test seti i¢erisinde dogru siiflandirilmis Web sitesi oranidir.
TP+TN (2)
TP+TN+FP+FN

Basarim Orant =

° Kesinlik (Denklem 3); pozitif tahmin edilen Web sitelerinin kaginin dogru tahmin edildiginin
orani olup, FP tahmin maliyeti yiiksek oldugu durumlarda kullanilmasi 6nerilmektedir. Bu
caligma kapsaminda filtrelenmek istenen bir sinifa o sinifa gercekte ait olmayan bir Web

sitesinin dahil edilerek filtrelenmesi maliyeti olarak diistiniilebilir.
o TP (3)
Kesinlik = TP L FP

° Duyarlilik (Denklem 4); gercekte pozitif sinifa ait olan Web sitelerinin kaginin pozitif tahmin
edildigi orami olup, FN tahmin maliyeti yiiksek oldugu durumlarda kullanilan bir 6l¢giimdiir.
Bu c¢alisma kapsaminda filtrelenmek istenen bir Web site sinifina ait olan bir sitenin, o sinifa
dahil edilmeyerek filtrelenmemesinin maliyeti olarak diistiniilebilir.

Duyarlilik = L (4)
Y “TP+FN

° F1 Skoru (Denklem 5); kesinlik ve duyarlilik 6l¢timlerinin harmonik ortalamasi olup, her
ikisini eszamanli gbz Oniinde bulunduran ve yaygin olarak benzer calismalarda kullanilan
onemli bir gostergedir.

Duyarlilik = Kesinlik (5)

F1Sk =
ort Duyarlilik + Kesinlik

Ikili Simiflandirma ydntemi kapsaminda uygulanan algoritmalarin performanslarinmn 6lgiimiinde
yukarida detaylar1 verilmis olan dort Ol¢iim yontemi de kullanilirken, diger yandan Coklu
Smiflandirmada kullanilmig algoritmalarin performansim1  6lgmek i¢in sadece Basarim degeri
kullanilmistir. Coklu Siniflandirma yaklagiminda Basarim 6l¢timii, dogru siiflandirilmis (TP ve TN)
toplam Web sitesi sayisinin, test setinde kullanilan toplam Web sitesine orani ile elde edilmistir
(Denklem 2).
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BULGULAR

Bu calismada, ele alinmakta olan Web sitelerinin siniflandirilmasi problemi kapsaminda her bir
siif i¢in olusturulan Coklu Smiflandirict1 modelleri ile TF-IDF, BOW ve Word2Vec kelime
vektorlestirme yontemleri ayr1 ayr1 kullanilmistir. Diger yandan, ikili Siniflandirma yaklasimu igin ise
sadece TF-IDF kullanilmustir. Bu modeller belirlenmis olan egitim seti kullanilarak olusturulduktan
sonra, test setinde bulunan Web sitesi verileri kullanilarak sonugclar elde edilmis ve Ikili Smiflandirma
ve Coklu Siniflandirma yaklasimi olmak iizere iki farkli grupta incelenmektedir. Modeller Python 3
betikleri ile kodlanmis olup kodlama siirecinde Python’un scikit-learn®, SciPy’, NLTK, Keras®, PyPI
regex®, Pandas'® ve NumPy!! kiitiiphanelerinde bulunan fonksiyonlar kullanilmistir. Python betikleri
Intel Core i7-7700HQ 2.80Ghz islemcili 16 GB DDR4 RAM donanimina sahip ve Windows 10 Isletim
Sistemli bir bilgisayarda ¢alistirilmustir.

Ikili Smiflandirma yaklagiminda kullanilan ydntemler Tam Baglantili Yapay Sinir Aglari,
Lojistik Regresyon ve Bernoulli Naive Bayes olup her biri i¢in kendi i¢inde Basarim, Kesinlik,
Duyarlilik ve F1 Skor performans 6l¢iim degerlerinin temel istatistiki degerleri (ortalama, minimum,
maksimum, mod ve medyan) ve ayrica ortalama islem siireleri hesaplanmustir. Tablo 3 ve Sekil 3’te
verilen bu degerlere bakildiginda, Kesinlik ve Basarim Olglimlerine gore en basarili siniflandirict
Lojistik Regresyon olurken, Tam Baglantili Yapay Sinir Aglari’nin en yiiksek duyarliliga sahip oldugu
goriilmektedir. Diger yandan F1 skorlar1 kapsaminda Bernoulli Naive Bayes siniflandiricisinin diisiik
performans gostermektedir. Kullanilan yontemlerin islem siireleri ele alindiginda Bernoulli Naive Bayes
ve Lojistik Regresyon siniflandiricilarinin, Tam Baglantili Yapay Sinir Aglarina gore daha az siirede
calismay1 tamamladig1 ve sonug verdigi gorilmiistiir.

Cok Sinifli Siniflandirma yaklasiminda ii¢ kelime vektorlestirme yontemi ile li¢ siniflandirma
algoritmasi beraber kullanilarak dokuz farkli kombinasyonun basarim oranlar1 63 sinifin tamami igin
elde edilmistir. Cok Sinifli Siniflandirma 10 defa rastsal sekilde farkli egitim ve test kiimeleri
olusturularak denenmistir. Deney sonucunda elde edilen basarim oranlarini igeren Tablo 4 ve Sekil 4
incelendiginde, farkli kelime vektorlestirme yontemlerinin farkli siniflandiricilarda kullaniminin
siniflandirmanin basarili olmasinda bir etki olusturdugu diisiiniilmektedir. Sonuglar SVM’nin ¢ok sinifli
smiflandirict olarak ve TF-IDF’in de kelime vektorlestirme yontemi olarak beraber kullanilmasinin,
diger alternatif kombinasyonlara gére en basarili sonucu verdigi goriilmiistiir. Bu ¢aligma kapsaminda
yapilan tiim deneysel sonuglar géz Oniine alindiginda TF-IDF yonteminin ortalamada en iyi sonucu
verdigi, devaminda da sirastyla BOW ve Word2Vec’in bu kelime vektorlestirme yontemini izledigi
soylenebilir. Islem siireleri incelendiginde, Cok Siifli Siniflandirma yaklasiminda denenmis olan dokuz
alternatif arasinda 6nemli bir siire farki gbzlemlenmemis, dolayisi ile diger alternatiflere gore bir veya
birkaginin bu kapsamda 6ne ¢iktig1 sdylenememektedir.

6 https://scikit-learn.org

7 https://www.scipy.org

8 http://keras.io

® https://pypi.org /project /regex
10 https://pandas.pydata.org

11 https://numpy.org
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Sekil 3. Ikili Stmflandiricilarin Olgiim Degerleri

Tam Baglantihi Yapay Sinir Aglan Lojistik Regresyon Bernoulli NaiveBayes

M Basarim Orani M Kesinlik B Duyarhlik E F1 Skor M Basanim Orani M Kesinlik B Duyarhlik B F1 Skor W Basarim Orami M Kesinlik B Duyarliik [ F1 Skor

Sekil 4. Siiflandirict Algoritmalar ile Kelime Vektorlestirme Kombinasyonlarinin Basarim
Oranlan (%)

Siniflandinici Algoritmalar ile Kelime Vektdrlestirme Kombinasyonlarimin Basarim Oranlar

0,8
0,7

0,6

Basarim Qrani
o o
R [

o
W

0,2

0,1

Multinominal Naive Bayes Rastgele Orman SVM

Sinifandiricr Algoritmalar

== TF-|DF ~ ==@==BOW ==@==\Word2Vec
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Tablo 3. ikili Stmiflandiric1 Algoritmalarin Performanslar

ikili Siniflandirma Algoritmalar:

Tam Baglantih Yapay Sinir Aglari

Lojistik Regresyon

Bernoulli Naive Bayes

Oort. ¥ Min Max Mod Medyan Ort.(x) Min Max Mod Medyan Ort.(x) Min Max Mod Medyan

Basarim
(%) 0,980 0,907 1 0,998 0,9865 0,987 0,923 1 0,986 0,9890 0,884 0,534 0,998 0,945 0,9430

Kesinlik
(%) 0,519 0,175 1 0175 0,5065 0,717 0,201 1 0,628 0,7680 0,125 0,008 0,520 0,065 0,1070

Duyarhhk
(%) 0,651 0,054 0915 0,835 0,6975 0,527 0,033 0,885 0,620 0,5650 0,610 0,025 0,970 0,950 0,6625

F1 Skor
(%) 0,543 0,089 0,799 0,531 0,5635 0,548 0,065 0,840 0,626 0,5910 0,190 0,012 0,583 0,103 0,1680

islem Siiresi
64,700 53,064 97,958 58,255 59,517 0,550 0,298 0,954 0,666 0,5500 0,045 0,039 0,078 0,049 0,0440

(Sn.)
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Tablo 4. Cok Sinifli Simiflandirici Algoritmalarin Basarim Oranlari

Cok Simifli Simiflandirma Algoritmalar:

(Basarim Oranlari)

Multinominal Naive Rastgele SVM
Bayes Orman
TF-IDF
0,637 0,516 0,713
. (%)
Kelime
BOW
Vektorlestirme 0,694 0,503 0,643
(%)
Yontemi
Word2Vec
0,621 0,495 0,610
(%)

TARTISMA ve ONERILER

Bu ¢alismada literatiirde onerilmis olan Ikili Siniflandirma ve Coklu Simiflandirma temelli iki
farkl1 Web sitesi siniflandirma yontemi gelistirilmis, her yonteme uygun makine 6grenmesi ve derin
O0grenme algoritmalarn iliskilendirilerek bir Web sitesi siniflandirma metodolojisi olusturulmustur.
Devaminda, Alexa Top Sites’tan alinmis olan 45.543 Web sitesi ve bu Web sitelerine ait Web sayfalari
kullanilarak bir metin siniflandirma veri seti ve 63 tane Web sitesi sinifi olusturulmus ve bu veri seti
kullanilarak, tanimlanmis olan metodoloji veri setine uygulanmustir. ikili ve Cok Simifli Stiflandirma
algoritmalarinin ayr1 ayr1 ve farkli kelime vektorlestirme yontemleri ile denenmesi; Web sayfalarinin
siiflandirilmasi ve filtrelenmesi problemlerini birlikte ele alinmasim saglamig olup, mevcut ¢calismanin
literatiirdeki benzer ¢alismalardan farki ortaya konmustur. Tablo 2 ve 3’te verilmekte olan Basarim
oranlar1 degerlendirildiginde, ikili Siniflandirmanin istenilen bir Web site sinifinin filtrelenmesi gorevi
i¢in kullamldiginda, Coklu Siniflandirmaya gére daha basarili sonuglar iirettigi tespit edilmistir. kil
Siiflandirmada uygulanan yontemlerin mevcut ¢alismanin veri seti, caligmada kullanilan betikler ve
donanim ozellikleri kapsamindaki islemsel performanslari siire olarak incelendiginde, Lojistik
Regresyon ve Bernoulli Naive Bayes siiflandiricilarinin, Tam Baglantili Yapay Sinir Aglarina gore
150 kat daha hizli ¢alistig1 ve sonug tirettigi gézlemlenmistir.

Kullanilan makine 6grenme siniflandiricilarinin performanslar1 arasindaki fark Tablo 4’te
gosterilmistir. Bu performans farklari, siniflandiricilarin veri setinde kullanilmis olan metin {izerindeki
yetenekleri ve kapasiteleri ile dogrudan ilgili olabilecegi diisiiniilmektedir. Modellerin olusturulmasi ve
egitilmesi sirasinda her bir Web sayfa sinifindaki 6zellik matrisi boyutu igin ist bir sinir belirlense de
(max features: 50.000), bir ¢oklu karar agaci algoritmasi olan Rastgele Agag¢ algoritmasi i¢in bu
boyuttaki bir 6zellik matrisi, algoritmanin performansini olumsuz yonde etkilemistir. Cok Sinifli
Siniflandirma yontemlerinden SVM’nin, Naive Bayes ve Rastgele Orman siniflandiricilarina gore daha
iyi sonug verdigi goriilmiistiir.

Ikili Siiflandirma algoritmalar1 kullanilirken karsilasilmis olan bir problem, her bir simifa ait
veri setlerinin dengesiz, yani veri setindeki Web site sayisi ve toplam kelime sayisinin esit olmamasi,
dolayisiyla egitim sirasinda belli siniflarin daha az temsil edilmesi durumudur. Bu problem c¢aligsmadaki
Kesinlik, F1 skoru ve Duyarhilik gibi 6lciimler ile tespit edilmistir. Ileriki calismalarda veri
dengesizliginden kaynaklanan bu sorunun ¢6ziimii i¢in kullanilan Web site sayis1 ve bu sitelerden elde
edilen kelimer ile olusturulan veri setininin genisletilmesi veya veri Uretme gibi tekniklere
basvurulabilir. Ayn1 zamanda ikili Smiflandirma yaklasimlarindan Tam Baglantili Yapay Sinir
Aglari’nin diger siniflandiricilara gore daha diisiik basari ile ¢calismasinin sebebi, verinin yeterli biiyiikte
olmamasi, her sinfta yeterli sayida ornek olmamasi ya da dengeli sekilde dagilmamasi olabilecegi

41



Sahin I., Chouseinoglou O. Yonetim Bilisim Sistemleri Dergisi Cilt:5 Sayi.:2

diisiiniilmektedir. Gelecek calismalarda, toplanan veri setindeki her sinif i¢cin 6rnek sayis1 artirilarak
Yapay Sinir Aglar’min performansi arttirilabilir. Ayrica mevcut ¢alisma Ingilizce igerik bulunduran
Web siteleri ile yapilmus olup, basta Tiirk¢e olmak tizere, farkli dillerde igerikler bulunduran Web siteleri
ile calismanin tekrarlanmasi, kullanilmis olan algoritmalarin ve kelime vektorlestirme yontemlerinin
basarimi hakkinda daha genis ve detayl: fikir verecegi diisiiniilmektedir.
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