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ABSTRACT

Keywords:

The main problem in the classification problems encountered with gene samples is that the dimension of the data
is high although the sample size is small. In such problems, the classifier to be used must be a classifier that allows
the processing of high dimensional data and extracts maximum information from a small number of samples at
hand. In this context, a classification methodology has been developed, which first transforms the problem of
binary or multiple classification into separate pair-wise classification problems. To this end, an online classifier has
been adapted to solve pair-wise binary classification problems. The resulting classifier performed better on most
of the real problems compared to other popular classifiers.
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Gen Orneklerinin Esli Destek Vektér Makinesi ile Simiflandiriimasi

0z

Anahtar
Kelimeler:

Gen drnekleriyle ilgili karsilasilan siniflandirma problemlerinde en biiylik sorun az sayida érnek elde edilmesine
karsin verinin blyik boyutlu olmasidir. Bu tiir problemlerde kullanilacak siniflandiricinin biyiik boyutlu verinin
islenmesine olanak saglayan ve eldeki az sayida 6rnekten maksimum bilgiyi gikaran bir siniflandirici olmasi gerekir.
Bu kapsamda, dncelikle ikili/coklu siniflandirma problemlerini ayri ayri esli ikili siniflandirma problemlerine ceviren
bir siniflandirma metodolojisi gelistirilmistir. Bunun igin, cevrimici bir siniflandinicr esli ikili siniflandirma
problemlerini cdzecek sekilde tekrar diizenlenmistir. Olusan siniflandirici gercek problemlerin ¢cogu tzerinde diger
poptler siniflandiricilara gére oldukga iyi bir performans géstermistir.

Tamor Siniflandirmasi, Esli Siniflandirma, Destek Vektér Makinesi, Cekirdek Yéntemler
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1. Giris

Kanser vakalarinda kanserli timdrlerin hassas bir sekilde tespit edilmesi, zor olmasina
karsin basanl bir tedavi sireci icin cok degerlidir. Bilgisayar teknolojisindeki son
gelismeler dogrultusunda elde edilen bilyiik boyutlu, yiksek verimli gen 6érnegi
cikarma yontemleri ve buna uygun tutarli istatistiksel metotlar kullanilarak,
biyomolekiler bilgi kanser tedavilerinde cok 6énemli bir konuma ulagsmistir. Bu
calismalardaki temel problem, mikrodizi deneyleri sonucu elde edilen veri kiimelerinin
binlerce gene ait drnekten olustugu icin biiyiik boyutlu olmasi ve bunun yaninda birkag
diizine mikrodizi 6rneginden olusmasidir. Baska bir ifadeyle, gdzlem sayisindan ¢ok
daha fazla sayida tahmin edici bagimsiz degisken bulunmasidir. Bu durum yeni
istatistiksel problemlerin dogmasina ve bu problemlerin ¢éziimine yonelik yeni
tekniklerin gelistiriimesine yol agmistir.

Mikrodizi verisine dayanarak kanserli hastalarin tespit edilmesi problemi bir
istatistiksel siniflandirma problemidir. Bu problemin ¢6zimid icin literatirde
diskriminant analizi, cezalandinlmis regresyon teknikleri ve en yakin kamsu kurali gibi
klasik parametrik olmayan yodntemlerden, yapay sinir aglan ve destek vektor
makineleri gibi modern yapay 6grenme tekniklerine kadar bircok ydntem bu
problemlerin ¢oziminde kullanilmistir. Bu calismalar gdzden gegirmek icin (Dudoit,
Fridlyand, & Speed, 2003)'e bakilabilir. Bu calismada ise var olan yontemlere alternatif
olarak istatistiksel siniflandirma problemine farkh bir acgidan yaklasan bir
siniflandirma metodolojisi gelistirilmistir.

Simdi ikili bir siniflandirma problemini ele elalim. Elimizde belirli bir hastahga iliskin
saglikli ve hasta insanlara ait gézlemlerden olusan bir veri kimesi olsun. Ayni siniftan
gelen iki 6rnek arasinda pozitif bir bag, farkl siniftan gelen iki 6rnek arasinda negatif
bir bag oldugu disindlebilir. Bu sekilde ele aldi§imiz bu problem, insanlarin varliklari
ve ayni sinifa (saglikli/hasta) ait olup olmama bilgisinin de iligkileri olusturdugu bir ag
seklinde temsil edilebilir. Bu sayede ikili siniflandirma problemi ile bir agdaki bag
tahmini arasinda bir benzerlik kurulmus olur. Diger bir ifadeyle, ikili siniflandirma
probleminde yeni bir 6rnegin ilgili sinifa atanmasi problemi, bir aga yeni eklenen bir
digimiin hangi digamlerle baglanti olusturacagini tahmin etme problemi gibi
distintlebilir. Bu yaklasimi pratikte gergeklestirebilmek icin mevcut verinin farkl bir
sekilde temsil edilmesi gerekir. Ornegin, klasik siniflandirma probleminde bir gtizlem
sadece bir kisiye ait 6zelliklerden olusan bagimsiz degiskenler ve bu kisinin ait oldugu
sinifi belirleyen ikili bir etiketten olusurken, yeni yaklasimda bir gdzlem iki farkli kisiye
ait dzelliklerden olusan bagimsiz degiskenlerden ve bu iki kisinin ayni sinifa ait olup
olmadigini belirleyen bir etiketten olusur.

Destek Vektdr Makinesi'nin (DVM) temel fikri, dogrusal olarak ayrilabilen veriler
Gzerinden optimal bir ayirma hiperdizlemi olusturmaktir (Boser, Guyon, & Vapnik,
1992). Ayni zamanda cekirdekleri ve yumusak marj formulasyonlarim kullanarak
dogrusal olarak ayrnlamayan verilerde genis marjh bir hiperdiizlemi de dgrenebilir.
Bununla birlikte, DVM bagslangicta ikili siniflandirma icin tasarlanmistir ve DVM'yi cok
sinifli senaryoya genisletmek icin iki ana yaklasim vardir. Bir yaklasim ikili algoritmayi
cok sinifa genellestirmektir (Weston & Watkins, 1999, Mayoraz & Alpaydin, 1999),
baska bir yaklasim ise ¢ok sinifli siniflandirma problemini bir dizi ikili problem haline
dénistiirmektir. En eski ve en yaygin kullanilan uygulamalardan biri, her biri her sinifi

Alphanumeric Journal
Volume 5, Issue 2, 2017




Tas

Gen Orneklerinin Esli Destek Vektér Makinesi ile Siniflandiriimasi 285

digerlerinden ayiran m ikili DVM siniflandiricilanini olusturan, tiimine karsi tek
yaklasimidir (Dietterich & Bakiri, 1995). i. DVM, i. simifin tiim 6rneklerini pozitif
etiketlerle ve diger tim o&rnekleri negatif etiketlerle ele alarak egitilir. Esli
siniflandirma ise, iki sinifli problemlerin her birinden elde edilen egli karsilastirmalar
g6z onune ahlnarak, cok sinifli problemleri ¢dzmek icin alternatif bir tekniktir
(Friedman, 1996). Test kimesinden bir 6rnek siniflandinlirken, en cok esli
karsilastirmayr kazanan sinifa atanir. Bu c¢alismada, ciftleri siniflandirmada
kullanilmak Gzere her bir sinif igin esli bir DVM modeli olusturduk. Burada ayni siniftan
gelen iki yumurta pozitif bir cifti, farkli siniftan gelen iki yumurta negatif bir cifti
olusturur. Bu esli DVM maodeli, herhangi bir ciftin pozitif bir ¢ift olup olmadigim
belirleyebilir. Diger taraftan, esli bir dizenlemede n 6rnek n"2 esli 6rnege karsilik gelir
ve blyiik dlcekli bir veri kiimesi ile birlikte bir destek vektdr makinesinin egitilmesi
¢cogu durumda ciddi hesaplama maliyetleri getirir. Veriler toplu olarak islendiginde,
DVM'ler her adimda amacg fonksiyonun hesaplanmasini gerektirir, ve bu temel olarak
onceden tanimlanmis bir kayip fonksiyonunun egitilecek bir veri seti (zerinden
hesaplanmasini gerektirir. Gradyana dayali yéntemler, amag fonksiyonunun her bir
degerlendirmesinde sirasiyla gradyani hesaplarken, Newton ydntemi ve eslenik
gradyan algoritmasi gibi standart sayisal optimizasyon teknikleri, amag
fonksiyonunun ikinci dereceden bilgisine ihtiyag duyar. Mevcut veri setleri gittikge
blyltidikge, bu tir klasik ikinci dereceden ydntemler neredeyse tiim durumlarda
uygulamasi pratik degildir.

Buna karsin, algilayici (perceptron) (Rosenblatt, 1958, Minsky & Papert, 1969) ve
varyantlar (Freund & Schapire, 1999, Li & Long, 2002, Gentile, 2002, Anlauf & Biehl,
2007) gibi gevrimici gradyan tabanh yontemler , blylk ve tekrarh veri kiimelerinde
bliylik bir avantaja sahiptir. Aslinda, basit cevrimici gradyan diisimi yontemleri
(Bottou & LeCun, 2004, Shalev-Shwartz, Singer, & Srebro, 2007, Xu, 2011) genelde
sofistike ikinci derece toplu algoritmalardan daha iyi performans sergiler, ¢linki
cevrimigi yontemlerin hesaplama gereksinimleri, egitim verilerini tek tek érnekler veya
kictik alt érnekler seklinde isledikleri icin oldukca disiktir. Dolayisiyla bu galisma,
problemi farkli tammlayarak ve buna uygun bir ydntemin secimi ile ilgili iki temel fikre
dayanir. ilk olarak, herhangi bir ikili veya ¢ok sinifli siniflandirma probleminin egli
siniflandirma problemine doénistirilebilecegini biliyoruz. Bu, daha zengin bir veri
kiimesinden 6grenmenin avantajini getirir ve esli model, 6rneklerden 6grendigimizden
daha fazlasini 6grenebilir. ikincil olarak, geleneksel @grenme algoritmalar bu
kapsamda daha verimsiz hale geldiginden ve bazi durumlarda uygulanamadig icin (6r.
toplu yéntemler), cevrimici DVM algoritmasini 6rnek ciftlerle galisacak sekilde
degistirilmesini dneriyoruz. Bu yaklasim, ciftleri tek tek isleme avantajini getirir ve
daha blyik boyutlara sahip biylk o6lgekli verilerden kaynaklanan zorluklarn
Ustesinden gelir.

2. Gerec ve Yontem

X = (xq1,X3,..., %), Vx; € R™ seklinde bir érnek kiimemiz olsun. iki érnegin herhangi
birkombinasyonup = (x;,x;) € P < X2 cifti olarak diistindilebilir. Bu ciftlerden olugan
T = {(p,yp):p € P} dizisini Z =P X {+1,—1} olasihk dagiliminina sahip bir kitleden
cekilmis bir egitim érneklemi oldugunu disiinelim. T'den gelen bir 6rnek, n-boyutlu
bir sGittin vektord cifti ve bu iki 6rnegdin ayni siniftan gelip gelmedigini belirleyen bir y,
(+1,—1) etiketinden olusan bir tglidir. Amag egitim érnekleminden uygun bir f: P —
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{+1, -1} fonksiyonunu dgrenmektir. Karar fonksiyonunun, f(p) = (w, ®(p)) seklinde
temsil edildigi dogrusal durumu ele alalim, burada w € R" egitim érneklemi T'ye
dayanarak tahmin edilmesi gereken parametre vektéridir ve @ ise ciftleri daha biyiik
bir uzaya gonderen bir 6zellik fonksiyonudur.

Optimal bir karar fonksiyonu ( en biyiik marjine sahip optimal hiperdizlem) 6zellik
uzayinda asagidaki amag fonksiyonunu minimize ederek bulunur (Schélkopf & Smola,
2001):

. 2 C Y yiy(pi)Zl_é
min w| +Ci§‘§i with {v 530 (1)

& =4¢&,,&,, ..., &, gevsek degiskenleri bazi giftlerin marjinin yanhs tarafinda yer almasina
izin verir. Diizeltme parametresi C'nin biyik degerleri icin, ayrnilamayan ciftlere biiyiik
bir ceza verilir ve daha fazla sayida destek gifti olusur. C'nin kiigtik degerleri bu cezanin
etkisini yumusatir ve giriltdlt problemlerde daha iy sonucglar elde etmemizi saglar
ama yetersiz uyuma sahip bir destek cifti modeli olusturabilir.

Bu konveks optimizasyon probleminin esini (dual) maksimize etmek esas problemden
daha basit bir konveks kuadratik programlama problemidir. DVM cekirdek
genislemesinin a; katsayilar asagidaki es amag fonksiyonunu

W(a)=Zaiyi—%ZaiajK(pi,pj) (2

tanimlayarak ve

Zai =0
max (&) with A<a <B 3)
“ A =min(0,Cy,)
B, =max(0,Cy,)

DVM kuadratik programlama problemini ¢dzerek bulunabilir. Orta biydklikteki veri
kiimelerinde bile esli 6grenme gerceklestirdigimizde ¢ok bliyiik sayida érnek ciftlerini
islememiz gerekir, bu nedenle etkin ve hizl bir SVM siniflandincisina ihtiyag duyanz.
Bu zorluklarin Gstesinden gelebilmek igin cevrimici ve aktif 6grenme o6zellikleriyle
cekirdeklerle calisan hizh bir siniflandirici olan LASVM
(http://leon.bottou.org/projects/lasvm) algoritmasi (Bordes, Ertekin, Weston, &
Bottou, 2005) kullamimistir. Cevrimici yapisindan dolayi esli 6grenme kapsaminda bu
algoritma cesitli avantajlara sahiptir. LASVM 6rnekleri tek tek isleyerek ve en ¢ok
bilgilendirici olan destek vektérlerini aciiminda tutarak hesaplama karmasikhgi ve
maliyetiyle basa cikabilir. Bu gerekli olan hesaplama miktarini ciddi anlamda dastrr.
LASVM algoritmasinin baska bir avantaji da seyrek veri kimelerinde kullanilmasina
uygun olmasidir zira veri boyutunun biylik oldugu cogu veri kiimesinde 6rnekler
onemli derecede seyrek bir yapiya sahiptir yani 6rnek vektdriniin bazi elemanlari
deger almaz. LASVM bu problemi bu drneklere uygun hizli seyrek vektér carpimlar
kullanarak bir avantaja déntstirir. Bu sayede @rneklerin ikili kombinasyonlarindan
olusan ciftler tek tek islenerek daha zengin bir veri kiimesinden @grenmenin
avantajlari degerlendirilmis olur. LASVM ayrnca herhangi bir zamanda cekirdek
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acihminda toplanan vektérlerin cevrimici strecte acihmdan cikarnldigr bir destek
vektdri gikarma adimina da sahiptir. Bu da o anda gekirdek acihmindaki etkinligini
yitirmis olan destek vektdrlerinin temizlenmesi anlamina gelir. Bu sayede cekirdek
actlimi en etkin ve kompakt sekilde streg boyunca koarunmus olur. LASVM algoritmasi
ayni zamanda siralh minimal optimizasyon (SMO) (Platt, 1999) algoritmasiyla iligkilidir
ve SVM kuadratik programlama probleminin ¢6ziimiine yakinsar.

Diger yandan, LASVM esli 6grenme icin uygun degildir. Clink{, bu haliyle, cekirdek
bellegi esler icin hesaplanan cekirdek degerlerini tutar ve bu da hem bellek kapasitesi
hem de hesaplama yiki olarak oldukca ciddi maliyetler olusturur. Bu durum,
algoritmay: biylk veri kiimeleri icin elverissiz hale getirir. Ayrica esler icin gekirdek
degerlerini saklamak anlamsizdir, zira 6rnekler icin cekirdek degerleri bir kez
hesaplandiginda herhangi bir cift icin cekirdek degerleri hesaplamak daha sonra
gOrecegimiz Gzere 3 basit aritmetik islemden olusur. Bu nedenle, bu galismada LASVM
algoritmasini esli 6grenme durumunda calistirabilmek icin algoritmanin yapisinda
ciddi degisiklikler yapilmistir. Olusan algoritma esli-LASVM olarak adlandirilmistir. Bu
calismanin birinci ana katkisi, asagida maddeler halinde 6zetlenen, esli-LASVM
algoritmasini olusturabilmek icin LASVM algoritmasinda gerceklestirilen temel
degisikliklerdir.

= Destek ciftlerinin indislerini ve karsilik gelen érneklerin indislerini tutmak icin sirasiyla
P ve S kiimeleri tanimlanmistir. Esli-LASVM cekirdek agihmina bir cift eklediginde
(isleme), ciftin indisi P kiimesine eklenir ve ayni zamanda bu cifti olusturan iki 6rnegin
indisleri de S kiimesine eklenir. P kiimesi sadece ciftlerin indislerini tutmak icin
kullanmilir, herhangi bir cekirdek énbellegi kullanilmaz. Cekirdek degerleri sadece ilgili
Gifti olusturan érnekler icin hesaplanir ve ¢cekirdek énbelleginde tutulur. Dolayisiyla, S
kiimesiyle beraber 6rneklerin cekirdek degerlerini tutan bir cekirdek dnbellegi kullanihir.

= LASVM algoritmasinda bir 6rnedi islemek icin gerekli olan tim yordamlar, bir cifti
isleyecek sekilde yeniden diizenlenmistir. Bu bir ¢ift icin ilgili gradyanin hesaplanmasi,
maksimum gradyana sahip t-bozan dortlintn (iki cift tarafinda olusturulan)
belirlenmesi ve uygun adim yénlerinin belirlenmesini icerir.

= Yeniden isleme baz ciftleri P'den gikartir. Buna karsilik S kiimesinden bu ciftle ilgili
olarak iki 6rnek cikartilir. Sonug olarak sapma terimi b ve P kiimesindeki en ¢cok t-bozan
doértliniin gradyani 6 degerlerinin tim hesaplanir.

LASVM 6ncelikle cekirdek agilimina en az bir ¢ift ekleyerek siirece baslar ve daha sonra
o anki cekirdek acilimindaki var olan gereksiz destek ciftlerini arar. Cevrimici durumda
bu, t aninda yeni bir cifti islemek icin kullanilabilir. Cekirdek agihminda herhangi bir ¢
aninda o; # 0 katsayisina sahip ciftler destek ciftleri olarak tanimlanir. Destek
ciftlerine karsilik gelen ciftlerin indisleri P kiimesinde tutulurken, bu ciftlere karsilik
gelen érneklerin indisleri S kiimesinde tutulur. Eger i € S ise karsilik gelen a;'lerin
deger almadigi varsayilr.

Eslerden 6grenme durumunda, esli-LASVM'in yapisi daha fazla 6nem arz eder, ¢linki
(isleme) ve (yeniden isleme) adimlan daha fazla bilgiye sahip esleri elinde tutarken,
gerek duyulmayan dnemini yitirmis ciftleri de cekirdek agiliminda cikartarak bunlardan
kurtulur. Bu ciftlerin sayisinin kuadratik olarak blyldigi esli 6grenme durumunda en
kullanish durumdur. Diger taraftan, ciftlerden bir model 6grenmek icin, ortak bir
ozellik alaninda bir ¢ifti temsil edecek ek bir yapi tiriine ihtiyag duyarz. Basilico &
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Hofmann (2004) kullanici derecelendirmelerini ve 6ge dzelliklerini ortak bir 6grenme
mimarisinde birlestirmis, farkh érnek ciftleri icin uygun cekirdeklerin tasaniminda iyi
ornekler vermistir ve cekirdeklerin tek bir cekirdege birlestirilmesinin birkag yolunu
gOstermistir. Birbirinden farkh 6zellik haritalarim basitce birlestirmek igin tensér
carpimlarini kullanmiglardir. Oyama & Manning (2004) esli siniflandiricilan 6grenmede
ornek ciftleri arasindaki 6zelliklerin kombinasyonlarini kullanmak igin bir cekirdek
onermistir. Bu kapsamda, Ben-Hur & Noble (2005) proteinler arasindaki bir cekirdegi
protein ciftleri arasindaki bir cekirdege geviren tensor carpim esli cekirdegini (TCEC)
onermistir. Vert, Qiu, & Noble (2007) biyolojik aglarnn yeniden insasi icin metrik
agrenme egli gekirdegini (MOEG) geligtirmistir. Kashima, Oyama, Yamanishi, & Tsuda,
2009) cevrimici 6grenme strecini hizlandirmak icin Kartezyen cekirdegini kullanarak
bu genel cercevenin dzel bir durumunu énermistir. Kartezyen cekirdek TCEC ve MOEC!
den daha seyrek bir yapiya sahiptir. Ayrica ¢ekirdek matrislerinin 6zdeger analizine
dayanarak iki farkh esli gcekirdek icin genellestirme sinirlari verilmistir.

Bu galismada, esleri temsil etmek icin TCEC kullanilmistir. p; = (x4, x5) ve py = (X3, X4)
seklinde iki gifticin TCEC

KTPPK (()(1!X2)’(X3’X4))= K(Xl,X3)K(X2,X4)+K(Xl,X4)K(X2,X3) (4)

seklinde verilir. Bunun yaninda ornekler arasi RBF cekirdegi gibi bir cekirdek
kullanarak, TCEC cekirdegi ciftler arasindaki herhangi bir iliskiyi 6grenen, evrensel
olarak yaklasan bir fonksiyonlar sinifi H dretir. Bunun yaninda, tim denemelerimizde
MOEC'nin de performansini degerlendirmemize ragmen TCEC'den anlamli bir farklilik
gorilmemistir. Bu nedenle, esas amactan uzaklasmamak icin uygulamada sadece
TCEC kullamlmustir.

3. Sonuclar

Gahsmanin  uygulamasi Tablo 1'de verilen alti farkli problem (zerinde
gerceklestirilmistir. Bu problemlerde temel 6zellik daha 6nce belirttigimiz gibi
degisken sayisinin ¢ok fazla olmasi ama bunun yaninda gbtzlem sayisinin ¢ok az
olmasidir. Verilere uygulanan 6n islemlerden sonra, tim gen ornekleri logaritma 10
tabanina donistirdlmis ve sifir ortalamaya ve birim varyansa sahip olacak sekilde
standartlagtinlmistir.

Veri kiimesi | Yayin n p 7 Bulgu

Losemi Golub vd. (1999) 72 3571 2 Ldsemi'nin alt tarleri
Kolon Alon vd. (1999) 62 2000 2 Tumor/normal doku
Prostat Singh vd.(2002) 102 6033 2 Tumor/normal doku
Lenfoma Alizadeh vd. (2000) @62 4026 3 Lenfoma'nin alt turleri
SRBCT Khan vd. (2001) 63 2308 4 Farkli tamaor tarleri
Beyin A Pomeroy vd. (2002) @ 42 5597 5 Farkli tamaor tarleri

Tablo 1. Calismada kullanilan veri kiimeleri ve 6zellikleri

Gozlemlerin tgte ikisinden dengeli bir egitim kiimesi olusturulmustur. Egitim kiimesi
kullanilarak siniflandiricinin ceza parametrelerinin ve gekirdek téiriiniin belirlenmistir.
Tablo 2'de siniflandiricilarin egitimi asamasinda belirlenen en iyi ceza parametresi
degerleri ve cekirdek tdrleri verilmistir. Daha sonra nihai siniflandiricinin egitimi
gerceklestirilmistir. Geriye kalan goézlemler test kiimesi olarak kullanilmis ve bu
g6zlemlerin hangi sinifa ait oldugu tahmin edilmistir. Gergek sinif ile tahmini sinif
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Gzerinde onerilen siniflandinicinin yanhs siniflandirma hatasi hesaplanmistir. Her bir
problem icin toplamda 50 deneme gerceklestirilmis ve hata tahminlerinin ortalamasi
Tablo 3'de verilmistir.

Veri kiimesi Sinif C Kernel
N 0 100 5
Lésemi Dogrusal
1 100
0 100
Kolon RBF
1 100
0 10 5
Prostat Dogrusal
1 10
0 10
Lenfoma 1 10 Dogrusal
2 10
0 10
1 10 5
SRBCT Dogrusal
2 10
3 10
Beyin Tek model 1000 Dogrusal

Tablo 2. En iyi ceza parametresi degerleri ve ¢cekirdek tiirleri

Yanhs siniflandirma oranlari karsilastirildiginda, énerilen esli-LASVM siniflandiricisinin
6 veri kimesinin 4'tGnde diger siniflandiricilara gére daha iyi performans géstermistir.
Lenfoma ve SRBCT veri kiimelerinde ise daha kéti bir hata oranina sahiptir. Bu iki veri
kiimesinin ortak 6zelligi siniflandirilacak sinif sayisinin diger veri kiimelerine gére daha
fazla olmasidir. Bu nedenle pw-LASVM tarafindan olusturulan ikili siniflandirma
problemi sayisi artar, m sinifli bir siniflandirma problemi icin pw-LASVM m(m*1)/2
adet ikili SVM modeli olusturur. Ayrica, siniflardaki 6rneklerin dengesiz dagilimi yine
onerilen algoritmanin performansini disiirmis olabilir. Bu gibi problemlerde, bu
calismada 6nerilen yaklasim ¢ok da avantajli olmayabilir. Diger dért veri kiimesinde ise
onerilen yaklasimin diger siniflandincilara gore daha (stiin performans sergiledigi

aciktir.
Lésemi Kolon Prostat Lenfoma SRBCT Beyin
(%) (%) (%) (%) (%) (%)

Esli-LASVM 1.25 7.24 4.98 3.81 3.81 23.57
BagBoost 4.08 16.10 7.53 1.62 1.24 23.86
Boosting 5.67 19.14 8.71 6.29 6.19 27.57
RanFor 1.92 14.86 9.00 1.24 3.71 33.71
SVM 1.83 15.05 7.88 1.62 2.00 28.29
PAM 3.75 11.90 16.53 5.33 2.10 25.29
DLDA 2.92 12.86 14.18 2.19 2.19 28.57
kNN 3.83 16.38 10.59 1.52 1.43 29.71

Tablo 3. Esli-LASVM siniflandiricisi ile 7 farkli siniflandincinin 6 farkli mikrodizi veri kiimesi tizerindeki hata aranlarinin ortalamalari
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4. Tartisma

Mikrodizi verisine dayanarak siniflandirma problemlerinde temel amag kanserli
timorlerin erken bir asamada blylk bir dogrulukla tespit edilmesi ve bunun
sonucunda ilgili tespite yonelik daha basanh tedavilerin uygulanabilmesidir. Bu
kapsamda, bu tir siniflandirma problemlerinde karsilasilan temel problem 6rnek
sayisinin az ama verini boyutunu biyiik olmasidir. Dolayisiyla blyik boyutlu gen
ornekleriyle calisabilen ve elde edilen az sayidaki 6rnegin icerdigi bilgiden olabildigince
faydalanan siniflandirma algoritmalarninin gelistiriimesi gerekir. Bunun igin, bu tir
problemlerde karsilasilan ikili/coklu siniflandirma problemlerini etkin bir sekilde
yeniden diizenleyerek ikili esli problemlere dontstirip daha basanli bir sekilde
siniflandiran bir siniflandirma metodolgjisi gelistirilmistir. Bu yaklagim eldeki veriyi esli
hale donuistirerek verinin genisletilmesine olanak saglamistir. Bu kapsamda, LASVM
algoritmasi esli veri kiimleriyle galisacak sekilde yeniden gelistirilmis ve olusan
algoritma esli-LASVM olarak adlandinlmistir. Esli-LASVM érnekleri gevrimici isleyerek
oldukca hizh bir sekilde esli-SVM modelini kurabilir. Onerilen yaklasimin gen
ornekleriyle ilgili ikili/coklu siniflandirma problemlerinde oldukga basarili bir
performans gosterdigi gercek veri kiimeleri kullanilarak gésterilmistir.
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