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Özet. Görüntü bölütleme, bilgisayar ile görü algoritmalarının en önemli adımıdır. Bir gö-
rüntüyü anlamlı bölümlere ayırmak olarak adlandırılan bölütleme sırasında yapılabilecek
bir hata işlemin sonraki bölümlerine de artarak etki etmektedir. Bu çalışma ile akciğer
bölgesinin bölütlenmesi için yeni bir yaklaşım olan karmaşık değerli sınıflayıcıların 3 tipi
karşılaştırılmıştır. Bunlar; karmaşık-değerli yapay sinir ağı (KDYSA), karmaşık-değerli
dalgacık yapay sinir ağı (KDDYSA) ve karmaşık dalgacık dönüşümü (KDD) ile kombine
edilmiş KDYSA’dır. Bu yapılar, Akciğer Görüntüsü Veritabanı Konsorsiyumu’ndan alınan
görüntüler kullanılarak test edilmiştir. Elde edilen sonuçlar, KDDYSA’nın %38.59 orta-
lama doğruluk oranı ile başarısız olduğunu ortaya koymuştur. Buna karşılık, KDYSA
akciğer bölgesini %75.66’lık bir doğruluk oranı ile bölütleyebilmiştir. Çalışma sonucunda
karşılaşılan en çarpıcı sonuç ise KDD-KDYSA yapısı ile elde edilmiş ve test görüntüleri
%100’lük doğruluk ile bölütlenmiştir. Üstelik her bir görüntü için sadece 4,5 saniyeye
ihtiyaç duyulmuştur. Sonuçlar akciğer bölgesinin bölütlenmesi işlemi için KDD-KDYSA’nın
uygun olduğunu ortaya koymuştur.

Anahtar Kelimeler. Akciğer bölgesinin bölütlenmesi, karmaşık dalgacık dönüşümü,
karmaşık-değerli yapay sinir ağı.

Abstract. Image segmentation is an important step in many computer vision algorithms.
The objective of segmentation is to obtain an optimal region of convergence. Error in
this stage will impact all higher level activities. In this study, three types of complex-
valued classifier were compared to the segmentation of lung region. These classifiers are
complex-valued artificial neural network (CVANN), complex-valued wavelet artificial neu-
ral network (CVWANN) and complex valued artificial neural network with complex wavelet
transform (CWT-CVANN). To test the performance of the proposed systems, Lung Image
Database Consortium (LIDC) dataset was used. Obtained results shown that lung region
segmentation done using CVWANN and CVANN with worst accuracy rates as 38.59% and
75.66%, respectively. On the other hand, CWT-CVANN structure segmented lung region
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with 100% accuracy rate. Moreover, this structure required only 4.5 second per image for
segmentation task. Thus, it is concluded that CWT-CVANN is a comprising method in
lung region segmentation problem.

Keywords. Lung region segmentation, complex wavelet transform, complex-valued arti-
ficial neural network.

1. Giriş

Bölütleme işleminin genel amacı bir görüntüyü sınıflara ayırmak, özelliklerine veya

karakteristiklerine bağlı olarak homojen alt kümelere bölmektir [1]. Medikal gö-

rüntüleme de bölütleme, özellik çıkartılması ve görüntüden sayısal değerlerin elde

edilmesi vb. işlemler için oldukça önemlidir. Bölütleme aşamasında yapılacak hata

görüntü işleme adımlarının ilerleyen bölümlerine artarak etki etmektedir.

Literatürde bölütleme tekniklerinin çok çeşitli türleri tartışılmıştır [2-5]. Bununla

birlikte, bütün görüntü uygulamalarında geçerli olabilecek standart bir bölütleme

tekniği mevcut değildir. Bölütleme teknikleri dört temel sınıfa ayrılabilirler:

1- Otomatik olmayan, yarı otomatik veya otomatik [6],

2- Piksel tabanlı veya alan tabanlı [7],

3- Düşük seviye bölütleme (eşikleme, alan geliştirme) veya model tabanlı bölüt-

leme (özellik haritası teknikleri, dinamik programlama vb.) [8],

4- Klasik (eşikleme, kenar tabanlı vb. teknikler), istatistiksel, bulanık veya yapay

sinir ağları (YSA) teknikleri [9].

Bu klasik metotlar karşılaştırıldığında, YSA tekniklerinin uygun bir donanım ile

paralel işlem yapabilme, gürültü toleransı ve adapte edilebilirlik gibi avantajlara

sahip olduğu görülmektedir.

YSA’lar görüntü bölütleme de kullanıldığında piksel sınıflamayı temel alırlar [10-

13]. Sha ve Sutton sayısal beyin görüntülerinin sınıflandırılması ve bölütlenmesi

için bir YSA sistemi önermişlerdir [14]. Otomatik bölütleme için diğer bir YSA

uygulaması ise Nattkemper ve ark. [15] tarafından gerçekleştirilmiştir. Hibrit

YSA, hücresel YSA, bulanık kümeleme yaklaşımı, genel regresyon YSA gibi farklı

YSA tipleri, çeşitli medikal görüntülere uygulanmıştır [16-22]. Dokur [23] ile Kur-

naz ve ark. [24,25], manyetik rezonans (MR), bilgisayarlı tomografi (BT) ve ult-

rason görüntülerinin bölütlenmesi amacı ile kendi geliştirdikleri artırımlı YSA’yı

uygulamışlardır. Bölütleme için kendinden-organizeli metodun kullanımı ise [26-27]

tarafından önerilmiştir.
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Bu çalışmada akciğer bölgesinin bölütlenmesi için önerilen KDYSA, karmaşık-değerli

girişler, ağırlıklar, eşikler ve çıkışlara sahip bir tür YSA’dır. KDYSA, hem sinyal

işleme alanında [28-30] hem de görüntü işleme alanında [30-32] farklı uygulamalara

sahiptir.

2. Materyal ve Metot

2.1. Görüntü veri tabanı. Önerilen sistemlerin değerlendirilebilmesi amacı ile

Akciğer Görüntü Veri Tabanı Konsorsiyumu (Lung Image Database Consortium-

LIDC)’ndan alınan 20 görüntü kullanılmıştır [33]. Her bir BT diliminde yer alan

görüntüler 512×512 piksel boyutuna sahiptirler. Her bir dilim 0.625 mm inceliğinde

elde edilmiştir.

2.2. Karmaşık dalgacık dönüşümü (KDD). Ayrık dalgacık dönüşümü (ADD)

oldukça geniş bir uygulama sahasına sahiptir. Sinyal ve görüntü sıkıştırma, özellik

çıkarma, gürültü giderme, kanal kodlama, türbülans analizi, finansal analiz, kısmi

diferansiyel denklemlerin nümerik çözümleri, dalgacık ağları uygulama alanlarına

genel örnekler olarak verilebilir. ADD’nin bu denli geniş kullanım alanına sahip

olmasına rağmen bazı “önemli” problemleri de barındırdığı görülmüştür. Bu prob-

lemler, değişim duyarlılığı, yönlülük eksikliği ve faz bilgisinin eksikliğidir [34, 35].

Belirtilen tüm bu problemlerin varlığı sebebi ile, N. Kingsbury [35] tarafından Dual-

Tree Complex Wavelet Transformu (İkili-Ağaç Karmaşık Dalgacık Dönüşümü) or-

taya atılmıştır (Şekil 1).

Şekı̇l 1. İkili-ağaç karmaşık dalgacık dönüşümü.



126 Ceylan et al.

Şekil 1 incelendiğinde dönüşüm mimarisinin iki koldan oluştuğu görülmektedir. Üst

kol, üst ağaç, reel kısmı ifade etmektedir. Alt kol, alt ağaç, ise imajiner kısmı ifade

etmektedir. Şekilde 2. seviye için dönüşüm ağacı çizilmiştir. Her bir seviyede, sinyal

(görüntü) boyutu 2’ye bölünmektedir. Sonuçta 2. seviyede elde edilmek istenen

karmaşık sinyal,

S = h
(2)
0 (n) + jg

(2)
0 (n) (1)

şeklinde yazılabilir. Şekil 1 ve Eşitlik (1)’de, 0 indisi ile alçak geçiren filtre çıkışı, 1

indisi ile de yüksek geçiren filtre çıkışı ifade edilmektedir.

2.3. Karmaşık değerli YSA (KDYSA). Bu bölümde, karmaşık geriye yayılım

(KGY) algoritması çok katmanlı karmaşık değerli yapay sinir ağlarına (KDYSA)

uygulanmıştır [36]. KGY algoritmasında, giriş sinyalleri, ağırlıklar, eşik değerleri ve

çıkış sinyallerinin tamamı karmaşık sayılardan oluşmaktadır (Şekil 2). Nöronun Yn

aktif değeri şu şekilde tanımlanabilir:

Yn =
∑
m

WnmXm + Vn. (2)

Eşitlik (2)’de, Wnm, n nöronu ile m nöronu arasındaki karmaşık değerli bağlantı

ağırlığıdır. Xm, m nöronunun karmaşık değerli giriş sinyali ve Vn ise n nöronunun

karmaşık değerli eşik değeridir.

Karmaşık değerli çıkış sinyalini elde edebilmek için Yn aktif değeri, reel ve imajiner

kısım olarak aşağıda gösterildiği gibi iki bileşene dönüştürülür:

Yn = x+ iy = z. (3)

Burada i,
√
−1 değerini ifade etmektedir. Her bir nöronun çeşitli çıkış fonksiyon-

ları göz önünde bulundurulduğunda, çıkış fonksiyonu aşağıdaki eşitlik kullanılarak

tanımlanabilir:

fC(z) = fR(x) + ifR(y). (4)

Burada,

fR(u) =
1

1 + exp(−u)
(5)

genel ifadesi sigmoid fonksiyonu olarak adlandırılmaktadır [36].

Şekil 2 incelendiğinde de görülebileceği gibi KDYSA yapısı, karmaşık sayılar ile işlem

yapan bir YSA modelidir. Bu modele göre KDYSA’ya giriş olarak karmaşık değere

sahip vektörler verilmektedir. Giriş katmanı ile gizli katman ve gizli katman ile çıkış

katmanı arasında yer alan ağırlık değerlerinin de karmaşık değerliklere sahip olması
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ve (4)’de verilen eşitliğe uygun şekilde aktivasyon fonksiyonunun kullanılması ile

karmaşık değerli çıkış vektörleri elde edilmektedir.

Şekı̇l 2. Giriş katmanı, gizli katman ve çıkış katmanı karmaşık
değerli sayılardan oluşan örnek bir KDYSA modeli.

2.4. Karmaşık değerli dalgacık YSA (KDDYSA). KDDYSA, KDYSA’nın

gizli katmanında aktivasyon fonksiyonu olarak logaritmik sigmoid yerine bir dal-

gacık fonksiyonunun kullanılması ile oluşturulmaktadır [37]. Çalışmada dalgacık

fonksiyonu olarak Meksika Şapkası (Mexhat) dalgacık fonksiyonu kullanılmıştır ve

bu fonksiyon aşağıdaki gibi tanımlanabilir:

ψ
Mexhat

= (1− ax2)e−bx2

. (6)

Bu çalışmada Eşitlik (6)’da yer alan a ve b, sırasıyla 0.1 ve 2 olarak seçilmiştir.

KDDYSA’nın matematiksel modeli, Eşitlik (2)-(5)’e Eşitlik (6)’nın uygulanması ile

elde edilmiştir.

3. Bölütleme Performansının Değerlendirilmesi

Medikal görüntü bölütleme çalışmalarında ortak problem, bölütleme sonuçlarının

geçerliliğini değerlendirebilmek için bir metoda ihtiyaç duyulmasıdır. Sonuçların

görsel olarak yorumlanması oldukça öznel bir değerlendirme olarak kalmaktadır. Bu

çalışmada, akciğer bölgesi pikselleri ile akciğeri çevreleyen bölgeye ait pikselleri içeren

görüntüler için KDYSA’nın bölütleme (sınıflama) sonuçları Ceylan ve ark. [32] ta-

rafından önerilen algoritma ile değerlendirilmiştir. Görüntünün bütünü (512×512
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piksel) içerisinde doğru olarak sınıflanan piksellerin sayısı aşağıdaki algoritma ile

hesaplanmıştır:

EĞER

IH − IÇ ≤ 0.05

İSE,

Doğru sınıflanan piksel (DSP) sayısını 1 arttır,

DEĞİLSE,

Yanlış sınıflanan piksel (YSP) sayısını 1 arttır.

Burada, IH ve IÇ sırasıyla ağın hedefini ve KDYSA’ların elde ettiği sonuçları göster-

mektedir. Bu algoritmada IH ve IÇ arasındaki hata 0.05 olarak ifade edilmiştir.

Bu hata ifadesi, ağın çıkışlarının ‘1’e (siyah-beyaz görüntünün beyaz kısmı) ve ‘0’a

(siyah-beyaz görüntünün siyah kısmı) çok küçük hatalar ile yakınsamasından kay-

naklanmaktadır.

Sonuç olarak, önerilen metotların doğruluk oranları (DO) aşağıdaki eşitlik ile belir-

lenmiştir:

Doğruluk Oranı (%) = (DSP/(DSP+YSP))× 100. (7)

DSP ve YSP’lerin toplamı, piksellerin toplam sayısına eşittir (512×512=262144).

4. Sonuçlar

Bu çalışmada, akciğer bölgesinin bölütlenmesi amacı ile üç farklı KDYSA yapısı öne-

rilmiştir: KDYSA, KDDYSA ve özellik çıkarıcı (KDD) ile karmaşık-değerli sınıflayıcı

(KDYSA) içeren KDD-KDYSA.

KDYSA ve KDDYSA’nın kullanıldığı yapılarda, 512×512 boyutuna sahip akciğer

görüntüleri ve bunların bölütlenmiş hedef görüntüleri herhangi bir ön işlem uygu-

lanmadan kullanılmıştır. LIDC’den alınan 20 görüntüden 10 tanesi, ağların eğitme

işlemleri için kullanılmış, geriye kalan ve ağın hiç görmediği 10 görüntü ile de sistem

test edilmiştir.

KDD-KDYSA yapısında ise, KDYSA’nın performansını artırabilmek amacı ile ak-

ciğer görüntüleri iki seviyeli KDD’nden geçirilmiş ve elde edilen özellik vektörleri

KDYSA’ya giriş olarak verilmiştir. Önerilen sistem Şekil 3’te gösterilmektedir.

İki seviyeli KDD ile görüntü boyutları 512×512’den 128×128’e düşürülmüş ve bu

özellik çıkarma bloğunun eklenmesi ile gerek KDYSA’nın giriş vektörünün boyu-

tuna bağlı olarak işlem hızındaki değişim gerekse işlem doğruluğu, diğer yapılar ile
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karşılaştırılmıştır. Optimum ağ yapıları deneysel olarak, öğrenme oranı için 1, gizli

düğüm sayısı için 10 olarak elde edilmiştir. Tüm ağ yapıları en çok 10 iterasyon

için çalıştırılmıştır. KDD-KDYSA yapısı ile test aşaması sona erdiğinde 128×128

boyutunda elde edilen sonuç görüntüsü ters KDD ile tekrar 512×512 boyutuna ge-

tirilmiş ve diğer önerilen yapılarda olduğu gibi Eşitlik (7) kullanılarak performans

değerlendirilmesi gerçekleştirilmiştir.

Şekı̇l 3. Akciğer bölütlemesi için önerilen KDD-KDYSA yapısı.

Test sonuçları Tablo 1’de karşılaştırmalı olarak yer almaktadır. Bu tabloya göre

KDDYSA, en kötü doğruluk oranına sahiptir. Toplam 262144 pikselden sadece

101179 tanesi ilgili bölgeye ait olarak sınıflandırılabilmiştir. KDYSA ise KDDYSA’

dan daha iyi sonuçlar elde etmiştir. Ortalama doğruluk %75.66’dır. Tablo 1’den

de görülebileceği gibi en dikkat çekici sonuçlar KDD-KDYSA ile elde edilmiştir.

262144 pikselin tamamı doğru olarak sınıflandırılmış ve böylece ortalama doğruluk

%100 olarak hesaplanmıştır. KDYSA ile karşılaştırıldığında elde edilen bu yüksek

başarı oranının, özellik çıkarma işleminin uygulanması ile ortaya çıktığı ve KDD’nin

biyomedikal görüntülerin boyutlarının azaltılmasında (özelliklerinin çıkartılmasında)

kullanılabilir olduğu görülmektedir.

Tablo 1. 10 test görüntüsü için ortalama doğruluk oranları.

KDYSA KDDYSA KDD-KDYSA
DSP YSP DO(%) DSP YSP DO(%) DSP YSP DO(%)

198342 63802 75.66 101179 160965 38.59 262144 0 100

Tablo 2’de ise ağ yapılarının görüntü başına harcadığı zaman gösterilmektedir. KDD-

KDYSA yapısı, en iyi doğruluk oranını elde etmekle beraber tek bir görüntünün
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bölütlenmesi için sadece 4.54 saniye harcarken hem KDYSA hem de KDDYSA yapısı

ise yaklaşık 100 saniyeye ihtiyaç duymuştur. Yani KDDYSA veya KDYSA ile tek bir

görüntü bölütlenirken, KDD-KDYSA ile 22 görüntünün bölütlenmesi bitirilecektir.

Tablo 2. Ağ yapılarının görüntü başına harcadığı işlem zamanları.

Bölütleme Zamanı (saniye)
KDYSA KDDYSA KDD-KDYSA

98.7 96.63 4.54

Şekil 4, LIDC veri tabanından rastgele seçilen bir görüntü için KDYSA ve KDD-

KDYSA çıkışlarını göstermektedir. KDYSA (Şekil 4(c)) yapısı ile akciğer bölgesinin

çevresinde küçük bozuklukların ortaya çıktığı görülmektedir. Bu bozulmalar orta-

lama doğruluk oranının düşük çıkmasına neden olmaktadır.

Şekı̇l 4. (a) orijinal görüntü, (b) bölütlenmiş görüntü (hedef),
(c) KDYSA çıkışı, (d) KDD-KDYSA çıkışı .
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Elde edilen tüm bu sonuçlar akciğer bölgesinin bölütlenmesi işleminde KDD-

KDYSA’nın oldukça başarılı ve uygulanabilir olduğunu ortaya koymuştur. Böylece

akciğer görüntüleri üzerine uygulanabilecek bir bilgisayarlı teşhis sisteminin ilk adı-

mında elde edilen bu başarı ile tüm teşhis sisteminin başarısı artırılmış olacaktır.
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