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Zeki Optimizasyon Tabanli Destek Vektor Makineleri
ile Diyabet Teshisi

Arastirma Makalesi / Research Article

Utku KOSE”
Miihendislik Fakiiltesi, Bilgisayar Miihendisligi Boliimii, Siileyman Demirel Universitesi, Tiirkiye
(Gelig/Received : 28.02.2018 ; Kabul/Accepted : 30.03.2018)
oz
Yapay Zeka, farkli gergek diinya problemlerine etkin bir sekilde uygulanabilen ve gelecegimizi uzun bir siiredir sekillendiren,
6nemli bilim alanlarindan birisidir. Uygulandig1 problem tiirleri ¢ok ¢esitli olmakla birlikte, bunlardan en dikkat ¢ekenlerinden
birisi de medikal teghistir. A¢iklamalardan hareketle bu ¢alismanin amaci, zeki optimizasyon tabanli Destek Vektor Makineleri’ni
(DVM) kullanarak diyabet teshisi gergeklestirmektir. Bu baglamda, giinimiiz giincel zeki optimizasyon algoritmalarindan bes
tanesi Gaussian-RBF Kkernel fonksiyonu kullanan bir non-lineer DVM’yi optimize etmek amaciyla kullanilmistir. Elde edilen
bulgular, farkli algoritmalar ile kurulmus hibrit sistemlerin, farkli diizeyde basarimlar gosterdigini ancak genel anlamda zeki
optimizasyon-DVM yaklagimiyla diyabet teshisinde yiiksek oranda tutarli sonuglar elde edilebildigini ortaya koymustur. Caligma
bu yoniiyle izlenen yaklasimin Yapay Zeka tabanli teshis agisindan 6nemli bir potansiyele sahip oldugunu da teyit etmektedir.

Anahtar Kelimeler: Zeki optimizasyon, destek vektor makineleri, diyabet teshisi, medikal teshis, yapay zeka.

Diabetes Diagnosis with Intelligent Optimization
Based Support Vector Machines

ABSTRACT

Artificial Intelligence is one of the most important scientific fields that can be applied effectively in different real world problems
and has been shaping our future for a long time. While there are various types of problems in which it is applied, medical diagnosis
is one of the most remarkable one among them. Moving from the explanations, objective of this study is to realize diabetes diagnosis
by using intelligent optimization based Support Vector Machines (SVM). In this context, five ones of today’s recent intelligent
optimization algorithms were used for optimizing a non-linear SVM, which is using a Gaussian-RBF kernel function. Obtained
findings showed that hybrid systems formed with different algorithms show different-level success but in general, good level
accurate results can be achieved via intelligent optimization-SVM approach. Hereby, the study also confirms that this followed
approach has a significant potential for Artificial Intelligence based diagnosis.

Keywords: Intelligent optimization, support vector machines, diabetes diagnosis, medical diagnosis, artificial intelligence

1. GIRIS (INTRODUCTION) yapist ve ¢ok disiplinli uygulanabilirligi neticesinde
yiikselisini hizl bir sekilde siirdiirmektedir [1-3]. Burada

ozellikle geleneksel yaklasim, yontem ve tekniklerle
¢oziimlenemeyen ya da istendik  diizeylerde
¢oziimlenemeyen problemler, Yapay Zekd ile
olusturulan zeki sistemler araciligiyla basaril bir sekilde
¢oziime kavusturulabilmektedir. Ozellikle tahmin, teshis,
orlintii tanima, optimizasyon, adaptif kontrol, yorumlama
ve bilgi isleme — modelleme tabanli gercek diinya
problemlerine yonelik basarisi gozler 6niinde olan Yapay
Zeka [2, 4-9], artik giinliik hayatta da kendini yakindan
hissettirir hale gelmistir. Miihendislik tabanli alanlar,
egitim, ekonomi, askeriye gibi alanlarin yaninda
Yapay Zeka, soz konusu bu alanlardan birisi olarak ﬁlslk usilz,kl 1sa1g111(<1 di’. Ya p?y Zeka mril 10<n lplanda
dikkat cekmektedir. ullant dig1 a anlardan birisi olmustur. Sag ik a aninda

bir¢ok farkli ¢6ziim ve uygulama kapsami s6z konusu
Genel olarak, insa n ve doga esinli, matematiksel ve  glmakla birlikte, ilgili literatiir ve meveut gelismeler
mantiksal yaklagimlarla ger¢ek diinya problemlerini  gikkate alindiginda, Yapay Zeka tabanli yaklasimlarin
bagaril bir sekilde ¢dziimleyen Yapay Zeka [1, 2], esnek  yayoin bir bigimde kullamldigi uygulamalardan birisinin
*Sorumlu Yazar (Corresponding Author) de medikal teshisler oldugunu ifade edebiliriz [10-16].
e-posta : utkukose@sdu.edu.tr

Bilimsel ve teknolojik gelismeler, beraberinde birgok
farkli sonucu ortaya ¢ikarmaktadir. S6z konusu sonuglar,
gelismelerle iligkili bagh teknolojilerin ivme kazanmasi
ya da bilimsel literatiire yeni alanlarin eklenmesi
yoniindeki durumlart igerebilmekte ve 6zellikle birbirini
destekleyici teknolojilerin karsilikli degisimiyle beraber
stireg  ilerleyebilmektedir. Bu  baglamda, hizli
yiikselislerini yirminci yiizyilin ortalarindan baslayarak,
giiniimiize kadar siirdiiren ve etkilerini insan hayatinda
yogun bir sekilde hissettiren; bilgisayar, elektronik ve
iletisim teknolojileri gibi teknolojiler, gelecege 151k tutan
bilim alanlarinin ortaya ¢ikmasma da sebep olmustur.
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Bu calismanin amaci, zeki optimizasyon tabanli Destek
Vektor Makineleri’ni (DVM) kullanarak diyabet teshisi
gerceklestirmektir. Bu baglamda, gliniimiiz yaygin zeki
optimizasyon algoritmalarindan bes tanesi (ikisi temel,
ticii glincel algoritmalardan olmak iizere): Parcacik Siirii
Optimizasyonu (PSO), Genetik Algoritma (GA), Guguk
Kusu Aramasi (GKA), Bakteriyel Yiyecek Arama
Optimizasyonu  (BYAO) ve Cicek Tozlasma
Optimizasyonu (CTO), Gaussian-RBF kernel fonksiyonu
kullanan bir non-lineer DVM’yi optimize etmek
amactyla kullanilmistir.  Literatirde Gaussian-RBF
kernel fonksiyonunun farkli parametreleri yoniinden
optimize edildigi farkli calismalar mevcuttur [17-21]. Bu
calismada ise, Gaussian-RBF kernel fonksiyonu igin
6nem arz eden sigma (o) parametresi degerinin
belirlenmesi  adma  ilgili  zeki  optimizasyon
algoritmalarmin devreye sokuldugu bir hibrit sistem
diizeni olusturulmustur. Sistem kapsamindaki amag,
algoritmalarin optimizasyon yonelimli mekanizmalarinin
optimum parametre belirlemek igin iteratif bir sekilde
calistirilmasidir. Caligmadaki diyabet teshisi yaklasimi,
literatiirde kullanilagelen Pima Yerlileri veri seti dikkate
aliarak degerlendirilmistir.

Calismanin konusu ve amaglari dogrultusunda metnin
ilerleyen boliimleri su sekilde organize edilmistir: Bir
sonraki bolim altinda diyabet teshisine yonelik
uygulanan yontem ve ise kosulan tekniklere dair detaylar
vurgulanmigtir. Bu baglamda oncelikli olarak diyabet
veri setine iligkin temel bilgilere, ige kosulan tekniklere
ve yine tasalanan diyabet teshisi yaklagimina dair temel
islem adimlarina deginilmistir. Ikinci béliimii takiben,
iglincli bolim altinda diyabet teshisi siireciyle elde
edilen bulgular sunulmus ve metin, ¢alismayla ulasilan
sonuglar, bu baglamda genel tartigmalar ve diigtiniilen
gelecek caligmalardan bahsedilerek soma erdirilmistir.

2. MATERYAL VE METOD (MATERIAL and
METHOD)

Calismada gergeklestirilen teshis yaklasimi ile elde
edilen bulgulara deginmeden Once, zeki optimizasyon
algoritmalar1 ve Destek Vektor Makineleri ile kurulan
hibrit sistemlere dair detaylar1 agiklamak gerekmektedir.
Bu baglamda boliim igerisinde arastirmaya konu olan
veri setine, Destek Vektor Makineleri teknigine ve zeki
optimizasyon kavrami ile ise kosulan algoritmalar (bu
calismada kullanilan  Sirii  Zekas: teknikleri —
algoritmalar1) agiklanmstir.

2.1. Teshis Amach Diyabet Veri Seti (Diagnosis
Purpose Diabetes Data Set)

Bu calismada amaglanan diyabet teshisi i¢in, literatiirde
siklikla kullanilan Pima Yerlileri veri seti kullanilmistir.
S6z konusu veri seti, UCI Machine Learning Repository
adli veri havuzu Web sitesinden indirilebilmektedir [22].
Veri setinin alindig1 hedef kisilere ve veri seti geneline
dair baz bilgiler su sekildedir [23]:

= Kigiler, Arizona

Yerlileri’dir.

civarinda yasayan, Pima

= Veriler, en kiigiigli 21 yasindaki kisilerden
almmustir.

= Veri setinde toplamda 768 o6rnek ve 8 nitelik
vardir.

= Her bir 6rnekte ilgili kisinin diyabet pozitif ya da
diyabet negatif (hasta ya da degil) olmasina gore
1 adet ¢ikis degeri vardir. Bu baglamda, veri
setindeki niteliklerin neler olduguna dair
aciklamalar Cizelge 1°de sunulmustur [23].

= Veri setindeki 768 ornekten 500 tanesi diyabet
negatif kisilere, geriye kalan 268 tanesi ise diyabet
pozitif kisilere aittir.

Cizelge 1. Hedef diyabet veri setindeki nitelikler (Features in
the target diabetes dataset) [23].

Nitelik No.

Niteligin Aciklamasi

Hamilelik Sayis1
Plazma Glukoz Konsantrasyonu

Diastolik Kan Basinci

Kol Kas1 Cilt Kivrim Kalinligi
2-h serum insiilin

Viicut Kiitle Indeksi

Diyabet Soyagact Fonksiyonu
Yas

O|IN|OO|O|D[W[IN|[F

Ilerleyen alt-bdliimler calismada kullanilan tekniklerden
ve uygulanan yaklasimdan kisaca bahsedilmistir.

2.2. Destek Vektor Makineleri
Machines)

Bir Yapay Zekd (Makine Ogrenmesi) ve Veri
Madenciligi teknigi olarak Destek Vektér Makineleri
(DVM), Vapnik tarafindan literatiire kazandirilmis ve bu
baglamda, regresyon ve siniflandirma tabanli problemler
icin Onerilmigtir [24, 25]. S6z konusu problem
yaklagimlariyla farkli gergek diinya problemlerine
sundugu etkin ¢oziimler neticesinde, ¢ok disiplinli
uygulamalar kapsaminda olduk¢a popiiler bir hale
gelmistir [26-31]. Kisaca ifade etmek gerekirse DVM,
Lagrange carpanlarindan yola ¢ikarak, farkli iki sinifi
ayiran optimum ayirictylr bulmayi amag¢ edinen, bunun
icin de eldeki 6rnek verilerden (egitim seti) faydalanan
bir tekniktir [32, 33].

DVM’yi iizerinde galisilan verilerin lineer veya lineer

olmama durumuna gore iki farkli tiire ayirmamiz
miimkiindiir [34-37]:

= Lineer DVM: Lineer bir sekilde ayrilabilen

(smiflandirilabilen) verilere uygulanan temel

DVM tiirtidiir. Burada, (X, ... ..., xn) hedef veri seti,

v normal vektor ve ed esik degeri olmak tizere

(Support  Vector

veriler  Esitlik  1°deki  hiper-diizlem ile
ayrilmaktadir.
h(x) =vx+ed =0 @)
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Hiper-diizlem’den yola ¢ikilacak olursa, Si € (-
1,+1) olmak iizere, dikkate alman bir veri v’ x; +
ed > +1 ise Sif 1, VT X + ed <-1 ise Sif 2’ye
ait olmaktadir [35, 36].

= Non-lineer DVM: Hedef veriler, lineer olarak
birbirinden ayrilamaz ise non-lineer DVM
kullanilmaktadir. Bu durumda, egitim verileri
birbirlerinden ayrilabilecek daha yiiksek uzayda
haritalandirilmaktadir ~ [37]. S6z  konusu
haritalandirma agamasinda kernel fonksiyon adi
verilen ¢esitli 6zel fonksiyonlar ise kogulmakta ve
n boyuttaki veri kiimesi daha yiiksek boyuta
tagmarak, 1ilgili boyutta lineer siniflandirma
yoluna gidilmektedir. Literatiire bakildiginda,
DVM’nin uygulandigi problemdeki basarimini
dogrudan etkileyen farkli kernel fonksiyonlar
bulunmaktadir. Bu fonksiyonlardan sik kullanilan
ii¢ tanesi su sekildedir [34]:

_uT
Lineer fonksiyon: K06%) =%, @)
_HXi*Xj”2
— 26?
Gaussian-RBF fonksiyon: < (i:X;) =€ 3)
_ T p
Polinomal: <4 X;) = A+ x;) 4

Esitliklerden de anlasilacagi {izere, s6z konusu
kernel fonksiyonlarda degeri onem arz eden ¢esitli
parametreler bulunmaktadir. Bu parametrelerin

alacaklart degerler, DVM’nin uygulandigi
problemi en iyi sekilde ¢dzebilmesi adina oldukg¢a
Oonemlidir.

2.3. Zeki Optimizasyon ve Calismaya Konu

Algoritmalar (Intelligent Optimization and the
Algorithms Related to the Study)

Yapay Zeka’'nin geleneksel ¢oziim yaklagimlarina olan
istiinligli, bu bilim alam1 kapsamindaki problem
tirlerinin  kisa siirede artmasina sebep olmustur.
Calismanin Giris boliimii altinda da ifade edildigi {izere;
birgok farkli problem tiirii Yapay Zeka’nin kapsami
igerisindedir. Optimizasyon siiregleri de bu problem
tiirleri i¢erisinde yer alan ve zamanla Yapay Zeka altinda
alt ilgi alanlarinin olugmasina sebep olan bir problem tiirii
olarak karsimiza ¢ikmaktadir.

Genel olarak bakildiginda zeki optimizasyon, belirli
kistaslar dahilinde, parcacik temelli olarak olusturulmus
ve iteratif bir bicimde c¢alisabilen Yapay Zeka
algoritmalart ile yerine getirilmektedir [38, 39]. Mevcut
gelismeler de dikkate alindiginda, zeki optimizasyon
algoritmalarmin  (tekniklerinin), dogadan siklikla
esinlendigini ve dogadaki canlilarin veya dinamiklerin
temelinde tasarlandigin1 gorebiliriz [38-40]. Ozellikle
Siirii Zekas1 (Swarm Intelligence) adi verilen alt ilgi
alani, bu baglamda siirli igerisindeki etkilesim ve
hareketlere odaklanarak optimizasyon siireclerini i¢eren
algoritmalar1 kapsamu icerisine almaktadir [41, 42]. Tipik
bir zeki optimizasyon algoritmasi, matematiksel
modellemesi yapilmig hedef optimizasyon problemi igin
N sayida parcacigin ayni anda ise kosuldugu ve optimum
sonu¢ i¢cin arama — hesaplama gibi siirecleri

gerceklestirdigi bir yap: iizerine kurulmaktadir. Burada
o6nemli olan diger bir husus da, zeki optimizasyon
algoritmalarinin, Makine Ogrenmesi tekniklerinden
farkli olarak; egitim siire¢lerinden ge¢cmeyen, dogrudan
optimizasyon odakli ¢6ziim yapilarina  karsilik
gelmesidir.

Literatiirde her ne kadar ¢ok sayida algoritma olsa da, bu
calismada Siirli Zekasi kapsamina giren, bes farkli
algoritmanin diyabet teshisi uygulamalarina katilmasi
saglanmistir. Bu noktada, algoritmalarin ikisi temel
nitelikte, tigli ise giincel durumdaki algoritmalardir. S6z
konusu algoritmalara iligkin temel agiklamalar, ilerleyen
alt-boliimler altinda yapilmigtir.

2.3.1. Parg¢acik siirii optimizasyonu (Particle swarm
optimization)

Parcacik Siirii Optimizasyonu (PSO), zeki optimizasyon
amacli algoritmalarin en temellerinden birisidir. Bu
baglamda, diyabet teshisi problemi kapsaminda
calismaya dahil edilen ilk temel algoritma olmustur. PSO
genel anlamda dogadaki kus ve balik gibi hayvanlarin
stiriler icerisindeki yiyecek arama hareketlerinden yola
cikarak gelistirilmis bir algoritmadir [43, 44].
Algoritmada, ¢oziim uzayma dagilmis N parcacigin
optimumu bulma ¢abasina yonelik iteratif adimlar yerine
getirilmekte ve bu noktada her parcacigin bulundugu
konum (position) ve hiz (velocity) gibi parametreler
genel hareketlerin belirleyicisi olmaktadir. Hareketler
neticesinde elde edilen parcacik konumlar1 karsilik
geldikleri degiskenler kapsaminda problemin amag
fonksiyonu deger(ler)ini hesaplamakta kullanilmaktadir.
Parcaciklarin  konum degisiklikleri sirasinda her
pargacigm o ana kadar elde ettigi en iyi kisisel konum
(optimum degeri saglayan) ve ¢dziim siirecinde o ana
kadar elde edilmis olan kiiresel konum degeri (kiiresel
optimum degeri saglayan konum) dikkate alinmakta ve
parcaciklar bu degerler etkisinde kiiresel optimumu
saglayan pargaciglt da takip ederek ¢oziime ulagmaya
calismaktadir [44, 45]. PSO’nun algoritmik adimlarina
dair detaylar, [45] tizerinde ifade edilmektedir. Kaba-kod
olarak ise Cizelge 2’de verilmistir [38].

2.3.2. Genetik algoritma (Genetic algorithm)

Evrim Teorisi’nden esinlenerek ise kosulan ¢aprazlama,
mutasyon ve nihayetinde dogal seleksiyon gibi gesitli
mekanizmalar1 temel alarak gelistirilmis olan Genetik
Algoritma (GA), bu caligmaya dahil edilen ikinci temel
algoritma olmustur. Genel hatlartyla GA, ¢esitli kodlama
yaklagimlariyla (her bir kod gen anlami gelmektedir)
olusturulan N adet parcaciktan olusmaktadir (Her bir
pargacik, genlerden olusan, kromozom yapist altinda
temsil edilen bireylerdir) [46, 47]. Iteratif algoritmik
adimlar, hesaplanan amag¢ fonksiyonu degerine gore
secilen, nispeten iyi durumdaki pargaciklarin karsilikli
caprazlanmasi (karsilik parcacik kodlarmin-genlerinin
takas1) ve hatta elde edilen yeni parcaciklarin bazilarina

mutasyon (bazt  kodlarin-genlerin  degistirilmesi)
uygulanmasi  suretiyle yenilenen popiilasyon ile
optimizasyon siirecinin gergeklestirilmesine

dayanmaktadir. GA’ya iligkin adimlarin detaylar1 [48]’de
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aciklanmaktadir. Kaba-kod ise Cizelge 3’deki gibidir
[38].

Cizelge 2. Pargacik Siirli Optimizasyonu algoritmas1 kaba-kodu
(Pseudo-code of the Particle Swarm Optimization
algorithm) [38].

= 1. Adim (Kurulum): N parcacigi ¢oziim
uzayina rastgele dagit ve her pargacik igin
baglangi¢ Hiz (v: velocity) degerini ata. Her
parcacigin  baslangic  konumunu  aym
zamanda kisisel en iyi konumu yap.
Algoritma parametreleri degerlerini ata.
Coziilecek probleme yonelik diizenlemeleri
yap.

= 2. Adim: iteratif adimlar (her parcacik ve her
amag fonksiyon boyutu i¢in):

=  2.1. Adim: Pargacigin konumuna gore amag
fonksiyon degeri hesapla.

= 2.2. Adim: Parcacigin konumu o ana kadarki
kisisel en iyi konumundan daha iyi ise,
giincelle. Konum ayni zamanda kiiresel en iyi
konumdan daha iyi ise, kiiresel en iyi konumu
da giincelle.

= 2.3. Adim: Pargacigin hizini giincelle.

= 24. Adim: Gincel hiz
konumunu giincelle.

ile pargacigin

= 3. Adim: Iteratif siire¢c sonunda optimum
¢Ozlim, kiiresel en iyi konum ve deger(ler)dir.

Cizelge 3. Genetik Algoritma kaba-kodu (Pseudo-code of the
Genetic Algorithm) [38].

= 1. Adim (Kurulum): N bireyli (parcacik)
popiilasyonu hedef problem ve secilen
kodlama diizenine gore olustur. Baslangic
algoritma parametre degerlerini ve segilim,
¢aprazlama, mutasyon gibi islemlerde
uygulanacak yontemleri belirle.

» 2. Adim: iteratif adimlar (her parcacik ve her
amag fonksiyon boyutu i¢in):

= 2.1. Adim: Birey (parcacik)
fonksiyon degeri hesapla.

= 2.2. Adim: Amag¢ fonksiyon degerleri

baglaminda lireme siirecine girecek bireyleri
seg.

ile amag

= 2.3. Adim: Secilen bireylere c¢aprazlama
islemini uygula.

=  2.4. Adim: Bazi bireylere mutasyon islemini
uygula.

» 3, Adim: Iteratif siire¢ sonunda optimum
¢Ozlim, kiiresel en iyi konum ve deger(ler)dir.

2.3.3. Guguk kusu aramast (Cuckoo search)

Guguk Kusu Aramasi (GKA), dogadaki guguk kuslarinin
yuva ve yumurtalarini sahiplenme ve baska yuvalar
parazitsel olarak kullanma gibi davranislarindan
esinlenerek  gelistirilmis  bir zeki optimizasyon
algoritmasidir [49]. GKA’da ¢6ziim uzayina dagitilmis
olan N adet pargacik, Levy Uguslar1 [50] adi verilen
hareketler gergeklestirerek, potansiyel ¢oziimleri temsil

eden konumlara (yuvalara) konumlanmakta, bu noktada
problem amag fonksiyonu iizerinden iyi degerler iireten
yumurtalar — yuvalar gelecek nesillere aktarabilmekte,
parazitsel davraniglar neticesinde yuvalarint bagka
parcaciklara (guguk kuslarina) kaptiran parcaciklar yine
yeni yuva arayislarina girerek iteratif ¢6ziim arama ve
optimizasyon siirecini devam ettirmektedir [49, 51].
GKA’nin genel algoritmik adimlarina iligkin bilgiler,
[51] tzerinde detayli bir sekilde verilmistir.
Algoritmanin kaba-kodu Cizelge 4’te verilmistir [38].

Cizelge 4. Guguk Kusu Aramasi algoritmasi kaba-kodu
(Pseudo-code of the Cuckoo Search Algorithm)
[38].

= 1. Adim (Kurulum): N yuvayr (amag
degisken degerlerini) hedef probleme gore,
¢Oziim uzayinda rastgele olustur. Fraksiyon
parametresi degerini belirle ve her yuvaya
karsilik birer guguk kusu oldugunu kabul et.

= 2. Adim: Iteratif adimlar (her pargacik ve her
amag fonksiyon boyutu i¢in):

= 2.1. Adim (Levy Ucuslarr): Her guguk kusu
(pargacik) icin Levy Ucgus’u gerceklestir ve
ulagtigt konuma gore amag fonksiyon degeri
hesapla.

= 2.2.Adim (Yuva Tespit ve Degerlendirme):
Ilgili guguk kusu icin rastgele yuva seg ve
karsilikli  ama¢  fonksiyon  degerlerini
karsilastir. Eger guguk kusunun daha optimum
bir amac¢ fonksiyon degeri séz konusu ise,
guguk kusu ile yuva degerlerini takas yap.

= 2.3. Adim (Secilim): Fraksiyon degerine gore
koti diizeydeki yuvalari ele ve rastgele yeni
yuvalar olustur. Iyi yuvalari gelecek nesillere
aktar.

= 3. Adim: Iteratif siirec sonunda optimum
¢Ozlim, kiiresel en iyi konum ve deger(ler)dir.

2.3.4. Bakteriyel vyiyecek arama optimizasyonu

(Bacterial foraging optimization)

Bakteriyel Yiyecek Arama Optimizasyonu (BYAO),
Koli Basili adi verilen bakterinin hareketlerinden ve
yasam siireclerinden esinlenilerek ortaya konulmus bir
zeki optimizasyon algoritmasidir [52, 53]. BYAO nun
algoritmik adimlari, N adet, bakterileri temsil eden
pargaciklarin, ¢ozliim uzay ortaminda gergeklestirdikleri;
kemotaksis, yilizme, yuvarlanma, iireme ve gelecek
iteratif siireglere ulasmaya ¢aligma ¢abalarini temel alan
bir yap1 ortaya koymaktadir. Algoritmada tipki GA’da
oldugu gibi bir tiir seleksiyon (iyi olanlarin devamu, kotii
olanlarin elenmesi) mekanizmasi isletilmis olmaktadir
[53, 54]. Parcaciklarin biitiin hareket ve yagam siiregleri,
ilgili problemin amag¢ fonksiyonu iizerinden hesaplanan
deger(ler)in uygunluguna gore devam etmektedir.
BYAO’nun algoritmik adimlarina dair detaylar [54]
iizerinde aciklanmaktadir. Kaba-kod ise Cizelge 5’te
gosterildigi sekildedir [38].
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Cizelge 5. Bakteriyel Yiyecek Arama  Optimizasyonu
algoritmas:  kaba-kodu (Pseudo-code of the
Bacterial Foraging Optimization algorithm) [38].

* 1. Adim (Kurulum): N bakteriyi (parcacigy)
¢ozim uzayma rastgele dagit. Algoritma
parametreleri  degerlerini  belirle. Hedef
probleme dair diizenlemeleri gergeklestir.

= 2. Adim: Bakterilerin konumlarina gére amag
fonksiyon degerini hesapla.

» 3. Adim: Asagidaki adimlari, Ne algoritma
parametresi kadar, her boyut i¢in tekrarla:

= 3.1. Adim (Kemotaksis): Asagidaki adimlart
Nk algoritma parametresi kadar, her bakteri
icin gergeklestir:

= 3.1.1. Adim: Bakterinin konumuna gore
amag fonksiyon degerini hesapla.

= 3.1.2. Adim: Bakterinin amag¢ fonksiyon
degerini hiicreler arasi1 ¢ekici etkisi ile
giincelle. Yiizme siirecine kadar bu degeri
sakla.

= 3.1.3. Adm (Yuvarlanma): [-1, 1]
araliginda amag¢ fonksiyon boyutu kadar
rastgele sayr iiret. Ilgili bakteri igin
yuvarlanma iglemini gergeklestir.

= 3.14. Adim: Bakterinin konumuna gore
amag fonksiyon degerini hesapla ve yine ilgili
bakterinin amag fonksiyon degerini hiicreler
arasi ¢ekici etkisi ile giincelle.

= 3.1.5. Adim (Yiizme): Asagidaki adimlar
N, algoritma parametresi kadar, ilgili bakteri
icin gergeklestir:

= 3.1.5.1. Adim: Bakterinin son amag
fonksiyon degeri, Yiizme siirecinden Once
saklanandan daha iyi ise giincelle.

* 3.1.5.2. Adim: Hesaplanan yer degistirme
degerine goére bakterinin saklanan amag
fonksiyon degerini giincelle.

= 3.2. Adim (Ureme): Her bakterinin saghk
durumunu hesapla ve hepsini, bu degere gére
biiyiikten kiiciige sirala.

= 33, Adim: ilgili kritere gére en kotii
bakterileri ele. En iyi durumdakilerin ise
iremesini sagla (Yeni bakteriler ebeveynlerin
yerlerine geger).

=  3.4. Adim: N; algoritma parametre degerine
ulagilmadiysa, bu degeri bir artir ve 3.1.
Adim’a don (Yeni nesil bakteriler ile devam).

= 3.5. Adim (Eliminasyon — Dagilim). Oed
algoritma degerine gore her bakteriyi rastgele
yeni bir konuma gegir.

= Adim 4. lteratif siirec sonunda optimum
¢Ozlim, kiiresel en iyi konum ve deger(ler)dir.

2.3.5. Cigek tozlasma optimizasyonu (Flower
pollination optimization)

Adindan da anlagilacag1 iizere; dogadaki tozlagma
stireglerinden esinlenerek gelistirilmis olan Cigek
Tozlagma Optimizasyonu (CTO), N adet pargacigin, birer
cicegi temsilen ¢Oziim wuzaymma konumlandigr ve
tozlasma siireglerine dair ¢esitli mekanizmalarin
isletilerek, amag¢ fonksiyon deger(ler)i iizerinden
optimizasyon siireclerinin yerine getirildigi bir zeki
optimizasyon algoritmasi olarak literatiirde yer
almaktadir [55]. CTO’nun algoritmik adimlari, kiiresel

tozlagma adi verilen ve Levy Ucuslar1 yaklagimina
dayanan ¢apraz konumlandirmalar ile yerel tozlagma
olarak ifade edilen, kendi kendine konumlandirmalara ve
cicek istikrar1 kriteri iizerinden ¢icek benzerliklerinin
degerlendirilmesi — yeniden iretim gibi siiregleri
icermektedir. Biitlin bu siire¢ler her algoritmada oldugu
gibi iteratif bir sekilde gergeklestirilmektedir [55, 56].
CTO’nun algoritma adimlarina iligkin detaylar [56]’da
ifade edilmektedir. Kaba-kod ise Cizelge 6’da
gosterilmistir [38].
Cizelge 6. Cigek Tozlasma Optimizasyonu algoritmasi kaba-
kodu (Pseudo-code of the Flower Pollination
Optimization algorithm) [38].

= 1. Adim (Kurulum). N ¢igegi (pargacigi)
¢Oziim uzayma rastgele dagit. Algoritma
parametre degerlerini ata ve hedef probleme
dair diizenlemeleri gergeklestir.

= 2. Adim: Cigeklerin konumlarina gére amag
fonksiyon degeri hesapla ve en iyi olam
belirle.

= 3. Adim: iteratif adimlar (her parcacik ve her
amag fonksiyon boyutu igin):

= 3.1. Adim (Kiiresel — Yerel Tozlasma).
Rastgele bir deger tiret. Eger tiretilen deger go
algoritma parametresinden digiik ise Levy
Uguslar1  tizerinden  kiiresel  tozlasma
gerceklestir. Aksi halde, [0, 1] araliginda
uniform dagilim ve yerel tozlagma yap.

= 3.2. Adim: Cigeklerin giincel konumlarina
gore amag fonksiyon degerini hesapla. En iyi
amac¢ fonksiyon degerinden daha iyisi
bulunmussa kiiresel en iyi degerleri giincelle.

= 4. Adim: Iteratif siirec sonunda optimum
¢Oziim, kiiresel en iyi konum ve deger(ler)dir.

Ilgili zeki optimizasyon algoritmalari, bir sonraki alt-
bolim altinda agiklanan hibrit sistem yaklasim
iizerinden DVM’yi egitmek (optimize etmek) adina
kullanilmustir. Bu baglamda dikkate alinan ¢6ziim siireci,
ilerleyen paragraflar altinda agiklanmistir.

2.4. Diyabet Teshisi icin Zeki Optimizasyon Tabanh
DVM Sistemi (Intelligent Optimization Based
SVM System for Diabetes Diagnosis)

Calisma kapsaminda olusturulan zeki optimizasyon-
DVM hibrit sistem yaklasimi, genel hatlartyla parametre
optimizasyonunun parcacik temelli algoritmalarla
gerceklestirilmesi siirecine dayanmaktadir (Sekil 1).

Zeki

Optimizasyon Diyabet Veri Seti

Destek Vektor
Makinesi

Gaussian (RBF)

Siireg Sonu

=

Egitilmig (Optimum)

iterasyon
Diyabet Veri Seti

Destek Vektor Makinesi

Sekil 1. Diyabet teshisi i¢in zeki optimizasyon tabanli DVM
sistemi (Intelligent optimization based SVM system
for diabetes diagnosis).
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N pargacigl, sigma (o) parametresi
temsilen ¢bziim uzayina dagit

Algoritma temel adimlarini
uygulayarak pargaciklan
konumlandir

Her parcacigin teshis dogruluk
degerlerine gore yerel ve kiiresel en
iyi parcaciklan tespit et

iterasyon
sonu mu?

Kiiresel en iyi parcacik
en iyi sigma (o)
parametre degeridir

Sekil 2. Gelistirilen sistemde egitim — optimizasyon siireci
(Training — optimization process in the developed
system).

Sekil 1’de gosterilen sistemde, hedef diyabet veri seti
kapsaminda alternatif optimize DVM’lerin bagarimlarin
Olemek i¢in asagidaki adimlar (Sekil 2), ayni pargacik
sayis1 ve egitim (optimizasyon) iterasyon sayisina tabi,
secili zeki optimizasyon algoritmalarina uygulanmustir:
=  Secilen zeki optimizasyon algoritmasmnin N
parcacigl, DVM’deki Gaussian-RBF kernel
fonksiyonunda ise kosulacak sigma (o)
parametresinin degerini tasima gorevindedir.
flgili parcaciklar bu amagla ¢bziim uzayina
konumlandirilmaktadir.

=  Anlagilacag: iizere, algoritmanin kendi spesifik
adimlar1 dogrultusunda yonlendirdigi
pargaciklarin konum degerleri degistikge, DVM
kernel fonksiyondaki sigma (o) parametresi
olarak kullanilarak teshis basarimi
Olciilebilecektir.

= Algoritma belirli bir iterasyon sayisina gore,
egitim verisi {izerinde c¢alistirilmakta ve her
iterasyonda, parcaciklarin sigma (o) parametresi
degerleri DVM’de kullanilmaktadir. Burada,
Esitlik 5 araciligiyla hesaplanan teshis dogruluk
degerlerine gdre en iyi parcaciklar [yani sigma ()
parametre degerleri] tespit edilmektedir.

dnt+dpt *
ynt+ ypt+dnt + dpt )

Esitlik 5’te, dnt dogru teshis edilen negatif
(diyabet olmayan) kisi sayisi, dpt dogru teshis
edilen pozitif (diyabet) kisi sayisi, ynt yanlis teshis
edilen negatif (diyabet olmayan) kisi sayis1 ve ypt
yanlis teshis edilen pozitif (diyabet) kisi sayisidir.

= Algoritmanin iteratif adimlar1 sonunda, elde
edilen optimum (kiiresel en iyi) parcacik degeri,
DVM’nin Gaussian-RBF kernel fonksiyonundaki
sigma (o) parametresi i¢in, diyabet teshisinde en
yiiksek bagarimi saglayan degerdir. Biitin bu
stireg, DVM’nin bir tiir egitimi (optimizasyonu)
anlamina gelmektedir.

3. BULGULAR (FINDINGS)

Bir 6nceki boliim altinda anlatilan hibrit sistem diizenegi,
caligmaya dahil edilen bes farkli zeki optimizasyon
algoritmasi lizerinden, hedef diyabet veri seti dikkate
almarak calistirilmigtir. Bu noktada, asagidaki kistaslar
da uygulamalarda dikkate alinmistir:

=  Her algoritmada pargacik sayisi N sirasiyla 50, 75
ve 100 olmak iizere, 5000 iterasyonda egitim
(optimizasyon) siirecinden gegirilerek, ii¢ farkli
pargacik sayisinin siireci nasil etkiledigine iliskin
bulgularin elde edilmesi saglanmustir.

= Daha o6nce de belirtigi iizere; toplamda 768
ornekten olusan diyabet veri setinin yarist (384
ornek) egitim i¢in (egitim veri seti) kullanilmistir.

= Her zeki optimizasyon algoritmasimin ilgili
parametrelerine, literatiirdeki kaynaklarda [44,
47, 49, 54, 56] gecen ve genel kabul goren,
varsayilan degerler verilmistir.

= se kosulan zeki optimizasyon-DVM
sistemlerinin tutarliligimi yeter diizeyde 6lgmek
adina, her farkli parcacik diizeni icin sistemler
30’ar kez calistirllmig ve elde edilen optimum
sigma (o) parametrelerinin ortalamasi dikkate

almarak, egitim i¢in ayrilan 384 Ornek
haricindeki, geriye kalan 384 6rnek (test veri seti)
kullanilarak, diyabet teshis siireci

degerlendirmesine gegilmistir.
Her hibrit sistem i¢in farkli pargacik sayilartyla ulasilan
ortalama sigma (o) parametresi ve basarim orani
degerleri Cizelge 7’°de verilmistir (En iyi bulgular koyu
olarak gosterilmistir).

Cizelge 7. Farkli hibrit sistemler ve pargacik diizenleri ile elde
edilen sigma (o) parametresi ortalamalar1 (Obtained
average value of sigma (o) parameter on different
hybrid systems and particle set-ups).

Sistem Parcacik Qrtalama Basarim
Sayist* sigma (6)* Oram*
PSO- 50 0,6584 %72,12
DVM 75 0,6550 %73,15
100 0,6482 %74,61
GA- 50 0,6604 %71,60
DVM 75 0,6590 %72,14
100 0,6472 %75,22
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50 0,5599 %87,74
Sk [ 0,5017 %93,49

100 0,4889 %94,42

50 0,6008 %81,77
SYed 75 0,5402 %89,31

100 0,5321 %90,59

50 0,5798 %85,39
|75 0,5330 %89,81

100 0,5204 %91,77
* Her sistem icin en iyi bulgular koyu olarak gosterilmistir

S6z konusu ortalama sigma (o) parametresi degerleri
kullanilarak, hedef diyabet veri setinin test veri seti kismi
tizerinden (384 6rnek), her bir sistemin elde ettigi (Bkz.
Esitlik 5) dogru teshis edilen negatif (dnt: diyabet
olmayan) kisi sayisi, dogru teshis edilen pozitif (dpt:
diyabet) kisi sayisi, yanlis teshis edilen negatif (ynt:
diyabet olmayan) kisi sayis1 ve yanlis teshis edilen pozitif
(ypt: diyabet) kisi sayis1 baglaminda basarim grafikleri
Sekil 3’te gosterilmistir.

Basarim: %74,74 %75,26
400
350
300
250
200
150
100
50
0

PSO-DVM GA-DVM GKA-DVM
mynt 33 33 8

ypt 64 62 14
Ednt 217 217 242
m dpt 70 72 120

%94,27

BYAO-DVM

%90,63 %91,67

mynt
ypt
mdnt

W dpt

CTO-DVM
16 15
20 17
234 235
114 117

Sekil 3. Farkl: hibrit sistemlerin diyabet teshisindeki basarimlari (Success of different hybrid systems on diabetes diagnosis).

Sekil 3’ten hareketle, her bir hibrit sistemin diyabet teshis
bagarimlarina iliskin su yorumlar1 yapmak miimkiindiir:

PSO-DVM sisteminde dogru tespit edilen birey
verileri negatif tespit i¢in 217, pozitif tespit igin
70 olmustur. Boylece, toplamda dogru tespit
sayist 287 olup, geriye kalan 97 birey verisinin
(ynt: 33 ve ypt: 64) diyabet yoniinden tespiti
yanlig yapilmistir. Genel anlamda sistem, negatif
diyabetleri kendi ig¢inde oransal anlamda daha
dogru tespit etmistir. Sistemin tespit durumu
sayisal olarak GA-DVM ile olduk¢a yakindir.
Sonug itibariyle ise PSO-DVM sisteminin genel
bagarim oran1 %74,74 bulunmustur.

GA-DVM sistemi, 217 adet dogru negatif tespit
ve 72 adet dogru pozitif tespit ile toplamda 289
dogru diyabet tespitinde bulunmustur. Yanlis
yapilan tespit sayisi ise toplamda 95 (ynt: 33 ve
ypt: 62) seklindedir. Sistemin kendi i¢lerinde
oransal anlamda negatif diyabetleri daha dogru
tespit ettigi goriilmekle birlikte, sayisal anlamdaki
deger, PSO-DVM ile aynidir. Sadece, pozitif
birey tespiti PSO-DVM sistemine gore 2 birey
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verisi daha fazladir (72). Genel bagarim orani ise
%75,26’dur.

GKA-DVM sistemindeki dogru tespit edilen birey
verisi sayist toplamda 362 olarak elde edilmistir
(dnt: 242 ve dpt: 120). Geriye kalan 22 adet birey
verisi ise yanlis tespit edilmistir (ynt: 33 ve ypt:
62). Oransal anlamda bu sistemde de negatif
diyabetleri tespit etme orami yiiksek olsa da,
pozitif tespit oraninda da, 6zellikle PSO-DVM ve
GA-DVM’ye gore ¢ok daha fazla artis
goriilmektedir. GKA-DVM sisteminin genel
basarim orani1 %94,27 dir.

BYAO-DVM sisteminde birey verileri i¢in dogru
tespit sayisi negatif olanlar i¢in (dnt) 234, pozitif
olanlar igin (dpt) 114 olarak elde edilmistir.
Geriye kalan 36 birey verisinin (ynt: 16 ve ypt:
20) diyabet yoniinden tespiti ise yanlis
yapilmistir. Oransal anlamda sistemin kendi
iclerinde negatif diyabet tespit orami diyabet
pozitif tespitinden yaklasik %8 daha iyidir.
Sistemin genel basarim orani %90,63tiir.
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=  (CTO-DVM sistemi i¢in elde edilen dogru tespit
sayist toplamda 352 bulunmustur (dnt: 235 ve
dpt: 117). Yanlig yapilan diyabet teshisi ise birey
verisi kapsaminda 32’dir (ynt: 15 ve ypt: 17).
Oransal anlamda bakildiginda ise sistemin kendi
iclerinde negatif diyabet tespit orani diyabet
pozitif tespitinden yaklastk %7 daha iyi
durumdadir. Genel basarim orani bu sistemde
%91,67dir.

=  Genel cercevede bakildiginda, PSO-DVM ile
GA-DVM sistemlerinin birbirine yakin oldugu
performanslara karsi, GKA-DVM, CTO-DVM ve
BYAO-DVM’nin %90’ iistiinde birbirine yakin,
uzak ara sayilacak noktalarda bir baska grup
halinde temsil edebilecegimiz bir performans
durumu goéze carpmaktadir.

Agciklamalar1  ve bulgulart  bir bitiin  halinde
inceledigimizde, tespit edilen ortalama sigma (o)
parametresi degerleri iizerinden, hedef diyabet veri seti
iizerinde en yliksek oranda tespit basarimini GKA-DVM
hibrit sistemi gostermis, bu sistemi sirasiyla CTO-DVM,
BYAO-DVM, GA-DVM ve PSO-DVM sirasi izlemistir.
Dolayistyla secilen zeki optimizasyon algoritmalarinin
her birinin diyabet veri seti baglaminda DVM egitimi
(optimizasyonu) etkinliginin de bu sirada oldugu
bulgusuna ulasabiliriz. Genel hatlariyla bakildiginda ise,
her sistemin, kabul edilebilir diizeylerde diyabet teshisi
performansina sahip oldugunu ifade etmek de yanlis bir
tespit olmayacaktir.

6. SONUC VE TARTISMA (CONCLUSION and
DISCUSSION)

Medikal teshis, Yapay Zeka’'nin yogun bir sekilde
uygulandigt problem kapsamlarindan birisidir. Bu
dogrultuda kurulan zeki sistemler, ozellikle saglik
alanindaki karar destek siiregleri i¢in kritik 6nem arz
etmektedir. Bu c¢alismada, s6z konusu problem
kapsaminda diyabet teshisine odaklanilmis ve bu amagla,
zeki optimizasyon tabanli Destek Vektér Makineleri
(DVM) yaklasimina dayali bir siire¢ izlenmistir. Non-
lineer yapidaki, Gaussian-RBF kernel fonksiyonu
kullanan ve zeki optimizasyon algoritmalariyla egitilen
(optimize edilen) DVM sistemleri Pima Yerlileri veri seti

tizerinde uygulanmis ve elde edilen bulgular
degerlendirilmistir. Bu noktada, zeki optimizasyon
algoritmalariin roli, Gaussian-RBF kernel

fonksiyonunun sigma (o) parametresini optimize etmek
olmustur.

Calismada zeki optimizasyon kapsaminda segilen iki
temel ve ii¢ gilincel algoritmanin [Pargacik Siiri
Optimizasyonu (PSO), Genetik Algoritma (GA), Guguk
Kusu Aramasi (GKA), Bakteriyel Yiyecek Arama
Optimizasyonu (BYAO) ve Cicek Tozlasma
Optimizasyonu (CTO)] diyabet teshisi dogrultusunda
performanslar1 dikkate alindiginda; genel olarak biitiin
algoritmalarin diyabet teshisinde istendik diizeylerde
basarim gosterdigi, spesifik olarak bakildiginda ise,
GKA ile desteklenmis DVM’nin (hibrit sistemin) diger

algoritmalarla kurulmus hibrit sistemlere goére daha iyi
basarim gosterdigi goriilmiistiir (Bu algoritmayi sirasiyla
CTO, BYAO, GA ve PSO takip etmistir). Ise kosulan
DVM, ortaya koydugu basarili sonuglar nedeniyle, farkli
gercek diinya problemleri igin siklikla kullanilagelen bir
teknik konumundadir. Bu caligmada ulasilan sonuglar,
gerek DVM’nin, gerekse bu teknik ile kurulabilecek
hibrit sistemlerin teshis ve hatta medikal teshis yonelimli
problemlere dair potansiyelini kanitlamigtir. Yine
ulasilan sonuglar, Yapay Zekd’nin potansiyelini de
ortaya koymaktadir.

Elde edilen sonuglar, farkli gelecek c¢alismalarin
diisliniilmesine de yol agmistir. Buna gore, ayni problem
— sistem diizeninde farkli zeki optimizasyon
algoritmalarmin performanslart da degerlendirilecek,
DVM’nin farkli kernel fonksiyonlarla uygulamalar1 ve
yine kernel fonksiyonlardaki farkli parametrelerin
optimizasyonuna yonelik alternatif ¢aligmalar yerine
getirilecektir. Yine ilgili zeki optimizasyon tabanli DVM
yaklagiminin farkli ger¢ek diinya problemlerine yonelik
uygulamalar da gelecek ¢alismalar kapsamindadir.
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