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Oz

Bu calismada Borsa Istanbul’da 2000-2019 déneminde kesintisiz is-
lem goren 88 sirketin, finansal tablolarinda sahtekarlik yapip yapmadiklarim
bir y1l oncesinden tahmin etmek i¢in etkili bir model olusturulmasi amag-
lanmistir. Bu amagla makine 6grenmesi yontemlerinden Yapay Sinir Aglar
(ANN), Smiflandirma ve Regresyon Agaglari (CART), Destek Vektor Maki-
nesi (SVM) ile Lojistik Regresyon (LR) kullanilarak mali tablo dolandiriciligi
tahmin edilmistir. Analiz sonucunda ANN (%96,15), CART (%96,15), SVM
(%80,77) ve LR (80,77) test 6rnegi genel tahmin dogrulugu elde edilmistir.
ANN ve CART yontemleri test drneginde mali tablolarinda sahtekarlik yap-
mis 13 sirketin tamamini (%100.00) dogru simiflandirmistir. Bu sonu¢ mali
tablo sahtekarligi tahmin ¢alismalarinda kullanilan yontemlere, bu ¢alismada
elde edilen tiim modellerin dahil edilebilecegini gdstermektedir.
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Predicting Financial Statement Frauds Using Machine Learning
Methods and Logistic Regression: The Case of Borsa Istanbul

Abstract

This study aims to create an effective model to predict one year before
whether 88 firms, continuously traded at Borsa Istanbul between 2000-
2019, commit fraud in their financial statements. For this purpose, financial
statement fraud was predicted by using Artificial Neural Networks (ANN),
Classification and Regression Trees (CART) and Support Vector Machine
(SVM) and Logistic Regression (LR) methods among machine learning
methods. As a result, the overall prediction accuracy of ANN (96.15%), CART
(96.15%), SVM (80.77%) and LR (80.77%) test samples were obtained. ANN
and CART classified correctly in test samples all 13 firms that fraudulent in
their financial statements. This shows that all methods used in this study, can
be used in studies to predict financial statement fraud.

Keywords: Financial Statement Fraud, Machine Learning Methods,
Logistic Regression, Borsa Istanbul
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1. Giris

Sirketler, zorlayici rekabet ortami ve kiiresel ekonominin belirsizlikleri
arasinda artan bir sekilde zorluklarla ve risk yonetimi sorunlart ile karg1 kar-
stya kalmaktadir. Siirekli biiyiime ve zorluklarin Gistesinden gelme siirecinde
sirketler, yasalara ve kiiresel degisimlere uyum saglamak durumundadirlar.
Piyasada rekabetin getirdigi is zorluklar1 ve ayakta kalma cabalari sirket yo-
neticilerinin gsirkete ait finansal tablolarda hile yapma konusundaki ¢abalari-
n1 arttirmaktadir. Finansal tablolar, bir sirketin finansal durumunu yansitan
temel belgelerdir. Finansal tablolar, yatirnm yapan kamunun, alacaklilarin,
paydaslarin ve diger muhasebe bilgi kullanicilarinin karar vermeleri i¢in te-
mel dayanaktir. Son dénemde finansal tablo hileleri iizerine yapilan akademik
caligmalarin yogunlugunun literatiirde genis kapsamli yer bulmasinin altinda
finansal tablolarin gergegi ne kadar yansittigi konusu yatmaktadir (Kiigiikko-
caoglu & Kiigliksozen, 2005: 161-163).

Genel olarak kabul edilmis bir finansal dolandiricilik tanimi olmasa da
finansal dolandiricilik “yetkisiz sekilde finansal fayda elde etme amach ya-
saya, yonetime veya politikaya aykir1 kasitli hareket” olarak tanimlanabilir
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(Ngai vd., 2011: 559). Yiiksek itibara sahip sirketlerin ¢okiisleri sonucunda
kurumsal yonetimin etkinligi, finansal raporlarin kalitesi ve denetim fonksi-
yonlarinin giivenilirligi konusunda finansal bilgi kullanicilarinda soru isaret-
leri olugmustur (Chintalapati & G.Jyotsna, 2013: 717). Finansal tablolardaki
olagandisi isaretler genellikle finansal dolandiricilik olmadan 6nce ortaya ¢ik-
maktadir (Chen, 2016: 14). Mali tablo dolandiriciliginin varligi bunun ortaya
¢ikmasindan onceki birkag ¢eyrek donemden bir yila kadar mali tablolarda
bulunabilir. Finansal tablo dolandiriciliginin 6nlenmesi ve yatirimcilarin al-
datilmasinin engellenmesi mali tablo sahtekarligi olduktan sonra suglularin
cezalandirilmasini saglamaktan daha iyi ve daha diisiik maliyete sahiptir. Bu
nedenle, etkili bir mali tablo dolandiricilik tespit modeli olusturmak oldukca
onemlidir (Chen, 2016: 15).

Geleneksel olarak, denetciler mali tablo dolandiriciligini tespit et-
mekten sorumludur. Denetim i¢in harcanan zamanin ve ¢abanin artmasina
ragmen, tespit edilen dolandiriciliklarin sayist ve tespit orani bilyiik Olciide
azalmistir (Tangod & Kulkarni, 2015: 549-550). Sahtekarlik yapilmis mali
tablolarin tespitinde olusabilecek bir basarisizlik, denetim mesleginin giiveni-
lirligine ciddi sekilde zarar verebilir. Veri madenciligi gibi yeni teknikler ileri
siniflandirma ve tahmin kabiliyetine sahip bulunmakta ve dolandiricilik tespit
gorevini basariyla yerine getirmede denetcilerin roliinii kolaylastirmak igin
kullanilabilmektedir (Omidi vd., 2019: 4). Bdoyle bir modele duyulan ihtiyag
sonucunda finansal tablo hilelerinin tespit edilmesi ile birlikte 6nlenmesi ¢ok
onemlidir (Tangod & Kulkarni, 2015: 554).

Bu ¢alismada Tangod ve Kulkarni (2015) caligmas: takip edilerek mali
tablo dolandiriciliginin tahmin edilmesi ve tespiti i¢in veri madenciligi yon-
temleri kullanilmaktadir. Calisma, Jan (2018) calismas takip edilerek yati-
rimcilara, denetgilere ve finansal piyasadaki tiim paydaslara verilen zararla-
1 azaltmak amaciyla, mali tablo dolandiriciliginin erken donem isaretlerine
dikkat ¢ekerek isletmelerin mali tablo hilelerini tespit etmek ve 6nleyebilmek
i¢in Ustlin bir model olusturmay1 amaglamaktadir. 2000-2019 yillar1 arasinda-
ki SPK haftalik biiltenlerinden tek tek SPK denetimleri sonucu finansal tab-
lo dolandiricilifn yaptigi tespit edilen 6rnekler alinmistir. Calismada Borsa
Istanbul’da islem gormiis mali tablo hileleri yapan- mali tablo hileleri yap-
mayan sirketlere ait yayimlanmis mali veriler ve nitel veri kullanilarak sirket
yoneticilerinin mali tablo hilelerini tahmin etmede ii¢ makine 6grenmesi yon-
temi ve bir istatistiksel yontem olan Lojistik Regresyonun tahmin performan-
s1, yontemlerin ve modellerin ayirt edici 6zellikleri altinda karsilagtirilmistir.
Aragtirma bulgular ile yatirnmcilar, hissedarlar, muhasebeciler, sirket yoneti-
cileri, kredi derecelendirme kuruluslari, denetgiler, menkul kiymet analistleri,
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finansal piyasa kurumlari yonetici ve danismanlari, mali diizenleyici otoriteler
ve ilgili akademik uzmanlar i¢in fayda saglamasi beklenmektedir. ilgili taraf-
larin iginde 6zellikle denetgiler bu bulgular sayesinde daha etkili kanitlar top-
layabilecek ve denetim plani gergeklestirebileceklerdir. Diger taraftan denet-
ciler, kullandiklar1 yazilima bu ¢aligmada 6ne ¢ikan degiskenleri ve sonuglari
ekleyerek sirketlerin finansal tablolarii analiz edebilecek ve kirmizi bayrak
olarak belirtilen risk faktorlerini belirleyebileceklerdir. Calismanin ikinci bo-
limiinde mali tablo dolandiricilig, tiglincli bolimiinde literatlir incelemesi,
dordiincii boliimde yontem ve veri, besinci boliimde sonug yer almaktadir.

2. Mali Tablo Dolandiriciligi

Mali tablo dolandiricilig, yatirimcilari ve alacaklilart aldatmak amaciy-
la bir sirketin hesap defterlerinde yonetim tarafindan maddi gergeklerin kas-
ten yanlig beyan edilmesidir. Sirket yoneticileri tarafindan gerceklestirilen bu
yasa dis1 eylemler, yatirimcilarin giivenini 6nemli 6l¢iide azalttigindan diinya
genelinde ekonomi {iizerinde ciddi bir etkiye sahiptir. (Tangod & Kulkarni,
2015: 549). Mali tablo dolandiriciligi nedeniyle, sirketlerin gercek finansal
durumlarinin ve faaliyet sonuglarinin dogru bir sekilde sunulmamasi, hem bu
sirketlerin menkul kiymetlerine yatirim yapan yatirimcilarin zarar etmelerine
ve sisteme olan giivenlerinin azalmasia hem de yatirimcilarin yanls yatirim
kararlar1 nedeniyle kaynaklarin verimsiz alanlara tahsis edilmesine sebep ol-
maktadir (Kiigiikkocaoglu & Kiigiiks6zen, 2005: 161-163).

Bir isletmede hileler, ¢alisanlar ve yoneticiler tarafindan yapilan sek-
linde ikiye ayrilmaktadir. Isletme y&neticileri tarafindan yapilan hilelerin en
onemlisi, mali tablo hileleridir. Mali tablo dolandiriciligi, isletme yoneticile-
rinin yatirimcilar ve kredi kuruluslar1 basta olmak iizere finansal tablo kulla-
nicilarimi aldatmak ve yanlis yonlendirmek amaciyla kasith olarak hileli fi-
nansal tablo hazirlamasidir (Terzi, 2012: 52-53). Mali tablo dolandiriciliginin
amaglari; pay senedi fiyatinin degistirilmesi, bor¢ sdzlesmelerindeki sartlarin
uygun hale getirilmesi, halka agilirken ya da sermaye artirim1 yaparken elde
edilecek fon tutarini artirmak, politik ve hukuki risklerden kacinmak, piya-
saya olumlu sinyal gondermek, tesvik ve vergi avantaji saglamak seklinde
sayilabilir. Mali tablo dolandiriciliginin sonuglari ise ekonomide kaynaklarin
en verimli alanlara tahsisinin ger¢eklesmemesi, pay senedi fiyatlarinda deger
diistikligii, borglanma maliyetlerinin artisi, yatirnmeilarin zarar etmesi sonu-
cu piyasalara giiven duyulmamasi, bagimsiz denetim kuruluslarinin denetim
isinden cekilmeleri, miisterilerini kaybetmeleri ya da yiiksek tutarlarda taz-
minata muhatap olmalart olarak sayilabilir (Kiigiikkocaoglu & Kiigliksozen,
2005: 163-164).
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En iyi bilinen mali tablo dolandiriciligi ABD’de Enron’un iflas davasi-
dir. Enron davasi, yatirimcilarin finansal tablolara duyulan giiveni kaybetme-
lerine ve sirketlerin bagimsiz yoneticilerin baskanlik ettigi denetim komitele-
rini olusturmalarint zorunlu kilan Sarbanes-Oxley Yasasi’nin (1992) kurul-
masini sagladi. Enron davasi muhasebe standartlarinin reformu ve diizenleyici
mekanizmalarin yeniden ele alinmasi ile sonuglanmistir (Chen, 2016: 14-15).
ABD Kongresi, 2002’deki Sarbanes-Oxley Yasasi ile finansal tablo hilelerini
onlemek amaciyla yonetim ve denetgilere daha fazla sorumluluk yiiklemeyi
amaglamistir. Sarbanes-Oxley Yasasi, diizenleyici gozetim, kurumsal yone-
timin giiclendirilmesi ve denetcilerin bagimsizligini icermektedir (Jan, 2018:
1-2). Giiniimiizde, SAS 82 gibi standartlar muhasebe ve denetim uzmanlari
tarafindan denetgilerin finansal verilerdeki énemli yanlishklar tespit etme-
deki performansini arttirmak amaciyla gelistirilmistir (Omidi vd., 2019: 1).
Bagimsiz denetgi tarafindan olumlu goriise sahip mali tablolarin Tiirkiye Mu-
hasebe Standartlarina uygun olarak tiim 6nemli yonleri bakimindan gergege
uygun bi¢gimde sunuldugu belirtilmektedir. Ancak, olumlu denet¢i goriisiine
sahip olan finansal tablolar iizerinde hilelerin yapilmas1 muhtemeldir (Findik
& Oztiirk, 2016: 484).

Sertifikali Dolandiricilik Miifettisleri Birliginin (ACFE, Association
of Certified Fraud Examiners) 2018 yili raporuna gore finansal dolandirici-
lik tiirlerinden en yaygin olani “varliklarin kotiiye kullanilmasi” olup bunlar
calismada meydana gelen olaylarin % 89’unu olusturmakta ve en diisiik ma-
liyetli dolandiricilik tiirii olarak ortalama 114.000 ABD Dolar1 zarara neden
olmustur. “Haksiz edinim” ¢alismadaki vakalarin % 38’ini olusturmakta ve
magdur kuruluslara ortalama 250.000 ABD Dolarlik bir zarar vermistir. En az
yaygin olan ancak en fazla zarara neden olan dolandiricilik bigimi olan “mali
tablo sahtekarliklar1” dolandiricilik olaylar icerisinde % 10 pay almakta ve
ortalama olarak 800.000 ABD Dolar1 zarara neden olmaktadir. Tablo 1’de
finansal dolandiricilik tiirlerinin gergeklesme orani ve ortalama zarar miktari
bilgisi verilmistir.

Tablo 1. Finansal Dolandiricilik Tiirlerinin Gerceklesme orani ve Ortalama
Zarar Miktar1 (2018 Yili Raporu)

Hile Tiirleri Gergeklesme Yiizdesi % Ortalama Zarar
Varliklarmn kétiiye kullanimi %89 114.000 USD
Haks1z edinim %38 250.000 USD
Mali tablo sahtekarliklari %10 800.000 USD

Kaynak: Https://www.acfe.com/report-to-the-nations/2018/Erisim Tarihi: 21.08.2019 (2018 Report to the Nations)
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3. Literatiir incelemesi

Son yillarda, bazi uzmanlar ve arastirmacilar tespit hatalarini azaltmak
icin veri madenciligi kullanmislardir. Veri madenciligi teknikleri, bu arastir-
manin hedefi olan siniflandirma ve tahmin etmeyi yliksek oranda gergekles-
tirmek i¢in uygundur. Genis miktarda veriyi isleyebilen makine 6grenimi ve
veri madenciligi yliksek dogruluk oranlari ile tahmin ve siiflandirma sonug-
lar1 verebilmektedir. Yapay Sinir Aglar1 (ANN), Karar Agaclar1 (DT), Destek
Vektor Makineleri (SVM) ve Bayesian Inang Aglar1 (BBN) muhasebe dolan-
dirtciliginin tespitinde yaygin sekilde kullanilan araglardir (Jan, 2018: 3).

Beneish (1997) calismasinda asir1 yiiksek finansal performans gosteren
sirketlerin mali tablo hileleri yapip yapmadigini tespit etmek icin bir model
Onermis ve onerdigi modeli diger arastirmacilarin modelleri ile karsilastirmis-
tir. Calismada asir1 getiri elde edip etmeme yoniinden mali tablo hilesi yapan
sirketleri mali tablo hilesi yapmayan sirketlerle karsilagtirmistir. Calismada
onerilen modelin mali tablo hilelerini zamaninda tespit ettigini ve yiiksek
kar agiklayan sirketlerin finansal tablolarinda hile yapip yapmadiklarini de-
gerlendirmek icin kullanilabilecegi belirtilmistir. Asir1 performans gosteren
firmalar1 tespit etmek i¢in yontem arayan arastirmacilarin, degistirilmis Jones
modelini gecikmis toplam tahakkuklarla ve ge¢mis fiyat performansinin bir
Olciisii ile birlikte degerlendirmesi gerektigini belirtmistir.

Kiiciikkocaoglu ve Kiigiiksozen (2005) ¢aligmalarinda pay senetle-
ri Borsa Istanbul’da (BIST) islem goren imalat sanayi sirketlerinin gercege
aykir1 finansal tablolarmi tespit edebilecek bir model gelistirmeyi amagla-
muslardir. Sermaye Piyasas1 Kurulu tarafindan 1993-2002 yillar arasinda en
fazla mali tablo dolandiriciliginin 2001 yilinda gézlemlendigi tespit edilmis-
tir. 2001 yilinda finansal tablolarinda gergege aykiri finansal bilgi bulunan ve
Sermaye Piyasas1 Kurulu tarafindan finansal tablolarinda diizeltme yaptirilan
23 sirketi finansal tablo hileleri yapan sirket olarak belirlemislerdir. Mali tablo
sahtekarliklar yaptigina dair bulguya rastlanmayan 99 sirket de kontrol sirketi
olarak segmislerdir. Cok degiskenli lojistik regresyon modelinin kullanildig
bu ¢alismada 12 adet finansal degisken potansiyel tahminci olarak belirlemis-
lerdir. Analiz sonucuna goére mali tablo dolandiriciligi yapan sirketleri mali
tablo dolandiriciligr yapmayan sirketlerden ayiran en 6nemli degiskenlerin
“net karin toplam aktife oran1” ve “toplam finansman giderlerinin toplam faa-
liyet giderlerine oran1” oldugu bulgusuna ulasmiglardir.

Kirkos vd. (2007) caligsmalarinda veri madenciligi siniflandirma yon-
temlerinden Karar Agaclar1 (ID3 Algoritmasi), Yapay Sinir Aglari, Bayesan
Inan¢ Aglarinin mali tablo dolandiricilig: tespitindeki performansi ve bu per-
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formansin elde edilmesinde 6nemli finansal faktdrleri belirlemeyi amaglamig-
lardir. Girdi verileri 76 Yunan imalat sirketinden elde edilen finansal tablolar-
dan (bilango ve gelir tablolari) olugsmaktadir. 27 finansal oran belirlenmis ve
boyutu azaltmak amaciyla, iki sinif arasindaki farkin her degisken i¢in anlamli
olup olmadigin1 test etmek igcin ANOVA kullanilmistir. Performans agisin-
dan, 10 katli ¢apraz dogrulama ydntemi kullanilan analizlerde Bayesian Inang
Ag1 modeli, test 6rneginin % 90,30’ unu dogru sekilde siniflandirma ile en iyi
performansi gostermistir. Yapay Sinir Ag1 modeli %80,00 ve Karar Agaci
modeli dogruluk orani ise %73,60 olarak bulunmustur.

Kotsiantis vd. (2007) calismalarinda finansal tablo hileleri yapan fir-
malar tespit etmek icin 2001-2002 yilsonu mali tablolart ile Atina Menkul
Krymetler Borsasi (ASE) imalat sanayinde listelenen 41 finansal tablo hileleri
yapan firma, 123 finansal tablo sahtekarlig1 yapmayan firma olmak iizere top-
lam 164 Yunan firmasinin veri seti elde edilerek makine 6grenme algoritma-
lar1 kullanilmistir. Caligmada algoritmalar: birlestiren hibrit bir karar destek
sistemi uygulamislardir. Analiz sonuglar1 en iyi siniflandiricidan en diisiige
dogru sirasiyla; C4.5 (%91,20), Ripper algoritmasi (%86.80), kNN (%79,70),
Sirali Minimal Optimizasyon (%78,66), Lojistik Regresyon (%75,30), Bayes
(%74,10), ANN (%73,40) dogru sekilde siniflandirmistir. Calismada az sa-
yida finansal oran kullanilarak yiiksek diizeyde siniflandirma dogrulugu elde
edildigini belirtmiglerdir. Performans agisindan onerilen hibrit karar destek
sisteminin incelenen basit ve topluluk yontemlerinden daha iyi performans
sagladig bildirilmistir.

Gaganis (2009) ¢alismasinda sahtekarlik yapilmig finansal tablolarin
tespiti Lojistik Regresyon Analizi, Diskriminant Analizi, Yapay Sinir Aglari,
Olasiliksal Sinir Aglari, En Yakin Komsgular, UTADIS ve MHDIS kullanarak
10 alternatif siniflandirma modeli gelistirmistir. Modeller finansal ve finansal
olmayan veriler kullanilarak yarisi olumlu denetim goriisii almis Yunan fir-
malarindan 398 mali tablo &rnegi kullanmustir. {1k olarak 2001 ve 2004 ara-
sinda mali tablo hilelerinin yapildigi belirlenen 199 firma hakkinda bilgi elde
edilmistir. 199 mali tablo hileleri yapan sirketten her biri, ayni sektérden ve
yaklasik olarak esit biiyiikliikteki mali tablo hileleri yapmayan sirketlerden
yillara gore rastgele eslestirilmistir. Analizlerde dncelikle sadece finansal ve-
riler kullanilmistir. Dogrulama 6rnegindeki ortalama siniflandirma dogruluk
orani %76,83 ile %87,20 arasindadir. Finansal olmayan degiskenler eklenerek
analiz yapildiginda, ortalama siiflandirma dogrulugu %84,15 ve %90,24 ola-
rak bulunmustur.
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Sen ve Terzi (2012) calismalarinda Borsa Istanbul finans sektoriinde
islem goren 113 finansal hizmet sirketinin finansal tablo sahtekarligi yapip
yapmadigini belirlemek amaciyla ANN ve Karar Agaci yontemlerini kullan-
miglardir. 2009-2010 donemine ait sirketlerin bilangolarindan ve gelir tab-
lolarindan elde edilen veriler 12’sinin finansal tablo hileleri yapmis oldugu-
na yonelik belirtiler igermekte, kalan 101 sirket i¢in denetgilerin goriislerini
kullanarak finansal tablolarinda hile yapmamis olarak belirlemiglerdir. ANN
analizi siniflandirma sonucu test seti i¢in %90,00 ve Karar agacinin dogru si-
niflandirmadaki basar1 orant %89,40 olarak gergeklesmistir. Caligmada kulla-
nilan 18 oranin 7’sinin hile yapilmis finansal tablolarin belirlenmesinde iyi bir
gosterge oldugu sonucuna ulasilmistir. Bu oranlar, “aktif karliligi1”, “finansal
kaldirag oram1”, “nakit oran1”, “nakit ve esdegerinin toplam varliklara orani1”
ve “0z kaynak karlilig1” ve “6z kaynagin toplam varliklara oran1” olarak be-
lirlenmistir.

Tangod ve Kulkarni (2015) ¢alismalarinda finansal tablo sahtekarligi
yapan firmalart makine 6grenme teknikleri kullanarak tahmin etmeyi amacg-
lamislardir. Bunun icin sirketlerin finansal tablolarindan olusan veri seti elde
edilerek Olasiliksal sinir ag1, K-Means Kiimeleme Algoritmasi ve Cok Sevi-
yeli Ileri Besleme Ag1 (MLFF) adli ii¢ veri madenciligi yontemi kullanarak
modellerin performansini karsilastirmiglardir. Analiz sonuglarina gore az sa-
yida finansal oranin siiflandirma sonuglarini biiyiik 6l¢iide belirledigi bulun-
mustur. Calisma bulgularina gore “Olasiliksal sinir ag1”, her iki algoritma ile
karsilastirildiginda en yiiksek dogrulugu saglamistir. Sonug olarak “denetgi

G

devir hiz1”, “toplam istege bagli tahakkuklar”, “4 biiyiik denet¢i tarafindan
denetlenip denetlenmedigi”, “analist tahminleri” ve “beklenmeyen c¢alisan
iiretkenligi” gibi bazi degiskenlerin 6nemli tahmin edici olarak belirlendigini

bildirmislerdir.

Chen (2016) ¢alismasinda 2002-2013 doneminde 44 hileli finansal tab-
lo sunan sirketi belirlemistir. Finansal tablo sahtekarlig1 yapmis 44 sirket ve
finansal tablo sahtekarligi yapmamis 132 sirket dahil olmak {izere toplam 176
sirket secilmistir. Analizin ilk asamasinda, siniflandirma ve regresyon agag-
lar1 (CART) ve Chi kare otomatik etkilesim dedektorii (CHAID) olmak {izere
iki karar agaci algoritmasi siniflandirma ve tahminde 6nemli degiskenlerin
seciminde kullamlmustir. Tkinci asama, hile yapilmis finansal tablolar1 sap-
tamak i¢cin CART, CHAID, Bayesian inang agi (BBN), Destek Vektor Ma-
kinesi ve Yapay Sinir Ag1 modelleri olusturulmustur. Elde edilen sonuglara
gore, CHAID-CART modelinin genel tespit performansi %87,97 (mali tablo
sahtekarligi yapan sirketi tespit dogrulugu %92,69’dir) bir dogrulukla en etki-
li model olarak bulunmustur.
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Jan (2018) ¢alismasinda, 2004-2014 déneminde Tayvan Menkul Kiy-
metler Borsasinda mali tablo sahtekarligi yaptigi tespit edilen 40 sirket ve
120 mali tablo sahtekarlig1 yapmayan sirket olmak lizere toplam 160 sirketten
olusan 6rnek kullanmigstir. Mali tablo sahtekarligi yapmis bir sirketi ayni yil
ve ayni sektordeki finansal tablo sahtekarligi yapmamis {i¢ normal sirketle
eslestirilmistir. Calismada ilk asamada, dnemli degiskenleri belirlemek igin
ANN ve SVM kullanmustir. Ikinci asamada, siniflandirma icin dort tip ka-
rar agaci “siiflandirma ve regresyon agaci (CART)”, “ki-kare otomatik et-
kilesim dedektorii (CHAID)”, “C5.0” ve “(QUEST)” yontemleri ile modeller
olusturmustur. Ampirik bulgular, ANN kullanilarak degisken se¢imi sonucu
elde edilen az sayida degiskenle yiiriitiilen CART analizinin finansal tablo
hileleri tespitinde %90,83 dogrulukla en iyi genel siniflandirma sonuglarini
verdigini gostermektedir. ANN + CART modelinin finansal tablo hilelerinin
tespiti ve tahmininde en yiiksek smiflandirma dogruluguna (%90,21) sahip
oldugu bildirilmistir.

Omidi vd. (2019) ¢alismalarinda kullanilan veri seti, Cin borsasinda lis-
telenen 2659 sirketten elde edilmistir. Bu ¢alisma, ¢cok yonlii olarak denetimli
o6grenme yontemlerinden ¢ok katmanli ileri beslemeli sinir agi (MFFNN), ola-
siliksal sinir ag1 (PNN), SVM, cok terimli log-lineer model (MLM) ve disk-
riminant analizinin (DA) finansal tablo hileleri tespit performansini incele-
mislerdir. Ampirik sonuglar, MFFNN’nin, finansal tablolarda sunulan gergege
aykir1 verilerin tespitinde en iyi siniflandirma sonuglarini verdigini gosterdigi
belirtilmistir.

Yukarida belirtilen ¢alismalardan bazilart (Kiigiikkocaoglu ve Kiigiik-
s6zen (2005), Chen (2016)) finansal tablo dolandiriciligini tespit etmek igin
yeni bir yonteme ait model sunmaya odaklanmigtir. Baz1 ¢aligmalar (Kiiglik-
kocaoglu ve Kiigiiksdzen (2005), Kirkos vd. (2007), Gaganis (2009)) hileli fi-
nansal tablo tespit ¢aligmasi i¢in yalnizca mali tablolardan elde edilen finansal
oran degiskenlerini kullanmiglardir. Bazi galismalarda (Kirkos vd. (2007))
sadece 10 katli ¢capraz dogrulama yontemi kullanilmistir. Bu ¢alismay lite-
ratiirdeki diger ¢alismalardan ayiran yonleri; 1) 2000-2019 yillar1 arasindaki
SPK haftalik biiltenlerinden tek tek SPK denetimleri sonucu finansal tablo
dolandiricilig1 yaptig1 tespit edilen drnekler alinmistir. ii) ilgili 6rneklere ait
ve bu sirketlerle ayn1 yil, ayn1 sektdrde olan ancak finansal tablo sahtekarligi
yapmamis ayni sayida ornek belirlenmistir. iii) Finansal tablo sahtekarligi
yapmis 44 ve Finansal tablo sahtekarligi yapmamis 44 isletmeye ait finansal
tablo dolandiricilig1 yilindan bir yil 6ncesi finansal tablolardan elde edilen
finansal oranlar, sirket haber duyurulari, dipnotlar, yatirim danigsmanlik sir-
ketleri internet sayfalari ve gazetelerden elde edilen nicel degiskenler ve nitel
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degisken bu ¢alismada kullanilmistir. iv) Makine 6grenmesi yontemlerinde
daha hassas bir tahmin sonucu elde etmek i¢in dogrulama ydntemi olarak veri
seti oncelikle %70 egitim ve %30 test 6rnegi olarak ikiye ayrilmistir. Tiim veri
setinin %70’ini olusturan egitim 6rnegi lizerinde 10 katli ¢apraz dogrulama
yontemi kullanilmis ve elde edilen modeli test etmek i¢in algoritmanin egitim
esnasinda daha once hi¢ gérmedigi tiim veri setinin %30 unu olusturan test
ornegi kullanilmistir. v) Caligma finansal tablo dolandiriciliginin tespit edil-
digi yildan bir yil 6nceki yilsonu finansal tablolardan elde edilen verilerle yii-
ritiilmistiir. Dolayist ile ¢aligmada finansal tablo dolandiriciliginin varligina
yonelik bir tespit diginda bir yil 6ncesinden finansal tablo hilesi olup olmadigi
tahmin edilmistir.

4. Yontem ve Veri

Gilinlimiizde sayilar1 hizla artan arastirmacilar, finansal tablo hilelerini
tespit etmek i¢in veri madenciligi yontemlerini uygulamislardir. Finansal tablo
hilelerini tespit ve tahmin ¢aligmalarinda finansal degiskenler genellikle normal
dagilim gibi istatistiksel kosullara uymamaktadir. Bu nedenle, verilerin istatis-
tiksel varsayim gerektirmeyen makine 6grenme yontemi ortaya ¢ikmis ve aras-
tirmacilar tarafindan siniflandirict olarak kullanilmaktadir. Ampirik sonuglar,
makine 0grenme yonteminin olumlu bir siniflandirma etkisine sahip oldugunu
gostermektedir (Chen, 2016: 3-4). Albashrawi (2016) calismasinda finansal
tablo sahtekarliginin tahmin ve tespit edilmesine yonelik olarak yapilan calis-
malarda en ¢ok kullanilan yontemlerden az kullanima gore sirasiyla “Lojistik
Regresyon”, Yapay Sinir Aglar1”, “Karar Agaclar1”, “Diskriminant Analizi”,
“Bayesian Inang Ag1”, “Destek Vektor Makinesi” ve “En Yakin K Komsu”
oldugu gorilmiistiir. Bu nedenle bu ¢alismada finansal tablo sahtekarliginin
tahmin edilmesinde Yapay Sinir Aglart (ANN, Artificial Neural Networks),
Siniflandirma ve Regresyon Agaclar1 (CART, Classification and Regression
Trees), Destek Vektor Makinesi (SVM, Support Vector Machine) ve Lojistik
Regresyon (LR, Logistic Regression) yontemleri kullanilmistir.

4.1. Veri Seti ve Arastirmanin Kisitlari

Mali tablo sahtekarliklarinin tespit edilmesi ve dnlenmesine yonelik
kesin sonug veren yontem bulunmamaktadir. Bunun nedeni hile ve usulsiiz
gibi goriinen islemlerin kesin bir bigimde hileli oldugunun sdylenememesi-
dir. Bunun i¢in hile denetiminde her islem siipheli goriiliir (Terzi, 2012: 53).
Finansal sektoriin mali tablolar1 diger sektorlerle karsilastirilabilir degildir ve
finansal oranlar1 genel sektorlerinkinden farklidir. Bu nedenle literatiirde bir-
¢ok calismada finansal sektor calismaya dahil edilmemistir. Zaman, endiistri
ve sirket biiyiikliigii gibi pek cok dis ¢evresel faktorii kontrol etmek i¢in es-
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lestirme yontemi benimsenebilir (Chen, 2016: 9). Jan (2018) calismasinda da
zaman dilimleri, endiistriler ve firma biiytkliikleri gibi dis ¢evre faktorlerini
kontrol etmek i¢in 6rnekleme dahil olan sirketleri karsilastirmak i¢in eslestir-
me yontemi kullanilmastir.

Arastirma ile ilgili veriler Varict ve Er (2013) calismasi takip edilerek
BIST Kamuyu Aydinlatma Platformu (KAP) altinda yer alan bilgi sorgulama
kisminda sirketlerin finansal tablo verileri, dipnotlar ve faaliyet raporlarindan
yararlanilarak elde edilmistir. Ayrica ¢alismanin yapildigi donemde 6zellikle
mali tablo sahtekarlig1 yapan sirketlerin biiylik kisminin pay senetleri, calis-
manin yapildig1 2019 yilinda BIST’de alinip satilmadigindan dolay1 BIST ve
KAP’tan sirketlerle ilgili nicel ve nitel veriler elde edilememistir. ilgili sir-
ketlerin bazi nicel verileri (6rnegin halka agilma tarihi, yonetim kurulu iiye
say1st, halka agiklik orani gibi) araci kurulus internet sayfalarindan, gazete
ve finans dergilerinin internet sayfalarindan tek tek incelenerek ulasilmistir.
Mali tablo dolandiricilig1 yapan 44 sirketin her biri ile ayn1 sektdr ve doneme
ait 44 finansal tablo sahtekarligi yapmayan sirket drnegi olmak iizere toplam
88 ornek belirlenmistir. Orneklerin alindiklar1 sektorler; imalat sanayi (177
adet), toptan ve perakende ticaret, otel (32 adet), ulastirma (10 adet), holding
ve yatirim sirketleri (46 adet) olmak iizere toplam ana kiitle 265 iken ¢alisma,
verilerin elde edilebilirligi gdz oniine alinarak 88 ornek ile yiiriitiilmiistiir. Bu
calismada 44 finansal tablolarinda hile yapan sirket ile eslesmesi i¢in ayni sa-
yida ayni sektdrden finansal tablolarinda hile yapmayan sirket 6rnegi alinmasi
yoluna gidildiginden 6rnek sayisi 88 sirket ile sinirhidir. Dolayisi ile ¢alisma-
nin en 6nemli kisit1 6rnek sayisinin diistikliigii olarak belirtilebilir.

Halka acik sirketlerdeki finansal tablo sahtekarliklari, SPK’nin denetim
ve incelemeleri sonucunda belirlenmeye ¢alisiimaktadir. Isletmenin finansal
tablolar iizerinde sahtekarlik yapip yapmadiklarina yonelik kriter kararlas-
tirlldiktan sonra ana kiitleden mali tablo dolandiriciligi yapan ve mali tablo
dolandiriciligr yapmayan firmalarin belirlenmesi gerekmektedir. En yaygin
kullanilan 6rnekleme yontemi, finansal tablo dolandiriciligi yapan firmalarin
orneklemi belirlendikten sonra ayni sayida ve ayni endiistride olan finansal
tablo dolandiricilig1 yapmayan sirket drnekleri belirlemektir (Gallego & Qu-
intana, 2012: 159-160). Bu calismada Kiiciikkocaoglu ve Kiiciiksdzen (2005)
caligmasi takip edilerek SPK’nin denetim ve incelemeleri sonucu finansal
tablo dolandiriciligr yaptig1 tespit edilerek kamuya agiklanan sirketler finan-
sal tablo dolandiriciligi yapmis olan sirketler olarak alinmistir. Bu sirketleri
eslestirmek amaciyla ayni sektorde ancak dolandiricilik yaptigi yoniinde bir
bilgi bulunmayan ayni sayida ve ayni1 yillara ait mali tablolara dayali olan ve
mali tablolara dayali olmayan bilgileri elde edilen sirketler finansal tablo do-
landiricilig yapmamis sirket 6rnegi olarak alinmstir.
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Tablo 2°de mali tablo hilesi yapan ve mali tablo hilesi yapmayan sirket-

lerin secilme kriterleri verilmistir.

Tablo 2. Mali Tablo Hilesi Yapan ve Mali Tablo Hilesi Yapmayan Sirketlerin

Secilme Kriterleri

No

SPK’nin Mali Tablo Hilesi Yapildigina Dair Haftalik Biiltenlerinde Belirttigi ve Su¢
Duyurusunda Bulundugu Kriterler

X sirketinin yasal defterlerinin mevzuata uygun olarak tutulmamasi tespiti

Kurulumuza sunulan yasal defter ve kayitlarinin gergegi tam ve dogru olarak yansitmaktan uzak
olmast...

Sirketin muhasebe kayitlarinin gergegi yansitmamasi ve islemlerin siiresi dahilinde muhasebe ka-
yitlara intikal ettirilmemesi nedeniyle sirketin yasal defterleri ile ilgili olarak gercege aykir1 be-
yanda bulunarak yasal defterleri ibrazdan imtina etmesi nedeniyle...

Holding ve grup sirketlerine ait defter ve belgeleri Kurul uzmanlarina ibraz edilmemesi, defter ve
kayit tutulmamasi, defter ve kayitlarda gercege aykiri kayit tutulmasi, ortaklardan toplanan parala-
rin bilyiik kisminin kayitlara yansitilmamig olmasi, sirkete ortak olmak amaciyla para vermis olan
sahislarin yasal kayitlarda ortak olarak gosterilmemis olmasi nedeniyle...

Gergege aykirt muhasebe kayitlari, sahte 6deme makbuzlar ve mutabakat yazilari diizenlenmesi
dolayisiyla...

Sirket muhasebe kayitlarinda verilen siparis avansi olarak gosterilen tutarlarin ger¢ek durumu yan-
sitmamasina iliskin olarak

Sirket’in 2005 ve 2006 yillarina iliskin kamuya agiklanan mali tablolarmin yalan, yanlis, yanilti-
c1 olmasinin ve gercegi yansitmamasinin SPKn’nun 47/I-A-3 maddesinde tanimlanan “Sermaye
piyasasi araglarinin degerini etkileyebilecek yalan, yanlis, yaniltici, mesnetsiz bilgi verme” sugu
kapsamina girmesi nedeniyle. ..

Gergege aykirt muhasebe kayitlariyla X’ Y’ye borglandirilmast, iliskili taraflardan ve Z AS.’den
olan alacaklara iliskin hesaplarin gergege aykiri tutulmasi ve grup sirketlerine verilen kefaletler
nedeniyle maruz kalinan dava ve takipler ile akabinde imzalanan protokoller kapsaminda sorumlu
olunan borglara iliskin olarak mali tablolarda gerekli karsiligin ayrilmamasi

2005 yili ve sonrasindaki donemlerde sirketin ticari mallarinin kayit dis1 satis1 ve sirket varlik-
larinin satis tutarmin resmi defterlere eksik intikal ettirilmesi suretiyle, hileli ve gergege aykiri
muhasebe kayitlari tesis edilmesi ve sirketin zarara ugratilmasi nedeniyle. ..

10

Sirket’in toplam 10,37 ton miktarindaki X alim satim kayitlarin1 doguran/igeren ve bu kayitlara
bagl olarak gergeklestirilen tiim muhasebe kayitlarinda muhasebe hilesi yapilmasi ve s6z konusu
hilelerle 31.03.2008 tarihli finansal tablolardan baslamak tizere Sirket tarafindan 2008, 2009, 2010,
2011 ve 2012 yillarinda yayimlanan tiim finansal tablolarin gercege aykiri olmasi nedeniyle

11

Sirket’in stok hesaplarina gergege aykirt kayitlar yapilmasi ve sirket malvarliginin azalmasina yol
agilmasi.

12

X A.$.’nin yonetim, denetim veya sermaye bakimindan dogrudan veya dolayl olarak iliskide bu-
lundugu gergek veya tiizel kisiler ile emsallerine uygunluk, piyasa teamiilleri, ticari hayatin basiret
ve diirtistliik ilkelerine aykir sartlar igeren anlagmalar veya ticari uygulamalarla karinin veya mal-
varliginin azaltilmasi. X A.S.’nin yasal defterlerinde, muhasebe kayitlarinda ve finansal tablo ve
raporlarinda usulsiizliik yapilmasi. X A.S. yoneticilerince Kurulumuzca istenen bilgi ve belgelerin
verilmemesi

Finansal tablolarda maddi duran varliklarin, bu varliklarda gerceklesen ¢ikis tutarlarinin, deger
artiglarinin ve buna bagl olarak 6zkaynaklarin olmasi gerekenden fazla gosterilmesi.

14

Toplam tutar1 11.800.000-TL ve 1.205.000-USD olan sirket geklerine iliskin bilgilere Sirket’in
muhasebe kayitlarinda, dolayisiyla Sirket’in 31.12.2016 ve 31.03.2017 tarihli finansal tablolarinda
yer verilmemesi.
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4.2. Degisken Secimi

Mali tablo dolandiriciligr ile kurumsal yonetim gibi finansal olmayan
bilgiler arasinda bir korelasyon bulunmaktadir. Bir sirket iyi bir finansal sta-
titye sahip oldugunda ve iyi bir kurumsal yonetim mekanizmasina sahip oldu-
gunda, mali tablo dolandiriciliginin rapor edilmesi muhtemeldir. Bu nedenle
finansal tablo hileleri tespitinde finansal olmayan bilgileri de dikkate almak
gerekir (Jan, 2018: 2). Jan (2018) calismas: takip edilerek finansal tablo do-
landiriciligini tespit etmek i¢in tahmin dogrulugunu artirmak amaciyla bu
calismada finansal tablolardan elde edilen nicel degiskenler ve nitel degis-
ken analize dahil edilmistir. Finansal oran ile isletme durumu arasindaki ilis-
ki dinamik olmakta ve oranlar farkl: iilkelerde, farkli sanayilerde ve ekono-
mik dongiilerin her agamasinda farklilik gostermektedir. Bu nedenle Lussier
(1995) calismasinda oldugu gibi ¢calismamizda da elde edilen finansal oran
setinin genellestirilebilecegi iddia edilmemektedir. Finansal oranlar kullani-
larak, bir endiistri i¢cindeki sirketler, sektorler arasinda veya bir firma i¢inde
karsilastirmalar yapilabilir. Bu tiir bir arag, ayn1 zamanda, farkli biiytikliikteki
sirketlerin goreceli performansini karsilagtirmak i¢in de kullanilabilir (Delen:
2013: 3970). Bagimsiz degiskenler arasindaki iligkilerin yiiksek olmasi ayni
olgular ifade etme ihtimalinin yiiksek olmasi demektir. Ayn1 olgular ifade
eden degiskenlerin tamaminin modele dahil edilmesi bilgi kirliligi olustur-
maktadir. Sonug olarak bagimsiz degiskenler arasindaki gii¢lii korelasyon de-
giskenlerin modele tek tek katkisinin ayirt edilmemesine neden olmaktadir
(Varic1 & Er, 2013: 49). Bu nedenle bu ¢calismada korelasyon analizi sonucun-
da “Faaliyet Kari/Net Satiglar” ve Faaliyet Gideri/Net Satiglar” degiskenleri
arasinda %70’in iizerinde korelasyon bulundugundan dolay1 s6z konusu iki
degisken veri setinden ¢ikarilmistir.

Tablo 3’de calismada kullanilan degiskenler verilmistir. Ek 3’te bu
calismada kullanilan degiskenleri calismalarinda kullanan arastirmacilara ait
bilgiler verilmistir.
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Tablo 3. Calismada Kullanilan Degiskenler

No | Degiskenler No | Degiskenler
X1 | Stoklar/ Aktif Toplam X10 | Vergi Oncesi Kar / Net Satislar
Vergi, Faiz ve Amortisman Oncesi Kar/Aktif Top-

X2 | Maddi Duran Varlik/Aktif Toplam XI11 lam

Nitel Degisken: Dort biiyiik denetim sirket tarafin-

X3 | Toplam Borg/Aktif Toplam X12 | dan denetlenip denetlenmedigi, denetlenmiyorsa 0,
denetleniyorsa 1 ile kodlanmistir)

X4 | Net Kar /Aktif Toplam X13 | Yonetim Kurulu Uye Sayist

X5 Dénen Varliklar/Kisa Vadeli Yaban- X14 | Yénetim Kurulunda Bagimsiz Uye Sayist

c1 Kaynaklar

X6 | Briit Kar/Net Satislar X15 | Halka Agiklik Oran1 %

X7 | Net Satislar/Aktif Toplamu X16 | Halka Agiklik Siiresi (Y1l)
Halka Agiklikta Yabanci Pay1 (Sermayede Dogrudan

X8 | Briit Kar / Aktif Toplam X17 | %5 veya Daha Fazla Paya veya Oy Hakkina Sahip

Gergek ve Tiizel Kisiler)

Bagimh Degisken: Mali tablolar: hileli isletme 6r-
X18 | negi 0 ile, mali tablo hileli olmayan isletme 6rnegi 1
ile kodlanmistir)

Satilan Malin  Maliyeti/Ortalama

X9 Stoklar

4.3. Calisma Metodolojisi

Bir siniflandirma algoritmasi egitim seti araciligiyla sonug icin tahmin-
ler saglayacak nitelikler arasindaki iliskileri bulmaya calisir. Sonraki asama-
da, 6grenilen iliskiler sinif 6zniteligi haricinde ayni nitelikleri iceren bir test
seti kullanilarak tahminler olusturulur. Son olarak, bu tahminler algoritma-
nin performansini analiz etmek i¢in gercek siif degerleri ile karsilastirilir.
Performans seviyeleri algoritma yapilarina ve parametre degerlerine baghdir.
Performanslar dogruluk, hassaslik, F ol¢iitli, Kappa istatistigi vb. ile ol¢iile-
bilmektedir (Ozdagoglu vd., 2017: 70). Her bir simiflandirici model olusturu-
lurken parametreler optimize edilmistir. Parametre optimizasyonu, genis ara-
liktaki bir dizi parametrenin en iyi olanlarini kesfetmek i¢in tekrar tekrar test
edilebildigi bir siirectir. Parametrelerin optimize edilmis degerleri ve segilen
siniflandiricilarin performansi, veri setine, secilen finansal gostergeler ve nitel
degiskenlere bagli olarak degisebilir.

K-kath ¢apraz dogrulama yontemi optimal veri dagilimi i¢in literatiirde
siklikla kullanilan etkili bir yontemdir. K-katli ¢apraz dogrulamada veriler
rastgele k sayida esit miktarda pargaya ayrilir. Sirasiyla bir parga test i¢in,
kalanlar egitim i¢in kullanilarak analiz yapilir. Sonra bagska bir parca test, di-
gerleri egitim i¢in kullanilir. Her asamada veri madenciligi analizi yapilir ve
parcalarin tiimii test edildikten sonra genel performans elde edilir. Yapilan
deneysel calismalarda, uzman goriislerine gore k sayist i¢in en uygun deger 10
bulunmustur (Celik vd., 2017: 243). Bu ¢aligmada 10 katli capraz dogrulama
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kullanilmadan 6nce veriler %70 egitim ve %30 test 6rneklemi olarak ikiye
ayrimigtir. %30 test veri kiimesi algoritmaya gosterilmeyerek %70 egitim-
den olusan veri seti 10 parcaya boliinmiis dokuz pargast egitim geri kalan
bir parga test verisi olarak analiz edilmis, degiskenlere agirliklar atanmig ve
degiskenlerin her birinin 6énem dereceleri belirlenerek modellerin 6grenme-
si tamamlanmugtir. Her bir degiskene agirliklarin atamasi yapilarak 6grenme
stireci tamamlandiktan sonra algoritmanin daha dnce hi¢ gérmedigi tiim veri
setinin %30 unu olusturan test veri seti kullanilmig ve modellerin performansi
test edilmistir.

Veri Madenciligi uygulamalarimi gergeklestirmek igin ticari ve agik
kaynak olmak iizere bircok program mevcuttur. Bu programlar arasinda Ra-
pidMiner (YALE), WEKA ve R programlari en ¢ok kullanilanlar arasindadir.
RapidMiner 6zellikle WEKA ve R dahil olmak iizere agik kaynak kodlu veri
madenciligi programlari arasinda liderdir (Dener vd., 2009: 1-2). Bu nedenle
bu ¢alismada ANN, CART ve SVM analizleri i¢cin RAPIDMINER 9.3 prog-
ram1 kullanilmistir. Calisma metodolojisi asagida verilmektedir.

v 2000-2019 yillar1 arasinda Sermaye Piyasasi Kurulu (SPK) tarafin-
dan yapilan denetim sonucunda finansal tablo dolandiriciligi yaptigi
tespit edilen sirket ana kiitlesinin belirlenmesi,

v SPK tarafindan mali tablo sahtekéarligi tespit edilen ana kiitleden
bankalar, sigorta sirketleri ve finans sektoriinde faaliyet gosteren di-
ger sirketlerin ¢ikarilmasi,

v' SPK tarafindan mali tablo sahtekarligi tespit edilen ana kiitledeki
sirketlere ait nitel verinin ve nicel verinin BIST, KAP ve ilgili sir-
ketlerin internet sitelerinden, yatirim ve finansal kuruluslardan, ga-
zetelerden elde edilmesi,

v' Finansal tablo sahtekarlig1 yapan sirketlerle ayni sektorde, ayni yil-
lara ait finansal tablo sahtekarligi yapmayan sirketlerin mali tablo
verileri ve nitel verinin elde edilmesi,

v Mali tablo dolandiriciligi yapan ve mali tablo dolandiricihigi yap-
mayan isletmelere ait nicel degiskenlerin ve nitel degiskenin prog-
rama girilmesi,

v' ANN, CART ve SVM yontemlerinde 17 degiskenli veri seti, LR
analizinde diskriminant ileri adimli1 analiz ile belirlenen 6 degisken-
li veri setinin kullanilmasi,
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v" ANN, CART ve SVM analizlerinde veriler %70 egitim ve %30 test
verisi olarak ikiye ayrilmistir. Egitim verisi lizerinde 10 katli capraz
dogrulama yontemi kullanilarak olusturulan modeller, algoritmala-
rin daha dnce hi¢ gormedigi test verisi iizerinde test edilmis ve elde
edilen test sonuglar1 ¢calismada paylagilmigtir. LR analizinde veriler
%70 egitim ve %30 test seti olarak ikiye ayrilmis, egitim seti lize-
rinde kurulan model test seti tizerinde dogrulama yapilmistir.

Literatlirde baz1 aragtirmacilar (Tangod ve Kulkarni (2015), Kotsiantis
vd. (2007)) gesitli yontemlerle finansal oran sayisini azaltarak daha yiliksek
siniflandirma sonucuna ulastiklarint belirtmislerdir. Bu sonug¢ ¢alismamizda
yalnizca LR i¢in gegerlidir. 17 degiskenli tiim veri seti kullanildiginda %69,23
siniflandirma performansi elde edilmisken diskriminant ileri adimli analiz ile
belirlenen 6 degiskenle LR analizi yiiriitiildiiginde %80,77 genel siniflandir-
ma dogruluguna ulagilmistir. Bu ¢alismada kullanilan ANN, CART ve SVM
yontemlerinde diskriminant ileri adimli regresyon ile belirlenen 6 degisken
ve CART analizi ile belirlenen 4 degisken kullanilarak ANN, CART ve SVM
analizleri gergeklestirilmistir. Ancak diskriminant ileri adimli regresyon ile
belirlenen 6 degisken ve CART analizi ile belirlenen 4 degisken kullanila-
rak yapilan analizlerde dogru tahmin oranlari tiim degiskenlerin kullanildig:
analiz sonuglarindan daha diisiik ¢iktigindan 17 degiskenle yiiriitiilen ANN,
CART ve SVM analiz sonuglari bu ¢calismada paylasilmigtir.

4.4. Calismada Kullamlan Yontemler
4.1. Yapay Sinir Aglari

Yapay Sinir Aglari (ANN, Artificial Neural Networks) biyolojik sinir
aginin hesaplama yeteneklerini taklit eden bir sistem olup bir dizi birbirine
bagl diigiim kullanarak insan beyninin islevselliginden ilham alan dogrusal
olmayan istatistiksel bir modelleme aracidir (Chintalapati & G.Jyotsna, 2013:
721). Bir sinir ag1 i¢indeki néronlar genellikle katmanlar halinde diizenlenir.
Yapay sinir aginin yapisi, sinirlerin girdi katmani, gizli katman ve ¢ikt1 kat-
mani ile birbirine baglandigi temelde {i¢ katmandan olugsmaktadir. Girdi kat-
mant istatistikte bagimsiz degiskenlere karsilik gelir. Cikt1 katmani istatistikte
bagimli degiskenlere karsilik gelmektedir. Gizli katmandaki ndronlar girdi
katmanindan gonderilen sinyalleri alirlar ve ¢ikt1 katmanina sinyaller génde-
rirler. Katmanlarin yani sira, en 6nemli unsurlardan biri noronlar arasinda veri
iletimini saglayan baglantidir (Sen & Terzi, 2012: 86). Her girdi degiskeni,
bir baglant1 agirligina sahiptir. Sinir hiicresi, tiim girdi degiskenlerini agirlik-
larina gore birlestirir. Sinir aglarinin evrimsel silirecinde, baslangictaki tahmin
degiskeni i¢in gereken agirligi belirlemek icin egitim modeline sahip bir para-
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metreye ihtiya¢ duyulmakta ve bu parametreler rastgele tiretilmektedir (Chen,
2016: 8).

Katman sayisi, her tabakadaki néron sayisi, 6grenme hizi, momentum
degerleri bu tiir aglarin tasarimi i¢in 6nemli parametrelerdir. Parametreler 6g-
renme hizlarinin, momentumun ve diger islem elemanlarinin belirlenmesinde
onemlidir ve parametrelerin se¢ilmesi konusunda net bir kilavuz bulunma-
maktadir (Ozdagoglu vd., 2017: 71). ANN’de islem elemam agirhik deger-
lerinin belirlenmesinde (agin egitilmesi) agirliklar rastgele atanir. ANN’ler
kendilerine drnekler gosterildikge bu agirhik degerleri degismektedir. Ornek-
ler aga defalarca gosterilerek en dogru agirlik degerleri bulunmaya galisilir ve
dogru agirlik degerine ulasildiginda olay hakkinda genelleme yapilir ise agin
ogrendigi belirtilebilir. Agin egitimden sonra 6grenip 6grenmedigini test etme
islemi egitim sirasindaki baglanti agirliklart degistirilmeden 6nce agin gérme-
digi ornekler i¢in ¢ikti liretmesi ile olur. Test ¢ikt1 degeri ne kadar iyi olursa
egitimin performansi da o kadar iyi demektir (Oztemel, 2012: 55). Ozdagoglu
vd. (2017) caligmasi takip edilerek siniflandirici olarak ANN analizi li¢ 6nem-
li parametrenin (6grenme hizi, egitim dongii sayis1 ve momentum) degerleri
esas alinarak yiirtitiilmustiir. ANN algoritmasi, optimize edilmis egitim dongii
sayis1, 0grenme orani, momentum ve sigmoid fonksiyonu, tahminler i¢in kul-
lanilacak bir gizli katman ve normallestirilmis veri kiimesinde yiirtitiilmiistiir.

fleri siiriimlii YSA’da kullanilan agirliklar her seferinde Aw kadar dii-
zeltilerek yenilenir.

mymi = w2k 4 Awy (1)

Algoritmanin en hassas noktast Aw degerlerini bularak en uygun w
agirliklarini elde etmektir. Bunun i¢in her seferinde olusan hatayr minimuma
indirecek bir yapt kullanilir. Gergekte var olan deger g ile; w agirliklariyla
elde edilen deger de y ile gosterilirse en kiiciik kareler yontemiyle elde edile-
cek hata fonksiyonu E su sekilde hesaplanabilir (Silahtaroglu, 2016: 124-125):

E =1/ye?=1/,(g-) )

Her baglanti, bir aktivasyon fonksiyonu, ¢cogunlukla bir lojistik fonksi-
yon veya hiperbolik teget girislerinin agirlikli toplami kullanilarak, iki néron
arasindaki ve her bir noron arasmdaki iligskinin giiciinii temsil eden bir (say1-
sal) agirlik ile temsil edilir. Sinir ag1 kullanilarak tasarlanan bir finansal tablo
sahtekarlig1 tespit modeli, belirli bir firma i¢in, finansal tablo sahtekarlig: ihti-
malini temsil eden bir gizli katman, bir ¢ikt1 néronu ve bir girdi katmanindan
olusan ag ile asagidaki sekilde ifade edilebilen bir Z skoru hesaplamaktadir
(Oztemel, 2012: 55).
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Z= f (f(Cf wijxi + bj) . (Z5_, wj) +b 3)

Formiilde f aktivasyon fonksiyonu, n degisken sayisi, p gizli néron sa-
yis1, xi girdi katmani ndronlar1, wij girdi katmani ve gizli katman arasindaki
iligkileri temsil eden agirliklar1, wj gizli katman ve ¢ikti katman1 gruplar ara-
sindaki agirliklari, bj gizli ndronlarin agirliklar: ve b ¢ikti néronunun agirhigi-
n1 gostermektedir (Jardin, 2016: 241).

4.4.2. CART Karar Agaci

Siniflandirma ve regresyon agaci (Classification and Regression Tree,
CART) veri kiimesinin siniflandirilmasinda kullanilan karar agaci teknigidir
ve hangi kayitlarin belirlenmis bir sonuca dahil olacagini tahmin etmek igin
yeni (smiflandirilmamis) bir veri kiimesine uygulanabilecek bir dizi kural
sunar. CART ikili bélmeler olusturarak veri kiimesini smiflara ayirmaktadir
(Dhanalakshmi ve Subramanian, 2014: 330). Orneklerin art arda boliinmesi
sonucu biiyiik bir agac iiretilmis olabilir. Agacin dallarindan bazilari, yanlig
degerler veya aykir1 degerler gibi egitim setindeki anomalileri yansitabildigin-
den agacin budanmasi gerekmektedir. Aga¢ budamasi, bolme diiglimlerinin,
modelin dogruluk oranini 6nemli 6l¢iide etkilemeyecek sekilde ¢ikarilmasini
gerektirir (Kirkos vd., 2007: 999).

Gini olgiitl bir frekans dagiliminda degerler arasindaki esitsizligin 6l-
clistidiir. Bu olgiitte 6znitelik degerlerinin sol ve sagda olmak iizere iki bolii-
me ayrilmast, her bir boliim i¢in ayr1 ayr1 Gini 6l¢iitlinlin hesaplanmasi ve elde
edilen sonuglarin karsilastirilmasi esasina dayanmaktadir. (Ozkan, 2016:111).
CART hangi diigiimiin kok diigiim olacagina karar vermenin disinda diigi-
miin hangi noktadan ikiye ayrilmasi gerektigini de hesaplar. CART, dallara
ayirma kriterini hesaplarken kayip verileri dikkate almaz. Hesaplanan ‘¥(s/t)
degerleri icinden en biiyiik degere sahip nokta, diiglim olarak segilir ve islem
tiim yapraklara kadar ayn1 sekilde devam ettirilir (Silahtaroglu, 2016:83).

W(s/t=2P Py YL, |P(Cp tL) — P(Gllty)] (4)
t : Dallanmanin yapilacagi diigiim
c : Kriter
L : Agacin sol tarafi
R : Agacin sag tarafi

P,P, : Ogrenim kiimesindeki bir kaydin sagda veya solda olma olasiligi

IP(CJt)-P(C|t)l : C smifindaki bir kaydin sagda veya solda olma olasilig1
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4.4.3. Destek Vektor Makinesi

SVM, Vapnik (1995) tarafindan istatistiksel 6grenme teorisi ve SRM
(yapisal risk azaltma) temelli bir makine 6grenme ydntemidir. Oncelikle egi-
tim verileri kullanilarak iki veya daha fazla sinifi 6grenme mekanizmasiy-
la ayirt edebilen optimal bir ayirict hiper diizlem bulmaktadir (Chen, 2016:
8). Destek vektor makineleri 6grenme teorisine dayanir ve veriler dogrusal
olarak ayrildiginda ¢ok iyi calisir. Regresyon modellerinden farkli olarak,
bu modeller genellikle degiskenler arasinda etkilesim {liretmeyi gerektirmez
ve ANN’lere benzer sekilde, giiriiltiiye ve aykir1 degerlere kars1 dayaniklidir
(Omidi vd., 2019: 4). SVM metodolojisi, iki veri smifin1 ayiran bir “marj”
kavrami ile agiklanir. Marj1 maksimize etmek ve boylelikle, ayirict hiper diiz-
lemler arasinda miimkiin olan en biiyilk mesafeyi olusturmak, beklenen ge-
nelleme hatasini azaltabilir (Apparao vd., 2009: 161). iki grup, iki boyutlu
bir diizlem tizerinde gosterilmistir. Bu diizlem ve boyutlar birer 6zellik olarak
diistintilebilir. Yani basit anlamda sisteme giren her girdinin bir 6zellik ¢ika-
rimi1 yapilmis ve sonugta bu iki boyutlu diizlemde her girdiyi gosteren farkli
bir nokta elde edilmistir. SVM ¢ekirdek agirliklari, her bir drnegin bagimsiz
degiskenini tabloda paylasilan degerler ile ¢arpilmasi ve toplanmasi sonucu il-
gili ornegin hangi sinifa ait oldugunun goriilebilmesi i¢in Ek 1’de verilmistir.

4.4.4. Lojistik Regresyon

Lojistik regresyon analizi adin1 bagimli degiskene uygulanan logit do-
niistiirmeden almaktadir. Lojistik regresyonda model olusturulmasinda en kii-
clik kareler yontemi yerine en ¢ok olabilirlik yontemi kullanilmaktadir. Lojis-
tik regresyon olasilik, odds ve odds’un logaritmasina dayanmaktadir (Cokluk,
Sekercioglu ve Biiylikoztiirk, 2016: 62-63). Lojistik regresyonda odds, bir
olayin meydana gelme olasiliginin o olayin olusmamasi olasiligina boliinmesi
seklinde tanimlanmaktadir ve hesaplanmasi formiil 5’de verilmektedir:

— P
odds = PR— (5)

P(x) = Bir x olaymin ger¢eklesme olasiligini
1-p(x) = X olaymin gerceklesmeme olasilig1

Lojistik regresyon analizi diskriminant analizi ve ¢ok degiskenli regres-
yon analizinden farkli olarak bagimsiz degiskenin dagilimu ile ilgili varsayim-
lar gerektirmemektedir. Lojistik regresyon analizinde bagimsiz degiskenlerin
normal dagilmasi, dogrusallik ve varyans-kovaryans matrislerinin esitligi gibi
varsayimlarin karsilamasina gerek bulunmamaktadir (Cokluk, Sekercioglu ve
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Biiytikoztiirk, 2016: 49). 17 degiskenle yiriitiilen lojistik regresyon analizi
tahmin sonuglar1 diisiik ¢iktigindan diskriminant ileri adimli analiz ile belirle-
nen 6 degiskenle lojistik regresyon analizi gerceklestirilmistir.

4.5. Makine Ogrenmesi Yontemlerine Ait Bulgular ve
Degerlendirme

Bu ¢aligmada elde edilen bulgular modelin performansinin veri setine,
secilen algoritmaya ve degiskenlere bagli oldugunu ortaya koymustur. Gaga-
nis (2009) ¢alismasinda model dogrulama tiirii olarak 10 katli capraz dogrula-
manin tespit dogrulugunu artirmak i¢in en iyi yontemlerden biri oldugunu be-
lirtmistir ve %75’in tizerinde tespit dogrulugunun sosyal bilimler alaninda iyi
bir sonug oldugunu belirtmistir. Gaganis (2009) siniflandirmasina gore bu ¢a-
lismadaki CART ve ANN sonuglari ¢ok iyi, SVM ve LR sonucu ise iyi olarak
degerlendirilebilir. Analiz sonucunda ANN (%96,15), CART (%96,15), SVM
(%80,77) ve LR (%80,77) test drnegi genel tahmin dogrulugu elde edilmistir.

4.5.1. Yapay Sinir Aglar1 Analizi ve Bulgular:

Yapay Sinir Aglar1 analizinde 6grenme orani ve momentum %80, %60,
%40 ve devir sayis1 1000, 5000 gibi farkli degerlerle analizler yiiriitiilmiis an-
cak parametre optimizasyonu ile en iyi performansi gosteren yapay sinir aglari
modeli sonucunda herhangi bir iyilesme olmadigindan Tablo 4’de verilen pa-
rametreler programa girilmistir. Tabakali 6rneklem (stratified sampling) se¢i-
minde her iki siiftan (mali tablolar1 hileli, mali tablolar1 hileli olmayan) esit
sayida ancak rastgele drnekler alinmigtir. Tabakali 6rneklem se¢imi bagimli
degiskenin kategorik oldugu durumlarda basarili sonu¢ vermektedir (Liang
vd., 2015: 291). ANN agirliklari, her bir 6rnegin bagimsiz degiskenini verilen
tabloda paylasilan degerler ile carpilmasi ve toplanmasi sonucu ilgili 6rnegin
hangi sinifa ait oldugunun goriilebilmesi i¢in Ek 2’de verilmistir. Kisaca ayni
veri seti ve ayn1 parametreler kullanilarak her bir bagimsiz degiskenle ilgili
diiglim agirliklar1 ayni verilir ise ¢calismada elde edilen sonuglara ulagilabile-
ceginin belirtilmesi amaciyla diigiim agirliklar: Ek 2°de paylasiimistir.
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Tablo 4. Yapay Sinir Ag1 Parametreleri

Ag Turi Cok katmanl perseptron
Ogrenme Algoritmast Geri yayilim
Ogrenme Kurali Momentum

Girdi Katmanindaki Diigiim Sayis1 17

Gizli Katman Sayis1 1

Gizli Katmandaki Diigiim Sayist 11

Cikt1 Katman Diigiim Sayist

2 (Mali tablolari hileli -Mali tablolari hileli olmayan)

Degisken Se¢imi

17 Degiskenli veri seti

Dogrulama Tiiri

%70 Egitim ve %30 test seti olarak ayrilmis, egitim seti {izerinde
10 katli ¢apraz dogrulama yontemi kullanilmis, algoritmanin egitim
esnasinda gormedigi %30 test verisi ile modelin test edilmesi

Orneklem Segim Tiirii

Tabakal1 6rneklem sec¢imi (Stratified sampling)

Aktivasyon Fonksiyonu Sigmoid

Ogrenme Orani En Diisiik: 0,00 | En Yiiksek: 0,30 | Adimlar: 10 | Olgek: Dogrusal
Momentum En Diisiik: 0,00 | En Yiiksek: 0,30 | Adimlar: 10 | Olgek: Dogrusal
Egitim Devir Sayisi En Diisiik: 1,00 | En Yiiksek: 500 | Adimlar: 10 | Olgek: Dogrusal

Sekil 1’de Yapay sinir aglart model goriintiisii verilmektedir.

Girdi Katmani

(LT =N =

Gizli katman

Faiciclern W

Cikt1 Katmam

O e

Sekil 1. Yapay Sinir Aglar1 Model Goriintiisii

Calismada kullanilan modellerin performanslari 6 kriter yoniinden sira-
lanmistir. Bunlar: 1) Dogruluk (accuracy) ii) Kesinlik (Precision), iii) Duyarli-
lik (Recall), iv) Kappa degeri, v) AUC, vi) F 6l¢iitiidiir. Son olarak en iyi mo-
deller, s6z konusu 6 kriter tarafindan dlciilen yiiksek smiflandirma giictiniin
uyumluluguna dayali olarak secilmistir.




50 Maliye ve Finans Yazilari - 2021 - (115), 29 - 60

Tablo 5’de parametre optimizasyonu sonucu en iyi performansi gosteren yapay sinir
aglar1 model sonucu verilmektedir. Tablo 5’de yer alan Kappa istatistiginden kisaca
bahsetmek gerekmektedir. Kappa, iki ya da daha fazla gézlemci arasindaki uyumun
giivenilirligini 6lgen istatistiki bir yontemdir. Uyumun degerlendirildigi degisken
kategorik (nominal) oldugundan dolay1 parametrik olmayan bir istatistiktir. “Cohen’in
kappa katsayis1” iki gézlemci arasindaki uyumu incelerken, gézlemci sayisinin ikiden
fazla oldugu durumda “Fleiss’in kappa katsayist” kullanilmaktadir. Fleiss tarafindan
yapilan siniflamada, Kappa degeri 0,75 ve {izerinde olmast durumunda miikemmel,
0,40-0,75 arasinda olmasi orta-iyi, 0.40’1n altinda ise zayif bir uyumun varligi
seklinde degerlendirilmektedir (Kilig, 2015). Bu ¢alismada elde edilen ANN modeline
ait Kappa degeri 0,957 oldugundan iki gézlemcinin sonuglart milkemmel uyumlu
oldugu goriilmektedir. AUC, siniflandirma maliyeti veya dogrulugu hakkinda bir bilgi
bulunmadiginda farkli smiflandirma modellerini karsilastirmak i¢in kullanilabilir
(Gaganis, 2009: 222).

Tablo 5. Parametre Optimizasyonu Sonucu En iyi Performans Gosteren Yapay
Sinir Aglar1 Model Sonucu

Parametreler Sonugclar
Dogruluk (accuracy) %096,15
Siniflandirma Hatasi (classification error) %3.85
Kappa 0,923
AUC 0,964
Kesinlik (precision) %100,00
Duyarlilik (recall) %92,31
F olgiitii %96,00
Ogrenme Oram (learning rate) 0,21
Momentum 0,0
Devir Sayisi (traning cycles) 101

Gaganis (2009) ¢alismasinda model dogrulama tiirii olarak 10 katli cap-
raz dogrulamanin tespit dogrulugunu artirmak i¢in en iyi yontemlerden biri
oldugunu belirtmistir ve %75’in lizerinde tespit dogrulugunun sosyal bilimler
alaninda iyi bir sonug oldugunu belirtmistir. Gaganis (2009) siniflandirmasina
gore bu calismadaki ANN sonucu ¢ok iyi, olarak degerlendirilebilir. Analiz
sonucunda ANN modeli ile %96,15 test 6rnegi genel tahmin dogrulugu elde
edilmistir. ANN modeli test 6rnegini olusturan 13 mali tablolarinda hile yapan
sirketin tamamini1 %100,00 dogrulukla, 13 mali tablolarinda hile yapmayan
sirketin 12’sini %92,31 dogrulukla tahmin etmis, genel tahmin dogruluk orant
olarak ise %96,15 bulunmustur.
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4.5.2. CART Karar Agaci1 Analizi ve Bulgular

CART Karar Agaci Analizinde farkli degerlerle analizler yurtiilmiis
ancak parametre optimizasyonu ile en iyi performansi gosteren CART modeli
sonucunda herhangi bir iyilesme olmadigindan Tablo 6’da verilen parametre-
ler programa girilmistir.

Tablo 6. CART Smiflandirma Algoritmasi Analiz Parametreleri

Analiz i¢cin Belirlenen Parametreler Aciklama

Degisken Secimi 17 Degiskenli Veri Seti

%70 Egitim ve %30 test seti olarak ayrilmis, egitim seti
iizerinde 10 kath gapraz dogrulama yontemi kullanilmis,
algoritmanin egitim esnasinda gormedigi %30 test verisi
ile modelin test edilmesi

Dogrulama Tiirt

Orneklem Segimi Tabakali 6rneklem se¢imi (Stratified sampling)
Boliinme Kriteri Gini Index

Analiz icin Belirlenen Parametreler En Diisiik | En Yiiksek | Adimlar Olgek
Isiz?r;r(iesi(i;g Minimum Boyut (Minimal 1.0 4 10 Dogrusal
En Diisiik Dal Boyutu (Minimal Leaf Size) 1,0 2 10 Dogrusal
Minimum Kazanim (Minimal Gain) 1,0 20 10 Dogrusal
Maksimum Derinlik (Maximal Depth) 1 20 10 Dogrusal
Giiven Diizeyi (confidence) 0,0 0,25 10
On Budama Sayist 1,0 10 10 -

Tablo 7°de parametre optimizasyonu sonucu en iyi performans goste-
ren CART Siniflandirma ve regresyon agaci analizi performans sonuclar1 ve-
rilmektedir.

Tablo 7. Parametre Optimizasyonu Sonucu En Iyi Performans1 Gosteren
CART Smiflandirma ve Regresyon Agaci Analizi Performans Sonugclari

Parametreler Sonugclar
Dogruluk (accuracy) %96,15
Siniflandirma Hatasi (classification error) %3,85
Kappa 0,923
AUC 0,962
Kesinlik (Precision) %100,00
Duyarlilik (Recall) %92,31
F Olgiitii %96,00
Boliinme I¢in Minimum Boyut (Minimal Size for Split) 2

En Diisiik Dal Boyutu (Minimal Leaf Size) 1

En diigiik Kazanim (Minimal Gain) 8,60
En Yiiksek Derinlik 11
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Gaganis (2009) siniflandirmasina gore bu ¢alismadaki CART sonucu
cok iyi olarak degerlendirilebilir. Chen (2016) ¢alismasinda, CHAID-CART
modelinin genel tespit performansi % 87,97 (finansal tablolarda hile yapan
sirketi tespit dogrulugu % 92,69’dir) bir dogrulukla en etkili model olarak
bulmustur. Bu ¢alismada verilerin optimal bir sekilde dagilimi amaciyla dog-
rulama yontemi olarak %70 egitim-%30 test verisi ayrimi ve 10 kathi capraz
dogrulama yontemi kullanilarak hassas bir tahmin modeli olusturulmustur.
CART modeli test 6rnegini olusturan 13 mali tablolarinda hile yapan sirketin
tamamint %100,00 dogrulukla, 13 mali tablolarinda hile yapmayan sirketin
12’sini %92,31 dogrulukla tahmin etmis, genel tahmin dogruluk orani olarak
ise %96,15 bulunmustur.

Sekil 2°’de CART Karar agaci goriintiisii verilmistir. CART karar aga-
cmin olusturulmasinda agacin kokiinii “X14, Yonetim Kurulunda Bagimsiz
Uye Sayis1” degiskeni bulunmustur. X14 degisken degeri 1,5’ den kiiciik veya
esit olan 9 isletmenin tamami “Mali tablolari hileli” olarak bulunmustur. X14
degisken degeri 1,5’ten biiyiik olan igletmeler i¢in agacin karar vermesinde
ikinci kiritlimi saglayan ve ilk dali olusturan “X4, Net Kar/Aktif Toplam” de-
giskenidir. X4 degiskeni 0,019’dan biiyiik olan isletmeler i¢in agacin karar
vermesinde ikinci dali olusturan “X2, Maddi Duran Varlik / Aktif Toplam”
degiskenidir. X2 degiskeni 0,609°dan kiiclik veya esit olan 20 isletmeden
18’1 “Mali tablolar1 hileli olmayan” 2 igletme “Mali tablolar1 hileli” olarak
bulunmustur. X2 degiskeni 0,609’dan biiylik olan 2 isletme “Mali tablolar
hileli” olarak bulunmustur. “X4, Net Karin Aktif Toplama Oran1” degiskeni
0,019°dan kiiciik veya esit olan isletmeler ile ilgili agacin karar vermesinde
ticlincii dali olusturan “X15, Halka Agiklik Oran1” degiskenidir. X15 degiske-
ni 0,132’den biiyiik olan 27 isletmeden 18’1 “Mali tablolar1 hileli”, 9’u “Mali
tablolart hileli olmayan” olarak bulunmustur. X15 degiskeni 0,132’den kiiciik
veya esit olan 4 igletme “mali tablolar1 hileli olmayan” olarak bulunmustur.

Xx14

>1.500 £1.500

X4 Mali Tablolart
Hileli
>0.019 £ 0.019
X2 X15%
> 0.609 <0609 > 0132 <0.132
Mali Tablolart Mali Tablolar: Hileli Mali Tablolari Mali Tablolar:
Hileli Olmayan Hileli Hileli Olmavan

Sekil 2. CART Karar Agaci Goriintiisii
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4.5.3. Destek Vektor Makinesi Analizi ve Bulgulari

Destek Vektor Makinesi analizinde farkli degerlerle analizler yiiriitiil-
mis ancak parametre optimizasyonu ile en iyi performansi gosteren SVM
modeli sonucunda herhangi bir iyilesme olmadigindan Tablo 8’de verilen pa-
rametreler programa girilmistir.

Tablo 8. SVM Analiz Parametreleri

Analiz i¢cin Belirlenen Parametreler Aciklama

Veri Seti 17 Degiskenli Veri Seti

%70 Egitim ve %30 test seti olarak ayrilmis, egitim seti lize-
rinde 10 kath capraz dogrulama yontemi kullanilmis, algorit-
manin egitim esnasinda gormedigi %30 test verisi ile modelin
test edilmesi

Orneklem Secimi Tabakali Orneklem Segimi (Stratified sampling)

Dogrulama Tiirii

SVM.C 0.03125-0.125-0.5-2-8-32-128-512-2048-8192-32768-131072

0.00003052-0.00012207-0.000488-0.00195-0.0078125-

SVM.gamma 0.03125-0.125-0.5-2-8
Onbellek Boyutu (Cache Size) 80
Cekirdek Tipi (Kernel Type) rbf

Tablo 9°’da SVM Analizi performans sonuglari verilmistir.

Tablo 9. SVM Analizi Performans Sonuglar:

Parametreler Sonuglar
Dogruluk (accuracy) %380,77
Siniflandirma Hatasi (classification error) %19,23
Kappa 0,615

AUC 0,781
Kesinlik (Precision) %83,33
Duyarlilik (Recall) %76,92

F olgiitii %80,00
SVM.C 8192
SVM.gamma 0,00003052

Gaganis (2009) smiflandirmasina gore bu ¢calismadaki SVM sonucu iyi
olarak degerlendirilebilir. SVM 13 mali tablolari hileli sirketin 11’ini %84,62
dogrulukla, 13 mali tablolar1 hileli olmayan sirketin 10’ unu %76,92 dogruluk-
la tahmin etmis, genel tahmin dogruluk orani olarak ise %80,77 dir.
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4.5.4. Lojistik Regresyon Analizi ve Bulgulari

LR analizinde tiim degiskenlerle analiz yiiriitiilmiis ancak diskriminant
ileri adimli analiz ile belirlenen 6 degiskenle yiiriitiilen analiz sonucu daha
yliksek tahmin performansi gosterdiginden Tablo 10°da verilen parametreler
programa girilmistir.

Tablo 10. Lojistik Regresyon Analiz Parametreleri

Analiz i¢in Belirlenen Parametreler | A¢iklama
Veri Seti Ayrimi %70 Egitim - %30 Test Veri Seti Ayrimi

X7-Net Satiglar/Aktif Toplam1
X8-Briit Kar / Aktif Toplam
X9-Satilan Malin Maliyeti/Ortalama

Stoklar
X13-Yénetim Kurulu Uye Sayist
Degiskenler X14-Yénetim Kurulunda Bagimsiz Uye

Sayist

X17-Halka Agiklikta Yabanci Pay1 (Sermayede Dogrudan %5
veya
Daha Fazla Paya veya Oy Hakkina Sahip Gergek ve Tiizel Ki-
siler)

Tablo 11°de Lojistik Regresyon analizi performans sonuglari verilmek-
tedir.

Tablo 11. Lojistik Regresyon Analizi Performans Sonuglari

Parametreler Sonuglar
Dogruluk (accuracy) %80,77
Siniflandirma Hatasi (classification error) %19,23
Kappa 0,615
Kesinlik (precision) %90,00
Duyarlilik (recall) %69,23
F 5lgiitii %78,26

Gaganis (2009) siniflandirmasina gore bu ¢alismadaki LR analiz sonu-
cu iyi olarak degerlendirilebilir. LR modeli test 6rnegindeki 13 mali tablolar
hileli sirketin 12’sini %92,31 dogrulukla, test 6rnegindeki 13 mali tablola-
r1 hileli olmayan sirketin 9’unu %69,23 dogrulukla tahmin etmistir. Analiz
sonucunda LR modeli ile %80,77 test drnegi genel tahmin dogrulugu elde
edilmistir.
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5. Sonug¢

Bu calismada sirketlerde mali tablo dolandiriciligini bir yil 6ncesinden
tahmin ve tespit etmek i¢in etkili bir model olusturulmasi amaglanmistir. Bu
amagla Sermaye Piyasas1 Kurulu tarafindan yiiriitiilen denetimler sonucunda
2000-2019 yillar1 arasinda pay senetleri Borsa Istanbul’da alinip satilan ve
mali tablolarinda hile yaptig1 tespit edilen 44 isletme 6rnegi alinmistir. Mali
tablolarinda hile yapan sirketle eslesmesi amaciyla mali tablolari hileli sirket
ile ayn1 sektorde ve ayni yil mali tablolarinda hile yapmayan sirket drnegi
alinarak toplam 88 drnek elde edilmistir. Orneklem Borsa istanbul sektorle-
rinden imalat (177 sirket), toptan ve perakende ticaret, lokanta otel (32 sirket),
ulastirma (10 sirket), holding ve yatirnmdan (46 sirket) olusan 265 sirketin
oldugu ana kiitleden 44 finansal tablolarinda hile yapmis, 44 finansal tablola-
rinda hile yapmamis sirket olmak tizere 88 sirket verilerinden olusmaktadir.
Ornek sayismin artirilmasi amactyla 2000-2019 yillari arasinda finansal tab-
lolarinda hile yapan sirketleri belirlemek i¢in 988 haftalik Sermaye Piyasasi
haftalik biiltenleri tek tek incelenmis ancak sadece 44 finansal tablolarinda
hile yapan sirket 6rnegine ulasilmistir. Bu ¢alismada 44 finansal tablolarinda
hile yapan sirket ile eslesmesi i¢in ayni1 sayida ayni sektorden finansal tablola-
rinda hile yapmayan sirket 6rnegi alinmasi yoluna gidildiginden drnek sayisi
88 sirket ile smirlidir. Ana kiitleyi olusturan 265 sirketten elde edilen 88
ornek sirket verisi ile yliriitiilen bu ¢aligmanin en 6nemli sinirlilig1 veri seti-
nin sinirlt olmasidir. Bu nedenle ¢aligma sonuglarinin ana kiitleyi olusturan
sektorlerdeki sirketlerin tiimiine veya Borsa Istanbul’da islem géren tiim sir-
ketlere genelleme yapilmasi uygun degildir.

Mali tablo sahtekarlig1 yilindan bir y1l 6nceki yilsonu mali tablo verileri
ve nitel veriler elde edilerek makine 6grenmesi yontemlerinden Yapay Sinir
Aglar1 (ANN), Siniflandirma ve Regresyon Agaglar1 (CART), Destek Vek-
tor Makinesi (SVM) ve Lojistik Regresyon (LR) yontemleri kullanilarak mali
tablo sahtekarlig1 yapan ve mali tablo sahtekarligi yapmayan sirketler tahmin
edilmistir. Kurulan modelleri dogrulamak amaciyla tiim veri seti %70 egi-
tim ve %30 test verisine ayrilmis, %70 egitim verisi tizerinde 10 kath ¢apraz
dogrulama yontemi kullanilarak parametre optimizasyonu ile en iyi sonucu
veren modeller elde edilmistir. Kurulan modeller egitim esnasinda algoritma-
nin daha once hi¢ gérmedigi veri setinin %30’unu olusturan test seti tizerinde
uygulanmis ve olusturulan modeller test edilmistir. Analiz sonucunda ANN
(%96,15), CART (%96,15), SVM (%80,77) ve LR (%80,77) test 6rnegi genel
tahmin dogrulugu elde edilmistir. ANN ve CART yo6ntemleri 88 6rneklemden
olugan veri setinin %30 unu olusturan 26 test 6rnekleminin (13 manipiile edi-
len, 13 manipiile edilmeyen) biri disinda tamamini dogru tahmin etmistir. Her
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iki yontem mali tablo sahtekarligi yapan isletmelerin tamamini dogru tahmin
etmig, mali tablo sahtekarlig1 yapmayan bir isletmeyi manipiile edildi seklinde
yanlig siniflandirmigtir. Bu sonug finansal tablo sahtekarligi tahmin galigma-
larinda ilgililerin kullandiklar1 yontemlerin arasina bu ¢alismada kurulan tiim
modelleri dahil edebileceklerini gostermektedir. SVM 13 mali tablolar1 hileli
sirketin 11°ini %84,62 dogrulukla, 13 mali tablolar hileli olmayan sirketin
10’unu %76,92 dogrulukla tahmin etmis, genel tahmin dogruluk orani olarak
ise %80,77°dir. LR isel3 mali tablolar hileli sirketin 12’sini %92,31 dog-
rulukla, 13 mali tablolart hileli olmayan sirketin 9’unu %69,23 dogrulukla
tahmin etmistir. Tablo 12°de ANN, CART, SVM ve LR analiz sonuglar1 ve-
rilmektedir.

Tablo 12. ANN, CART, SVM ve LR Analiz Sonuclari

Siniflandirma Yontemi | Mali Tablolar: Hileli | Mali Tablolar1 Hileli Olmayan | Genel
0, 0,
ANN 100,00% 92,31% 96.15%
13 12
0, 0,
CART 100,00% 92,31% 96.15%
13 12
0, 0,
SVM 84,62% 76,92% 80.77%
11 10
0, 0,
LR 92’1321 % 69’33 & 80,77%

Bu ¢alisma, finansal tablo dolandiricilig1 tespitinde makine 6grenme-
si yontemlerine yonelik mevcut yaklasimlar1 optimize eder ve iyilestirir. Bu
calismanin sonuglar ¢esitli gruplarin, 6zellikle denetgilerin ve yatirimeilarin,
denetledikleri veya yatirim yaptiklan sirketleri dikkatlice segmelerine ve ka-
rar vermelerine olanak saglar. Diger taraftan akademisyenler ve yatirimeilarin
borsa yatirnmlaria iligkin stratejik karar vermelerinde yarar saglar. Ayrica,
finansal tablolarin denetgileri, bu arastirmada 6nerilen teknikleri denetim pro-
sediirlerinde uygulayabilirler. Diger borsalardan bir veri seti alindiginda da
karsilastirmali deneysel calismalar yapilabilir. Yasal normlar ve denetim sart-
larinin yeterince kati olup olmadig1 ve kurumsal yonetimin finansal tablolar-
da sahtekarlik yaparak sirket varliklarini suiistimal, zimmete gecirme, kasith
olarak azaltma eylemlerini 6nleyip 6nleyemeyecegi de ele alinmasi gereken
konulardandir.
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EKLER

Ek 1. SVM Cekirdek Agirhklar:

Degiskenler | Agirhklar Degiskenler Agirhklar
w(X1) 11709,105 | w(X11) 10205,045
w(X2) 45405,639 | w(X12) 34294,028
w(X3) 58559,513 w(X13) 651454,183
w(X4) -5180,597 w(X14) 220965,944
w(X5) 158685,052 | w(X15) 49348.,611
w(X6) 25167,667 w(X16) 2027173,879
w(X7) 84546,122 | w(X17) 3793,715
Mali tablolart manipiile edilmeyen sinif i¢in destek vek-
w(X8) 10047,579 | L4 P Y ¢ 16
torlerin say1si
Mali tablolar1 manipiile edilen smif i¢in destek vektorle-
W(X9) 1101550,392 | P ¢ 20
rin sayisi
w(X10) 2252,607 Bias (offset) -38,045
Ek2. ANN Agirhiklar
Girdi Katmam Gizli Katman | Esik
Diigiim 1 | Diigiim 2 | Diigiim 3 | Diigiim 4 |nﬁgiims | Diigiim 6 |migiim 7 |migiims | Diigiim 9 | Diigiim 10 | Diigiim 11 | Threshold)
Sigmoid
X1 0,028 0,045 -0,188 -0,113 -0,053 -0,182 0,018 0,038 0,077 0,076 -0,070
X2 -0.264 -0.245 0,561 0,860 0,892 0,469 1,017 -0,437 0,070 0.115 0,505
X3 -0.,486 -0.,444 -0.636 0,391 0.466 -0,640 0,688 -0,577 0,127 0,129 0,341
X4 -0,154 -0,077 0,064 0,115 0,151 0,084 0,449 -0,172 -0,107 -0,067 0,082
X5 0,054 0,090 0.482 0,259 0,291 0,468 0,120 0,022 0,092 0,117 0,130
X6 0,118 0,090 -0,194 -0,162 -0,207 -0,161 -0,288 0,183 -0,116 -0,088 -0,111
X7 -0,895 -0,863 -0,969 1,036 1,159 -1,072 1,950 -1,223 0,164 0,064 0,715
X8 0,633 0,604 0,329 -0,506 -0,625 0,387 -1,420 0,854 -0,002 0,007 -0,323
X9 0,846 0,811 1,347 -0,793 -0,958 1,437 -1,911 1,008 0,095 0,121 -0,506
X10 0,084 0,076 0.129 -0.213 -0,172 0,097 0,004 0.230 -0,195 -0,208 -0.175
X11 0.495 0,585 0,884 -0,764 -0.831 0,907 -1.106 0,798 -0,063 -0,116 -0,493
X12 0,080 0,101 0,507 -0,134 -0,150 0.470 0,350 0,236 0,152 0.125 0,025
X13 0,647 0,581 1,376 -0,604 -0.716 1,358 -1,378 0,840 0,058 0,061 -0,450
X14 0,835 0,920 0,981 -1,111 -1,181 1,042 -1,789 1,202 -0,054 -0,057 -0,723
X15 -0,206 -0,251 -0,094 0,059 0,059 -0,090 -0,258 -0,384 -0,090 -0,025 0,013
Xl16 -0,081 -0,071 0,984 -0,106 -0,078 0,903 0,608 -0,046 0,005 0,050 -0,016
0,720 0,700 1,023 -0,702 -0,762 1,052 -1,705 0.887 0.094 0.171 -0.405
0,004 -0,029 -0,077 -0,064 -0,024 -0,059 0,249 0,020 -0,187 -0.157 -0,086
-1,096 -1,044 -1,727 1311 1,428 -1,805 2,504 -1.477 0,050 0,011 0.881 0,028
Sigmoid
Cikti katmam (Mali
Tablolar: Hileli 1,055 1,098 1,763 -1,301 -1,466 1,745 -2,540 1,474 -0,065 -0,054 -0,813 -0,005
Olmayan) Sigmoid
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EK3. Bu Calismada Kullanilan Degiskenleri Calismalarinda Kullanan
Arastirmacilar
No | Degisken Degiskenleri Caliymalarinda Kullanan
Arastirmacilar
. Kirkos, Spathis ve Manolopoulos (2007); Omidi, Min,
AL e gl AL i Moradinaftchali ve Piri (2019)
X2 | Maddi Duran Varlik/Aktif Toplam ( 2C0}iegr; (2016), Omidi, Min, Moradinaftchali ve Piri
Chen (2016); Jan (2018); Kirkos, Spathis ve Manolopo-
X3 | Toplam Borg/Aktif Toplam ulos (2007); Tangod ve Kulkarni (2015); Kiigiikkocaog-
lu ve Kiigiiksozen (2005)
Chen (2016); Jan (2018); Kirkos, Spathis ve Manolopo-
N . ulos (2007); Omidi, Min, Moradinaftchali ve Piri (2019);
X4 | Net Kar /Aktif Toplam Tangod ve Kulkarni (2015); Kiiglikkocaoglu ve Kiigiik-
sozen (2005)
iy || 2o BRI n Nl VORI | i el W, Wt i S
Kaynaklar
X6 | Briit Kar/Net Satislar Chen (2016), Jan (2018); Kirkos, Spathis ve Manolo-
poulos (2007)
. Chen (2016); Tangod ve Kulkarni (2015); Kiigiikkoca-
X7 | Net Satiglar/Aktif Toplam1 ol e T iz (T
e oa . Omidi, Min, Moradinaftchali ve Piri (2019); Kiiciikkoca-
X8 | Briit Kar / Aktif Toplam oglu ve Kiigiiksdzen (2005)
X9 Satilan Malin Maliyeti/Ortalama Stok- | Chen (2016); Jan (2018); Kirkos, Spathis ve Manolopo-
lar ulos (2007); Tangod ve Kulkarni (2015)
X10 | Vergi éncesi kar / Net satislar Chen (2016); Jan (2018); Kirkos, Spathis ve Manolopo-
ulos (2007)
Vergi, Faiz ve Amortisman Oncesi Kar/ . .
X11 o e Chen (2016); Tangod ve Kulkarni (2015)
Dort biiyliik denetim sirket tarafindan
X12 dgnetlenlp denetlen.medlgl .(Denetlen- Yazar tarafindan eklenmistir.
miyorsa 0, denetleniyorsa 1 ile kodlan-
mistir).
X13 | Yonetim Kurulu Uye Sayisi Chen (2016)
X14 ;(S)lnetlm Kurulunda Bagimsiz Uye Sa- Yazar tarafindan eklenmistir.
X15 | Halka Agiklik Oran1 % Yazar tarafindan eklenmistir.
X16 | Halka Aciklik Siiresi (Y1l) Yazar tarafindan eklenmistir.
Halka Aciklikta Yabanci Pay1 (Serma-
yede Dogrudan %5 veya Daha Fazla .
X17 B O 1 % s et (Sl s Yazar tarafindan eklenmistir.
Tiizel Kisiler)
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