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Ozetce— Yapay Sinir Aglar1 (YSA) makine dgrenmesi gibi bir¢ok uygulama alaninda yaygin sekilde
kullanilan bir yontemdir. YSA’da agin egitilmesi i¢in agirlik degerlerinin giincellenmesi ve optimize
edilmesi gerekmektedir. Agirlik degerlerinin optimizasyonunda agin basarimi yani 6grenme basarisi
kullanilan egitim yontemi ve 6grenme siirecine baglidir. Bu ¢aligmanin amaci biyolojik sinir aglarinin
calisma seklinden yola ¢ikilarak olusturulan YSA’larin farkli teknikler ile nasil optimize edildigini
arastirmaktir. Bununla ilgili olarak gesitli ¢aligmalar incelenmistir. Elde edilen sonuglar, YSA’larin
metasezgisel, karma ve 6zel yontemlerle optimize edilebildigini gostermistir. Bu alanda disiplinler aras1
calismalarin da yapildig1 goriilmiistiir. Bu calisma kapsaminda sinir aglarini1 optimize etmek igin
kullanilan yontemlerden birisi olan istatistiksel veya deneysel yontemler uygulanmistir. Bunun i¢in sinir
ag1 parametrelerinden batch boyutu, devir sayisi, 6grenme orani, momentum, agirlik baslatma, néron
aktivasyon fonksiyonu, gizli katmandaki ndron sayis1 kullanilarak 5 farkli deney yapilmistir. Yapilan
deneylerin sonuglarinda sinir agi basariminin arttigi goriilmistir.

Anahtar kelimeler: YSA4, sinir agi parametreleri, ag optimizasyonu.

Analysis of Optimization Methods Used in Artificial
Neural Networks Training and Evaluation on Blood
Transfusion Service Center Data Set

Abstract— Avrtificial Neural Networks (ANN) are widely used method in many applications such as
in machine learning. In order to train the network of ANN, the weight values need to be updated and
optimized. The success of the network in the optimization of weight values and learning success depends
on the training method and learning process that is used. The aim of this study is to investigate the
optimization techniques of the ANNSs, which is generated by the simulation of biological neural
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networks. For this purpose, various studies were investigated. The results showed that ANNs have been
optimized by metaheuristic, hybrid and special optimization methods. Interdisciplinary studies in this
area have also been observed. In this study, statistical or experimental methods which are one of the
methods used to optimize neural networks have been applied. For this purpose, 5 different experiments
were carried out using batch size, number of epochs, learning rate, momentum, weight initialization,
neuron activation function and number of neurons in hidden layer. The results of the experiments
showed that neural network performance has been increased.

Keywords : ANN, neural network parameters, network optimization.

1. GIRIS

Yapay Sinir Ag1 (YSA) bir biyolojik sinir ag1 modelidir. Diigiim veya noron olarak adlandirilan basit
islem birimlerinin ara baglantilarindan olusur. Girig katmani ve ¢ikis katmani arasinda bir veya daha
fazla gizli katman bulunabilir. Iki diigiim arasindaki her baglant1 belirli bir agirhga sahiptir. YSA,
girisleri ve beklenen ¢iktilar1 igeren mevcut ornekleri kullanarak egitilerek ogretilebilir. Bu durum
YSA'nm 6grenme yetenegi ve dogrusal olmama yontemi sayesinde gergeklesir [1]. Oltalama web
sayfalarmin siniflandirilmas: [2], veri tabanlarinda eksik degerleri tahmin etme [3] gibi ¢esitli
caligmalarda ve biiyiik bir basar1 oraniyla farkli uygulamalarda da kullamlmaktadirlar [4]. YSA’lar
insanlar gibi Orneklerden Ogrenmektedirler. Dogal genelleme yetenegine sahiptirler. Bu sekilde
egitildikleriyle ayn1 olmayan kaliplar1 belirleyebilirler [5].

Bu caligmanin amaci YSA’larin basariminin iyilestirilmesi i¢in kullanilan yontemlerin ve
yaklagimlarin bir siniflandirmasini yapmaktir. Bunun igin genis bir literatiir taramasi yapilmistir. Bu
calismanin hacmini oldukga asan bir konu oldugu i¢in bu smiflandirmalar olabildigince kisa ve 6z bir
sekilde ele alinmistir. Ayrica bu ¢alisma kapsaminda istatistiksel veya deneysel yontemler ile ilgili
olarak sinir ag1 optimizasyonu igin ¢esitli ag parametreleri kullanilarak 5 deney yapilmistir.

Calismanin geri kalam su sekilde diizenlenmistir. Boliim 2°de YSA ile ilgili yapilmis inceleme
caligmalar1 6zetlenmistir. Bolim 3’te YSA performansinin iyilestirilmesi i¢in yapilan arastirmalarin
siiflandirmasi yapilmistir. B6liim 4’te YS A performansinin iyilestirilmesi i¢in kullanilan optimizasyon
yontemleri anlatilmistir. Bolim 5°te uygulama ve vaka ¢aligmasi sunulmustur. Béliim 6’da ise sonug ve
Oneriler verilmistir.

2. YSA ILE ILGILI YAPILMIS INCELEME CALISMALARI

YSA’lar ¢ok farkli uygulamalarda biiyiik basarim oranlariyla kullanim alani buldugundan
performansini iyilestirmek icin ¢ok sayida calisma yapilmaktadir. Literatiirde bu c¢alismalar
g}nlﬂandlran ve ¢esitli ozelliklerini inceleyen oldukga fazla inceleme calismalari yer almaktadir.
Ornegin:

e Sunulan bir inceleme calismasi [6] ile Evolved Plastic Artificial Neural Network (EPANN)

yapilarinin alanini tammlayan gesitli fikirler bir araya getirilmis, ana yontemler ve sonuglar gozden
gecirilmis ve olas1 gelismeler tanitilmistir.

e Inceleme [7] ile derin sinir aglarmin (Deep Neural Network (DNN)) analizi igin en son gelistirilen
yontemlerin biyolojik sinir aglarindaki temsilleri anlamadaki faydalar1 incelenmistir. DNN'lerin
sinirbilim i¢in silico model sistemlerinde kullamimi ve biyolojik sinir aglarinin ¢aligma prensipleri
hakkinda ¢esitli arastirmalar yapilmustir.

e Yapilan bir inceleme ¢alismasinda [8] ¢esitli sinir ag1 uygulamalar1 arastirilmigtir. YSA'nin bir ¢esit
smiflandirmast yapilip ¢esitli trendler ile ilgili bilgiler verilmistir. YSA’nin uygulamadaki
zorluklari, sundugu katkilar, bagarim karsilastirmalar: sunulmustur. Bilgisayar, bilim, miihendislik,
tip, cevre, tarim, madencilik, teknoloji, iklim, isletme, sanat ve nanoteknoloji gibi cesitli
disiplinlerdeki gesitli YSA uygulamalari incelenmistir. ileri ve geri yayilim YSA gibi modellerin
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problemlere uygulanmasindaki yuksek basarimlari aragtirilmistir. Dogruluk, islem hizi, gecikme,
hata toleransi, hacim, 6l¢eklenebilirlik, yakinsama ve bagarim gibi veri analizi faktérlerine dayanan
ileri ve geri yayilim YSA modelleri onerilmistir. Sadece bir yéntemin uygulanmasi yerine ag
capinda uygulanan yontemlerin birlestirilmesi 6nerilmistir.

e Inceleme [9] ile derin ignecikli sinir aglarin1 (Spiking Neural Network (SNN)) egitmek igin
denetimli ve denetimsiz yontemler dogruluk ve hesaplama maliyeti agisindan kargilagtirtlmustir.
SNN'lerin dogruluk agisindan YSA'nin gerisinde kalmasimna ragmen aradaki farkin azaldig
goriilmiistiir. SNN'lerin genel olarak daha az islem gerektirdigi ve mekansal-zamansal verileri
islemede daha iyi adaylar oldugu goriilmiistiir.

e Sunulan bir derleme ¢alismasi [10] ile YSA'larda 6grenme igin istatistiksel ¢ikarim uygulamalari
gozden gecirilmistir. Geleneksel istatistiksel yaklagimlara veya Bayes yaklagimina dayanan model-
secim yontemleriyle asir1 uydurma problemine yo6nelik ¢6ziimler tartisilmigtir. YSA'lar igin
denetimli ve denetimsiz 6grenme algoritmalarinin kullanimi gézden gegirilmistir.

e Inceleme [11] ile derin denetimli grenme, denetimsiz dgrenme, takviyeli grenme ve evrimsel
hesaplama, derin ve genis aglar1 kodlayan kisa programlar dolayli olarak arastirilmustir.

e Yapilan bir derleme ¢alismasinda [12] ileri beslemeli sinir aglar1 karsilagtirilmus, ¢esitli uygulama
alanlarinda tahmin ve siniflandirma problemleri i¢in kullanilan istatistiksel yontemler arastirilmas,
sinir aglarmin yetenekleri ve farkli uygulamalarda kullanilan istatistiksel yontemler hakkinda
bilgiler verilmistir.

e Inceleme [13] ile beyindeki sinirsel devrelerin YSA’lar tarafindan kullanilan hata geri yayilim
algoritmasina nasil yaklasabilecegine dair yakin zamanda Onerilen teoriler 6zetlenmistir.

e Derleme ¢alismasi [14] ile sinir aglarmin 6grenmesine yonelik Bayesian yaklasimi {izerine bir
derleme sunulmustur. Yaklasimin avantajlari ti¢ uygulama iizerinde gosterilmistir. Yaklasim,
Bayesian modellerde ve klasik hata azaltma yaklasimlarinda arastirilmistir. Regresyon,
simiflandirma ve inverse problem olmak iizere ii¢ vaka problemi incelenmistir.

e Inceleme [15] ile tekrarlayan sinir aglarinda (Recurrent Neural Network (RNN)) kullamlan bazi
terimler igin cesitli tanimlar sunulmus, bu tamimlara dayanarak olasi tim RNN mimarileri
siiflandirilmis ve artan karmagiklik derecesinde dort genel sinir ag1 mimarisi tanitilmistir. Mevcut
RNN mimarilerinin genel RNN mimarisine nasil doniistiiriilebilecegi gosterilmistir. RNN
mimarileri ile ilgili baz1 konular tartisilmistir.

Gortilecegi gibi YSA’larin farkli dzelliklerini ele alan incelemeler bu konunun 6nemini ortaya
koymaktadir. Bu yayindaki verilen inceleme ve uygulama calismasinin ise YSA’da kullanilan
optimizasyon teknikleri konusuna katki saglayacagi sdylenebilir.

3. YSA PERFORMANSININ IYILESTIiRILMESI ICIN YAPILAN
ARASTIRMALARIN SINIFLANDIRILMASI

YSA performansinin iyilestirilmesi ve bazi problemlerinin giderilmesi i¢in literatiirde yapilan
calismalar sdyle smiflandirilabilir:

3.1. Veri Problemleri

Genel olarak farkli veri bi¢imlerinin sinir agina sunulmadan bazi 6n islemlerden gegirilmesi
gerekmektedir. Olusabilecek temel veri problemleri soyle siralanabilir:
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Boyutlu Veri: Gergek diinyadaki uygulamalarda verilerin ¢ok fazla olmas ile ilgili bir sorundur. Bu
sorunu ¢dzmek i¢in yliksek boyutlu verilerin boyutlarmi azaltan sinir ag1 modelleri kullanilabilir [16].

Buyuk Veri: Glnimuzde veri tretiminin katlanarak biytimesi [17] ve ¢ok yuksek miktarda veri
aligverisinin ger¢eklesmesi ile ilgili bir sorundur. Biiyiik veri analizi igin paralel hesaplama yapan gercek
zamanli 6grenmeye dayali sinir aglar1 ile verimli ve hizli 6grenme saglanabilir.

Eksik Veri: Verilerin bazi 6zelliklerinin veya bazi degiskenlerinin bilinmemesinden kaynaklanan
bir sorundur. Bu sorunu ¢6zmek i¢in bilinenle bilinmeyen veriler arasindaki iligki kesfedilmeye ve eksik
degerlere yaklagilmaya c¢alisilir. Bunun i¢in sinir aglarina dayali [18] veya Multiple Kernel Learning
[19] gibi baz1 yontemler kullanilabilir.

Dengesiz Veri: Ogrenme asamasinda goriilen bir sorundur. Bir siniflandirmada bazi smiflarin
digerlerinden daha ¢ok eleman bulundurdugu bir sorundur [20]. Bu sorunu ¢6zmek icin siniflandirict
dizeyinde veya veri dizeyinde bazi yontemler kullanilir [21].

Simrh Veri: Smirh sayidaki verinin varhiginda goriilen bir sorundur. Bu sorunu ¢ézmek igin veri
kiimesi egitim kiimesi ve test kiimesi seklinde boliiniip capraz dogrulama yapilabilir. Agin
degerlendirilmesi ve egitimi i¢in ag elemanlarinin sayisi ve biiyiikligi degistirilebilir [22], [23].

3.2. Ozel Donammlar ve Simulatorler

Simiilasyon veya fiziksel uygulamalar geleneksel bilgisayarlar kullanilarak yapilabilecegi gibi bazi
6zel donanimlar kullanilarak da gerceklestirilebilir [24]. Beynin nasil ¢aligtigin1 anlamak i¢in biyolojik
sinir sistemi {izerine yapilan bazi deneysel calismalarin biiylik 6lgekli beyin modelleri sayisal
simiilasyon ile birlestirilebilir [25].

3.3. GUnumuzdeki Baz1 Yap1 Akimlari

Gunimuzde yeni yapilarin ve gesitli disiplinlerin gelistirilmesi nedeniyle sinir aglar1 izole bir alan
olarak gorulmemektedir. Bu bélimde sinir aglarinin 6énemli bir yer aldigi baz1 6nemli yapilara kisaca
deginilecektir.

Noroenformatik [26], sinirbilim alaninda tiretilen verileri islemek i¢in gerekli bilgisayar modelleri,
veri tabanlar1 ve yazilim araclarinin gelistirilmesi ile ilgili bir alandir.

Hesaplamali Zeka geleneksel yaklasimlarla coziilemeyen bilgi islem sorunlarmi ¢ézmek icin
biyolojik yapilar1 referans alan yontemleri kapsar. Bu yontemlerin makine 6grenmesinde basariyla
uygulandigi goriilmektedir [27].

Dogal Hesaplama, yeni problem ¢6zme tekniklerinin gelistirilmesi i¢in dogadan ilham alan, dogal
olaylar1 sentezlemek icin bilgisayar kullanan ve hesaplama i¢in dogal malzemeler kullanan yontemleri
kapsar [28].

Sinir Miihendisligi sinir sistemlerinin 6zelliklerini daha iyi 6grenmek ve kullanmak i¢in néronlar,
sinir aglar1 ve sinir sisteminin arasindaki iligkilerden elde edilen bilgileri uygulamaktadir [29].

Noromorfik Hesaplama sistemleri enerji tasarrufuna sahip gercek zamanli yetenekli cihazlari
gerceklestirmek amaciyla beyin onarimi i¢in yeni nesil sistemlerin ¢ekirdegi olarak 6ngoriilmektedir
[30].

4. YSA PERFORMANSININ IYILESTIRILMESI ICIN KULLANILAN
OPTIiMiZASYON YONTEMLERI

YSA modellerinin, yapilarimin ve algoritmalarmin tiretimi, gelisimi ve olgunlasmasi dort doneme
ayrilabilir. 1940 ile 1960 aras1 donemde algilayici (perceptron) gibi tekil néron modelleri ve 6grenme
kurallar1 [31] onerilmistir. 1960 ile 1980 arasi donemde tek katmanli aglar igin 6grenme kurallari
gelistirilmis, tekrarlayan aglar i¢in ¢esitli yontemler uygulanmig ve Self-Organizing Maps (SOM) ile

102



ilgili ilk ¢caligma sunulmustur [32]. 1980 ile 2000 aras1 donemde ¢ok katmanli sinir aglari i¢in 6grenme
kurallar1 gelistirilmis, SOM yeniden incelenmis [33], [34], Bayes yontemleri ile Gauss siirecleri
uygulanmis ve destek vektor makineleri ortaya ¢ikmistir. 2000°den giiniimiize kadar olan donemde
senkronizasyon denetimi, durum tahmini, kararlilik, istatistiksel denge ve yakinsama analizi gibi
konularda aragtirmalar yapilmigtir.

Bir veri modelinin parametrelerinin tahmin edilmesi 6grenme olarak adlandirilabilir. Ogrenmede
aymi sinir ag1 modeli farkli gorevler i¢in kullamlabilir. Ogrenmede sinir ag1 evrensel yonlendiriciler
sinifi gibi ele alnabilir [35]. Ogrenmede ag dogrusal olmayan girdi-cikt1 eslemesi yapabilir. Denetimli
ogrenmede girdi ¢ikt1 ¢iftleri etiketli olan bir veri setinde sinir agna verilen girdilerden ¢iktilara bir
esleme yapilir. Bu sekilde parametreler ayarlanarak maliyet fonksiyonu minimum yapilir [36].
Denetimsiz 6grenmede verilen bir girdiye karsilik bir ¢ikti beklentisiyle yeni bilgiler elde edilir. Bu
sekilde daha iyi ortak olasilik yogunluk tahmin edicileri elde edilir [37]. Takviyeli 6grenmede giris ¢ikis
eslemesi i¢in 0diil veya ceza sinyalleri kullanilir ve modelin gevresiyle siirekli etkilesimi kurulur. Bu
sekilde skaler performans endeksi minimum yapilir [38].

YSA egitim algoritmalariin ¢ogunda gradyan tabanli arama yontemleri kullanilmaktadir. Agirliklar
her zaman hatay1 en aza indirecek sekilde gilincellenmektedir. Bu igslem YSA 6grenme siireci olarak
adlandirilir. Bu algoritmalarm bazi olumsuz yonleri bulunmaktadir. Ornek olarak; karmasik ve gok
modlu hata alani, eklenen her ekstra (gizli) katman igin biiyiikliikk sirasina gore yavaslama, ag felci,
O0grenme orani parametresine bagimlilik verilebilir. Bu tiir olumsuzluklarin sebebi s6z konusu
algoritmalarin yerel minimumda tutulmasindan, tamamen baslangi¢ durumuna bagimli kilinmasindan
ve ¢esitli ayarlardan kaynaklanabilmektedir [39].

Metasezgisel global arama yontemleri ile algoritmalarm basariminin ikincil zirve noktasina sikigip
kalmamasi saglanabilir. Bu sekilde sinir ag1 ile egitim sorununa saglam ve etkili bir ¢6ziim sunulabilir
[40]. Farkli sinir aglar1 i¢in kullamlabilirler [41].

4.1. YSA’lan Optimize Etmek i¢in Kullamlan Yaklasimlar

Bu kisimda sinir aglarim optimize etmek i¢in kullanilan yaklasimlar dort kategori altinda
smiflandirilabilir.

Evrimsel Yontemler: Genetik operatorlerin kullanilmasi gibi farkli mimarilerin bir amag
fonksiyonu g6z Oniine almarak gizli katmanlarin ve gizli néronlarin sayisinin degistirilerek topolojide
arama yapan evrimsel yontemler [42], [43].

Yapial ve/veya Budama Algoritmalari: YSA performansimin yapilan degisikliklerden hangi
sekilde etkilendiginin gosterilmesi i¢in 6nceden tanimlanan bir 6l¢iit yardimiyla ndronlar1 baglangic
mimarisine ekleyen ve/veya baslangic mimarisinden kaldiran yapici ve/veya budama algoritmalari [44],
[45].

Karma Yontemler: YSA’nin ger¢ek sayilar yerine bulanik sayilar tizerinde calisabilen veya
YSA’nin uyumlu bir bulanik sistem seklinde diisiiniilebilecegi bulanik ¢ikarim gibi karma yontemler
[46].

Istatistiksel veya Deneysel Yéntemler: Bir YSA’nin parametrelerinin davranislarini incelemek ve
Onerilen modelin performansina dayanarak parametreler i¢in uygun degerleri segmekte kullanilan
istatistiksel veya deneysel yontemler [47], [48].

4.2. Tigili Yaklasimlan Kullanan Bazi Cahsmalar

Bu boliimde verilen yaklagimlari ve siniflandirmalar: kullanan literatiirde oldukca fazla calisma yer
almaktadir. Bu ¢alismalardan 6nemli goriilen bazilar1 sdyle siralanabilir:

e Noroenformatik ile ilgili bir calismada [49] sinirbilim ve sinir hesaplama i¢in bir dizi teori ve
matematiksel model sunulmustur. Sinir kiimelerinin ve sinir sistemlerinin nérolojik temelleri
incelenmistir. Sinirsel sinyal {iretimi, darbe frekans modiilasyonu ve sinirsel sinyal iletimleri i¢in
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norolojik modellerin ve sinirsel sinyal teorilerinin matematiksel bir isleyisi tanimlanmustir.
Uygulanan YSA'larin ndrolojik temelini agiklayan bigimsel ilisgki modelleri sunulmustur.
Noroenformatik teorisi ve bicimsel sinir modellerinin mithendislik uygulamalari; biligsel
hesaplama, sinir hesaplama ve sinir ag1 analizleri arastirilmistir.

Hesaplamali zeka ile ilgili bir ¢alismada [S0] verimli ag saldir1 tespiti amaciyla gesitli ag trafigi
baglantilar1 tanimlanip siiflandirilmistir. Bu amagla hesaplamali zekanin farkli yontemlerinin
birlesimi olan sinir aglari, bagisiklik sistemleri, sinirsel bulanik siniflandiricilar ve destek vektor
makineleri kullanilmustir. Giris vektorlerinin iglem hizimi arttirmak igin temel bilesenler yontemi
uygulamasi énerilmistir. Onerilen yaklasim ile ag trafiginin ok seviyeli bir analizi, imza tabanli bir
yOntemle saldirilari tespiti ve hesaplamali zeka yontemlerine dayali bir dizi uyarlanabilir detektoriin
birlestirilmesi saglanmistir. Onerilen mekanizmalara dayali bir yazilim araci sunulmustur. Bilinen
ve bilinmeyen saldirilar tespitiyle ilgili hesaplamali deneyler yapilmistir.

Dogal hesaplama ile ilgili yapilan bir calismada [51] ndral aglar, bulanik kiimeler ve kaba kiimeler
gibi bilgi islem modelleri i¢in dogal hesaplama yontemleri incelenmistir. Biyolojik motivasyon,
tasarim ilkeleri, uygulama alanlari, agik arastirma problemleri ve bu modellerin zorlayici konular
arastirilmusgtir.

Sinir mithendisligi alaninda yapilan bir ¢alismada [52] yeni ve ger¢ek zamanli bir YSA modeli
onerilmistir. Onerilen model dinamik bir sinir agma yerlestirilmistir. Sunulan model ile agin
guriltili girdilerde 6grenmesi ve karmasik, daginik ve giiriiltiilii arka planda bilinen 2 boyutlu
sinirsel aktivite desenlerini taninmasi saglanmistir. Onerilen model ile giiglii otomatik hedef tanima
ve noro-hesaplamali gérme sistemlerinin tasarimi igin temel sinirsel tasarim ilkeleri ve sinir
miihendisligi temelleri sunulmustur.

Noromorfik hesaplama modeli igin yapilan bir ¢alismada [53] bir yazilim ekosistemi tammlanmustir.
Tammlanan ekosistem; simiilatdr, komutan, evrimsel iyilestirici ve gorsellestirici olmak {izere dort
parcadan olusurulmustur. Onerilen yazilim ekosistem ile uygulama gelistirme kolaylastirilmis ve
daha etkili bir néromorfik hesaplama modeline doniismesi Saglanmustir. MNIST veri seti
kullanilarak basamak siniflandirmasi i¢in yazilim bilesenlerinin kullanimi agiklanmustir.

Evrimsel yontemler kullanilarak gerceklestirilen bir caligmada [54] genetik algoritmalara dayali ileri
beslemeli ag modelleri i¢in bir model secim metodolojisi dnerilmistir. ileri beslemeli aglar igin
model se¢im literaturiine gesitli katkilar saglanmustir. Bir ileri beslemeli ag modelinin ¢iktisi olarak
bir fonksiyonun global optimumunu arayabilen bir genetik algoritma olusturulmustur. Genetik
algoritmanin girdilerin tiiriinii, gizli birimlerin sayisini ve girdiler ile ¢ikt1 katmanlar1 arasindaki
baglant1 yapisin1 gelistirmesi saglanmistir. Seg¢im operatorii olarak adlandirilan yerel bir elitist
prosediiriin  uygulanmasinin algoritmanin basarimina etkisi incelenmistir. Calisilan genetik
algoritmanin global yaklasim o&zelliklerinin hassasiyetini incelemek icin bir Monte Carlo
simiilasyonu uygulanmistir. Onerilen metodoloji ile ilgili bir uygulama yapilmistr.

Yapici ve/veya budama algoritmalari ile ilgili olarak hazirlanan bir ¢alismada [55] ¢oklu gizli
katmanh ileri beslemeli sinir ag1 olusturmak i¢in bir sema 6nerilmistir. Onerilen sema ile yeni gizli
birimlerin ve yeni gizli katmanlarin ihtiya¢ duyuldugunda modele eklenmesi saglanmustir.
Regresyon problemlerine uygulanan simiilasyon sonuglari ile Onerilen semanin basarimi
gOsterilmistir.

Karma yontemler kullanan bir ¢aligmada [56] bulanik IF-THEN kurallar1 ile temsil edilen uzman
bilgisini ve girdiler olarak sayisal verileri kullanan siniflandiricilar i¢in yeni bir 6§renme algoritmasi
sunulmustur. Yapilan ¢alisma kapsaminda gergeklestirilen Simiilasyon sonuglar1 ile Onerilen
modelin etkinligi gosterilmistir.
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o Istatistiksel veya deneysel yontemler ile ilgili bir calismada [57] belirli bir vaka calismasi icin ag
basarimi lizerinde geometri ve parametrelerin etkisi agiklanmistir. Arastirmada yapilan testlerden
elde edilen bilgilerin dikkate alinan probleme 6zgii oldugu belirtilmistir. Elde edilen sonuglarin
Ogrenme hizi, momentum, transfer fonksiyonunun kazanci, devir sayisi ve ag geometrisinin egitim
hiz1 iizerinde 6nemli bir etkiye sahip oldugu ifade edilmistir. Kullanilan transfer ve hata
fonksiyonunun genellestirme kabiliyetinin yam sira 6grenme hizi iizerinde de 6nemli bir etkisi
oldugu bulunmustur.

5. UYGULAMA VE VAKA CALISMASI

Bu kisimda YSA optimizasyonu igin istatistiksel veya deneysel yontemler ile ilgili bir uygulama
yapilmistir. Bu ¢alismada UCI makine 6grenmesi veri setlerinden [58] olan Kan Nakli Hizmet Merkezi
Veri Seti (Blood Transfusion Service Center Data Set) [59] kullanilmigtir. Veri setinde 748 Grnek, giris
degerleine ait 4 6znitelik ve ¢ikis degerine ait 1 6znitelik olmak iizere toplam 5 6znitelik bulunmaktadir.
Veri seti ile ilgili olarak yapilan ¢aligmada [60] RFMTC pazarlama modelinin gosterilmesi igin
Tayvan'daki Hsin-Chu Sehrindeki Kan Nakli Hizmet Merkezi'nin donér veritabam kullanilmistir.
Merkez, kan nakli servis otobiisiinii yaklasik ti¢ ayda bir bagislanan kani toplamak i¢in Hsin-Chu
sehrindeki bir tiniversiteye gondermektedir. Modeli olusturmak i¢in donér veritabamindan rastgele 748
bagise1 segilmistir.

5.1. Oznitelik Bilgileri

Tablo 1’de veri setindeki Oznitelik bilgileri belirtilmistir. Veri setinde 4 giris ve 1 ¢ikis
bulunmaktadir.

Tablo 1. Oznitelik bilgileri.

Giris Cikig
Mart 2007'de kan bagis1 yapip yapmadigini
gosteren ikili bir degisken

R (Recency): son bagistan bu yana gecen aylar
F (Frequency): toplam bagis sayisi
M (Monetary): c.c.’de toplam kan bagist

T (Time): ilk bagistan bu yana gegen aylar 1+ kan bagslands

0: kan bagislanmadi

5.2. Veri Seti ilk 10 Ornek

Tablo 2°de 4 giris, 1 ¢ikis ve 748 ornekten olusan veri setinden ilk 10 6rnek gdsterilmistir.

Tablo 2. Veri seti icin ilk 10 6rnek.

Giris Cikis
Recency (months)  Frequency (times) Monetary (c.c. blood) Time (months) | Donated blood
2 50 12500 98 1
0 13 3250 28 1
1 16 4000 35 1
2 20 5000 45 1
1 24 6000 77 0
4 4 1000 4 0
2 7 1750 14 1
1 12 3000 35 0
2 9 2250 22 1
5 46 11500 98 1
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5.3. Cahsma Ortam

Bu ¢aligmada donanim ortami olarak Intel Core i5-3470 CPU @ 3.20GHz, 3201 Mhz islemcili, 4
GB bellege sahip bir makine kullanilmustir. Yazilim ortami olarak ise Keras 2.3.0, Matplotlib 3.1.1,
Numpy 1.17.2, Pandas 0.25.1, Python 3.7.3, Scipy 1.3.1, Sklearn 0.21.3 kullanilmistir.

5.4. Cahsilan Parametreler

Bu uygulamada sinir agimin agagida siralanan parametrelerinin davranislart incelenmis ve onerilen
modelin performansina dayanarak parametreler icin uygun degerler se¢ilmistir. Bu parametrelerden
bazilar1 birlikte ele alinarak 5 farkli deney yapilmstir. Caligilan parametreler sunlardir:

batch boyutu ve devir sayisi
Ogrenme orani ve momentum
agirhik baslatma

noron aktivasyon fonksiyonu
gizli katmandaki noron sayis1

5.5. Deneysel Calisma

Prametre optimizasyonu sinir aglarinin egitiminin biiyiik bir kismini olusturmaktadir. Sinir aglarinin
yapilandirilmas1 ve ayarlanmasi gereken birgok parametresi vardir. Modellerin egitilmesi ig¢in uzun
stireler gerekebilmektedir. Deneylerde keras derin 6grenme modellerinin parametreleri ayarlamak igin
scikit-learn python makine oOgrenme kiitiiphanesindeki grid search oOzelligi kullanilmistir. Tim
deneylerde 5-katli ¢apraz gegerlilik testi uygulanmistir. Yapilan deneylere ait ortalama basarim
sonuglari, en iyi basarim sonucu ve kullanilan parametreler asagidaki tablolarda gosterilmistir.

Deney 1: batch boyutu ve devir sayisi: Tablo 3’te batch boyutu ve devir sayisi deneyi igin
olusturulan ag modeli parametreleri belirtilmistir. Batch boyutu yinelemeli egim inis (iterative gradient
descent)’te agirliklar giincellenmeden 6nce aga gosterilen desen sayisidir. Agin egitiminde kullanilan
bir iyilestirmedir. Bir déngiide okunan desen sayisini1 bellekte saklamay1 tanimlar. Devir sayist egitim
veri setinin aga gosterilme sayisidir.

Tablo 3. 1. Deney i¢in olusturulan ag modeli.

Girig katmani néron sayisi 4

Gizli katman ndron sayisi 8

Cikis katmani ndron sayisi 1

Gizli katman aktivasyon fonksiyonu relu

Cikis katmani aktivasyon fonksiyonu sigmoid

Loss foksiyonu binary_crossentropy
Optimizasyon algoritmasi adam

Seed (rastgele sayi iireteci) 5

batch_size =[5, 10, 15]

Grid search parametreleri epochs = [25, 75, 100]

Tablo 4’te batch boyutu 10 ve devir sayis1 100 parametre degerleriyle en iyi sonu¢ 0.767380 olarak
gozlenmistir.

Deney 2: 6grenme oram ve momentum: Tablo 5’te 6grenme orani ve momentum deneyi i¢in
olusturulan ag modeli parametreleri belirtilmistir. Ogrenme oram her batch’in sonunda agirhk
giincelleme miktarm1 denetler. Momentum o&nceki agirlik giincellemesinin - mevcut agirlik
giincellemesini hangi derecede etkileyecegini denetler.
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Tablo 4. 1. Deney sonucu.

EN 1YI SONUC: 0.767380
PARAMETRE: {'batch_size': 10, 'epochs': 100}
ortalama: parametre:

0.752674 {'batch_size": 5, 'epochs': 25}
0.766043 {'batch_size'": 5, 'epochs: 75}
0.647059 {'batch_size": 5, ‘epochs': 100}
0.693850 {'batch_size": 10, 'epochs': 25}
0.762032 {'batch_size": 10, 'epochs': 75}
0.767380 {'batch_size": 10, 'epochs': 100}
0.750000 {'batch_size": 15, 'epochs': 25}
0.695187 {'batch_size": 15, 'epochs': 75}
0.750000 {'batch_size": 15, 'epochs': 100}

Tablo 5. 2. Deney igin olusturulan ag modeli.

Ogrenme oran1 0.02
Momentum 0.0
Girig katmani néron sayisi 4

Gizli katman néron sayisi 8

Cikis katmani ndron sayisi 1

Gizli katman aktivasyon fonksiyonu relu
Cikis katmani aktivasyon fonksiyonu sigmoid
Loss foksiyonu binary_crossentropy
Optimizasyon algoritmasi SGD
Epochs 75
Batch_size 5

Seed (rastgele say iireteci) 5

learn_rate = [0.000001, 0.00001, 0.0001]

Grid search parametreleri momentum = [0.001, 0.01, 0.1]

Tablo 6’da 6grenme oran1 0.0001 ve momentum 0.001 parametre degerleriyle en iyi sonug 0.762032
olarak gbézlenmistir.

Tablo 6. 2. Deney sonucu.

EN IYI SONUC: 0.762032

PARAMETRE: {'learn_rate": 0.0001, 'momentum": 0.001}
ortalama: parametre:

0.620321 {'learn_rate": 1e-06, 'momentum"; 0.001}
0.744652 {'learn_rate": 1e-06, 'momentum’; 0.01}
0.577540 {'learn_rate": 1e-06, 'momentum’; 0.1}
0.683155 {'learn_rate": 1e-05, 'momentum": 0.001}
0.758021 {'learn_rate": 1e-05, 'momentum’; 0.01}
0.594920 {'learn_rate": 1e-05, 'momentum’; 0.1}
0.762032 {'learn_rate": 0.0001, 'momentum': 0.001}
0.747326 {'learn_rate": 0.0001, 'momentum': 0.01}
0.760695 {'learn_rate": 0.0001, 'momentum": 0.1}

Deney 3: agirhk baslatma: Tablo 7’de agirlik baglatma deneyi i¢in olusturulan ag modeli
parametreleri belirtilmigtir. Ag agirligi baslatma seciminin ayarlanmasi i¢in mevcut tiim yontemler
uygulanmistir. Her katmanda ayni agirlik baslatma yontemi kullanilmistir. Genel olarak her katmandaki
aktivasyon fonksiyonuna gore farkli agirlik baglatma yontemlerinin kullanilmasi daha iyi sonug
verebilir. Ancak bu deneyde gizli katman ve c¢ikti katmani icin aym agirlik baglatma kriteri
kullanilmistir. Gizli katman i¢in relu aktivasyon fonksiyonu kullanilmistir. Cikt1 katmani i¢in ikili
smiflandirma oldugundan sigmoid aktivasyon fonksiyonu kullanilmistir.
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Tablo 7. 3. Deney i¢in olusturulan ag modeli.

Giris katmani néron sayisi

Gizli katman noron sayisi

Cikis katmani néron sayisi

Gizli katman agirlik baglatma

Cikis katmani agirlik baglatma

Gizli katman aktivasyon fonksiyonu
Cikis katmani aktivasyon fonksiyonu
Loss foksiyonu

Optimizasyon algoritmasi

Epochs

Batch_size

Seed (rastgele sayu lireteci)

Grid search parametreleri

4

8

1

kernel_initializer="uniform’
kernel_initializer="uniform’

relu

sigmoid

binary_crossentropy

adam

75

5

5

init_mode = ['glorot_normal’, ‘glorot_uniform’,
'he_normal’, 'he_uniform’, 'lecun_uniform’,
'normal’, 'uniform’, 'zero']

Tablo 8’de agirlik baslatma normal parametre degeriyle en iyi sonug 0.768717 olarak gdzlenmistir.

Tablo 8. 3. Deney sonucu.

EN IYI SONUC: 0.772841
PARAMETRE: {'init_mode'": 'normal'}

ortalama: parametre:

0.536313 {'init_mode": 'glorot_normal'}
0.578353 {'init_mode": 'glorot_uniform'}
0.531230 {'init_mode": 'he_normal'}
0.770157 {'init_mode": 'he_uniform'}
0.516313 {'init_mode": 'lecun_uniform'}
0.772841 {'init_mode": 'normal'}
0.766139 {'init_mode": 'uniform'}
0.762103 {'init_mode": 'zero'}

Deney 4: noron aktivasyon fonksiyonu: Tablo 9’da noron aktivasyon fonksiyonu deneyi igin
olusturulan ag modeli parametreleri belirtilmistir. Aktivasyon fonksiyonu néronlarin ateslenme
zamanini ve dogrusal olmama niteligini denetler. Bu deneyde Keras'ta bulunan aktivasyon fonksiyonlar1
kullanilmistir. Bu aktivasyon fonksiyonlar1 sadece gizli katmanda kullanilmistir. Veri seti ikili
siniflandirma problemini ele aldigindan cikt1 katmaninda sigmoid aktivasyon fonksiyonu kullanilmistir.

Tablo 9. 4. Deney i¢in olusturulan ag modeli.

Girig katmani néron sayisi

Gizli katman ndron sayisi

Cikis katmani ndron sayisi

Gizli katman agirlik baslatma

Cikis katmani agirlik baslatma

Gizli katman aktivasyon fonksiyonu
Cikis katmani aktivasyon fonksiyonu
Loss foksiyonu

Optimizasyon algoritmasi

Epochs

Batch_size

Seed (rastgele sayu tireteci)

Grid search parametreleri

4
8

1

kernel_initializer="uniform'
kernel_initializer="uniform'

relu

sigmoid

binary_crossentropy

adam

75

5

5

activation = ['hard_sigmoid', 'linear', 'relu’,
'sigmoid’, 'softmax’, 'softplus’, 'softsign’, 'tanh']
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Tablo 10°da noéron aktivasyon fonksiyonu relu parametre degeriyle en iyi sonug 0.772727 olarak
gozlenmistir.

Tablo 10. 4. Deney sonucu.

EN 1YI SONUC: 0.772823
PARAMETRE: {'activation": 'linear'}
ortalama: parametre:

0.762103 {'activation": 'hard_sigmoid'}
0.772823 {"activation': 'linear'}
0.762103 {'activation": 'relu'}
0.762103 {'activation": 'sigmoid'}
0.762103 {'activation': 'softmax'}
0.763436 {'activation": 'softplus'}
0.762103 {'activation': 'softsign'}
0.762103 {'activation" 'tanh'}

Deney 5: gizli katmandaki néron sayisi: Tablo 11°de gizli katmandaki néron sayis1 deneyi i¢in
olusturulan ag modeli parametreleri belirtilmistir. Optimizasyon i¢in bir katmandaki néronlarin sayisi
onemli bir parametredir. Genel olarak bir katmandaki néronlarin sayist agin kapasitesini etkiler. Bu
deneyde gizli katmandaki ndron sayisi ayarlanmistir. Daha biiyiik bir ag daha fazla egitim gerektirir.
Noron sayisi, batch boyutu ve devir sayisi ile optimize edilmistir.

Tablo 11. 5. Deney i¢in olusturulan ag modeli.

Giris katmani nron sayist 4

Gizli katman néron sayisi 1

Gizli katman agirlik sinirlandirma kernel_constraint=maxnorm(2)
Dropout (seyreltme) katmani orani 0.5

Cikis katmani ndron sayisi 1

Gizli katman agirlik baglatma kernel_initializer="uniform'
Cikis katmani agirlik baglatma kernel_initializer="uniform'
Gizli katman aktivasyon fonksiyonu linear

Cikis katmani aktivasyon fonksiyonu sigmoid

Loss foksiyonu binary_crossentropy
Optimizasyon algoritmasi adam

Epochs 75

Batch_size 5

Seed (rastgele say iireteci) 5

Grid search parametreleri neurons = [10, 15, 20, 25, 30, 35, 40, 45, 50]

Tablo 12°de gizli katmandaki néron sayisi 45 parametre degeriyle en iyi sonug 0.779412 olarak
gozlenmistir.

Tablo 12. 5. Deney sonucu

EN 1YI SONUC: 0.779412
PARAMETRE: {'neurons': 45}
ortalama: parametre:
0.766043 {'neurons". 10}
0.764706 {'neurons". 15}
0.775401 {'neurons": 20}
0.745989 {'neurons'":. 25}
0.760695 {'neurons': 30}
0.771390 {'neurons': 35}
0.771390 {'neurons': 40}
0.779412 {'neurons': 45}
0.774064 {'neurons". 50}
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6. SONUC VE ONERILER

Bu calismada YSA optimizasyonu ile ilgili olarak bir literatiir ¢aligmasi yapilmistir. Yapilan
caligmalar incelendiginde sinir aglarimin optimizasyonuyla ilgili ¢ok sayida yontemin gelistirildigi
goriilmiistiir. Sinir aglar1 ile ilgili bilim ve teknolojide gelistirilen yeni donamimsal ve yazilimsal
tiriinlerle farkli optimizasyon yontemleri denenebilmektedir. Gelistirilen her yontemin diger bir yontemi
tetikleyebilme potansiyeli bulunmaktadir. Disiplinler arasi c¢aligmalarla da sinir aglart optimize
edilebilmektedir. Buradaki can alic1 nokta sinir aglarinin belirli bir soruna uygulanmasindan ziyade agin
hizini ve dogrulugunu en iist diizeye ¢ikarmaktir. Bu ¢aligma ile sinir aglar1 optimizasyonuyla ilgilenen
aragtirmacilara farkli bakis acilariyla optimizasyon yontemleri denemeleri amaglanmgstir. Bu ¢aligma
kapsaminda ayrica sinir aglarinin ¢esitli parametreleri kullanilarak istatistiksel veya deneysel
yontemlere yonelik 5 deney yapilmistir.

Incelenen literatiire dayanarak arastirmacilara gelecekte sinir aglari ile ilgili daha fazla arastirma ve
gelistirme i¢in bazi iyilestirme alanlar1 6nerilebilir. Sinir aglarmin performansi optimize edilirken model
gelistirme siirecinde sistemli bir yaklagima ihtiya¢ vardir. Bu nedenle sunulan bazi oneriler kisa
maddeler halinde su sekilde siralanabilir:

Verilerin uygun formata doniistiiriilmesi
Uygun girdi modelinin belirlenmesi

Sinir ag1 geometrisi se¢imi

Degisken belirleme siirecinde sinir ag1 6zelligi
Agirlik alaninda farkli adimlarla siirekli egitim
Sunulan sinir ag1 modelinin dogrulanmasi

\l

. Kaynaklar

[1] Yang S, Chen Y. “An evolutionary constructive and pruning algorithm for artificial neural
networks and its prediction applications”. Neurocomputing, 86, 140-149, 2012.

[2] Kaytan M, Hanbay D. “Effective Classification of Phishing Web Pages Based on New Rules
by Using Extreme Learning Machines”. Journal of Computer Sciences, 2(1), 15-36, 2017.

[3] Aydilek IB, Aslan A. “A Novel Hybrid Approach to Estimating Missing Values in Databases
Using K-Nearest Neighbors and Neural Networks”. International Journal of Innovative
Computing, Information and Control, 8(7(A)), 4705-4717, 2012,

[4] Prieto A, Pricto B, Ortigosa EM, Ros E, Pelayo F, Ortega J, Rojas I. “Neural networks: An
overview of early research, current frameworks and new challenges”. Neurocomputing, 214,
242-268, 2016.

[5] Benardos PG, Vosniakos GC. “Optimizing feedforward artificial neural network architecture”.
Engineering Applications of Artificial Intelligence, 20(3), 365-382, 2007.

[6] Soltoggio A, Stanley KO, Risi S. “Born to learn: The inspiration, progress, and future of
evolved plastic artificial neural networks”. Neural Networks, 108, 48-67, 2018.

[7] Barrett DG, Morcos AS, Macke JH. “Analyzing biological and artificial neural networks:
challenges with opportunities for synergy?”. Current Opinion in Neurobiology, 55, 55-64,
2019.

[8] Abiodun OI, Jantan A, Omolara AE, Dada KV, Mohamed NA, Arshad H. “State-of-the-art in
artificial neural network applications: A survey”. Heliyon, 4(11), 1-41, 2018.

[9] Tavanaei A, Ghodrati M, Kheradpisheh SR, Masquelier T, Maida A. “Deep learning in spiking
neural networks”. Neural Networks, 111, 47-63, 2019.

110



[10] Yang HH, Murata M, Amari S. “Statistical inference: learning in artificial neural networks”.
Trends in Cognitive Sciences, 2(1), 4-10, 1998.

[11] Schmidhuber J. “Deep learning in neural networks: An overview”. Neural Networks, 61, 85-
117, 2015.

[12] Paliwal M, Kumar UA. “Neural networks and statistical techniques: A review of applications”.
Expert Systems with Applications, 36(1), 2-17, 2009.

[13] Whittington JCR, Bogacz R. “Theories of Error Back-Propagation in the Brain”. Trends in
Cognitive Sciences, 23(3), 235-250, 2019.

[14] Lampinen J, Vehtari A. “Bayesian approach for neural networks—review and case studies”.
Neural Networks, 14(3), 257-274, 2001.

[15] Tsoi AC, Back A. “Discrete time recurrent neural network architectures: A unifying review”.
Neurocomputing, 15(3-4), 183-223, 1997.

[16] Heo S, Lee JH. “Parallel neural networks for improved nonlinear principal component
analysis”. Computers & Chemical Engineering, 127, 1-10, 20109.

[17] Bornholt J, Lopez R, Carmean DM, Ceze L, Seelig G, Strauss K. “A DNA-Based Archival
Storage System”. Twenty-First International Conference on Architectural Support for
Programming Languages and Operating Systems, Atlanta, Georgia, USA, 2-6 April 2016.

[18] Abas AR. “Using incremental general regression neural network for learning mixture models
from incomplete data”. Egyptian Informatics Journal, 12(3), 185-196, 2011.

[19] Kumar R, Chen T, Hardt M, Beymer D, Brannon K, Syeda-Mahmood T. “Multiple Kernel
Completion and its application to cardiac disease discrimination”. IEEE 10th International
Symposium on Biomedical Imaging: From Nano to Macro, San Francisco, CA, USA, 7-11
April 2013.

[20] He H, Garcia EA. “Learning from Imbalanced Data”. IEEE Transactions on Knowledge and
Data Engineering, 21(9), 1263-1284, 20009.

[21] Frasca M, Bertoni A, Re M, Valentini G. “A neural network algorithm for semi-supervised
node label learning from unbalanced data”. Neural Networks, 43, 84-98, 2013.

[22] Kohavi R. “A Study of Cross-Validation and Bootstrap for Accuracy Estimation and Model
Selection”. Fourteenth International Joint Conference on Artificial Intelligence, Montreal,

Quebec, Canada, 20-25 August 1995.

[23] Bashiri M, Geranmayeh AF. “Tuning the parameters of an artificial neural network using
central composite design and genetic algorithm”. Scientia Iranica, 18(6), 1600-1608, 2011.

[24] Benjamin BV, Gao P, McQuinn E, Choudhary S, Chandrasekaran AR, Bussat J, Alvarez-Icaza
R, Arthur JV, Merolla PA, Boahen K. “Neurogrid: A Mixed-Analog-Digital Multichip System
for Large-Scale Neural Simulations”. Proceedings of the IEEE, 102(5), 699-716, 2014.

[25] Naveros F, Luque NR, Garrido JA, Carrillo RR, Anguita M, Ros E. “A Spiking Neural
Simulator Integrating Event-Driven and Time-Driven Computation Schemes Using Parallel
CPU-GPU Co-Processing: A Case Study”. IEEE Transactions on Neural Networks and
Learning Systems, 26(7), 1567-1574, 2015.

[26] Shepherd GM, Mirsky JS, Healy MD, Singer MS, Skoufos E, Hines MS, Nadkarni PM, Miller
PL. “The Human Brain Project: neuroinformatics tools for integrating, searching and modeling
multidisciplinary neuroscience data”. Trends in Neurosciences, 21(11), 460-468, 1998.

111



[27] Sarikan SS, Ozbayoglu AM, Zilci O. “Automated Vehicle Classification with Image
Processing and Computational Intelligence”. Procedia Computer Science, 114, 515-522, 2017.

[28] Castro LND. “Fundamentals of natural computing: an overview”. Physics of Life Reviews,
4,(1), 1-36, 2007.

[29] Brunton BW, Beyeler M. “Data-driven models in human neuroscience and neuroengineering”.
Current Opinion in Neurobiology, 58, 21-29, 2019.

[30] Buccelli S, Bornat Y, Colombi I, Ambroise M, Martines L, Pasquale V, Bisio M, Tessadori J,
Nowak P, Grassia F, Averna A, Tedesco M, Bonifazi P, Difato F, Massobrio P, Levi T,
Chiappalone M. “A Neuromorphic Prosthesis to Restore Communication in Neuronal
Networks”. [Science, 19, 402-414, 2019.

[31] Rosenblatt F. “The perceptron: A probabilistic model for information storage and organization
in the brain”. Psychological Review, 65(6), 386-408, 1958.

[32] Willshaw DJ, Malsburg CVD. “How patterned neural connections can be set up by self-
organization”. Proceedings of the Royal Society of London - Biological Sciences, 194(1117),
431-445, 1976.

[33] Amari S. “Topographic organization of nerve fields”. Bulletin of Mathematical Biology, 42(3),
339-364, 1980.

[34] Kohonen T. “Self-Organized Formation of Topologically Correct Feature Maps”. Biological
Cybernetics, 43(1), 59-69, 1982.

[35] Hornik K, Stinchcombe M, White H. “Multilayer feedforward networks are universal
approximators”. Neural Networks, 2(5), 359-366, 1989.

[36] Jordan MI, Rumelhart DE. “Forward models: Supervised learning with a distal teacher”.
Cognitive Science, 16(3), 307-354, 1992.

[37] Wang J, Wang H, Chen Y, Liu C. “A constructive algorithm for unsupervised learning with
incremental neural network™. Journal of Applied Research and Technology, 13(2), 188-196,
2015.

[38] Plasencia A, Shichkina Y, Suarez I, Ruiz Z. “Open Source Robotic Simulators Platforms for
Teaching Deep Reinforcement Learning Algorithms”. Procedia Computer Science, 150, 162-
170, 2019.

[39] Kiranyaz S, Ince T, Yildirim A, Gabbouj M. “Evolutionary artificial neural networks by multi-
dimensional particle swarm optimization”. Neural Networks, 22(10), 1448-1462, 2009.

[40] Castellani M, Rowlands H. “Evolutionary Artificial Neural Network Design and Training for
wood veneer classification”. Engineering Applications of Artificial Intelligence, 22(4-5), 732-
741, 2000.

[41] Rashid TA, Fattah P, Awla DK. “Using Accuracy Measure for Improving the Training of
LSTM with Metaheuristic Algorithms”. Procedia Computer Science, 140, 324-333, 2018.

[42] Castillo PA, Merelo JJ, Pricto A, Rivas V, Romero G. “G-Prop: Global optimization of
multilayer perceptrons using GAs”. Neurocomputing, 35(1-4), 149-163, 2000.

[43] Yao X, Liu Y. “Towards designing artificial neural networks by evolution”. Applied
Mathematics and Computation, 91(1), 83-90, 1998.

[44] Jiang X, Wah AHKS. “Constructing and training feed-forward neural networks for pattern
classification”. Pattern Recognition, 36(4), 853-867, 2003.

112



[45] Balkin SD, Ord JK. “Automatic neural network modeling for univariate time series”.
International Journal of Forecasting, 16(4), 509-515, 2000.

[46] Leski J, Czogola E. “A new artificial neural network based fuzzy inference system with
moving consequents in if-then rules and selected applications”. Fuzzy Sets and Systems,
108(3), 289-297, 1999.

[47] Benardos PG, Vosniakos GC. “Prediction of surface roughness in CNC face milling using
neural networks and Taguchi's design of experiments”. Robotics and Computer-Integrated
Manufacturing, 18(5-6), 343-354, 2002.

[48] Maier HR, Dandy GC. “Understanding the behaviour and optimising the performance of back-
propagation neural networks: an empirical study”. Environmental Modelling & Software,
13(2), 179-191, 1998.

[49] Wang Y, Fariello G. “On Neuroinformatics: Mathematical Models of Neuroscience and
Neurocomputing”. Journal of Advanced Mathematics and Applications, 1(2), 206-217, 2012.

[50] Branitskiy A, Kotenko I. “Hybridization of computational intelligence methods for attack
detection in computer networks”. Journal of Computational Science, 23, 145-156, 2017.

[51] Pal SK, Meher SK. “Title Paper: Natural computing: A problem solving paradigm with
granular information processing”. Applied Soft Computing, 13(9), 3944-3955, 2013.

[52] Lozo P. “Selective Attention Adaptive Resonance Theory (SAART) Neural Network for

Neuro-engineering of Robust ATR Systems”. International Conference on Neural Networks,
Perth, WA, Australia, 27 November-1 December 1995.

[53] Disney A, Reynolds J, Schuman CD, Klibisz A, Young A, Plank JS. “DANNA: A
neuromorphic software ecosystem”. Biologically Inspired Cognitive Architectures, 17, 49-56,
2016.

[54] Arifovic J, Gengay R. “Using genetic algorithms to select architecture of a feedforward
artificial neural network”. Physica A: Statistical Mechanics and its Applications, 289(3-4),
574-594, 2001.

[55] Ma L, Khorasani K. “A new strategy for adaptively constructing multilayer feedforward neural
networks”. Neurocomputing, 51, 361-385, 2003.

[56] ChenJ, ChangJ. “Fuzzy Perceptron Neural Networks for Classifiers with Numerical Data and
Linguistic Rules as Inputs”. IEEE Transactions on Fuzzy Systems, 8(6), 730-745, 2000.

[57] Maier HR, Dandy GC. “The effect of internal parameters and geometry on the performance of
back-propagation neural networks: an empirical study”. Environmental Modelling & Software,
13(2), 193-209, 1998.

[58] School of Information and Computer Sciences, University of California, Irvine, CA, USA.
“UCI Machine Learning Repository”. https://archive.ics.uci.edu/ml/index.php. (16.10.2019).

[59] School of Information and Computer Sciences, University of California, Irvine, CA, USA.
“UCI Machine Learning Repository: Blood Transfusion Service Center Data Set”.
https://archive.ics.uci.edu/ml/datasets/Blood+Transfusion+Service+Center. (16.10.2019).

[60] Yeh I, Yang K, Ting T. “Knowledge discovery on RFM model using Bernoulli sequence”.
Expert Systems with Applications, 36(3), 5866-5871, 20009.

113



