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Oz: Veri madenciligi yontemlerinden biri olan siniflandirma, en gok kullanilan veri madenciligi yéntemidir. Bir veri veya veri
grubunun mevcut siiflardan hangisine ait oldugunun belirlenmesi olarak tanimlanmaktadir. Siiflandirma ¢aligmalarinda en
onemli kriter yiiksek basarimli bir simiflandirici model olusturabilmektir. Ancak bagsarimi etkileyen birgok neden
bulunmaktadir. Kullanilan test yontemlerinin yani sira veri setine ait 6zellikler de basarimi etkileyen unsurlardan biridir. Bu
makalede, hem test tekniklerinin hem de veri setinin 6zelliklerinin bagarima etkisi detayli olarak incelenmektedir. Bu amagla,
literatiirde yaygin olarak kullanilan 32 farkli veri seti kullanilarak deneyler gerceklestirilmistir. Ayrica calismada 9 farklt
siniflandirma algoritmasi da kullanilarak bu algoritmalarin veri setleri tizerindeki bagarimlart da kiyaslanmigtir. Elde edilen
sonuglar, algoritmalarin etkinliginin yan1 sira test yontemlerinin bagarima etkilerini de ortaya ¢ikarmustir. Veri setine ait
parametrelerin siniflandirma bagarimina etkileri makalede detayli olarak ortaya konulmustur.

Anahtar kelimeler: Siniflandirma, veri seti, basarim, test teknikleri.
Evaluation of the Factors Affecting Performance on the Data Set - Classification Relationship

Abstract: Classification, which is one of the data mining methods, is the most used data mining method. It is defined as
determining the class of the data or data group. The most important criterion in classification studies is to obtain classifier
model has high accuracy performance. However, there are many reasons that affect the classifier accuracy. In addition to the
test methods, the properties of the data set are also one of the factors affecting the performance. In this paper, the effects of
both test techniques and data set on accuracy are examined in detail. For this purpose, experiments were carried out using 32
different data sets, which are widely used in the literature. In addition, the performance of these algorithms on datasets was
compared by using 9 different classification algorithms. The results obtained revealed the effectiveness of algorithms as well
as the effects of test methods on success. The effects of the parameters of the data set on the classification performance are
presented in detail in the paper.

Key words: Classification, Dataset, accuracy, test techniques.
1. Giris

Son yillarda farkli kaynaklar araciligiyla oldukga biiyiik miktarlarda veri toplanmaktadir. Bu veriler
giinlimiizde giinliik yaklagik olarak 2,5 exabyte boyutuna ulagmaktadir. Elde edilen veriler 2,5 milyon adet 1
terabyte kapasiteli diske depolanabilecek kapasiteye karsilik gelmektedir. Toplanmakta olan bu veriler farkli
calisma alanlarinda kullanilmaktadir. Bunlar; pazarlama stratejileri olusturmak, halkla iligkiler g¢alismalari,
bankacilik sektorii, gitvenlik ve bilim insanlarmin yaptiklari ¢aligmalarda kullanilmaktadir [1].

Gilinimiizde insanlar istem dis1 olarak makine 6grenmesi ¢alismalarina destek vermektedir. Giinliik ¢ekilen
fotograf ve videolar, sosyal medya {izerinden yapilan yorumlar, video izleme platformlarindan izlenen videolar,
hastanelerde yapilan testler, ¢evrim i¢i aligveris sitelerinden yapilan iglemler gibi ¢aligmalar daha sonra makine
ogrenmesi modellerinde kullanilmak iizere veri tabanlar1 olusturmaktadir. Stirekli iiretilmekte olan bu veriler gogu
zaman istatistiksel veri olarak kalmakta farkli bir amag i¢in kullanilmaktadir[2]. Veri bilimi o kadar 6nemli bir
hale gelmis bulunmaktadir ki NASA uzaya gondermek i¢in yetistirdigi astronotlarin yani sira veri bilimi izerinde
caligmalar yapmak i¢in R veya Python programlama dillerine hakim veri bilimcilerde yetistirmektedir[3].

Makine Ogrenmesi, matematiksel ve istatistiksel yontemler kullanilarak 6grenme gerceklestirebilen ve
mevcut verilerle ¢ikarimlarda bulunan, bu ¢ikarimlar sayesinde bilinmeyen hakkinda tahminlerde bulunan
yontemlerdir. Makine 0grenmesi yontemleri ne kadar ¢ok veri ile egitilirse olusturulan modelin tahmin etme
olasilig1 artmaktadir. Makinelerin yaptiklar1 ¢ikarimlara en giizel 6rneklerden biri olarak Google’in gelistirdigi
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DeepMind’in Go sampiyonunu yenmesi gosterilebilir [4]. Aslinda DeepMind’m yaptig1 iglem insanlarin gegmiste
yaptiklart hamleleri deneyimleyerek ¢ikarimlarda bulunmaktir.

Makine 6grenmesi modeli olusturulurken 6grenmenin ne oranda gergeklestigi yani modelin ne kadar dogru
tahminlerde bulundugu biiyiik neme sahiptir. Ornegin; kredi kart1 sahtekarligim tespit etmek igin olusturulan bir
modelde, modelin yapilan sahte igslemleri dogru tahmin etmesi beklenmektedir. Makine 6grenmesi modelininin
olusturuldugu yontem, verinin fazlahg ve verinin dagilimi gibi etkenler ile dogru sonug {iretmeye ¢aligmaktadir.
Burada kargilasilan en biiyiik problemlerden biri karar smifina ait veri dagilimin dengeli olmamasidir. Model
olusturulurken karar sinifina ait azinlik veri gurubu egitim veri seti igerisinde diisiik miktarda ya da hi¢ yer
almayacaktir. Bu da ¢cogu zaman modelin performansini dlgerken yanilgiya diisiilmesine sebep olmaktadir.

Makine 6grenmesi ile ilgili literatiir taramasi yapildiginda konu ile ilgili yapilan ¢aligmalarin sayisinda son
zamanlarda bariz bir artig tespit edilmistir. Aydin [5], ¢aligmasinda yapay zeka ve 6grenmesi teknikleri kullanarak
bir tip bilisimi uygulamasi gelistirmeyi amaglamis ve tek bir makine 6grenmesi modeli kullanarak tek bir metrik
ile sonucu degerlendirmistir. Haciefendioglu [6], glokom hastaligmmin g6z sinirleri zarar gormeden 6nce teshis
edilebilmesi ve diinya ¢apinda korlik nedenleri arasinda ilk sirada bulunan bu hastaligin tahmin edilmesini
amaglamigtir. Caligmasinda {i¢ farkli makine 6grenmesi modeli kullanmis ve destek vektér makineleri ile
olusturulan modelin en iyi performansi elde ettigi sonucuna ulagsmistir. Kartal [7], ¢alismasinda kalp ameliyati
sirasinda ya da kalp ameliyati gecirdikten kisa bir siire sonra hastaya ait hayati riskin makine grenmesi
yontemleriyle belirlenmesini amaglamistir. Calismasinda dort farkli makine dgrenmesi modeli kulanmis ve farkl
metrikler kullanarak karar agact modelinin bu veri seti i¢in en iyi model oldugunu tespit etmistir. Seker[8],
caligmasinda iyi-koti koku verilerine yonelik Elektro Ensefolo Grafi (EEG) isaretlerinin analizi ve
simiflandirmasini amaglamistir. Caligmasinda dort farkli makine 6grenmesi modeli kullanmis ve rastgele orman
modelinin en iyi sonucunu sadece dogruluk metrigini kullanarak tespit etmistir. Turgut[9], mikro dizi verileri
kullanarak makine 6grenmesi yontemleri ile siniflandirma yapmustir. Calismasinda sekiz farkli makine 6grenmesi
modeli kullanmistir ve ¢alismasiin sonucunu degerlendirirken sadece dogruluk metriginden faydalanmustir.
Pekel[10], ¢alismasinda siniflandirma problemi iizerinde durmus, doért makine 6grenmesi modeli kullanmig ve
Naive bayes modelinin en iyi sonucu verdigini dogruluk metrigi kullanarak tespit etmistir. Yukarida bahsedilen
makine dgrenmesi yontemleri ile olusturulan ¢aligmalara bakildiginda sadece tek veri seti ile inceleme yapildigi
ve basarim kriteri olarak da genellikle dogruluk metrigi kullanildigr gozlemlenmistir. Makine 6grenmesi
yontemlerinden siniflandirma ile olusturulan modellerin performanslarini 6l¢erken farkli metriklerin kullanimi ve
farkli veri dagilimi oldugu durumlarda nasil degistigi hakkinda yeterince ¢alismaya rastlanmamistir. Yapilan
smiflandirma caligmalarinda ise genelde sonuglar sayisal olarak verilmekte, sonuclar hakkinda degerlendirme
yeterince yapilmadigindan dolay1 sonuglarin anlamu yetersiz kalmaktadir.

Bu aragtirmada, diger ¢aligmalardan farkli olarak farkli dagilimlara sahip 32 farkl: veri seti incelenerek dokuz
farkli siniflandirma algoritmasi uygulanmistir. Bu siniflandirma algoritmalar1 k-en yakin komsu, karar agaclari,
rasgele orman, Naive bayes, lojistik regresyon siniflandirma, destek vektér makineleri, gradyan artirma, adaboost
ve yapay sinir aglaridir. Daha sonra ise karigiklik matrisinden faydalanilarak dogruluk, Fi 6lgiitli, Matthews
korelasyon katsayist (MCC-Matthes Corelation Coefficients) ve alict islem karakteristikleri altinda kalan alan
(AUC-Area under the ROC Curve) metrikleri kullanilmistir. Ayrica bu metriklerin ne ifade ettigi, temel diizeyde
ifade edilmistir. Boylelikle model se¢imi yapilirken en iyi modelin se¢imi i¢in bir yol haritast olusturulmustur.

2. Materyal ve Yontem

Bu c¢aligmada, literatiirde yaygin olarak kullanilan makine 6grenmesi yontemleri kullanilarak siniflandirma
calismasi yapilmistir. Makine 6grenmesi uygulamalarinda olusturulan modelin dogrulugunun test edilmesi biiyiik
o6nem arz etmektedir. Modelin performansint sadece dogruluk metrigi ile dlgmek ¢ogu zaman yanilgiya yol
acabilmektedir. Bundan dolay1 olusturulan modelin performansinin degerlendirilmesinde sadece dogruluk metrigi
degil buna ek olarak kullanilacak metriklere ihtiya¢ duyulmaktadir. Makine 6grenmesi yontemlerinden olan
smiflandirmada bu degerlendirme igin karigiklik matrisi olarak isimlendirilen bir tablodan faydalanilmaktadir.
Verilen bilgiler 15181nda bu ¢aligmada kullanilan yontemlere ait bilgiler verilmistir.

2.1. Cahismada Kullanilan Veriler

Bu ¢aligmada, Kaggle[11] olarak bilinen acik kaynak veri seti saglayicisindan elde edilen 32 farkli veri seti
kullanilmustir. Kullanilan veri setlerine ait nitelik sayisi, her bir veri setindeki drnek sayisi, veri setinde kag¢ sinif
oldugu ve simiflarin dagilimina ait denge diizeyi bilgileri Tablo 1’de verilmektedir. Burada yer alan denge diizeyi
stitunu, veri setindeki siniflarinin dagiliminin dengeli olup olmadig1 hakkinda bilgi vermektedir.
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Tablo 1. Calismada kullanilan veri setleri.

No Veri seti Ozellik Sayisi Ornek Sayis1  Simf Sayisi1  Denge Diizeyi(p)
1 Avustralya’da Yangin (AY) 24 142.193 2 34
2 Wisconsin Meme Kanseri (WMK) 31 569 2 1,7
3 Tic-Tac-Toe Oyunu (TTTO) 10 958 2 18
4 Sloan gokyiizii aragtirmast (SGA) 18 10.000 3 58
5 Pulsar yildiz1 tahmini (PYT) 9 17.898 2 9,9
6 Ortopedik Hastalarin Biyomekanik Ozellikleri

(OHBO) 7 310 2 2,1
7 Ortopedik Hastalarin Biyomekanik Ozellikleri

(OHBO) 7 310 3 2,5
8 Kalp Hastalig1 (KH) 14 303 2 1,1
9 Yapisal protein dizileri (YPD) 6 111.338 3 1,3
10 Farelerin protein ekspresyonu (FPE) 82 1080 8 2,0
11 Seyahat sigortasi (SS) 11 63.326 2 63,9
12 Kas aktivitesini okuyarak jestlerin smiflandirilmasi

(KAOJS) 64 11.678 4 1,0
13 Parkinson hastalig1 siniflandirma (PHS) 755 756 2 2,9
14 Portekiz bankasi pazarlama (PBP) 18 40.841 2 7,8
15 Genetik cesitlilik siniflandirma (GCS) 46 65.188 2 2,9
16 Mobil cihaz fiyat siniflandirmasi (MCFS) 21 2.000 4 1,0
17 Tiirkiye siyasi goriisleri (TSG) 16 885 6 13,1
18 Banka pazarlama (BP) 17 11.162 2 11
19 Iris cigegi (IC) 6 150 3 1,0
20 Sarap kalitesi (SK) 13 6.497 7 545,6
21 Hepatoseliiler Karsinom (HCC) 50 165 2 1,6
22 Bireysel kredi siniflandirma problemi (BKSP) 14 5.000 2 10,9
23 Sahte sirketleri denetlemek i¢in denetim riski

(SSDIDR) 25 776 2 15
24 Internetten alisveriste kullanici tercihleri (JAKT) 18 12.330 2 5,6
25 Sarap igin miisteri segmentasyonu (SIMS) 14 178 3 1,4
26 Ph tanima (PT) 4 653 15 1,1
27 Gelir siniflandirmasi (GS) 15 32.561 2 3,1
28 Kriyoterapi analiz (KA) 7 90 2 1,1
29 Kredi kart1 sahtekarlig1 tespiti (KKST) 31 284.807 2 554,5
30 Deniz kulagi (DK) 9 4177 3 1,0
31 Sesle cinsiyet tanima (SCT) 21 3.168 2 1,0
32 Pima Kizilderilileri diyabet (PKD) 9 768 2 1,8

Tablo 1°de yer alan denge diizeyi bilgisi, karar sinifindaki ¢cogunluk sinifa ait veri sayisinin, azinlik sinifa ait
veri sayisina boliinmesi ile elde edilmekte olup bu hesaplama Denklem 1°de gosterilmektedir. Veri setinin denge
durumunun tespiti i¢in kullanilmakta olan bu denklemden elde edilen deger, 1’in lizerinde oldugu durumlarda veri
setinin dengesiz oldugunu ifade etmektedir. Bu denklemde yer alan C; ifadesi, veri setinde yer alan karar simifini
temsil etmektedir. Max;{|Ci|} ve Mini{|Ci|} ifadeleri karar sinifinin yer alan 6rneklerden en fazla ve en az etiketi
igeren siniflart temsil etmektedir [12].

R Max;{|Cil}
Denge diizeyi p = m (1)

2.2. Smiflandirma

Denetimli 6grenme yontemi olan siniflandirma, makine 6grenmesinde en sik kullanilan ydntemlerden
birisidir. Verinin siniflandirilmasi islemi, daha dnce sinif etiketleri belli olan veri setini egitim ve test olmak iizere
iki pargaya bdlme islemi ile baglamaktadir. Burada ki egitim verisi ile olusturulacak model tasarlanmakta ve test
verisi ile de olusturulan model test edilmektedir. Olusturulan model yardimu ile yeni bir 6rnek ile karsilasildiginda
ornegin hangi smifa ait etiketle etiketlenecegi belirlenmektedir. Siniflandirmanin amaci, benzer 6zelliklerdeki
verilerin Onceden etiketlenmis veri gruplarindan hangisine ait oldugunun tahmin edilmesi islemidir[13].
Literartiirde siniflandirma islemi i¢in ¢ok fazla algoritma bulunmaktadir. Bunlardan bazilari; k-en yakin komsu,
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karar agaglari, naive bayes, destek vektor makineleri, gradyan artirma, yapay sinir aglari, adaBoost, lojistik
regresyon siniflandirict ve rasgele orman’dir.

2.2.1. k-en yakin komsu

K-en yakin komgu algoritmast mesafeye dayali algoritmalardan birisidir. Temel ¢aligma mantigi, verilerin
birbirleriyle olan uzakliklar1 ve benzerliklerini kullanarak siniflandirma iglemi gergeklestirmektedir. Bu teknikte
veri bir orlintli uzayinda saklanmaktadir. Karar sinifi bilinmeyen bir veri geldiginde verinin hangi sinifa ait
oldugunun belirlenmesi i¢in sinifi bilinmeyen veriye en yakin k adet veri belirlenir. Daha sonra ise, veri kendisine
yakin olan bu k adet veriden hangisine daha ¢ok benziyorsa onun sinifinda etiketlenir[ 14].

2.2.2. Karar agaclan

Siniflandirma problemlerinde, olugturulmasi, yorumlanmasi ve veri seti ile biitlinlestirilmesinin kolayligindan
dolay1 en sik tercih edilen ydntemlerden birisidir. Karar agaclari, veri yapilarindaki agac yapisi ile benzerlik
gostermektedir. Karar agaclari, diigiim ve dallardan olusan anlasilmasi kolay, her bir dalin bir olasilik durumunu
temsil ettigi ve prensip olarak veriyi rekiirsif olarak alt gruplara dallanma yaparak bolen bir algoritmadir. Bu ayrim
asamasinda olusan dallarin her biri bir kurali temsil etmektedir[15-16].

2.2.3. Rasgele orman

Rasgele siniflandirma algoritmasi, agac¢ tipindeki siniflandirma algoritmalarinin toplulugu olarak
tanimlanabilmektedir. Rasgele orman, tiim 6znitelikler ile en iyi dali kullanarak her bir diigiimii dallara ayirmak
yerine, her bir diiglimden rastgele segilen 6znitelikler arasindan en iyisini kullanarak her bir diigiimii dallara ayirir.
Model olusturulurken kullanilan her bir veri seti orijinal veri setinden yer degistirilerek elde edilir. Sonra rasgele
Oznitelik se¢imi yapilarak agaclar gelistirilir. Gelistirilen agaglar budanmaz ve yapilan islem rastgele orman
algoritmasinin dogrulugunu essiz yapmaktadir[17-19].

2.2.4. Naive bayes

Bayes teoreminden faydalanilarak olusturulan bir algoritmadir. Literatiirde en sik kullanilan algoritmalardan
biri olmasinin sebebi kolay anlasilabilir olmasi ve uygulanabilirligidir. Bu yontem kullanilarak bir verinin
hedeflenen niteligin sinif degerine ait olma olasiligi bulunabilmektedir. Diger bir ifade ile elde var olan,
smiflandirilmis veriler kullanilarak yeni gelen verinin mevcut bulunan sinif etiketlerinden birisi olma ihtimalini
hesaplayan bir yontemdir[15].

2.2.5. Lojistik regresyon siniflandirma

Regresyon analizi, iki veya daha fazla degisken arasindaki iliskiyi 6lgmek amaci ile kullanilmakta ve
tanimlayici ¢ikarimsal istatistik saglamaktadir. Hedeflenen, bagimli ve bagimsiz degisken arasindaki iligkiyi en az
sayida degisken ile en iyi uyuma sahip olacak sekilde olusturabilecek en iyi modeli kurmaktir[20].

2.2.6. Destek vektor makineleri

Destek vektor makineleri, son yillarda regresyon ve simniflandirma ile alakali problemlerin ¢oziimiinde
kullanilmaktadir. Destek vektor makineleri, siniflandirma iglemi yaparken yiiksek diizeyde basarim saglamak i¢in
yiiksek boyut 6zelliklerine sahip ¢ekirdek fonksiyonlar: kullanmaktadir. Diger siniflandirma algoritmalarina gore
daha bagarili siniflandirma yaptigi gézlemlenmistir[21-22].

2.2.7. AdaBoost

AdaBoost algoritmasi, zayif siniflandiricilarin bir araya gelmesiyle ortaya ¢ikan giiglii bir siniflandiriciy1
temsil eden topluluk siniflandiricist olarak isimlendirilmektedir. Modelin genel ¢aligma mantig1, her agamada bir
onceki agamanin sonucunda yapilan yanlis tahminlerin agirligini artirarak siiflandiricinin tekrar ¢alistirilmasi ile
baslamaktadir. Yapilan bu islemlerle yanlis yapilan tahminlere odaklanip, olusturulan modelin siniflandirmadaki
dogruluk oranini yiikseltmek amaglanmaktadir[23].
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2.2.8. Gradyan Artirma

Gradyan artirma algoritmasi, 2001 yilinda Friedman tarafindan ortaya atilmistir. Yontemin ¢aligma sekli;
iteratif olarak hatay1 tahmin edip, hatanin iyilestirilmesi hedeflenmektedir. Gradyan artirma algoritmasi, AdaBoost
algoritmasinda oldugu gibi 6rnekleri tekrar agirlandirmaya calismamaktadir. Bir 6nceki agamada bulunan kayip
fonksiyonunu negatif gradyan vektoriine uydurmaya calisir. Hatay1 azaltmak igin, dereceli azaltma sonuglarini
fonksiyona ekler[24].

2.2.9. Yapay sinir aglar

Insan beynini model olarak alarak gelistirilen bir teknolojidir. Yapay sinir aglar1 §grenme yontemi ile yeni
bilgileri iretme, bu bilgileri kesfetme, diislinebilen sistemler tasarlama amaciyla gelistirilmistir. Yapay sinir aglari
kendi i¢ kurallarm iretir ve bu kurallarla elde edilen sonuglar1 karsilagtirma yaparak kendisini gelistirir. Yapay
sinir aglar1 deneme yanilma yolu ile kendisini egitir ve bir igin nasil yapilmasi gerektigini 6grenir[25].

2.3. Model performans degerlendirme metrikleri

Siniflandirma algoritmalart ile olusturulan modellerin degerlendirilmesi, hangi siniflandirma modelinin daha
dogru sonuglar iirettiginin belirlenmesinde bazi degerlendirme metrikleri kullanilmaktadir. Bunlar genel olarak
karigiklik matrisi olarak isimlendirilen bir tabloya dayanmaktadir. Makine 6grenmesi ve istatistiksel siniflandirma
problemlerinde, bir simiflandiricinin performansim gorsellestirmek igin gelistirilen bir tablo diizenidir[26-27].
Matrisin her satir1, gercek degerleri ifade ederken, her siitun ise tahmin edilen degerleri temsil etmektedir. iki
smifl bir karigiklik matrisi ve alacagi degerler Tablo 2’de verilmistir.

Tablo 2. Iki simfli karisiklik matrisi.

Tahmin Edilen Simf
Sinif Pozitif Negatif
Gergek Simif Pozitif DP YN
Negatif YP DN

Karigiklik matrisinde gecen terimler ve anlamlari asagida listelenmektedir;

- Dogru pozitif (DP); smiflandirici tarafindan pozitif sinifa ait verilerden kag tanesinin dogru sekilde
smiflandirildigini temsil etmektedir.

- Dogru negatif (DN); siniflandirici tarafindan negatif sinifa ait verilerden kag¢ tanesinin dogru sekilde
smiflandirildigin temsil etmektedir.

- Yanlis Negatif (YN); gercekte pozitif sinifa ait olan bir verinin siniflandirma sonucunda negatif sinif
olarak etiketlenmesidir.

- Yanlis pozitif (YP); gercekte negatif sinifa ait olan bir verinin siniflandirma sonucunda pozitif sinif olarak
etiketlenmesidir.

Karigiklik matrisi yardimi ile siniflandirma performansini belirlemek i¢in kullanilan metrikler ise agiklamalart

ile beraber agagida verilmektedir;

- Dogruluk; egitim kiimesi kullanilarak olusturulan modelin test kiimesindeki verileri dogru siniflandirma
oranidir [27]. Denklem 2’de gosterildigi sekilde hesaplanmaktadir.

DP + DN

Dog = 2
ofruluk = f N T YP T YN @)

- Duyarlilik ya da dogru pozitif oran (DPO); siniflandiricinin gercekte pozitif sinifa ait olan verileri dogru
olarak tahmin etme oranim1 vermektedir[27]. Denklem 3’de gosterildigi sekilde hesaplanmaktadir.
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D Llik = A = DPO = bP 3)
uyariilik = Anma = _DP+YN

Ozgiilliik ya da dogru negatif oran (DNO); smiflandiricinin gercekte negatif simifa ait olan verileri dogru
olarak tahmin etme oranini vermektedir[27]. Denklem 4’de gosterildigi sekilde hesaplanmaktadir.
DN

0 1 1 = —_ — 4
Ozgullik = DNO DN T VP 4

Kesinlik ya da Pozitif tahmin degeri (PTD); siniflandirma sonucunda pozitif olarak tahmin edilenlerin ne
oranda dogru olarak tahmin edildigini vermektedir[27]. Denklem 5’de gosterildigi sekilde
hesaplanmaktadir.

Kesinlik = Pozitif Tahmin Degeri = bP (5)
esinlik = Pozitif Tahmin egeri = o vp

Negatif tahmin degeri (NTD); smiflandirma sonucunda negatif olarak tahmin edilenlerin gercekte ne
kadarimin negatif smmifta oldugunu gostermektedir[27]. Denklem 6’da gosterildigi sekilde
hesaplanmaktadir.

DN

NTD = 5NN

(6)

F 6lg¢iitii; kesinlik ve anma 6lgiitleri tek baslarina anlamli bir karsilagtirma sonucu ¢ikarilmasinda yeterli
olmamaktadir. 1ki 6lgiitii bir arada degerlendiren F 6lciitii sayesinde daha anlamli sonugclar
tiretebilmektedir. F 6lgiitii kesinlik ve anma degerlerinin harmonik ortalamasi alinarak elde edilmektedir.
F-6l¢iitli genel olarak F1, Fo s ve F; olarak kullanilmaktadir. F-6lgiitii, O ile 1 arasinda degerler almaktadir.
Dogru tahminlerde bulunan bir siniflandiricinin f-6l¢iitii degerinin 1’e yakin olmasi beklenmektedir[27].
Denklem 7°de gosterildigi sekilde hesaplanmaktadir.

(1 + B?)x(kesinlik x anma)
B? + kesinlik * anma

fp — olgtti = (7)

Matthews korelasyon katsayisi(MCC); iki ve ¢ok sinifli simiflandirma ¢alismalarinda performansi 6l¢gmek
icin MCC olarak adlandirilan bir yontem onerilmektedir. Bu 6l¢iim diger metriklerin aksine karigiklik
matrisinde yer alan biitiin degerleri kullanmaktadir. MCC, -1 ile +1 arasinda degerler almaktadir.
Smiflandirict +1°e yakin degerler almigsa dogru tahminlerde bulundugunu, 0 degerini almigsa rastgele
tahminlerde bulundugunu ve -1’e¢ yakin degerler almissa yanlig tahminlerde bulundugunu
gostermektedir[28]. Denklem 8’de gosterildigi sekilde hesaplanmaktadir.

_ DP « DN —YP YN
\/(DP +YP)*x(DP+YN)* (DN +YP) (DN +YN)

Mcc (8)

Alict islem karakteristikleri egrileri altinda kalan alan(AUC); siniflandiricilarin performansini test etmek igin
genel olarak kullanilmaktadir. AUC, 0 ile 1 arasinda degerler {iretmektedir. AUC degerinin bire yaklasmasi
smiflandiricinin dogru tahminlerde bulundugunu, 0.5 degerini almasi siniflandiricinin rastgele tahminlerde
bulundugunu ve bu degerin altinda aldig1 degerlerde ise siniflandiricinin dogru ¢alismadigini gostermektedir [29].

3. Deneysel Sonuglar

Bu caligsma da; ilk olarak B6liim 2.1°de yer alan veri setlerinin her biri i¢in Boliim 2’de yer alan siniflandirma
algoritmalar1 uygulanmustir. Her bir veri seti i¢in iki farkli degerlendirme yontemi kullanilarak siniflandiric
modeller olusturulmustur. Kullanilan yontemler Hold-out ve 10 katli ¢apraz dogrulama (10-CV) yontemidir. Hold-
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out yonteminde, veri setini modeli olusturmak i¢in egitim ve test pargalarina boliinme iglemi yapilmaktadir. Egitim
verisi ile model olusturulurken, test verisi ile de bu modelin dogrulugunun testi yapilmaktadir. Bu ¢alismada Hold-
out yonteminde egitim ve test verisi bolme iglemi %70 egitim ve %30 test verisi olacak sekilde yapilmistir. Capraz
dogrulama yonteminde ise veri seti belirtilen sayida parg¢aya boliinmektedir. Bu pargalardan 1 tanesi test digerleri
ise egitim amagclt kullanilir. Modelin performansini belirlemek i¢in bu islem her parca icin ayr1 ayri belirlenen
sayida yapilarak her asamada bir basarim degeri elde edilmektedir. Bu elde edilen degerlerin ortalamasi alinarak
olusturulacak modelin gergek performans degeri elde edilmis olur. Tablo 3’te en yiiksek dogruluk degerlerinin
hangi siniflandirma algoritmalari ile elde edildigi ve hangi test yontemi ile edildigi verilmektedir.

Tablo 3. Calismada kullanilan veri setleri i¢in siniflandirma sonuglari.

No  Veriseti  Sumf Sayis1  Simflandirici Yontem Dogruluk F. MCC AUC
1__AY 2 KA, GA 10-CV 8354 0711 0412 0646
2 WK 2 KNN Hold-out 98,25 0980 0960 0973
3___TTT0 2 GA 10-CV 100 1000 1,000 1,000
4 SGA 3 GA 10-CV 98,89 0976 0980 1,000
5 PYT 2 RO, AB Hold-out 98,01 0938 0876 0922
6 OHBO 2 RO Hold-out 86,02 0832 0664 __ 0835
7 OHBO 3 RO Hold-out 8495 0792 0753 098
8 KH 2 LRS 10-CV 84,16 0840 0680 0837
9 VYPD 3 RO Hold-out 92,69 0927 0889 0940
10 FPE 8 LRS, YSA Hold-out 100 1000 1,000 1,000
11__ssS 2 DVM, YSA 10-CV 98,54 0494 0,000 __ 0500
12__KAOS 2 KA, NB, DVM, GA, YSA 10-CV 100 1000 1,000 1,000
13__PHS 2 RO Hold-out 8622 0780 0550 0753
14 pBP 2 DVM 10-CV 88,75 0610 0168 0533
15 GCS 2 LRS, YSA, DVM Hold-out 7532 0430 0,000 __ 0500
16__MCFS 2 YSA 10-CV 95,85 09058 0942 0984
17156 6 DVM Hold-out 47558 0300 0267 0480
18__BpP 2 GA Hold-out __ 8585 0859 0717 __ 0859
19 IC 3 KNN, GA, AB, YSA Hold-out 97,78 0978 0967 __ 0980
20 SK 7 RO Hold-out 69,03 039 0523 0500
2L Hee 2 K2, RO.NB, LRS, DVM, GA A8, 10.cv 100 1000 1000 1,000
22 BKSP 2 GA 10-CV 98.76 09063 092 __ 0948
23 SSDIDR 2 KA, GA, AB 10-CV 100 1000 1,000 1,000
24 IAKT 2 RO Hold-out 90,51 079 0592 0765
25__SIMS 3 LRS, YSA Hold-out 100 1000 1,000 1,000
26 PT 15 GA Hold-out 7857 0480 0,770 0,960
27 GS 2 GA Hold-out 87,63 0816 0632 __ 0800
28 KA 2 RO 10-CV 94,44 0945 0890 0946
29 KKST 2 RO Hold-out 99,95 0917 0833 __ 088l
30 DK 3 RO Hold-out 6459 0645 0468 0840
31 sCT 2 KNN Hold-out % 0980 0960 0,980
32 PKD 2 YSA Hold-out 80,95 0790 0581 0778

Yapilan deneysel ¢aligmalar sonucunda, 32 veri seti arasindan toplam 20 veri seti i¢in Hold-out yontemi ile
olusturulan modellerin daha iyi performans sergiledigi goriiliirken diger 12 veri seti i¢in ise 10 kathi ¢apraz
dogrulama yontemi ile olusturulan modellerin daha iyi performans verdigi gorilmiistiir. Capraz dogrulama
yontemi makine 6grenmesi modellerinde genellikle tercih edilen bir yontem olmaktadir. Bunun en énemli nedeni
modeli egitirken ve test ederken verinin tamamini hem egitim hem de test amagl kullanmasidir. Hold-out yontemi
ise verinin sadece ilk asamada yani model egitme ve test asamasinda bir kez boliinmesi ile gerceklestiginden model
olusturulurken test boliimiinde kalan bir verinin modelin yanlis 6grenmesine sebep olma durumu olabilmektedir.
Hold-out yontemi verinin ¢ok fazla oldugu durumlarda zaman kaybini gidermek i¢in tercih edilebilmektedir. Tablo
4°de yer alan a ve b karigiklik matrislerinde bu durum incelenmektedir.
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Tablo 4. PHS veri seti i¢in olusturulan karigiklik matrisleri.

Tahmin Edilen Simif Tahmin Edilen Simif
Sinuf Parkinson Saglikli Sinuf Parkinson Saglikli
Gercek Simf Parkinson 27 21 Gercek Simf Parkinson 89 103
Saglikli 10 167 Saglikl 37 527
a) Rasgele Orman ve Hold-out b) Rasgele Orman ve 10-CV

Tablo 4 (a)’da yer alan karisiklik matrisi, rasgele orman siniflandiricist ve Hold-out yontemi ile olusturulan
modeli temsil etmekte ve Tablo 4 (b)’deki karisiklik matrisi de yine rasgele orman ve 10 katli ¢apraz dogrulama
yontemi ile olusturulan modeli temsil etmektedir. Olusturulan karisiklik matrislerinden de goriildigii gibi (a)
modeli toplam veri setinin %30’unu temsil ettiginden daha az veri ile modelin testi ger¢eklestirilmektedir. Capraz
dogrulama yontemi ile olusturulan model ise tiim veri setinin kullanimi ile olusturulmustur. Olusturulan (a) ve (b)
modellerinin dogruluk degeri sirasiyla %86,22 ve %81,48’dir. Hold-out yontemi ile olusturulan modelin bagarim
degeri daha yiiksek gibi goriinse de hem daha az veri ile test ger¢eklestirmesi hem de egitim ve test verilerinin
dagilimmin modelin sonucunu etkilemesinden dolay:1 ¢apraz dogrulama ile olusturulan modelin tercih edilmesi
daha dogru bir yaklasim olacaktir.

Olusturulan modeller incelendiginde dengesiz veri setlerinde sadece dogruluk metriginin yeterli olmadigt
tespit edilmistir. Bu metrige ek olarak MCC, F 6lgiitii ve AUC degerlerinin de verilmesi modelin se¢iminde etkili
olmaktadir. Tablo 5 (a), destek vektdr makineleri ile olusturulan modeli ve Tablo 5 (b), Naive Bayes ile olusturulan
model sonuglarini géstermekte ve bu durumu en iyi sekilde ifade etmektedir.

Tablo 5. KKST veri seti igin olusturulan karisiklik matrisleri.

Tahmin Edilen Simif Tahmin Edilen Sinif
Simif Hileli islem Hileli islem Simf Hileli islem Hileli islem
var yok var yok
Hileli islem 284,315 0 Hileli islem 282,397 1.918
Gercek Simif var Gergek Simif var
Hileli iglem 492 0 Hileli islem 176 316
yok yok
a) Destek Vektor Makineleri ve 10-CV b) Naive Bayes ve 10-CV

Olusturulan iki model incelendiginde (a) modeli %99,83 oraninda dogruluk degeri verirken, (b) modeli
%99,26 dogruluk degeri vermektedir. Ik model (a) incelendiginde ‘Hileli islem yok’ sinifina ait higbir verinin
dogru tahmin edilmedigi olusturulan karigiklik matrisinde goriilmektedir. Bu smiflandiricilara ait olan MCC, F
olciitii ve AUC degerleri incelendiginde, dogruluk degeri yiliksek olan siniflandiricinin aksine daha diigiik dogruluk
degerinin elde edildigi siniflandiricinin aslinda daha iyi sonug verdigi gozlemlenmistir. DVM ile elde edilen MCC,
F olgiitii ve AUC degerleri sirastyla 0, 0,5 ve 0,49 oldugu ve bu degerlerin siniflandiricinin rasgele tahmin yaptigini
gostermektedir. Ayni degerler, Naive Bayes siniflandirici (b) ile hesaplandiginda ise sirasiyla 0,29, 0,8 ve 0,67
oldugu goriilmektedir. Bu da model se¢imi yaparken sadece dogruluk metrigini kullanilmamasi gerektigi, ek
olarak farkli metriklerden faydalanilmasi gerektigini gostermektedir.

Yapilan testlerin bazilarinda %90 ve {lizeri, bazilarinda ise daha diisiikk basarim degerleri elde edildigi Tablo
3’de goriilmektedir. Bu ¢alismalardan Tablo 4°de yer alan Kredi kart1 sahtekarlig1 tespiti (KKST) veri seti igin
olusturulan model ve Ph Tanima (PT) veri seti ile olusturulan modeller incelendiginde birinci veri setinde %99,83
oraninda bir dogruluk degeri elde edilmisken diger veri setinde %78,57 oraninda bir dogruluk degerinin elde
edildigi goriilmektedir. Tablo 6’da PT veri seti ile olusturulan modele ait karigiklik matrisi goriilmektedir.
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Tablo 6. PT veri seti i¢in olusturulan karigiklik matrisi.
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Burada Tablo 3’te yer alan diger metriklere bakildiginda ise KKST veri seti ile olusturulan modelin aslinda
rasgele tahminler de bulundugu ikinci modelin daha dogru basarim degerleri elde ettigi goriilmektedir. Burada
ikinci dnemli nokta ise birinci veri setinin ii¢ sinifli, digerinin ise 15 sinifli bir veri seti olmasidir. Karar sinifina
ait dagilimin artmasi model basarimindaki yiizdeyi diisiirdiigii fakat diger metriklerle desteklendiginde aslinda
daha dogru bir model olusturuldugu goriilmektedir.

4. Sonuclar ve Tartisma

Bu makalede, siniflandirma g¢aligsmalarinda karsilasilan 6zel durumlar ve model se¢imi yapilirken referans
alman metrikler dikkate alinarak siniflandirma basariminin dogru bir sekilde degerlendirilebilmesi ydniinde
deneysel c¢alismalar yapilmistir. Dogruluk metriginin yam1 sira MCC, F 6lgiitii ve AUC gibi metriklerinde
kullanilmas1 gerektiginin 6nemine dikkat ¢ekilmistir. Calismada ayrica sinif dengesizligi ve sinif sayisinin fazla
oldugu durumlarda modelin basariminin nasil degerlendirilecegi hakkinda incelemeler yapilmistir. Genel olarak
incelendiginde ti¢ farkli durum dikkat cekmistir.

IIk olarak, simflandirma modeli olusturulurken kullamlan test tekniginin énemi yapilan ¢alismada 6n plana
¢itkmaktadir. Siiflandiricinin performansinin dogru olarak degerlendirilebilmesi i¢cin mutlaka tiim verilerin test ve
egitim agamasinda kullanilmasi gergegi ortaya ¢ikmaktadir. Bu nedenle miimkiin oldugu siirece Capraz dogrulama
testlerinin uygulanmasi gerektigi tespit edilmistir. Hold-Out gibi yontemler kullanildigi durumlarda daha yiiksek
dogruluk degerleri elde edilebilse de, eger ¢apraz dogrulama testi veri setine uygulanabiliyor ise buradan elde
edilen dogruluk degerinin gergek sonucu yansittigt ve bu degerin kullanilmasi gerektigi sonucuna varilmstir.
Sadece ¢apraz dogrulama testinin uygulanamadigi durumlarda Hold-Out yonteminin kullanilmasi 6nerilmektedir.

Ikinci olarak, veri setlerindeki siif sayismnin da sonuglar1 dogrudan etkiledigi goriilmektedir. Simf sayisinin
fazla olmasina paralel olarak dogruluk degerinin diistiigii gézlemlenebilmektedir. Ancak, diger metrikler birlikte
degerlendirildiginde bu diisiik basarimin daha az sinifli veri setlerinden elde edilen yiiksek basarimlardan daha
olumlu sonuglar verdigi goriilmiistiir. Ornegin 15 smifl1 bir veri setinden %70 gibi bir dogruluk degerinin elde
edilmesi, 2 sinifl1 bir veri setinde %80 gibi bir dogruluk degerinden daha anlamli ve basarili oldugu sonucunu
ortaya koyabilmektedir.

Son olarak, veri setindeki siniflarin dengesiz olarak dagilimi da dogruluk degerinin degerlendirilmesinde
sorunlar ortaya ¢ikarabildigi sonucuna varilmistir. Bu durumda, sadece dogruluk metriginin kullanilmasi yanlis
model se¢imine sebep olabilmektedir. Bu ¢alismada yer alan KKST ve SS veri setleri ile olusturulan modellerde
sadece dogruluk metriginden faydalanilmasi rasgele tahminlerde bulunan modellerin daha iyi sonu¢ verdigi
sonucunu yansitabilmektedir. Bu durumun oniine gegmek icin MCC, F 0lgiiti ve AUC metriklerinden
yararlanilmasi faydali olacaktir. Béylece dogru siniflandiricin segilmesi daha kolay hale gelebilecektir.

Sonug olarak, siniflandirma ¢aligmalarinda dogru siiflandiricinin secilmesinin ¢ok 6nem arz ettigi ve bu
hususta dikkat edilmesi gereken birgok parametrenin oldugu ortaya konulmustur. Ozellikle, veri setinin boyutu,
smiflarin dagilimlari, sinif sayisi ve kullanilacak olan test yontemi ile beraber degerlendirme metriklerinin dogru
bir sekilde kullanilmasinin, iyi bir siniflandirma yapilmasinda ¢ok onemli parametreler oldugu sonucuna
varilmgtir.
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