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Kalp hastaliklari, giintimiiziin en biiytik saglik problemlerinden birisidir. Hastalik i¢cin erken teshis,
erken 6liimlerin dniine gegilebilir. Bu amagla Kaggle veri tabanindan elde dilen veri setinde bulunan
13 bagimsiz degisken kullanilarak kalp hastalig1 olma olasilig1 az (KHOA) ve fazla (KHOF) olan kisiler
ayirt edilmeye calisilmistir. Calismada destek vektor makinalar1 (DVM), k-en yakin komsu (k-NN),
karar agaclar1 (KA), lineer diskriminant analiz (LDA), Gausian Naive Bayes (GNB), Gradient Boosting
(GB) ve Random Forest (RF) olmak tizere 7 siiflandirma algoritmasi kullanilmistir. Random forest,
ozgiilliik (%100), Matthews korelasyon katsayis1 (0.90), Fowlkes-Mallows indeks (0.82), F1 skoru
(%89.7) ve dogruluk (%90.2) degerlerine gore calismanin en iyi tahminini yapan algoritmasi
olmustur. A¢lik kan sekeri, KHOA ve KHOF gruplar arasinda istatiksel olarak anlamli fark
saptanamamis ve ozellikler arasinda en az 6nemli oldugu bulunmustur. Bu 6zellik ¢ikarilarak yapilan
siniflandirma islemlerinde 6nemli bir performans degisikligi goriilmemistir. Sadece islem zamanlari,
az da olsa kisalmistir. Bu ¢alisma, erken teshislere destek olacagindan dolay1 kalp hastaliginin
tahmininde fayda saglayacaktir.

Anahtar Kelimeler: Kalp hastaligi, tahmin, siniflandiricilar, Python

Abstract

Heart diseases are one of the biggest health problems of today. Early diagnosis for the disease can
prevent early deaths. For this purpose, by using 13 independent variables in the data set obtained
from the Kaggle database, people with low probability of heart disease and people with excess were
tried to be distinguished. Seven classification algorithms were used in the study, namely support
vector machines (SVM), k-NN, decision trees, linear discriminant analysis (LDA), Gausian Naive Bayes
(GNB), Gradient Boosting (GB) and Random Forest (RF). Random forest was the algorithm that made
the best estimation of the study according to the values of specificity (100%), Matthews correlation
coefficient (0.90), Fowlkes-Mallows index (0.82), F1 score (89.7%) and accuracy (90.2%). There was
no statistically significant difference between the groups in fasting blood glucose and it was found to
be the least important among the features. No significant performance change was observed in the
classification processes made by removing this feature. Only the processing times are slightly shorter.
This study will help predict heart disease as it will support early diagnosis.

Keywords: Heart disease, prediction, classifiers, Python

1005


mailto:serdar.gundogdu@deu.edu.tr
http://web.deu.edu.tr/fmd/index.htm
https://orcid.org/0000-0003-2549-5284

DEU FMD 23(69), 1005-1013, 2021

1. Giris

Kardiyovaskiiler hastaliklar, her yil yaklasik
(diinyadaki tiim 6liimlerin yaklasik % 31'1) 17,9
milyon 6lime neden olan kiiresel olarak bir
numarali 6liim nedenidir [1]. Kardiyovaskiiler
hastaliklar, koroner kalp hastaligi,
serebrovaskiiler hastalik, romatizmal kalp
hastaliklar1 gibi kalbin ve damarlarin tiim
hastaliklarini kapsar. Bes hastalik 6liimiinden
dordii kalp krizi ve felgten kaynaklanmaktadir ve
bu o6limlerin {c¢te biri 70 yasin altindaki
kisilerde erken gerceklesmektedir [1]. Bu kadar
o6nemli bir hastalik tiiriiniin erken tespiti ve
tedavisi zorunlu hale gelmistir. Yiiksek
kardiyovaskiiler hastalik riski altinda olanlari
tespit ederek uygun tedavi gormelerini saglamak
erken 6liimleri dnleyebilir.

Makine 6grenmesi diger medikal uygulamalarda
oldugu gibi kalp hastaligi arastirmalarinda da
o6nemli bir rol oynamistir. Mevcut kliniksel
verilerde saghkli ve kalp hastalikli bireyler

arasindaki farki  bulmak, simniflandirma
calismasinda gilicli bir yaklasim olmustur.
Kardiyovaskiiler hastaliklarin

siniflandirilabilmesi, hasta bireylerin tedavisi
icin kritik bir temel olusturur. Istatistik ve
makine 6grenimi, klinik verilere dayanan kalp
hastaliginin durumunu tahmin etmek igin
uygulanan yaklasimlardandir [2],[3].

Kardiyovaskiiler hastaliklarla ilgili yapilan
arastirmalarda  farkli  makine  6grenme
yontemlerine basvurulmustur [4]. Bunlardan
birka¢ tanesi; karar agaclar1 ve destek vektor
makinesinin hastalik tahmin etmesi [5],
bilgisayarli kardiyovaskiiler hastalik tanisi ve
kategorizasyon [6], hastaligin tanimlanmasi igin
bulanik destek vektdr kiimelenmesi [7], ¢ok
katmanl algillama topluluguna dayanan bir
komite makinesi [8], hastaliklarin
siniflandirilmast i¢cin onerilen veri fiizyon
yaklasimi [9], genetik destek vektér makineleri
tabanli akilli bir sistem [10], destek vektor
makine siiflandirmasina dayali bir otomatik
algilama sisteminin kullanilmas: [11] seklinde
siralanabilir.

UCI ve Kaggle’dan elde edilen ve bu ¢alismada
kullanilan veritabani, énceki arastirmacilarin da
dikkatini ¢ekmis ve bugiine kadar bir¢ok yayina
destek olmustur. Chen vd. [12], kalp hastalif1
tahmini i¢in kullandig veri setine yapay sinir
algoritmas1 uygulayarak %80 civarinda bir
basar1 elde etmislerdir. Patel vd. [13]

calismalarinda, %56,76 ile en yiiksek
siniflandirma dogruluk oranina ii¢ algoritma
arasindan J48 ile ulasmigslardir. Baska bir
calismada kalp hastaligini tahmin etmek icin
naive Bayes, karar listesi ve k-NN algoritmal
MongoDB adl veritabani yazilimi kullanilmigtir
[14]. Algoritmalarin  bulduklar1  dogruluk
degerleri sirasiyla naive Bayes, karar listesi ve k-
NN icin %52.33, %52 ve %45.67 olmustur.
Enriko vd. [15] tarafindan ayni veri seti
tizerinden k-NN algoritma uygulanan bir tahmin
yapmiglardir. 8 o6zellik kullanarak yaptiklar:
calismada %81.85 dogruluk degerini
yakalamiglardir. Shao vd. [16] yaptig1 calismada
kalp hastaligini siniflandirmak icin lojistik
regresyon (LR), cok degiskenli adaptif regresyon
egrileri (MARS), kaba kiime teorisi (RS) ve yapay
sinir ag1 (ANN) ve hibrit LR-ANN, MARS-ANN ve
RS-ANN modellerini kullanmislardir. Her ikisi
de hibrit model olan RS-LR ve MARS-LR'nin kalp
hastaligt smiflandirmasi icin en iyi modeller
oldugu sonucuna varmislardir. Tas¢1 ve Saml
[17] ise WEKA  programi {izerinden
calistirdiklar1 algoritmalar icinde performans
kriter sonuglarinin ortalamas: alindiginda k-
NN'nin en dogru ve en iyi sonucu veren yontem
oldugunu gostermislerdir.

Tung vd. [18] derin Ogrenme yontemi
uygulayarak kalp krizi gecirme durumunun
belirlenmesi i¢in olusturduklari modelden elde
ettikleri dogruluk, duyarlilik ve o6zgillik
degerleri sirasiyla %81.4, %80.4 ve %82.3
olmustur. Akalin vd. [19] c¢alismalarinda, en
basaril siniflandirma dogruluk oranina %82.50
ile Random Forest algoritmasi ile
gozlemlemislerdir. Khan ve Mondal [20], kalp
hastaligin1 tahmin etmek icin lojistik regresyon,
SVM ve Naif Bayes'in bir kombinasyonu olarak
cogunluk oylama algoritmasini 6nermislerdir.
Bu algoritma % 88,89 degeri ile en iyi dogruluk
oranini yakalamistir. Tougui vd. [21] yaptiklari
arastirmada kalp hastaligl siniflandirmasi igin
alt1 veri madenciligi araci ve bu araglarin her biri
kullanilarak veri setine alti makine 6grenimi
teknigi uygulamislardir. Bulduklar1 85.86%
(dogruluk), 83.94 (duyarlilk) ve % 87.50%
(ozgillik) degerleri ile Matlab'm en iyi
performans gosteren ara¢ ve Matlab'in yapay
sinir ag1 modelinin en iyi performans gosteren
teknik oldugunu belirtmislerdir.
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Bu ¢alismanin amaci, Phyton yazilimi iizerinde
yedi smiflandirma algoritmasini ¢alistirmak ve
performanslarini karsilagtirarak daha etkili ve

dogru bir kalp hastaligt tahmin sistemi
sunmaktir.  Ayrica  simiflandirma  girisine
uygulanan ve hastallk tahmin basarisini
dogrudan etkileyen bagimsiz degiskenlerin

O6nem sirasini belirlemektir.

2. Materyal ve Metodoloji

Bu calismada Kaggle veri tabaninda [22] bulunan
kalp hastalig1 veri seti kullanilmistir. Veri setini
olusturan toplam 303 kayit, 165’i Kkalp

hastaligina yakalanma olasilig1 fazla (KHOF) ve
138'i de kalp hastaligina yakalanma olasilig1 az
olan (KHOA) kisilerin verilerinden olugsmaktadir.
Kullanilan 13 6zellik yas, cinsiyet, gogiis agrisi
tirt, dinlenme hali kan basinci, serum
kolesterolii, ac¢lik kan sekeri, dinlenme hali
elektrokardiyografi (EKG) sonuglari, maksimum
kalp hizi, egzersize baglh anjin, dinlenmeye gore
egzersizle indiiklenen ST depresyonu, pik
egzersiz ST segmentinin egimi, floroskopi ile
renklendirilmis biiyiik damar sayis1 ve defekt
tipidir.

Tablo 1. Kalp hastalig1 gecirme olasiligini degerlendirmede kullanilan 6zellikler.

Ozellikler Degerler Degisken

Yas (y11) yas(niimerik) Bagimsiz fo
Cinsiyet (0 = kadin; 1 = erkek) cinsiyet (0,1) Bagimsiz f1
?(;)%:;Jslljigjslhtuln;tlplk anjin; 2:anjinal olmayan; 3:asemptomatik) cp(0,1,2,3) Bagimsz f2
Dinlenme hali kan basinci (mm Hg) trestbps(niimerik) Bagimsiz f3
Serum kolestrolii (mg/dl) chol(ntimerik) Bagimsiz 4
Aclik kan sekeri > 120 mg/dl ( 0 =yanlis; 1 = dogru) fbs (0,1) Bagimsiz 5

Dinlenme hali EKG sonuglar1

Maksimum kalp atis hizi
Egzersize bagh anjin (0 = hayir; 1 = evet)

Oldpeak = Dinlenmeye gore egzersizle indiiklenen ST depresyonu
Pik egzersiz ST segmentin egimi (0: yukar1 dogru; 1: diiz; 2: asag1 dogru)

Floroskopi ile renklendirilen biiyiik damar sayisi
Thal: (1 = normal; 2 = sabit kusur; 3 = tersinir kusur)

Hedef: 0 = daha az kalp hastalik olasiig1 1 = daha fazla kalp hastalik olasiligl

(0: normal; 1: ST-T anormalligi; 2: Estes
kriterlerine gore olasi veya kesin sol ventrikiil hipertrofisi)

restecg (0,1,2) Bagimsiz f6

thalach(ntimerik) Bagimsiz 7
exang(0,1) Bagimsiz f8
oldpeak(niimerik) Bagimsiz f9
slope(0,1,2) Bagimsiz 10
ca(0,1,2,3,4) Bagimsiz  f11
thal(1,2,3) Bagimsiz {12

(0,1) Bagimli

Kullanilan Cleveland veri kiimesinin 14
o6zelliginin almis oldugu degerler ve veri tipleri
ile ilgili 6zet bilgiler Tablo 1'de sunulmustur.

Ozelliklerle ilgili tanimlayicl istatistiklerin
belirlenmesi icin IBM SPSS Statics 24 programi
kullanilirken; siniflandirici yontemlerini
calisirmak i¢cin de Phyton 3.7 aracindan
yararlanilmistir.

2.1. Yontemler
2.1.1. Destek vektor makineleri

Destek vektdr makineleri (DVM), birgok
siniflandirma goérevi igin uygun yapida olup
dogrusal olmayan bir siniflandirma yontemidir.
Bir DVM'nin ana avantaji, yiiksek boyutlu bir
ozellik alaninda iyi genellesen bir karar kural
olusturma yetenegidir [23]. Bu, egitim
asamasinda daha 6nce goriilmemis yeni 6rnekler

icin bile ytliksek dogruluk saglar. Bir dogrulama
siireci algoritmanin genellemesinin kapsamini
6lgmeye yardimci olabilir [24].

2.1.2. K-en yakin komsu (k-NN)

En basit smiflandiricilardan birisi olup farkh
uygulamalarda karsimiza cikmaktadir.
Siniflandiricinin ana fikri, bilinmeyen bir 6rnege
en yakin k etiketli 6rnekleri secmek ve en ¢ok
komsu olan sinif etiketini atamaktir [25].

2.1.3. Karar agaclari

Bir karar agaci, ortak degiskenlerle bir sonucu
tahmin etmek i¢in kullanilan istatistiksel bir
modeldir. Model, verilerin ayrik alt kiimelerini,
yani verilerin ikili boélimleri dizisi yoluyla
hiyerarsik olarak tanimlanan niifus alt gruplarini
tanimlayan bir tahmin kurali ima eder.
Hiyerarsik ikili boliimler kiimesi bir aga¢ olarak
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temsil edilebilir. Her alt kiimedeki tahmini
sonug, alt kiimedeki bireylerin sonuglarinin
ortalamasi alinarak belirlenir. Amag, tahmin
edilen ve gercek degerler arasindaki tutarsizlig
o6lcen bir kayip islevini en aza indiren bir tahmin
kurali olusturmaktir. Karar agaglari, bireysel
ozelliklerin kombinasyonlar1 ile tanimlanan
homojen alt gruplar1 tanimlamak i¢in yararh bir
aractir [26].

2.1.4. Lineer diskriminant analiz

Lineer diskriminant analizi (LDA), Oriinti
tanima ve veri analizinde yaygin olarak
kullanilan smiflar arasinda ortak niifus
kovaryans matrisi varsayimi iizerine inga
edilmis popiiler bir siiflandiricidir [27].

LDA, veri siniflandirmasi icin 6nemli geleneksel
bir modeldir. Klasik teori, LDA'nin sabit veri
boyutsalligi p ve biiytik bir egitim 6rnegi boyutu
n icin tutarli Bayes oldugunu gostermektedir.
Bununla birlikte, p>»n oldugunda yiiksek
boyutlu ortamlarda, kovaryans matrisinin
tutarsiz tahmini ve popiilasyonlarin ortalama
vektorleri nedeniyle LDA zordur [28].

2.1.5. Gaussian naive Bayes

Naive Bayes, veri madenciliginde ilk 10
algoritmadan biri olup bir¢ok uygulamada
yaygin olarak kullanilan etkin bir siiflandirici
tiiridiir [29]. Algoritma, hizli 68renme ve test
etme slirecine sahip liretken model tabanl bir
siniflandiricidir  [30]. Bayes simiflandiricilar,
Bayes kurali ve olasilik teoremine gore ¢alisirlar.
Naive Bayes, Bayes siniflandiricisinin
basitlestirilmis bir siirimidiir.

Gaussian Naive Bayes siniflandiricisi ise smif
etiketi verilen ozellik degerleri ilizerinde bir
Gauss dagilimi oldugu varsayilarak
olusturulmus Naive Bayes yontemidir [31].

2.1.6. Gradient boosting

fleri asamali optimizasyon algoritmasi olan
gradient boosting (GB), giicli bir siiflandirici
olusturmak icin her iterasyonda 6grenilen her
zaylf smiflandiricinin  kararini  kullanir.  Bu
yontemde, zayif simniflandiricilar  olarak
regresyon agaci modellerini kullanir ve bir kayip
fonksiyonu en aza indirilecek sekilde gradyanlar
kavramina dayal: gii¢lii bir model olusturur [32].
GB smiflandirici, regresyon agaglarinin kayip
fonksiyonunun negatif gradyanina uydugu ilave
bir modeldir [33].

2.1.7. Random forest

Random forest (RF) siniflandirma ydnteminin
ikili bagimh degisken icin bir siniflandirmanin
olasiigmmi  tahmin etmede etkili oldugu
kanitlanmistir [34].

Random forest birden fazla aga¢ yetistirir ve
etiketleri tiim agaclarin kararlarina gore
siniflandirir. Tiim 6zellikler arasinda, her diigiim
icin rastgele bir ozellik alt kiimesi secilir ve
ozellik alt kiimesindeki en iyi boliinme diigiimi
bolmek i¢in segilir [32].

Siniflandiricinin temel fikri, zayif 6grenenlerin
bir araya gelip daha giglii bir 6grenen
olusturmasi, bir kok ile baglamasi, dallarimi
biiylitmeye devam etmesi ve sonugta yapraklar
adi verilen terminal digimiine ulagmasidir.
Agaca aktarilan dallar, bu ozelliklere dayanan
ozellikler veya islenmis bilgilerdir. Diger
algoritmalarla karsilastirildiginda, RF
siniflandiricilar, diisiik nispeten yiiksek bir
dogrulukla biiyiik bir veri tabaninda verimli bir
sekilde calisir [35].

Siniflandirici karsilastirilmasinda
her algoritmanin o parametre icin kendi
varsayilan (default) ayarlar1 kullanilmistir.

2.2. Degerlendirme Kkriterleri

Uygulanan veri setinin %80’ egitim, %20’u test
amagch ayrimistir. Bu yukarida kullanilan tiim
siniflandiricilar icin gecerlidir.

Modellerin performansini karsilastirmak igin
karisiklik matrisi (confusion matrix)
kullanilmistir. Matris, siniflandirma
dogrulugunu degerlendirmek i¢in kullanilan bir
6l¢ctim yontemidir. Yapiy1 olusturan dogru pozitif
(TP), dogru negatif (TN), yanls pozitif (FP) ve
yanlis negatif (FN) ifadelerinin matris iizerinde
gosterimi Tablo 2'de verilmistir.

Tablo 2. ikili siniflandirma icin karisiklik matrisi

Karisiklik Matrisi
Dogru simf
KHOA | KHOF | Toplam
£ _| KHOA TP FP TP+FP
EE knor | PN | TN [FN+IN
S Toplam | TP+FN | FP+TN

1008



DEU FMD 23(69), 1005-1013, 2021

KHOA (kalp hastalig1 olasilig1 az) ve KHOF (kalp
hastalign olasiligit fazla) etiketli Ornekler,
sirasiyla pozitif sinif ve negatif sinif olarak kabul
edilmistir. Burada;

TP, KHOA olarak smiflandirilmis KHOA
orneklerini; FP, KHOA olarak smiflandirilmis
KHOF  orneklerini; TN, KHOF olarak
siniflandirilmis KHOF 6rneklerini, FN ise KHOF
olarak ongoriilen KHOA orneklerini
belirtmektedir.

Siniflandirma  algoritmalarin  performansini
degerlendirmek icin karisiklik matrisinden elde
edilen duyarhlik (TPR), ozgillik (TNR),
Matthews korelasyon katsayisi (MCC), Fowlkes-
Mallows (FM) endeks, F1 skoru ve dogruluk
(ACC) parametreleri kullanilmistir. Bu puanlar

Denklemler (1)-(6) 'de wverildigi sekilde
tanimlanmigtir.
PR=—"" @
TP +FN
TNR=— TN @
TN +FP
Mce - TP*TN —FP*FN 3)

JTP+FP)(TP+FN)(TN + FP)(TN + FN)

FM = /7TP *TPR )
TP+FP

___ 2P (5
2TP+FP+FN
ACC TP+TN (6)

“TP+FP+FN+TN

Tablo 3. 165 KHOF ve 138 KHOA olan kisi kayitlariyla ilgili tanimlayici istatistikler.

KHOF KHOA

p-degeri
Yas 52.50 (0.74) 56.60 (0.68) <0.01
Cinsiyet 0.56 (0.04) 0.83(0.03) <0.01
Goglis agris tirt 1.38 (0.07) 0.48 (0.08) <0.01
Dinlenme hali kan basinci 129.30 (1.26) 134.40 (1.59) 0.035
Serum kolestrolii 242.23 (4.17) 251.09 (4.21) 0.036
Aclik kan sekeri 0.14 (0.03) 0.16 (0.03) 0.626
Dinlenme hali EKG sonuglari 0.59 (0.04) 0.45 (0.05) 0.010
Maksimum kalp atis hiz 158.47 (1.49) 139.10 (1.92) <0.01
Egzersize bagh anjin 0.14 (0.03) 0.55 (0.04) <0.01
Dinlenmeye gore egzersizle indiiklenen ST depresyonu 0.58 (0.06) 1.59 (0.11) <0.01
Pik egzersiz ST segmentin egimi 1.59 (0.05) 1.17 (0.05) <0.01
Floroskopi ile renklendirilen biiyiik damar sayisi 0.36 (0.07) 1.17 (0.09) <0.01
Thal 2.12 (0.04) 2.54 (0.06) <0.01

3. Bulgular ve tartisma

Yapilan islemler, Intel Corel5 3.40 GHz islemci, 8
GB RAM ve Windows 10 Professional Edition'in
64 Dbit silirimiinii ¢ahstiran bir laptop
bilgisayarda gergeklestirilmistir.

SPSS programi sayesinde kalp hastalifina
yakalanma olasihgl fazla ve az olan Kisi
kayitlariyla elde edilen tanimlayici istatistikler
elde edilmis ve sonuglar1 Tablo 3’de
sunulmustur. Tablo 3’deki degerler ortalama
(standart sapma) olarak verilmistir. Tabloya
dahil edilen p degerleri, her girdi i¢in normallik
varsayimlari bir Kolmogorov-Smirnov testi ile
degerlendirildikten sonra Mann-Whitney U
testleri kullanilarak elde edilmistir.

KHOA ve KHOF olan kisi kayitlarinin yas,
cinsiyet, gogiis agris1 tiird, dinlenme hali EKG

sonuglary, maksimum kalp atis hizi, egzersize
baglh anjin, dinlenmeye goére egzersizle
indiiklenen ST depresyonu, pik egzersiz ST
segmentin egimi, floroskopi ile renklendirilen
biiyiitk damar sayist ve thal bagimsiz
degiskenlerinin ortalamalar karsilastirildiginda
istatiksel olarak yiiksek diizeyde olarak anlaml
fark saptanmistir (p<0.01).

Kisi kayitlarindan dinlenme hali kan basinci,
serum kolestrolii ve dinlenme hali EKG sonuglari
bagimsiz degiskenlerinin ortalamalari
karsilastirildiginda ise istatiksel olarak anlaml
fark saptanmistir (p<0.05).

13 o6zellik arasinda aclik kan sekeri i¢cin bulunan
degerin (0.626) 0.05’ten biiylik olmasindan
dolay1 istatiksel olarak anlamhi bir fark
saptanmamigtir.
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Karisiklik matrisini olusturan parametrelerden
elde edilen performans Kkriterlerine gore,
kullanilan siniflandirici yontemlerinin
karsilastirilmasi Tablo 4’de gosterilmistir.

Dogru olarak tanimlanan “gergek kalp hastaligi
olasilig1 fazla” olanlarin oranini 6lgen dzgiillik
degeri, k-NN'de %82.8 ile en diisiik oran
yakalanirken; gradient boosting ve random
forest ile %100°’liikk miikemmel bir basar1 orani
elde edilmistir

Destek vektdor makinelerinin = siniflandirma
performansini gosteren kriterlerden duyarhlik,
Matthews korelasyon Kkatsayisi, Fowlkes-
Mallows indeks, F1 skoru ve dogruluk degerleri
sirasiyla %43.8, 0.62, 0.42, %58.3 ve %67.2

DVM,
yapan

bulunmustur. Bu
calismanin  en
algoritmasidir.

degerlere gore,
koétli  tahminini

Random forest algoritmasinin simiflandirma
performansina  ait  dzgillik, = Matthews
korelasyon katsayisi, Fowlkes-Mallows indeks,
F1 skoru ve dogruluk degerleri sirasiyla %100,
0.90, 0.82, %89.7 ve %90.2°dir. Bu sonuglara
gore, RF, calismanin en iyi tahminini yapan
algoritmasi olmustur.

islem icin smiflandiricilardan en az siire
harcayan 0.008487 sn ile Gauss naive Bayes
iken; en basarili tahmin de bulunan Random
forest ise siniflandirma islemini en fazla zaman
harcayarak 0.147559 sn’de bitirmistir.

Tablo 4. Siniflandirici modellerin degerlendirme kriterlerine gére kiyaslanmasi.

Yontemler TP FP TN FN TPR TNR FM  MCC FiSkor ACC

Destek vektor makineleri 14 2 27 18 438 931 062 042 583 672

k-NN 19 5 24 13 594 828 069 043 679 705

Karar agaclar 23 1 28 9 719 966 083 070 821 836

Lineer diskriminant 25 1 28 7 781 966 087 075 862 869

Gaussian naive Bayes 28 3 26 4 875 897 089 077 889 885

Gradient boosting 25 0 29 7 781 100 088 079 877 885

Random forest 26 0 29 6 813 100 090 082 897  90.2

Sekil 1, kalp hastaligi olasilik tahmini icin V' Gogus agris: tirt (f2)
kullanilan  06zelliklerin  etkisini  gosteren v Dinlenmeye gore egzersizle indiiklenen ST

agirliklar: ve 6nem siralamasi 6zetlemektedir.

Gzellik dnem Siralamas

i

Ozellikler
Sekil 1. Kalp hastalik olasilik tahmini i¢gin
kullanilan 6zelliklerin agirliklari ve 6nem
siralamasi.

0.15 4

wn

0.10

o

0.05

v

0.00

=1

Bagimsiz degiskenlerin, en basarili tahmin yapan
Random forest siniflandiricisina etkisi agisindan
Onem sirasi asagidaki gibi bulunmustur.

depresyonu (f9)

Floroskopi ile renklendirilen biiyiik damar
sayisi (f11)

Maksimum kalp atis hizi (f7)

Thal (f12)

Yas (f0)

Dinlenme hali kan basinci (f3)

Serum kolestrolii (f4)

Egzersize bagl anjin (f8)

Pik egzersiz ST segmentin egimi (f10)
Cinsiyet (f1)

Dinlenme hali EKG sonuglari (f6)
Aclik kan sekeri (f5)

\

N N N NN

En 6nemli ii¢ 6zelligin siniflandirmaya etkisi
sirayla %13.43 (gogis agris1 tirid) , %13.39
(dinlenmeye gore egzersizle indiiklenen ST
depresyonu) ve %12.51 (floroskopi ile
renklendirilen biiyiik damar sayis1) iken aglik
kan sekeri %2.43 ile en az etkili degisken oldugu
gorilmiistir.
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Tablo 3’e bakildiginda, Mann-Whitney U testine
gore ortalama aglik kan sekeri degerleri i¢in p
degerinin 0.05’ten biiyiik oldugu bulunmus olup
iki grup arasinda istatiksel olarak anlaml bir
fark bulunamamistir. Ayn1 zamanda, aglik kan
seker degerinin degiskenler arasinda en az etkili
olmasindan dolay1 siniflandirma algoritmalari,
giris olarak kullandiklar bagimsiz
degiskenlerden bir tanesini ¢ikartilarak (ag¢lik
kan sekeri olmadan) tekrar calistirllmistir.

Siniflandirma algoritmalarin girislerine aglik kan
sekeri haricinde 12 bagimsiz degisken
uygulandiginda karar agaclar1 haricinde tim
siniflandiricilarin performanslarinda énemli bir
degisiklik olmamistir. Karar agaglarinda ise
Tablo 5’de gosterildigi lizere 6zgilliik haricinde
siniflandirma performansinin gelistigi
gorilmustiir.

Tablo 5. 12 bagimsiz degisken girisli karar
agaclarinin siniflandirma performansi.

Yontem TPR TNR FM

MCC FiSkor ACC

Karar Ag.

813 931 087 075 86.7 86.9

12 bagimsiz degisken kullanilarak yapilan
siniflandirma islemi i¢in algoritmalar arasinda
en az zaman harcayan 0.005984 sn ile yine Gauss
naive Bayes olmustur. En basarili tahminde
bulunan Random forest ise siiflandirma
islemini 0.144610 sn’de bitirmistir. A¢hk kan
sekerini  olmadan yapilan 12  girisli
siniflandiricilar igin islemi bitirme stirelerinin
kisaldig gorilmiistiir.

Tablo 6, 6nceki ¢alismalar ile mevcut ¢alisma
arasindaki karsilastirmay1 gostermektedir. Bu
calisma ile elde edilen sonuglar tabloda belirtilen
onceki calismalara gére makul diizey dogrulukta
kabul edilebilir.

Tablo 6. Onceki calismalarla mevcut calisma
arasinda bir karsilastirma.

Caligmalar Dogruluk  Duyarlilik

Ozgiillik

Chenvd. [12] ~80 ~85 =70
Patel vd. [13] 56.8
Jarad vd. [14] 52.3
Enriko vd. [15] 81.9
Shao vd. [16] 83.9
Tas¢1 ve Samli [17] 88.5
Tung vd.[18] 81.4 80.4 82.3
Akalin vd. [19] 82.5
Khan ve Mondal [20] 88.9
Tougui vd. [21] 85.9 83.9 87.5
Bu calisma 90.2 81.3 100

*Degerler % olarak verilmistir.

Random Forest, verinin alt kiimesinde
olabildigince ¢ok sayida aga¢ olusturur ve
ciktilarin1  birlestirir. Bunu yaparak Kkarar
agaclarindaki asir1 uyum problemi ve varyans
azaltarak siniflandiric dogrulugunu
arttirmaktadir. Bu gii¢li yoniinii, ¢alismada
gosterdigi yliksek dogruluk performans: ile
ispatlamistir. Algoritmanin zayif yonleri ise,
siniflandirma tahminini dogru yapmak igin ¢ok
daha fazla hesaplama gilici ve kaynak
gerektirmesi ve ayrica egitim icin fazla zaman
harcamasi denilebilir. Calismada siniflandirma
islemi icin 0.147559 saniyelik siire ile en fazla
zaman harcayan algoritma olmasi bunu
dogrulamigtir.

Destek vektoér makinelerinde egitimin gorece
olarak daha kolay olmasi nedeniyle kisa siirede
siniflandirma  islemini  bitirmesi  avantajl
yoniidir. Zayif yonii ise, cakisan hedef siniflar
oldugunda iyi bir performans gostermedigi icin

cekirdek islevi ve model parametre
kombinasyonlarinin test edilmesinin
gerekliligidir.  Calismada, destek  vektor

makinelerinin siniflandirmay1 digerlerine gore
kisa stire icerisinde (0.031914 saniye) fakat kotii
bir dogruluk oraniyla bitirmesi olumlu ve
olumsuz ydnlerini gdstermektedir.

4. Sonug

Bu ¢alisma, tip doktorlarina kalp hastaligin
tahmin etmede yardimcl olabilmeyi
amaglamustir. 303 Kkisiye ait yas, cinsiyet, gogiis
agrisi tiirti, dinlenme hali kan basinci, serum
kolestoral, aglik kan sekeri, dinlenme hali EKG
sonuglary, maksimum kalp atis hizi, egzersize
baglh anjin, dinlenmeye goére egzersizle
indiiklenen ST depresyonu, pik egzersiz ST
segmentin egimi, floroskopi ile renklendirilen
bliyiik damar sayisi, thal gibi demografik ve
Kklinik veriler kullanilmistir. En iyi kalp hastalik
tahmini igin 7 smiflandirma algoritmasi
karsilastirilmistir. Performans kriterlere gore
kullanilan smiflandiricilar arasinda en iyisi
random forest olmustur. 13 o6zellik arasinda
rastgele ormanin siniflandirma performansini
en az etkileyen 6zellik % 2,43 ile achk kan sekeri
olarak bulunmustur. Bu ¢alisma, daha giiclii kalp
hastalig1 tahmini icin daha fazla ¢abaya katkida
bulunacaktir.
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