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Genetik Algoritma Kullanimai ile Farkl1 Getiri

Olciimlerindeki Yatirim Optimizasyonu Problemi

Oz

Modern finans piyasalarinda yatirimcilarin ve fon yoneticilerinin karsilastigt
en biiyiik sorunlardan biri uygun bir yatinm kombinasyonu bulmaktir.
Portféy optimizasyonu problemi olarak cercevelenen bu sorun, yatirim
yapilacak farkli finansal varliklarin secimini ve optimal tahsisini igerir.
Harry Markowitz tarafindan sunulan geleneksel ortalama varyans modeli,
portfdy optimizasyonu problemini ¢6zmek i¢in kullanilan bir¢ok modelin
temelini olusturur. Varlik getirilerin tahmininde ¢ok fazla ara¢ olmasina
ragmen ortalama-varyans modelinde bir varligin beklenen getirisi, gecmis
donem getirilerinin aritmetik ortalamas: ile hesaplanir. Getiri tahmininde
aritmetik ortalama yerine farkli 6ngdrii tekniklerinin portfdy optimizasyonu
siirecine dahil edilmesi gerekmektedir. Ayni zamanda portfoy
optimizasyonu problemleri ¢ogunlukla dogrusal olmayan yapidadir ve en
fazla belirli sayida varhiga yatirim yapilmasi gibi kisitlar iceren portfoy
problemi karmasik yapida oldugundan genetik algoritmanin bu problemlere
uygulanabilirligi arastirnlmalidir. Bu calismada, sezgisel bir yaklasim olan
genetik algoritma farkli getiri Olclimlerindeki portfdy optimizasyonu
problemine  Excel = Coziici  Acilim (Evolutionary) vasitastyla
uygulanmaktadir. Varlik getirilerinin tahmininde ti¢ farkli getiri Olciitii
olarak; ortalama getiri, Monte Carlo simiilasyon getiri ve tahmin getiri
kullanilmaktadir. Getiri 6l¢iitii olarak bu {i¢ teknik kullamilirsa portfoy
optimizasyonu  probleminin  Excel ortaminda  ¢Oziimlenebilecegi
gosterilmektedir. BIST 30 finansal piyasasindan elde edilen veri seti
tizerinden uygulama gerceklestirilmektedir. Ug getiri teknigi ile birlikte
cesitli kisitlar iceren riske ve getiriye farkli onem dereceleri veren ve
Olceklendirilmis amag¢ fonksiyonu ile olusturulan optimal senaryolarin
performanslar1 degisim katsayisi ve gelecek donemlerde gerceklesen
degerler {izerinden karsilastirilmaktadir. Ampirik sonuglar Monte Carlo
getiri tekniginin digerlerinden daha basarili oldugunu gdstermektedir. Iki
amagcli problemlerde oOlgeklendirilmis amag¢ fonksiyonu kullanilmasinin
gerekliligi gosterilmistir. Ayrica senaryolar iiretilmesi gereken portfoy
optimizasyonu problemlerinde GA kullanimmin zaman agisindan
dezavantajli oldugu sonucuna ulasilmaktadir.

Anahtar Kelimeler: Genetik Algoritma, Excel Ac¢ilim, Simiilasyon, Portfoy,
Optimizasyon
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Investment Optimization Problem in Different Return
Measurements Using Genetic Algorithms

Abstract

One of the biggest problems encountered by investors and fund managers in
modern financial markets is finding a convenient investment combination.
This problem framed as a portfolio optimization problem involves selection
and optimal allocation of different financial assets to invest. The traditional
mean-variance model presented by Harry Markowitz has underlined many
models used to resolve portfolio optimization problem. Although there are
many instruments in estimating asset returns, expected return of an asset is
calculated by arithmetic average in the mean-variance model. Different
forecasting techniques instead of arithmetic average should be included in
portfolio optimization process. Also, portfolio optimization problems are
mostly non-linear, and the applicability of the genetic algorithm to these
problems should be investigated since portfolio problem involving
restrictions such as investing to maximum certain number of assets is
complex. In this paper, a heuristic approach genetic algorithm is applied to
the portfolio optimization problem in different return measures by Excel
Solver (Evolutionary). Three different return measures based upon; average,
Monte Carlo (MC) simulation and forecast returns are used for estimating
the returns. It is shown this portfolio optimization problem can be solved by
Excel engine if these three techniques are used as the measures of return.
Data set obtained from Istanbul Stock market is applied. Along with the
three techniques, performances of optimal scenarios which contain various
constraints, give different degrees of importance to risk and return, create
with scaled objective function, are compared with the coefficient of variation
and the values realized at the future periods. Empirical results indicate
Monte Carlo technique is more successful than others. The necessity of using
a scaled objective function in dual-objective problems is demonstrated. It is
concluded use of GA in portfolio optimization problem where scenarios
should would be produced have a disadvantage in terms of time.

Keywords: Genetic Algorithm, Excel Evolutionary, Simulation, Portfolio,
Optimization
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Giris

Finansal sermaye piyasasinda yapilacak bir yatirrm kararmi belirleyen iki
onemli Olgiit getiri ve risktir. Portfdy kuraminda bir varligin riski, getiri
degerlerinin varyansi ile Olciiliirken getiri degeri genelde sermaye
piyasasindaki fiyatiyla 6l¢iilmektedir. Finansal varliklarin fiyatini etkileyen
¢ok sayida siyasi, sosyal ve ekonomik etkenler vardir. Bu sebeple finansal
varlik fiyatinin gelecekte ne olacagini éngdérmek ve buna gore yatirim karari
vermek tahmin yapmay: gerektirmektedir. Belirsizlik ve riske karsin yapilan
tahminler yanlis olursa yatinm kararmin basarist Onemli Olgiide
etkilenecektir ve yatinmin kayipla sonuglanmasina neden olacaktir. Bu
sebeple  Portféy optimizasyonu c¢ergevesinde varlik getirilerinin
ongoriilmesinde ayrintili ve gelismis teknikler kullanilmalidir.

Getiri tahmininde ¢ok fazla ara¢ olmasina ragmen finansal piyasadaki bir
varligin getirisinin ge¢mis donem getirileri tizerinden aritmetik ortalamaya
gore gelecekte saglayacag getiri degerinin 6ngoriilmesi bu alandaki yatirim
optimizasyonu aragtirmalarinin 6nemli bir eksikligidir. Alan yazinda var
olan ulusal ¢alismalarin tamamina yakininda bu durum gozlenmektedir. Bir
veri setine ait standart sapma biliniyorsa beklenen degerin hesaplanmasinda
sadece aritmetik ortalama kullanilmasi ve buna gore karar verilmesi
yanhghga sebep olacaktir. Boyle durumlar igin eger yatirim karar belirli bir
zamanda verilecekse zaman serisi analizleri ile éngérii yapilabilir (Ozmen
vd, 2013, s.139). Genel bir zaman i¢in 6ngorii yapmak igin ise nihai amaca
daha kolay ulasmak ve daha az analiz gerektiren tekniklerden istatistiksel
aralik tahminlemesi (Ozmen vd., 2013, 5.50) kullanilabilir ve tahmin aralig1
igerisinde getiri degerin nasil gerceklesecegi gelecek belirsiz oldugu icin
rastgelelik ilkesine gore belirlenebilir, risk altinda karar verme
yontemlerinden biri olan Monte Carlo (MC) simdiilasyonu (Taha, 2000, s.666;
Rubinstein ve Kroese, 2016) bu asamada kullanilabilir. Ayrica, bulanik
esnek kiimeler (Bagci ve Demirer, 2021, s.25), gri tahminleme (Bagci, 2020, s.
441) gibi diger pek c¢ok farkli tahmin araglar1 portfoy optimizasyonu
cercevesi icerisinde kullanilabilir.

Calismada, finansal varlik getirisini ongormek igin {i¢ farkli tip getiri
belirleme teknigi kullanilacaktir ve yatirim optimizasyonu problemine
parametre olarak girilecektir. Ik teknik, modern portfdy teorisince
uygulamada devaml kullanilan aritmetik ortalama ile 6ngorii yapmaktir
(Markowitz, 1952). Ikinci teknik, standart sapmanin dikkate alindigi, belirli
bir hata oraninda varlik getirisinin ortalamaya gore alt ve iist sinirlariin
belirlendigi ve belirlenen sinirlar arasinda varlik getirisinin ne olacagint MC
simiilasyonu ile 6ngdrmektir. Ugiincii teknik ise, mevsimsellik dikkate
alinmadan zaman serisi analizi ile ongormektedir.

Yatirim portfoyii, varliklardan olusan yatirim tiiriidiir. Yatirim portfdyiiniin
amact yatirim riskini en aza indirmek ve getirisini en {ist diizeye
cikarmaktir. Optimal yatirim portfoyii olusturmak igin segilen her varligin
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yatirim ylizdesi belirlenmelidir. Portfdy optimizasyonu problemleri
cogunlukla dogrusal olmayan yapidadir ve en fazla belirli sayida varliga
yatirim yapilmasi gibi kisitlar iceren problem karmasik yapida oldugundan
¢oziim aract olarak Excel Coziici Ac¢ilim (Evolutionary) yonteminin
uygulanabilirligi arastirilacaktir. Excel Coziicii Ac¢ilim secenegi cesitli
Genetik Algoritma (GA) ve yerel arama yontemleri kullanmaktadir
(“FrontlineSolvers”, 2020a). GA, optimale yakin ¢oziimler veren sezgisel
optimizasyon yontemidir. Dogrusal olmayan problemlere GA’min
uygulanmasiyla portfdy optimizasyonu alanindaki ulusal ve uluslararas:
calismalarda basarili sonuglar verdigi gozlenmistir.

Bu calismanin amaci, yatirim karari sonuglariin giivenirligini artirmak igin
getiri degerlerini {i¢ farkli teknikle 6ngormek, ongoriilen getiri degerlerini
parametre alarak farkl risk ve getiri 6nem diizeylerinde senaryolar {ireterek
yatirim optimizasyonu sonuglarini elde etmek, bu senaryolar1 karsilastirmak
ve daha dogru degerlendirme yapabilmek icin gelecekte gerceklesen gercek
degerler iizerinden getiri tekniklerin basarisini 6l¢mek ve son olarak optimal
portféy olusturma problemlerine GA’nin Excel Coziicli A¢ilim secenegi ile
uygulanabilirligini arastirmaktir.

Calismada oncelikle konu ile ilgili kisa bir literatiir gdzden gecirilecektir.
Genetik algoritma genel hatlariyla Ozetlenecektir, aymi zamanda GA’nin
calisma mekanizmalar1 gosterilecektir. Calismada uygulamada kullanilacak
optimizasyon modeli igin BIST 30 endeksinde yer alan sirketlerin 52 haftalik
verileri elde edilerek uygulama agamasinda kullanilan getiri hesaplama
teknikleri, amag fonksiyonu Ol¢eklendirme teknigi, kullanilan formdiller ve
GA parametreleri aciklanacaktir. Bulgular kisminda {i¢ farkli teknikle elde
edilmis optimizasyon sonuglarini karsilastirmak icin degisim katsayis1 (DK)
oranlarina bagvurulacaktir ve olusturulan portfdylerin performanslarin
karsilastirmak igin gelecekte gerceklesen gercek getiri degerlerinden
yararlanilacaktir. Sonu¢ kisminda, hangi teknigin basarih oldugu ve
dogrusal olmayan karmasik yapidaki problemde Excel Coziicii ile GA
kullanimimin sonuglar degerlendirilecektir.

Literatiir

Bu kisim sadece portfdy optimizasyonu yapan ve GA kullanan ¢alismalarla
smirlandirilmistir. Son yillardaki ¢alismalardaki ilerlemeler Cok Amach
Evrimsel Algoritma (MOEA) kullanimmna dogru yonelmektedir ve GA'nin
Bulanik Mantikla birlikte kullanimi artmaktadir. Bu ¢alismadaki incelenen
alan acgisindan son yillardaki uluslararasi calismalar, getiri ve risk
hesaplamasinda Markovitz modelinden degisiklige gitmiglerdir. Ornegin,
Chang vd., (2009) risk ol¢iitii olarak Markovitz ortalama varyans, ortalama
mutlak sapma ve carpiklik varyansi kullanmistir. Kshatriya ve Prasanna,
(2018) varyans icin basiklik ve carpiklik degerlerini kullanmistir, risk
tahminine yiiksek momentler dahil etmenin portfdy c¢esitlendirmesi
tizerindeki etkisini arastirmistir. Supian vd., (2018) risk hesaplamasinda
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Riske Maruz Deger (VAR) analizi iizerinden GA ile optimal portfoy
olusturmugtur. Sasaki vd. (2018) yatrimcnin risk ve/veya getiri
konusundaki 6znel tercihini dikkate alan bulanik memnuniyet fonksiyonu
kullanarak portfdy optimizasyonu problemini GA ile ¢oziimlemistir. Vasiani
vd., (2020) hisse senetlerinden olusan portfoy elde etmek icin fiyat/kazang,
hisse basina kazang, servet olusturma, deger diisiikliigii ve fiyat kazang
orani/biiytime gibi 6ncelik indekslerini kullanarak getiriyi en diizeye gikaran
optimal portfoyti GA ile hesaplamistir. Yabana literatiirde oldugu gibi
ulusal literatiirde de Markowitz Ortalama Varyans modelinden farklilasma,
risk 6l¢ciimiinde olusmustur.

Yatirim karari alinmasinda GA kullanan ¢ok fazla ulusal ¢alisma yoktur,
simirli sayida c¢alismalar mevcuttur. Tablo 1'de bu c¢alismalarin GA
kullanirken sectikleri 6zellikler sunulmustur.

Tablo 1: Kullanilan GA Teknik Ozellikleri

Yil Arastiran Coziim Getiri Niifus Kodlama Mutasyon -Mak'
Araci Sayisi Oram  Iterasyon
Excel S
2002 Akay vd., Evolver William’s%R 100 - Standart 2500
2004 Genel, Excel Ortalama 10 Gergek %5 -
Makro
2007 Keskintiirk Matlab Ortalama 50 Gergek %50 1000
2010 S Matah  Ortlama - - Tesadifi 1000
2015 28N Ve \iatlab  Ortalama 50  Permitasyon %25 4000
Baygin
2016 YeKUL Ve \iab  Ortalama 200 Gergek - 200%21
Cankal
2019 © BasaAN iah Ortalama 50 - 0.0001 10000
ve Uslu

Bu ¢alismalarda Akay vd., (2002) calismasi hari¢ hepsinde beklenen getiriler
ortalama getiri hesaplama yontemiyle yapilmistir. Akay vd., (2002) ortalama
getiri hesaplamasmi, ge¢mis ve son donemdeki verilere esit 6nem
vermesinden dolayi tercih etmemistir. Ortalama hesab1 yerine William’s %R
teknik gostergesini kullanmistir. Ulusal c¢alismalarda kullanilan GA
parametreleri incelendiginde genelde GA ¢6ziim aract Matlab programu,
karar degiskenlerinin tanimlanmasinda gercek deger kodlama kullandiklar
ve durma kriteri olarak maksimum iterasyon sayisii tercih ettikleri
gozlenmistir. GA ile portfdy optimizayonu yapan yabanct literatiir
arastirmasint ve kullanilan GA parametrelerini Kalayct vd., (2017)
calismasinda ayrintili olarak sunmustur.

Yatirim problemlerinin ¢oziimiinde GA kullanimini degerlendiren ulusal
calismalardan Yakut ve Cankal (2016) haricindeki ¢alismalarin hepsi olumlu
sonuglar sunmusglardir. Akay vd., (2002) kisit igeren yatirim kararlarinda GA
kullaniminin kisa zamanda sonug verdigini belirtmistir. Genel, (2004) kisit
igeren yatirim kararlarinda GA kullanimimnin ¢ok basarili hatta benzersiz
oldugu ifade etmigtir. Keskintiirk, (2007) GA'nin esnekliginden dolay1 her
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tirli  kisitin kolaylikla modele entegre edilebilecegi Onerisinde
bulunmustur. Zeren ve Baygin, (2015) GA kullanarak iiretilen senaryolarin
tutarli oldugu yorumlamistir. Yakut ve Cankal, (2016) Dogrusal Olmayan
Programlama sonuglarinin GA’dan daha iyi oldugu sonucuna ulagmuistir.
Basaran ve Uslu, (2019) amag fonksiyonunda Sharpe performans oSlciitiiniin
en yiiksek diizeyde olmasim saglayarak GA ve Parcaak Siiri
Optimizasyonu (PSO) yontemlerini karsilastirmistir, PSO'nun GA’dan daha
iyi oldugunu savunmustur.

Genetik Algoritma

GA ilk defa, 1970’li yillarda Jhon Holland tarafindan ortaya atilmistir ve
daha sonra 1989’da David Goldberg tarafindan gelistirilmistir (Acar, 2014;
76). GA, evrim algoritmalarinin bir alt dalidir. Evrim kuraminda; canli
tiirleri dogal secilim ilkesine gore nesil ilerledikge kalitsal degisime ugrar ve
yeni Ozellikler kazanmas: yoluyla en iyi Ozellige sahip bireyler yasama
devam eder, digerleri elimine edilir ilkesi gecerlidir. Tipki evrim
kuramindaki gibi GA’ da, problemin ¢oziimiinii veren karar degiskenleri
tizerinde mutasyonlar ve karar degiskenlerinin aktarilmasi (caprazlama)
yoluyla yeni 0zelliklere sahip ¢oziimler yani karar degiskenleri olusturulur,
boylece karar probleminin amacini optimize eden en iyi ¢oziimler yasama
devam ederken, kotiiler ortadan kaybolur (Acar, 2014, s. 76). GA, problemin
matematiksel denklemlerinin ¢oziimiiyle ilgilenmeden, ¢oziimler kiimesi
tizerinden yola ¢ikan, bu ¢oziimleri iyilestirerek en iyiye yakin bir ¢éztimii
hedefleyen meta-sezgisel optimizasyon yontemidir (Acar, 2014, s. 78).

GA’nin Ozellikleri ve Avantajlar

GA'nin  oOzellikleri, diger optimizasyon yontemlerinden farkliliklari,
kullanim olanaklar1 ve avantajlari izleyen paragraflardaki gibi 6zetlenebilir
(Gen ve Cheng, 1997; Goldberg, 1989; Islam, 2008, s.85; Acar, 2014, s. 79-80
“FrontlineSolvers”, 2020c).

* GA, digbiikey ve digbiikey olmayan fonksiyonlarla calisabildigi gibi
diferansiyeli ~alinamayan ve tiirevlenemeyen fonksiyonlarla da
calisabilmektedir. Fonksiyonun siirekli olmadig1 kesikli oldugu bolgeler
varsa GA'nin performans: ¢ok az etkilenmektedir. Ciinkii GA tiirevleri
veya problemin matematiksel yapisini kullanmamaktadir.

* GA, kesikli, stirekli ve karisik olan karar degiskenleri igeren
fonksiyonlarin herhangi bir tiirtinii optimize edebilmektedir. Biiyiik
0Olgekli karmasik problemlerde basari saglamaktadir.

» GA’da problemin bir ¢o6ziim alternatifi kromozom olarak isimlendirilir,
karar degiskenlerinin dizgisidir. GA niifus tabanlh bir aragtirma
algoritmasidir. Niifus, arama uzay: icindeki kromozomlarin kiimesini
gosteren bir toplulugu ifade etmektedir. GA, tek bir kromozomdan yani
¢oziimden yola ¢itkmaz, belirli sayidaki ¢oziimlerden yola ¢ikmaktadir ve
bunlar tizerinden calismaktadir. Niifus tabanli arama yontemi, ¢oziimleri
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es zamanli olarak amag fonksiyonuna yerlestirerek farkli arama noktalari
yoniinden uygun bir ¢oziim uzay: kesfini kolaylastirir ve GA'nin yerel
optimuma diisme olasiligini zayiflatmaktadir (“FrontlineSolvers”, 2020c).
Niifus ardisik yineleme yoluyla dogal secilim ilkesiyle gelistikge, nesil
olarak adlandirilmaktadir.

* GA, en uygun, optimale yakin ¢oziimii ararken, rassal gecis kurallarim
kullanmaktadir ve arastirmamin arama uzaymda rassal secimle
yonelimlerde bulunur bu sebeple stokastiktir. Bir arama algoritmasinin
iki temel oOzelligi, en iyi ¢Oziimii arama ve arama uzayl kesfini
kullanmasidir (Gen ve Cheng, 1997; Islam, 2008, s. 85). GA hem rassal
arama hem de arama uzaymin kesfini arama o6zelliklerinin uygun bir
karisimini birlestirerek basarabilir (Gen ve Cheng, 1997; Islam 2008, s. 85).
Excel Coziicii Agilim alt yapisinda aramanin rassal olmas: istenmiyorsa
“rassal kok” hiicresi bosg birakilmamalidir (“FrontlineSolvers”, 2020c).

* GA, Bulanik Kiime teorisi ve yapay sinir aglari gibi diger yapay zeka
teknikleri ile birlikte kullanilabilir bir esneklik sunmaktadir (Islam, 2008,
s. 85).

Bu ozellikler GA’y1 gercek hayat optimizasyon problemlerinin ¢6ziimii igin
popiiler hale getirmistir. GA” nin 6rnek uygulamalar: insaat miithendisligi,
kaynak tahsisi, proje planlanmasi, zaman maliyet analizleri, sermaye
biitcelemesi ve portféy optimizasyonu gibi pek ¢ok alan1 kapsamaktadar.

Genetik Algoritmalarin Calisma Mekanizmasi

Tipik olarak, bir GA'nin belirli bir optimizasyon probleminin ¢dziimii igin
bazi islem adimlarina sahip olmasi gerekir ve bu islem adimlari izleyen
paragraflardaki gibi agiklanabilir.

GA’ da karar degiskenlerinin kodlamasi kullanilir. Kodlamada ikili,
permiitasyon, aga¢ kodlama ya da gercek deger kodlama gibi secenekler
mevcuttur. Excel Coziicii gercek deger kodlama kullanmaktadir (McFedries,
2015, s. 490). Gergek deger kodlamada, her karar degiskeni kendi sinirlari
dahilinde alacag1 gercek degerle ifade edilir. Aragtirma problemimizde 30
adet varlik icin yatirim yiizdesi gercek degerinde olusturur. Wright, (1991; s.
215-217) gergek kodlama degerlerinin avantajlarin1  ikili kodlama
degerlerinkinden daha iyi oldugunu belgelemistir. Huang vd., (2003; s.72)
gercek degerli kodlama sisteminin daha yiiksek dogruluk iiretebildigini ve
gercek deger kodlamanin karmagsik kodlarmn ¢oziimlenmesine ihtiyac
olmadigindan hesaplama adimlarmin azhi§1 sebebiyle daha verimli
oldugunu belirtmistir.

GA’da ¢oztimlerin olusturdugu baslangi¢ niifusu rastgele say1 {ireticisi
kullanilarak olusturulur. Ornegin karar degiskeni sayisi 30 ise baslangig
niifusu 6 segilirse 30 karar degiskeni i¢in 6 farkli deger atanacaktir. Niifus
sayis1 Excel secenekler iletisim kutusunda programcinin opsiyonuna
birakilmistir. Niifus sayisi her bir iterasyonda sabit kalmaktadir. Az sayida
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niifus iterasyonlart1 hizlandirir fakat ¢oziimlerin cesitlendirilmesini
zorlastiracagindan  algoritmanin  yerel optimuma takilma sansim
artirmaktadir (Siriwardene ve Perera 2006, s. 417). Cok sayida niifus ise
uzun zamanda uygun ¢oziim bulunmasma neden olacaktir. Baslangic
niifusu olustururken, eger karar degiskenleri hiicresine sayilar girilirse
baglangic niifusunda yer alir ve girilen sayilarin uygunlugu Oolciisiinde
arama kolaylagsmaktadir.

Niifus sayisinin belirlenmesinde ¢esitli goriisler vardir. Karar degiskeni
sayisina bagl olarak secilmesinde; karar degiskeni sayisi n ise niifus sayis1
(n, 2n) arasinda secilebilir (Onder, 2011, s. 144). GA’da kiiciik bir niifus
sayis1 Onerilmektedir. Kiiglik bir niifus sayisinin 6nerilmesinin sebebi GA
¢oziim siiresi olarak difer meta sezgisel yontemlere nazaran hizhdir
(Hromkovi, 2004, s. 461). Schaffer vd., (1989, s. 55) niifus biiytikliigiiniin 20-
30 aras1 olmasinin yeterli oldugunu belirtmistir.

GA’nin basarist amag fonksiyonunun verimli ve hassas olmasma biiyiik
oOl¢iide baglidir. Bu sebeple amag fonksiyonu cesitli degistirmeler yapilarak
dlceklenebilir hale getirilebilir. Olgeklendirme igin dogrusal veya statik
dinamik Olceklendirme, sigma kesmesi ve normalizasyon gibi yontemler
kullanilmaktadar.

GA’nin yapisinda, genetik operatorler olarak adlandirilan caprazlama ve
mutasyon ve degerlendirme operatorii olarak adlandirilan segim iglemleri
uygulanmaktadir. Excel A¢ilim modiiliinde kullanici tarafindan belirlenen 0
ile 1 arasinda deger alabilen mutasyon olasilig1 parametresi siireci etkileyen
onemli bir parametredir. Coziicli, mevcut niifusun bir veya daha fazla
iiyesinde periyodik olarak rastgele mutasyonlar yaparak yeni bir aday
¢Ozilim iiretir, bir karar degiskeninin degeri yiizdesel olarak degisime ugrar
(“FrontlineSolvers”, 2020c). Mutasyon ile genetik cesitlilik saglamr ve
mutasyon sayesinde iterasyonlar gerceklesirken yerel optimuma takilmanin
oniine gecilebilir (“FrontlineSolvers”, 2020b). Uretilen aday ¢oziim mevcut
¢ozlimlerden daha iyi ya da daha kotii olabilir. Eger mutasyon sonucu
olanaksiz, kisitlar1 saglamayan bir ¢o6ziim {iiretilmisse Coziicii bu ¢oziimi
onarmaya ¢alisacaktir. Excel Acilim Coziicii bes farkli mutasyon stratejisi
kullanmaktadir (“FrontlineSolvers”, 2020c). Yiiksek mutasyon orami GA’
daki aramanin bir rastgele aramaya esdeger olmasina neden olacagindan
mutasyon oranmnin diisiik olmas: tercih edilir. Oranmin ¢ok ¢ok diisiik
secilmesi ise ¢oziimiin cesitlendirilmesinde pek bir etki etmez. Bazi
arastirmacilar mutasyon olasiligi igin 1/n veya 1/(k0,93.An) formiillerini (n:
karar degiskeni sayisi, k: niifus sayisi) onermistir (Hromkovi, 2004, s. 463).

Caprazlama isleminde iki kromozom rassal bigimde ebeveyn olarak segilir
ve biyolojik mikroorganizmalarin ¢ogalmasinda meydana gelen DNA
iplikciklerinin ~ caprazlanmasindan  esinlenerek  her bir ebeveyn
kromozomdaki karar degiskenlerinin bazilar1 birbiriyle yer degistirir ve yeni
kromozomlar iiretilir (“FrontlineSolvers”, 2020c). Farkli caprazlama operator
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tiirleri vardir, gercek kodlamada aritmetik ¢aprazlama ornek verilebilir. En
iyi ¢aprazlama yontemi uygulamaya gore farklilik gostermektedir
(Siriwardene ve Perera, 2016, s. 418). Excel Acgilim altyapisi dort farkh
caprazlama stratejisinin birden fazla varyasyonunu kullanmaktadir
(“FrontlineSolvers”, 2020c). Fakat kullanic1 arayiiziinde caprazlama olasilig
i¢in bir secenek sunulmamuistir, program kendisi belirlemektedir.

Sec¢im iglemi dogal segilim ilkesince isletilir, mevcut niifustan gelecek nesile
aktarilacak kromozomlarin se¢iminde, problemin kisitlarini saglayan ve
ama¢ fonksiyonu degeri yiiksek olanlar hayatta kalir, kisitlar
saglayamayanlar ve amag¢ fonksiyonu degeri diisiik olanlar ortadan
kaldirilmaktadir (“FrontlineSolvers”, 2020c). Se¢im siireci, algoritmay1 daha
iyi ¢oziimlere yonlendiren adimdir. Sonlandirma kriterine kadar islemlere
devam edilir ve en uygun olan ¢6ziim secilir (Goldberg, 1989;
“FrontlineSolvers”, 2020d).

[ Basla ]
W

[ Baszlanzic popiillasvonunu olustur ]
-
e,

[ Kromozomlann uveunluk dedernm hesapla ]

W
[ Secim ]
W

[ Caprazlama ]

[ Mutasvon ]

\L Evet

[ Bitir

Sekil 1: Genetik Algoritmalarin Akis Diyagrami

Kaynak: Kapanoglu, 2011’den aktaran Acar, 2014, s.81
Veri ve Uygulama

Finansal sermaye piyasasindaki yatirim kararlari igin hisse senedi getirisi
ongorii tekniklerini karsilastirmak ve dogrusal yapida olmayan yatirim
optimizasyonu problemini GA ile ¢ozebilmek igin uygulama alami olarak
BIST 30 endeksinde yer alan 30 sirketin 05.05.2019 ile 26.04.2020 tarihleri
arasindaki 52 haftalik ge¢mis getiri verileri elde edilmistir. Sonraki 4 haftalik
getiri verileri ise Ongoriilerin basarisin1 degerlendirmek i¢in kullanilmistir.
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Optimizasyon modeli sonuglar1 farkli onem dereceleri altinda en yiiksek
getiri ve en diisiik riskle portfdyde yer alacak en fazla 8 adet BIST 30 hisse
senetlerinin yatirim yiizdesini sunacaktir. Risk hesaplamada Markovitz'in
Ortalama Varyans yontemi kullanilirken getiri hesaplamada 3 farkh teknik
kullanilmisgtir.

Riske ve getiriye farkli 6nem dereceleri vererek farkli senaryolara imkan
sunan ve varyansin (V) en kiiciik ve beklenen getirinin (E(R)) en yiiksek
olmasini saglayan standart iki amagh optimizasyon modeli amag fonksiyonu
Denklem (1) ve kisitlar1 Denklem (2-3-4-5-6-7-8) soyledir:

Min : JLF.[E?E}‘ W,—‘-ﬂ-ﬂ,-j] —(1—4p) X rw; W
Kisitlar;

Xiw, =1 @
Pz <K ®
E(R) = Z'rw; = Ry ¢
V=X Eiwwo; <V ®)
0w, <1 ©)
z, €[0,1] )
0<i, €1 (®)

(2) Numarali kisit varliklara yapilacak yatirim yiizdelik oranlarmin
toplamlarinin 1 olmasini,

(3) numarali kisit; zi, iinci varhigmn portfdyle bulunup bulunmadigimni
gosteren kukla degisken olmak {izere toplam varlik sayisinin belirli bir
K sayisindan kiiglik ve esit olmasini,

(4) portfoyiin beklenen getirisinin BIST ortalama getiri (Rs) degerinden esit
veya yiiksek olmasini,

(5) portfoy varyansin BIST 30 ortalama varyans (Vs) degerinden esit veya
kii¢iik olmasini

(6) bir hisse senedinin yatirim yiizdesinin (wi) 0 ile 1 arasinda olmasimn,

(7) bir hisse senedinin portfoydeki varliginda 1 yoklugunda 0 degerini alan
kukla degiskeni,

(8) “Ap” varyansa verilen onem derecesini, “1- Ar” ise getiriye verilen 6nemi
gostermektedir.

Ay’ nin 1 olmasi portfdy varyansiin minimum olmasimi saglar ve portfoy
getirisine verilen onem sifir olacagindan getiriyi hesaplamaz. Ap'nin 0 olmasi
ise varyansi hesaplamaya katmaz ve tamamen getirinin en yiiksek olmasin
saglar. Ay’ nin degisen oranlarinda senaryolar iiretilerek optimizasyon
modeli ¢oziimlenecektir. Modele ait karar degiskenleri, yatirim yiizdeleri
wi'lerdir. Diger degiskenler parametrelerdir. Bu standart modelde yer alan

a“"_, 17

ortalama getiri “ri” degerlerinin model giris parametresi olarak
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hesaplanmasinda i¢in ii¢ farkli teknik kullanilacaktir. Her bir teknik i¢in ayr1
senaryolar iiretilecektir. Bu teknikler izleyen kisimdaki gibidir.

Getiri Hesaplama Teknikleri

“ tll

dénem sayisi, “p¢” varligin
ortalama getirisi Denklem (9)'da sunulmustur.

Eﬂ&jif%:i}lun ®)

donemindeki fiyati olmak {izere varligin

"]’t:

N
Tkinci getiri hesaplama teknigi MC simiilasyon ydntemine gore yapilmistir.
Oncelikle (9) numarali denklem kullanilarak her bir varlik icin ortalama
getiri degerleri bulunur, daha sonra dénem sayisi 30’dan biiyiik oldugu icin
%5 hata ile aralik tahminlemesi Denklem (10)" daki gibi yapilir (Ozmen vd.,
2013, s. 50)

n—196.5;<n <n+196.5, (10)

Standart hata degeri §,; = 5td sapma /N

Aralik tahminlemesi sonrasinda her varhigmn alabilecegi en biiyiik ve en
kiigiik deger bulunur. Aradaki fark (Enbri — Enkri) alinir ve bu aralik dort
esit parcaya ayrilir. En kiigiik deger 1. deger olur, 1. degere (Enbri — Enk:i)/4
fark degeri eklenerek ve devam edilerek diger degerler bulunur. En biiyiik
deger 5. deger olur ve ortalama getiri degeri 3. deger olur. Bu 5 farkh
degerden hangisinin secilecegi hususunda Monte Carlo (MC) simiilasyon
teknigi kullanilir. MC simiilasyonu olasiliklarin bilindigi risk altinda karar
verme yOntemlerinden biridir. Bes farkli deger igin olasiliklar
bilinmediginden belirsizlik altinda karar verme olgiitlerinden Laplace dlgiitii
secilmistir her degerin gerceklesme olasiligina esit sans verilmistir. Boylece
her degerin gerceklesme olasilig1 %20 olacaktir. MC simiilasyonu risk iceren
durumlarda tesadiifilik ilkesini savunur. Tahmini degerlerden hangisinin
gerceklesecegi tamamen rassaldir. Olasiliklar belirlendikten sonra birikimli
olasiliklar hesaplanir ve birikimli olasiliklara gore MC sayr araliklari
belirlenir (Rubinstein ve Kroese, 2016). Rassal say1 iireticisi kullanilarak 0 ile
100 arasinda rastgele say1 iiretilir ve iiretilen rassal say1r hangi MC say1
araligina giriyorsa karsisindaki deger secilmektedir.

Uclincii getiri hesaplama teknigi olarak belirlenen zaman serisi ile 5ngdrmek
i¢in Excel altyapisinda bulunan TAHMIN.ETS fonksiyonu kullamlmistir.
Excel tahminleme fonksiyonu elde bulunan tarihlere ve getirilere gore
istenilen bir tarih icin zaman serisi analizi yapmaktadir. Mevsimsellik etkisi
gozardr edilerek tahminleme yapilmistir. Sekil 2'de Ornek gosterim icin
Excel ¢alisma sayfas: sunulmustur.
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A | B cC D E|F 6| H 1|3 k|L M N 0O pla R[S
G 05 000 07 073 118 1 08 02 048 0% 07 04 0 1% LR 1B 0l 02
2/Std.Sapma 59603 SATHT6 61422 33203 ATS86 SATSI AGIBIS 443 SASIES 63139 4592 502469 ASTIS) 6235 79 124175 425676 5011
63 [StdHeta  0.83039 074501 0.85177 046044 QAES45 07593 0.63904 61631 041134 085859 06784 05968 0.63415 0.86464 L0269 172199 0.5903L 063491
B[Enkighk L4764 -L441 03131 0175 01264 -L60LS 04421 09841 -LIIOFL -143% -LOSIS L1257 L2622 04358 033 -L5955 -LO4T4 L5963
65 [EnBlylk | L7872 145714 242580 L62997 248016 137455 20623 L4212 206994 192611 L59754 L6OST3 12237 295354 378618 5.15472 126662 L1378
66 |Artifark | 0.81378 07303 0.83474 0.45123 065214 0.74411 0.62626 060359 079511 0.84142 065483 068286 0.62147 0.84735 L6 LG8TSS 0.5785 0.68102
67[LDefer L4764 -L441 03131 0175 -0.1264 -L60IS -0.4421 -09%4L -LLIOGL -143% -L0S1S L1257 L2622 04358 0343 -L5955 -LO474 L5863
6B[2.Defer 0626 07338 -0.0784 027627 0.52575 04574 018413 03901 03155 03982 -0.9%69 04429 06407 04115 069535 0.09206 04689 -0.9052
69[3.Deger 015115 -0.0035 075635 0.7275 117788 -0.1133 080038 0.21385 047962 014327 006788 0.24 -0.0152 125885 172095 177962 010562 -0.2242
70/4.Defer  0.95494 0.72684 159108 L17673 183000 0.63084 143664 061763 L2773 L0R4E9 033071 092286 0.60224 210619 275357 346717 0.68812 045679
TL5.Defer | L778T) LASTIA 242580 L2997 246016 13455 20628 L2182 206984 LSO61L L5974 LGOSTS L2237 295354 378618 515472 L2662 L1378

73| Getiri |Olasilik [Birikimli| Monte Carlo Sayilar

nlL Deger | 0.2 0.2 0 - 20

IRA Deger | 02 04 1 - 40

) 3. Deger | 02 0.6 a1 - 60

74 Deger | 0.2 0.8 a1 - 80

78| 5.Deger | 0.2 1 81 - 100

79.

80| Rassal Say! 9 10 2 35 17 99 0 63 92 2 ki 19 51 7 15 0 7 o4

o

1| MCGetiri  -1.4764 -1.4641 -0.0784 0.27627 -0.12064 137493 143664 0.81783 206384 -0.5982 -0.3969 -11257 -0.0152 2.10619 -0.3443 3.46717 0.68812 043679
2 |Ort Getiri 015 000 07 073 118 011 081 020 048 024 02 024 002 126 L7217 011 0.2
3 |Tahmin Get -0.4061 -5.3037 27011 -1.017 1.04636 -4.4427 119495 0.73064  7.8247 -0.2177 0.78288 136275 2.1089 859292 -24359 635786 103815 -1.2217

co oo

Sekil 2: Ug Getiri Teknigi Gosterimi Excel Calisma Sayfasi

Sekil 2’de ortalama getiri degerlerinin, MC getiri degerlerinin ve tahmin
getiri degerlerinin birbirinden ne kadar farkli oldugu goriinmektedir. Bu
degerler kullanarak yatirim planlamasi yapilirsa her planlama birbirinden
farkl: olacaktur.

Amac Fonksiyonunun Olceklendirilmesi

Modeldeki amag fonksiyonu iki amagli olarak olusturulmustur. Tki amagh
¢oziimlerde her bir amaca farkli ©nem degeri verilmektedir. Fakat
modeldeki her bir amacin degerlerinin aym 6lgiitte olmasi gerekir ki dogru
sonugclara ulasilabilsin. Arastirma problemindeki bir amag¢ olan varyans
degeri yaklasik 6 ile 16 sayilar1 arasinda degisirken, getiri oranlar1 yaklasik
0.10 ile 7 arasinda degismektedir. Bu sebeple her iki ama¢ da ayri ayr
olgeklendirilmistir diger ifadeyle normallestirilmistir. Normallestirme ile
sayllarin 0 ile 1 arasina taginmasi saglanmistir, fayda fonksiyonlarinda
yaygin kullanilan dogrusal normallestirme yontemi kullanilmistir. Denklem
(11)’e gore en biiyiik deger 1, en kiiciik deger O ve diger degerler bu aralikta
yer alacaktir.

_ K Ko (11)
X}:nb - XEHF:

bulunmasinda model tek amagcli olarak calistirmistir, varyans degerinin
minimum degeri bulunmustur, varyans degerinin maksimum degeri hali
hazirda (5) numarali kisitta BIST 30 varyans degerinden diisiik olmasi
istendigi icin en biiyiik deger olarak bu deger alinmistir. Portfoy getirisi icin

[278]



Elif ACAR

alt limit yani en kiigiik deger (4) numarali kisitta bulunan BIST 30 getiri
ortalamas1 alinmistir, en biiyiik deger ise model tek amacli olarak getirinin
en yliksek degeri i¢in ¢alistirilarak elde edilmistir. Bu ¢alistirmalarda model
kisitlar1 saglanarak arama alani igerisindeki alt ve iist limitler belirlenmistir.

Modelde 3 farkli getiri; ortalama, MC ve tahmin getirileri oldugundan 3
farkli amag¢ fonksiyonu olusturulmus ve normallestirme i¢in bu amag
fonksiyonlarinda bulunan amaglar icin en biiyiik ve en kiiciik degerler ayr1
ayr1 hesap edilmistir. Normallestirme yapilmadan once ve normallestirme
yapildiktan sonra bulunan optimal ¢oziimlerin farkli oldugu ortaya
gikmustir, bu sebeple iki amagl portfdy problemlerinde kesinlikle amaclarin
aymu Olgekte bulunmasi gerekmektedir.

Veri Girisleri ve Hiicre Formiil Tanimlamalar1

Tablo 2’de simiilasyon, tahmin getirisi, normallestirme ve diger tiim
hesaplamalar i¢in formiillerin sunumu yapilmaistir.

Tablo 2: Kullanilan Formiiller

Hiicre Tanim Hiicre Formiil
B5:AE56 % getiriler B61l =ORTALAMA (B5:B56) C61:AE61 kopyalandi.
B62 Std.Sapma B62 =STDSAPMA.P(B5:B56)  C62:AE62 kopyalandi.
B63 Std Hata B63 =B62/KAREKOK(52) C63:AE63 kopyalandi.
B64 1.Deger B64 =B61-1.96*B63 C64:AE64 kopyalandi.
B65 5. Deger) B65 =B61+1.96*B63 C65:AE65 kopyalandi.
B66 Artig Farki B66 =(B65-B64)/4 C66:AE66 kopyalandi.
B68 2. Deger B68 =B64+B66 C68:AE68 kopyalandi.
B70 4. Deger B70 =B61+B66 C70:AE70 kopyalandi.
B80 Rassal say1 B80 =YUKARIYUVARLA(S_SAYI_URET()*100;0)
B80:AE80 kopyalandi.
B81 1. varlik igin  B81 =EGER(VE(B80>=$D$74;B80<=$F$74);B67;0)+EGER(V
MC getiri E(B80>=$D$75;B80<=$F$75);B68;0)+EGER(VE(B80<=$

F$76;B80>=$D$76);B69;0)+EGER(VE(B80<=$F$77;B80
>=$D$77);B70;0+EGER (VE(B80<=$F$78;B80>=$D$78);

B71,0))
C81:AE81 kopyaland.
A59 Donem B83 =TAHMIN.ETS($A$59;B5:B56;$A$5:3A$56;;1)
Tarihi C83:AE83 kopyalandi.
A5:A56 hiicresine tarihler girilmistir.
B89:AE118 Kovaryans B89 =KOVARYANS.P($B$5:$B$56,B5:B56)
Matrisi Satira kopyalandi
B121:AE121  Karar degis. ~AF121  =TOPLA(B121:AE121)

B122:AE122 - ¢ [p.41] B122 =EGER(B121<=0,01,0;1)  C122:AE122 kopyalandi
B126 Norm Port. BI126 =(TOPLA.CARPIM(DCARP(B121:AE121;B89:AE118)
Varyansi ; B121:AE121)-6.458))/(15.4777-6.458)

B127 Norm. Port. ~ B127 =((TOPLA.CARPIM(B61:AE61;B121:AE121))-0.1035)

Ort getiri /(1.285-0.1035)
C368 Amag Fonk.  C368 =(K124*B126)-(1-K124)*(B127)
K124 A, degeri AF122  =TOPLA(B122:AE122) Toplam varlik sayis1 kisit1

Calisma sayfasinda sadece ortalama getiri icin normallestirme gosterilmistir
BIST 30 varyansi 15.48 ve BIST ortalama getirisi 0.1035 olarak hesap
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edildiginden normallestirmede ve kisitlarin yazilmasinda bu degerler
kullanilmistir. Maksimum varlik sayis1 K icin portfdyde en fazla 8 varlik
olmasi secilmistir. Cok kiiclik degerde ¢ikan varlik yiizde orami i¢in B122
hiicresinde varlik ytizdesinin en kiigiik 0.01 kadar olmasi saglanmuistir.

Excel Coziicii Agihm modiiliine girilen GA parametreleri; niifus sayist 30,
mutasyon orani 0.1, gelistirme olmadan zaman simri 300 sn., en fazla
iterasyon sayist 1000 belirlenmistir, diger yakinsama vb. gibi parametreler
¢oziiclide bulunan degerlerde almmistir. Tim kisitlamalar ve amag
fonksiyonu ¢oziiciiye girilerek model calistirilmistir. Gelistirme olmadan
zaman simur1 30000 sn.’ye artirilarak optimal ¢6ziim bulmadan programin
durmas: Onlenmistir. Coziicii yerel bir optimuma takildiginda mutasyon
orani 0.1 ile 0.5 arasinda degisen degerlerde artirilarak kullanilmistir,
yakinsama orami ise Onerildigi gibi dustirtilmistiir (“FrontlineSolvers”,
2020b).

Bulgular

Getiri 6ngorii tekniklerinin karsilastirilmasi igin, 6ncelikle Ar'nin degisen
degerleri icin 11 senaryo kurulmustur ve senaryolarda bulunan varliklarin
bulunma yiizdeleri, senaryolarin getirisi, varyans: ve degisim katsayisi
hesaplanmistir. Varyansa verilen onem (Ap) azaltildik¢a getiriye verilen
onem (1-Ap) arttikca getiri degerleri artmistir, getiriye verilen 6nem
azaldikca varyansa verilen 6nem arttikga varyans degerleri diismiistiir.
Optimizasyon basarili bir bigimde gerceklesmistir. Tablo 3'te kurulan
senaryolarin 6zellikleri sunulmustur.

Tablo 3: Getiriler I¢in Kurulan Senaryolarin Ozellikleri

Ort. Getiri MC Getiri Tahmin Getiri

[j-p, 1'-111'] Getiri  Var. DK Getiri  Var. DK Getiri ~ Var. DK

[1,0] 0.67 6.46 3.81 1.03 6.46 2.47 0.10 6.47 24.59
[0.9,0.1] 0.70 6.47 3.64 1.11 6.47 2.30 0.23 6.49 11.01
[0.8,0.2] 0.74 6.53 3.46 1.20 6.54 212 1.08 6.83 241
[0.7,0.3] 0.79 6.66 3.27 1.31 6.67 1.98 1.31 6.89 2.01
[0.6,0.4] 0.85 6.91 3.09 1.48 7.04 1.80 1.91 7.44 1.43
[0.5,0.5] 0.92 7.36 2.95 1.64 7.54 1.68 2.86 8.73 1.03
[0.4,0.6] 0.99 8.01 2.86 1.83 8.44 1.59 4.25 11.58 0.80
[0.3,0.7] 1.06 9.04 2.84 2.05 10.03 1.55 5.60 15.48 0.70
[0.2,0.8] 1.20 12.31 293 232 13.37 1.57 5.60 15.48 0.70
[0.1,0.9] 1.28 15.48 3.06 2.45 15.48 1.61 5.60 15.48 0.70

[0,1] 1.28 15.48 3.06 2.45 15.48 1.61 5.60 15.48 0.70

Portfoy teorisine gore bir limite kadar getiri arttik¢a varyans diismektedir, o
sinirdan sonra getiriyi daha da arttirmak varyansin da artmasma neden
olmaktadir. Burada kurulan senaryolarda getiri arttikca varyans da
artmaktadr, clinkii getirinin alt diizeyleri modelde yer almamugtir. Ornegin
Tablo 3’te ortalama getiri degerinin ilk degeri 0.67 esik sinirdir, bu sinirdan
az getiri oranlarinda getiri yiikseldikge varyans diismektedir. Burada
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kurulan modelde getirinin ve varyansin onem derecelerine gore model
¢ozlimlendiginden belirli getiri diizeyi icin en diisiik varyans
aranmadigindan esik sinirdan sonraki senaryolar gerceklesmistir.

Tablo 3'te farkli getiri tekniklerine goére olusturulan senaryolarda tahmin
teknigi Ongorii sonuglar1 daha yiiksek getiri degerleri igermektedir,
tahminleme ile hesaplanan getirilerin diger tekniklerden fazla oldugu
gorilmiistiir. Fakat tahmin getiri degerleri kullamilmasiyla elde edilen
portfdylerin getiri oran1 daha yiiksek goriinmesine ragmen degisim katsayisi
bakimindan ug degerler tutarli olmayan degerler ortaya gikmistir. Degisim
katsayis1 standart sapmanin getiriye oramidir ve elde edilecek getiri
karsiiginda katlanilmasi gereken riski olgen bir olgiittiir. DK'nin yiiksek
olmasi diisiik bagariy1 ifade etmektedir. Elde edilen senaryolar degisim
katsayr bakimindan degerlendirilecek olursa en iyi MC getiri, ardindan
ortalama getiri ve en son tahmin getiri kullanilmas: ile daha iyi portfoyler
olusturulabilir. Olusturulan senaryolarin performansini degerlendirmek
igin, gelecek 1. donem yani bir sonraki hafta gerceklesen getiriler elde
edilmistir ve model sonuglarinda belirlenen yatirim yiizdeleri kapsaminda
varliklara yatirim yapilmis olsaydi hangi getiri secenegi ile yatirim
yapilmasinin daha basarili olacag: arastirilmistir. Tablo 4'te sunulmustur.

Tablo 4: Dénem 1 Sonuglar:

Ort. Getiri MC Getiri Tahmin Getiri
[Ap, 1-dp] | Getiri Var. DK | Getiri Var. DK | Getiri Var DK
[1,0] 328 646 078 | -328 646 078 | -318 647 -0.80

[0.9,0.1] -3.30 6.47 -0.77 -3.26 6.47 -0.78 -3.14 6.49 -0.81
[0.8,0.2] -3.33 6.53 -0.77 -3.24 6.54 -0.79 -2.47 6.83 -1.06
[0.7,0.3] -3.37 6.66 -0.76 -3.24 6.67 -0.80 -2.69 6.89 -0.98
[0.6,0.4] -3.45 6.91 -0.76 -3.37 7.04 -0.79 -2.90 7.44 -0.94
[0.5,0.5] -3.58 7.36 -0.76 -3.55 7.54 -0.77 -3.54 8.73 -0.83
[0.4,0.6] -3.47 8.01 -0.82 -3.82 8.44 -0.76 -4.38 11.58 -0.78
[0.3,0.7] -2.99 9.04 -1.00 -4.07 10.03 -0.78 -4.68 15.48 -0.84
[0.2,0.8] -2.05 12.31 -1.71 -4.03 13.37 -0.91 -4.68 15.48 -0.84
[0.1,0.9] -1.33 15.48 -2.96 -4.02 15.48 -0.98 -4.71 15.48 -0.84

[0,1] -1.33 15.48 -2.96 -4.02 15.48 -0.98 -4.68 15.48 -0.84

Doénem 1 sonuglarma gore tiim getiri tekniklerinin bagarisiz oldugu
gozlemlenmistir. Hicbir 0Ongoriiniin tutmamasi model sonuglarinda
belirlenen yiizdelerle varliklara yatirim yapilmasi zararla sonuglanmaistir. Bu
durumunun 1. dénemde baz1 beklenmeyen konjonktiirel dalgalanma
sebebiyle olabilecegi kanisina varilmustir.

2. donem gergeklesen getiriler {izerinden model ¢oziimiinde belirlenen
yatirim ylizdeleri dahilinde yatirim yapildig1 senaryosu uygulanmistir.
Konjonktiirel dalgalanmanin etkisi gecerek modeller basarili getiri sonuglari
vermigtir. Elde edilen getiri degerleri ve DK agisindan en basarisiz senaryo
tahmin getiri iizerinden kurulan senaryolar olmustur. Ortalama ve MC
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getirileri hemen hemen birbirine yakin sonuclar vermistir ve Tablo 5'te
sunulmustur.

Tablo 5: Donem 2 Sonuglar:

Ort. Getiri MC Getiri Tahmin Getiri

[Ap, 1-dp]l | Getiri  Var. DK Getiri  Var. DK Getiri  Var DK

[1,0] 494 6.46 0.51 4.94 6.46 0.51 4.69 6.47 0.54
[0.9,0.1] 529 6.47 0.48 5.19 6.47 0.49 4.59 6.49 0.56
[0.8,0.2] 5.72 6.53 0.45 5.49 6.54 0.47 3.12 6.83 0.84
[0.7,0.3] 6.28 6.66 0.41 5.78 6.67 0.45 3.75 6.89 0.70
[0.6,0.4] 6.94 6.91 0.38 6.11 7.04 0.43 3.66 7.44 0.74
[0.5,0.5] 7.63 7.36 0.36 6.47 7.54 0.42 3.73 8.73 0.79
[0.4,0.6] 8.06 8.01 0.35 7.13 8.44 0.41 3.71 11.58 0.92
[0.3,0.7] 7.95 9.04 0.38 7.56 10.03 0.42 3.12 15.48 1.26
[0.2,0.8] 7.71 12.31 0.46 6.96 13.37 0.53 3.12 15.48 1.26
[0.1,0.9] 741 15.48 0.53 6.69 15.48 0.59 3.12 15.48 1.26

[0,1] 741 15.48 0.53 6.69 15.48 0.59 3.12 15.48 1.26

Tam bir kiyaslama yapabilmek icin bir donem daha performans
degerlendirmesi yapilmistir. Gelecek 3. donemde gerceklesen getiri degerleri
ele alinarak senaryolardaki yiizdelere gore hesaplanmistir. Portfoylerin
hepsi yiiksek getiri degerleri elde etmigtir. MC getiri ile olusturulan
portfoyler hem getiri hem de degisim katsayr bakimindan diger ikisinden
daha basarili olmustur. Tablo 6’da bu sonuclar sunulmustur.

Tablo 6: Donem 3 Sonuglar:

Ort. Getiri MC Getiri Tahmin Getiri

[j-p, 1'111'] Getiri  Var. DK Getiri  Var. DK Getiri  Var DK

[1,0] 6.14 6.46 0.41 6.14 6.46 0.41 6.04 6.47 0.42
[0.9,0.1] 6.13 6.47 0.42 6.22 6.47 0.41 5.99 6.49 0.43
[0.8,0.2] 6.11 6.53 0.42 6.31 6.54 0.41 512 6.83 0.51
[0.7,0.3] 6.08 6.66 0.42 6.46 6.67 0.40 524 6.89 0.50
[0.6,0.4] 6.07 6.91 0.43 6.72 7.04 0.39 4.83 7.44 0.56
[0.5,0.5] 6.09 7.36 0.45 6.94 7.54 0.40 434 8.73 0.68
[0.4,0.6] 5.90 8.01 0.48 7.19 8.44 0.40 3.57 11.58 0.95
[0.3,0.7] 5.02 9.04 0.60 7.35 10.03 0.43 2.56 15.48 1.53
[0.2,0.8] 3.25 12.31 1.08 7.00 13.37 0.52 2.56 15.48 1.53
[0.1,0.9] 1.78 15.48 221 7.11 15.48 0.55 2.57 15.48 1.53

[0,1] 1.78 15.48 221 7.00 15.48 0.56 2.56 15.48 1.53

Donem 4 igin hesaplamalar tekrar yapilmistir fakat elde edilen sonuglar 1.
déneme benzer sonuglar vermistir. Donem 4’ te yatirim yapilan varliklar ve
ylizdelik oranlar1 zarar etmistir fakat getiri ve DK bakimindan MC diger
tekniklere gore en az zarar getiren se¢enek olmustur. Tahminleme ile
kurulan senaryo diger donemlerde oldugu gibi en basarisiz segenek
olmustur.

Basarili yapilan ongoriilerde getiriye verilen 6nem arttikca getiri degerinde
ylikselis meydana gelmesi gerekmektedir. Optimizasyon sonucu belirlenen
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varliklara belirlenen oranlarda yatirnm yapilsayd: gerceklesen getirileri
Ozetlemek icin Sekil 3 ¢izilmistir.

1.Dénem 2.Dénem
0.00 9.00
000 02 040 060 08 100 120 ’%
= 6.00
° = 5.00
4 5400
8 Q300
0" 200
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= 500  4.00
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Sekil 3: Gergeklesen Degerler Uzerinden Karsilastirma ve Etkin Smurlar

Ug getiri teknigine gore elde edilen portfdy senaryolar igin etkin smirlar
kisitlar saglanarak basarili bicimde olusturulmustur. Sekil 3’te etkin smirlar
ve 3 donem igin getiriye verilen Snem arttik¢a getiri degerlerinin tiim
tekniklere gore nasil gergeklestigi sunulmustur.

Donem 1 ve 4 sonuglarim1 dngoriilemeyen zaman olarak yorumlamanin
diginda tutarsak, MC getiri hesaplama tekniginin diger tekniklerden daha
iyi oldugunu belirtebiliriz. Tahmin secenegi ise digerlerine gore basarisiz
olmustur, bu sebeple yatirim karar: verilirken Excel formiillerindeki tahmin
segenegi ile tahminleme yapmak diger teknikler kadar yatirrmin kazangla
sonuglanmasini saglamayacaktir. Etkin sinur grafiginde tahmin segenegi
kullanmakla daha yiiksek getiri saglayacag: diisiiniilse de degisim
katsayilarinin tutarsizligi ve gerceklesen degerler {izerindeki yanilgisi
sebebiyle basarisiz bir teknik olmustur. Ayrica Etkin sinur grafiginde 6rnek
olmasi agisindan ortalama getiriye gore hesaplanan Olgeklendirilmis ve
Ol¢ceklendirilmemis amag¢ fonksiyonuna gore olusan sonuglar birlikte
verilmistir. Amag fonksiyonu o6lgeklendirilmediginde kurulan senaryolar
daha dar bir alanda sikisirken dlgeklendirme sonucunda senaryolar kisitlar
arasinda daha genis dagilim gostermistir, riske ve getiriye verilen 6nem ayr1
ayrt 1 oldugunda olgeklendirme oncesi ve sonrasi aym sonuglar elde
edilmistir, ¢linkii tek amagli modellerde 6l¢eklendirme gereksizdir.
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Senaryolarin elde edilmesinde Excel Coziicii Agihm segenegi ile yatirim
problemini ¢o6zmenin ¢ok yavas ilerledigi gozlenmistir. Senaryolar
uretilmesi gereken arastirma problemlerine GA'nin uygulanmasi zaman
almistir, bu sebeple Excel Coziicii A¢ilim segenegi icin sunulan yardim
igerigi dogrultusunda Dogrusal Olmayan Programlama (DOP) segenegi ile
GA birlikte kullamilmistir (“FrontlineSolvers”, 2020b). DOP segenegi varlik
sayistnin  belirli degerden az olmast kisitim1 hesaplamalara dahil
edemediginden bu kisit amag fonksiyonuna tasmarak, model bu kisittan
ceza yontemiyle arindirilarak uyarlanmistir. DOP ile bulunan karar
degiskenleri Agilim seceneginde baslangic degerleri olarak girilmistir.

Yatirimcilara Oneride bulunmak i¢in en iyi model sonucunu sunmak
gerekirse, Tablo 3’te olusturulan senaryolar iginde en iyi sonug¢ degisim
katsayis1 1.55 ile MC simiilasyon sonuglarina gore getiriye verilen énemin
0.7 riske verilen 6nemin 0.3 oldugu model sonucu ¢ikmistir. Buna gore
belirlenen agirliklar yaklasik soyledir; %58 Bimas, %23 Dohol, %11 Aselan,
%8 Pegasus olmaktadir. Varlik sayis1 K<8 belirlenmistir ve bu portfoyde 4
adet varlik yer almistir. Gergeklesen degerler iizerinden performans: 2.
dénemde %7.56 ve 3. donemde %7.35 getiri saglamugtir.

Sonug

Calismada, kisitlarin  varligindaki yatirim karart1 almada Genetik
algoritmalarin kullanilabilirligi arastirilmistir. GA, ¢ok hassas arama yapan
optimizasyon yontemidir, hassaslik eger % 0.1 ya da % 0.001 gibi degerlerde
Oonem arz ediyorsa, yapilan yatirim icin biiyiik bir ekonomik ¢ikar
sagliyorsa, kesinlikle GA kullanilmalidir. Yatinmin hangi yiizdelerle
kaynaklara tahsis edilmesi problemi GA hassashgim gerektirmemektedir.
Boyle problemlerde kisitlar var olsa bile miimkiin oldugunca problem
Dogrusal Olmayan Programlama yontemleriyle ¢ozmeye uyarlanmalidir.
Senaryolar iiretilmesi gereken durumlar séz konusu ise GA kullanilmasi ¢ok
uzun zaman alacagindan uygun olmayacaktir. Eger eldeki problem igin tek
bir uygun ¢6ziim araniyorsa ve hassaslik biiyiik énem arz ediyorsa GA ¢ok
basarili olacaktir. Bu arastirma sonuglart DOP'un GA’dan daha basarili
oldugu ifade eden Yakut ve Cankal (2016) sonuglarini desteklemektedir.

Iki amachi  model optimizasyonunda  amag¢  fonksiyonunun
Ol¢eklendirilmesinin model sonuglarmi farklilastirdigi gozlenmistir. Tki
amagch problemlerde 6l¢eklendirmenin gerekli bir sart oldugu gosterilmistir.

Yatinm kararlarinda beklenen getiri icin tig tiir getiri hesaplama tekniginin
karsilastirilmas: yapilmistir. Riske ve getiriye farkli onem dereceleri
verilerek senaryolar {iiretilmistir, elde edilen senaryolar oncelikle degisim
katsayis1 bakimindan kargilagtirilmigtir ve MC getiri hesaplama teknigi ile
olusturulan senaryolarin daha az riskle daha yiiksek getiri sagladig:
goriilmiistiir. Daha sonra gelecekte gerceklesen 4 donem igin getiri degerleri
tizerinden senaryolarda belirlenen yatirim yiizdeleri kapsaminda yatirim
yapildig1 varsayilarak yatirimlarin basarisi karsilastirilmistir. MC  getiri
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teknigi kullanilmasimnin diger seceneklerden hem getiri agisindan hem
getiriye karsilik katlanilacak risk agisindan daha iyi sonuglar verdigi
gozlemlenmistir. Tahmin secenegi ile yatirim karari verilmesi ii¢ teknik
igerisinden en basarisizi olmustur.

Monte Carlo simiilasyonu sadece ortalamaya gore degerlendirme yapmayan
verilerin standart sapmasini da dikkate alarak gelecegin belirsizligine karsi
rassal bir secimde bulundugu igin MC getiri hesaplamasi kullanilmas:
onerilmektedir. Tlerleyen galigmalarda getirilerin hesaplanmasinda Bulanik
Kiime Teorisinin, Gri tahminlemenin kullanimi arastirilabilir, portféy
optimizasyonunda farkli varyans ol¢iim teknikleri kullanulabilir, tiim bunlar
Dogrusal Olmayan Programlama ile ¢oziimlenemiyorsa GA ile
uyarlanabilir.

Etik Kurul Beyan1 Ve Fikri Miilkiyet Telif Haklar1

Yapilan bu galismada “Yiiksekogretim Kurumlar1 Bilimsel Arastirma ve
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