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Oz

Yapilan calismada finansal haber sitelerinde yaymlanan ekonomi haberleri kullamlarak Borsa Istanbul’un énemli endekslerinden
XKMYA (enerji)’nin giinliik fiyat degisim yonleri tahmin edilmistir. Fiyat degisimlerinin tahmininde haber metinlerinde yer alan bilgi
iceren kelimeler nitelik olarak kullanilmigtir. Haber metinlerinden ¢ikarilan 13000’ yakin kelime arasindan endekslerin hareket
yoniine etki eden kelimeler filtre tabanli Simetrik Belirsizlik (SU) ve Fisher Puani (F-P) nitelik se¢cme yontemleri ile se¢ilmistir.
Segilen kelimeler topluluk 6grenme modeli olan LightGBM simiflandiricisina girdi olarak verilmis ve siniflandiricilarin
performanslart Makro-Ortalama (MO) F-olgiitii ve dogruluk ile tahmin edilmistir. Siniflandiricilarin performanslart incelendiginde,
XKMYA endeksinin giinliik yon tahmini 0.68 MO F-6lgiitii orantyla tahmin edilmistir. Tahmin igleminde F-P yontemiyle segilen
nitelikler SU yontemiyle segilenlere gore daha yiiksek performans oranlarina sahip olmustur. Yon tahmininde basarili olan 5 bireysel
modelin yiginlama topluluk dgrenmesi yaklasimiyla birlestirilmesi sonucunda ise MO F-6l¢iitii oraninda %1°lik, dogruluk oraninda
ise %2’lik performans artigt meydana gelmistir.
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Borsa Istanbul Energy Index Direction Prediction with Filter-Based
Feature Selection and Ensemble Learning Approaches

Abstract

In the study, daily price change directions of XKMYA (energy), one of the important indexes of Borsa Istanbul, were predicted by
using financial news published on financial portal website. In the prediction of price changes, the words containing information in the
news texts were used as features. Among the 13000 words extracted from the news texts, the words influencing the movement
direction of the index were selected by filter-based Symmetrical Uncertainty (SU) and Fisher Score (F-P) feature selection methods.
The selected words were given as input to a robust ensemble learner, the LightGBM classifier and the model performances were
predicted with Macro-Averaged (MA) F-measure and accuracy metrics. When the performances of the classifiers were examined, the
daily direction prediction of the XKMYA index was estimated with a ratio of 0.68 MA F-measure. In the prediction process, the
features selected by the F-P method had higher performance rates than those selected by the SU method. In addition, combining 5
successful individual models with an ensemble learning approach called as stacking resulted in a performance increase of 1% in MA
F-measure and 2% in accuracy.
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1. Giris

Borsa tahmini son yillarmn ilgi ¢eken finansal tahminleme alanidir. Bu ilginin temel nedeni, yapay 6grenmeye dayali tahmin
modelleriyle elde edilen basarili tahminlerin yatirimeilarin karliligini arttiracagi beklentisidir. Ancak borsanin karmagik ve dogrusal
olmayan dogasindan dolay1 borsalarin yoniiniin tahmin edilmesi zordur. Borsa tahmin calismalarinin ¢ogunda yapay Ogrenme
modellerine endekslere veya hisselere ait ge¢mis fiyat verileri girdi olarak verilir ve ileri bir zaman periyodunda endeksin fiyatinin
hangi yonde hareket edecegi tahmin edilir. Yakin dénem borsa ¢aligmalarda ise internet ortaminda yayinlanan yapilandirilmamis
verilerin (twitler, finansal haberler vb.) borsa endeksi iizerindeki etkileri incelenmistir [1]. Ozellikle finansal haberlerin beklenmedik
bilgiler icermesi ve gelisen bilisim teknolojileriyle haberlerinin yogunlugunun artmasi, arastirmacilart metinlerden degerli bilgiler
¢ikarmaya sevk etmistir. Bunun sonucunda borsa tahmininde fiyat verilerinin yan1 sira ekonomi haberlerinin de kullanilmasinin 6nii
agtlmugtir [2].

Yapilan bu galismada, Tiirkiye’nin énemli finansal portalindan elde edilen haber metinleri kullanilarak Borsa Istanbul’da en
yiiksek giinliik islem hacmine sahip endekslerinden Enerji (XKMYA)’nin giinliikk hareket yonleri tahmin edilmistir. Caligmada haber
dokiimanlart metin madenciligi yontemleri ile nitelik vektorlerine doniistiiriilmiistiir. Olusturulan nitelik vektorlerinin elemanlar
haber metinlerinde gegen kelimelerden olusmustur. Vektorlerin sahip oldugu yiiksek boyutlar yiiksek nedeniyle bu vektorler lizerinde
nitelik secim yontemleri uygulanmistir. Secilen nitelikler ile giiclii bir topluluk 6grenme modeli olan LightGBM siniflandiricist
egitilmis ve smiflandirma performanslart degerlendirilmistir. Son asamada ise bireysel siniflandiricilar bir diger topluluk &grenme
yaklagimi olan yiginlama yontemiyle birlestirilmistir.

Caligmanin geri kalan kisimlar1 su bdliimlerden olugmaktadir: 2.Boliim’de, topluluk 6grenmesiyle yapilan borsa tahmini
caligmalarindan bahsedilecektir. 3.Boliim’ de kullanilan veri kiimesinin ayrintilar1 incelenecektir. 4.Boliim’de ¢aligmada kullanilan
metin Onisleme, nitelik se¢imi, siniflandirict ve degerlendirme yontemleri anlatilacak, 5.B6liim’de ise elde edilen deneysel sonuglar
paylasilacaktir. Son boliimde ise ¢aligmadan elde edilen sonuglar degerlendirilecektir.

2. flgili Calismalar

Farkli topluluk 6grenme modelleri son zamanlarda yayinlanan borsa tahmini ¢aligmalarinda siklikla kullanilmigtir. Patel
calismasinda, Hint Menkul Kiymetler Piyasasinin yoniinii tarihsel hisse senedi fiyatlarini ve teknik gostergeleri kullanarak tahmin
etmistir. Tahminde Yapay Sinir Aglar1 (YSA), Destek Vektor Makineleri (DVM), Rastgele Orman (RO) ve Naive Bayes modelleri
kullanilmis ve siniflandirma performanslari dogruluk ol¢iitii agisindan karsilagtirilmistir. RO modeli tahmin siirecinde diger {i¢
modelden daha iyi performans gostermistir [3]. Ballings ve dig. [4] borsa yoniinii tahmin etmede tek simiflandiricilart topluluk
modelleriyle karsilagtirmistir. RO, Adaboost ve ¢ekirdek fabrikasi topluluk modelleri olarak segilirken; YSA, Lojistik Regresyon,
SVM ve K-En Yakin Komgsu tek siniflayict olarak belirlenmistir. Deney sonuglari, topluluk modellerinin tekli modellere gore daha iyi
siiflandirma performansina sahip oldugunu gostermistir. Mehta ve dig. [5] ise hisse senedi fiyat tahmini i¢in bir topluluk yaklasimi
gelistirmistir. Topluluk 6grenmesi i¢in Uzun-Kisa Siireli Bellek (Long-Short Term Memory), Destek Vektér Regresyonu (DVR) ve
Coklu Regresyon gibi ¢esitli modeller secilmis ve performanslart temel 6grenenlerle karsilastirilmistir. Sonuglar, temel dgrenenlere
kiyasla topluluk 6grenimi yaklagimmin model degiskenligini azalttigin1 ve tahmin dogrulugunu artirdigim gostermistir. [6] 'da hisse
senedi piyasasi endeksinin egilimini tahmin etmek i¢in Extreme Gradyan Arttirma (XGBoost) modelini kullanmistir. Caligma
XGBoost'un uzun vadeli egilimi tahmin etmede basarili oldugunu ve geleneksel yapay 6grenme modellerinin 6ngdriicii performansini
astigini gostermistir.

3. Veri Kiimesi

Calismada borsa endeksi yonii yayimlanan haber metinleri kullanilarak tahmin edileceginden yapay 6grenme modellerine giris
olarak verilecek haber verileri Mynet Finans portalindan cekilmistir. Mynet Finans’tan toplanan haber metinleri Borsa Istanbul’da
islem goren XKMYA sirketlerinin Kamu Aydinlatma Platformu (KAP)’na gonderdigi aylik ve donemlik bilango bildirimlerini, 6zel
durum bildirimlerini ve kurulan is baglantilarin1 igermektedir. Sirketlerin KAP bildirimlerinin yaninda, yerel ve kiiresel siyasi
haberler, ekonomik gelismeler, sirketlerle ilgili ulusal basinda ¢ikan haberler ve sirket analiz raporlar1 da toplanan diger verilerdir.
Mynet Finans portali 2016 ve 2019 yillar1 boyunca taranmis ve toplam 106575 adet haber metni indekslenmistir. XKMYA
endekslerinin giinliik hareket yonlerini belirten simuf etiketlerini belirlemek i¢in ise geg¢mis fiyat verilerine ihtiya¢ vardir. Bu
endekslere ait gegmis fiyat verileri tr.investing.com sitesinden alinmistir.

4. Yontemler

4.1. Metin onisleme

Indekslenen haber metinlerinin yapay grenme modellerine girdi olarak verilebilmesi igin bu metinlerin nitelik vektdrlerine
dontistiiriilmesi  gerekmektedir. Haber metinlerinin nitelik vektorlerine doniistiiriilmesinde Kelimeler Cantas1 (Bag of Words)
gosterimi kullanilmistir. Kelimeler Cantas1 gosteriminde nitelik vektoriiniin her bir boyutu bir tekil kelimeyi ifade eder. Haber metni
icin nitelik vektorli olusturulurken haber metninde gegen kelimelere ait boyutlara deger olarak 1, diger boyutlara ise deger olarak 0
atanir [7]. Boylece haber metinleri ikili degerli (Binary) vektorlere doniistiirtliir.

Haber metinleri nitelik vektorlerine doniistiiriilmeden 6nce 6n isleme siirecine tabi tutulmustur. On isleme siireci metinlerden
etkisiz kelimelerin atilmasini ve kelimelerin goévde formuna doniistiiriilmesini kapsamaktadir. Etkisiz kelimelere 6rnek olarak
baglaclar, zamirler ve edatlar verilebilir. Etkisiz kelimeler metinlerde siklikla kullanildigindan dolay1 bu kelimelerin ayirt ediciligi
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diigiiktiir. Bundan dolay1 metin isleme ¢aligmalarinda bu kelimeler metinlerden ihmal edilir. Bu islemi yapabilmek Python dilinde
yazilmis dogal dil isleme modiilii olan NLTK’dan yararlanilmistir [8]. Etkisiz kelimelerin ayiklanmasindan sonra dokiimanlardaki
noktalama isaretleri ve sayisal ifadeler de temizlenmistir. Metinlerde gecen kelimelerin gévde halinin elde edilmesi de dogal isleme
caligmalarinda siklikla kullanilan diger bir igslemdir [9]. Bu islem ile kelimeler ¢ekim eklerinden arindirilarak gévde formuna
doniistiiriiliir. Ornegin; “okuldayim, okula, okulun” gibi kelimeler gévde formunda “okul” olarak ifade edilir. Kelimelerin gdvde
halinin elde edilmesinde Osman Tungelli tarafindan yazilmis “Turkish Stemmer” modiilii kullanilmigtir [10]. Kelime gdvdelerinin
bulunmasiyla tim metinlerde gegen tekil kelime sayist 10026 olmustur. Metinlerin 6n islenmesinden sonra ise dokiiman sikligi
(document frequency) temel alinarak nitelik uzaymin boyutu indirgenmistir. Bir 6nceki asamada bulunan tekil kelimelerin dokiiman
sikliklari (kelimelerin farkli metinlerde yer alma sayis1) Sklearn kiitiiphanesinin metotlar: ile bulunmus ve siklik degerleri biiyiikten
kiiclige dogru siralanmistir. Dokiiman sikligi 100°den az olan kelimeler ihmal edilerek nitelik uzayinin boyutu 2983’e diistiriilmii stiir.
Son asamada belirlenen 2983 tekil kelimeyle Kelimeler Cantasi gdsteriminde haber dokiimanlarina ait nitelik vektorleri
olusturulmustur. d. haber dokiimanina ait vektor gosterimi Esitlik 4.1°de gosterilmektedir.

X(d) = [Wll WZlW3I W44 ey Wn] (41)

Esitlikte x(d), n boyutlu nitelik vektorii olarak adlandirilir. w’ler ise her bir tekil kelimeyi ifade etmektedir. Calismada borsa
endeksinin fiyatinin bir sonraki giin hangi yonde hareket edecegi tahmin edileceginden, ayni giin ig¢inde yayimlanan haber
dokiimanlarinin birlestirilmesi gerekir. Birlestirme isleminden 6nce dokiimanlar kronolojik olarak siralanmis ve saatlik dilimlere
ayrilmistir. Daha sonra her saat diliminde yer alan haber dokiimanlar1 K-ortanca (K-medoids) yontemiyle kiimelenmis ve saat dilimini
temsil eden haber dokiiman bulunmustur. Béylece her bir giin 24 adet haber dokiimaniyla temsil edilmistir. Son agamada ise ayn1 giin
icerisinde yayinlamis 24 haber dokiimaninin nitelik vektorlerinden her bir iglem giinii igin bir nitelik vektorii olusturulmustur. Bu
islem ile 2016 ve 2019 yillar1 arasinda Borsa Istanbul’un isleme acik oldugu 1009 giin icin 1009 adet nitelik vektorii olusturulmustur.

Haber dokiimanlar1 kullanilarak nitelik vektorleri olusturulduktan sonra vektorlere XKMYA endeksinin hareket yoniinii gosteren
simif etiketlerinin atamasi yapilmigti. Haber dokiimanlarimin yayinlandiktan sonraki giinde XKMYA endeksinin hareket yoniinii
tahmin etmek i¢in, teknik gostergelerden degisim orani (rate of change) kullanilmis ve 2016 ve 2019 yillarindaki her islem giiniinde
XKMYA endeksinin agilig fiyatlarinin degisim orani incelenmistir. Esitlik 4.2, t.giin igin agilis fiyat1 degisim oraninin,p(t)’in, nasil
hesaplanacagini gostermektedir.

[s(®) — st = 1]
p(t) = T st-D (4.2)

Esitlik 4.2°de, s(t) t.giindeki endeks agilig fiyatini, s(t — 1) ise t — 1. giindeki endeks agilis fiyatin1 géstermektedir. Her bir giin
icin endekslerin degisim orami belirlendikten sonra literatiirdeki caligmalar goz oniinde bulundurularak 0,015°lik bir esik degeri
secilmistir [3]. Hareket yoniinii belirten etiketlerin atanmasi Esitlik 4.3’de gosterilmistir.

5 = (+Lp(®) =0015 (4.3)
r®= {—1,p(t) < 0,015

Esitlik 4.3e gore, eger p(t) degeri 0.015 degerinden biiyiik/esit ise bu t. giinde endeks fiyatinin artiginin anlamli oldugunu
gostermektedir ve o giline etiket olarak “+1” atanmustir. Eger p(t) degeri 0.015 degerinden kii¢iik ise o giine etiket olarak azalist
gosteren “-1” etiketi tammlanmustir. Islem giinleri icin XKMYA endeksinin sinif etiketleri belirlendikten sonra bu etiketler ile
haber dokiimanlari nitelik vektorleri ile hizalanmis ve bu nitelik vektorlerine atanmistir. Boylece haber dokiimanlarini kullanilarak iki
endeks i¢inde veri kiimelerinin hazirlanmasi tamamlanmustir.

4.2. Oznitelik Secimi

Caligmada, veri kiimesindeki nitelikler kelimelerden olusmustur ve sayis1 2983’tiir. Nitelik sayisinin fazla olmasi yapay 6grenme
problemlerinde siniflandirict performansini negatif yonde etkilemektedir. Nitelik se¢imiyle ¢ok sayida nitelikten veri kiimesini en iyi
sekilde temsil eden belirli sayida nitelik secilecektir. Nitelik se¢imi ile simiflandirict agisindan giiriiltii olarak goriilen nitelikler
elenecek ve siniflandirict performansi yiikselecektir [11]. Segilen niteliklerin haber metinlerinin igerigini yansitmasi borsa endeksi
hareketi tahmininde dnemli olacaktir.

Caligmada, veri kiimesi lizerinde nitelik alt kiimesi se¢imi i¢in filtre yaklagimi yontemleri kullanilmustir. Filtre yaklasiminda
nitelikler herhangi bir siniflandirma algoritmasi kullanilmadan degerlendirilir ve nitelikler ile sinif etiketleri arasindaki iligkilere
bakilarak her bir nitelik puanlanir. Elde edilen nitelik puanlaria gore yiiksek puana sahip nitelikler secilir [12]. Calismada kullanilan
filtre tabanli nitelik segme yontemleri Simetrik Belirsizlik (Symmetric Uncertainity) ve Fisher Puani (F-P)’dir

Simetrik Belirsizlik kavrami diizensizlik (Entropy) ve Ortak Bilgi (Mutual Information) kavramlari ile iligkilidir. Simetrik
belirsizligin tanimi Esitlik 4.4’de gosterilmistir.

2x1(X,Y)
SU(X, Y) = m (44)
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Esitlikte 1(X,Y) X ile Y degiskenleri arasindaki Ortak Bilgiyi, H(X) ve H(Y) ise sirasiyla X ve Y degiskenlerinin diizensizlik
degerlerini gostermektedir. Simetrik Belirsizlik yonteminin Ortak Bilgi yontemine stiinliigi, nitelik ve simf etiketi diizensizlik
degerlerinin normalizasyon i¢in kullanilmasidir [13]. Simetrik Belirsizlik yontemiyle nitelik se¢imi yapilirken her bir nitelik vektorii
ile siif etiketi vektorii arasinda Simetrik Benzerlik degeri hesaplanacaktir. Hesaplanan nitelik degerleri 6nceden belirlenen esik
degerinin altinda kaliyorsa, bu nitelikler siniflandirma siirecinde ihmal edilecektir.

Filtre yaklasimi ile her bir nitelik ile sinif etiketleri arasinda ne kadar ilgililik (relevance) oldugu bulunmaktadir. Caligmada
kullanilan diger bir nitelik se¢gme yontemi olan Fisher-Puani (F-P), yiiksek boyutlu verilerden ilgili 6zellikleri segmek igin nitelik
vektorlerinin her bir boyutu ile bu vektorlere atanan sinif etiketleri arasindaki iligkiyi 6lgmeyi amaclamaktadir. F-P, her sinif i¢in
ozelliklerin ortalama ve standart sapma degerlerini kullanarak ilgililik puanlarini hesaplar. F-P’nin formiilii asagida gosterilmistir:

2 2
e s — ) “5)
5 2
> 5e1ms(0h)

fk) =

Esitlik 4.5°te; ;' ve o' sirastyla j sinifindaki l'inci niteligin ortalamasini ve varyansim gosterir. nj, j simftaki 6rneklerin sayisini
belirtirken, ', I'inci nitelik érneklerinin ortalamasini temsil eder [14]. F-P ile nitelik segme adiminda tiim nitelikler hesaplanan F-P'ye
gore yiiksekten diisiige dogru siralanir ve yiiksek puanlardan baslayarak istenilen sayida nitelik secilir.

Veri kiimesinde bulunan 2983 kelimeye ait SU ve F-P yontemleri ile puan hesaplanmasi yapilmistir. Hesaplanan degerler
biiyilikten kii¢lige dogru siralanmis ve en biiyiik SU ve F-P degerlerine sahip ilk 1000 niteligin secimi gergeklestirilmistir. Segilen
nitelikler kullanilarak farkli nitelik sayisina sahip 12 nitelik alt kiimesi olugturulmustur. Bu alt kiimelerin nitelik sayilar1 sirastyla 10,
50, 100, 200, 300, 400, 500, 600, 700, 800, 900 ve 1000°dir. Ayn1 alt kiimeler sinama kiimesi i¢inde seg¢ilmistir.

4.3. Siiflandirict

Arttirma (Boosting), cok sayida temel dgreniciyi tek bir giiclii 6grenci iiretmek i¢in birlestiren bir topluluk 6grenme yaklagimidir.
Artirma, her modeli aynmi veri kiimesine gore egiterek ancak Orneklerin agirliklarini son tahminin hatalarina gére ayarlayarak bir
Ogrenci grubu olusturur. Artirmadaki temel ilke, modelleri tahmin etmekte zorlanan 6rneklere odaklanmaya zorlamaktir. Artirma
yontemi bagarili performanslari nedeniyle birgok probleme basariyla uygulanmistir [15].

LightGBM, karar agaglarina dayanan hizli, dagitilmis yiiksek performansl bir topluluk 6grenme modelidir. Birgok zayif karar
agacindan olusan bir gradyan arttirma (Gradient Boosting) ¢esididir. Torbalama yaklagiminin aksine, LightGBM modelleri eklemeli
ve ardisik olarak birlestirir. Arttirici modeller, her karar agacini egitirken ve verileri bolerken, seviye odakli ve yaprak odakli olarak
adlandirilan iki strateji kullanir. Seviye yonelimli yaklagim, biiyiimede agacin dengesini korurken, yaprak yonelimli yaklasim en ¢ok
azalan yapragi azaltmaya devam eder. LightGBM’nin sadece belirli bir daldaki kayiplari se¢gmekle kalmayip ayni zamanda tim
kayiplara katkisina bagl olarak ayrisan yaprak odakli aga¢ yapisi ve diger derinlik odakli 6grenme modellerinin biiyiimesinden daha
az hata oranina sahip agaglari 6grenir [16].

4.4. Performans Degerlendirme

Simiflandirma performansini degerlendirme 6lgiitleri olarak dogruluk ve Makro-Ortalama (MO) F-6l¢iitii kullanilmigtir. Dogruluk,
smiflandirict tarafindan dogru olarak tahmin edilen &rnek sayisinin sinama kiimesindeki 6rnek sayisina bdliinmesiyle bulunur.
Dogruluk oramiyla siniflandiricinin genel performansi hakkinda bilgi sahibi olunabilir [17]. Veri kiimesindeki sinif dagilimi dengesiz
oldugunda siniflandirma basarisini dogruluk oramiyla Olgmek yaniltict olabilmektedir. Bu durumun oOniine gegmek igin
simiflandiricinin sinif seviyesindeki tahmin performansina bakilmalidir. Siniflandiricinin sinif seviyesindeki performansini 6lgmek
icin F-Olgiitii kullanilmistir. F-Olgiitii anma ve kesinlik degerlerinin harmonik ortalamasi alarak bulunur. F-Olgiitii ile veri
kiimesindeki her sinif i¢in bir basar1 oram hesaplanmaktadir. F-Olgiitii ile simif seviyesinde performans &lgiiliirken, bulunan F-Olgiitii
degerlerinin aritmetik ortalamasi almarak hesaplanan MO F-Olgiitii ile siniflandiricinin genel performansi (MO) degerlendirilmistir

[18].
5. Deneysel Sonuclar

Smiflandirict egimini gergeklestirmek ve modelin performansini sinamak igin veri kiimeleri iki kisma ayrilmistir. Ayrim
yapilirken borsa islem giinleri dikkate alinmistir. Veri kiimesindeki ornek sayisinin %75°i egitim kiimesi, % 25’1 ise sinama kiimesi
icin ayrilmistir. Ayrim yapilirken zaman serisinin bozulmamasi gerekliligi g6z 6ntinde bulundurulmustur. Olusturulan egitim-sinama
kiimeleri ve segilen nitelik alt kiimeleri ile LightGBM siniflandiricist egitilmis ve siniflandirma modelleri olusturulmustur.

4 yillik siire igerisinde (2016 ve 2019 yillari) ilk 36 aya ait nitelik vektorleri egitim kiimesini, son 12 aya ait nitelik vektorleri de
sinama kiimesini olusturmustur. Egitim kiimesinde 756 adet O6rnek (islem giinii), stnama kiimesinde ise 253 ornek (islem giinii)
bulunmaktadir. ilk asamada Simetrik Belirsizlik yontemiyle XKMYA igin segilen 1000 nitelik ile siniflandirma performansi
gergeklestirilmigti. XKMYA endeksine ait siniflandirma sonuglart Tablo 1°de gosterilmistir.
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Tablo 1. XKMYA endeksinin siniflandirma performansi (Simetrik Belirsizlik).

Simetrik Belirsizlik (XKMYA)
Nitelik Sayis1 MO F-Olgiitii  Dogruluk

10 0,39 0,62
50 0,46 0,55
100 0,60 0,62
200 0,65 0,66
300 0,64 0,66
400 0,67 0,69
500 0,65 0,66
600 0,66 0,66
700 0,62 0,62
800 0,63 0,65
900 0,60 0,62
1000 0,59 0,62

XKMYA endeksi i¢in siniflandirma sonuglari incelendiginde ise en yiiksek Makro-ortalama F-6lgiitii basaris1 %67°dir.Bu basari
400 nitelik kullanilarak elde edilmistir. Bu siniflandirma igleminde 200 nitelik ile de 0.65 MO F-6lg¢iitii bagaris1 bulunmustur.

Tablo 2’de ise F-P yontemiyle segilen nitelikler kullanilarak XKMYA i¢in egitilen siniflandirici performanslari gosterilmistir. F-P
yontemiyle segilen nitelikler ile XKMYA endeksinde 500 nitelikle 0.68’lik MO F-6l¢iitii basarisi elde edilmistir. Bu siniflandiriciyla
sadece 100 nitelik kullanilarak da tatmin edici bir performans alinabilir.

Her iki yontem ile segilen nitelik altkiimeleriyle sonuglar elde edildikten sonra bu sonuglar iireten modeller birlestirilmistir.
Birlestirme isleminde bir diger topluluk 6grenme yaklagimi olan yiginlama (stacking) yontemi kullanilmistir. Yigimlama yontemiyle
bireysel siniflandiricilarin tirettigi ¢iktilar segilen bir yapay 6grenme modeline girdi olarak verilir ve bu model girdilerden final giktist
tiretir [19]. Yiginlama y6nteminin asamalar1 soyledir:

e  Veri kiimesi, egitim, dogrulama ve test kiimelerine ayrilir.

e Bireysel simiflandirma modelleri egitim kiimesi iizerinde egitilir.

e Sadece dogrulama kiimesi ve test kiimesi tizerinde tahminler yapilir.

e Dogrulama tahminleri, yeni bir model olusturmak i¢in nitelikler olarak kullanilir.

e Bu model, tahmin degerlerini nitelik olarak kullanarak test kiimesi tizerinde son tahminleri elde eder.

Bireysel siniflandiricilar olarak her iki se¢gme yontemiyle alinan en yiiksek MO F-6l¢iitii oranina sahip 5 model secilmistir (F-R
secimiyle 100,300,400, 500 nitelikle egitilmis modeller, SU se¢imiyle 400 nitelikle egitilmis model.) Yiginlama islemi igin Lojistik
Regresyon modeli kullanilmistir. Yigilama islemi sonucunda siniflandirma basarist 0.69 MO F-6lgiitii ve 0.72 Dogruluk orani
seklinde gerceklesmistir.

Tablo 2. XKMYA endeksinin siniflandirma performansi (Fisher Puani).

Fisher Puam (XKMYA)
Nitelik Sayis1 MO F-Olgiitii  Dogruluk

10 0,42 0,64
50 0,58 0,65
100 0,66 0,7
200 0,63 0,67
300 0,66 0,69
400 0,66 0,67
500 0,68 0,7
600 0,66 0,67
700 0,63 0,65
800 0,62 0,64
900 0,61 0,64
1000 0,58 0,61

6. Degerlendirme

Yapilan ¢alismasinda, ekonomi haberleri kullanilarak Borsa Istanbul XKMYA endeksinin hareket yonleri tahmin edilmistir.
Tahmin yapilirken nitelik olarak haber dokiimanlarinda gegen kelimeler kullanilmistir. Haber dokiimanlar1 dogal dil isleme ve metin
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madenciligi teknikleri ile nitelik vektorlerine doniistiiriilmiis ve bu nitelik vektorlerine XKMYA’nin agilis fiyatlar1 kullanilarak
endeksin hareket yoniinii gosteren sinif etiketleri atanmustir. Veri kiimesi olusturulduktan sonra, veri kiimelerinin boyutunu indirgemek
icin Simetrik Belirsizlik ve Fisher Puani nitelik segcme yontemleri kullanilmistir. Uygulanan nitelik se¢gme yontemleri ile en yliksek
puana sahip 1000 nitelik segilerek nitelik alt kiimeleri olusturulmustur. Olusturulan nitelik kiimeleri ile LightGBM smiflandiricist
egitilmis ve smiflandirma performanslart dogruluk ve MO F-6lgiitii ile degerlendirilmistir. Siniflandiricilarin performanslart
incelendiginde, XKMYA endeksinin yén tahmininde 0.68’lik MO F-Olgiitii oranma erisilmistir. Simetrik Belirsizlik ve F-P
yontemlerinin siniflandirma performanslari karsilastirildiginda, tahmin igleminde F-P yontemiyle elde edilen nitelikler daha basarili
olmugtur. Yapilan son deneyde ise bir diger topluluk 6grenme yaklagimi olan yiginlama yontemi kullanilmigtir. Yiginlama yontemiyle
en iyi siniflandirma performansina sahip 5 model birlestirilmis ve endeksin tahmin basarisinin MO F-6lgiitii agisindan %1, dogruluk
Olciitli acisindan %2 artt1g1 goriilmiistiir.
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