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Figure A. Overview of parameter transfering from the pre-trained CNN models

Purpose: The COVID-19 viruses have affected seriously and caused death especially for older people and
patients with chronic diseases. Rapid and accurate early diagnosis has a key role to reduce the mortality and
to decrease the economic cost of this pandemic. For this purpose, diagnostic kits, diagnostic aids, and diagnosis
using medical imaging methods have been investigated. Although the chest imaging using Computed
Tomography (CT) has been accepted as a golden standard among them, there is big challenge to reach this
equipment in general. Hence, the diagnosis using more accessible devices like X-rays is very crucial. In this
study, it is aimed to show the effectiveness of deep learning models based on parameter transferring in the
diagnosis of COVID-19 among normal subjects and patients with Viral Pneumonia.

Theory and Methods:

Kaggle’s chest X-ray images called the “COVID-19 radiography database” were used in this study. Three
different ResNet models (ResNet-50, ResNet-101, and ResNet-152) were investigated (a) to discriminate
patients with COVID-19 from normal subjects, (b) to discriminate patients with COVID-19 from patients with
Viral Pneumonia, and (c) to discriminate patients with COVID-19, patients with Viral Pneumonia, and normal
subjects.

Results:

ResNet-50 model gave the highest performances among these three models. We achieved the accuracy of
99.3% to discriminate COVID-19 and Normal, the accuracy of 99.3% to discriminate COVID-19 and Viral
Pneumonia, and the accuracy of 97.3% to discriminate COVID-19, Normal, and Viral Pneumonia.
Conclusion:

The pre-trained ResNet-50 model has a big potential to detect the patients with COVID-19 quickly and
accurately using chest X-Ray images only. Since X-ray devices are relatively more accessible devices in health
organizations, the proposed model has a big potential, which may help defeating this pandemic.
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. (;OViD—19 hastalarinin otomatik tespiti
e Onceden egitilmis derin 6grenme modellerinin kullaninmi
e En yiiksek %99,3 siniflandirma bagariminin elde edilmesi
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COVID-19 yiiksek 6liim oranina sahip hizli yayilan bir viriistiir. Hizlt ve dogru bir erken teshis 6liim oranini
diistirmede ve bu salginin ekonomik maliyetini azaltmada anahtar bir role sahiptir. Bu amagla, teshis kitleri
ve tibbi goriintilleme araglar1 kullanilarak otomatik tespit mekanizmalar1 gelistirilmektedir. Tibbi
goriintiileme araglari arasinda bilgisayarli tomografi ve rontgen cihazi goriintiileri yardimiyla teshis
konulmas1 oldukca dnem kazanmaktadir. Ug farkli ResNet modeli (ResNet 50, ResNet 101 ve ResNet 152)
(a) COVID-19 hastalarimin saglikli bireylerden ayirt edilmesi, (b) COVID-19 hastalarinin zatiirre
hastalarindan ayirt edilmesi ve (¢) COVID-19 hastalarinin zatiirre hastalar1 ve saglikli bireylerden ayirt
edilmesi i¢in denenmistir. Bu modeller arasinda en yiiksek sonuglari ResNet 50 modeli vermistir. Elde edilen
sonuglara gore, COVID-19 hastalarinin saglikli bireylerden ayirt edilmesinde %99,3 basartya, COVID-19
hastalarinin zatiirre hastalarindan ayirt edilmesinde %99,2 basariya ve COVID-19 hastalarinin hem normal
bireylerden hem de zatiirre hastalarindan ayirt edilmesinde %97,3 basariya ulagilmigtir. Sonug olarak,
6nceden egitilmis ResNet 50 modeli COVID-19 hastalarinin sadece gogiis rontgen goriintiilerinden hizli ve
dogru bir sekilde tespit edilmesinde biiyiik bir potansiyele sahiptir. Gergeklestirilen bu ¢aligmanin salgini
yenme konusunda yardimci olacagina inaniyoruz.

Detection of new coronavirus disease from chest x-ray images using pre-trained
convolutional neural networks

HIGHLIGHTS

e Automatic detection of COVID-19 patients
e  Use of pre-trained deep learning models
e Obtaining the highest classification performance was 99.3%.
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The COVID-19 is a virus that spreads quickly with a high mortality rate. Rapid and accurate early diagnosis
has a key role to reduce the mortality and to decrease the economic cost of this pandemic. For this purpose,
diagnostic kits and diagnosis using medical imaging methods have been investigated. Among the medical
imaging tools, diagnosis with the help of Computed Tomography and X-ray images is very important. Three
different ResNet models (ResNet 50, ResNet 101, and ResNet 152) were investigated (a) to discriminate
patients with COVID-19 from normal subjects, (b) to discriminate patients with COVID-19 from patients
with Pneumonia, and (c) to discriminate patients with COVID-19, patients with Pneumonia, and normal
subjects. ResNet 50 model gave the highest performances among these three models. As a result, we achieved
the accuracy of 99.3% to discriminate COVID-19 and Normal, the accuracy of 99.2% to discriminate
COVID-19 and Pneumonia, and the accuracy of 97.3% to discriminate COVID-19, Normal, and Pneumonia.
In conclusion, the pre-trained ResNet 50 model has a big potential to detect the patients with COVID-19
quickly and accurately using chest X-Ray images only. We believe that this study will help to defeat the
epidemic.
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1. GIRiS (INTRODUCTION)

Aralik 2019 sonlarinda, ciddi akut solunum yetmezligi
koronaviriisiiniin  (SARS-CoV-2) yol actigi COVID-19
bulasict hastalifi Cin’in Wuhan eyaletinden tiim diinyaya
yayild1 [1]. Hastalik kisa siirede akcigerlere saldirdigi igin
ciddi zatiirreye sebep olmaktadir. Viriis ates, kuru 6ksiiriik ve
nefes almada giliclik gibi bazi belirgin  belirtiler
gostermektedir. Bu hastalik hizli bir sekilde once Cin’e
yayilmig ve kisa siirede tiim diinyay1 etkisi altina almustir.
Yayilma hizi yiiziinden Diinya Saghk Orgiiti (WHO)
tarafindan salgin hastalik olarak ilan edilmistir [2]. WHO
tarafindan 11 Kasim 2020 itibariyle rapor edilen tiim
diinyadaki hasta say1s1 53.164.803’e ve 6lii sayis1 1.300.576’e
ulagmustir [3] ve giderek artmaktadir.

WHO tarafindan 6lii sayisin1 ve vaka sayisini diisiirmek igin
COVID-19 salginiyla miicadeleye yonelik etkin yontemlerin
yer aldig1 bir rehber kitap yayinlandi [4, 5]. Clinkii konjestif
kalp yetmezligi teshisi [6], astim teshisi [7], kanser
hiicrelerinin tespit edilmesi [8, 9] ve diger yaygin
hastaliklarda oldugu gibi, viriisiin etkisini azaltmak i¢in erken
teshis ¢ok Onemli bir yere sahiptir. COVID-19 teshisinde
solunum yollarindan viriis niikleik asitlerini bulmaya yonelik
"gergek zamanli tersine transkriptaz-polimeraz  zincir
reaksiyonu " (RT-PCR) test kiti kullanilmaktadir [10, 11].
Fakat bu yontem test yapilacak kisi i¢in zorlayici, zaman alict
ve maliyetlidir [12]. Bu kit COVID-19 hastalarina dogru bir
teshis konulmasinda zaman zaman hatali sonuglara sebep
olabildiginden, rontgen ve bilgisayarli tomografi (BT) gibi
tibbi goriintiileme yontemleri doktorlarin  basvurdugu
alternatif yaklagimlar arasinda olmugtur [13]. %98 gibi
yiiksek bir hassasiyete sahip oldugu i¢in BT altin standart
haline gelmistir [14, 15]. Ote yandan, bircok bblgede réntgen
cihazlar1 BT cihazlarindan daha kolay ulasilabilir oldugundan
dolay1, gogiis rontgeni filmleri hem teshiste hem tedavinin
gelisiminin takibinde faydali olabilecegi ifade edilmistir [16].

Bununla birlikte hasta sayis1 artmasiyla birlikte artacak olan
is yikii nedeniyle, medikal goriintiilerin gézle incelenmesi
dogru teshisi zorlayic1 olmaktadir [17, 18]. Ayn1 zamanda
gozle incelemede hastaligin bulagsmasindan ancak 10-12 giin
sonra, radyologlar tarafindan gogiis rontgeni gibi
goriintillerden hastaligin rahat teshis edilebilir oldugu rapor
edilmigtir [19]. Bu siire hastalikla miicadelede ge¢ kalinmaya
sebep olabilecek kadar uzundur. Cesitli hastaliklarin
teshisinde bu olumsuzluklarin iistesinden gelmek i¢in makine
Ogrenmesi tabanli bilgisayar destekli teshis sistemleri
gelistirilmistir [20, 21]. Son zamanlarda, makine 6grenmesi
yontemleri arasinda derin O6grenme yontemleri beyin
hastaliklarinin tespiti [22], tiroid bozukluklarinin teghisi [23],
kapsiil endoskopi goriintiilerinin siniflandirilmasi [24], beyin
tiimorlerinin bulunmasi [25] ve igaret dili tanima [26] gibi ¢ok
cesitli uygulamalarda birgok arastirmacinin ilgi odagi haline
gelmistir. Bunun baslica sebepleri arasinda bu yontemlerin
Oznitelik ¢ikarma, 6znitelik se¢imi ve histogram esitleme gibi
bircok 6nislem yontemine ihtiyag duymamasi sayilabilir [27].
Literatiirde, gogiis rontgeni filmlerinden COVID-19 teshisine

yonelik c¢esitli derin 6grenme yaklasimlart yer almaya
baslanustir. Oztiirk ve arkadaslari, 17 evrisim katmanimm yer
aldigi DarkNet derin 6grenme modeli kullanarak hem
COVID-19 hastalarin1 saglam bireylerden hem de COVID-
19 ve zatiirre hastalar1 ile saglam bireylerden teshis etmeye
calismislardir [28]. Baska bir ¢alismada Li ve arkadaslari,
2239 rontgen goriintiistini (239 COVID-19 hastasi, 1000
zatiirre hastasi, 1000 saglikli denek) kullanarak bu ii¢ grubu
ayirt edici maliyet duyarli 6grenme (discriminative cost-
sensitive learning, DCSL) modeli ile teshis etmeye
calismuslardir [29]. Apostolopoulos ve Mpesiana ise iki farkli
g0glis rontgeni goriintlisii seti (birincisi 224 COVID-19
hastasi, 700 zatiirre hastasi ile 504 saglikli bireyden olusan ve
digeri 224 COVID-19 hastasi, 714 zatiirre hastas1 ile 504
saglam denekten olusan) iizerinden MobileNet v2 modelini
denemislerdir [30]. Narin ve arkadaglar ise dnceden egitilmis
ResNet 50 derin 6grenme modelini kullanarak COVID-19
hastalarin1 saglikli bireylerden ayirt etmeye calismiglardir
[31]. Bir diger ¢alismada Wang ve Wong, COVID-Net isimli
yeni bir derin 6grenme modeli kullanarak 53 COVID-19
hastasini, 5526 COVID-19 temaslisini ve 8066 normal kisiyi
tespit etmeye ¢alismiglardir [32]. Son olarak, Sethy ve Behera
ResNet 50 derin 6grenme modeli kullanarak 25 COVID-19
hastas1 ve 25 saglikli bireye ait rontgen goriintiilerinden
Oznitelikler ¢ikarmiglar ve bu Oznitelikleri Destek Vektor
Makineleri (SVM)  algoritmast  ile  simiflandirmaya
calismislardir [33]. Bu c¢alismada, COVID-19 hastalarini
zatiirre hastalarindan ve normal bireylerden ayirt etmek i¢gin
rontgen filmi goriintiilerinin uygulandig1 ti¢ farkli 6nceden
egitilmis ResNet derin 6grenme modeli denenmigtir. Agik
kaynak erigsimli verisetlerinin kullanildigi bu c¢alisma
boyunca, COVID-19 hastalar1 normal bireylerden, COVID-
19 hastalar1 zatiirre hastalarindan, COVID-19 hastalar1
normal bireylerden ve zatiirre hastalarindan olmak {izere {i¢
farkli veriseti durumu i¢in derin 6grenme algoritmalari tekrar
edilmistir.

2.MATERYAL VE YONTEM
(MATERIAL AND METHOD)

2.1. Veri Seti (Data Set)

Bu ¢alismada Kaggle tarafindan erisime sunulan “COVID-19
radiography database” olarak da bilinen rontgen goriintiileri
veritaban1 kullamilmistir [34]. Bu veritabaninda 4 farkh
veriseti toplu bir sekilde bulunmaktadir: (1) ftalyan Medikal
ve Girisimsel Radyoloji Toplulugu (SIRM) tarafindan
sunulan “COVID-19 Database”, (2) Cohen, Morrison ve Dao
tarafindan GitHub {izerinden sunulan “Novel Corona Virus
2019 Dataset”, (3) 43 farkli bilimsel makaleden derlenen
“COVID-19(+) Chest X-ray Images”, ve (4) Kaggle gogiis
rontgen gorlntillerinden olusan “Kaggle chest X-ray
database” [35-37]. Bu sekilde toplam 219 COVID-19 hasta
goriintiisii, 1345 zatiirre hastas1 goriintiisii ve 1341 normal
bireylerin goriintiisii derlenmistir. Derlenen bu goriintiilerin
¢Ozlniirligi literatiirdeki benzer caligmalarda oldugu gibi
224 x 224 boyutuna doniistiiriilmistiir. Sekil 1’de bu ii¢ gruba
ait ornek goriintiilere yer verilmistir.
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a)

b}

c)

Sekil 1. Bir (a) COVID-19 hastasina, (b) zatiirre hastasina ve (c) ve saglikli bireye ait drnek rontgen goriintiileri
(Example x-ray images of (a) a patient with COVID-19, (b) a patient with Pneumonia, and (c) a normal subject.)

2.2. Evrigimli Sinir Aglart (Convolutional Neural Networks)

Evrigimli sinir aglar1 (CNN) uygulanan veriyi dogrudan
isleyerek sonu¢ elde etmek icin kullanilan bir makine
6grenme modelidir [38]. CNN ozellikle siniflandirma, tespit
ve boliitleme amagli olarak goriintii islemede etkileyici
sonuglar sergilediginden son zamanlarda oldukga popiiler
hale gelmistir [39].

Standart bir CNN modeli evrisim katmani, havuzlama
katman1 ve tam bagli katmanlarindan olugmaktadir [40].
Evrisim katmani, modelin en temel katman1 olup modele de
ismini vermektedir. Geleneksel makine Ogrenmesindeki
Oznitelikler bu evrisim katmanlar1 sayesinde elde edilir.
Havuzlama katmani, Oznitelik ve parametre sayisini
diistirmekte kullanilir, bdylece hesaplama maliyeti diisiiriiliir.
Tam bagl katmanlar ise geleneksel makine 6grenmesindeki
¢ok katmanli yapay sinir agi gibi ¢aligir. Bu katmanlarda
Destek Vektor Makineleri (SVM) ve k-Yakin Komsuluk
(KNN) gibi ¢esitli siniflandirict algoritmalarina da yer
verilebilir. Ozellikle, tam bagli hesaplama katmanlarinda
Relu aktivasyon fonksiyonu (Es. 1) kullanilir ve CNN
cikisina SoftMax aktivasyon fonksiyonu (Es. 2) eklenir.
Boylece cikisa ait olasiliksal bir deger elde edilir.

>0
Relu(x) = {’5 §< 0 (1)
Softmax(x;) = #;x] 2)
=

Burada x girig verisini, i ve j verilerin indislerini ve k ise
toplam sinif sayisini1 gostermektedir.

CNN modelinin egitiminde model yapisina ve segilen egitim
parametrelerine  bagli olarak bazi sorunlar ortaya
cikabilmektedir. CNN kullanan bazi c¢alismalarda, agin
egitimdeki kararliligini saglayabilmek igin evrisim ve
havuzlama katmanlari arasina bir normalizasyon katmani da
eklenmektedir [41]. Benzer sekilde, 6grenme katsayisi ve
iterasyon sayis1 gibi model parametrelerinin se¢imi de CNN
modelinin egitiminde énemli rol oynamaktadir. Ornegin,
iterasyon sayisinin ¢ok yiiksek secilmesi halinde modelin
veriyi ezberlemesine sebep olabilmektedir.

2098

Yukarida bahsedilen katmanlarin  farkli  say1 ve
kombinasyonlarmin diizenlenmesiyle AlexNet, VGG ve
ResNet gibi derin 6grenme CNN modelleri gelistirilmistir
[42, 43]. Bununla birlikte, bu modeller kendi parametrelerini
girise uygulanan verilerden dogrudan 6grendikleri icin, CNN
derin 6grenme modellerinin egitimi i¢in ¢ok yiiksek miktarda
veriye ihtiyag duyulmaktadir [44]. Oysaki cok biiyiik
miktarda veri toplamak genellikle olanaksiz veya asiri
maliyetli olabilmektedir. Bu problemin {istesinden
gelebilmek igin ise Ogrenme aktarimi yontemi (veya
parametre aktarimi yontemi olarak da bilinmektedir)
gelistirilmistir [45]. Bu yontemde, farkli bir biiyiik veriseti
kullanilarak egitilmis bir modelin parametreleri ilgilenilen
modele aktarilmaktadir. Daha sonra bu yeni CNN modeli az
miktardaki probleme 6zgii veriye uygunlastirilmaktadir. Bu
tirdeki derin Ogrenme modelleri “Onceden egitilmis
modeller” olarak tanimlanmaktadir.

Bu caligmada, 1000 farkli sinifa ait 1 milyon goriintiiden
olusan ImageNet veriseti kullamilarak egitilen, oldukca
popiiler olan ResNet 50, ResNet 101 ve ResNet 152 6nceden
egitilmis CNN derin 6grenme algoritmalari kullanilmistir
[46]. 2016 yilinda gelistirilmis olan bu 6n egitimli ResNet
mimarilerinin genel yapilar Sekil 2°de gosterilmektedir [43].
ResNet 50 yapisindaki CNN modeli iginde 23 milyondan
fazla parametre bulunmaktadir. ILSVRC-2015 ImageNet
yarigmasinda [47], AlexNet ve VGG gibi iyi bilinen derin
ogrenme modellerinden daha iyi basarim elde etmesiyle
ResNet modelleri dikkatleri {izerine ¢ekmistir. 101 katmana
sahip ResNet 101 modeli ve 152 katmana sahip ResNet 152
modeli ile ResNet modelleri ¢esitlendirilmistir.

2.3. Veri Artirma (Data Augmentation)

Derin 6grenme modellerinin yiiksek performans sergilemesi
i¢in veri sayisinin fazla olmasi gerekmektedir [44]. Eger veri
miktar1 az ise, siniflandiricilarin egitimi sirasinda siklikla
asir1 Ogrenme (yani ezberleme) ortaya g¢ikmaktadir. Bu
durumda, smiflandiricinin egitim hatast siirekli diismeye
devam ederken, test hatasi belirli bir siire diiser fakat sonra
yiikselmeye baglar. Bu durumda modelin agir1 grenme (yani
ezberleme) durumu meydana gelir. Asirt  Ogrenmeyi
engellemek igin, veri sayisinin artirilabilmesi i¢in mevcut
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Sekil 2. Onceden egitilmis CNN modellerinden parametre transferinin genel gdriiniimii
(Overview of parameter transfering from the pre-trained CNN models.)

verilere benzeyen sentetik veriler eklenir. Bu isleme veri
artirma denir. Verilerin artirilmast i¢in her bir veri lizerinde
eksenlere gore simetri alinmasi, ¢esitli agilarla goriintiilerin
dondiiriilmesi, goriintiiye ait renklerin  degistirilmesi,
goriintiilere giiriiltii eklenmesi (Gauss vb.), goriintiilerin belli
bir kismunin  kirpilmasi, goriintiilerin - belli oranlarda
yakinlagtirilmast veya uzaklastirilmasi ve goriintiilerin
Olgeklenmesi gibi islemler uygulanir [48]. Bu islemler
sonucunda goriinlerin sayis1 artirtlmig ve daha fazla veri ile
modellerin egitimi ger¢eklesmis olmaktadir.

2.4. Performans Degerlendirme (Performance Evaluation)

Siniflandiricilarin tahmin performanslarinin
degerlendirilmesinde literatiirde sik kullanilan dort olgek
Accuracy (Es. 3), Recall (Es. 4), Precision (Es. 5) ve F1-score
(Es. 6)’da verilmistir [49, 50]:

TP+TN

ACCUTacY = o rverree @)
Recall = —= @)
TP+FN

P TP
Precision = &)
TP+FP
Precision x Recall
F1—score = —— (6)

Precision+Recall
Burada TP dogru olarak siniflandirilan pozitif hasta sayisini,

FN yanlishikla hasta degil diye smiflandirilan pozitif hasta
sayisini, TN dogru olarak smniflandirilan hasta olmayan
sayismni ve FP ise yanlislikla hasta diye smniflandirilan fakat
aslinda hasta olmayan kisi sayisin1 gostermektedir [51, 52].

2.5. K-Katlamal Capraz Degerlendirme
(K-Fold Cross Validation)

Bilindigi lizere siniflandirma calismalarinda,
smiflandiricinin yiiksek egitim basarimi gdstermesi, daha
once gormedigi test verileri karsisinda da yiiksek basarim
gosterecegi anlamina gelmemektedir [49]. Bu nedenle, tiim
smiflandirici ¢aligmalarinda veriseti, egitim ve test diye ikiye
ayrilir. K-katlamali c¢apraz degerlendirme yonteminde,
veriseti k parcaya ayrilir. Bunlardan k-1 pargasi egitim i¢in
kullanilirken 1 tanesi test i¢in kullanilir. Bu islem tiim
pargalar test icin kullanilincaya kadar tekrar edilir.

2099



Narin ve Isler / Journal of the Faculty of Engineering and Architecture of Gazi University 36:4 (2021) 2095-2107

Siniflandirict basarimlart ise egitim ve test i¢in yari ayri
ortalamalar1 alinarak siniflandirict egitim basarimi  ve
smiflandirici test bagarimi olarak hesaplanmis olur [53]. Bu
calismada, k katlama degeri 3 olarak alinmigtir.

2.6. Google Colaboratory Kullanarak Uygulama
(Implementation Using Google Colaboratory)

Google Colaboratory (kisaca Colab olarak da bilinir), Google
tarafindan saglanan iicretsiz bir bulut hizmetidir [54]. Google
Colab ile normal islemci (CPU), grafik islemci (Tesla K80
GPU) veya tensor hesaplama (TPU, Tensor Processing Unit)
ile algoritmalar kosturulabilir. TPU, Google tarafindan biiytik
boyutlu verilerle c¢alismak iizere gelistirilmistir. TPU
biriminin, GPU veya CPU birimlerinden ortalama olarak 15 -
30kat daha hizli oldugu rapor edilmektedir [55]. Google
Colab platformunda, Python programlama dili ve Keras,
TensorFlow, PyTorch ve OpenCV gibi popiiler kiitiiphaneler
kullanilarak ~ derin  6grenme uygulamalart  kolaylikla

gelistirilebilmektedir. Bu ¢alismada kullanilan  tiim
algoritmalar Google Colaboratory platformunda
gelistirilmistir.

3.SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSIONS)

Bu ¢alismada kullanilan tiim algoritmalar ve hesaplamalar
Python programlama dili [56] ile Tensorflow Keras
kiitiiphanesi [57] kullanilarak Google Collaboratory [54]
ortaminda gerceklestirilmistir. Bahsi gecen ii¢ Onceden
egitilmis ResNet derin 6grenme modelinin smiflandirict
basarimlarim1  karsilagtirabilmek  igin,  veriseti  ve
smiflandirict kombinasyonlarina 3-kath ¢apraz
degerlendirme yontemi uygulanmustir [S8, 59]. Yani, her
seferinde verisetinin 2/3’0 egitim ve 1/3’ii test i¢in
kullanilmistir. Bu yontemle, her model {i¢ defa egitilmis ve
ortalama bagarimlar1 hesaplanmistir. Rontgen goriintiilerinin
sayist kisith oldugundan, veri artirimi igslemlerinden yeniden
6lgekleme (1/255), kesme (0.1), yakinlastirma (0.1) ve yatay
yer degistirme yontemleri uygulanmustir [60].
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Uyarlamali moment tahmini (ADAM) optimizasyon
algoritmast modelin egitim sirasinda parametrelerin
giincellenmesinde kullanilmistir [61]. Aktarilan modellere
ilave olarak, egitime tabi tutulacak 3 yeni katman
eklenmigtir. Bunlar: Diizlestirme (Flatten) katmani, Relu
aktivasyon fonksiyonuna sahip tam bagli katman ve Softmax
aktivasyon fonksiyonuna sahip tam baghh katman
seklindedir. Ayrica, algoritmalarin egitiminde dgrenme hizi
le-5 ve kiime biiyiikligli (batch size) 3 olarak secilmistir.
Yapilan 6n denemelerde asir1 dgrenme (yani ezberleme)
durumunun 30 iterasyondan sonra ortaya ¢ikmaya basladigi
gorildigiinden maksimum iterasyon sayist 30 ile
kisitlanmigtir.

Bu caligsma ii¢ veriseti kombinasyonu i¢in tekrarlanmustir: (a)
COVID-19 hastalarindan ve normal bireylerden alinan
gbgiis rontgeni goriintileri, (b) COVID-19 hastalarindan ve
zatiirre hastalarindan alinan gogiis rontgeni goriintiileri, (c)
COVID-19 hastalarindan, zatiirre hastalarindan ve normal
bireylerden alinan gogiis rontgeni goriintilleri. Onceden
egitilmis lic adet ResNet modeli (ResNet 50, ResNet 101 ve
ResNet 152) bu ii¢ veriseti kombinasyonu ile egitilmistir.
Her veriseti kombinasyonuna ait egitim basarilar1 ve kayip
degerleri grafik haline getirilmistir. Bununla birlikte, yiiksek
egitim  basarimu  gercek  hayattaki  siiflandirici
performansinin da yiiksek olacagi anlamina gelmemektedir
[49]. Bu caligmada incelenen derin 6grenme modellerinin
test verileri lizerindeki basarimlar1 da tablolar halinde kayit
edilmistir. Takip eden paragraflarda elde edilen sonuglar
sunulmaktadir.

Ilk veriseti kombinasyonunda, COVID-19 hastalarinin
normal bireylerden ayirt edilmesine ¢alisiimistir. Ug ResNet
modeli i¢in egitim dogrulugu ve kayip degerleri Sekil 3’de
verilmistir. ResNet 50 modelinin bu {i¢ model arasinda en
yiiksek egitim basarimma sahip oldugu goriilmiistir. 8
iterasyon sonunda kayip grafiginde daha az salinim
oldugundan ResNet 50°nin daha kararli bir sonug irettigi
sOylenebilir. Bu ti¢ ResNet derin 6grenme modelleri
kullanilarak ilk verisetinin test setindeki basarimlar
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Sekil 3. Onceden egitilmis {ic ResNet modelleri kullanilarak COVID-19 hastalarinin saglikli bireylerden ayirt edilmesinde

egitim dogruluklari (solda) ve kayiplart (sagda) (The training accuracies (left) and training losses (right) in discriminating the patients with
COVID-19 from normal subjects using three pre-trained ResNet models.)
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aragtirilmigtir. Tablo 1’de 6zetlenen sonuglara gore, COVID-
19 hastalarmin saglikli bireylerden ayirt edilmesine ResNet
50 modeli ile %99,3, ResNet 101 modeli ile %97,7 ve
ResNet 152 modeli ile %96,1 siniflandirici bagarimlarina
ulagilmistir. En yiiksek simiflandirict basarimina ResNet 50
modeli ile ulagildig goriilmektedir.

Ikinci veriseti kombinasyonunda, COVID-19 hastalarinin
zatiirre hastalarindan ayirt edilmesine c¢ahsilmistir. Ug
ResNet modeli i¢in egitim dogrulugu ve kayip degerleri
Sekil 4’de verilmistir. {lk kombinasyonundakine benzer
sekilde, ResNet 50 modelinin bu ii¢c model arasinda en
yiiksek egitim basarimina sahip oldugu gorlilmiistiir. 11
iterasyon sonunda kayip grafiginde daha az saliim
oldugundan ResNet 50’nin daha kararli bir sonug iirettigi
sOylenebilir.

Benzer sekilde, bu ii¢ ResNet derin 6grenme modelinin
ikinci veriseti kombinasyonu test setindeki basarimlart
aragtirtlmistir. Tablo 2’ de &zetlenen sonuglara gére, COVID-
19 hastalarinin zatiirre hastalarindan ayirt edilmesine ResNet
50 modeli ile %99,2, ResNet 101 modeli ile %96,0 ve

ResNet 152 modeli ile %94,4 siniflandiric1 bagarimlarina
ulagilmistir. En yiiksek siniflandirici basarimina yine ResNet
50 modeli ile ulasildig1 goriilmektedir.

Uciincii ve son veriseti kombinasyonunda, COVID-19
hastalarinin saglikli bireylerden ve zatiirre hastalarindan
ayirt edilmesine ¢ahisilmistir. Ug ResNet modeli icin egitim
dogrulugu ve kayip degerleri Sekil 5°de verilmistir.
Yukarida bahsedilen diger kombinasyonlardakine benzer
sekilde, ResNet 50 modelinin bu {i¢ model arasinda en
yiiksek egitim basarimina sahip oldugu goriilmiistiir. 16
iterasyon sonunda kayip grafiginde daha az salinim
oldugundan ResNet 50’nin daha kararli bir sonug iirettigi
sOylenebilir.

Son olarak, bu ii¢ ResNet derin 6grenme modelinin iigiincii
ve son veriseti kombinasyonu test setindeki bagarimlari
arastirillmistir. Tablo 3°de dzetlenen sonuglara gére, COVID-
19 hastalarinin, normal bireylerin ve zatiirre hastalarinin
teshisinde ResNet 50 modeli ile %99,0, ResNet 101 modeli
ile %96,7 ve ResNet 152 modeli ile %96,3 smiflandirici
bagarimlarmma ulagilmistir. En  yiiksek  smiflandirici

Tablo 1. COVID-19 hastalarinin saglikli bireylerden ayirt edilmesinde ii¢ ayri1 dnceden egitilmis ResNet modelinin tahmin
performanslari
(Prediction performances in discriminating the patients with COVID-19 from normal subjects using three different pre-trained ResNet models)

Model Accuracy (%)  Recall (%) Precision (%) F1-Measure (%)
ResNet 50 99,3 96,8 98,2 97,4
ResNet 101 97,7 85,4 97,9 91,2
ResNet 152 96,1 74,0 97,2 82,6
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Sekil 4. Onceden egitilmis ii¢ ResNet modelleri kullanilarak COVID-19 hastalarinin zatiirre hastalarmdan ayirt

edilmesinde egitim dogruluklarl (solda) ve kay1p1ar1 (sagda) (The training accuracies (left) and training losses (right) in discriminating the
patients with COVID-19 from patients with Pneumonia using three pre-trained ResNet models.)

Tablo 2. COVID-19 hastalarinin zatiirre hastalarindan ayirt edilmesinde ii¢ ayr1 6nceden egitilmis ResNet modelinin tahmin
performanslari
(Prediction performances in discriminating the patients with COVID-19 from patients with Pneumonia using three different pre-trained ResNet models)

Model Accuracy (%)  Recall (%)  Precision (%)  F1-Measure (%)
ResNet 50 99,2 97,3 97,0 97,0
ResNet 101 96,0 80,4 91,0 85,3
ResNet 152 944 67,1 92,8 75,7
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bagarimina yine ResNet 50 modeli ile ulasildigt
goriilmektedir. Calismada elde edilen sonuglar oldukca
yiiksek olmasina ragmen, bu sonuglarin literatiirdeki benzer
caligmalar ile kiyaslanmasi da gerekmektedir. Tablo 4 ile
COVID-19 hastalarinin normal bireylerden veya zatiirre
hastalarindan ayirt edilmesi i¢in giincel derin 6grenme
modelerini kullanan ¢alismalarda elde edilen sonuglar ile bu
calismada elde edilen sonuglar 6zetlenmistir. Bu tabloda
sadece gogiis rontgen filmlerinden teshis icin gelistirilen
caligmalara yer verilmistir. Ozturk ve arkadaslar1 17 evrisim
katmanma sahip DarkNet modelini kullanarak %98,08
dogrulukla COVID-19 hastalarin1 normal bireylerden ayirt
etmeyi basarmiglardir [28]. Baska Dbir ¢aligmada,
Apostolopoulos ve Mpesiana MobileNet v2 yapisindaki
derin &grenme modelini kullanarak 996,78 dogrulukla
COVID-19 hastalarini normal bireylerden ayirt edebilmistir
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[30]. Narin ve arkadaslar1 Inception V2, Inception V3 ve
ResNet 50 vyapilarindaki derin &grenme modellerini
denemisler ve COVID-19 hastalari1 normal bireylerden
ayirt etmede ResNet 50 modeli ile %98,0 basariya
ulagmuglardir [31]. Sethy ve Behera ise ResNet 50 modelini
sadece Oznitelik ¢ikarmada kullanmiglardir. Bu sekilde elde
edilen Oznitelikleri SVM siniflandiricisina uygulayarak
%095,00 basartyla COVID-19 hastalarini normal bireylerden
ayirt edebilmislerdir [33]. Literatiirdeki iki  siifli
gercgeklestrilen bir bagka ¢alismada, Tiwari ve Jain kapsiil
aglar tabanli VGG modeli ile %97,0 dogruluk degerine
ulagmislardir [62] . Sonug olarak, bu ¢alismada elde edilen
COVID-19 hastalarin1 normal bireylerden ayirt etmede
%99,30 ve zatlirre hastalarindan ayirt etmede %99,20

simiflandirict  bagarimlar1  bizim bildigimiz kadariyla
literatiirdeki en yiiksek degerlerdir.
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Sekil 5. Onceden egitilmis {ic ResNet modelleri kullanilarak COVID-19 hastalarinin, zatiirre hastalarmin ve saglikli
bireylerin teshisinde egitim dogruluklari (solda) ve kayiplari (sagda)
(The training accuracies (left) and training losses (right) in the diagnosis of the patients with COVID-19, the patients with Pneumona, and normal
subjects using three pre-trained ResNet models.)

Tablo 3. COVID-19 hastalarinin saglikli bireylerden ve zatiirre hastalarindan ayirt edilmesinde ii¢ ayr1 dnceden egitilmis
ResNet modelinin tahmin performanslari
(Prediction performances in discriminating the patients with COVID-19 from patients with Pneumonia and normal subjects using three different pre-

trained ResNet models)
Accuracy Recall Precision = F1-Measure
Model Siniflar (%) %) (%) (%)
COVID-19 99,0 96,3 91,5 93,8
Zatiirre 96,2 96,2 96,0 96,0
ResNet 50 qshiiy 96,7 95,8 97,1 96,4
Ortalama 97,3 96,1 94,9 95,4
COVID-19 98,9 90,9 94,8 92,7
Zatiirre 95,9 94.9 96,2 95,5
ResNet 101 g sk 96.4 97.1 95.3 96.2
Ortalama 97,1 94,3 95,4 94,8
COVID-19 97,7 86,8 84,4 85,3
Zatiirre 93,4 96,4 90,3 93,2
ResNet 152 g skl 93,4 89,0 96,6 92,5
Ortalama 94,8 90,7 90,4 90,3
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Benzer sekilde, Tablo 5 ile COVID-19 hastalarinin zatiirre sonuclar 6zetlenmistir. Tabloda sadece rontgen goriintiileri
hastalarindan ve saglam bireylerden ayirt edilmeye kullanilarak yapilan ¢alismalara yer verilmistir. Ozturk vd.
calisildigi caligmalarin sonuglart ile bu ¢alismada elde edilen 17 evrisim katmanina sahip DarkNet modelini kullanarak

Tablo 4. COVID-19 hastalarinin gogiis rontgen goriintiilerinden teshisine yonelik sadece iki sinifin kullanildig literatiir
taramasi sonuglar1 ve bu ¢alismanin sonuglariyla siniflandirict bagarimlarinin karsilagtiriimast

(The literaure search results and performance comparison of classifiers performances with results of this study to classify COVID-19 cases using Chest
X-ray images when only two classes were compared)

Caligma CNN modeli Kullanilan goriintii kiimesi Basarim (%)
[28] DarkNet ;3(5) ggg{gjg E’L)) 98,08
[30] MobileNet v2 %j ggi\ig]e)-w ) 96,78
[31] ResNet 50 28 Iig:nli'w ) 98,00
[33] ResNet 50 + SVM ;g ;gr\’l;i'” ) 95,00
[62] VGG-CapsNet gég 6%\?(?1]11-23\9/1(];)-1 . 97,00
Bu ¢alisma  ResNet 50 5.]354) ICI\?OIZﬁz_l]g *) 99,30
Bu calisma  ResNet 50 %Z 5CZOa g}gjg +) 99,20

Tablo 5. COVID-19 hastalariin gdgiis rontgen goriintiilerinden teshisine yonelik ii¢ sinifin birlikte kullanildig: literatiir
taramast sonuglar1 ve bu ¢alismanin sonuglartyla siniflandirici basarimlariin karsilastirilmasi

(The literaure search results and performance comparison of classifiers performances with results of this study to classify COVID-19 cases using Chest
X-ray images when three different classes were used together)

Calisma CNN modeli Kullanilan goriintii kiimesi  Basarim (%)
125 COVID-19 (+)

[28] DarkNet 500 COVID-19 (-) 87,02
500 Zatiirre
239 COVID-19 (+)

[29] DCSL 1000 Zatiirre 97,01
1000 Normal
224 COVID-19 (+)

[30] MobileNet v2 714 Zatiirre 94,72
504 Normal
53 COVID-19 (+)

[32] COVID-Net 5526 COVID-19 (-) 92,60
5066 Normal subjects
219 COVID-19 (+)

[62] VGG-CapsNet 1345 Zatiirre 92,00
1341 Normal
219 COVID-19 (+)

[63] WOA-BAT based CNN 1345 Zatiirre 97,00
1341 Normal
219 COVID-19 (+)

[64] TLCoV-ResNet-50 1345 Zatiirre 94,41
1341 Normal
105 COVID-19 (+)

[65] DeTraC 11 SARS 93,10
80 Normal
219 COVID-19 (+)

Bu ¢alisma ResNet 50 1345 Zatiirre 97,33
1341 Normal
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%87,02 simiflandirict basarimina ulagsmiglardir [28]. Bagka
bir ¢alismada, Li ve arkadaslari ise maliyet duyarli 6grenme
modelini kullanarak %97,01 smiflandirict dogruluguna
ulagsmuslardir  [29]. Apostolopoulos ve Mpesiana ise
MobileNet v2 mimarisindeki derin 0grenme modelini
kullanarak %94,72 dogruluga ulagmislardir [30]. Diger bir
calismada, Wang ve Wong COVID-Net adin1 verdikleri yeni
bir model kullanarak %92,60 smiflandiric1 bagarimina
ulagabilmiglerdir [32]. Tiwari ve Jain iki sinifli ¢aligmaya ek
olarak gerceklestirilen {i¢ smifli g¢aligmalarinda %92,0
basarim degerini bulmusglardir [62]. Pathan ve arkadaslart
balina optimizasyon ve BAT algoritmas1 yardimiyla
optimize ettikleri evrisimli sinir agt modeli ile %97,00
basarima ulagsmiglardir [63]. Das ve arkadaglari transfer
O0grenme tabanli gelistirdikleri TLCoV adimmi verdikleri
yaklagimi  ResNet50 modeline uygulayarak %94,41
basarima ulagmislaridir [64]. Literatiirdeki bir bagka
caligmada, Abbas ve arkadaglari DeTraC (Decompose,
Transfer, and Compose) adini verdikleri bir yontemle az
sayidaki veriler iizerinde %93,1 dogruluk degeri elde
etmilerdir [65]. Bu tabloya gore, bu ¢alismada ResNet 50
model yapist kullanilarak ulasilan %97,33 smiflandirict
basarimi en yiiksek basarim olmaktadir.

4. KISALTMALAR (ABBREVIATIONS)

ADAM Uyarlamali moment tahmini

AlexNet A. Krizhevsky, I. Sutskever ve G. Hinton
tarafindan gelistirilmis derin 6grenme modeli

BT Bilgisayarl tomografi

CNN Evrisimli sinir ag1

COVID-19 Koronaviriis hastaligi 2019

CPU Merkezi iglem birimi

DCSL Ayirt edici maliyet duyarlt 6grenme

FN Yanlig negatif

FP Yanlis pozitif

ILSRVC ImageNet biiyiik 6lgekli gorsel siniflandirma
yarigmast

KNN k yakin komsu

ResNet Artik sinir ag1

RT-PCR Gercek zamanl tersine transkriptaz-

polimeraz zincir reaksiyonu
SARS-CoV-2 Koronaviriis kaynakl1 ciddi akut

solunum yetmezligi

SIRM Italyan Medikal ve Girisimsel Radyoloji
Toplulugu

SVM Destek vektor makinalari

N Dogru negatif

TP Dogru pozitif

TPU Tensor hesaplama birimi

VGG Visual Geometry Group tarafindan
gelistirilmis derin 6grenme modeli

WHO Diinya Saglik Orgiitii

X-ray Rontgen 1511 (X 1511)

5. SONUCLAR (CONCLUSIONS)

Bu caligmada, acik erisimli olarak sunulan gdgiis rontgen
gortintiilerinden COVID-19 hastalarinin bilgisayar destekli
2104

tespiti yapilmistir. ResNet 50, ResNet 101 ve ResNet 152
yapisindaki ii¢ farkli ResNet derin dgrenme modeli ile
caligma yiriitiilmiistiir. Elde edilen sonuglara gore, COVID-
19 hastalarinin ayirt edilmesinde ResNet 50 yapisindaki
CNN derin 6grenme modeli daha basarili olmustur. Ustelik
bu caligmada elde edilen sonuglar, bildigimiz kadariyla
literatiirdeki COVID-19 hastalarmin  siniflandirilmasina
yonelik en yiiksek siniflandirici bagarimlarini vermektedir
(Tablo 4 ve 5). Bunun nedenleri arasinda kullanilan veri
sayisinin fazla olmasi, 6n egitimli modele eklenen yeni
katmanlar, asir1 6grenmeden kaginmak igin 30 iterasyonlu
egitimin gerceklestirilmesi ve kullanilan parametrelerin
oldugu séylenebilir. Onceden egitilmis ResNet 50 derin
o6grenme modeli tabanli COVID-19 teshis araci, tip
doktorlar1 i¢in umut verici bir teshis destek sistemi olma
potansiyeline sahiptir. Boyle bir aracin kullanilmasi halinde
teshis yapan tip doktorlarinin yogun olan is yiiklerinin
azalacagi ve yogunluk nedeniyle gézden kagan tan1 sayisinin
azalacagi diigliniilmektedir.

Her ne kadar bu ¢aligmadaki veri sayist literatiirde verilen
¢ogu calismadan fazla olsa da, boyle 6liimciil bir salginla
miicadelede Onerilen yontemin etkili olup olmadigi hakkinda
genel bir yargiya ulagmak i¢in bize gore hala yetersizdir. Bu
sorunu agabilmek ic¢in bu c¢alismada da yapildigi gibi
onceden egitilmis ag yapisindaki derin 6grenme modelleri
tercih edilmektedir. Elde edilen umut vadedici sonuglar
nedeniyle, dnceden egitilmis ve parametre transferi tabanli
derin  6grenme modellerinin  i¢inde  bulundugumuz
pandeminin basarili bir sekilde yonetilmesinin yanisira
uzman radyologlara ve tip doktorlarina yardimci olma
potansiyeline sahip oldugu goriilmektedir.

ETiK BEYANI (ETHICAL DECLARATION)

Bu caligmada etik kurul izni gerektiren bir durum s6z konusu
olmayip kullanilan goriintli verileri internet {izerinden agik
ve lcretsiz olarak erigsime sunulan veri tabanindan elde
edilmistir.
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