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Figure A. Block diagram of the proposed approach

Purpose: The aims of this work are; providing analytical proof of Singular Value Decomposition based-
preconditioning (SVD-PC) of observation matrix with two supportive Monte Carlo (MC) simulations and
experimentally evaluating the effects of this preconditioning on Compressive Classification (CC) by using K-
Nearest Neighbours (KNN), Random Forest (RF), and Support Vector Machine (SVM) classifiers on MNIST
and WARD datasets.

Theory and Methods:

Analytically shown via the Wieland inequality that SVD-PC increases reconstruction performance in
Compressive Sensing (CS) by decreasing the coherence of the observation matrix. This result is also supported
by developed two MC simulations showing the change in the coherence and the change in the restricted
isometry property coefficient under SVD-PC and different compression ratio constraints. The effect of SVD-
PC on CC assessed via implemented classification studies on two different data sets with different well-known
classifiers, and calculated precision and recall values of the classification experiments presented in the text.

Results:

It is analytically shown that SVD-PC of the observation matrix in CS improves reconstruction performance.
However, in the experimental evaluation of the effects of SVD based preconditioning on CC; RF gives the most
stable gain in classification performance for all compression ratios, in contrary to that observed performance
change for the other classifiers varies from positive to negative without any tractable pattern.

Conclusion:

The proof of SVD-PC of the observation matrix in CS, which is a novel work in the field, is generated. Despite
the mentioned positive effect of the SVD preconditioning in reconstruction available in the literature, the
outcome of SVD-PC on CC varies according to our observations, and it depends on the compression ratio and
classifier in use. Thus, we can state that re-evaluation of the classifier selection or retraining of the classifier
should be taken into account for CC in case of the SVD-PC is in use.


https://orcid.org/0000-0001-5279-1949
https://orcid.org/0000-0002-1903-7132

Journal of the Faculty of Engineering and Architecture of Gazi University 37:4 (2022) 1997-2011

y

Muhendislik Mimarhk

Fakultesi Dergisi . = Elektronik / Online ISSN: 1

Basili / Printed ISSN =

Journal of The Faculty of Engineering
and Architecture of Gazi University

Tekil deger ayrisimina dayali 6n kosullamanin sikistirmali siniflamaya etkisi

Ozgiir Devrim Orman'”| Derya Y1lmaz?*

1Baskept Universitesi, Fen Bilimleri Enstitiisii, Elektrik-Elektronik Miihendisligi Ana Bilim Dali, 06790, Ankara, Tiirkiye
2Gazi Universitesi, Miihendislik Fakiiltesi, Elektrik-Elektronik Miihendisligi Boliimii, 06570, Ankara, Tiirkiye

ONECIKANLAR

e Tekil deger ayrisimina dayali 6n kosullama ile sikistirmali 6rneklemenin matematiksel ispati
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Diinyada depolanmakta ve islenmekte olan veri miktarinin hizla artmasi nedeniyle, veri saklama ve veriden
bilgi iiretimi alanlarinda yenilik¢i c¢oziimlere her gegen giin daha fazla gereksinim duyulmaktadir;
Sikistirmali Ornekleme (SO) ve Sikistirmali Smiflama (SS) sirastyla her iki alan igin ¢éziim sunan iki
yaklasimdir. Veriden smiflama yoluyla bilgi edinilmesinde SS kullanimi, siniflamanin dogrudan SO ile elde
edilen 6l¢iim uzayinda gergeklestirilebilmesini sagladig1 igin islem yiikiinii diisiiriir. SO, Shannon 6rnekleme
teoreminde gerek duyulan miktardan daha az sayida ornekle kayipsiz bir geri catimi yiiksek olasilikla
miimkiin kilmakta olup, kullanilan 8l¢iim matrisine On kosullama (OK) uygulanmasiyla geri ¢atim igin
gerekli 8rnek sayisi, dolayistyla saklanmasi gereken veri miktar: daha da azaltilabilmektedir. SO’de 8lgiim
matrisi olarak, 6l¢iim matrisinden Tekil Deger Ayrisimi (TDA) ile tiiretilen matrisin kullaniminin geri ¢atim
basarimina katkisi literatiirde salt deneysel olarak incelenmistir. Bu c¢aligmada, literatiirde bir ilk olarak,
TDA’ya dayali s6z konusu yaklasimin bir OK oldugu (TDA-OK) ve SO’de geri ¢atim igin gerekli 6rnek
say1sim diisiirecegi analitik olarak gosterilmis olup, bu bulguya iliskin iki farkli Monte Carlo (MC) benzetimi
gerceklestirilmistir. Benzetimlerle desteklenen TDA-OK basarimi deneysel olarak da iki farkli veri kiimesi
iizerinde ve ii¢ farkli simflayici kullanilarak gergeklestirilen SS uygulamalari ile degerlendirilerek, TDA-OK
kullaniminin SS basarimina etkisi yine literatiirde ilk defa bu ¢alismada incelenmistir.
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Due to the rapid increase in the amount of data being stored and processed in the world, innovative solutions
in the fields of data storage and data processing are increasingly needed; Compressive Sampling (CS) and
Compressive Classification (CC) are two approaches that provide solutions for both areas, respectively. The
use of CC to obtain information from the data through classification reduces the processing load as it enables
the classification to be performed directly in the measurement domain obtained by CS. CS makes possible a
lossless reconstruction with a high probability of less samples than the amount required by the Shannon
sampling theorem, and by applying Preconditioning (PC) to the measurement matrix used, the amount of
data required for reconstruction can be further reduced due to the number of samples required for
reconstruction. The contribution of the use of the matrix derived from the measurement matrix by Singular
Value Decomposition (SVD) as the measurement matrix in the CS, on the reconstruction performance has
been studied only experimentally in the literature. In this study, as a first, it has been shown analytically that
this approach based on SVD is a PC (SVD-PC) and will reduce the number of samples required for
reconstruction in CS, meanwhile two different Monte Carlo (MC) simulations were carried out regarding to
this finding. The SVD-PC performance supported by simulations is evaluated experimentally with SS
applications performed on two different data sets and using three different classifiers, moreover the effect of
SVD-PC on CC performance is investigated for the first time in the literature in this study.
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1. GiRiS (INTRODUCTION)

Diine kadar sadece sayisallagtirilmis konusma, metin ya da
kisitli veri gonderimi yapan mobil telefonun; konusma,
goriintii, video, konum, ivme, egim gibi pek ¢ok veriyi ileten
akilli telefona doniigmesinde oldugu gibi giinliik hayat
pratiklerinin her gecen giin daha fazla sayisal veri {iretir hale
gelmesi [1], nesnelerin internetinin son kullanici ve endiistri
uygulamalarinin ~ yayginlagmasi  [2], egitim ve is
yazilimlarimin veri odakli yapiya gegmesi [3] gibi gelismeler
neticesinde diinyada islenmekte ve depolanmakta olan veri
miktar1 her gecen giin daha da yiiksek hizla artmaktadir.
International Data Corporation’un (IDC) hazirlamis oldugu
rapora gore [4] 2018 yilinda 33 zetabyte (ZB) olan kiiresel
veri miktarinin 2025 yilinda 175 ZB olmas: beklenmektedir.
Bu dngoriiye, bireylerin uzaktan ¢alisma, uzaktan egitim gibi
daha da ¢ok veri iiretecekleri tercihlere yonelmeleriyle veri
iretim hizinda meydana gelecek artis1 da ilave etmek
miimkiindiir. Arsivlenecek biiyilk miktardaki verinin
saklanmast ve veriden bilgiye doniisiimde Sikistirmali
Ornekleme (SO) ve Sikistirmali Smmiflama (SS) maliyet
azaltict iki 6nemli arag olarak karsimiza ¢ikmaktadir. SO,
isareti yiiksek frekansla ornekleyip elde edilen gok sayida
ornegi sikistirmak yerine isaretin O6rnekleme frekansini
diistirecek sekilde dogrudan sikistirilmis formda elde
edilebilmesini saglarken; SS siniflama islemini, geri ¢atimi

yapilmaksizin, dogrudan seyrek veriyi kullanarak
gerceklestirir.

Veriden bilgi {iretimi  i¢in  kullanilan  siniflama
uygulamalarinda SO yaklagiminin kullanilmast,

simiflandirict girdisi olan nitelik vektdrlerinin boyutunu
kiigtilteceginden, siniflama islem yiiki ve siiresinde dnemli
6l¢iide kazang saglar. Literatiirde SS olarak adlandirilan bu
yontemde, siniflamanin dogrudan giris isareti {izerinde degil
de daha diisiik boyutlu 6l¢iim uzaymnda yapilmasi ve SO ile
boyut diigiimiiniin igaretin niteliklerinden bagimsiz olmasi
o6nemli dstiinliiklerdir. SS'min gerceklestirilebilmesi i¢in
diisiik boyutlu 6l¢iim uzayinda 6grenmenin miimkiin olmasi
gerekir. Calderbank’in yer aldig1 caligmalarda, sikistirmali
o6grenmeyle dogrudan sikigtirilmig alanda &grenmenin
miimkiin oldugu gosterilmis [5], dl¢iim matrisinin Sl¢iim
uzaymda Destek Vektér Makineleri (DVM) ile yapilacak
yaklasik en iyi siniflamay1 garanti edebilmesi i¢in saglamasi
gereken kosullar formiillestirilmis [6], Gauss katigim
modellerin SS’sinde hatali siniflama olasiliginin st limiti
ortaya konmustur [7]. Davenport vd. [8] c¢alismalarinda
yiiksek igaret giiriiltii oran1 bolgesinde ¢ok az dlgiimle dahi
farkli siniflarin ayristirilabilecegini belirtmis, Wimalajeewa
vd. [9] de seyrek isaretlerin az sayida sikistirmali 6lglimle
herhangi bir simiflama yontemi kullanilarak giivenli sekilde
siniflanabilecegini ortaya koymustur.

Shannon &rnekleme teoremine gore [10] sinirli frekans bantli
bir isaretin kayipsiz geri ¢atimi igin isaretin icerdigi en
yiiksek frekans bileseninin iki kat1 frekansta drneklenmesi
gerekir. Yiiksek frekans bileseni barindiran isaretlerin
Shannon’un teoremine gore kayipsiz olarak geri catilacak

bigimde orneklenmesi igin kullanilmast gereken 6rnekleme
frekansi, teknik olarak gergeklenmesi miimkiin olamayacak
kadar biiyiik olabilmektedir. SO, seyrek ya da sikistirilabilir
isaretler icin salt frekans izdiisiimiine dayali olmayan bir
ornek sayis1 belirlenimiyle, Shannon 6rnekleme teoreminin
gerektirdiginden daha az sayida 6rnekle kayipsiz bir geri
catimi miimkiin kilmaktadir [11]. SO’niin gelisiminde temel
olarak Candes vd. [12], Donoho [13] ve Branniuk’un [14]
caligmalari 6ne ¢ikmaktadir; s6z konusu ¢aligsmalar seyrek ya
da sikigtirilabilir  gdsterimi miimkiin smurli  boyutlu
isaretlerin dogrusal ve uyarlanimsiz az sayidaki 6lglimden
geri catilabilecegini gostermistir [11]. SO, baslangic1 yiiz
yildan daha eski olan Seyrek Gosterimin (SG) bir alt
koludur; SG’ye iligkin ilk 6rnege Schmidt’in [15] 1907
tarihli makalesinde rastlanir [16]. SG uygulamada sinyal
isleme, goriintii isleme, makine 6grenmesi vb. alanlarda
yaygin olarak kullanilmaktadir. SG’de mevcut geri ¢atim
metotlar1  arasinda  acgdzlii  algoritmalar uygulama
kolayliklar1 yaninda geri ¢atimda diger yontemlere yakin
basarimlarindan dolay1 &nem arz etmektedir, bu
algoritmalara Ornek olarak Dik Esleme Arayis (DEA)
algoritmasi verilebilir [17, 18]. DEA’nin basarimi i¢in 6l¢iim
s6zIligiiniin uyumunun diisiik olmasi kritik 6nemdedir, uyum
yiiksek oldugunda DEA algoritmasi dogru bilesenleri
secmede  basarisiz  olabilir  [19].  Schnass ve
Vandergheynst’in ~ [20] 2008 yilinda yaymlanmis
calismalarinda daha oOnce literatiirde kullanilmamis olan
sezme sozlikleri kavram tanitilmakta, birisi DEA olmak
lizere iki aggdzlii algoritmanin karmagikliklarini arttirmadan
seyrek igaret gosterimlerini bulma bagarimlarimi ytikselten ve
sozlik ©n kosullamasi olarak tabir edilen yoOntem
sunulmaktadir. On kosullama (OK), SO literatiiriinde ilk
defa Tsiligianni ve arkadaglarinin [21] caligmasiyla yer
almigtir, ayn1 caligmada gosterilmistir ki ikili rasgele
matrisler  kullanildiginda OK, aktarim  donanmiminin
etkinligini biiyiik 6l¢ekte iyilestirmektedir. Chen ve Peng
[22] 2018 yilindaki ¢aligmalarinda DEA’nin rastgele ve
girtiltiili 6lgiimlerden geri ¢atim basarimini, ispatlanmig
yiiksek bir olasilikta arttiracak bir OK metodu &nermistir.

SO'de islem yiikiinii arttirmadan geri catimda gerekli drnek
sayisinda diisiis saglayan OK yaklagimi, SO'niin kullanimini
iceren SS uygulamalarinda da 6nemli bir konu haline
gelmektedir. Bu ¢alismada, SO icin Tekil Deger Ayrisimi'na
(TDA) dayali bir OK (TDA-OK) tammlanmaktadir. Olgiim
matrisinin TDA ile tiiretilmis olmasinin DEA’ya katkisi
Zhang tarafindan deneysel olarak incelenmis olmakla
birlikte [23], deneysel bulgular analitik bir temele
dayandiriimamistir. Bu nedenle bu ¢aligmada literatiirde bir
ilk olarak, SO’de &lgiim matrisinin TDA ile tiiretildigi
yaklasim bir OK olarak belirlenip TDA-OK olarak
tammlanmugtir, TDA-OK yaklasgtmimin geri ¢atim igin
gerekli rnek sayisini azaltacagi yine caligmamizin literatiire
getirdigi yenilikle teorik olarak ispatlanmis ve bu bulgu iki
farkli Monte Carlo (MC) benzetimi ile elde edilen sonuglarla
desteklenmistir. TDA-OK’nin SS’nin basarimina etkisi de
yine literatiirde daha 6nce mevcut olmayip ilk defa bu
caligmada iki farkli veri seti (MNIST ve WARD) iizerinde;
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Rasgele Orman (RO), En Yakin K-Komsuluk (EYKK) ve
DVM olmak iizere {ii¢ farkli smiflama algoritmast
kullanilarak ~ deneysel olarak incelenmistir. Metnin
devaminda sirastyla SO, OK, TDA-OK ve SS’nin temelleri
anlatilmakta, TDA-OK’nin SO’de geri catim basarimim
tyilestirdiginin analitik gosterimi yapilmakta, iki farkli MC
benzetiminin sonuglar1 sunulmakta ve TDA-OK’nin SS’ye
etkisine iligkin deneysel bulgular paylasiimaktadir.

2. SO, OK, TDA-OK VE SS’NiN TEMELLERI
(FUNDAMENTALS OF CS, PC, SVD-PC AND CC)

Bu boliimde SG'den yola ¢ikarak, SO, OK, TDA-OK ve
SS’nin temelleri sunulmaktadir. Dogadaki pek ¢ok yerde
oldugu gibi insan gorsel korteksinin davramiginda da
gozlemledigimiz seyreklik biiyilk ve karmasik veri
kiimelerinin etkin bir gsekilde islenmesini miimkiin
kilabilmektedir [24]. Sinyal islemedeki pek ¢cok uygulamada
(gtirtiltii giderme, sikistirma, oriintli siniflama gibi) seyreklik
performans artisi saglamaktadir [25]. SG’nin bir alt kolu olan
SO’de de seyreklikten yararlamlarak isaretler, Shannon
ornekleme teoreminin gerektirdiginden ¢ok daha diisiik
frekansla Orneklenip, isaret uzunlugundan c¢ok daha az
sayida Ol¢iimden geri kazanilabilmektedir. SG’nin ve bagl
olan SO’niin c¢ikis noktas: Es. 1°de gosterilen eksik
belirtilmis dogrusal sistem kavramdir.

b=Fx,x€RV,beR™MFER™* N m <N ()

Elimizdeki bilinmeyen sayis1 denklem sayisindan daha ¢ok
oldugu i¢in Es. I’in ya ¢6ziimii yoktur ya da sonsuz sayida
¢ozlimii mevcuttur. Coziim olmama durumunu elimine
etmek i¢in F matrisinin tam mertebeden oldugunu
varsayarsak, seyreklik mertebesi m’den ¢ok daha diisiik olan
x igaretinin eldesi i¢in Eg. 2’deki en iyileme probleminin
¢oziilmesi gerekir.

en kucik |[x||,, 6ylekib = Fx 2)

Es. 2’deki denklemin ¢oziimii 0 normu i¢in NP-zor
oldugundan, bu karmasikliktan kurtulmak i¢in problemin
dogrusal programlamayla ¢oziilmesine olanak saglayan 1
normuna gore eniyilemeyi tercih etmek miimkiindiir [26].
Geri ¢atma i¢in igbilkey eniyileme yaklagim
kullanilabilmekle birlikte bunun getirdigi islem yiiki goz
Oniline alindiginda Esleme Arayis [27] veya DEA [17] gibi
acgozli algoritmalar uygulamada tercih edilebilmektedir. F
matrisinin birim normda bagdasmaz siki bir ¢erceve olmasi
durumunda her iki a¢ gozli algoritmanin da basarimlari
giivencededir [28]. Bir matrisin bagdasmazlik derecesi
matrisin kolonlar1 arasindaki uyumun azligidir, sé6z konusu
uyumun hesabt kolonlarint fj ile gosterdigimiz kolon

normallestirilmis F matrisi i¢in Es. 3’teki gibidir.

f.f
u(F) = en biyiik 16101
1sjsken Nl lficllz

3)

SO’de seyrek isaretlerin sikistirma ve edinimi Dbirlikte
gergeklesmektedir. Isaret seyrek olmadigi halde, bir D

2000

doniistimiiyle seyreklestirilebilirse, 6l¢iim matrisi F ve
doniisiim matrisi D bagdasmaz ya da az ilintili oldugu
takdirde, SO, D déniisiimii neticesinde elde edilen seyrek
isarete uygulanabilmektedir. Bu durumda SO’niin ifadesi Es.
4’te verildigi gibi olur.

b = Fx = FDc @)

x’in kayipsiz olarak geri ¢atilabilmesi i¢in F matrisinin Es.
5’te gosterilen Kisith Es Olgliim Ozelligi’ni (KEOO)
saglamasi gerekir.

VX € Skv o € (0,1) (5)
(1= ollxlI? < NIF.x[12 < (1 + ollxl?

KEOQO’yii 2k mertebesinde saglayan bir F matrisi, herhangi
k-seyrek vektor ¢ifti arasindaki uzakligi korumaktadir.

oy 'nin hesabi F matrisinin en biiyiik ve en kiigiik k seyrek
tekil degerleri géz oniine alinarak Es. 6°daki gibi hesaplanir
[29].

oy = en biiyiik{1 — sX ,, SK b — 1} (6)

G, k sitununu indeks kiimesi olmak iizere sK, =
en kiigiik en biiyiik

S FiFg)) ve sk, = S FIF;) ) dir.
G:IGIsk( enk( G G)) enb G: IGISk( ebk( G G))
Kayipsiz geri ¢atim igin dnemli bir kriter olan k-seyreklik
degeriyle Es. 3°de tanimlamis oldugumuz uyum arasinda Es.
7’de tanimlandig: gibi bir baginti mevcuttur [11], s6z konusu

bagmtinin bulunusu Stankovic’in ¢alismasinda [30] ayrintili
olarak yer almaktadir.

k<%(1+$) @)

Gosterilebilir ki bir matrisin uyumu daima [ ’ N-m , 1]
m(N-1)

araliginda kalmaktadir, buradan hareketle benzersizligi
saglayan k-seyreklik degeri i¢in bir {ist sinir ongoriilebilir;

k = 0(vm) [11].

Es. 7’de sundugumuz bagmtiy1 gdz Oniine aldigimizda F
matrisinin uyumunu disiirdigiimiiz takdirde kayipsiz geri
catim st smiri daha yukartya c¢ekmek miimkiindiir.
Kayipsiz geri ¢atim yetkinligindeki olan bir F matrisinin
uyumunu daha da diigiirmek i¢in izlenebilecek bir yaklagim,
s0z konusu F matrisinin belirli bir G matrisiyle soldan
carpilarak 6n  kosullanmasidir [31]. OK yaklasimini,
incelemekte oldugumuz eksik belirtilmis dogrusal sistem
iizerinde ilerletecek olursak, Es. 8 elde edilir.

Gb =GFx > w=GFx =2 w==Gb ®)
G matrisi tersinir oldugu takdirde Es. 8 ve Es. 1'deki ifadeler
esittir. Boylelikle Es. 2’deki eniyileme problemini Es. 9°daki
gibi giincellemek miimkiin olur, Es. 9’un ¢dzimii ayni

zamanda Es. 2’nin de ¢oztimiidiir [21].

en kuciik||x||o , 0yle ki w = GFx 9)
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Chen ve Peng’in [31] c¢aligmasinda teorik olarak

1
gosterilmistir ki, G = (FFT)7z olarak tanimli bir G
matrisiyle 6n kosullanmig F matrisinin uyumu salt F
matrisinin uyumundan daha kiigiiktiir.

Geri catim basarim &ngdriilmiis bir F € R™N matrisinin
TDA’s1 Es. 10°da verilmistir.

F=UsyT (10)

TDA’nin tanimi geregi I birim matrisi gostermek iizere,
UUT = Iy ve VVT = Iy, dir [32].

Yine TDA’nin tanimi geregi kare olmayan bir F matrisi i¢in
S matrisi Es. 11°de gosterildigi gibidir.

S =[S, 0],S, € Rmxm (11)

Kare olmayan F matrisi i¢gin V matrisi de Es. 12’de
gosterildigi gibi ifade edilebilir.

V= [V,V,],V, € RN*™ Yy, ¢ RNx(N-m) (12)

Es. 11 ve Es. 12’yi kullanarak Es. 10, Es. 13°de gosterildigi
gibi yeniden diizenlenebilir.

F = US,Vf (13)

Es. 13°deki gosterimi Es. 1’de kullandigimizda, eksik
belirtilmis dogrusal denklem sistemi Es. 14’deki hali alir.

b = US,V{x (14)

Es. 14°deki esitligin her iki tarafim soldan (US;) lile
carptigimizda Es. 15°de gosterilen duruma gelir.

(US,)~'b = VIx (15)

(US;)™'b’yi brpave Vi yi Frpaolarak tammladigimizda Es.
15°deki esitlik Es. 16°daki esitlige doniisiir [23].

brpa = Frpax (16)

Zhang [23], a¢gdzlii algoritmalarla geri ¢atimda Frp,’nin
F'ye gore daha basarili oldugunu deneysel olarak
gostermekle birlikte s6z konusu bulgunun genellemesini
saglayacak bir ispat sunmamaktadir.

Smiflama basarimindan 6diin  vermeden veri setinin
boyutunu  diistirerek  smiflamayr  gerceklestirmek,
siniflamada ortaya ¢ikacak islem yiikiinii azaltmak agisindan
cok etkilidir. Dogrusal ayrisim analizi ve temel bilesen
analizi verinin boyutunu diisiirmek i¢in siklikla kullanilan iki
yaklasim olup her ikisinde de boyut diigiimii i¢in Oncelikle
eldeki mevcut verinin iglenmesi gerekmektedir, 6te yandan
eger veri seti giincellenecek olursa her iki algoritma i¢in de
s0z konusu veri iglemesinin yinelenmesi gerekmektedir.
SO’niin eldeki veriden bagimsiz boyut diisiimii sagladigini
g6z oOniine aldigimizda, smiflamada kullanilan boyut

diigtimii yontemlerine bir alternatif teskil edebilmesi i¢in,
6l¢iim uzayindaki siniflama hatasinin isaret uzayinda yapilan
siniflamadaki hata miktarina nazaran, kabul edilebilir
miktarda olmasi yeterlidir. Calderbank’in [6] ¢aligmasinda
gosterilmistir ki, isaret uzayinin boyutu N ¢ok biiylik oldugu
takdirde, SO kullanarak boyutta gerceklestirilecek
O(k.logN) kadarlik bir azaltim, simiflayicinin basarimina
sadece O(\/E) kadar hata eklemektedir. Yine ayni ¢caligmaya
gore SS’de isaretleri geri catmayi degil de smiflamayi
amagladigimizdan Es 4’te yer alan FD carpimini, hatta D
matrisini bilmemize gerek olmadan F matrisiyle Olgim
yapilabilmektedir.

3. TDA-OK’NIN TEORIK ISPATI VE
DESTEKLEYICi BENZETIMLER

(THEORETICAL PROOF OF SVD-PC AND SUPPORTIVE
SIMULATIONS)

Bu calismada, SO’de aggdzlii algoritmalar kullanilarak geri
catimda Fyp,’nin F’ye gore daha basarili oldugunun teorik
ispat1 i¢in TDA yaklagim bir OK olarak ele alinmakta, daha
once Chen ve Peng’in [31] Gauss ve Bernoulli rasgele
matrisleri i¢in yapmis olduklari ispattan yararlanilarak sz
konusu matris tiplerinde TDA yaklagiminin bagdasmasizlik
derecesini artiracag1 gosterilmektedir.

1

G= (FFT)™z olan bir OK matrisi segildigi takdirde
(GF)(GF)T = Iy bulundugundan, m adet ortonormal satir
iceren GF matrisinin uyumu F matrisinin uyumundan daha
diisiik olabilir [31]. Ispata gecmeden once Es. 13’deki
gosterime dair iki hususun belirtilmesi gerekir; ilki S; =
kosegen {s; =s, = ... = s, = 0} oldugu, ikincisi de V;
matrisinin k. satirmin V]({l) olarak gosterilecegidir, bu
baglamda Es. 13°deki gosterimi gz oniine aldigimizda F
matrisinin k. siitunu ay Es. 17’deki gibi bulunabilir.

ay = US;vVT (17)

Olgiim matrisi boyut 6zelliklerinde ve gosterilmis pozitif
sinirli tekil degerlere sahip Gauss ve Bernoulli matrisleri i¢in
Es. 18 - Es. 22’de tanimli 04, O, ve O3 olaylar: gbz 6niine
alindiginda, ayr1 ayr1t O, ve Ojolaylarinin O,ile birlikte
gerceklesme olasiliklart kargilagtirilarak (Of 1 olaymimn
tiimleyenini belirtir) OK’nm uyumu diisiiriicii etkisi ortaya
konabilir.

0, = {(1-0lvliZ < IFvliZ < A +DlIvll3,3t€ 0,1} (18)

0, = {u(F) <ee € (0,1)} (19)
0; = {u(GF) < e,e € (0,1)} (20)
P{0, N 0,} = P{0,} — P{0; N 0%} 1)
P{0, N 0,} = P{0,} — P{0; N 0%} (22)

ay ve a; F matrisinin farkl iki stitunu olmak tizere [{ay, a;)|
Es. 23°de gosterildigi gibi bulunur [31]. Es 3’deki u(F)
tanmmmni  géz  Oniine  aldigimizda,  [(ay, a;)|g« nin
belirlenecek {ist sinir1 u(F)’nin de iist sinir1 olacaktir.
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I(ak: 31)|k¢1 — |(U51V1((1)T) (USl (1)T)| _ | (1)S 2 (1)T|
(23)

Benzer sekilde GF matrisinin uyumunun {ist simirini

incelemek i¢in birbirinden farkli k ve 1 siitunlari igin
[{Gay,Gap)| ,

nin  hesaplanmasindan yola ¢ikabiliriz; GF
IGakll21Gay 2
matrisinin k. siitunu Gak=Uv}((1)T’dir, [(Gay, Ga;)| Es.
24’deki gibi elde edilebilir, buradan yola c¢ikarak da
[{Gay,Gay)| , T TIO i
TGanll, 1Ganlls Es. 25°de gosterildigi gibi tanimlanabilir.

T

l(Gay, Ga)| = |(UV(1)T) (U (1)T)| — |Vl((1)UTUV1(1)T| (24)
|Vl(<1)UTUVl(1)T| |V(1) T |( (1)T (1)T)|

KGaGapl i Tv0D|

GGz — W[ v, = "6F

(25)

Ust simirlarin tanimlamasi i¢in Wielandt esitsizliginden [33]
tiretilmis  sonuglardan  yararlanacagiz. Yang [34]
calismasinda Wielandt esitsizligini reel ve simetrik
matrislere genisletmis olup, s6z konusu ¢alismada yer alan
Teorem 3.1’de sunulmus esitsizligi Es. 18’de gosterilmis
olan |(ay, aj)|x«] lizerinde uyguladigimiz takdirde Es. 26’da
gosterilmis esitsizlik elde edilir.

K+cosf

(1)S 2 (1)T| < f
1+K cos

[{ak, a)) |1 = |V (26)
Es. 26’da yer alan cosf = |(v1((1)T, vl(l)T)|/(||v]((1) ||2 ||V1(1) ||2)
ve K= (d(Slz) - 1)/(d(512) + 1) olup pozitif taniml
Hermityen S;*matrisi i¢in durum numarasi d(Slz) =
s?/s2 dir. Bubilgilerle Es. 26°daki esitsizligi giincelleyecek
olursak Es. 27 elde edilir.

(WT _ (VT
S _51 Sm |<Vk V] )| 27
SFrsh T OO, @7

|<ak’ al)lkil < (Sv)(l + Sv)_l £Zu

Lin ve Sinnamon’un [35] ¢aligmasinda yer alan Wielandt
esitsizligine dayali Teorem 3.2’ye gore ugp < ug’dir. (Es.
28, Es. 29)

P{O; N 05} < n(n — 1)P{e < up} £ pg (28)
P{O; N 05} < n(n — 1)P{e < ugp} £ pgr (29)
ugr < up oldugundan P{m(GF) <e} olasiigi i¢in

P{m(F) < e} olasiligindan (e € (0,1)) daha iyi bir alt sinir
tanimlayabildigimiz i¢in, OK uygulanms matrisin uyumu
uygulanmamigs matrisin uyumundan daha disiiktir.
Elimizdeki mevcut bu ispatt TDA yaklasimi 6zelinde
kullanmak i¢in F matrisinden Fyp, matrisini elde etmemizi
saglayan (US;)~! matrisini Es. 8’de G ile gosterdigimiz OK
matrisi olarak tanimlamamiz yeterli olur, bdylelikle
(GF)(GH)T =1 mimkin kilinmaktadir. S6z konusu
yaklagim literatiirde bir ilk olarak TDA igin bizim
calismamizda sergilenmis olup, TDA igin elde edilmis
deneysel bulgularin daha once tanimlanmanmus analitik
temelini olusturmaktadir.

TDA-OK’nin ispata uygun davranis gosterdigini belirlemek
icin Gauss dagilimli matrisler iizerinde MC benzetimiyle
uyum degeri Olglimii  yapilmistir.  Gergeklestirilen
benzetimde 400 boyutlu giris uzay1 i¢in incelenen her bir
m/N oraninda (%25, %50 ve %75 olmak iizere) 10.000 adet
Gauss dagilimli matris iretilip, bu matrislerin TDA-OK ile
on kosullanmis ve 6n kosullanmamis uyum degerleri
belirlenmistir. Elde edilen sonuglarin grafikleri o6lgiilen
uyumun medyan degeri dogrusal gosterilmis olarak en biiyiik
ve en kiigiik uyum deger bandinda asagida sunulmaktadir
(Sekil 1).

—¢ TDA-OK Yok
—8— TDA-OK

Uyum
=
Ll

75%

50% 25%

m/N, N = 400

Sekil 1. TDA-OK Yok (-x-) ve TDA-OK durumlarinda (-e-) N=400 olmak iizere %75, %50 ve %25 m/N oranlari i¢in

Gauss dagilimli matrislerin uyum degisimi (Coherence variation of the Gaussian distribution matrices for the m/N ratios of 75%, 50% and
25% with N=400 in cases of No SVD-PC (-x-) and SVD-PC (-e-))
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Grafiklerden goriildiigii gibi m/N oran1 ile TDA-OK
uygulanmamis matrislerin uyum degerleri arasinda negatif
bir korelasyon mevcuttur, boyut sayisindaki azalmaya ters
orantili olarak artan uyum degeri Es. 7°deki bagintidan da
goriilecegi gibi k-seyreklik iist sinirin1 asagtya cekmektedir,
TDA-OK uygulandiginda uyum degeri dolayisiyla da k-
seyreklik iist sinir1 yaklasik olarak ayni kalabilmektedir.

TDA-OK’nin etkisini incelemek igin izledigimiz bir diger
yaklasim da TDA-OK etkisiyle KEOO (izometri sabiti)
degerindeki degisimin gdzlenmesidir. Bunun i¢in Pope’nin
[29] calismasinda yer alan MC benzetimi temel alinarak,
TDA-OK uygulanmis ve uygulanmamis matrislerin KEOO
degerleri hesaplanmis olup, Sekil 2’de KEOO medyan
degeri dogrusal olarak en kiigiik ve en biiyiikk KEOO deger
bandinda sunulmaktadir. Benzetimlerde N=400, m=200
secilmis olup, 10 farkli seyreklik degerinin her biri i¢in 100
matris Uretilerek bu matrisler {izerinde 10.000 defa siitun
permiitasyonu yapilmustir. Sekil 2°den goriilecegi gibi TDA-
OK uygulanmanus matrislerde KEOO degeri artan
seyreklikle birlikte neredeyse dogrusal artmakla olup TDA-
OK uygulanns matrislerde s6z konusu degisim gittikce
azalan miktarlarda gerceklesmektedir. Ayni seyreklik
degerlerinde TDA-OK uygulandiginda KEOO’de iyilesme
gozlenmektedir, bu Zhang’in [23] ¢aligmasindaki deneysel
bulgulari da destekler niteliktedir.

4. TDA-OK’NIN SS’YE ETKIiSiNiN INCELENMESI:
UYGULAMA VE SONUCLAR

(lNVESTlGATlON OF THE EFFECT OF SVD-PC ON CC:
APPLICATION AND RESULTS)

TDA-OK’nin meveutta aggdzlii algoritmalarin geri ¢atma
bagsarimina katkisinin teorik gosterimi ve bunu destekler
nitelikteki iki farkli benzetimin sonuglar bir dnceki bolimde
sunulmustu. Bu bélimde TDA-OK yaklasimmin, SO’niin
geri ¢catimi1 amaglamayan bir uygulamasi olan SS {izerindeki
etkisi, En Yakin K Komsu (EYKK), Rassal Orman (RO) ve
Destek Vektér Makineleri (DVM) olmak iizere {i¢ farkli

smiflayict kullanilarak, iki farkli veri seti (MNIST ve
WARD) iizerinde deneysel olarak incelenmektedir.
Denemeler i¢in yazilim gelistirmede Python dili kullanilmig
ve siniflayicilar i¢in Scikit-Learn makine 6grenmesi yazilim
kiitiiphanesinden [36] yararlanilmigtir.

Uygulama i¢in segilen smiflayicilar; istatistiksel Oriintii
tanima, veri madenciligi, el yazis1 ve yiiz tanima, goriintii
isleme vb. gibi hemen her tiirlii alanda tanima ve siniflama
calismalarinda siklikla kullanilmaktadirlar. EYKK, mevcut
tim girdileri (Ornekleri) benzerlik odlgiitlerine  gore
siiflandiran  6rnek tabanli basit bir yontemdir [37].
Siniflandirilmas:1  gereken yeni girdileri en yakimn
komsularinin ait oldugu smnifa atayarak simiflama yapar.
Dolayisiyla  egitilme asamasindaki girdi  sayisinin
artmasinin, siniflama hatasin1 azaltmada olumlu etkileri
vardir. Smiflama dogrulugu biiyik olgiide K (en yakin
komsu sayis1) degerine ve en yakin mesafeyi bulmak i¢in
kullanilan mesafe 6l¢iitiiniin tiiriine baglidir. RO, ¢ok sayida
karar agaci olusturarak, elde edilen sonuglarin birlikte
degerlendirildigi topluluk 6grenmesi saglayan bir yontemdir
[38]. Kullanilan karar agaci modellerinden her biri, ana girdi
kiimesinden rastgele olarak secilen alt girdi kiimeleri
lizerinde c¢alisir ve bu nedenle modeller arasindaki
korelasyon azdir. Her bir modelden elde edilen sonuglarin
korelasyonunun az olmasi, tiim sonuglara goére verilecek
kararin daha dogru olmasini saglar. Bagka bir tabirle kii¢iik
modeller birlestirilerek daha giiclii bir karar verme modeli
olusturulmusg olur. Boylece asir1 6grenme ve aykiri deger
problemleri azalir. Genellestirilmis dogrusal siniflayicilar
ailesinin bir liyesi olan DVM ise temelleri Vapnik [39]
tarafindan gelistirilen ve zamanla arttirilan deneysel
performansi ile popiilerlik kazanmis olan denetimli bir
O0grenme  yoOntemidir. DVM, istatistiksel &grenme
kuramindan tiiretilen bilgiyle ve eniyileme saglayan bir
o0grenme algoritmasi ile yiiksek boyutlu 6zellik uzayini ve
dogrusal fonksiyonlar1 kullanarak egitilen bir sistemdir.
Diisiik girdi sayilarinda bile iyi performans saglar.

2254
= TDA-OK Yok

2.00 1 —@— TDA-OK

1:75:7

1.50 4

izometri Sabiti

T T T T

T
60 70 80 90 100

Seyreklik

Sekil 2. Gauss dagilimli matrisler i¢in TDA-OK uygulanmis (-e-) ve uygulanmamus (-x-) durumlarda KEOO degerinin
degisimi (Change of RIC-restricted isometry constant value for Gaussian distributed matrices in cases of SVD-PC (-e-) or No SVD-PC (-x-))
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4.1. MNIST Veri Seti Uzerindeki SS Uygulamasinda TDA-

OK’nin Etkisi
(Effect of SVD-PC on CC Application over MNIST Data Set)

MNIST [40], elle yazilmis rakam imgelerini icermekte olup
egitim kiimesinde 60.000, test kiimesinde de 10.000 6rnek
mevcuttur. NIST'in {iretmis oldugu siyah-beyaz imgeler
orantilar1 korunarak 20x20 piksel boyutuna normalize
edilmistir. Normalizasyonda kullanilmig anti-aliasing
yontemi  neticesinde imgeler oOnce gri  skalasina
doniigtliriilmiis, daha sonra piksellerin kiitle merkezlerine
uygun sekilde 28x28 piksellik 6lgege tasinmistir. MNIST
veri seti lizerinde kullanilan {i¢ farkli siiflayici, grid
aragtirma yontemi [41] 5-katli gapraz gecerlilikle birlikte
kullanilarak eniyilenmis ve bu smiflayicilarla farklt
sikistirma oranlarindaki Gauss dagilimli 6l¢lim matrisleri
kullanilarak gergeklestirilen SS uygulamalarinin neticesinde
bulgulanan; kesinlik degerleri Tablo 1°de, hassasiyet
degerleri de Tablo 2’de, parantez icinde SO dl¢iim matrisi
uyum degerleriyle birlikte, yiizde olarak sunulmaktadir. Bu
uygulamada  karsilastirilmak  istenen  TDA-OK’nin
siniflamaya etkisi oldugu i¢in her ii¢ siniflayici Scikit-Learn
yazilim kiitiiphanesindeki genel tanimli &zellikleriyle
kullanilmis ve her siniflayicinin sadece temel bir degiskeni
izerinde grid aragtirma yapilmigtir. En iyi basarimin elde
edildigi degisken degerleri Tablo 3’de sunulmaktadir.

TDA-OK’nin uygulandigi ve uygulanmadigi durumlarda
elde edilen siniflayici basarim degerlerinin (Tablo 1 ve Tablo
2), DD’nin kullanilmadigi durumda elde edilen degerlere
gore degisimleri Sekil 3a ve Sekil 4a’da, TDA-OK

uygulamas1 ile elde edilen basarimlarn TDA-OK’nin
kullanilmadigt duruma gore degisimleri de Sekil 3b ve Sekil
4b’de yer almaktadir.

Tablo 1 ve Tablo 2’den ve bu tablolarda yer alan degerlerin
yiizdelik degisimlerinin yer aldig1 Sekil 3 ve Sekil 4’den
gbzlenecegi gibi; TDA-OK uygulanmadan gerceklestirilen
siniflama uygulamalarinda RO ve EYKK i¢in tiim sikigtirma
oranlarinda elde edilen smiflama basarim degerleri, DD
uygulanmadan elde edilen degerlere gore sikistirma orani
arttik¢a artan bir diisme egilimindedir. TDA-OK uygulamasi
ile basarim degerlerindeki bu diislis miktar1 azalmaktadir.
DVM'de ise benzer durum %75 ve %25 m/N oranlart i¢in
s6z konusudur. TDA-OK uygulanmasi durumunda elde
edilen sonuglar TDA-OK uygulanmadan elde edilenlerle
karsilagtirilacak olursa; RO ve EYKK smiflayicilar igin
TDA-OK’nim SS kesinlik ve hassasiyet degerlerine olumlu
etkisi s6z konusudur. DVM'de ise TDA-OK’nin, %75 ve
%25 m/N oranlarinda siniflayict degerlerine olumlu bir etkisi
goriilmekle birlikte, benzer etki %50 sikigtirma oraninda
elde edilmediginden, bu etkinin kararli oldugu sdylenemez.
Ote yandan tiim SS uygulamalarinda basarim degerleri en
¢ok azalan smiflayict RO iken, EYKK'nin bagarimlarindaki
azalma miktar1 RO'da goriilene kiyasla olduk¢a azdir.
DVMMnin ise tim sikistirma oranlarinda performansini
korudugu sdylenebilir.

MNIST veri seti i¢in basarim sonuglariin elde edildigi hata
matrislerinden, tiim siniflayicilar i¢in, DD uygulanmadan ve
m/N oran1 %50 iken TDA-OK’nin uygulanmis oldugu
durumlara iligkin olanlar Tablo 4 - Tablo 9’da verilmektedir.

Tablo 1. MNIST veri setinde t¢ smiflayict i¢in DD uygulanmadan ve Gauss dagilimli 6l¢liim matrislerinin TDA-OK
olmadan (F) ve TDA-OK uygulandiginda (GF) gozlenen SS kesinlik degerleri (%)

(Observed CC precision values for the three classifiers over the MNIST dataset; without LT and, Gaussian distribution measurement matrices

without SVD-PC (F) and when SVD-PC (GF) was applied (%))

mN %100 %75 %50 %25

DD Yok F(0,2024) GF(0,0705) F(0,2328) GF (0,0849) F(0,3202) GF (0,0741)
RO 97,12 95,10 95,35 94,97 95,25 94,55 94,83
EYKK 97,20 96,99 97,12 96,92 96,99 96,83 97,05
DVM 9837 9834 98,35 98,37 98,34 98,29 98,36

Tablo 2. MNIST veri setinde t¢ siniflayict i¢in DD uygulanmadan ve Gauss dagilimli 8l¢lim matrislerinin TDA-OK
olmadan (F) ve TDA-OK uygulandiginda (GF) gozlenen SS hassasiyet degerleri (%)

(Observed CC sensitivity values for the three classifiers over the MNIST dataset; without LT and, Gaussian distribution measurement matrices

without SVD-PC (F) and when SVD-PC (GF) was applied (%))

m/N %100 %75 %50 %25

DD Yok F(0,2024) GF(0,0705) F(0,2328) GF (0,0849) F(0,3202) GF (0,0741)
RO 97,12 9502 95,32 94,94 95,23 94,52 94,80
EYKK 97,17 96,95 97,09 96,89 96,96 96,79 97,02
DVM 9837 98,34 98,35 98,37 98,34 98,29 98,36

Tablo 3. MNIST veri setinde {i¢ siniflayici igin grid arastirma neticesinde en iyi bagarimin elde edildigi degisken degerleri
(Grid search optimized parameter values of the three classifiers on MNIST dataset)

2004

m/N %100 %75 %350 %25
DD Yok F (0,2024) GF (0,0705) F (0,2328) GF (0,0849) F (0,3202) GF (0,0741)
RO: “n_estimators” 600 1000 600 1000 1000 800 900
EYKK: “n_neighbors” 3 3 3 3 3 3 3
DVM: “C” 10 100 10 10 10 10 10
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Sekil 3. MNIST veri seti igin Tablo 1°de verilen kesinlik degerlerindeki degisimler (%) a) TDA-OK uygulandiginda ve
uygulanmadiginda elde edilen degerlerin, DD uygulanmadig1 durumdaki degerlere gore degisimi b) TDA-OK
uygulandiginda elde edilen degerlerin TDA-OK uygulanmadigi durumdaki degerlere gore degisimi
(Variations in precision values given by Table 1 for the MNIST data set (%) a) Variation of the values obtained when SVD-PC is applied and not

applied, respect to the values in the case when the LT is not used b) Variation of the values obtained when SVD-PC is applied, respect to the values in
the case when SVD-PC is not used)
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Sekil 4. MNIST veri seti igin Tablo 2’de verilen hassasiyet degerlerindeki degisimler (%) a) TDA-OK uygulandiginda ve
uygulanmadiginda elde edilen degerlerin, DD uygulanmadigi durumdaki degerlere gore degisimi b) TDA-OK
uygulandiginda elde edilen degerlerin TDA-OK uygulanmadigi durumdaki degerlere gore degisimi
(Variations in sensitivity values given by Table 2 for the MNIST data set (%) a) Variation of the values obtained when SVD-PC is applied and not

applied, respect to the values in the case when the LT is not used b) Variation of the values obtained when SVD-PC is applied, respect to the values in
the case when SVD-PC is not used)

Tablo 4. DD uygulanmadiginda RO siniflama hata matrisi (RF classification confusion matrix without LT)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0 968 0 6 0 1 3 7 1 3 6
10 1122 0 0 0 0 3 3 0 5
g 21 3 999 11 1 0 0 18 5 2
£ 30 3 5 976 0 10 0 0 8 1
'f, 4 0 0 3 0 958 3 2 0 2 12
g 52 2 0 3 0 861 4 0 5 2
T 64 3 4 0 4 5 939 0 2 1
> 71 0 9 9 0 3 995 4 4
8 4 1 6 8 3 5 3 1 933 5
90 1 0 3 15 2 10 12 96l
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Tablo 5. m/N orani %50 iken TDA-OK uygulandiginda RO siniflama hata matrisi
(RF classification confusion matrix with SVD-PC when the ratio of m/N is 50%)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0960 0 9 0 1 7 9 1 5 6
10 1119 0 0 0 1 3 10 0 6
g 22 2 975 10 3 2 2 24 8 3
= 30 3 8 951 0 22 1 0 21 9
Ei 40 1 6 1 946 3 4 2 7 20
g 56 1 1 12 0 835 3 0 11 6
E 69 5 5 3 10 9 934 0 2 1
- 71 0 12 11 0 2 0 926 7 14
8 2 3 15 16 3 6 2 3 899 6
90 1 1 6 19 5 0 22 14 938

Tablo 6. DD uygulanmadiginda EYKK siiflama hata matrisi (KNN classification confusion matrix without LT)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0974 0 9 0 0 4 4 0 7 3
11 1133 7 1 5 1 3 18 0 4
E 21 2 997 4 0 0 0 4 3 2
< 30 0 2 975 0 12 0 0 13 7
M40 0 0 1 948 2 4 2 5 9
£ 51 0 0 13 0 860 3 0 11 4
§ 6 2 0 1 1 5 5 944 0 3 1
= 71 0 14 7 4 1 0 994 4 8
8 0 0 2 4 1 3 0 0 923 2

90 0 0 4 19 4 0 10 5 969

Tablo 7. m/N oran1 %50 iken TDA-OK uygulandiginda EYKK siniflama hata matrisi
(KNN classification confusion matrix with SVD-PC when the ratio of m/N is 50%)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0 976 0 9 0 0 5 5 0 5 4
11 1132 5 2 5 1 3 19 0 5
E 2 1 1 996 3 0 0 0 6 3 1
= 3 0 1 2970 0 13 0 1 15 7
2400 1 0 194 1 3 1 4 7
E 5 1 0 0 18 0 88 3 0 11 4
= 6 0 0 1 1 5 5 944 0 4 1
S7 1 0 15 7 4 1 0 990 4 11
8 0 0 4 3 0 2 0 0 922 2
9 0 0 0 5. 21 6 0 11 6 967

Tablo 8. DD uygulanmadiginda DVM simiflama hata matrisi (SVM classification confusion matrix without LT)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0973 0 5 0 0 2 5 0 3 1
10 1129 1 0 0 0 2 3 0 3
E 22 2 1014 2 4 0 0 9 2 0
5 30 1 0 996 0 8 0 2 4 7
2 40 0 1 0 %6 1 2 1 3009
£ 52 1 0 2 0 873 3 0 1 3
T 60 0 1 0 2 3 945 0 1 1
ST 1 6 3 o 0 0 1007 2 5
8 2 1 4 4 0 3 1 0 954 0

90 0 0 3 10 2 0 6 4 980

2006
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Tablo 9. m/N oran1 %50 TDA-OK uygulandiginda DVM smiflama hata matrisi
(SVM classification confusion matrix with SVD-PC when the ratio of m/N is 50%)

Karar Verilen Rakam

0 1 2 3 4 5 6 7 8 9
0973 1 3 0 1 2 4 0 3 2
10 1128 1 0 0 0 2 3 0 3

E 21 2 1016 2 3 0 0 7 2 0
5 30 1 0 997 0 7 0 2 5 5
40 0 1 0 %6 1 2 2 2 8
£ 52 1 0 2 0 872 4 0 2 2
T 61 0 2 0 2 4 944 0 1 1
S 71 1 5 3 0 0 0 1004 3 4
82 1 3 4 0 4 2 1 952 2
9 0 0 1 2 10 2 0 9 4 982
4.2. WARD Veri Seti Uzerindeki SS Uygulamasinda TDA- simiflama performanslari DD uygulanmadan alinan

OK’nin Etkisi
(Effect of SVD-PC on CC Application over WARD Data Set)

WARD veri seti [42, 43] 13 farkl1 hareket i¢in, 20 kisiden, 5
ayr1 seansta toplanmug viicut sensor verilerini igermektedir.
Veri toplamada viicudun 5 farkli yerine yerlestirilmis
sensorler kullanilmigtir. Bu ¢alismada egitim igin her bir
hareket dosyasindan 40 6rneklik 10 farkli g¢ergeve rasgele
secilmigtir. Her kullanic1 ayr1 olarak test edilmis, test
edilirken de o kullaniciya ait veriler egitim kiimesinden
cikartilarak egitim gergeklestirilmistir. Test cergeveleri
olusturulurken her hareketin anlik her durumu kendisini
yansitir varsayildig i¢in dosyalarin basindan sonuna birer
ornek atlayarak test ¢erceveleri olusturulmustur. Siniflamada
her sensor verisi iizerinde ayri siniflama yapilip sonuglara
¢okluk oylamasi uygulanarak karar verilmektedir. Bu veri
setinde yer alan sensor verilerinde kullanilan ii¢ farkli
siniflayict i¢in grid aragtirma yontemi [41] 5-kathi ¢apraz
gegerlilikle birlikte kullanilarak elde edilen modellerin
TDA-OK’nin SS’ye etkisini gdsterir bulgular, yiizde olarak,
asagidaki kesinlik (Tablo 10) ve hassasiyet (Tablo 11)
tablolarinda, parantez icinde SO 6lgiim matrisi (Gauss
dagilimli) uyum degerleriyle birlikte sunulmaktadir.

WARD veri seti igin de her ii¢ smiflayict Scikit-Learn
yazilim kiitiiphanesindeki genel tanimli &zellikleriyle
kullanilmis ve yine her smiflayicinin sadece temel bir
degiskeni {izerinde grid arastirma yapilmistir, en 1iyi
basarimin elde edildigi degisken degerlerinin tiim sensorler
iizerinden hesaplanmis ortalama degerleri ve standart
sapmalar1 (parantez iginde sunulmustur) Tablo 12’de
gosterilmektedir.

TDA-OK’nin uygulandigi ve uygulanmadigi durumlarda
elde edilen smiflayict basarim degerlerinin (Tablo 10 ve
Tablo 11), DD’nin uygulanmadigi durumda elde edilen
degerlere gore degisimleri Sekil 5a ve Sekil 6a’da, TDA-OK
uygulamasi ile elde edilen basarimlarm TDA-OK’nin
kullanilmadigi duruma gore degisimleri de Sekil 5b ve Sekil
6b’de verilmektedir.

Tablo 10 ve Tablo 11 ile Sekil 5 ve Sekil 6 incelenecek
olursa, TDA-OK uygulamasi olmaksizin elde edilen

sonuglara gore, yalnizca RO smiflayicist igin sikigtirma
miktar1 arttikca azalmakta olup, diger smniflayicilar icin
benzer bir iliski gézlenmemistir. TDA-OK uygulanmastyla
elde edilen sonuglar TDA-OK *nin kullanilmadig durumdaki
verilerle karsilastirilirsa; RO smiflayici icin TDA-OK’nin
SS kesinlik ve hassasiyet degerlerine olumlu etkisi sz
konusu iken, diger simiflayicilar igin performanslar farkli
stkistirma oranlarinda artis (%50 icin) veya azalig (%25 ve
%75 1i¢in) bi¢iminde elde edilmis oldugundan, kararli
degildir, bu davramsa ¢okluk oylamasi uygulanarak karar
alinmasinin sebep olabilecegi diisiiniilebilir. WARD verisi
icin yapilan SS'de de MNIST wveri seti {izerindeki
uygulamada oldugu gibi SS uygulamalarinda sikigtirma
orani arttik¢a basarim degerleri en ¢ok diisen siniflayici yine
RO’dur. EYKK ve DVM'in SS performans kayiplarinin
tim sikistirma oranlarinda RO’ya gore oldukca diisiik
oldugu goriilmekte olup, smiflama basarimlarinin %75 ve
%350 m/N oranlarinda korunmus oldugu anlasilmaktadir.

Siniflandirma bulgularinin daha iyi anlamlandirilmasi igin
bu veri seti i¢in sensdr bazli K-Ortalama Kiimeleme [44]
basarim analizleri gergeklestirilmis olup, farkli kriterler
acisindan elde edilen sonuglar Tablo 13’de sunulmaktadir.
Tablo 13’de uygulanan metot bazinda kullanilan Gauss
ornekleme matrislerinin uyum degerleri parantez icinde
gosterilmistir. Log-eylemsizlik en yakin dbek merkezlerine
orneklerin uzakliklarinin kareleri toplaminin 10 tabaninda
logaritmas1 alinarak hesaplanmaktadir. Saflik; &beklerin
gercek siniflarindan 6rnek igerme miktarint gosterir, 0 ile 1
arasinda deger almaktadir, 1 tam saflikta etiketleme
yapildigini gosterir. Biitiinliik; aynt smiflarin ayni dbekte
bulunma miktarini1 gosterir, 0 ile 1 arasinda deger almaktadir,
1 tam bitiinliklii etiketleme yapildigim1 gosterir. Siluet
degeri her ornek icin ayr1 ayr1 hesaplanan Ornek siluet
degerlerinin aritmetik ortalamasidir, 6rnek siluet (s) degeri
hesab1 Es. 30°da verildigi gibi yapilir, burada a, 6rnek ile
ayni smiftaki diger tiim oOrnekler arasindaki ortalama
mesafeyi, b ise ornek ile en yakin kiimedeki diger tiim
ornekler arasindaki ortalama mesafeyi gostermektedir.

s =) (30)

max(a,b)
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Tablo 10. WARD veri setinde ii¢ siniflayici igin DD uygulanmadan ve Gauss dagilimli 6lgiim matrislerinin TDA-OK
olmadan (F) ve TDA-OK (GF) uygulandiginda gozlenen SS kesinlik degerleri (%)

(Observed CC precision values for the three classifiers over the WARD dataset; without LT and, Gaussian distribution measurement matrices
without SVD-PC (F) and when SVD-PC (GF) was applied (%))

m/N %100 %75 %50 %25

DD Yok F (0,3288) GF (0,1388) F (0,3763) GF (0,1483) F (0,5443) GF (0,1255)
RO 90,55 88726 88,89 87,89 88,48 87,00 87,23
EYKK 85,79 85,75 85,52 85,68 85,75 85,18 84,69
DVM 90,05 90,29 90,10 89,91 90,01 89,18 88,70

Tablo 11. WARD veri setinde ii¢ siniflayict igin DD uygulanmaksizin ve Gauss dagiliml1 6lgiim matrislerinin TDA-OK
olmadan (F) ve TDA-OK (GF) uygulandiginda gozlenen SS hassasiyet degerleri

(Observed CC sensitivity values for the three classifiers over the MNIST dataset; without LT and, Gaussian distribution measurement matrices
without SVD-PC (F) and when SVD-PC (GF) was applied (%))

m/N %100 %75 %50 %25

DD Yok F(0,3288) GF (0,1388) F (0,3763) GF (0,1483) F (0,5443) GF (0,1255)
RO 9023 87,76 88,43 87,39 87,93 86,43 86,61
EYKK 83,77 8391 83,72 83,90 84,07 83,48 83,20
DVM 8935 89,68 89,42 89,31 89,37 88,53 88,02

Tablo 12. WARD veri setinde ii¢ siniflayici i¢in grid aragtirma neticesinde en iyi basarimin elde edildigi

degisken degerleri
(Grid search optimized parameter values of the three classifiers on WARD dataset)
m/N %100 %75 %50 %25

DD Yok F (0,2024) GF (0,0705) F (0,2328) GF (0,0849) F (0,3202) GF (0,0741)

904,00 884,00 944,00 896,00 912,00 920,00 884,00
(256,09) (242,78) (232,52)  (243,28) (222,39)  (214,48) (267.85)

RO: “n_estimators”

w . ,» 3,00 3,00 3,02 3,08 3,02 3,10 3,16
EYKK:"n neighbors™ ((34) (0,000 (0,02 (039 (0,02  (044)  (0.54)
108,10 100,90 90,10 91,90 131,50 109,00 192,70

DVM: =€ (209,18) (188,57) (169,90)  (165,51) (241,96)  (186,41) (314,47)

RO RO RO EYKKEYKKEYKK DVM DVM DVM

%75 %50 %25 %75 %50 %25 %75 %50 %25 0.6
s -
; 0 et o2 m L’ é 0‘35
. LI% 2 01
5! )
=] M %
2 = -0,15
g -3 =
v & -0.4
-5
- I . - 5
BOK YOK @TDA-OK 0.63
(a) (b)

Sekil 5. WARD veri seti i¢in Tablo 3’de verilen kesinlik degerlerindeki degisimler (%) a) TDA-OK uygulandiginda ve
uygulanmadiginda elde edilen degerlerin, DD uygulanmadig1 durumdaki degerlere gére degisimi b) TDA-OK

uygulandiginda elde edilen degerlerin TDA-OK uygulanmadigi durumdaki degerlere gore degisimi
(Variations in precision values given by Table 3 for the WARD data set (%) a) Variation of the values obtained when SVD-PC is applied and not
applied, respect to the values in the case when the LT is not used b) Variation of the values obtained when SVD-PC is applied, respect
to the values in the case when SVD-PC is not used)
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Sekil 6. WARD veri seti i¢in Tablo 4’de verilen hassasiyet degerlerindeki degisimler (%) a) TDA-OK uygulandiginda ve
uygulanmadiginda elde edilen degerlerin, DD uygulanmadigi durumdaki degerlere gore degisimi b) TDA-OK

uygulandiginda elde edilen degerlerin TDA-OK uygulanmadig durumdaki degerlere gore degisimi
(Variations in sensitivity values given by Table 4 for the WARD data set (%) a) Variation of the values obtained when SVD-PC is applied and not
applied, respect to the values in the case when the LT is not used b) Variation of the values obtained when SVD-PC is applied, respect to the

values in the case when SVD-PC is not used)

Tablo 13. WARD veri seti igin sensor bazli K-ortalama kiimeleme basarim analizleri
(Sensor based K-mean clustering performance analysis for WARD data set)

m/N Metod Log-eylemsizlik Saflik Biitiinliik Siluet
100% DD Yok 11,2876 0,2888  0,3500 0,1362
75% OK Yok (0,3288) 11,2876 0,3004  0,3552 0,1328
TDA-OK (0,1388) 11,1577 0,2984  0,3558 0,1336
50% OK Yok (0,3763) 11,2882 0,2966  0,3530 0,1338
TDA-OK (0,1483) 10,9885 0,3054  0,3670 0,1300
5% OK Yok (0,5443) 11,2885 0,2790  0,3412 0,1530
TDA-OK (0,1255) 10,6794 0,2848  0,3394 0,1422

Artan sikistirma oranlarinda TDA-OK uygulandigi durumda
veri bulutundaki orneklerin  birbirine yakinlastiklar
hesaplanmig Log-eylemsizlik degerlerinden goriilmektedir.
TDA-OK’nmn saflik, biitiinlik ve siluet iizerindeki etkisi
farkli sikistirma oranlarinda farkli sekillerde elde edilmis
olup kararli degildir.

5. SONUCLAR (CONCLUSIONS

Bu c¢alismada oncelikle SO’de 6l¢iim matrisinin TDA ile
tiiretildigi yaklasimin bir OK oldugu gosterilerek soz konusu
yaklasim TDA-OK olarak tammlanms ve TDA-OK’nin
literatiirde mevcut olmayan teorik temeli olusturulmustur.
Teorik bulgularin, bu ¢alismada gergeklestirmis oldugumuz
ve yine daha énce TDA-OK i¢in yapilmamis olan uyum ve
KEOO MC benzetimleri sonuglariyla ortiisiiyor olmas: da
teori ve benzetim ag¢isindan birbirini dogrular niteliktedir.
Gergeklestirilen MC benzetimleri gostermektedir ki TDA-
OK 6rnekleme matrisinin uyumunu azaltip, benzersiz geri
catim i¢in seyreklik {ist sinirin1 yukartya ¢ekmektedir.

SO’de kullanilan aggézlii algoritmalarin  basarimlarint
iyilestirecegini teorik olarak gdstermis oldugumuz TDA-
OK’nin SS iizerindeki etkisinin incelenmesi caligmamizin
icermekte oldugu diger bir Ozgilinliktiir, O6l¢iimlenecek

isaretlerin siniflama basarimlarinin iyi ya da kotii yonde
degisecegine dair bir ¢aligma literatiirde bulunmamaktadir.
Bu nedenle yapmis oldugumuz ¢alismada MNIST ve WARD
veri setlerinde farkli siniflayicilar (RO, EYKK ve DVM)
kullanilarak gergeklestirilen benzetimlerle, isaretlerin TDA-
OK neticesinde smiflama basarimlarmmn  degisimleri
incelenmistir. TDA-OK, SO’deki geri c¢atima olumlu
etkisinin yaninda SS’de; MNIST veri setinde RO ve EYKK
smiflayicilarryla, WARD veri setindeyse RO simniflayicisi
icin tiim sikigtirma oranlarinda gézlenen kararli bir etkiye
sahiptir. Her iki veri setinde bunlarin disindaki diger
smiflayici/smiflayicilar igin TDA-OK'nin etkisinin, tim
sikistirma oranlarinda olumlu ya da olumsuz yonde bir
kararliliga sahip oldugu gozlemlenmemistir. Bu bulgu
dogrultusunda TDA-OK uygulanmis veri iizerinde SS
gerceklestirilirken, basarimin, TDA-OK uygulanmanus veri
icin elde edilecek siniflama basarimina gore, tiim sikistirma
oranlar1 i¢in hep ayni1 yonde etkilenmedigi, siniflayiciya ve
veri setine gore degisiklik gosterebildigi sonucuna
ulagilmistir. Bu durumun TDA-OK kullanimimi igeren SS
uygulamalarinda 6ngériilmesi yararli olacaktir. Izleyen
calismalarda, TDA-OK’nin SS’ye etkisinin teorik
temellendirilmesi yapilarak s6z konusu etkinin smirlart ve
olumlu ya da olumsuz oldugu sartlarin belirlenmesi iizerinde
durulabilir.
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