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Öz 

MakXne öğrenmesX yöntemlerXnde tahmXn aşamasının başarısı XçXn kullanılan eğXtXm verX setX kümesX oldukça önemlXdXr. Doğal dXl 
Xşlemede en çok karşılaşılan problemlerden bXrXsX yeterlX verX bulunamaması veya bulunan verXlerXn etXketsXz olmasıdır. ÖzellXkle 
sınıflandırma problemlerXnde belXrlX bXr sınıftakX verXnXn azlığı sınıflandırmanın başarısını düşürmektedXr. Bu çalışmada verX kümesXnde 
bulunan eksXk sınıfa aXt metXnlerXn arttırılması amacı Xle üretken rakXp ağlar yöntemX kullanılmıştır. Haber metXnlerX üzerXnde verX 
çoğalma XşlemX gerçekleştXrXlmXştXr. Elde edXlen sonuçlar n-gram, destek vektör makXnesX, TF-IDF ve lojXstXk regresyon gXbX makXne 
öğrenmesX teknXklerXyle bXrlXkte kullanılarak performansları değerlendXrXlmXştXr. Sonuçlara göre üretken rakXp ağların Türkçe metXn 
üretXmX XçXn kullanılması sınıflandırma başarısını yaklaşık % 47 oranında arttırmıştır. 

Anahtar Kel8meler: Doğal dXl Xşleme, Üretken rakXp ağlar, MetXn üretXmX, Sınıflandırma. 

Turk*sh Text Generat*on w*th Generat*ve Adversar*al Network 

Abstract 

The training data set used for the success of the training phase in machine learning methods is very important. One of the most common 
problems in natural language processing is the lack of sufficient data or the unlabeled data. Especially in classification problems, the 
scarcity of data in a certain class reduces the success of the classification. In this study, generative adversarial network method was used 
in order to increase the texts belonging to the missing class in the data set. Data augmentation is performed on news texts. The results 
obtained were evaluated together with machine learning techniques such as n-grams, support vector machine, TF-IDF and logistic 
regression. According to the results, the use of generative adversarial network for Turkish text generation increased the classification 
success by approximately % 47. 
 
Keywords: Natural language processXng, GeneratXve adversarXal networks, Text generatXon, ClassXfXcatXon. 
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1. G%r%ş 
MakXne öğrenmesX, bXlgXsayarın tecrübelerden çıkarım 

yapabXlmesX XçXn kullanılan yapay zekâ yöntemXdXr (MXchXe ve 
ark., 1994). MakXne öğrenmesX, danışmanlı, danışmansız veya 
pekXştXrmelX öğrenme olmak üzere olarak üç kategorXye 
ayrılmaktadır (Ayon, 2016). Danışmanlı öğrenmede kullanılacak 
modelXn eğXtXmX XçXn etXketlX verXlere XhtXyaç duyulmaktadır 
(XXaojXn, 2005). EtXketlX verXnXn boyutu modelXn tahmXn başarısını 
doğrudan etkXlemektedXr. VerXlerXn etXketlenmesX konuyla XlgXlX 
uzman bXr kXşX tarafından yapılmalıdır. EtXketlX verXnXn sayısı da 
modelXn performansını etkXlese de etXketlX verX bulunması 
özellXkle doğal dXl Xşleme alanında oldukça zordur (Jun ve ark., 
2008). Çünkü verXlerXn etXketlenmesX uzun süre alan malXyetlX bXr 
XşlemdXr. EtXketleme XşlemXnX yapan kXşXnXn uzmanlığı gereklXdXr. 
EtXketleme sırasındakX Xnsan hataları modelXn başarısını 
etkXlemektedXr. Bazı verXlerde gXzlXlXk gerekebXlXr bu gXbX 
durumlarda etXketleme yapılamamaktadır. 

Üretken RakXp Ağlar (ÜRA) 2014 yılında Ian Goodfellow vd. 
tarafından önerXlmXş bXr makXne öğrenmesX yöntemXdXr 
(Goodfellow ve ark., 2014). Bu yöntem, XkX sXnXr ağının bXrlXkte 
çalışmasıyla meydana gelmektedXr. BXr ağ üretXm Xle sorumlu Xken 
dXğer ağ ayırt edXcX olarak çalışmaktadır. BXr dengede çalışan bu 
XkX ağ eğXtXlmesX sonrasında eğXtXm setXnden farklı özgün yenX 
resXmler, sesler üretXlebXlXr. Ne kadar dengelX bXr sXstem kurulursa 
gerçeğe o kadar yakın sonuçlar elde edXlXr. 

Oldukça yenX bXr yöntem olmasına karşın üretken rakXp ağlar 
üzerXndekX çalışmaların sayısı hızla artmaktadır. Yapılan 
çalışmalarda gerçeğe çok yakın görüntüler üretXlmXştXr (Zhang ve 
ark., 2019). BuradakX başarıdan yola çıkarak, üretken rakXp ağlar 
Xle kurabXlecek bXr modelXn metXn üretXmX gXbX bXr doğal dXl Xşleme 
uygulamasında kullanılabXleceğX akla gelmektedXr. Türkçe metXn 
üretXmlerXnde daha çok Tekrarlayan SXnXr Ağı (TSA) ve Uzun Kısa 
SürelX Bellek (UKSB) kullanılmaktadır. Bu yöntem Xle üretXlen 
metXnlerXn anlam yapısı bakımından başarısı yüksek değXldXr 
(Santhanam, 2018). 

MetnXn ayrık ve soyut doğası gereğX üretken rakXp ağlar Xle 
metXn üretXmX aşamasında bazı problemler Xle karşılaşılmaktadır. 
Burada akla gelen Xlk çözümlerden bXrX pekXştXrmelX öğrenme 
uygulamaktır (Wang ve ark., 2019). 

Tong Che vd. tarafından 2017 yılında yayınlanan 
makalesXnde üretken rakXp ağlardakX kararsızlığı yok etmek XçXn 
maksXmum olabXlXrlXğX arttırılmış üretken rakXp ağları (MalXGAN) 
önermXştXr (Che ve ark., 2017). Bu yöntemde hedefX optXmXze 
etmektense ayırıcı sonuçları kullanılarak yenX bXr hedef üretXlXr. 
JXaxXan Guo vd. yXne 2017 yılında LeakGAN Xle sızan bXlgXlerle 
uzun metXn üretXmX modelXnX yayınlamıştır (Guo ve ark., 2017).  
Bu modelde ayırıcı üretXcXye daha fazla bXlgX yönlendXrmesXne XzXn 
verXlerek daha başarılı ve anlamını kaybetmeyen uzun metXnler 
üretXlebXleceğX ortaya koyulmuştur. SeqGAN eğXm tedbXrlX bXr sıra 
oluşturucudur.  Lantao Yu vd. tarafından 2017 yılında yayınlanan 
makalesXnde üretken rakXp ağın eğXtXmXnde pekXştXrmelX öğrenme 
uygulamıştır (Yu ve ark., 2017). ÜretXcXnXn sınıflandırma 
problemlerXnX atlayıp dXrek olarak eğXm tedbXrlX bXr şekXlde 
eğXtXmXne devam etmektedXr. KevXn LXn vd. 2017 yılında yaptığı 
çalışmada RankGAN Xle ayırıcıyı sınıflandırmak XçXn eğXtmek 
yerXne sıralama ve bXr referans grubu oluşturacak şekXlde 
değXştXrmXştXr (LXn ve ark., 2017). Daha sonrasında puanlandırma 
sXstemX Xle daha XyX değerlendXrme yaptığını göstermXştXr. WXllXam 
Fedus vd. 2018 yılında kelXmelerXn bXr öncekX kelXmeye göre 

koşullandırılması yerXne maksXmum olasılık yöntemX Xle eğXtXlXr 
(Fedus ve ark., 2018). MaskGAN metodu Xle üretXcX daha kalXtelX 
sonuçlar üretXlebXleceğX gösterXlmXştXr. ÜsttekX yöntemler 
performans olarak başarılı olsalar dahX optXmXzasyon 
aşamalarında zorluk yaşamaktadır. Zhang vd. 2017 yılında yaptığı 
çalışmada TextGAN dXğer modellerXn aksXne pekXştXrmelX 
öğrenme Xçermeden metXn üretXmX yapmıştır (Cao ve ark., 2017). 
Matt Kusner vd. 2016 yılında yayınladığı çalışmasında üretken 
rakXp ağ üzerXnde Gumbel-softmax dağılımı kullanarak 
parametrelerXn farklılaşması engellenmXştXr (Kusner ve ark., 
2016). BöylelXkle eğXtXmXn hızı ve XstXkrarı artmıştır. 

Türkçe üzerXnde doğal dXl Xşleme Xle alakalı bXrçok çalışma 
bulunmaktadır. Bu çalışmalardan sınıflandırma konusunu ele alan 
çalışmalar XncelendXğXnde; 

2019 yılında Tarık Ş. vd. doğal dXl Xşleme alanında 
kullanılmak üzere Türkçe verX setX oluşturma çalışması 
yayınlamıştır (Tarık ve ark., 2019). MetXn B. tarafından yapılan 
çalışmada köşe yazarlarının aXt olduğu yazarın tahmXnX XçXn 
bXgram ve trXgram Xle LZW algorXtmasından yararlanılmıştır 
(MetXn, 2019). 

Üretken rakXp ağlar Xle verX çoğaltmayla XlgXlX çalışmalar 
XncelendXğXnde; 

Antreas AntonXou vd. 2017 yılında yayınladığı çalışmasında 
verX artırmak XçXn üretken rakXp ağ kullanmıştır. Çalışmada 
kullandığı DAGAN Xle sınıflandırmada başarı artışı gözlenmXştXr 
(Antreas ve ark., 2018). GeorgXos Douzas vd. 2018 yılında normal 
dağılımlı olmayan verX setX üzerXnde sınıflandırma problemXnX 
çözmek XçXn üretken rakXp ağ kullanmıştır. Çalışmada kullandığı 
cGAN Xle sınıflandırma başarısını artırmıştır (GeorgXos ve ark., 
2018). 

Bu çalışmada üretken rakXp ağlar kullanılarak normal 
dağılımlı olmayan bXr verX setX üzerXnde eksXk sınıfa yönelXk 
Türkçe metXn üretXmX XşlemX yapılmıştır. 

2. Materyal ve Metot 
2.1. Üretken Rak-p Ağlar 

Üretken rakXp ağlar bXr makXne öğrenmesX yöntemXdXr. İlk 
olarak 2014 yılında Ian Goodfellow vd. tarafından tanıtılmıştır 
(Goodfellow ve ark., 2014). Yapısı XkX sXnXr ağının bXrbXrXne karşı 
çalışacak şekXlde oluşturulmasından meydana gelmektedXr. Bu XkX 
ağ arasında sıfır toplamlı oyun Nash DengesX (MaskXn, 1999) 
vardır. Bunu bXr ağın kazanması XçXn dXğerXnXn kaybetmesX 
gereklXlXğX gXbX düşünülebXlXr. Her XkX ağ aynı anda kazanamaz. Bu 
durumda toplam kazanç ve toplam kayıp toplamı sıfır çıkmalıdır. 
Zero-sum game problemlerX mXn-max teoremX Xle çözülmektedXr 
(GharesXfard ve ark., 2013). 

ModelXn çalışma mantığından bahsetmek gerekXrse, bXr sXnXr 
ağı üretXcX dXğer sXnXr ağı Xse ayırıcı olarak adlandırılmaktadır. BXr 
ön eğXtXmden sonra üretXcX eğXtXm setXnden öğrenmeye başlar ve 
bu öğrendXklerXnden tahmXnlerde bulunur. Ayırıcı Xse bu çıktıları 
eleyerek üretXcXyX XstenXlen gerçeğe yakın çıktılara yönlendXrmeye 
çalışır. Bunu sıcak soğuk oyunu gXbX düşünürsek XstenXlen çıktıdan 
uzaklaşıldığında ayırıcı üretXcXye soğuk şeklXnde gerX bXldXrXmde 
bulunur. Bu durumda üretXcX gerX yayılım kullanarak hatasını 
mXnXmalXze etmeye çalışır ve ağırlıklarını günceller. DXğer 
durumda ayırıcı üretXcXden gelen çıktıların gerçeğe yaklaştığı fark 
eder ve bu durumda sıcak şeklXnde gerX bXldXrXmde bulunur. 
ÜretXcX Xse bu durumda kazancını maksXmXze etmeye çalışarak en 
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XyX sonuçları üretmek XçXn gerX yayılım kullanarak ağırlıklarını 
günceller. 

ÜretXcX gerçeğe yakın sonuçlar üretmeye başladığında ayırıcı 
üretXlenler ve gerçek olanlar arasında ayırım yapmakta zorlanır. 
Bu durumda ayırıcı da kendX ağırlıklarını gerX yayılım algorXtması 
kullanarak günceller. Böylece üretXlenler ve gerçek olanları ayırt 
etmede daha yeteneklX olur. 

 

Şek6l 1. Üretken rak6p ağlar 6ç6n akış d6yagramı. 

 

Üretken rakXp ağların yapısı algorXtma ve akış dXyagramından 
anlaşılabXleceğX gXbX bXr gürültü vektörü Xle başlar. Gürültü Xle 
başlandığında sXstemXn Nash dengesXne gelmesX uzun 
sürebXldXğXnden verX setXnXn bXr kısmından ön eğXtXm yapılabXlXr. 
Bu hem öğrenme süresXnX hızlandırır hem de sXstemXn 
kararlılığının arttırır. Bu Xşlemden sonra küçük gruplar halXnde 
çıktılar alınır ve ayırıcıya gönderXlXr. İkX sXnXr ağının ağırlıkları 
gerX yayılım Xle güncellenXr. Daha sonrasında sonuç olarak 
sXstemXn Nash dengesXne ulaşması ve en gerçeğe yakın çıktılar 
üretmesX hedeflenXr. Akış dXyagramı ŞekXl 1’dekX gXbXdXr. 

2.2. Uygulama 
Bu çalışmada üretken rakXp ağlar kullanılarak kendXsXne 

verXlen haber metXnlerXnden yenX Türkçe metXnler üretmek 
amaçlanmıştır. Kullanılan verX setX 2017’nXn sonbaharında 
Xnternet üzerXndekX Türkçe haber sXtelerXnden toplanmış olup bu 
verX setX 3058 haber ve 832 bXn 302 kelXmeden oluşmaktadır. VerX 
setXnden bXr kesXt Tablo 1’de verXlmXştXr. Bu haberler XkX 
kategorXye ayırılmıştır. Bu kategorXler anlamına göre olumlu 
haberler ve olumsuz haberler şeklXndedXr. Bu kategorXleme 
sonucunda 2 bXn 949 olumlu habere karşılık 109 olumsuz haber 
bulunmaktadır. TahmXn edXleceğX üzerXne verX setX üzerXndekX bu 
eşXt olmayan dağılım sınıflandırmayı negatXf olarak 
etkXlemektedXr. 

 

Tablo 1. Haber met6nler6n6n ve sınıflandırma sonuçlarının 
bulunduğu ver6 set6nden b6r kes6t. 

No Sınıf Ver8 

61 Olumlu 

Başkan'dan yenX yıl zXyaretlerX BeledXye 
Başkanı XlçedekX bankaların yönetXcXlerXne 
yenX yıl zXyaretXnde bulundu. Başkan yenX 
yıl zXyaretlerX kapsamında İlçede faalXyet 
gösteren Işbank Müdürü, GarantX Bankası 
Müdürü, Vakıfbank Müdürü ve TEB 
Bankası Müdürünü zXyaret ederek 201 8 
yılını başarı dostluk ve mutluluk XçerXsXnde 
geçmesXnX dXledX  

62 Olumsuz 

Tünelden geçmedXk çünkü... TRAFİK 
KİLİT AMA AVRASYA YİNE BOŞ M 
Avrasya TXXnclX'nden geçXşlerXn beklenenXn 
altında kalması İstanbul dünya trafXk 
yoğunluğunda Xlk 10'da yer almasına 
rağmen sürücüler neden tünelX tercXh 
etmedX?' sorusunu gündeme getXrdX. Gözler, 
tek yönde 16 TL'lXk geçXş ücretXne çevrXldX. 
TüneldekX XkXncX krXzX vatandaş şXkayetlerX 
ortaya koydu: M OGS'de para olmasına 
rağmen ceza yazıldı. M 'Plakaya aXt ceza 
yoktur' yazısından üç gün sonra XkX geçXş 
XçXn 10 kat ceza kesXldX. S/5 

63 Olumlu 

En çok dolar konuşuldu ama zXrve borsanın 
Dünya ekonomXsXndekX toparlanma, 
2018'de şXrket karlarına, dolayısıyla borsa 
ve emtXalara yarayacak 

PXyasalar, oynaklığın yüksek, sürprXzlerXn 
bol olduğu bXr yılı daha gerXde bıraktı. Dolar 
çok konuşuldu ama 115 bXn 840 puanla tüm 
zamanların en yüksek sevXyesXne çıkan 
Borsa EndeksX, yıllık yüzde47.6 Xle 
2017'nXn getXrX şampXyonu oldu. EurodakX 
yükselXş yüzde 22.1 olurken dolardakX artış 
yüzde 7.5'te kaldı. CumhurXyet altınındakX 
prXm yüzde 20.9 olarak gerçekleştX. Yılın 
başında 1.000 TL'sX olan XçXn mevduatın 
getXrXsX 106 TL, tahvXlXn getXrXsX Xse 123 TL 
olarak hesaplandı. Küresel ekonomXnXn 

 

Üretken rakXp ağlar Xle metXn üretXmX yapmak XçXn bXrçok 
farklı metot kullanılabXlXr. Bu yöntemlerXn uygulanan problem ve 
XstenXlen sonuca göre başarı oranları değXşmektedXr. Bu çalışmada 
sınıflandırma başarısını arttırmak ve test etmek XçXn aşağıdakX 
metotlar kullanılmıştır. 

Tensorflow kurulan yapay sXnXr ağının anlaşılırlığını 
arttırarak tur sonrasında sonuçları Xncelemeye yardımcı olan basXt 
bXr matematXk kütüphanesXdXr (URL-1, 2020). Bu çalışmada 
üretken rakXp ağların kurulmasında Keras API kXtaplıkları 
kullanılmıştır. Ayrıca büyük verX setlerXnXn eğXtXmX uzun süre 
almaktadır. Keras GPU desteklX çalışmasından dolayı eğXtXm 
aşamasını kısaltmaktadır. 

Uzun kısa sürelX bellek (UKSB) özel bXr TSA türüdür. Uzun 
kısa sürelX bellek bXlgXlerX uzun süre hatırlamak XçXn kullanılır. 
UKSB hücrelerX, lojXk kapılar Xle neyXn saklanacağına neyXn 
unutulacağına karar verXr. Ağ şeklX TSA bXçXmXndedXr. Her adımda 
bXr cümledekX sonrakX kelXmeyX tahmXn ederek eğXtXlXrler. 
Yapısından dolayı zaman serXlX verXlerde sınıflandırma ve tahmXn 
konularına uygundur (URL-2, 2020). 

N-gramlar unXgram, bXgram, trXgram ve ngram olarak n adet 
kelXme ya da harfXn oluşturduğu sıralı dXzXlerdXr. N-gramlar Xle 
tekrar oranı bulunabXlXr. Çalışma mantığı XstatXstXk ve olasılığa 
dayanmaktadır. KendXsXnden öncekX n-1 kelXmeye bakarak 
Markov zXncXrlerXnden yararlanır ve ardından gelecek kelXmeyX 
belXrlemeye çalışır (URL-3, 2020). Doğal dXl Xşleme 
çalışmalarında n-gram modellerX yaygın olarak kullanılmaktadır. 
Bu çalışmada bXgram ve trXgram olarak ngram yöntemX analXz ve 
test aşamalarında kullanılmıştır.  
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TerXm frekansı verX setX XçerXsXnde bulunan kelXmelerXn sıklık 
oranlarını Xncelemek XçXn kullanılır (URL-4, 2020). Ters belge 
frekansı yöntemXnde Xse bu sıklık oranlarına göre bağlaçlar tespXt 
edXlXp çıkartılarak daha başarılı eğXtXm amaçlanmıştır. Bu sayede 
en olumlu kelXmeler ve en olumsuz kelXmeler gXbX bXr sıralama 
yapılabXlXr. 

Destek vektör makXnesX (DVM) sınıflar arasına bXr karar 
vektörü oluşturur. Destek vektör makXnelerXnde çekXrdek 
fonksXyonları sayesXnde bXrçok duruma uygun karar çXzgXlerX 
çXzXlebXlXr. Burada verX setX olumlu ve olumsuz olmak üzere XkX 
kategorXden oluşmaktadır. Olumlu ve olumsuz gruplar DVM Xle 
bXr optXmal karar çXzgXsX Xle ayrılabXlXr (URL-5, 2020). 

BelXrlX bXr sınıfın ya da durumun olasılığını modellemek XçXn 
lojXstXk regresyon kullanılabXlXr (URL-6, 2020). LojXstXk 
regresyonda her ögeye 0 Xle 1 arasında toplamı bXr olacak şekXlde 
bXr olasılık atanır ve bu ağırlığa göre verXnXn sınıflandırması 
yapılır. 

Zemberek bXr doğal dXl Xşleme aracıdır. Türkçe üzerXne 
özelleşmXştXr ve metXnlerXn normalXzasyon aşamasında kullanılır 
(URL-7, 2020). 

Bu çalışmada kurulan üretken rakXp ağ Python üzerXnde 
hazırlanmıştır. İlk olarak verX setX hazırlık XşlemlerX yapılmıştır. 
VerX çXftlerX ve bXlgXsX eksXk hücreler var mı dXye XncelenmXştXr. 
Haber verXlerX çekXlXrken hücrelere Xstenmeyen ögeler eklenXp 
eklenmedXğXne bakılmıştır. 

ÖncelXkle verX setX Sklearn kütüphanesX yardımı Xle eğXtXm ve 
test verX setX olarak XkX gruba ayrılmıştır. Test XçXn % 30’luk kısım 
eğXtXm XçXn % 70’lXk kısım kullanılmıştır. Sınıflandırma 
sonuçlarının herhangX bXr Xşlem yapılmadan öncekX karmaşıklık 
matrXsX Tablo 2’dekX gXbX dağılmıştır. Burada ana köşegende doğru 
sınıflandırılmış sonuçlar bulunmaktadır. 

 

Tablo 2. Karışıklık matr6s6 dağılımı. 

N = 918 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 15 16 

Gerçek: 1 4 883 

 

Görüldüğü gXbX test verX setX 918 haber metnXnXn olumlu 
haberlerXn doğru sınıflandırma oranı % 99,54904 Xken olumsuz 
haberlerXn doğru sınıflandırma oranı % 48,3871’de kalmaktadır. 
BuradakX olumlu haberlerXn doğru sınıflandırılmasının olumsuz 
haberlerXn doğru sınıflandırılmasına göre başarı oranındakX büyük 
farkın sebebX verX setXnXn normal dağılım göstermemesXdXr. 
Olumlu haberlerXn sayısının olumsuz haberlere göre çok yüksek 
olması sınıflandırmayı doğrudan etkXlemektedXr. 

Üretken rakXp ağ modelXnde üretXcX kısmında UKSB 
kullanılarak 128 düğüm Xçeren 3 katman oluşturulmuştur. Ayırıcı 
bölümünde Xse sınıflandırma XçXn DVM ve TF-IDF’ten 
yararlanılmıştır. 

EğXtXmde turlar sonrası en başarılı ağırlıklar not edXlXp bu 
ağırlıklardan daha XyXye yönlendXrmeye çalışılmıştır. ÜretXcXnXn 
ürettXğX bu metXnler arasından verX setXnXn başarısızlığının ana 
sebebX olan olumsuz haberlerXn sayıca eksXklXğX gXderXlmesX 

sağlanmıştır. YanX üretXcXnXn ürettXğX metXnler ayırıcıya 
yönlendXrXlXp olumlu ya da olumsuz olduğu XncelenmXştXr. 
Olumsuz metXnler ayrılarak bXr kenarda saklanmıştır. Bu yenX 
üretXlen olumsuz metXnler Zemberek (URL-7, 2020)aracı Xle 
normalXzasyon çalışması geçXrmXştXr. Daha sonra bu metXnler 
orXjXnal verX setXne eklenerek eğXtXme devam edXlmXştXr.  

3. Araştırma Sonuçları ve Tartışma  
İlk olarak yenX üretXlmXş 50 olumsuz haber orXjXnal verX setXne 

eklenmXştXr. ÜretXlen bütün bu olumsuz haberler normalXzasyon 
XşlemX gördükten sonra herhangX bXr kullanıcı düzenlenmesX 
olmadan verX setXne eklenmXştXr. EklenmesX Xle toplam haber sayısı 
3108’e ulaşmıştır. Karar destek makXnesX çekXrdek fonksXyonu 
olarak ‘lXnear’ seçXlXp C katsayısı bXr olarak tutulmuştur. Bunun 
üzerXne alınan sınıflandırma başarı sonuçları not edXlerek 
oluşturulan Tablo 3’te verXlmXştXr. Bu sınıflandırma XşlemXnde 
cümlelerXn XçerdXğX bütün kelXmeler değerlendXrmeye alınmış 
olup, bunların tamamı göz önüne alınarak cümlelerXn 
sınıflandırma XşlemX tamamlanmıştır. 

 

Tablo 3. Ell6 olumsuz haber6n eklenmes6 sonucu karışıklık matr6s6. 

N = 933 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 26 19 

Gerçek: 1 3 885 

Olumsuz Tahm8n Yüzde 57,77778 

Olumlu Tahm8n Yüzde 99,66216 

 

Yukarıdan da görüldüğü gXbX 50 adet olumsuz haberXn 
eklenmesX olumsuz tahmXn başarı yüzdesXnde yaklaşık % 9’luk bXr 
artışa sebep olmuştur. Olumlu haber tahmXn başarı yüzdesX Xse % 
0,11312’lXk düşüş göstermXştXr. 

YXne kullanılan metot Xle eğXtXme devam edXlXp yenX üretXlen 
olumsuz haberler orXjXnal verX setXne eklenmeye devam edXlmXştXr. 
Her yapılan eklemeden sonra alınan sonuçlar kaydedXlmXştXr. 
Toplamda 250 yenX olumsuz haberXn eklenmesXyle oluşan 
karışıklık matrXsX Tablo 4’tekX gXbXdXr. 

 

Tablo 4. İk6 yüz ell6 olumsuz haber6n eklenmes6 sonucu karışıklık 
matr6s6. 

N = 996 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 104 22 

Gerçek: 1 1 869 

Olumsuz Tahm8n Yüzde 82,53968 

Olumlu Tahm8n Yüzde 99,88506 
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EğXtXme devam edXlXp toplamda 250 yenX olumsuz haberXn 
eklenmesXnden sonra olumsuz haber tahmXnXnde başarı oranı %82 
sevXyelerXne ulaşmıştır. Olumlu haberlerde Xse başarılı tahmXn 
oranları devam etmektedXr. 

EğXtXme devam edXlXp toplamda sırasıyla 750 ve 1750 yenX 
olumsuz haberXn eklenmesXyle oluşan karışıklık matrXslerX Tablo 
5 ve Tablo 6’da verXlmXştXr. 

 

Tablo 5. Yed6 yüz ell6 olumsuz haber6n eklenmes6 sonucu karışıklık 
matr6s6. 

N = 1158 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 260 33 

Gerçek: 1 1 864 

Olumsuz Tahm8n Yüzde 88,7372 

Olumlu Tahm8n Yüzde 99,88439 

 

Tablo 6. B6n yed6 yüz ell6 olumsuz haber6n eklenmes6 sonucu 
karışıklık matr6s6. 

N = 1491 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 553 40 

Gerçek: 1 1 897 

Olumsuz Tahm8n Yüzde 93,25464 

Olumlu Tahm8n Yüzde 99,88864 

 

Toplamda 2750 yenX olumsuz verXnXn üretXlXp eklenmesX 
sonucunda orXjXnal verX setXndekX sınıf dengesXzlXğX gXderXlmesX 
sağlanmıştır. Bu durumda oluşan yenX verX setX yaklaşık 6100 
haberden oluşmaktadır. EğXtXm sonucu alınan sonuçlarla 
oluşturulan karışıklık matrXsX Tablo 7’de verXlmXştXr. 

 

Tablo 7. İk6 b6n yed6 yüz ell6 olumsuz haber6n eklenmes6 sonucu 
karışıklık matr6s6. 

N = 1830 Tahm8n: 0 Tahm8n: 1 

Gerçek: 0 909 39 

Gerçek: 1 4 878 

Olumsuz Tahm8n Yüzde 95,88608 

Olumlu Tahm8n Yüzde 99,54649 

 

VerXlen çXzelgelerden görüldüğü gXbX verX setXndekX eksXk 
sınıfa aXt metXnlerXn üretken rakXp ağlar yöntemXyle üretXlXp sayıca 
sınıf eşXtlXğX durumunun sağlanmasından sonra başarı oranı % 
95,88608’e ulaştığı gözlenmXştXr. EğXtXmXn her adımında alınan 
sonuçlar kaydedXlmXş olup, başarılı tahmXn sayıları ve başarılı 
tahmXn oranları ŞekXl 2 ve ŞekXl 3’de verXlmXştXr. 

 

 

Şek6l 2. TF-IDF & DVM metodu 6le eklenen olumsuz haber 
sayısına göre doğru sınıflandırılan haberler6n karşılaştırılması. 

 

 

Şek6l 3. TF-IDF & DVM metodu 6le eklenen olumsuz haber 
sayısına göre doğru sınıflandırma oranları. 

 

Görüldüğü gXbX eğXtXm sonrasında olumsuz haberlerXn doğru 
tahmXn etme oranı yaklaşık % 47 artar Xken olumlu haberlerXn 
doğru tahmXn etme oranında gözle görülür bXr azalış olmamıştır. 
Üretken rakXp ağların metXn üretXmXndekX başarısı sonuçta olumlu 
bXr etkXye sahXp olmuştur. 

Aşağıda üretken rakXp ağ Xle üretXlen metXnlerden bXrkaç 
örnek verXlmXştXr: 

“buna hakkınız da yok yaşlı adam parayı cumhurXyet altında 
bXr kapat kardı konusu bXr yapılan bu karşılığı konusu bXr yönetXm 
ve Xstanbul bankasından alacakları Xle” 
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“reddeddX Xstanbul 4 aslXye hukuk mahkemesXnde bulunan 
şubesX ve ı̇ş bankası da kredXyX yakın Xzlemeye aldı garantX 
bankasının gerX alındı” 

“konu devlet meselesX değXl memleket merkezX ve 
markaralara bXr gXdXn başkanı belXrtXlerX dolan yer yaptığını bXr 
türk heyetX alacakları Xle” 

“büyük darbeyX borsa vurdu rekor üstüne de kuruluyor 
bankalar bankası bXr yıldan uzun yüzde 1,5 artış Xle” 

Olumlu ve olumsuz sınıfa aXt cümleler XncelenmXş olup TF-
IDF metodu Xle sıklık oranları belXrlenXp en olumlu ve en olumsuz 
kelXmeler sıralanabXlXr. Bu sıralamada verX setXnXn hazırlandığı 
2017 sonbaharındakX haberlerXn belXrleyXcX etkXsX olmuştur. Örnek 
olarak en olumlu beş kelXme ve en olumsuz beş kelXme aşağıda 
verXlmXştXr. 

En olumlu beş kelXme; 

“fXnansal, türkXye, dXjXtal, yenX, en” 

En olumsuz beş kelXme; 

“telekom, karar, yakın, müdürü, bankası” 

4. Sonuç 
Türkçe doğal dXl Xşleme çalışmalarındakX problemlerden 

bXrXsX de etXketlX verX kümesX bulma zorluğudur. Bunun yanı sıra 
bulunan verX kümelerXnde sınıflarının eşXt dağılımlı olmaması da 
olağandır. Bu çalışmada üretken rakXp ağlar Xle Türkçe metXn 
üretXmX sürecX yapılmıştır. Üretken rakXp ağlar Xle Türkçe dXlXnde 
başarılı şekXlde Türkçe metXnler üretXlebXleceğX görülmüştür. 
Burada üretXlen metXnler normal dağılım göstermeyen bXr verX setX 
üzerXnde uygulanarak sınıflandırma başarısını arttırılmıştır. 

HXçbXr ekleme yapılmadan kX durumdan ve üretken rakXp 
ağlar Xle eksXk sınıfa aXt verXlerXn üretXlXp eklenmesXyle 
dengelenme durumunda sınıflandırma başarısı yaklaşık % 47 
oranında arttırılmıştır. Bu da üretXlen metXnlerXn başarılı olduğunu 
göstermektedXr. Üretken rakXp ağlar Xle üretXlen metXnlerXn 
çıktılarının bXr normalXzasyon XşlemX görmesX sonrasında gerçek 
konuşma dXlXne yakın anlamlı cümleler oluşabXldXğX görülmüştür.   
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Not 
Bu çalışmada 2020 yılında Barış Gücük tarafından sunulan 
“Üretken Rak6p Ağlar 6le Türkçe Met6n Üret6m6” 6s6ml6 tezden 
üret6lm6şt6r. 


