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DERLEME MAKALE / REVIEW ARTICLE

ILAC KESFI VE GELISTiRILMESINDE YAPAY ZEKA

ARTIFICIAL INTELLIGENCE ON DRUG DISCOVERY AND DEVELOPMENT
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0z

Amag: Makine zekdst olarak da bilinen Yapay Zeka'min ilag kesfi ve gelistirilme siirecindeki yeri ve
oneminin ortaya konmast amaglanmustir.

Sonu¢ ve Tartisma: flac kesfi ve gelistirme agsamalar, insan saghigina ve refahina katkida bulunan en
onemli ¢eviri bilim etkinlikleri arasindadr. Bununla birlikte, yeni bir ilacin gelistirilmesi olduk¢a karmasik,
pahall ve olduk¢a uzun bir siirectir. Maliyetlerin nasu azaltilacagi ve yeni ila¢ kesfinin nasil hizlandirilacag
endiistride zorlu ve ivedi ile ¢oziilmesi gereken bir soru haline gelmistir. Yapay zekanin (Al) yeni deneysel
teknolojilerle bir araya gelmesi, yeni ila¢ arayisim daha hizli, daha ucuz ve daha etkili hale getirmesi
beklenmektedir. Bu derlemede, ila¢ kesif siirecini hizlandirmak i¢in ortaya ¢ikan yapay zekd uygulamalari ele
alinmigtir.

Anahtar Kelimeler: Bilgisayar-destekli ila¢ kesfi, makine 6grenmesi, yapay zekd

ABSTRACT

Obijective: Itis aimed to reveal the place and importance of Artificial Intelligence, also known as machine
intelligence, in drug discovery and development.

Result and Discussion: The drug discovery and development stages are among the most important science
activities contributing to human health and well-being. However, the development of a new drug is a complex,
expensive, and lengthy process. How to reduce costs and accelerate the discovery of new drugs has become a
challenging and urgent question in the industry. The combination of artificial intelligence (Al) with new
experimental technologies is expected to make the search for new drugs faster, cheaper and more effective. In
this review, emerging artificial intelligence applications to speed up the drug discovery process are discussed.
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GIRIS

Hastalik biyolojisinin anlasilmasindaki ilerlemelere ve teknolojideki etkileyici sigramalara
ragmen, pazara yeni ilaclar getirmek, biiylik 6l¢lide klinik caligmalardaki basarisizliklarla iliskili 6nemli
maliyetler nedeniyle, zaman alic1 ve pahal1 bir siire¢ olmaya devam etmektedir [1].

Kiigiik molekiillii ligandlardan klinik olarak kullanilabilen ilaglara kadar ilag kesif yolu uzun ve
mesakkatli bir siire¢ olmustur. Mekanistik olarak, ilaglarin sadece hastalik hedeflerine yeterince
baglanma affinitesi gostermesi degil, ayn1 zamanda bu hedeflere erisimi miimkiin kilmak i¢in ¢oklu
fizyolojik engellerden uygun tasinmayi da saglamasi gerekir. Genetik varyasyonun ilag yanitlarini
etkiledigi farmakogenetik ve istenmeyen proteinlerle hedef dis1 etkilesimlerden kaynaklanan kimyasal
toksisite gibi diger sorunlarin hepsinin ila¢ tasariminda dikkate alimmasi gerekir. Bu nedenle, ilag
kesfindeki bu ¢ok yonlii sorunlar, genellikle ilag tasarimcilari i¢in 6nemli zorluklar ortaya ¢ikarmistir
[2].

Pazara daha diisiik maliyetle daha fazla hastaya ila¢ saglamak i¢in yeni fikirlere, yeni ve gozden
gecirilmis ilag kesif siirecine iliskin kavramlara ve yenilik¢i yaklasimlara ihtiya¢ vardir. Bu baglamda,
bilgisayar destekli kiiclik molekiillii ila¢ tasarim1 uzun zamandir potansiyel bir firsat olarak goriilmiistiir
[1]. Son zamanlardaki yapay zeka yaklasiminin yiikselisi, bu zorluklara potansiyel ¢oziimler olarak

goriilmektedir [2].

Yapay Zeka Tanim ve Tarihgesi

Yapay zekad (Artificial Intelligent (Al)), insan zekasi siirecinin bilgisayarlar tarafindan
simiilasyonudur. Siireg, bilgi edinmeyi, bilgiyi kullanmak i¢in kurallar gelistirmeyi, yaklasik veya kesin
sonuclara varmay1 ve kendi kendini diizeltmeyi igerir. Yapay zeka, bilgisayarlarin insan davranigini
taklit etmesini saglayan tekniklerin kullanimi olarak tanimlanmaktadir [3].

Yapay zekd tabanli algoritmalar, tahmin edilecek molekiiler 6zellikleri belirleyen fiziksel
yasalarin tam olarak bilinmedigi veya deneysel iliskilerin kurulamayacak kadar karmasik oldugu
sorunlar i¢in Ozellikle ¢ok uygundur [4]. Bir¢ok alanda yapay zeka tabanl yaklagimlardan
yararlanilmaktadir. Bu alanlardan biri de ilag gelistirmedir.

"Yapay zeka" kavrami, John McCarthy tarafindan 1956'daki Dartmouth Konferansinda "akilli
makineler yapma bilimi ve mithendisligini" tanimlamak igin iiretilmistir [5]. McCarthy’nin bu tanimu,
giiniimiizde hala gegerlidir. Multidisipliner bir alan olan Al, bilgisayar bilimi, matematik, psikoloji,
dilbilim, felsefe, noro-bilim, yapay psikoloji ve digerleri gibi ¢esitli disiplinlerden gelen goriisleri
entegre eder. Son entelektiiel ve mithendislik gelismeler, yasantimizin ¢esitli yonlerinde problemleri
¢Ozen akilli sistemlerin uygulanmasina dogru tamamen teorik c¢alismalardan bu alanin ilerlemesine
yardimci olmaktadir. Bu tiir uygulamalarin kapsaminda dogal dil anlama ve isleme, konusma anlama ve

isleme, mekanik / bilgisayar vizyon, otonomik / akilli robotlar ve alan uzmanlig1 edinme gibi farkli
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alanlar ve galigmalar bulunmaktadir [6]. Al tarafindan ortaya ¢ikan genis ¢apli Sorunlara ragmen, her
durumda bilgi edinme ve slirdiirmeyi igeren, bilgi temsili, ¢6ziim arama, mantik muhakemesi ve makine
Ogrenmesi gibi biiylik rol oynayan bazi temel yontemler vardir [7, 8].

1930'larin ortalarinda Alan Turing, glinlimiizde "evrensel Turing makinesi" olarak adlandirilan
ve olast herhangi bir bilgisayar1 simiile edebilen bir fikri ortaya atmistir. Yapay zekanin tarihi
gelisiminde canlanma ve ¢6kiis gibi diizensiz bir ilerleme olmustur [6]. 1950'ler ve 1960'lar bu konuda
altin ¢agin erken doénemlerini olusturmustur. Bu donemlerde horistik arastirmalar, mantiksal akil
yiiriitme kavramlar1 ve uygulanabilir insan-makine etkilesim i¢in sembolik yontemler ortaya konmustur.
1964°te baz1 matematiksel teoremlerin ve ifadelerin mantiksal ¢ikarimlarinin makine kanitlarini ortaya
koyabilen STUDENT adli bir makine 6n zekaya sahip ilk makine olarak tasarlanmistir [9]. 1966 yilinda
ise sinirl bir bigimde de olsa insan diyalogunu taklit edebilen ELIZA adli bir makine kesfedilmistir
[10]. Yapay zekd, 1980’lerin basinda ikinci zirvesine ulasmistir. Yapay zeka ile ilgili matematiksel
modellerde, ¢ok katmanli ileri beslemeli sinir ag1 ve geri yayilim algoritmasi dahil olmak iizere 6nemli
ilerleme kaydetmistir [11, 12]. Bu araglar, evrenin soyut bir modelinin olusturulmasina ve veri girisi
yapilmig modelin (geri bildirimden 6grenme) giincellenmesine olanak saglar. Bu tiir yontemlerin kimya
ve molekiiler biyoloji alanina ilk girisi, protein sekans bilgisinden ikincil yapinin tahmin edilmesiyle
saglanmigtir [13].

1950’lerde dogan Yapay Zeka kavrami sonraki siireclerde ilag kesfinde de kullanilmistir. Yapay
zekanin oOzellikle yapi-aktivite iligkilerinin modellenmesinde kullaniminin ilag kesfine uygulanmasi
tahmin edilenden daha eskiye dayanmaktadir. Ornegin, deneysel degerleri alma ve regresyon igin bir "
descriptor (tanimlayici) set" kullanma fikri, Hammett'in [14] benzen tiirevlerinin reaksiyonlari igin
reaksiyon hizlarin1 ve denge sabitlerini baglayan 6ncii formiiliine (ve muhtemelen daha da dncesine) ve
bilgisayar destekli tanimlamaya ve ilag endiistrisinde " Kantitatif Yapi-Etki Iliskileri (Quantitative
Structure-Activity Relationship (QSAR))'nin babasi" olarak kabul edilen Hansch’in biyoaktif
molekiillerin fizikokimyasal 6zelliklerinin kantitatif olarak tanimlanmas1 ve dl¢iilmesine kadar gider
[15,16]. Kimyasallarin biyolojik etkilerinin tahmin edilebilmesi ve degerlendirilmesi amaciyla o
zamanlardan beri artan sayida medisinal kimyacilar ¢esitli Al yontemlerini uygulamiglardir [17,18,6].
Dolayistyla, Al, 1960’larda sunulan ilk Kantitatif Yap1-Etki iliskileri ¢alismasindan sonra ilag kesfinde
kullanilmugtir [15]. Kantitatif Yapi-Etki Iligkileri yaklasimlarina dayali olanlar gibi mevcut hesaplama
modelleri, cesitli istenen farmakolojik aktiviteler i¢in hizl1 bir sekilde ¢ok sayida yeni etkili bilesigin
tahmin edilmesinde kullanilmaktadir. Mevcut modeller (&rn., flag kesif i¢in kullanilan ticari yazilimlar)
basit fizikokimyasal 6zelliklere (6rn., LogP, ¢oziiniirliik vb.) ait tahminler de yapabilmekte ve boylece
basit mekanizmalarla yeni bilesiklerin farmakokinetik 6zellikleri hakkinda kesin olmamakla birlikte
nispeten yakin tahminler ortaya konmaktadir. Ancak karmasik biyolojik 6zellikler i¢in modeller (ilag

etkinligi ve yan etkiler) optimum olmaktan hala uzaktir. flag kesfinin erken asamasinda (1990'lardan
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once) model gelistirmek i¢in kullanilan yaygin hesaplama yaklagimlari dogrusal regresyonlardi [19]. Bu
ilk calismalarda, modelleme i¢in kullanilan kimyasal tanimlayicilar, atom tipi ve fragman tanimlayicilar
gibi kimyasal yap1 ozellikleri ile de sinirliydi. Bu yaklasimlar, yiiksek veri boyutluluguna duyarh ve
sinirlt derecede yorumlanabilecek korelasyon 6zelligi icerirlerdi. Modern regresyon-temelli yaklagimlar
ise bu sorunlar1 giderecek teknikleri igermektedirler [20]. Ornek olarak, k-En Yakin Komsu (k-Nearest
Neighbor (k-NN)), Destek Vektor Makineleri (Support Vector Machine (SVM)) ve Rastgele Orman
(Random Forest (RF)) gibi dogrusal olmayan modelleme algoritmalarina dayali olarak gelistirilen yeni
makine 6grenmesi yaklagimlar siklikla kullanilmaktadir [21].

1990'lardan bu yana kombinatoryal kimyadaki biiyiik ilerlemelerle, biiyiik kimyasal kiitiiphaneler
yeni kimyasal gelistirme prosediirlerinin ana kaynagi haline gelmistir. Son on yilda, bu ¢aba aym
zamanda yiiksek verimli tarama (High-throughput screening (HTS)) tekniklerinin gelistirilmesini de
tesvik etmistir [22].

Biiyiik verileri kullanmanin zorluklar1 ve yeni veri tiirlerinin (6rn., Goriintiiler) dahil edilmesi,
modern ila¢ kesfinde 6ngdriicii modellemeyi ilerletmek icin yeni Al yaklagimlarinin yakin zamanda
gelistirilmesini gerektirmistir. Mevcut biiyiik veri ¢agindaki popiiler Al yaklasimlar1 derin 6grenmeye
dayanmaktadir. Sekil 1’de gosterildigi gibi ge¢misten gilinlimiize artan veri boyutu ve bilgisayarin

giiciiyle yapay zekanin gelisimi sematize edilmektedir [21].

Veri Boyutlar: i§lemciler
Derin Sinir Coklu Grafik
Terabayt Aglan Perfl?r?lans.
Analizérleri
Cigab . bulut bilisim
igabayt Derin Ogrenme C
Grafik isleme
Dogrulamalar ve birimi
Uygulanabilirlik Alanlar
Megabayt
i . 64-bit ana islemci
apay Sinir Ag1 o birimi
Biiyiik
Bilgisayar Destekli
Kilobayt Tlag Kesfi 32-bit ana islemci

ADl’'nm QS AR

Dogusu 8) Q Degisken Secimler birimi
Bayt W Doking 8-bit ana islemci

(Yerlestirme) birimi

1950°ler  1960’lar 1970°ler  1980°ler  1990°lar 2000°ler  2010’lar

Sekil 1. Artan veri boyutu ve bilgisayar giicliyle ila¢ kesfinde yapay zekanin tarihsel gelisimi [21].

Yapay Zeka’nin Alt Gruplar:
Yapay zeka teknolojileri, verilerden kavramlar1 ve iliskileri g¢ikarir ve veri modellerinden

bagimsiz olarak 6grenerek insanlarin neler yapabilecegini arastirir. Bu teknolojiler arasinda bilgisayarla
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goérme, derin dgrenme, makine 6grenmesi, dogal dil isleme, robotik, konusma, denetimli 6grenme ve
denetimsiz 6grenme gibi uygulamalar bulunur [23]:

Makine Ogrenmesi (Machine Learning (ML)): Yapilandirilnis ve yapilandirilmamis verilerden
Ogrenen, gizli kaliplar1 belirleyen, simiflandirmalar yapan ve gelecekteki sonuglari tahmin eden
bilgisayar algoritmalaridir.

Derin Ogrenme (Deep Learning (DL)): Konusma, goriintii ve video gibi kaliplari tanimak ve ayirt
etmek i¢in sinir aglar1 ad1 verilen beyne benzer bir mantik yapisini kullanan makine 6grenmesi tabanl
bir yaklasimdir.

Dogal Dil Isleme (Natural Language Processing (NLP)): Hesaplama tekniklerinin dogal dil ve
konugmanin analiz ve sentezine uygulanmasidir [23].

AlI'nin hedeflerinden biri model performansinin asamali olarak iyilestirilmesine izin veren ML
platformlarin olusturulmasidir. Ornegin, sinir aglarmin karmasik mimarilerine dayanan yeni bir
makine Ogrenmesi algoritmalar1 sinifti olan derin DL, mevcut modelleri iyilestirmek veya yeni
hesaplama platformlar1 gelistirmek icin olasi bir ara¢ olarak Sekil 2’de de gosterildigi gibi 6ne
cikmaktadir. Bu bakis agisi, derin 6grenme dahil olmak iizere yeni makine 6§renmesi yontemlerinin ilag
kesif siirecinin farkli alanlarinda nasil uygulandigin1 gosteren 6rneklere genel bir bakis sunmaktadir

[24].

Yapay Zeka I

(Artificial o :
Makine Ogrenmesi

Intelligence(Al)) (Machine Learning
(ML))

‘
[

Yapay Sinir Aglan
(Artificial Neural
AI:1956°da kurulan ve insan zekisini ELOrEsENINE))
makineyle simiile etmeyi amaclayan akademik Derin Sinir Aglar (Deep
disiplin. Neural Networks(DNNs)

ML: Yapay zekinin hedeflerinden biri ve bilgisayar bilimi alaninda 8riintii tanima ve
hesaplamah 6grenme teorisi alanlarmdan gelisen bir alan. Modellerin performansi asamal
olarak iyilestirmesine izin vermek icin istatistiksel teknikler uygular.

ANN: Biyolojik sinir aglarindan gevsek bir sekilde esinlenen bir 6grenme algoritmasi; Makine
dgrenmesi gérevlerinde uygulanan dogrusal olmayan istatistiksel veri modelleme araci.

DNN: Farkh sekillerde etkilesimde bulunan birden ¢ok sinir agindan olusan platformlar. Derin
Ogrenme (DL), 6grenme gorevlerini gerceklestirmek icin DNN mimarilerini kullanan bir ML
algoritmalar simfidir.

Sekil 2. Yapay Zeka ve Derin Ogrenme Arasindaki Temel Tanimlar ve Iliskiler [23].

Genel olarak anlasilmasi gereken dort farkli makine 6grenmesi tiirii bulunmaktadir.
Denetimli 6grenme (Supervised learning), bir modelin belirli bir sonucu tahmin etmek i¢in etiketli

veri kiimeleri kullanilarak egitilmesidir ve gérev odaklidir [25]. Bunun bir 6rnegi, kantitatif yapi-aktivite
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iligkisi yaklagimdir. Bir kimyasalin ¢6ziiniirliik ve biyoaktivite gibi 6zelliklerini tahmin etmek i¢in
kullanilir [26]. Denetimli 6grenmede yapay sinir agina hem girdi hem de ¢ikt1 degerleri sunulur. Agin
iirettigi cikt1 ile istenen ¢ikt1 arasindaki fark sifir ya da sifira yakin bir degere ulagincaya kadar agirliklar
degistirilir. Algoritma kabul edilebilir dogruluga geldiginde (veya daha fazla ilerleme
kaydedilmediginde) ya da egitim veri kiimesi tiikendiginde bunlardan hangisi 6nce gelirse yineleme
sonlandirilir [27]. Bu 6grenme modelini kullanan aglara Takviyeli Ogrenme (Reinforcement Learning
(RL)), Perceptron ve Iliskili Hafizalar, Delta ve Genellestirilmis Delta Kurali, Vektdr Nicelik
Ogrenmesi, Geri Yayilma Algoritmas1 (Back-propagation algorithm), Stokastik Ogrenme (Stochastic
Learning), Karar Agaglar1 (Decision Trees), RF, SVM, Dogrusal ve Lojistik Regresyon (Linear and
Logistic Regression), Naive Bayes Siniflandiricisi (Naive Bayes Classifier), Dogrusal Ayrimeilik
Analizi (Linear Discriminant Analysis), k-NN algoritmalar1 ve Sinir Aglar1 (Neural Networks (NNs))
ornekleri verilebilir [28]. Denetimli makine 6grenmesinde iki tiir vardir: Siniflandirma ve Regresyon.
Tahmin edilen ¢iktinin sinirli bir degerler kiimesi oldugu gibi, sorun kategorik oldugunda siniflandirma
modelleri kullanilir. Regresyon modelleri, sorun bir aralik i¢indeki sayisal bir degeri tahmin etmeyi
icerdiginde kullanilir. Rastgele Orman, Otomatik Kodlayicilar (AutoEncoder (AE)) ve Evrisimli Sinir
Aglar1 (CNN) gibi cesitli farkli tiirde makine 6grenmesi modelleri bu kategorideki uygulamalara
ornektir [26].

Denetimsiz 6grenme (unsupervised learning), verilerle iliski bulmak icin etiketli verilerle egitime
bagli degildir. Veri odakli olup, gizli yapilar1 bulmak i¢in verilerdeki kaliplar1 6grenmeyi amaglar [25].
Denetimsiz 6grenmede, aga sadece girdi vektorii uygulanir. Girdi degerlerine uygun bir ¢ikti
uretilinceye kadar baglanti agirliklar1 degistirilir. Bu metot goriintii isleme, isaret isleme, kontrol
problemlerinde etkin olarak kullanilir [28]. Bunlardan en yaygin olanlari sunlardir: Hiyerarsik
Kiimeleme (Hierarchical Clustering), K-Ortalama Kiimeleme (k-Means Clustering), Gaussian Karigim
Modelleri (Gaussian Mixture Modeling (GMM)), Kendi Kendini Diizenleyen Haritalar (The Self-
Organizing Map (SOM)) ve Gizli Markov Modelleri (Hidden Markov Model (HMM)) [27].

Yart denetimli ogrenme (Semi-supervised learning), daha kiigiik bir etiketlenmis veri kiimesi,
birka¢ veriden bir modelin tahmin edilmesi gereken ve daha az maliyetli olan daha biiyiik bir
etiketlenmemis veri kiimesinin ic¢indedir. Egitim igin etiketli veri noktalarimi kullanir ve etiketli
verilerden gelen bilgileri kullanarak bilinmeyen 6rneklerin etiketlerini tahmin etmeyi amaglar [25, 29].
Giiglendirilmig ogrenme (Reinforced learning), siirekli 6grenen ve cevre ile etkilesimi olan ve belirli bir
veri setini kullanmay1 amacglayan bir sistemdir.

Yar1 denetimli Ogrenmede, denetimli Ogrenmeye benzer algoritmalar kullanilmigtir.
Giiclendirilmis dgrenme icin kullanilan algoritmalara Q-Ogrenme (Q-Learning) ve Derin Ogrenme

aglar1 6rnek olarak verilebilir [29].
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[lag kesfi ve gelistirilmesi ¢alismalarinda uygulanabilecek yapay zekanin belli alt alanlar Sekil

3’de topluca gosterilmistir [30].

YAPAY ZEKA

Makine
Algllama (-)v .
grenmesl Destek Vektor

Makinalari

ayan

Tekrarl
Sinir Agi (RNN)
Ornege
Dayah

Besleme / .Y?pay.
fletaie apy Sinir A .
(ANN) Algoritma
Rastgele ?:;fe ;:sy“.?:
Orman (RF) Agaa
Evrisimli sinir
ag1 (CNN)

Sekil 3. Yapay Zekanin Yontem Alanlari [30].

Makine 6grenmesinin kapsadig1 alt dallardan Derin Ogrenme, veri temsillerini dgrenmek igin
bircok dogrusal olmayan islem birimi katmaniyla yapay sinir aglar1 (Artificial Neural Networks (ANN))
kullanan bir makine 6grenmesi algoritmalari simifidir. Insan merkezi sinir sistemini taklit etmek icin
bagli yapay ndronlardan olusan, yapay sinir agi adi verilen geleneksel bir makine &grenmesi
algoritmasinin yeniden markalandirilmasidir [31, 32].

Derin Sinir Aglari (Deep Neural Networks (DNN)), birden ¢ok gizli katmana sahip tamamen
birbirine bagl sinir aglaridir. Her gizli katman, birden fazla dogrusal olmayan igslem birimini igerir.
DNN!'ler, birgok farkli katmanda birden ¢ok ndron kullanarak hiyerarsik diizeylerdeki 6zellikleri
otomatik olarak ¢ikarir [25].

2014 yilindan bu yana DNN'ler goriintii, ses ve metin tanima, otonom siiriis ve diger birgok iste
insan dogrulugunu agmistir [33]. 2014 ve 2015 yillarinda derin 6grenmedeki ilerlemelere iligkin ilag
endistrisine yapilan erken sunumlar siiphecilikle sonuglanmis ve reddedilmistir. Fakat 2017'de bir¢ok
ilag sirketi, yapay zeka girisimleri i¢in akademisyenlerle ortaklik kurmaya veya yerli Ar-Ge programlari

baslatmistir. DNN’lerin kiigiik molekiillerin farmakolojik 6zelliklerini ve biyobelirte¢ gelisimini tahmin
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etmek i¢in transkripsiyonel yanit verileri iizerine egitiminden, yeni kimyanin iiretilmesine kadar, derin
ogrenme teknikleri biyomedikal aragtirmanin bir¢ok alanina hizla yayilmistir.

Geleneksel makine 0grenmesi yontemleri, manuel olarak tasarlanmig 6zellikleri kullanirken,
derin 0grenme yontemleri, 6zellikleri giris verilerinden otomatik olarak 6grenebilir ve bu da ¢ok
katmanl ozellik ¢ikarma yoluyla basit 6zellikleri karmasik 6zelliklere doniistiirebilir. Ayrica, derin
O0grenme yontemlerinde geleneksel makine 6grenmesi yontemlerine gore daha az genelleme hatasi
vardir. Bu da daha tatmin edici sonuglar alinmasina yardime1 olur. Derin 6grenme yontemleri esas olarak
derin sinir aglarindan olusur. Evrisimli sinir agi, tekrarlayan sinir ag1 (Recurrent Neural Networks
(RNNs)), Otomatik Kodlayici, Kisith Boltzmann Makinesi (Recurrent Boltzmann Machines (RBN))
gibi kisimlar bu sinir aglarinin parcalaridir.

CNN, derin 6grenmedeki en temsili mimarilerden biridir. Goriintii ve ses tanimanin yani sira
dogal dil isleme gibi bir¢cok alanda yaygin olarak benimsenmistir. Genellikle goriintii tanima ve nesne
siniflandirmasi i¢in kullanilan ileri beslemeli bir sinir agidir. Cok boyutlu diziler bigiminde olan verileri
islemek i¢in olusturulmus veya gelistirilmistir. Bu nedenle CNN, ¢ogunlukla gen ekspresyon veri
analizinde kullamlir [34]. Geleneksel ilag kesfinde, CNN'ler, HTS sonuglar1 gibi deneysel ilag
testlerinden elde edilen goriintii verilerini analiz etmek i¢in de uygulanmistir. Goriintii tanimadaki
benzersiz avantajlar1 nedeniyle, CNN'ler ligand-protein etkilesimlerini tahmin etmek i¢in ve 3-boyutlu
goriintiileri i¢in de kullanilmigtir [21]. Adlari evrisimsel katmanlardan gelir. Modern CNN, 1980'lerde
Fukushima tarafindan, Hubel ve Wiesel'in bir kedinin gorsel korteksindeki alic1 alan (receptive field)
arastirmalarindan esinlenen Neocognitron'un gelistirilmesinden gelmistir [35,36]. Gorsel sinyalleri
islerken, yerel noron kaliplari duyusal bosluktaki belirli bolgeleri algilama sorumlulugunu istlenir ve
CNN, evrisimli katmanlarda iki ana karakter gelistirerek 6zelliklerini taklit eder: Seyrek Baglanabilirlik
ve Paylagilan Agirliklar [32].

RNNs, derin 6grenmedeki diger bir temsili tliriidiir. ANN'lerin "zaman serisi versiyonu" dur.
Ozellikle sekans verilerini islemeyi amaglayan RNN, NLP'de yaygin olarak kullanilmis ve biiyiik
basarilar elde edilmistir. Tahmin modellerinin ve dil modellerinin temelini olustururlar. RNN, bir
katmanin ¢iktisin1 kaydetme ve katmanin ¢iktisin1 tahmin etmek icin girisi geri besleme prensibiyle
caligir [32]. Tekrarlayan sinir aglarinda ileri beslemeli aglarin aksine, bir geri bildirim dongiisii vardir
[37].

Son zamanlarda, Al teknolojileri, 6zellikle derin 6grenme modelleri, giiclii genelleme ve 6zellik

cikarma kabiliyetleri nedeniyle ilag tasariminda biiyiik umutlar vaat etmektedir.

flac Kesfi ve Gelistirme Siirecinde Yapay Zeka
Ilag kesif siireci, halihazirda mevcut literatiirii okumaktan ve analiz etmekten potansiyel ilaclarin
hedeflerle etkilesim yollarini test etmeye kadar uzanir. flag kesfinin klinik dncesi gelistirme asamast,

hayvan modellerinde potansiyel ilag hedeflerinin test edilmesini icerir. Bu asamada yapay zekanin
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kullanilmasi, denemelerin sorunsuz ¢aligmasina yardimci olabilir. Arastirmacilarin bir ilacin hayvan
modeliyle nasil etkilesime girebilecegini daha hizli ve basarili bir sekilde tahmin etmesini saglayabilir.
Arastirmacilar, preklinik gelistirme asamasindan gectikten ve Amerikan Gida ve Ila¢ Dairesi (The
United States Food and Drug Administration (FDA or USFDA))' dan onay aldiktan sonra, ilact insan
katilimcilarla test etmeye baslar. Genel olarak, bu dort asamali bir siirectir ve genellikle {liretim
yolculugunun en uzun ve en pahali asamasi olarak kabul edilir [38]. Sekil 4’de temsili bir ila¢ kesif

basamagi sematize edilmektedir.
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Sekil 4. Temsili bir ilag¢ kesfi basamaklar1 [39].

Insider Intelligence'mn ilag Kesfi ve Gelistirmede yapay zeka raporuna gore, Al sirketler igin ilag
kesif maliyetlerini %70'e varan oranda azaltabilir [38]. Ila¢ firmalarinin yapay zekd odakli ilag
calismalar1 Sekil 5°de grafik halinde listelenmektedir.

flag gelistirme siirecinde énemli firsatlar sunan Al’nin kullandig1 alanlarla ilgili bazi ¢alismalara
kisaca goz atacak olursak Oncelikle kiigiik molekiil tasiyan ilag¢ tasarimindaki uygulamasindan
bahsetmek gerekir. Al’'nin altinda yer alan DL modelleri, hesaplamali kimyada {i¢ ana alanda rapor
edilmistir Bunlar: yeni molekiiller olusturmak, ilag-hedef etkilesimlerini (drug-target interactions
(DTlIs)) tahmin etmek ve translasyonel arastirmalar i¢in emilim, dagitilim, metabolizma, atihm ve

toksisite (ADME/T) 6zelliklerini tahmin etmek [40]. Diger ML algoritmalari gibi, DL’de QSAR / QSPR



Ankara Ecz. Fak. Derg., 45(2): 400-427, 2021 Celik ve ark. 409

(Quatitative Structure-Properties Relationship) modellerini olusturmada giderek daha basarili
uygulamalara dogru ilerlemektedir. Bunlarla ilgili baz1 uygulamalar Tablo 1°de verilmistir. 2012 nin
baslarinda Hilton grubu, kimyasal bilesik aktivitesi ve 6zellikleri tahmini i¢in gelistirdikleri DL yontemi
ile Merck Kaggle yarigsmasini [41] kazanmiglardir.
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Sekil 5. Pazarda A¢iklanan Yapay Zeka Odakli Biiyiik Biyo-Ilag Anlasmalari [38].

fla¢ kesfinde Al igin en onemli firsat, ilaglarm yeniden konumlandirilarak kullanilmasidir.
Donner ve arkadaslar1 gen ekspresyon veri temelli bilesik fonksiyonel benzerligini 6l¢gmek igin yeni bir
metod bildirmislerdir. Bu yaklagim, DNN’nin avantajlarin1 kullanarak bir molekiildeki fonksiyonlu
grubun yapisini tagiyan en yakin benzerlerini tasiyan bilesikleri biitiinliigli bozan verinin en aza
indirgenmesiyle bulabilmektedir. Bu yontemin bilesikler yapisal olarak farkli oldugunda bile paylasilan
terapotik ve biyolojik hedeflere sahip ilaglar1 belirleyebildigi ve bdylece bilesikler arasinda daha 6nce
bildirilmemis fonksiyonel iligkileri ortaya ¢ikarabildigi bildirilmistir. Bahsi gecen bu yaklasim
DeepCodex g¢evrimigi olarak kullanima sunulmustur [42]. Bu 6l¢lim, yapisal olarak farkli olmasina
ragmen biyolojik hedefleri paylasan bilesiklerin tamimlanmasina izin vererek, bilesikler arasinda
onceden bilinmeyen fonksiyonel iliskileri ortaya ¢ikarmistir [43].

Xie ve arkadaslari, Entegre Ag Tabanli Hiicresel Imzalar Kitapligi (Library of Integrated
Network-based Cellular Signatures (LINCS))’nin L1000 veritabanindaki transkriptom verilerini

kullanarak ilag-hedef etkilesimlerini 6ngoérmek icin bir DL metodu calismasi gerceklestirmisler ve
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modelin dogrulugunun %98 oraninda oldugunu bildirmislerdir [44]. Onceki verilerin derin 6grenme

yaklagimlariyla yeniden kullanilmasi, ilaglarin yeniden kullanilmasi i¢in 6nemlidir [45].

Tablo 1. Kii¢iik molekiillii ilag kesfinde DL’nin temsili uygulamalarinin &zeti [32].

Metod Ongordiigii Veri seti Ozellikler
RNN Bilesigin sudaki 1144, 1026, 74, 125 genisliginde Molekiiler grafik
¢Ozlinlrligi ¢oklu veri seti
DNN [lag-hedef etkilesimi 2710 ligand ve 836 hedef Molekiiler  tanmimlayicilar  ve
protein dzellikleri
DNN Ilag-hedef etkilesimi MATADOR  veri kiimesi ve | Molekiiler tanimlayicilar
STITCH veri kiimesi
DNN Gegirgenlik 663 + 209 kimyasal bilesik Molekiiler tanimlayicilar
DNN Toksisite Tox21 veri kiimesi Molekiiler parmak izleri ve
tanimlayicilar
RNN Bilesigin proteinle | ChEMBL veritabani; BindingDB Molekiiler parmak izleri ve
etkilegimi protein dizisi
CNN Biyolojik aktivitesi ChEMBL veritabani, DUDE veri | Molekiiler grafik (AtomNet)
kiimesi
CNN Sanal gosterimi DUDE veri kiimesi Molekiiler grafik ve doking
(yerlestirme) sonucu
AE Sanal gosterimi 6252 Parmak izleri
CNN Biyolojik aktivite/toksisitesi | 41,193/8014 2D kimyasal yap1 goriintiisii
RNN Biyolojik aktivitesi 756 SMILES
DNN Biyolojik aktivitesi ChEMBL veritabani Molekiiler  tanmimlayicilar  ve
parmak izleri
RNN Odaklanmig molekiiler | ChHEMBL veritabani SMILES
kitapliklar olusturma
RNN Yeni molekiiller tiretmek ChEMBL veritabani SMILES
Gan Yeni molekiiller tiretmek Birden ¢ok veri kiimesi SMILES
CNN Kohn-Sham kinetik enerjisi | 3D elektron yogunlugu Parmak izleri

Gan: Cekismeli Uretken Ag

LINCS Programu Kiitiiphanesi, gen ekspresyonundaki degisiklikleri ve hiicreler ¢esitli rahatsiz
edici maddelere maruz kaldiginda meydana gelen diger hiicresel siiregleri kataloglayarak, ag tabanli bir
biyolojik anlayisi olusturmay1 amaglamaktadir [46]. Metformin ve rapamisin, FDA onayli rapamisinin

mekanistik hedef (mechanistic target of rapamycin (mTOR)) inhibitorleridir ve mevcut klinik
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uygulamalarinin Gtesinde Onemli anti-kanser ve yaslanma Onleyici Ozellikler sergilerler. Bununla
birlikte, her biri, advers etkiler nedeniyle etiket dis1, profilaktik kullanim i¢in onay gerektiren sorunlarla
kars1 karsiyadir. Bu nedenle, metformin ve rapamisinin yaslanmay1 geciktirici etkilerini advers etkiler
olmaksizin taklit eden nutrasétikleri (daha giivenli, dogal olarak olusan bilesikleri) belirlemek igin bir
calisma baglatilmigtir. Metformin ve rapamisinin gen ve yol diizeyinde imzalarini haritalamak ve
800'den fazla dogal bilesik arasindaki eslesmeleri taramak igin LINCS veri kiimesine cesitli
biyoinformatik yaklagimlar ve derin 6grenme yontemleri uygulanmistir. Daha sonra, derin sinir agi
siniflandiricilarindan olusan bir toplulukla her bilesigin giivenligini tahmin edilmistir. Analiz, allantoin
ve ginsenosid (metformin), epigallokatesin gallat ve izoliquiritigenin (rapamisin) ve withaferin A (her
ikisi) dahil olmak {izere bir¢ok yeni aday metformin ve rapamisin mimetiklerini ortaya ¢ikarmistir.
Kesfedilmemis bu dort bilesik de rapamisin ile benzer skorda bulunmustur [46].

Bir ilag aday1 molekiiliin etki mekanizmasini ve in vivo giivenligini 6ngorebilen bir yapay zeka
platformu, bosa harcanan zamani ve maliyeti 6nemli dl¢iide azaltabilmektedir [26]. Bu amagla birkag
sirket ornegi verilebilir. Bunlar DeepTox ve ProCTOR dur [47, 48]. Bunlarin her ikisi de yeni
bilesiklerin toksisitesini dngormeyi amaglamaktadir. Bu Al platformlarinin performansinin, bilesiklerin
toksisitesine iliskin daha biiyilk ve saglam veri kiimeleri kullanabilir hale getirildikge artmasi
beklenmektedir

Zhavoronkov ve arkadaslari, de novo kiigiik molekiil tasarimi i¢in iiretken tensorial pekistirmeli
O0grenme (generative tensorial reinforcement learning (GENTRL)) adinda bir DL modeli
gelistirmiglerdir [49]. GENTRL, sentetik fizibiliteyi, yeniligi ve biyolojik aktiviteyi optimize
etmektedir. Arastirmacilar, GENTRL’i kullanarak 21 giin i¢inde fibroz ve diger hastaliklarda rol
oynayan bir kinaz hedefi olan Diskoid Alan Reseptorii 1'i (Discoidin Domain Receptor 1 (DDR1)) igin
giiclii inhibitorler kesfetmislerdir. Elde edilen sonuglari valide etmek icin Oneclikle bilesikleri
sentezlemisler ve daha sonra hiicre bazli testlerle biyokimyasal 6lgiimlerini yapmiglardir. Bu ¢alismada
elde ettikleri bir dncii aday bilesigin farelerde farmakokinetigi kanitlanmigtir. Bu ¢alisma 46 giinde
tamamlanmigtir. Bu g¢alisma bize hizli ve etkili molekiiler tasarim saglamak i¢in derin 6grenme
yontemlerinin potansiyelini gostermektedir.

Rastgele Orman, siniflandirma ve regresyon problemlerini bir grup karar agaci kullanarak ¢6zmek
icin popiiler bir yontemdir. Dikkatli tanimlayici se¢imi ve kapsamli parametre ayar1 olmadan bile QSAR
modellemesinde ¢ok iyi performans saglayabilir [50]. NCI-60 gibi hiicre hatt1 panelleri, ilag adaylarinin
proliferasyonu inhibe etme yeteneklerini test etmek i¢in uzun siiredir kullanilmaktadir. Daha 6nceleri in
vitro ilag duyarliliginin Ongoriicii modelleri, gen ekspresyon mikrodizilerinden olusturulan gen
ekspresyon belirteci kullanilarak olusturulmustur. Bu istatistiksel modeller, orijinal NCI-60'ta olmayan
hiicre hatlar1 igin ilag yanitinin 6ngorisiine izin verebilmektedir [51]. Siniflandirma ve regresyon

agaclarma (classification and regression trees, CART) dayanan bir yaklagim olan Rastgele Orman't
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kullanarak ila¢ cevabinin regresyon modellerini olusturan yeni bircok adimli algoritma gelistirilerek
mevcut teknikler iyilestirilmistir. Bu yontem, hem 19 meme kanseri hem de 7 Glioma hiicre hattindan
olusan bir panel i¢in ila¢ yanitin1 6ngérmede basarili olmus, diferansiyel gen ekspresyonuna dayali diger
yontemlerden daha iyi performans gostermistir. Bahsi gegen yazilim programi R dilinde yazilmis ve
ilgili gen ekspresyonu ve ila¢ yanit verileriyle birlikte ivDrug paketi olarak http://r-forge.r-project.org
adresinde mevcuttur.

lorio ve arkadaslar1 [52], gen mutasyon profilleri ve ekspresyon seviyeleri g6z Oniine alinarak,
kanser hiicre dizilerinde ila¢ molekiillerinin ICs¢'sini tahmin etmek icin elastik ag modelleri (elastic net
models) olusturmuslar ve bilesige bagli olarak bir dizi 6ngdriilenlerde dogruluk gézlemislerdir. Ayni
veri setini kullanan Corte’s-Ciriano ve arkadaslari ise [53] 6ngorii performansinin bazi durumlarda her
bir tahminde istatistiksel giiven Olcilisiine bagli olan RF modeli kullanilarak iyilestirilebilecegini
gostermislerdir.

ALOGPS, ilag tasarimi (ADME / T ve HTS) ve ¢evre kimyasi ¢aligmalari i¢in bilesiklerin logP,
suda ¢o6ziintirliik ve pKa’larina ait 6ngiirtiler saglamaktadir. ALOGPS 2.1, ilag tasarimi ¢alismalarinda
1-oktanol/su i¢indeki partisyon katsayilarini, logP'yi ve nétr bilesiklerin sulu ¢oziiniirliigiinii 6ngérmek
icin gelistirilmistir. Bu program Associative Neural Networks'iin kendi kendine 6grenme 6zellikleri
araciligiyla kullanici tarafindan saglanan yeni verileri birlestirme yetenegine sahip olmasi nedeniyle
ayricalikl bir 6zellige sahiptir [54].

Lusci ve arkadaslari, ila¢ benzeri molekiillerde suda ¢6ziiniirliik tahmininde bulunmak igin derin
o0grenme modelleri bildirmiglerdir [55]. Bu ¢alismada kimyasal yapilar grafige doniistiiriilmiis ve
modelleme i¢in yinelemeli sinir ag1 yaklagimlart uygulanmigtir.

Ferrero ve arkadaslari, Open Targets [56] platformundan c¢ikarilan gen-hastalik iliskisi
verilerine dayal1 olarak terapotik hedeflerin belirlenmesi iizerinde ¢alismiglardir [57]. Arastirmacilar,
ozellikle belirli bir genin bir ilag hedefi olma olasiligin1 6ngoérebilmek amaciyla RF, SVM, NNs ve
Gradyan Artirma Makinesi (Gradient Boosting Machine) gibi makine 6grenmesi modellerini
kullanmuglardir [58].

Molekiiler dinamik (MD) simiilasyonlari, reseptor islevini mekanik olarak agiklayabilmektedir.
Plante ve arkadaslari, yakin zamanda MD simiilasyonlarinin analizine yonelik bir makine 6grenmesi
yaklagimini tanimlamiglardir [59]. Makine 6grenmesi, ligandin neden oldugu reseptor konformasyonel
degisiklikleri arasinda ayrim yapmak icin giiclii bir analiz araci1 olarak kullanilabilir, bu da ligandin
farmakolojik etkisinde yer alan kalmtilarin tanimlanmasina izin verebilmektedir. Genis bir ligand
koleksiyonu incelenerek, makine Ogrenmesi yaklasimlar1 ile potansiyel olarak yeni ilaglarin
farmakolojik profili smiflandirabilir. Bu nedenle mekanizmaya dayali ilag kesfi i¢in umut verici

gortinmektedir [60].
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Dopamin D3 Reseptoriiniin (D3DR) etikloprite bagli inaktif durumunun molekiiler dinamik
simiilasyonlari, dort konjenerik modiilatordeki etkinlik degisikligini rasyonellestirme girigiminde
makine Ogrenmesine dayali bir yaklagim kullanilarak kiimelenmistir [61]. Reseptor-ligand
komplekslerinin genisletilmis MD trajektorlerini biriktirerek, ligand esnekligindeki artigin, inaktive
edilmis reseptoriin kristal yapisint asamali olarak nasil destabilize ettigi gézlemlenmistir. Bu modeli
ileriye doniik olarak dogrulamak icin, parsiyel bir agonist, yapisal bilgilere ve hesaplamali modellemeye
temelli rasyonel olarak tasarlanmis daha sonra sentezlenip test edilmistir. Elde edilen sonuglarin
ongoriilerle uyumlu ¢iktigr goriilmiistiir. Bu calisma, genisletilmis MD simiilasyonlar1 ¢ergevesinde
ligand esnekliginin aragtirilmasinin ilag tasarim stratejilerine yardimci olabilecegini, bilgi verebilecegini
ve bunun in silico'da (bilgisayar ortaminda) islevsel testlerin gii¢lii bir karsiligi olarak potansiyel
roliiniin altin1 ¢izebilecegini ileri siirmektedir

Siddetli akut solunum yolu sendromu koronaviriisii 2’nin (Severe Acute Respiratory Syndrome
causing Coronavirus (SARS-CoV-2)) viral proteinleri tizerinde etkili olabilecek ticari olarak kullanilan
mevecut ilaglari belirlemek i¢in Molekiil Transformatorii-ila¢ Hedef Etkilesimi (Molecule Transformer-
Drug Target Interaction (MT-DTI)) ad1 verilen 6nceden egitilmis (pre-trained) derin 6grenme tabanl
ilag-hedef etkilesim modeli kullanilmis ve sonug olarak, insan immiin yetmezlik viriisiinii (HIV) tedavi
etmek ve dnlemek i¢in kullanilan bir antiretroviral ilag olan atazanavirin en iyi kimyasal bilesik oldugu
ve SARS-CoV-2 3C benzeri proteinaza karsi 94,94 nM'lik bir inhibitér potens ile remdesivir (113.13
nM), efavirenz (199.17 nM), ritonavir (204.05 nM) ve dolutegravir (336.91 nM) den daha etkili oldugu
bildirilmistir [62]. Bu derin 6grenme modeli sayesinde farkli bir viral enfeksiyonun tedavisinde
kullanilan antiretroviralin baska bir viral enfeksiyondaki etkinligi ortaya konmustur.

Green ve arkadaglar1, 2020 yilinda, kimyasal yap1 olusturma, deneysel tasarim, aktif 6grenme ve
kemoinformatik araclar i¢in metodlari entegre eden otomatik molekiiler tasarim igin Heterojen,
Otomatiklestirilmis Is Akis1 kullanan Biyolojik Tepki Analizi ve Tasarim Sistemi (Biological Response
Analysis and Design System using an Heterogenous, Automated Workflow (BRADSHAW)) adli
sistemi ortaya koymuslardir [63]. Bu program, tasarla—yap-test et- analiz et (The Design-Make-Test-
Analyse cycle (DMTA)) dongiisiinde otomatik molekiiler tasarima izin vermektedir. Basit kullanici
araylzii, biiyiik 6lgekli otomatik tasarima erisimi kolaylastirirken, ¢ok hizli hareket eden bir alanda
kritik bir gereksinim olan yeni algoritmalar1 tanitmak icin gereken yazilim gelistirmeyi en aza
indirgemek icin tasarlanmistir. Sistem, bir otomasyon felsefesi, en iyi uygulama, deneysel tasarim ve
hem geleneksel kemoinformatiklerin hem de modern makine 6grenimi algoritmalarmin kullanimini
icermektedir. Geriye doniik bir durum ¢aligsmasinda, BRADSHAW’1in MMP12 inhibitorlerinin tasarimi
icin oncii bilesik optimizasyonunda nasil basarili bir sekilde kullanilabildigi gosterilmistir.

ADAM'lar (bir disintegrin ve metaloproteinazin kisaltmasi), hiicre yapismasi, gog, hiicresel

sinyalleme ve proteoliz vb. fizyolojik siireclerde rol alan transmembran proteinler ailesine aittir [64, 65].
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ADAM'larin 6nemli bir {iyesi olan ADAMI10'un Alzheimer, prion hastaligi, alerjik reaksiyonlar,
glioblastoma ve pankreas kanserinin [66-69] tedavisi i¢in umut verici bir hedef oldugu kanitlanmistir.
ADAMI10 inhibitorlerinin molekiiler generatif modelini olusturmak igin, gecisli tekrarlayan birim
(Gated-Recurrent-Unit (GRU)) tabanli derin sinir agi, transfer 6grenmesi ile birlikte basariyla
kullanilmistir. Calismadan elde edilen sonuglara gére, GRU tabanli generatif modelin, molekiillerin
SMILES gramerlerini dogru bir sekilde 6grenebildigini ve yeni potansiyel ADAMI0 inhibitorleri
iretebildigini gostermistir. Geleneksel ligand tabanli yontemlerle karsilagtirildiginda, GRU tabanl
generatif model, kimyasal ligandlarin yalnizca SMILES bilgilerini gerektirir ve etkili genis bir seri
potansiyel yeni yapilar olusturabilir. Bu benzersiz avantajlar, de novo ila¢ tasarimi ve biiyiik dlgekli
sanal tarama aragtirmalarinda son derece yararli kilmaktadir [70].

Bu c¢alismalara benzer sekilde Segler ve arkadaslari [71], SMILES notasyonunun sézdizimini
ogrenmek icin tekrarlayan sinir aglarini kullanmislar ve daha kiigiik bir bilesik setiyle 6nceden egitilmis
bir aga ince ayar yaparak hedef odakli kiitiiphaneler olusturmuslardir. Bu transfer 6grenme yontemi,
biyolojik olarak aktif molekiillerin 6ngdriilmesinde basariyla kullanilmustir.

CRISPR / Cas9, gen inaktivasyonu, aktivasyonu, mutasyonu ve kromozom yeniden
diizenlemeleri i¢in ¢ok yonlii bir genomik miihendislik aracidir [72]. Biyoteknoloji uzmani Christof
Fellmann, CRISPR-Cas'in hedef molekiilleri tanimlamaya yardimer olmasinin ilag kesfi {izerinde ¢ok
onemli bir etkiye sahip olacagini agiklamistir. Arastirmacilar, sistemi kasith olarak genleri aktive etmek
veya engellemek i¢in kullanarak hastaliga neden olan veya engelleyen genleri ve proteinleri
belirleyebilir, boylece potansiyel ilaglar igcin hedefler belirleyebilmektedir. CRISPR — Cas, ayni
zamanda, hastaliklari tam olarak taklit eden hiicresel ve tiim hayvan modeli sistemleri olusturmay1 da
kolaylastirmaktadir. Bilim insanlarinin ilaglarin giivenligini ve etkinligini daha dogru bir sekilde
dogrulamasina olanak taniyip, bu tiir modellerin klinik caligmalarda ne olacagina dair daha iyi
ongoriiciiler olmasini saglamaktadir [73].

AtomNet, ilag kesif uygulamalari i¢in kiiclik molekiillerin biyoaktivitesini tahmin etmek igin
tasarlanmus ilk yap1 tabanli, derin evrigimli sinir agidir [74]. AtomNet, atom tipleri ve yapisal protein-
ligand etkilesimi parmak izleri (SPLIF'ler) gibi yapisal 6zellikleri ¢ikarmak i¢in ilag-hedef kompleksine
yerlestirilmis {i¢ boyutlu (3D) bir 1zgara (grid) gosterimini kullanir ve bunlar daha sonra tek boyutlu bir
kayan nokta vektoriine agilir. AtomNet, bir calisma setinden gergek aktif bilesiklere oncelik vermede
Surflex-Dock [75] ve DOCK [76] gibi yaygin olarak kullanilan yerlestirme algoritmalarindan daha iyi
performans gostermistir.

Klinik aragtirmalara giren ¢ogu ila¢ basarisiz olur, bu da genellikle ilag yanitin1 yoneten
mekanizmalarin tam olarak anlagilamamasindan kaynaklanir. Makine 6grenimi teknikleri, daha iyi ilag
yanit1 tahminleri i¢in muazzam bir umut vaat ediyor, ancak ¢ogu yorumlanabilirlik eksikligi ve

monoterapilere odaklanmalar1 nedeniyle klinik uygulamaya ulasamadi [77]. Bu zorluklari, 1.235 tiimor
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hiicresi hattinin 684 ilaca verdigi yanitlar iizerine egitilmis insan kanser hiicrelerinin yorumlanabilir bir
derin 6grenme modeli olan DrugCell’i gelistirerek ele almiglardir. DrugCell 6ngoriileri hiicre hatlarinda
dogrudur ve ayrica klinik sonuglar1 smiflandirir. DrugCell mekanizmalarinin analizi, kombinatoryal
CRISPR, in vitro ilag-ilag taramasi ve hastadan tiiretilmis ksenograftlar ile sistematik olarak
dogruladiklar sinerjik ila¢ kombinasyonlarimin tasarimia dogrudan gotiiriir. DrugCell, 6ngdriicii tip
i¢cin yorumlanabilir modeller olugturmak i¢in bir plan saglamaktadir.

DeepACTION derin d6grenme tabanl bir yontemdir. Bu hesaplamali yaklagim yeni etkilesimleri
(ilag-hedef ciftleri) belirleyebilir ve ilacin yeniden kullanim siirecini hizlandirabilir. Bu sayede bilim
adamlarini ilag gelistirmeye motive etmek i¢in eksiksiz bilgi saglayabilmektedir. Yontem bir dogrulama
testi (5 kat CV) altinda mevcut algoritmalarla karsilagtirilmis ve deneysel sonuglar, yontemin tiim 6l¢im
metrikleri agisindan tahmin performansi elde ettigini ve DrugBank veri setinden yeni ¢iftleri (ilag-hedef)
tahmin edebildigini gostermektedir [78].

DeepCPI, biiyilk miktarda etiketlenmemis veriden, bilesiklerin ve proteinlerin Ortiik ancak
etkileyici diisiik boyutlu 6zelliklerini otomatik olarak 6grenen derin 6grenme yontemini kullanan bir
algoritmadir. DeepCPI tarafindan baslatilan sanal tarama ile kiigiik molekiillii bilesiklerin, glukagon
benzeri peptid-1 reseptorii (GLP-1R), glukagon reseptoric (GCGR) ve vazoaktif bagirsak peptid
reseptorii (VIPR) dahil, G proteinine bagl reseptdr (GPCR) ailesindeki gesitli hedeflerle etkilesimi
belirlenmistir. Bu durum DeepCPI'nin yeni bilesik-protein etkilesimlerinin dngoriisii igin yararli ve
giiclii bir ara¢ oldugunu, bu nedenle ilag kesfine ve yeniden konumlandirma ¢abalarina yardimci
olabilecegini gostermektedir [79].

PASS Online, farmakolojik etkiler, etki mekanizmalari, toksik ve yan etkiler dahil olmak lizere
4000'den fazla biyolojik aktivite tiiriinii tahmin etmeye yonelik Bayes yaklagiminin bir 6rnegidir [80].
Bilesigin tahmini biyolojik aktivite profilini elde etmek icin sadece yapisal formiil gereklidir; boylelikle
bilgisayarda tasarlanan ancak heniiz sentezlenmemis sanal yapi i¢in bile Ongoriide bulunmak
miimkiindiir. Bayes aginin yapi 6grenmesini igeren etiket siniflandirma yontemi olan DRABAL,
400.000'den fazla bilesigin 1,4 milyondan fazla etkilesimini incelemek ve PubChem BioAssay veri
tabanindan bes biiylik HTS testi arasindaki mevcut iliskileri analiz etmek i¢in gelistirilmistir [81].

Yakin zamanda, Birlesik Krallik'ta yeni kurulan Exscientia ile Japon ilag sirketi Sumitomo
Dainippon Pharma arasindaki bir is birligi ile obsesif kompulsif bozukluk i¢in Al kullanilmasiyla
tasarlanmig bir ilag olan DSP-1181 bildirilmistir [82]. Gelismis yapay zekd metodolojilerinin
kullanilmasi ile, ilgili kimyasal alan verimli bir sekilde daraltilarak, yapay zeka tarafindan tasarlanmis
5-HT1a (5-Hidroksitriptamin 1A) reseptor agonistinin sadece 12 ayda klinige ulagmasi saglanmistir.
Normalde bu siire¢ birkag yildan on yila kadar siirebilirdi.

Genel olarak, Al'nin gesitli stratejiler yoluyla ilag kesif verimliliginde artislar saglayabilecegi

agiktir [26]. Tablo 2’de ilag gelistirme siirecinde kullanilan bazi1 yapay zeka araglari verilmektedir.
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Tablo 2. ilag kesfinde kullanilan yapay zeka araglarina drnekler [30].

eden yazilim

Araclar Ayrintilar Web Sitesi URL

DeepChem Ilag kesfinde uygun bir aday bulmak icin https://github.com/deepchem/deepc
python tabanli bir Al sistemi kullanan MLP | hem
modeli

DeepTox Toplam 12.000 ilacin toksisitesini tahmin www.bioinf.jku.at/research/DeepTo

X

DeepNeuralNetQSAR

Bilesiklerin molekiiler aktivitesinin
saptanmasina yardimci olan hesaplama
araglariyla yonlendirilen Python tabanli
sistem

https://github.com/Merck/DeepNeur
alNet-QSAR

ORGANIC

Istenilen 6zelliklere sahip molekiiller
olusturmaya yardimci olan bir molekiiler
olusturma aract

https://github.com/aspuru-guzik-
group/ORGANIC

PotentialNet

Ligandlarin baglanma afinitesini tahmin
etmek i¢in NN'leri kullanir

https://pubs.acs.org/doi/full/10.1021
facscentsci.8b00507

puanlamak i¢in bir puanlama islevi

Hit Dexter Biyokimyasal testlere yanit verebilecek http://hitdexter2.zbh.uni-
molekiilleri tahmin etmek i¢in ML teknigi hamburg.de
DeltaVina Ilag-ligand baglanma afinitesini yeniden https://github.com/chengwang88/del

tavina

Neural graph fingerprint

Yeni molekiillerin 6zelliklerini tahmin
etmeye yardimci olur

https://github.com/HIPS/neural-
fingerprint

formatta raporlanmasina yardimci olur

AlphaFold Proteinlerin 3 boyutlu yapilarini tahmin https://deepmind.com/blog/alphafol
eder d
Chemputer Kimyasal sentez prosediiriiniin standart https://zenodo.org/record/1481731

Yapay Zeka Uygulamalarina iliskin Dezavantajlar

Yapay zeka teknolojisi, 6zellikle derin 6grenme yontemi, farmasoétik bilgileri (6rnegin, QSAR ve
kimyasal yap1) biiyiik miktarda farmasotik veriden dgrenmek icin kullamlabilir. Ogrenilen bilgi daha
sonra molekiilil istenilen 6zelliklere sahip olarak tasarlamak, molekiiler 6zellikleri optimize etmek ve
molekiiliin klinik onay basar1 oranim ilerletmek i¢in uygulanabilir. Yapay zeka teknolojisi, giiclii veri
madenciligi yetenekleri sayesinde bilgisayar destekli ila¢ tasarimina yeni bir soluk getirmistir. Ancak
bazi sorunlar mevcuttur [83].

Tibbi arastirmalarda yapay zekanin karsilastigi veri eksikligi, birlikte ¢aligabilirlik eksikligi ve
boyutluluk gibi bir¢ok zorluklar bulunmaktadir [26]. Veri eksikligi, yapay zekay1 uygulamak isteyen
her sektorde tekrar eden bir sorundur. Geleneksel bir biyolojik ¢aligmanin gegerli olmasi igin minimum
ornek sayisi bes olmalidir. Bununla birlikte, ¢ogu makine 6grenmesi algoritmasinin iyi performans

gostermesi igin yiizlerce veya binlerce veri noktasi / Ornegi lizerinde egitilmesi gerekir. Ayrica,
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etiketlenmis verileri elde etmek zor olabilir ¢iinkii bu genellikle bir tiir manuel girdi gerektirir. Bazi
durumlarda istenen verileri igeren biiyilik veritabanlar1 mevcut olmayabilir. Bununla miicadele etmek
icin stratejilerden biri veri artirmadir. Veri artirma, gercek verilerden yapay veri olusturma siirecidir.
Cesitli veri artirma yaklagimlari vardir; nihayetinde yeni veri toplamadan egitim modelleri i¢in mevcut
verileri artirir [26]. Diger bir yaklagim transfer 6grenme teknolojisinin geligtirilmesi olabilir [83].

Tahmine dayali modeller olusturmak icin deneysel verileri kullanirken bir baska zorluk ve
belirsizlik kaynagi, verilerin yanliglikla dogru bildirilmemesidir. Yanlis raporlama, bilimsel literatiirde
rapor edilen ve veri tabanlarinda saklanan rapor edilen degerlerde, gen tanimlayicilarinda, birimlerde
veya diger parametrelerde basit yazim hatalar1 seklinde olabilir. Yanlis bildirilen bir veya iki veri noktasi
bile tahmine dayali bir modelin sonuglarini ¢arpitma potansiyeline sahiptir. Veri iyilestirme ve veri
raporlamadaki olas1 hatalarin belirlenmesi, yapay zekanin ilag kesfiyle ilgili olabilecegi baska bir alandir
[84].

Makine 6grenmesinin kars1 karsiya kaldigr bir diger zorluk da modelin hala gizemini koruyor
olmasidir. Uygulanabilirlik alanlarinin ortaya ¢ikmasina benzer sekilde, yeni Al araclarini dogrulamak
ve degerlendirmek i¢in hangi uygun kontrollerin oldugu konusunda topluluk arasinda bir fikir birligine
varilmas1 gerekir [85]. 'Kara kutu modeli' terimi genellikle bir modelin nasil belirli tahminlerde
bulundugunu ve performans gosterdigini agiklamak zor oldugunda kullanilir. Cogu makine 6grenmesi
modeli, tahmin edilen sonuglarin altinda yatan biyolojik mekanizmalar hakkinda bilgi sahibi olmadan
veya bunlara dikkat etmeden tahmin dogrulugu igin optimize edilmis "kara kutular"dir [86, 87]. Her
katman modele karmasiklik Kkattigindan, her katmanin ¢iktilarin1 katlanarak karmagik hale
getirebileceginden ve katman sayisi arttigindan, bu durum daha olasidir. Ancak, Yerel Yorumlanabilir
Model-Agnostik Agiklamalar (Local Interpretable Model-agnostic Explanations (LIME)) [88] ve
SHapley Katki Ac¢iklamalar1 (Shapely Additive Explanations (SHAP)) gibi daha fazla agiklanabilirligi
aydinlatmak icin ¢esitli araclar gelistirilmektedir [89]. LIME, modelin davraniginin yerel dogrusal bir
yaklagimini benimser, SHAP ise model ¢iktisini agiklamak i¢in oyun teorisine dayali bir yaklasim
kullanir. Hem LIME hem de SHAP ve diger benzer stratejilerin makine 6grenmesinde yaygin uygulama
haline gelecegi ve klinige daha fazla Al teknolojisi getirmek icin gerekli olacagi ongoriilmektedir [26].

Tibbi verilerde yapay zeka ile tekrar eden bir sorun, boyutluluk laneti olarak bilinir. Bu, kullanilan
veri setlerinin az sayida ornege ve bir¢ok Ozellige sahip oldugu zamandir. Bu, tipik olarak binlerce
ozellik ve 100'den az 6rnek verdikleri igin tibbi omik veri setlerinde yaygin bir durumdur; boylece
mevcut veriler seyreklesir. Bu sorun, gesitli boyut indirgeme teknikleriyle ele alinabilir [26]. Sinir ag
modellerini egitmek bir¢ok parametrenin ayarlanmasimi igerir, ancak yalnizca birka¢ pratik kilavuz

vardir ve bu modellerin optimizasyonlari i¢in eksiksiz teorik sistemler hala ulasilamazdir [83].
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SONUC VE TARTISMA

Hesaplama giiciiniin hizli gelisimi ve hesaplamali kimya ve biyolojinin hizli gelisimi sayesinde,
bilgisayar destekli ilag¢ tasarim teknikleri, arastirma siirecini hizlandirmak igin ilag¢ kesif ve gelistirme
hattinin hemen hemen her asamasinda basariyla uygulanmistir [83]. Ana hedef preklinik ve klinik
aragtirmalarla ilgili maliyeti ve riski azaltmaktir. Yapay zeka teknolojisi, makine 6grenimi teorisinin
gelisimi ve farmakolojik verilerin birikmesi sayesinde, gii¢lii bir veri madenciligi araci olarak, sanal
tarama, aktivite ongérme, QSAR analizi de nova ilag¢ tasarimi ve in silico absorbsiyon, dagilma,
metabolizma, atilim ve toksisite (ADME/T) 6zelliklerinin degerlendirilmesi gibi ilag tasariminin gesitli
alanlarinda rol oynamaktadir. Yapay zeka tabanli modellerin fiziksel bir agiklamasini saglamak hala zor
olsa da aslinda ¢ok yonlii sistemler araciligiyla ilag¢ kesfinin manipiile edilmesine yardimci olmak igin
biiyiik bir gii¢ olarak hareket etmektedir. Son zamanlarda, giiclii timevarim yetenegi ve giiclii 6zellik
ekstraksiyon yetenegi nedeniyle, molekiiler 6zelliklerin 6ngoriilmesinin yant sira, ilag tasarimi alaninda
Al teknolojilerinin uygulanmasini daha da tegvik edecek olan istenen molekiilleri olusturmada derin
O0grenme yontemleri kullanilmaktadir.

Yapay zeka, ila¢ kesfinin ilk asamalarindan baglayarak tamamiyla in silico ortamda istenen
aktiviteyi gosteren yeni Oncii bilesikler gelistirmek i¢in kullanilmaktadir [90]. Hesaplamali de novo
tasarimi ile yapay zekay birlestirmek, bilinen yararl bilesiklerin 6grenilmesine ve planl bir biyolojik
aktivite ile kimyasal olarak dogru ve sentezlenebilir yapilarin iiretilmesine olanak saglayabilmektedir
[91]. Bu uygulamalar sayesinde emek, zaman, maliyet ve bunun gibi bir¢ok konuda tasarruf ve avantaj
saglanmaktadir. Yapay zekda uygulamalarinin giderek yayginlagsmasimin sebebi bu avantaj ve
tasarruflardir.

Su anda, bir¢ok ilag sirketi ila¢ gelistirme programlarinda artan maliyetler ve verimliligin
azalmasi nedeniyle zorluklarla karsilasmaktadir [3]. Son zamanlarda, bu siiregleri daha maliyet ve
zaman agisindan verimli hale getirebilecek birgok etkileyici yapay zeka yontemi ve araci gelistirilmistir.
Ilag taramasida Al / ML kullanimi buna bir &rnektir. Geleneksel yiiksek verimli tarama kiitiiphanesi
genellikle yaklagik bir milyon bilesik igerir ve her bir bilesik tipik olarak 50-100 Amerikan Dolari
tutarindadir. Bu nedenle, bir ilk tarama siireci birkag milyon Amerikan dolarma ve birka¢ aylik
calismaya mal olabilir. Sonraki 6ncii bilesik optimizasyonunun, preklinik ila¢ adaylarinin belirlenmesi
birkag yil stirebilir. Aksine, Al yardimyla, birka¢ milyar molekiilden olusan sanal bir bilesik kitaplig:
birkag¢ giin i¢inde taranabilir. Yapay zeka tabanli bir hesaplama hatt1 kullanarak klinik 6ncesi adaylar
belirlemek yalnizca birkag ay ila 1 y1l siirebilir [88, 92].

Yapay zeka tabanli hesaplamali yaklagimlarmn ilag gelistirme tizerindeki biiyiik etkisi géz 6niine

alindiginda, bu alandaki yonelimlerin ve bu alana bagvuranlarin sayist hizla artmaktadir. Dahasi, birgok
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ilag sirketi, 2017'den beri yapay zeka girisimleri ve akademik kurumlarla is birligi yapmanin yani sira
dahili yapay zeka tabanli Ar-Ge programlarina yatirim yapmaktadir.

Bugiine kadar, yapay zekanin klinik deneyler i¢in hizli bir sekilde kullanilabilir hale
getirilebilecek ve onaylanirsa saglik hizmetleri ile birlestirilebilecek yeni aday tedavileri belirleme
potansiyeli benzersiz olup yapay zekay ileri teknolojilerin merkezi haline getirmektedir. Bu nedenle
Al, insan hastaliklari, 6zellikle de Koronaviriis Hastaligi 2019 (Coronavirus Disease 2019 (COVID-19))
gibi yeni ortaya ¢ikan hastaliklar i¢in ilag¢ gelistirme ve mevcut ilaglarin yeniden kullanilmast i¢in umut
vericidir [93].

Son olarak, DL ydntemlerinin hala "karanlik bir si" veya "kara kutu" oldugunu vurgulamak
onemlidir [88]. Egitim asamasinda, bir sinir agina yalnizca etiketli belirli bir girdi verilir. Ozellikler
acikea belirtilmemistir ve ag1 olusturan kisi bile ara asamalarda neyin incelendigini veya modelin neden
belirli bir sonuca vardigini bilemeyebilir [94]. Sonug olarak, ilag¢ kesif dongiisiinii hizlandirip yapay
zeka araglarini sisteme dahil etmek icin biiylik miktarda ¢alisma yapilmistir; ancak ilag kesfinde yapay
zekanin tam potansiyeli gerceklestirilmeden 6nce bu araglarin daha basarili uygulamalar1 gerekli

olacaktir [39].
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