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Oz: Kanser, diinya capinda ¢ogu insanin 6lmesine neden olan ve birgok farkl1 alt tiplerden olusan heterojen bir hastaliktir. Bir
kanser tiiriniin erken teshisi ve prognozu, hastalarin sonraki klinik takibini kolaylastirabildigi i¢in kanser aragtirmalarinda bir
gereklilik haline gelmistir. Bunun i¢in en ¢ok kullanilan yontemlerden birisi histolojik incelemedir. Ancak bu yontemde ¢ok
sayida gozlemciler arasi degigskenlik bulunmakta, bu ise inceleme siirecinin uzun olmasina ve zaman almasina neden
olmaktadir. Bu dezavantajin Oniine gegmek igin aragtirmacilar hesaplama-tabanli yaklagimlara yonelmisler ve kanserli
proteinlerin belirlenmesi igin protein-protein etkilesimleri, protein etkilesim aglar1 ve molekiiler parmak izleri yontemlerinden
yararlanmaktadirlar. Bu yontemler arasinda, g¢esitli caligmalar genomik bilgilerden de kanserli hiicrelerin tespit edilebildigini
gostermistir. Kansere ait genlerin dizilimlerine gore belirli kanser tiirlerinin belirlenebildigi ve bu siiregte yapay 6grenme
tabanli yaklagimlarin etkili oldugu goriilmiistiir. Bu ¢alismada, derin 6grenme algoritmalarindan birisi olan tekrarlayici sinir
ag1 mimarisi kullanilmis ve insana ait mesane, kolon ve prostat kanserlerinin, protein dizilimlerine gére siniflandirilmasi
yapilmistir. Caligmanin ana amaci protein haritalama tekniklerinin, kanserli genleri siniflandirmadaki performanslarimin
kiyaslanmasidir. Caligma, verilerin elde edilmesi, protein dizilimlerinin sayisallagtirilmasi, derin 6grenme model
uygulamasinin gelistirilmesi ve protein haritalama tekniklerinin bagariminin karsilastirilmasi olmak iizere dort agamadan
meydana gelmektedir. Protein dizilimlerini sayisallagtirmak i¢in AESNN1, hidrofobiklik, tam say1, Miyazawa enerjileri ve
rastgele kodlama yontemleri ele alinmistir. Calismanin sonunda, mesane kanseri i¢in en yiiksek dogruluk degeri %87.15 ile
AESNNI haritalama yontemiyle, kolon kanseri ve prostat kanseri igin ise en yiiksek dogruluk degeri sirasiyla %94.40 ve
%75.45 olarak Miyazawa enerjileri ve rastgele kodlama protein haritalama yontemi ile elde edilmistir. Bu ¢alisma ile yapay
6grenme ve protein haritalama tekniklerinin, kanserli protein dizilimlerinin belirlenmesinde etkili oldugu gézlemlenmistir.
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Comparing the Performance of Protein Mapping Techniques in Cancer Diagnosis Using Deep
Learning

Abstract: Cancer is a heterogeneous disease made up of many different subtypes that cause most people to die worldwide.
Early diagnosis and prognosis of a cancer type has become a necessity in cancer research as it can facilitate subsequent clinical
follow-up of patients. One of the most used methods for this is histological examination. However, there is a large number of
inter-observer variability in this method, which causes the examination process to be long and time consuming. To avoid this
disadvantage, researchers have turned to computation-based approaches and utilize protein-protein interactions, protein
interaction networks, and molecular fingerprints to identify cancerous proteins. Among these methods, various studies have
shown that cancerous cells can also be detected from genomic information. It has been observed that certain types of cancer
can be determined according to the sequences of genes belonging to cancer, and artificial learning-based approaches are
effective in this process. In this study, recurrent neural network architecture, one of the deep learning algorithms, was used and
the classification of human bladder, colon and prostate cancers according to their protein sequences was made. The study
consists of four stages: data acquisition, mapping of protein sequences, development of deep learning model application, and
comparison of the performance of protein mapping techniques. AESNN1, hydrophobicity, integer, Miyazawa energies and
random coding methods were discussed to map protein sequences. At the end of the study, the highest accuracy value for
bladder cancer was obtained with AESNN1 mapping method with 87.15%, and the highest accuracy value for colon cancer
and prostate cancer was obtained with Miyazawa energies and random coding protein mapping method as 94.40% and 75.45%,
respectively. With this study, it has been observed that artificial learning and protein mapping techniques are effective in
determining cancerous protein sequences.
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Kanser Teshisinde Protein Haritalama Tekniklerinin Basarimlarinin Derin Ogrenme Kullanilarak Karsilastirilmast

1. Giris

Kanser, diinya ¢apinda insan sagligini etkileyen ve tehdit eden en yaygin hastaliklardan birisidir. Gogiis, deri,
akciger, kolon, prostat olmak iizere 100.000°den fazla kanser tiirii bulunmaktadir [1]. Kanser genellikle timor
baskilayici genler, hiicre dongiisii diizenleyiciler ve proto-onkojenler lizerinde ortaya ¢ikan zararli mutasyonlardan
meydana gelmektedir [2]. Kanser tedavilerinde en 6énemli unsur kanserin erken teshis edilmesidir. Bu durumda
beklenen hayat siiresi ve hayat kalitesi artmaktadir. Kanserin erken teshisinde kan testleri, rontgen, manyetik
rezonans goriintiileme, endoskopi, genetik goriintiileme, histolojik inceleme gibi ¢esitli sayida yontemler
bulunmaktadir. Ancak bu yontemlerin insan giicii ve laboratuvar ekipmani gerektirmesi, uzman yorumuna ihtiyag
duymasi, hem teshis iglemin zaman almasina hem de maliyetli olmasina neden olmaktadir [3,4]. Bu
dezavantajlardan dolayi, arastirmacilar kanser teshisinin erken tahmini igin yeni stratejiler gelistirmektedirler. Tip
alaninda yeni teknolojilerin ortaya c¢ikmasiyla, biiylik miktarda kanser verisi toplanabilmekte ve tibbi
aragtirmalarda etkili bir sekilde kullanilabilmektedir [5].

Biyoenformatik ¢aligmalarinda, hesaplama-tabanli yaklagimlarin ve yapay 6grenme yontemlerinin bagarili
olmasi, kansere neden olan proteinlerin bu yontemlerle analiz edilmesinin 6niinii agmustir. Makine 6grenmesi ve
derin 6grenme mimarileri, kansere neden olan proteinlerin analizinde kullanilmakta ve erken teshis ¢aligmalarinda
siklikla degerlendirilmektedir [6,8]. Protein dizilimlerinin yapay 6grenme teknikleri ile analiz edilebilmesi i¢in
dizilimlerin sayisallastirilmasi gerekmektedir. Bilindigi tizere protein dizilimleri 20 adet amino asit kodlarindan
(harflerden) meydana gelmektedir. Ham protein verilerinin yapay 6grenme yontemleri ile degerlendirilmesi
miimkiin degildir [9]. Protein dizilimlerinin sayisallagtirilmasiyla gerceklestirilen calismalar hesaplama-tabanli
olarak ifade edilmektedir. Literatiirde belirli sayida protein haritalama yontemleri mevcut olmakla beraber bu
yontemler belirli kategorilere ayristirilmistir. Tablo 1°de gesitli protein haritalama yontemleri ve bunlarin
kategorileri verilmistir.

Tablo 1. Protein haritalama yontemleri ve ait oldugu kategoriler

Kategori Protein Haritalama Yontemleri
Fizikokimyasal-tabanl At?litljer;flgflilt(iliirll(eri
Evrisim-tabanh PQSI\QZ'\;IGO
Yapi-tabanh Miyazawa Enerjileri
Makine 6grenmesi-tabanh ﬁfost’\\l/':cl

Protein haritalama yontemleri proteinlerin arasindaki etkilesimleri belirlemek [10], ilag-hedef etkilegimlerini
belirlemek [11], protein ailelerini siniflandirmak [12], protein fonksiyonlarini tahmin etmek [13], protein ikincil
yapilarint analiz etmek [14] gibi ¢esitli ¢aligmalarda siklikla kullanilmaktadir. Caligmalardan anlasildig: iizere
kullanilan protein haritalama yontemleri ve yapay 6grenme tekniklerinin tahmin ve teshis iglemlerinde belirleyici
oldugu gézlemlenmistir

Bu c¢alismada, belirli protein haritalama yontemleri kullanilarak, g¢esitli kanserlere ait proteinlerin
smiflandirilmast yapilmistir. Calismadaki ana amag¢ protein haritalama tekniklerinin kanser igeren genleri
simiflandirmadaki bagarimlarinin kiyaslanmasidir. Calisma dort asamadan meydana gelmektedir. Birinci asamada
mesane, kolon ve prostat kanserine neden olan protein dizilimleri elde edilmistir. ikinci asamada elde edilen
protein dizilimleri sayisal ifadelere doniistiiriilmiis ve bu islem icin AESNNI1, hidrofobiklik, tam say1, Miyazawa
enerjileri ve rastgele kodlama olmak iizere bes farkli yontem kullanilmigtir. Sayisal haritalama igleminin ardindan
tekrarlayici sinir ag1 modeli tasarlanmis ve bu model ile siniflandirma islemi gergeklestirilmistir. Calismanin son
kisminda ise kullanilan protein haritalama tekniklerinin bagarimlar1 kiyaslanmis ve degerlendirme 6lgiitleri olarak
ise dogruluk, AUC (Area Under Curve — Egri Altinda Kalan Alan), F1-skor ve kesinlik skorlar1 kullanilmustir.

Calismanin 6ne ¢ikan kisimlari su sekilde ifade edilebilir:

e Bu calisma ile kanser iceren proteinlerin derin 6grenme mimarisi ile analizi yapilarak, protein
haritalama yontemlerinin basarimlar1 kiyaslanmistir.

e Kaullanilan protein haritalama tekniklerinin kanser igeren proteinleri belirlemede etkili bir role sahip
oldugu gozlemlenmistir.

e Derin 6grenme algoritmasinin kullanilmasiyla hem bu alanda hem de diger biyoenformatik
alanindaki basarimlari pekistirilmistir.
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Calismanin diger kisimlar1 su sekilde organize edilmistir. Tkinci kistmda bu alanda yapilmis olan diger
calismalar irdelenmis ve kullanilan yontem, veri seti ve basarim 6lgiitleri hakkinda bilgiler verilmistir. Ugiincii
kisimda bu ¢aligmada kullanilan veri setinden bahsedilerek, degerlendirilen protein haritalama yontemleri ele
alinmistir. Dordiincii kisimda tasarlanan tekrarlayici sinir agindan bahsedilmis ve parametreleri liste halinde
verilmistir. Ayrica bu kisimda protein haritalama yontemlerinin basarim dlgiitleri hesaplanarak kiyaslama islemi
de gerceklestirilmistir. Bunlara ek olarak bu kisimda ¢alismanin sonuclari irdelenmis ve tartigsma yapilarak avantaj
ve dezavantajlardan bahsedilmistir. Son kisimda ise ¢aligmanin etkisi, literatiire katkis1 ve gelecek caligmalar
iizerinde durulmustur.

2. Tlgili Cahsmalar

Bu kisimda literatiirde kanser igeren proteinlerin siniflandirilmasina yonelik gerceklestirilen yapay
o6grenmeye dayali ¢alismalardan bahsedilmistir. Belirli ¢alismalar incelenmis, kullanilan yapay 6grenme, protein
haritalama ve veriler hakkinda bilgiler verilmis ve ¢aligmalarin basarim Olgiitleri ele alinmistir. [1] numarali
calismada, arastirmacilar on iki farkli tiirdeki kanser tipini genom bilgisi ve derin 6grenme modeli kullanarak
tanimlamiglardir. Calismada kanser tiirlerini belirleyebilmek i¢in genom iizerindeki nokta mutasyonlardan
yararlanmiglardir. Arastirmacilar saglikli 6rnekleri IGSR (The Internatioanl Genome Sample Resource) veri
setinden elde ederken, tiimor igeren drnekleri ise TCGA (The Cancer Genome Atlas) veri setinden toplamiglardir.
Calismada mesane, gogiis, kolon, beyin tiimorii, bobrek, gliyom, akciger, yumurtalik, prostat, mide, pankreas ve
rahim kanserleri lizerinde durulmustur. Toplamda 1.991 adet saglikli veri kullanilirken, 6.083 adet kanser iceren
proteinler degerlendirilmistir. Derin 6grenme modeli olarak ise derin sinir aglar1 tasarlanmustir. Protein dizilimleri
bir-sicak yontemi ile sayisallagtirilmig ve siniflandirilmaya hazir hale getirilmistir. Caligmanin sonunda ortalama
%87.42 oraninda dogruluk elde edilmistir. Bagka bir galismada arastirmacilar protein-protein etkilesimlerine
dayanarak kanserle iligkili genlerin karsilastirmali analizini yapmislardir [15]. Calismada mesane, kolon, bobrek
ve tiroit kanserlerine ait veriler kullanilmistir. Mesane i¢in 3.704 adet farkli gen ifadeleri kullanilirken, 2.081 adet
protein etkilesimi ele alinmistir. Kolon kanseri igin 3.515 adet farkli gen ifadesi ve 1.944 adet protein etkilesim
verisi kullanilmigtir. Bu oran bobrek kanseri ve tiroit kanseri i¢in azalmig ve sirasiyla 1.257 ve 1.380 adet farkl
gen ifadesi degerlendirilmistir. Protein etkilesimi i¢in ise sirasiyla 728 ve 715 adet veri kullanilmistir. Farkli gen
ifadeleri GEO (Gene Expression Omnibus) veri setinden elde edilmistir. Proteinlere ait etkilesimler ise DIP
(Database of Interaction Proteins), IntAct, BIND (Biomolecular Interaction Network Database), HPRD (Human
Protein Reference Database) ve MINT (Molecular Interaction Database) veri setlerinden toplanmustir. Calismanin
sonunda Onerilen yontemin etkili oldugu belirlenmistir. [16] numarali ¢aligmada arastirmacilar kanser igeren
proteinleri belirleyebilmek i¢in protein etkilesimlerinden, alan frekansindan ve alan etkilesim verilerinden
yararlanmiglardir. Caligmanin ilk asamasinda kanser igeren proteinler gesitli veri setlerinden elde edilmistir. Bu
amag¢ i¢in kullanilan veri setleri TAG (Tumor Associated Gene), MSKCC (Memorial Sloan-Kettering Cancer
Center), Tayvan Yang Ming Universitesi, OMIM (Online Medelian Inheritance in Man) ve HLungDB (Human
Lung Database)’dir. Bunun yam sira protein etkilesim verileri ise BioGrid ve Swiss-Prot veri setlerinden elde
edilmistir. Smiflandirma islemi i¢in ¢esitli makine 6grenmesi algoritmalari kullanilmis ve basarimlari dogruluk,
belirlilik, hassasiyet, F1-skor, AUC gibi basarim 6l¢iitleri ile belirlenmistir. En iyi basarim akciger kanseri ile elde
edilmis ve %89.4 oraninda dogruluk hesaplanmstir. [17] numarali ¢alismada evrisimsel sinir aglart kullanilarak
akciger kanserine neden olan proteinlerin siniflandirilmasi yapilmis ve bu amag i¢in protein etkilesim agindan ve
gen ifadesi bilgilerinden yararlanilmigtir. Caligmada protein etkilesim verileri HINT (The Homologous
Interactions) veri setinden elde edilmis ve toplamda 47.358 adet protein etkilesim verileri kullanilmistir. Gen
ifadesi bilgisi ise GEO veri seti araghg ile toplanmis ve sadece akciger kanserine neden olan proteinler
degerlendirilmistir. Bu veri seti ile 152 adet kanser igermeyen ve 487 adet kanser igeren 6rnekler kullanilmustir.
Smiflandirma islemi i¢in evrisimsel sinir ag1 tasarlanmig ve siiflandiricinin basarimi dogruluk, kesinlik, 6zgillik
ve duyarlilik 6l¢iitleri ile belirlenmistir. Calismanin sonunda %83.15 oraninda dogruluk degeri elde edilmistir.

[18] numarali ¢alismada makine 6grenmesi algoritmalar1 kullanilarak, protein 6zelliklerine dayali akciger
tiimort tiirlerinin tahmini yapilmistir. Akciger tlimoriine neden olan ti¢ farkli tiimor tiiri izerinde durulmus ve bu
timor tiirlerine ait proteinler kullanilmistir. Calismada siniflandirict olarak DVM (Destek Vektér Makineleri)
kullanilmis ve farkli parametreler iizerinden siniflandiricinin performans: kiyaslanmistir. Performanslar Kappa
degeri ve dogruluk ile belirlenmis ve en iyi sonuglar dogrusal DVM ile elde edilmistir. Bu smiflandirict ile en
yiiksek %67.42 oraninda dogruluk ve %40.85 oraninda Kappa degeri elde edilmistir. [35] numarali ¢caligmada
arastirmacilar derin 6grenme kullanarak gen ifadelerine dayali kanser siniflandirmasi gergeklestirmislerdir.
Caligmada otuz iki farkl kanser tiiriine ait gen ifadeleri elde edilmis ve toplamda ¢aligma i¢in 10.267 adet gen
dizilimi kullanilmistir. Smiflandirma islemi icin arastirmacilar iki-boyutlu evrisimsel sinir ag1 gelistirmislerdir.
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Onerilen derin 6grenme modelinin basarimi kesinlik, hassaslik, dogruluk ve F1-skor ile belirlenmistir. Bunlara ek
olarak ise RO (Rastgele Orman), DVM, kNN (k En Yakin Komsu) siiflandiricilari ile de karsilastiriimistir.
Caligmanin sonunda en yiiksek dogruluk skoru onerilen yontem ile elde edilmis ve %95.65 oraninda bir deger
hesaplanmistir. Bagka bir c¢aligmada ise derin &grenme modeli ile kanser molekiillerinin alt tipleri
smiflandirilmigtir [36]. Calismada sadece kolorektal kanserine ait veriler kullanilmis ve bu kansere ait mikro dizi
ve RNA dizilimleri siniflandirmaya tabi tutulmustur. Ardindan dizilimler GSEA (Gene Set Enrichment Analysis
— Gen Kiimesi Zenginlestirme Analizi) uygulamasi ile analiz edilerek, bu dizilimlerin fonksiyonel spektrum
ozellikleri elde edilmistir. Daha sonra bu 6zellikler YSA (Yapay Sinir Aglar1) modeli gelistirilerek siniflandirilmig
ve kolorektal kanserine ait molekiillerin alt tipleri belirlenmistir. Calismanin son kisminda ise gelistirilmis olan
YSA modeli RO, DVM ve dogrusal regresyon smiflandiricilar1 ile de kiyaslanmistir. Onerilen YSA
smiflandiricisinin performanst dogruluk, ortalama hassaslik ve ortalama 6zgiilliik degerleri ile belirlenmistir.
Calismanin sonunda yaklagik %92 oraninda bir dogruluk sonucu elde edilmistir.

[37] numarali g¢alismada arastirmacilar meme timorii morfolojisini ve gen ifadelerini kullanarak
siiflandirma yapmuslar ve bunun i¢in derin 6grenme modeli kullanmiglardir. Calismada toplamda yirmi ti¢ kanser
hastasindan 30.612 adet gen ifadesi elde edilmis ve bu genlerin ayrimi yapilmistir. Gen ifadeleri goriintiilere
doniistiirilmiis ve 224x224 boyutunda goriintiiler elde edilmistir. Ardindan evrisimsel sinir aglart modeli
tasarlanmis ve gen ifadelerinin smiflandirilmas: gergeklestirilmistir. Onerilen yontemin performansi korelasyon
olciitii ile belirlenmis ve %48 oraninda bir basarim elde edilmistir. Bagka bir ¢aligmada ise arastirmacilar yliksek-
boyutlu genomik verileri kullanarak alt kanser tiirlerinin teshisini derin 6grenme yontemi ile gergeklestirmislerdir
[38]. Calismada meme kanserine yonelik bir uygulama gerceklestirilmistir. 1989 adet kanserli ve 144 adet normal
dokular kullanilarak toplamda 25.160 adet gen elde edilmistir. Gen ifadeleri PAM250 matrisi kullanilarak
sayisallagtirtlmistir. Siniflandirma iglemi i¢in YSA modeli tasarlanmis ve 6nerilen modelin performansi dogruluk
skoru ile Ol¢lilmistiir. Calismanin sonunda Onerilen yontem ile ortalama %96.5 oraninda bir basarim elde
edilmistir.

3. Materyal ve Yontemler
3.1. Protein verileri

Bu kisimda kullanilan protein verileri ve protein haritalama teknikleri ele alinmistir. Caligmada mesane, kolon
ve prostat kanserine neden olan proteinler kullanilmistir. Bu proteinlere ait genel bilgiler Tablo 2’de verilmistir.

Tablo 2. Farkli kanser tiirleri igin belirlenmis olan normal ve hastalikli dokularin gen serileri

Kanser Gen Normal Gen Hastalikh Gen
Tiirii Serisi Bilgileri Bilgileri
GSM180994, GSM180995, GSM180996, GSM180997,
Mesane GSE746 GSM180991, GSM180992, GSM180993 GSM180998, GSM180999, GSM181000, GSM181001,
GSM181002

GSM93938, GSM93939, GSM93941,
GSM93943, GSM93944, GSM93946,
GSM93948, GSM93950, GSM93952,

GSM93789, GSM93920, GSM93921, GSM93922,
GSM93923, GSM93924, GSM93925, GSM93926,
GSM93927, GSM93928, GSM93929, GSM93932

Kolon GSE4107

GSM93954
GSM74881, GSM74882, GSM74883, GSM74884,
Prostat GSE3325 GSM74875, GSM74876, GSM74877, GSM74885, GSM74886, GSM74887, GSM74888,
GSM74878, GSM74879, GSM74880 GSM74889, GSM74890, GSM748991, GSM74892,

GSM74893

Tablo 2’de her bir kanser tiirii i¢in verilen gen serileri mikrogipler iizerinde bulunan serilerdir. Bu serilerin
ham bir sekilde kullanilmasi miimkiin degildir. Bunun en biiyiik nedeni mikrogip iizerinde bulunan bu seriler
protein dizilimleri icermemektedir. Her bir seri cesitli gen ifadelerinden olusmaktadir. Ornek verilecek olursa
kolon kanserinin gen serisi GSE4107°dir. Bu seriye ait toplamda 10 adet normal gen bilgisi bulunurken, 12 adet
hastalikli gen bilgisi bulunmaktadir. Gen bilgileri de tipki gen serileri gibi mikrogipler ilizerinde saklanir ve
erigilebilir bir protein dizilimleri bulunmamaktadir. Bu gen bilgilerinde protein dizilimlerini ifade edebilmek igin,
gen bilgilerinin farkli gen ifadeleri ile analiz edilmesi gerekmektedir. Her bir gen serisinin farkli gen ifadelerini
elde edebilmek i¢in ¢alismada GEO2R (https://www.nchi.nlm.nih.gov/geo/geo2r/) programi kullanilmigtir. Tablo
3’te her bir kansere ait gen serisinin farkli gen ifadeleri sayis1 verilmistir.
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Tablo 3. Mesane, kolon ve prostat kanserine ait farkli gen ifadeleri

Kanser Tiirii | Farkh Gen ifadeleri (Normal) | Farkh Gen ifadeleri (Hastahkh) | Toplam Farkli Gen ifadeleri
Mesane 41.960 944 42.904
Kolon 16.257 26.114 42.641
Prostat 18.283 24.621 42.904

Tablo 3’ten de anlasildig: lizere, mesane kanseri igin toplamda 42.904 adet, kolon kanseri i¢in 42.641 adet ve
prostat kanseri i¢in ise 42.904 adet farkli gen ifadesi belirlenmistir. Farkli gen ifadelerinin sayis1 her bir kanser
tiirli i¢in ayn1 olmadigindan, veri seti dengesiz bir durumdadir. Veri setinin dengeli olabilmesi i¢in tiim kanser
tiirleri icin farkli gen ifadesi sayis1 944’e kadar indirilmistir. Ifadelerin bu degere indirilmesinin nedeni en diisiik
gen ifadesi degerinin 944 olmasidir. Bu sayede her bir kanser tiirii i¢in esit sayida farkli gen ifadeleri kullamlmustir.
Ardindan bu farkli gen ifadelerinin protein dizilimleri elde edilmis ve ¢alismada kullanilmistir. Protein dizilimleri
UniProt (https://www.uniprot.org/) veri setinden elde edilmistir.

3.2. Protein haritalama yontemleri

Protein dizilimlerinin yapay O6grenme teknikleri ile analiz edilebilmesi i¢in dizilimlerin haritalanmast
gerekmektedir. Bu amag i¢in literatiide ¢esitli sayida yontemler bulunmaktadir [34]. Bu ¢alismada da belirli protein
haritalama teknikleri kullanilmis ve proteinler sayisal ifadelere doniistiriilmiistiir. Bu kisimda kullanilan protein
haritalama teknikleri hakkinda bilgiler verilmistir.

3.2.1. AESNNI1 protein haritalama yontemi
Bu protein haritalama ydnteminde, proteinlere ait sayisal ifadeler, proteinlerin yapi bilgilerinden elde
edilmistir [20]. Her bir amino asit tipi 1 boyutlu vektor ile ifade edilmektedir. AESNN1 haritalama yontemi makine

Ogrenmesi tabanli bir yontemdir. Tablo 4’te AESNN1 protein haritalama yonteminin sayisal degerleri verilmistir.

Tablo 4. Amino asitlerin AESNN1 degerleri

Amino Asit Kodu | Sayisal ifade | Amino Asit Kodu | Sayisal ifade
A -0.99 L -0.92
R 0.28 K -0.63
N 0.77 M -0.80
D 0.74 F 0.87
C 0.34 P -0.99
Q 0.12 S 0.99
E 0.59 T 0.42
G -0.79 w -0.13
H 0.08 Y 0.59
| -0.77 \ -0.99

Tablo 4’teki degerlere gore S(n) = [ALKRNM] seklinde bir protein dizisi S(n) = [-0.99 — 0.92 —
0.63 0.28 0.77 — 0.80] biciminde ifade edilir.

3.2.2. Hidrofobiklik protein haritalama yontemi
Hidrofobiklik protein haritalama yonteminde, amino asit dizilimleri proteinlerin kimyasal bilgilerine
dayanarak sayisallagtirilmaktadir [21]. Protein dizilimlerinin polipeptit zincirlerindeki hidrofilik ve hidrofobik

ozelliklerinden yararlanmaktadir. Bundan dolay1 fizikokimyasal-tabanli bir yontem olarak degerlendirilmektedir.
Tablo 5’te hidrofobiklik protein haritalama yonteminin sayisal degerleri verilmistir.
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Tablo 5. Amino asitlerin hidrofobiklik degerleri

Amino Asit Kodu | Sayisal ifade | Amino Asit Kodu | Sayisal ifade
A 1.8 L 3.8
R -4.5 K -3.9
N -3.5 M 1.9
D -3.5 F 2.8
C 2.5 P -1.6
0 35 S 08
E -3.5 T -0.7
G -0.4 W -0.9
H -3.2 Y -1.3
| 45 V 4.2

Tablo 5’teki degerlere gore S(n) = [ALKRNM] seklinde bir protein dizisi S(n) = [1.83.8 — 3.9 — 4.5 —
3.5 1.9] bi¢iminde ifade edilir.

3.2.3. Tam say1 protein haritalama yontemi

Karakter tabanli bir protein haritalama yontemidir. Belirli bir protein bilgisine ihtiya¢ duyulmamaktadir.
Amino asit kodlar1 alfabetik siraya gore yerlestirilir ve ilk sirada bulunan amino asit degerine 1 verilir ve bu deger
amino asit kodlarmin sirasina gore bir bir arttirilarak devam edilir. Tablo 6’da tam say1 protein haritalama

yonteminin sayisal degerleri verilmistir.

Tablo 6. Amino asitlerin tam say1 degerleri

Amino Asit Kodu | Sayisal ifade | Amino Asit Kodu | Sayisal ifade
A 1 L 11
R 2 K 12
N 3 M 13
D 4 F 14
C 5 P 15
Q 6 S 16
E 7 T 17
G 8 W 18
H 9 Y 19
| 10 \ 20

Tablo 6°daki degerlere gore S(n) = [ALKRNM] seklinde bir protein dizisi S(n) =[111122313]
bigiminde ifade edilir.

3.2.4. Miyazawa enerjileri protein haritalama yontemi

Miyazawa enerjileri yapi-tabanli bir protein haritalama yontemi olup, protein dizilimlerindeki kalintilar
arasindaki enerjileri belirlemek icin Onerilmistir [22]. Bu yontemde protein dizilimlerindeki temas enerjileri
regresyon katsayilar1 ile elde edilmistir. Temas enerjilerinin hesaplanmasindan sonra protein dizilimlerinin
dogrulama enerji degerleri dikkate alimmistir. Tablo 7’de amino asit kodlarinin Miyazawa enerji degerleri
verilmistir.
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Tablo 7. Amino asitlerin Miyazawa enerji degerleri

Amino Asit Kodu | Sayisal ifade | Amino Asit Kodu | Sayisal ifade
A -2.51 L -5.79
R -1.39 K 0.13
N -1.59 M -6.06
D -0.96 F -6.85
C -5.44 P -0.18
Q -0.89 S -1.48
E -1.18 T -1.72
G -2.17 W -5.42
H -2.78 Y -3.55
| -6.22 V -4.94

Tablo 7°deki degerlere gore S(n) = [ALKRNM] seklinde bir protein dizisi S(n) = [-2.51 — 5.79 0.13 —
1.39 — 1.59 — 6.06] bi¢iminde ifade edilir.

3.2.5. Rastgele kodlama protein haritalama yontemi

Rastgele kodlama protein haritalama yonteminde, amino asit dizilimlerine rastgele sayilar verilmektedir.
Tipki tam say1 protein haritalama tekniginde oldugu gibi belirli bir bilgiye ihtiya¢ duyulmamaktadir. Bu ¢alismada
1’den 20’ye kadar olan sayilar belirlenmis ve bu sayilar amino asit kodlarina rastgele bir sekilde atanmistir. Tablo

8’de amino asit kodlarina atanmis rastgele sayilar verilmistir.

Tablo 8. Amino asitlerin rastgele kodlama degerleri

Amino Asit Kodu | Sayisal ifade | Amino Asit Kodu | Sayisal ifade
A 9 L 11
R 7 K 4
N 15 M 12
D 6 F 17
C 19 P 14
0 5 S 3
E 18 T 8
G 3 W 20
H 1 Y 13
| 10 Vv 2

Tablo 8’deki degerlere gore S(n) = [ALKRNM] seklinde bir protein dizisi S(n) =[9 1147 1512]
bigiminde ifade edilir.

Protein dizilimleri sayisallastirildiktan sonra tekrarlayici sinir agi modeli ile siniflandirilmis ve kanserli genler
tahmin edilmistir. Tahmin isleminin ardindan protein haritalama tekniklerinin basarimlar1 dogruluk, F1-skor,
kesinlik ve AUC degerlendirme o6lgiitleri ile belirlenmistir. Sekil 1°de caligmanin akis diyagrami verilmistir.
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Protein dizilimlerinin Protein haritalama tekniklerinin

sayisallagtiriimasi performanslarmin belirlenmesi
Protein dizilimlerinin | T : ! :
elde edilmesi ! am sayl | i _ : Dogruluk |
! ! ! Derin 6grenme modelinin | |
i ! i | tasarlanmasi ! |
| Mesane | 3 AESNN1 | i ! | |
| | : Iki-yonlii uzun-kisa 1 AUC !
! ‘ ! ) — ‘ ! siireli bellek ; 3 |
3 Kolon | 3 Hidrofobiklik | | | (BILSTM) 3 3 !
| ! ! . | | | ! | F1-Skor !
i ! | astgele ittt ' w i
i Prostat i w i i i
! ! ! kodlama ! | 1
7777777777777777777777 i Miyazawa i ! Kesinlik !
enerjileri | ! !

Sekil 1. Caligmanin akis diyagrami
4. Uygulama Sonuglar1 ve Tartisma

Bu kisimda g¢aligmada kullanilan ¢ift-yonlii uzun-kisa siireli bellek ve parametreleri hakkinda bilgiler
verilmistir. Bunlara ek olarak uygulama sonuglari irdelenmis ve protein haritalama tekniklerinin kiyaslamasi
yapilarak tartistlmistir. Derin 6grenme bir makine Ogrenmesi tiirii olup, gliniimiizde etkin bir sekilde
kullanilmaktadir. Giiniimiizde popiiler olmasinin en biiyiik nedenlerinden birisi verilerin artik daha hizli ve kolay
bir sekilde elde edilebilmesi ve bu verileri analiz edebilecek donanim ihtiyaglarinin karsilanabilmesidir [23].
Bunlara ek olarak karmasik ve biiyiik veri setlerinde basarili olmast da bu anlamda bir etken olmaktadir. Derin
6grenmenin makine 6grenmesine gore en biiyilk avantaji 6zellik ¢ikarim agamasindaki iglemlerdir. Makine
O6grenmesi tabanli yaklasimlarda anahtar ozellikler el ile ¢ikarilirken, derin 6grenmede adaptif bir yaklagim
bulunmaktadir [24]. Veri sayisinin ¢ok olmasi ya da veri setinin karmasik olmasi 6zelliklerin el ile ¢ikarilmasini
zorlagtirmakta ve hatta zaman almaktadir [25]. Bu gibi avantajlar derin 6grenmenin hemen hemen her alanda
kullanilmasim saglamustir. Derin 6grenme ile biyomedikal [26,27], biyoenformatik [28], nesne tanima [29],
robotik [30], enerji [31] alanlarda ¢alismalar bulunmaktadir. Bu ¢aligmada da derin 6grenme modellerinden birisi
olan tekrarlayict sinir aglar1 kullanilmis ve ¢ift-yonlii uzun-kisa siireli bellek (BiLSTM) ag1 tasarlanmigtir. Uzun-
kisa siireli bellek daha ¢ok zaman ve metin serisi gibi seriler olmak {izere sirali yapilarda etkili olmaktadir [32].
Uzun-kisa siireli bellek yapisinda gegmisten gelen bilgiler kullanilmaktadir. Cift-yonlii uzun-kisa siireli bellek ise
ayni anda iki uzun-kisa siireli bellegin egitilmesi mantigina dayanmaktadir. Bu yap1 sayesinde derin 6grenme ag1
sadece gegmisteki bilgileri degil gelecek hakkinda bilgileri de biinyesinde tutmaktadir. BILSTM mimarisinde ileri
ve geri yondeki hesaplamalar ayni anda galistirilir ve iki yonde de yapilan hesaplamalar sonucu ulasilan bilgiler
birlestirilerek ¢ikt1 elde edilir. Bu nedenden dolay1 iki yondeki bilgilerin kullanilmas: sirali verilerin ve zaman
serilerinin islenmesinde avantaj saglamaktadir. Tki adet LSTM iinitesinden olusmaktadir. Bunlardan bir tanesi
girdiyi alip ileriye dogru islerken, digeri ise geriye dogru bilgiyi islemektedir. Sekil 2’de BILSTM mimarisinin
genel bir yapisi verilmistir.
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Sekil 2. BILSTM yapist

Bu ¢aligmada tasarlanmis olan BiLSTM aginin parametreleri su sekilde 6zetlenebilir;

Girdi katmaninda her bir protein haritalama teknigi ile sayisallastirilmig olan protein dizilimleri
kullanilmistir.

Ikinci katmanda BiLSTM kullanilmis ve bu amag i¢in 32 adet iinite degerlendirilmistir. Aktivasyon
fonksiyonu olarak SELU kullanilmustir.

Ardindan ¢iktilar diizlestirme islemine tabi tutulmus ve veriler 1-boyutlu hale getirilmistir.

Daha sonra tiim verilerin ayn1 aralikta olmasini saglayabilmek i¢in normallestirme islemi yapilmis
ve yigin normallestirilmesi kullanilmistir.

Son olarak bir adet tam-baglantili katman kullanilmis ve bu kisim igin 128 adet néron ele alinmigtir.
Son katmanda ise siniflandirma yapilmis ve toplamda her bir kanser tiirii i¢in 2 adet durum (hastalikl1
ve normal) oldugu i¢in bu katmanda 2 adet néron kullanilmigtir. Aktivasyon fonksiyonu olarak ise
Softmax hesaplamasindan yararlanilmastir.

Modelin kaybini belirleyebilmek i¢in kategorik ¢apraz-entropi kullanilmistir.

En iyileme islemi i¢in SGD (Stokastik Gradyan Inisi) kullanilmustir.

Egitim iglemi 250 iterasyon ile yapilmistir.

Modeli test etmek icin ise egitim ve test verileri ayrilmistir. Egitmek igin tiim verilerin %801
kullanilmis ve geri kalan %20°si ile de test islemi yapilmistir.

Calismada belirlenmis olan biitiin parametreler deneme-yanilma yaklagimi ile belirlenmis ve en iyi
sonuglar1 veren parametreler degerlendirilmistir.

Sekil 3’te tasarlanmis olan BiLSTM ag yapis1 verilmistir.
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Sayisallagtiriimig
protein dizilimleri

Girdi katmani

Cift-yonli
uzun-kisa siireli
bellek

Tam-baglantili
katman

Siniflandirma
katmam

Sekil 3. Tasarlanan BiLSTM ag1
Siniflandirma igleminin ardindan protein haritalama fonksiyonlarinin bagarimlari dogruluk, F1-skor, kesinlik
ve AUC skorlar ile belirlenmistir. Tablo 9-11 arasinda mesane, kolon ve prostat kanserine ait siniflandirma

isleminin her bir protein haritalama teknigine gore sonuglari verilmistir.

Tablo 9. Mesane kanserine gore protein haritalama tekniklerinin bagarim 6lgiitleri

. . .. . Mesane
Protein Haritalama Yontemleri 755 0 1 9%) [ AUC (%) | F1-Skor (%) | Kesinlik (%)
AESNN1 87.15 86 87.08 87.25
Hidrofobiklik 82.31 84 81.89 82.15
Tam say1 83.84 84 83.95 84.02
Miyazawa Enerjileri 78.57 79 78.46 78.72
Rastgele kodlama 75.93 76 76.15 76.18

Tablo 10. Kolon kanserine gore protein haritalama tekniklerinin basarim 6lgiitleri

. . " . Kolon
Protein Haritalama Yontemleri 1= 2 0/ T"AUC(96) | F1-Skor(%) | Kesinlik(%)
AESNN1 92.45 95 92.46 92.43
Hidrofobiklik 94.35 97 94.39 94.35
Tam say1 93.13 99 93.06 93.12
Miyazawa Enerjileri 94.40 95 94.39 94.41
Rastgele kodlama 91.87 93 91.90 91.87
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Tablo 11. Prostat kanserine gore protein haritalama tekniklerinin bagarim 6lgiitleri

Protein Haritalama Yontemleri Prostat —
Dogruluk(%) | AUC(%) | F1-Skor(%) | Kesinlik(%6)
AESNN1 75.17 0.72 75.00 75.10
Hidrofobiklik 75.26 0.81 75.12 75.23
Tam say1 75.45 0.70 75.46 75.28
Miyazawa Enerjileri 75.15 0.74 75.17 75.21
Rastgele kodlama 75.45 0.78 75.70 75.48

Tablo 9-11°deki sonuglar incelendiginde en iyi sonuglarin kolon kanserinin simiflandirilmasindan elde
edildigi gorilmektedir. Tim protein haritalama yontemleri %90’ tizerinde bir dogruluk, AUC, F1-skor ve
kesinlik performansi gostermistir. En iyi dogruluk skoru kolon kanseri igin Miyazawa enerjileri ile elde edilmis ve
%94.40 oraninda dogruluga ulasilmustir. Ancak, en iyi AUC skoru ise tam say1 protein haritalama yontemi ile
elde edilmis ve %99 oraninda bir deger elde edilmistir. Bunun yam sira, en basarisiz olan protein haritalama
yontemi rastgele kodlamadir. Bu yontem ile en diisiik dogruluk ve AUC skorlar1 elde edilmistir. Sonuglar genel
olarak incelendiginde ikinci en iyi sonuglar mesane kanseri i¢in elde edilmistir. Kolon kanserindeki sonuglarin
aksine, mesane kanserinin siniflandirilmasinda en basarili yontemin AESNN1 oldugu gériilmektedir. Bu yéntem
ile %87.15 oraninda dogruluk ve %86 oraninda AUC skoru elde edilmistir. Tipki kolon kanserinde oldugu gibi,
en etkisiz siiflandirma iglemini rastgele kodlama yontemi yapmis ve sirastyla %75.93 ve %76 oraninda dogruluk
ve AUC skoruna ulasmistir. Kolon ve mesane kanserinin aksine, en kotli bagarimlar prostat kanserinde elde
edilmistir. Bu kanser tiirlinde tiim protein haritalama teknikleri etkisiz olmustur. Prostat kanserinin
smiflandirilmasinda en basarili olan yontemler tam say1 ve rastgele yontemleridir. Bu yontemlerin dogruluk skoru
%?75.45 olarak hesaplanmustir. En iyi AUC skoru ise hidrofobiklik yontemi ile elde edilmistir. Mesane kanserinin
ayriminda en iyi sonucun AESNN1 yontemi ile elde edilmesinin nedeni bu yontemin hem makine 6grenmesi hem
de yapisal tabanli olmasindan kaynaklaniyor olabilir. Clinkii mesane kanserinin, proteinlerin yapist ile baglantili
oldugu bilinmektedir [33]. Miyazawa enerjileri de yapisal-tabanli bir yontem olup AESNNI kadar basarili
olmamugtir. Bu durumun nedeni, bu yontemin yapisal bilgiden ziyade protein dizilimlerindeki temas enerjilerinden
bilgi elde ediyor olmasi olabilir. Kolon kanseri igin biitiin proteinler basarili sonuglar iiretmis ve tiim yontemler
%90’ iizerinde dogruluk ve AUC skorlarma ulagmistir. Bunun tam tersi bir ¢ikarim prostat icin yapilabilir.
Prostat kanserinin ayrimimda tiim ydntemlerin etkisiz ve dogruluk skorlarinin %80’in altinda oldugu
goriilmektedir. En basarili sonuglarin kolon kanserinden ve en basarisiz sonuglarin prostat kanserinden elde
edilmesinin nedeni verilerin dagilimdan kaynaklaniyor olabilir. Sekil 4’te kolon ve prostat kanserinin veri
dagilimini gosteren serpilme diyagrami verilmistir.

Kolon Kanseri Serpilme Diyagrami Prostat Kanseri Serpilme Diyagrami

1 ] LN B ) L 1 ] L I 1 L 21l (N1} L] L] L L] sk e 2 (1]

P PP OHEEE OB 1 B cEE BB g
a| e ess o . s s o socs s ces  |Q oo o seren ‘e
=) . “e s @ . cose o w .en =3 . ses 0w .
x =
% . e * = . seee .- . T) . “ s -
:5 :5

. ae - . LI . L L) - - . . . .

Ozellik 500 Ozellik 500

Sekil 4. Kolon ve prostat kanserinin serpilme diyagramlari (mavi noktalar kontrol sinifini ifade ederken, turuncu
noktalar hastalikli sinifi ifade etmektedir)

Sekil 4’ten de anlasilacag: lizere kolon kanserinin dagilimi prostat kanserinin veri dagilimina gore daha
ayriktir. Bu da simiflandirma isleminin daha yiiksek olmasmna ve siniflar arasindaki ayrimin daha net
yapilabilmesini saglamaktadir. Tablo 9°da verilen genel sonuglar bu durumu onaylamaktadir. Sekil 5-7’de protein
haritalama tekniklerinin her bir kanser tiirii igin gostermis oldugu karmasiklik matris degerleri verilmistir.
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Sekil 5: Mesane kanserine gore protein haritalama tekniklerinin karmasiklik matrisleri
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Sekil 6: Kolon kanserine gore protein haritalama tekniklerinin karmasiklik matrisleri

558



Talha Burak ALAKUS, ibrahim TURKOGLU

AESNN1 Hidrofobiklik Miyazawa Enerjileri
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Sekil 7: Prostat kanserine gore protein haritalama tekniklerinin karmagiklik matrisleri

Sekil 8-10’da protein haritalama tekniklerinin kanser tiirleri igin gostermis oldugu egitim ve test kayiplart
verilmistir.
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Sekil 8: Mesane kanserine gore protein haritalama tekniklerinin kayip grafikleri
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Sekil 9: Kolon kanserine gore protein haritalama tekniklerinin kayip grafikleri

561




Kayip

Kanser Teshisinde Protein Haritalama Tekniklerinin Basarimlarinin Derin Ogrenme Kullamilarak Karsilastirilmast

Model Kayiplar (AESNN1) o7 Model Kayiplan (Hidrofobiklik)
Egitim — Egitim
0.65 { — Test T et
| 061 |
060 ’ |
l 05
0.5 \ et
>
=]
"
0.50 - 04
W “
MWWW‘NW 0.3 Mﬁlﬁw
0.40 -
T T T T T T T T T T T T
0 50 100 150 200 750 0 50 100 150 200 50
Epok Sayisi Epok Sayisi
Model Kayiplar (Tam say1) Model Kayiplar (Miyazawa Enerjileri)
- 0.750 A
— Eqitim ~— Egitim
— Est 0725 { — st
065 '\\ '
0.700 -
0.60 0.675
=
& 0650 1
0551 0.625 A
0.600 -
0.50
0575 -
T T T T T T T T T T T T
0 50 100 150 200 250 0 50 100 150 200 250
Epok Sayisi Epok Sayisi
Model Kayiplan (Rastgele Kodlama)
Egitim
09 -
— Test
0.8 1
0.7 -
o 06
=
£ 054
0.4 4
03 A
02
1
D.l T T T T T T
o 50 100 150 200 50
Epok Sayisi

Sekil 10: Prostat kanserine gore protein haritalama tekniklerinin kayip grafikleri

Calismanin avantajlar su sekilde ifade edilebilir;

e Bucaligsma ile protein haritalama tekniklerinin kanser i¢eren proteinleri belirlemede basarili oldugu
gdzlemlenmistir.

e Uygulama sonuglarina gére hesaplama tabanli yaklagimlarin bu alanda kullamilabilecegi
belirlenmistir. Literatiirde bulunan mevcut ¢aligmalar bu sonucu desteklemektedir.

e Protein haritalama tekniklerine ek olarak, derin 6grenme algoritmalarinin ¢ogu biyoenformatik
calismalarinda da oldugu gibi, bu alanda da etkili ve basarili olmustur.
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Caligsmanin dezavantajlart su sekilde siralanabilir;

e Literatiirdeki diger ¢aligmalarla kiyaslandiginda, bu calismada kullanilan veriler daha azdir. Bu
durumun nedeni donanim ihtiyacimizin yetersiz olmasindan kaynaklanmaktadir. Veri sayisinin
arttirtlmasiyla bu sonuglarda iyilesme olabilir ya da daha kotii performans sonuglar: elde edilebilir.
Bu durumun ileriki ¢alismalarda degerlendirilmesi gerekmektedir.

e  Farkli bir derin 6grenme algoritmast ile sonuglar farkli bir sekilde degerlendirilebilir. Calismanin
¢esitliligini ve basarimini korumasi igin, diger derin 6grenme algoritmalar1 ile de degerlendirilmesi
gerekmektedir.

e Bu calismada kullanilan protein haritalama teknikleri diginda farkli protein haritalama tekniklerinin
kullanilmasi ¢alismanin dogrulugu ve giivenilirligi agisindan 6nem arz etmektedir. Diger protein
haritalama teknikeri ile de ¢aligmanin degerlendirilmesi bu bakimdan 6nem arz etmektedir.

Onerilen ¢aligmanin literatiire katkilar1 asagida maddeler halinde verilmistir;

e Bilgisayar tabanli bir yaklagimin kullanilmasiyla, gen ifadelerine dayali islemler hizalama
programlarina gore daha hizli gerceklestigi icin, kanserli genlerin belirlenmesi ve tahmin edilmesi
daha hizli olmaktadir. Bu da kanser gibi 6nemli hastaliklarin teshisinde ve dogru bir tedavinin
uygulanmasinda biiyiik 6nem arz etmektedir.

e (Calismada kullanilan protein haritalama tekniklerinin etkili oldugu gozlemlenmistir. Bu sayede
protein haritalama tekniklerinin bu alanda uygulanabilmesinin 6nii agilmstir. Farkl tiirde protein
haritalama teknikleri de kullanilarak bu basar1 pekistirilebilir.

e Yeni nesil hizalama haritalarindaki dizilim sorunlar1 protein haritalama teknikleri ile
¢oziilebilmektedir. Bu durum protein haritalama tekniklerinin daha sik kullanilabilmesine yol
acabilecektir.

5. Sonug¢

Bu calismada kanser igeren proteinlerin derin 6grenme ile analizi yapilarak, protein haritalama tekniklerinin
performanslari karsilagtirilmistir. Mesane, kolon ve prostat kanserine ait veriler degerlendirilmistir. Her bir kanser
tiiri icin farkli gen ifadeleri elde edilmis ve her biri hem kontrol hem de hastalikli olmak {izere iki ayr: sekilde
etiketlendirilmistir. Calismada AESNN1, hidrofobiklik, tam sayi, rastgele kodlama ve Miyazawa enerjileri olmak
iizere bes farkli protein haritalama teknikleri ele alinmistir. Derin dgrenme modeli olarak tekrarlayici sinir agt
modeli olan ¢ift-yonlii uzun-kisa siireli bellek tasarlanmis ve protein haritalama tekniklerinin bagarimlari, dogruluk
ve AUC degerlendirme olgiitleri belirlenmistir. Mesane kanseri i¢in en iyi dogruluk ve AUC skoru AESNN1
yontemi ile elde edilmis ve sirasiyla %87.15 ve %86 gibi degerlere ulasilmistir. Kolon kanseri, ii¢ kanser tiiri
igerisinde en etkili siniflandirilan kanser olmustur. Bu kanser tiiriinde biitiin protein haritalama teknikleri %90’
tizerinde dogruluk ve AUC skorlarina erigsmistir. Kolon kanserinde en iyi dogruluk skor Miyazawa enerjileri
yontemi ile hesaplanmis ve sonug %94.40 olarak bulunmustur. Bunun yani sira en iyi AUC skoru ise tam say1
yontemi ile elde edilmistir. Protein haritalama yontemlerinin en etkisiz oldugu kanser tiirii prostat olmustur. Prostat
kanserinin ayriminda biitiin protein haritalama teknikleri %80’in altinda bir basarim sergilemislerdir. Prostat
kanseri i¢in tam say1 ve rastgele kodlama en iyi dogruluk skoruna erigmistir. Bunlara ek olarak en yiiksek AUC
skoru ise hidrofobiklik ile hesaplanmistir. Genel sonuglardan da anlagilacagi iizere, protein haritalama teknikleri
ve yapay Ogrenme iceren hibrit bir modelin kanser igeren proteinleri belirlemede etkili bir yontem oldugu ve
haritalama tekniklerine gére degisiklik gosterdigi belirlenmistir. Bu durumda dogru protein haritalama teknigini
secmek Onem arz etmektedir. fleride gerceklestirilecek galismalarda, kanser iceren proteinler, protein-protein
etkilesimlerinden ve etkilesim agindan yararlanilarak analiz edilebilir ve bu c¢aligmadaki sonuglar ile
karsilastirilabilir.
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