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Evrişimsel Sinir Ağları ile Örümcek Kuşugillerin Bazı Türlerinin 

Sınıflandırılması

Mahmut Tokmak1* , Akın Kıraç2

Özet: Kuşlar, yaşadığımız çevrenin ayrılmaz bir parçasıdır ve doğa için son derece 

önemlidir. Kuş türleri sınıflandırması, biyoloji ve çevre araştırmalarındaki umut verici 

uygulamaları nedeniyle bilgisayar görüntü işleme alanında giderek daha fazla ilgi 

görmektedir. Kuş türlerinin sınıflandırılması, doğal yaşam alanı ile ilgili arka planlar, ortam 

ışığı ve tespit edilmek istenen kuşun duruşu gibi etmenler nedeniyle zorlu bir problem 

olarak tanımlanmaktadır. Bu çalışmada; Örümcek Kuşugiller familyasından Lanius cinsine 

ait üç tür Evrişimsel Sinir Ağları (ESA) ResNet-152 mimarisi kullanılarak 

sınıflandırılmıştır. Sonuç olarak; sınıflandırmaya ait yapılan testler ile %96,59 doğruluk 

değerine, %96,62 kesinlik değerine, %96,59 duyarlılık değerine, %96,60 F1-skoru değerine 

erişilmiştir. Bu yöntemin ayırt edilmesi zor olan aynı cinse ait türlerin tanınabilmesinde, 

sınıflandırılmasında başarılı olduğu görülmüştür.  

Anahtar Kelimeler: Evrişimsel Sinir Ağları, ResNet-152, Örümcek Kuşu, Sınıflandırma 

Classification of Some Species of Shrikes Family by Convolutional 

Neural Networks 

Abstract: Birds are an integral part of nature and are extremely important to nature. Bird 

species classification is gaining more and more attention in the field of computer image 

processing due to its promising applications in biology and environmental research. 

Classification of bird species is defined as a difficult problem due to factors such as natural 

habitat backgrounds, ambient light and the posture of the bird to be detected. In this study; 

Three species belonging to the genus Lanius from the Shrikes-family were classified using 

Convolutional Neural Networks ResNet-152 architecture. As a result; An accuracy of 

96.59%, precision of 96.62%, recall of 96.59%, F1-score of 96.60% was achieved with the 

tests performed for the classification. It has been observed that this method is successful in 

recognizing and classifying species belonging to the same genus that are difficult to 

distinguish. 
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1. GİRİŞ  

 

Ekosistemdeki dengenin sağlanması açısından kuşlar hayati 

önem taşımaktadırlar. Kuşların incelenmesi, çevremizdeki 

dünyayı daha iyi anlamaya ve doğa ile ilgili önemli bilgileri 

kavramaya yardımcı olması açısından önem arz etmektedir. 

Kuş tanımlama, ornitologlar için iyi bilinen bir sorundur. 

Çevre bilimciler ekosistemleri anlamak için genellikle 

kuşları inceleyerek analizlerini yapmaktadırlar çünkü kuş 

türleri çevresel değişikliklere duyarlıdırlar (Hussain vd., 

2018; Islam vd., 2019).  

 

Türkiye biyolojik çeşitliliğinin en önemli unsurlarından biri 

olan kuşlar Aves sınıfı içerisinde yer alırlar ve ülkemizde 

450’den fazla kuş türü temsil ediliriler (Gündoğdu vd., 

2005; Osmanoğlu ve Özdemir, 2014; Süel vd., 2019). 

Bugün halen kuş türlerinin teşhisi araştırmacılar tarafından 

geleneksel olarak dürbün, teleskop ve tür ayrımına yardımcı 

kuş kitapları yardımıyla yapılmaktadır.  

 

Gelişen teknoloji ve disiplinler arası çalışmalar neticesinde 

Derin Öğrenme (Deep Learning: DL) yöntemleri görüntü 

işleme, ses tanıma, doğal dil işleme, zaman serisi analizi, 

kötü amaçlı yazılım tespiti gibi birçok alanda 

kullanılmaktadır (Tokmak ve Küçüksı̇lle, 2019).  

 

DL hayvan türlerini sınıflandırma amacıyla kullanılan 

yöntemler arasında yer almaktadır (Chege, 2020; Graving 

vd., 2019; Moallem vd., 2021; Willi vd., 2019). Bu 

hayvanlar arasında yer alan kuş türlerinin sınıflandırılması 

amacıyla DL yöntemlerinden biri olan ESA yönteminin son 

yıllarda yoğun olarak kullanıldığı görülmektedir. ESA 

yönteminde ise, Inception Nets, AlexNet, VGG16, ResNet-

18, ResNet-34, ResNet-101, ResNet-152 mimarilerinin 

kullanıldığı görülmüştür (Alter ve Wang, 2017; Islam vd., 

2019; Kennelly ve Green, 2020; Kumar ve Das, 2018). Bu 

çalışmalar incelendiğinde farklı familyalara ve farklı 

cinslere dahil olan kuş türleri, hatta kuş teşhisinde uzman 

olmayan biri tarafından da farklı türlere ayrılabilecek veri 

setlerinin kullanıldığı görülmektedir.  

 

Kuş türlerinin bir görüntüden tanımlanması, şekil ve 

görünüm açısından çarpıcı biçimde değişen farklı kuş 

türleri, görüntülerin arka planı, fotoğraflardaki ışık koşulları 

ve pozdaki aşırı değişkenlik gibi sorunlar nedeniyle zorlu 

bir problem olarak tanımlanmaktadır (Alter ve Wang, 2017; 

Hussain vd., 2018). 

 

Bu çalışmada aynı familyanın aynı cinsine ait, kuş 

teşhisinde uzaman araştırmacıların dahi teşhiste zorluk 

çekebileceği, aynı alan ve habitatta var/bulunma olasılığı 

yüksek 3 kuş türü belirlenmiştir. Çalışma verisini oluşturan 

bu kuşlar, Passeriformes (Ötücü Kuşlar) takımı içerisinde 

yer alan Lanidae familyası olarak bilinen örümcek 

kuşugillerin Lanius cinsine ait Lanius nubicus (LN), Lanius 

collurio (LC) ve Lanius senator (LS) türleridir. Bu üç tür 

ağaçlık ve çalılık bölgelerde yaşamaktadırlar. Özellikle 

ilkbahar ve yaz aylarında Akdeniz bölgesinde; örneğin 

Isparta- Sütçüler Yazılı Kanyon Tabiat Parkı’nda bu üç tür 

aynı anda aynı alan içerisinde gözlemlenebilmektedir 

(Gündoğdu vd., 2005; IUCN, 2021).  

 

 

 

2. MATERYAL VE YÖNTEM  

 

2.1. Veri seti 

 

Çalışmada kullanılan resimler GBIF (Global Biodiversity 

Information Facility) internet sitesinden indirilmiştir. GBIF 

dünyadaki her tür yaşamla ilgili verilere açık erişim 

sağlamayı amaçlayan, uluslararası bir ağ ve veri alt 

yapısıdır (GBIF, 2021a). Bu siteden indirilen veriler hazır 

veri setleri olmadığı için, indirilen dosyalardan veriler 

seçilerek bir veri seti oluşturulmuştur. Önerilen çalışmada 

kullanılan üç tür örümcek kuşu için sitede ayrı ayrı arama 

yapılarak veriler sıkıştırılmış bir dosya halinde indirilmiştir. 

Sıkıştırılmış dosya içerisinde tür ile ilgili Şekil 1’de 

gösterilen dosyalar ve klasör mevcuttur. “multimedia.txt” 

dosyası içinde resimler veya o tür ile ilgili ses dosyalarını 

içeren Url adresleri bulunmaktadır. Bu Url adreslerinden 

Python programlama dili kullanılarak yazılan bir uygulama 

ile resimler indirilmiştir.  

 

 
 

Şekil 1. Sıkıştırılmış dosya içeriği 

 

Bu resimler incelenip ölü olarak resmedilen kuşlar, sadece 

kuş tüylerini içeren resimler elimine edilerek LC için 639 

tane resim, LS için 560 tane resim, LN için 420 resim 

seçilmiştir (GBIF, 2021b; GBIF, 2021c; GBIF, 2021d). 

Şekil 2’de bu kuşlardan örnekler gösterilmiştir. 

 

 
 

Şekil 2. Veri setindeki kuşlardan seçilen örnekler 

https://www.wikiwand.com/tr/K%C4%B1z%C4%B1l_ba%C5%9Fl%C4%B1_%C3%B6r%C3%BCmcek_ku%C5%9Fu
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2.2. Evrişimsel sinir ağları 

 

ESA, son yıllarda görüntü işlemeden ses tanımaya, örüntü 

tanıma ile ilgili çeşitli alanlarda fark yaratan başarılı 

sonuçlar elde etmiştir (Albawi vd., 2017; Hussain vd., 

2018). Denetimli öğrenme algoritması olarak ESA, 

özellikle görüntü bölütleme, örüntü tanıma, saptama ve 

sınıflandırma işlemlerinde yaygın olarak kullanılan bir 

derin öğrenme yöntemidir (Lu vd., 2020). ESA, öğrenme 

yoluyla kendi kendini optimize eden nöronlardan 

oluşmaları bakımından geleneksel yapay sinir ağlarına 

benzer yapıdadır ve çok katmanlı algılayıcıların bir türüdür 

(Büyükarıkan ve Ülker, 2020; O’Shea ve Nash, 2015; 

Türkoğlu vd., 2020). 

 

Bir ESA, giriş katmanı, çıkış katmanı ve birden çok gizli 

katmandan oluşmaktadır. Gizli katmanlar ise tipik olarak 

evrişimsel katman (convolutional layer), havuzlama 

katmanı (pooling layer), tamamen bağlı katman (fully 

connected layer) ve normalleştirme katmanlarından 

(normalisation layer, ReLU) oluşmaktadır. Daha karmaşık 

modeller için ek katmanlar kullanılabilmektedir (Hussain 

vd., 2018; O’Shea ve Nash, 2015). Genel bir ESA Şekil 3'te 

gösterilmiştir. 

 

 
Şekil 3. ESA mimarisi 

 

Evrişimsel katmanda giriş filtreleme ve özellik haritaları 

elde etme işlemi yapılır. Havuzlama katmanında özellik 

haritalarından oluşan örneklerin özeti çıkarılarak 

parametre sayısı azaltılmış ve ağın daha hızlı bir şekilde 

öğrenmesi sağlanabilmektedir. Tam bağlantılı katmandaki 

her nöron kendinden önce gelen katmandan gelen tüm 

girişlere bağlı olarak çıkış üretir. Her katman bir önceki 

katmanın sonucuna göre özellik çıkarır ve tüm katmanları 

birleştirip eğiterek özellik yapısını öğrenebilmektedir. 

Burada amaçlanan, düşük seviye detaylardan başlayıp 

yüksek seviye detaylara kadar etkili bir öğrenme 

gerçekleştirebilmektir (Acı ve Çırak, 2019; Büyükarıkan 

ve Ülker, 2020). 

 

ESA’nın eğitilmesi ve test edilmesi işlemleri için Google 

Colaboratory ya da kısaca Colab bulut sistemi 

kullanılmıştır. Bu sistem NVIDIA Tesla K80 GPU ile 

büyük veriler üzerinde çok fazla hesaplama işlemini hızlı 

bir şekilde yapabilmekte, içerisinde birçok Python ve derin 

öğrenme kütüphanesini hazır olarak bulundurmakta ayrıca 

ücretsiz olarak hizmet vermektedir (Colab, 2021).  

 

Bu çalışmada; standart ESA olarak önceden eğitilmiş 

Resnet-152 kullanılmıştır. Kullanılan modelin eğitimi ve 

testi için fast.ai kütüphanesi kullanılmıştır (fast.ai, 2021). 

Modelde verilerin %80’i eğitim için %20’si test için 

rastgele olarak ayrılmıştır. Giriş verileri için batch_size 

parametresi 64 olarak ayarlanmış ve modelde kullanılan 

epok değeri 50 olarak belirlenmiştir.  

 

 

 

 

 

2.3. ResNet mimarisi 

 

ResNet ESA mimarisi; ImageNet veri seti üzerinde 

eğitilmiş ve %3,57 hata oranına erişerek bu başarı oranı ile 

ILSVRC-2015 yarışmasının sınıflandırma görevinde 

birinciliği kazanmıştır. ILSVRC & COCO 2015 

yarışmasının ImageNet algılama, ImageNet yerelleştirme, 

COCO algılama ve COCO segmentasyonu görevlerinde de 

birinciliği kazanmıştır (He vd., 2016).  

 

ESA’da derinliğin artırılması yani katman sayısının 

artırılması modelin eğitim doğruluğu performansını 

arttırmaktadır. Fakat derinlik arttıkça bozulma ve gradyan 

kaybolma sorunu oluşmaktadır. Bu sorunların önüne 

geçmek amacıyla ResNet mimarisi, ara katmanları 

birbirine bağlayan artık bloklar (Residual block) 

eklemektedir. Eklenen artık bloklar sayesinde, doğabilecek 

bozulma ve gradyan kaybolma sorunlarının önüne geçerek 

daha derin mimarilerin oluşturulabilmesine olanak 

sağlanmış olmaktadır. Şekil 4’te gösterilen artık blokta, 

girişten çıkışa bir bağlantı yapılarak, x değeri F(x) 

fonksiyonuna eklenmektedir. Ekleme işleminden sonra 

F(x)+x fonksiyonu birlikte ReLU’den geçirilmektedir. Bu 

sayede önceki katmanlarda eğitilen değerler takip eden 

katmana daha güçlü olarak iletilmesi hedeflenmektedir.  

ResNet'in klasik mimarisi ResNet-18, ResNet-34, ResNet-

50, ResNet-101, ResNet-152 çeşitlerini içermektedir ve 

Şekil 5’te ResNet-152 mimarisi gösterilmiştir (Han vd., 

2018; He vd., 2016; Lu vd., 2020; Talo, 2019). 
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Şekil 4. Artık blok (He vd., 2016) 

 

 
 

Şekil 5. ResNet-152 mimarisi (Han vd., 2018) 

 

3. BULGULAR  

 

Çalışmada kullanılan; LC, LN ve LS’den oluşan üç türe ait 

veri setinde 1296 tane resim eğitim için kullanılmış, 323 

tanesi test için ayrılmıştır.  

 

Kurulan modelde veri seti gerekli klasörlerden okunduktan 

sonra, veri seti içindeki sınıflardan rastgele seçilen örnek 

görüntüler Şekil 6’da gösterilmiştir.  

 

 
 

Şekil 6. Veri seti örnek görünüm 

 

Kurulan modelin başarımının değerlendirilebilmesi için 

kullanılan; doğru sınıflandırılan sınıf örneklerinin oranı 

olan doğruluk değeri Eşitlik 1’de, pozitif olarak tahmin 

edilen örneklerin gerçekte ne kadarının pozitif olduğunu 

ifade eden kesinlik (precision) değeri Eşitlik 2’de, gerçek 

pozitif değerlerin ne kadarının doğru olduğunu ifade eden 

duyarlılık (recall) değeri Eşitlik 3’te, kesinlik ve duyarlılık 

değerlerinin harmonik ortalaması olan F1-skoru (F1 score) 

Eşitlik 4’te gösterilmiştir. 

 

Doğruluk=
TP+TN

TP+FN+TN+FP
 

 

(1) 

 

Kesinlik=
TP

TP+FP
 

 

 

(2) 

Duyarlılık=
TP

TP+FN
 

 

(3) 

 

𝐹1-Skor=
2xDuyarlılıkxKesinlik

Duyarlılık+Kesinlik
 

 

 

(4) 

 

Çalışmada önerilen ESA Resnet-152 mimarisi ile kurulan 

modelde %96,59 doğruluk değerine, %96,62 kesinlik 

değerine, %96,59 duyarlılık değerine, %96,60 F1-skoru 

değerine erişilmiştir ve Çizelge 1’de gösterilmiştir. 

Modelin kayıp değeri (Loss) 0.004871’e kadar düşürülmüş 

ve Şekil 7’de gösterilmiştir.  
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Çizelge 1. Model performans metrikleri 

 

  Kesinlik  Duyarlılık  
F1-

skoru  
Destek 

Lanius senator 0.9932 0.9864 0.9898 147 

Lanius collurio 0.9524 0.9412 0.9467 85 

Lanius nubicus 0.9355 0.9560 0.9457 91 

          

Makro ortalama 0.9603 0.9612 0.9607 323 

Ağırlıklı ortalama 0.9662 0.9659 0.9660 323 

Doğruluk       0.9659 

 

 

 
Şekil 7. Model kayıp (loss) grafiği 

 

 
 

Şekil 8. Karmaşıklık (confusion) matrisi 

 

Şekil 8’deki model tahmini karmaşıklık matrisine 

bakıldığında; LC için 145 tanesini doğru olarak 

sınıflandırmış bir tanesini LN, bir tanesini LS olarak yanlış 

tahmin ederek yanlış sınıflandırmıştır, LN için 80 tanesini 

doğru sınıflandırmış beş tanesini de LS tahmin ederek 

yanlış sınıflandırmıştır, LS için 87 tanesini doğru 

sınıflandırmış, bir tanesini LC, 3 tanesini de LN tahmin 

ederek yanlış olarak sınıflandırmıştır. 

 

 
  

Şekil 9. Model doğruluk, kesinlik, duyarlılık grafiği 

 

Modelin performans ölçütlerinden olan doğruluk, kesinlik, 

duyarlılık değerleri ile ilgili grafik Şekil 9’da gösterilmiş, 

modelin tahmin ettiği ve gerçekte olan sonuçları gösteren 

örneklerin bulunduğu görsel Şekil 10’da gösterilmiştir. 
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Şekil 10. Model tahmin sonuç görselleri 

 

4. TARTIŞMA VE SONUÇLAR  

 

Kuşlar, yaşadığımız çevrenin ayrılmaz bir parçasıdır ve 

doğa için son derece önemlidir. Kuş türleri sınıflandırması, 

biyoloji ve çevre araştırmalarındaki umut verici 

uygulamaları nedeniyle bilgisayar görüntü işleme alanında 

giderek daha fazla ilgi görmektedir. Kuş türlerinin 

sınıflandırılmasında, doğal yaşam alanı ile ilgili arka 

plandaki sorunlar, ortam ışığı, ve tespit edilmek istenen 

kuşun duruşu gibi faktörler zorlaştırıcı bir etki 

yaratmaktadır. 

 

Son yıllarda kuş türlerinin teşhisi konusu, uzmanların 

dışında kuş gözlemciliği gibi faaliyetlerle oldukça 

artmıştır. Kuşların uzaktan dürbün ve teleskop gibi 

ekipmanlarla birlikte kuş teşhisi yardımcı el kitapları 

yardımıyla teşhisi halen kullanılan en iyi yöntemdir. 

Bunun yanı sıra kuşlar gelişmiş objektifler ve görüntüleme 

teknolojileri sayesinde doğa fotoğrafçılarının ilgi odağı 

olmuşlardır. Bu nedenle kuşlar diğer hayvan sınıflarına 

göre teşhisleri isimlendirilmeleri açısından daha popüler 

hale gelmişlerdir. 

 

Yine son yıllarda insan faktörünü dışarda bırakan yapay 

zeka alanındaki gelişmeler bir çok alanda deneme ve 

geliştirilme aşamasında oldukça ilgi görmüştür. 

Günümüzde görüntüden faydalanılarak yapılan birçok 

sınıflandırma tıp bilimlerinden doğa bilimlerine kadar pek 

çok alanda en az hata oranı ve iş zaman tasarrufu 

sağlaması ile de uygulama açısından kabul görmüştür. 

 

Literatürde son yıllarda kuşlar ile yapılan ESA çalışmaları 

artmaktadır. Bu çalışmalardaki başarı oranları yeterli 

görülse de veri setleri incelendiğinde, sınıflandırılması 

yapılan türlerin farklı, takım, familya ve cinslere ait 

oldukları görülmüştür (Dipta Das ve Kumar, 2018; Islam 

vd., 2019). %55-89 arasında değişen bu sonuçların kuş 

sistematikçileri dışındaki bir kişinin dahi ayırt edebileceği 

bir veri seti ile elde edildiği görülmüştür. Önerilen çalışma 

ise aynı familyanın aynı cinsine ait birbirinden ayrılması 

uzmanlar tarafından bile güçlükle yapılabilen, aynı 

habitatta aynı anda karşılaşabileceğimiz üç örümcek kuşu 

türü üzerine yapılmıştır. %96,59’lik doğruluk değeri, 

%96,62 kesinlik değeri, %96,59 duyarlılık değeri, %96,60 

F1-skoru değerlerine erişilerek bahsedilen hususlar 

dahilinde oldukça başarılı sonuçlar elde edilmiştir. Şekil 2’ 

deki örnekler incelendiğinde bu türlerin birbirine çok 

benzediği görülmektedir. Şekil 8’ deki karmaşıklık matrisi 

de bu benzerlikten kaynaklanan hatalara işaret etmektedir. 

Elde edilen görüntülerin arka planı, fotoğraflardaki ışık 

koşulları ve resmedilen kuşun duruş özelliklerinin 

sonuçlara etki ettiği tespit edilmiştir.  

 

Bu bağlamda; ESA, ResNet-152 mimarisinin kuş türlerinin 

sınıflandırılması için oldukça kullanışlı olduğu ortaya 

konmuştur. İlerleyen çalışmalarda, daha çok kuş türü için, 



Bilge International Journal of Science and Technology Research, 2021, 5 (1), 72-79 

78 

daha fazla veri sağlanıp, hata oranını minimuma indirerek 

kuş teşhisine faydalı olan makine ve teçhizatlar 

geliştirilebilir.  
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