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Ozet

Giliniimiizde, internetinde yaygin kullanimi ve veri depolamadaki manyetik ortamlarin teknoloji ile gelismesi
sonucu elimizde her sektdrde siirekli biiyliyen veri yiginlari olusmustur. Depolanan verileri incelemek, analiz
edip bilgi ¢ikarmak daha karmasik hale gelmis, bu da yeni yontem ve teknolojilerin gelismesi ihtiyacini ortaya
cikarmistir. Bu amagla, giiniimiizde mevcut problemleri ¢ozmek, kritik kararlar1 almak veya gelecege yonelik
tahminler yapmak i¢in veri madenciligi yontemi kullanilmaktadir. Bu ¢alismada; kredi veren bir kurumun verileri
kullanilarak, kredi politikalar1 olugturmak i¢in Oracle Data Miner {izerinde karar agaci uygulamasi gelistirilmis,
giivenilirligi yiiksek bir karar-tahmin mekanizmasi olusturmak i¢in veri hazirlamanin, bunu her an aym
dogrulukta gerceklestirip karar agact modelini siirekli giincel tutmak i¢in ise dinamik veri hazirlamanin 6nemi ve
yontemleri iizerinde durulmustur. Dinamik veri setlerinde modelin izlenerek yenilenmesi gerekeceginden, tim
veri isleme adimlarinin otomatik yapilmasi (dinamik veri hazirlama) saglanmistir. Ayrica, karar agaci veri
setlerinin ve algoritma diigiim ayarlarinin model basarisi lizerindeki etkisi degerlendirilmistir. Son asamada en
iyilenmis model uygulanmig ve karar agaci kurallari ile kredi almak i¢in gelenlerin durumlarin1 degerlendiren
karar-tahmin mekanizmasi olusturulmustur.
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Constructing a Decision-Prediction Mechanism for Dynamic Data
Abstract

Nowadays, the amount of stored data is constantly growing because of the increasing internet usage and the
developments in magnetic medium technology. It has been more complex to analyze this increasing amount of
data, therefore new methods and technologies are needed. Today, data mining, is used for solving some of these
problems and making future predictions. In this study; a decision tree application is developed for creating a
credit policy by using data from a credit company. The application is developed on Oracle Data Miner and
dynamical data preprocessing is done for creating the best model, and keeping the current model stable.
Dynamical data processing is done automatically with some generated procedures. In addition, the success of
data sets in decision tree and tuning of algorithm’s nodes over the model is discussed in the study. At the last
stage of the study, the best model is applied and a decision-prediction mechanism is constructed for evaluation of
the people’s case scoring for credit.
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1. Giris

Veri madenciligi uygulamalarinin; ister belirli, ister belirsiz isterse de risk altindaki
ortamlarda olsun, Ozellikle karar verme amaciyla kullanildiginda giivenilir olabilmesi
gerekmektedir. Bunun i¢in dogru model kurulmasi ¢ok 6nemlidir. Yani, dogru veriyi secer ve
dogru tekniklerle onu islemeye hazir hale getirirsek dogru kararlar alabilecek otomatize bir
sistemden bahsedebiliriz. Burada cevap aranmasi gereken bazi sorular ortaya c¢ikmaktadir.
Hangi verileri toplamaliy1z? Dogru veri nasil segilir? Segilen veri hangi islemlerden hangi
tekniklerle gegirilerek islenebilir hale getirilmelidir? Dogru model nasil kurulur? Bu model
nasil uygulanir? Nasil degerlendirilir? Asil problem, bunlar1 yapip bilgiye ulastiktan sonra
verimizin degisiklik gostermesidir. Iste o zaman, tiim bu sorular1 cevaplamak igin gerekli veri
isleme adimlarini tekrar tekrar uygulamak gerekecektir.

Bu ¢aligmada; veri madenciliginin en énemli amaglarindan olan dogru ve giivenirligi yliksek
bir karar-tahmin mekanizmasi olusturmak i¢in, aslinda en iyi modeli kurmak igin veri
hazirlamanin, bunu her an aymi dogrulukta gercgeklestirebilmek icin ise dinamik veri
hazirlamanin 6nemi ve yontemleri {izerinde durulmus, problemin tanimlanmasindan sonra
baslayip gercek modelin kurulmasina kadar gegen veri madenciligi siire¢lerinin nasil
otomatize edilebilecegi uygulamali olarak anlatilmigtir. Uygulama sonras1 ¢iktilar
degerlendirmek suretiyle bir karar-tahmin mekanizmasi olugturulmustur.

2. Veri Madenciligi

Gilinlimiizde, internetinde yaygin kullanimi ve veri depolamadaki manyetik ortamlarin
teknoloji ile gelismesi sonucu elimizde her sektorde gitgide biiyliyen veri yigmlar
olugsmustur. Depolanan verileri incelemek, analiz edip bilgi ¢ikarmak daha karmasik hale
gelmis ve yeni yontem ve teknolojilerin gelismesi ihtiyacini ortaya cikarmistir. Makine
Ogrenmesi, istatistik, veri tabani, gorsellestirme, bilgisayar bilimi ve diger disiplinlerin (yapay
zeka, veri analizi vb.) bir araya gelmesi sonucu veri madenciligi kavrami ortaya ¢ikmistir [1].
Veri Madenciligi, veri tabanlarinda bilginin kesfedilip ¢ikarilmasi yani veri arkeolojisi, oriintii
analizi, veri eseleme, bilgi hasadi gibi isimlerle de anilir [2]. Diger bir tanimi ise; biiyiik
hacimli veri tabanlarinda bulunan, mevcut durum veya gelecek tahminlerle ilgili heniiz
kesfedilmemis fakat anlamli ve yararli olabilecegi diisiiniilen bilgi elde etmek icin bilgisayar
programlarinin yardimiyla kullanilan veri analizi teknigidir [3]. Veri madenciligi kendi basina
bir ¢6ziim degil ¢oziime ulagmak icin verilecek karar siirecini destekleyen, problemi ¢6zmek
icin gerekli olan bilgileri saglamaya yarayan bir aragtir. Veri madenciligi; analiste,
1$ yapma asamasinda olusan veriler arasindaki sablonlar1 ve
iliskileri bulmasi1 konusunda yardim etmektedir [4].

Veri madenciligi siiregleri 4 ana baslikta toplanabilir:

1. Problemin Tanimlanmasi

2. Verilerin Hazirlanmast
a. Veri On Isleme (Toplama ve Uyumlastirma, Deger Bigme ve Secim, Birlestirme)
b. VeriIsleme (Temizleme ve Yeniden Yapilandirma)

3. Modelin Kurulmasi Test Edilmesi ve Uygulanmasi

4. Modelin Degerlendirilmesi (izlenmesi, Giincellenmesi ve Tekrar Uygulanmasi)

Veri madenciligi modellerini genel olarak tanimlayici ve tahmin edici modeller olmak {izere
iki grupta inceleyebiliriz. Tanmimlayict modeller, veriler arasindaki iliski, benzerlik ya da
sapmalarin ortaya konmasini saglamaktadir. Tanimlayict modeller tahmin i¢in degil, mevcut
durum analizi i¢in kullanilmaktadir. Tahmin edici modeller, heniiz sonuglar1 ya da
aralarindaki iligkileri bilinmeyen veri setleri i¢in, daha onceden analiz edilmis ve sonuglar
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bilinen verilerle bilgi tahminine yaramaktadir. Buradaki temel amag, var olan verilerden
yararlanarak, gelecek verilerin 6zellik ve iliskilerini tahmin etmektir. Tahmin edici modeller
gelecek durum analizi i¢in kullanilir. Bu ¢alismada tahmin edici veri madenciligi araglarindan
biri olan ve basarili sonuglar elde edilebilen ‘Karar Agaci’ uygulanmustir.

2.1. Karar Agaclan

Kurulumu entegrasyonu modellemesi ve gilivenilirligi bakimindan daha kolay ve anlasilir
oldugundan siniflandirmada en c¢ok bagvurulan algoritmadir [5]. Karar agaci, adinda
belirtildigi sekilde aga¢ goriiniimiinde ¢iktiya sahip bir algoritmadir. Algoritmaya verilerin
belli nitelikleri girdi ve ¢ikt1 olarak verilir. Bu ¢ikt1 niteligindeki degerlere ulasmak i¢in hangi
girdi niteliklerinin olmasi1 gerektigi agag veri yapilar ile olusturulur [6].

Karar agaci, veri seti i¢inden segilen egitim seti kullanilarak bir karar agact olusturma esasina
dayanir. Karar agacinin kalitesi, gerceklestirdigi siniflanma isleminin dogruluguna ve agacin
boyutuna bagimlidir. Bu agamada karar agacini olusturan diigiimlerin tespiti ¢ok onemlidir.
Egitim verisindeki hangi alanlarin, hangi sirada kullanilarak agacin olusturulacagi
bilinmelidir. Bu amagcla en yaygin olarak kullanilan 6l¢iim Entropy 6l¢timiidiir.

Tiirkiye de farkli program ve yontemlerle, karar agaglar1 iizerinde bu ¢alismaya benzer veri
madenciligi uygulamalar1 yapilmistir. Bunlardan en fazla benzerlik gostereni bir bankanin
gecmiste miisterilerine verdigi ve kontratlari sona ermis olan kredileri inceleyip karar agaci ve
siiflama kurallar1 olusturarak, bu siniflama kurallarin1 kullanmak suretiyle, kredi kontrati
halen devam etmekte olan miisterilerin, kontrat sonunda kredilerini geri 6deme durumlarini
tahmin etmeyi amaglayan bir ¢aligmadir [11].

Diger calismalarda ise; miisterilerin satin alma davraniglarint modelleyerek isletmeye pazar
stratejisi belirleme [10], MineSet3.2 ile lise tiirii ve lise mezuniyet notunun, kazanilan fakiilte
iizerindeki 6nemini tespit etme [12], kan biyokimya parametreleri ile demir eksikligi anemisi
teshisinde doktorun verecegi kararlar1 belirleme [13], 6grenci ve ¢alisanlarin, gida tiiketim
desenlerini ¢ikarma [14], miisterinin siirlici koltugundan memnuniyetini etkileyen en énemli
degiskenleri belirleme [15], telekomiinikasyon sektoriinde faaliyet gosteren biiyiikk bir
firmanin, ayrilma egilimi gosteren miisterileri belirleyerek; bu miisterilere 6zel pazarlama
stratejileri gelistirme [16], OSYM tarafindan 2008 OSS adaylar1 igin resmi internet sitesi
iizerinden yapilan anket verileri lizerinde veri madenciligi karar agaci1 yonetimi kullanilarak,
ogrencilerin bagarilarim etkileyen faktorleri belirleme [17], IMKB 100 endeksinde sanayi ve
hizmet sektorlerinde faaliyet gosteren 173 isletmenin 2004—2006 yillarina ait yillik finansal
gostergelerinden yararlanarak, sanayi ve hizmet sektorlerinde faaliyet gosteren firmalar
ayiran en 6nemli degiskenleri saptama [ 18] gibi konularla karar agaci uygulanmistir.

Diinyada karar agaci ile yapilmis bircok uygulama bulmak miimkiindiir. Micheline Kamber
ve Lara Winstone Ozellikle biliylik Olgekli veri tabanlarindaki karar verme siireclerinin
uzunluguna, verimlilik ve Olceklenebilirlik sorunlarmmi gidermeye yonelik caligmalarda
bulunmustur [9]. Ankerst, Elsen, Ester ve Kriegel veri madenciliginde karar agaglarinin daha
kolay (kiiciik boyutlu) ve anlasilir olmasi i¢in karmasik algoritmalar yerine gorsel ve
etkilesimli yeni bir siniflandirma sistemi gelistirmislerdir [19]. Wenliang Du ve Zhijun Zhan,
0zel verilerde karar agaci gelistirme modeli {izerinde calismis, iki ayr1 kisiden gelen fakat
gizliligi korunmasi gereken veriler lizerinde karar agact model uygulamasi yapmaislardir [20].
Karar-tahmin amagh birgok siniflandirmada karar agaci uygulamasina rastlamak miimkiindiir.
Ancak literatlirde, Oracle Data Miner kullanimi ile ayni ya da benzer algoritmalarla
gelistirilmis bir veri madenciligi uygulamasina rastlanilamamustir.
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3. Cahsmanin Amaci ve Onemi

Uygulama, Tirkiye Tarim Kredi Kooperatifleri verileri kullanilarak gerceklestirilmistir.
Ciftcilerin tiim tarim girdi ihtiyaclarim1 karsilamakla yiikiimli olan Tirkiye Tarim Kredi
Kooperatifleri’ nin en biiyiik gelir kaynagi ve en biiyiik risk teskil eden faaliyet alani ¢iftgilere
yani ortaklarma kredi vermesidir. Burada kredi verirken bazi sorulara cevap bulup, bunlara
gore kredi verme islemini gerceklestirmek gerekir. Zira daha ¢ok 6nemli olan verilen krediyi
geri tahsil etmektir. Bu sebepledir ki, bu ¢calismanin temel amaci; karar vericilere, dncelikle is
risklerini azaltip sonrasinda sektorde hayatta kalmak ve basariyr yakalamak i¢in gerekli olan
gelecek Ongoriisiinii verebilmektir. Gelistirilen uygulamada, karar vericiler, kredi faaliyeti
gerceklesirken hangi Ozelliklerin giftcilerin kredi 6demeleri {izerinde daha 6nemli oldugu,
hangi c¢iftcilerin hangi miktar kredileri geri 6deme olasiliklarinin daha kuvvetli oldugu
sorularina cevap bulabilir oldugundan mevcut durumlar i¢in yeni kararlar verebileceklerdir.

Yeni gelen bir gift¢inin kredi limitini daha dogru belirlemek, limit dahilinde de olsa kredi
isteyen bir ciftciye dogru miktarda kredi saglamak, bolgelerin risk analizlerini ¢ikararak
yatirimlar yapmak, 6deme aligkanligi en kotii olan gruptaki ortaklar iizerinde egitici yada
Oonlem alic1 faaliyetlerde bulunmak gibi gelecege yonelik bir¢ok stratejik karar bu sayede
aliabilecektir.

4. Materyal ve Yontem

Uygulama Oracle 11gR2 veri tabani lizerinde kurulu 11.1. versiyonlu Oracle Data Miner [7]
programi araciligi ile gergeklestirilmistir. Problemin ve amacimizin 6zelliginden kaynakli veri
madenciligi yontemlerinden karar agaci ile siniflandirma yontemi secilmis ve karar agaci
olusturma algoritmasi olarak Entropy ve Gini kullanmistir.

4.1. Problemin Tanimlanmasi

En 6nemli faaliyetlerinden biri kredi vermek ve verdigi kredileri toplamak olan Tarim Kredi
Kooperatifleri’ nin kredi vermedeki asil problemi: ‘BORCUNU HANGI OZELLIKTEKI
CIFTCI, HANGI OLASILIKLA ODER / ODEMEZ?’ olarak 6zetlenebilir. Oncelikle ciftci
ortaklarin ozelliklerinin belirlenmesi ve bu 6zelliklerin bor¢ 6deme aligkanligina ne denli etki
ettiginin hesaplanmasi gerekecektir. Boylelikle gegmis verilerden bir sonuca vararak, gelecek
i¢cin tahmin mekanizmasi olusturabilir.

4.2. Verilerin Hazirlanmasi

Problemimiz dogrultusunda ortagin hangi ozelliklerinin, borcunu &deme iizerinde
digerlerinden daha degerli oldugunun belirlenmesi gerekmektedir. Bunun icin verilerin tek bir
platformda toplanarak birlestirilmesi ve secilmesi ile kirli verilerden temizlenmesi
gerekmektedir.

Stirekli degisken yapidaki veri setlerine sahip, 6zellikle de biiyiik 6l¢ekli veri tabanlarinda
karmasik veri madenciligi model yapisindan kag¢inmak gerekir. Bu kapsamda, farkli veri
tabanlar1 ve farkli tablolardan alinan ¢ift¢i bilgilerinin yerel bir veri tabaninda toplanmasi
(oracle data pump teknigi ile) saglanmustir.

Problemimize daha fazla etki edebilecek veri setlerini se¢gmek onemlidir. Hedefimizin ¢iftgi
ve onun borg¢lart oldugunu hatirlamak hangi verileri sececegimiz konusunda yol gosterici
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olmustur. Toplanan verilerin her defasinda farkli veri tabanlarindan ve farkli tablolardan
cekilmesi yerine; gerekirse view gibi veri tabani nesneleri ile ya da yeni tablolar yapmak
suretiyle birlestirmeye tabi tutulmus, gerekli bilgiler farkli platformlarda da olsa, hepsine tek
bir yerden ulasilmasi saglanmistir.

Oncelikle isimize yaramayacak, modelimizin giivenilirligini diisiiriip dogru ¢ikt1 iiretmesini
engelleyecek ya da performansimizi etkileyecek verilerden kurtulmamiz gerekmektedir.

Girtltild, bos, eksik, artik, tutarsiz diye siniflandirilan bu kirli verilerin Oracle Data Miner
araciligi ile (Data — Transform — Missing Value) gorsel olarak belirlenmesi miimkiindiir.

<= Explain Wizard - Step 2 of 3: Target Attribute g x|

What attribute do you want to explain? This is referred to as the target attribute.

Selected Target Attribute:
Available Attributes:
Name | Data Type Count Missing % Sample l Ur
ASKERLIK_DURUMU | VARCHAR2 4 0.257 1,731,536 | &
BAK_YUK_OLDUGU_KISI... [NUMBER |70 |9.741 1,731,536 |
CINSIYET | VARCHARZ 2 0.007 1,731,536 |
COGRAFI_BOLGE | YARCHARZ 9 0.001 1,731,536 |
(o] | YARCHAR2 11,731,536} |0 1,731,536 |
IL_ADI | YARCHARZ 182 o 1,731,536 |
KURUM_ID | NUMBER 11,811 0 1,731,536 |
MEDENI_DURUMU | YARCHARZ |3 0.013 1,731,536 |
OGRENIM_DURUMU | YARCHARZ 7 0.007 1,731,536 |
ORTAK_ID | NUMBER 551,771 ||0 1,731,536 |
SERMAYE |NUMBER 9,056 5] 1,731,536 |
SERMAYE_ARALIGI |VARCHARZ 0 100 1,731,536 |
TOPLAM_BORC | NUMBER 697,157 ||4.147 1,731,536 |
TOPLAM_BORC_ARALIGI |VARCHAR2 0 100 1,731,536
UST_KURUM_NO [VARCHARZ |16 o 1,731,536 |
VADESI_GECEN_BORC | NUMBER _ 231,560 _|[54.59 1,731,536 |
VADESI_GECEN_BORC_... |VARCHARZ |0 {100 1,731,536 |
YIL ) ) |NUMBER 4 0 1,731,536 |
YILLIK_MIN_GELIR |NUMBER 53,850 10.488 1,731,536 | —,
Y(“ILIK MIN GELIR ARA...|YARCHARZ2 [a] 100 1.7'31.536 _’,L‘
Only string, integer and float attributes are displayed.
Help | <Back [ Next> Frish | cancel |

Sekil 1. Alinan Verilerdeki Kirli-Kayip Degerler

Verilerimizin  islenmesi; ‘Data  Tipinin  Transformasyonu’,  ‘Siirekli  Kolonlarin
Transformasyonu’, ‘Gruplama’, ‘Kayip Verilerin Islenmesi’ ve ‘Ug Verilerin Ortadan
Kaldirilmas1® yontemleri ile olmaktadir. Ornegin, il bilgisi olmayan giftgilerin kayitlarmin
silinmesi, cografi bolge bilgisi bos yada yanlis olan kayitlarin en ¢ok kullanilan kayitla
giincellenmesi, sermayesi olmayan yada negatif olan ortaklarin silinmesi, ¢ift¢inin borg
miktar1 bossa '0' (sifir) ile giincellenmesi, tekrarli kayitlarin silinmesi, ¢ift¢inin bakmakla
yiikiimlii oldugu kisi sayis1 bossa tiim tablonun ortalamasiyla doldurulmasi (3 basamakli olan
bakmakla yiikiimli kisi sayist gibi u¢ degerlerden temizlenerek), cinsiyeti bos yada 'E' veya
'K' olmayan kayitlarin ise 'E' (erkek) olarak giincellenmesi, 6grenim durumu bos yada yanlis
olan kayitlarin da en ¢ok kullanilan kayitla glincellenmesi gibi ¢esitli islemler yine prosediir
yazilarak otomatize hale getirilerek veriler islenmistir.

104



Fen Bilimleri Dergisi, 25(3) (2013) 100-114

==*Explain Wizard - Step 2 of 3: Target Attribute x|

What attribute do you want to explain? This is referred to as the target attribute.

Selected Target Attribute:
Available attributes:

Mame Data Type Count Missing % Sample Unique
ASKERLIK_DURUMU| VARCHARZ 2 0 ,103,043
BAK_YUK_OLDU... | NUMBER 68 0 ,103,043
CINSIYET VARCHARZ 2 0 ,103,043
COGRAFI_BOLGE | VARCHARZ 7 0 ,103,043
jie] VARCHAR2 1,103,043] 0 ,103,043 | p*
IL_ADI VARCHARZ (3 0 ,103,043
KURUM_ID NUMBER 1,811 0 ,103,043
MEDENI_DURUMU | VARCHARZ 2 0 ,103,043
QOGRENIM_DURLUMU | VARCHARZ 7 0 ,103,043
ORTAK_ID MNUMBER 465,530 0 ,103,043
SERMAYE NUMBER 8,640 0 ,103,043
SERMAYE_ARALIGI | VARCHARZ 7 0 ,103,043
TOPLAM_BORC NUMBER 666,530 0 ,103,043
TOPLAM_BORC_... |VARCHARZ 5] 0 ,103,043
UST_KURUM_NO | VARCHARZ 16 0 ,103,043
WYADESI_GECEN_... |NUMBER 208,704 0 ,103,043
YADESI_GECEN_... | VARCHARZ2 8 0 ,103,043
¥IL MNUMBER 3 0 ,103,043
YILLIK_MIMN_GELIR | NUMBER 50,368 0 ,103,043
YILLIK_MIMN_GELL... | VARCHARZ 5] 0 ,103,043

Only string, integer and float attributes are displayed.

Help | < Back Il\.'ext>‘ Finish Cancel

Sekil 2. Veri Isleme Sonrasi Kirli-Kayip Degerler

Siniflandirma tekniklerinde verilerin kategorik olmasi gerekmektedir. Ozellikle parasal
miktarlarin (siirekli degerlerin) ¢ok fazla ¢esitlilik gdstermesinden kaynakli, karar agaglarinda
diiglim sayis1 binleri bulan sonuglarla (siiflarla) karsilagmamiz olast olacaktir. O yilizden
kesikli degerler ‘Siirekli Kolonlarin Transformasyonu’ metodu uygulamak tizere pl/sql diliyle
yazilan bir prosediir ile kategorize edilerek su kolonlar olusturulmus ve doldurulmustur:

v' SERMAYE_ARALIGI,

v VADESI_GECEN_BORC_ARALIGI,

v' TOPLAM_BORC_ARALIGI

v YILLIK_MIN_GELIR_ARALIGI
Vadesi gecen bor¢ miktarini belirli araliklar icin ‘B0O,B1,...,.BX’ seklinde kesikli degerlere
cevrilmistir. Vadesi gecen bor¢ miktarinin; 0 TL olmast ‘B0’, 0-1000 TL arasinda olmasi
‘B1°, 1000-1500 TL arasinda olmasi ‘B2’, 1500-2000 TL arasinda olmasi1 ‘B3, 2000-3000
TL arasinda olmasi ‘B4’, 3000-5000 TL arasinda olmasi ‘B5’, 5000-10000 TL arasinda
olmas1 ‘B6’ ve 10000 TL’den biiyiikk olmasi ise ‘B7’ ile ifade edilmistir. Burada istenen
durum bir ¢ift¢inin borcunu zamaninda 6demesi yani vadesi gecen borcunun olmamasi (‘B0’
olmas1) durumudur.

4.3. Modelin Kurulmasi, Test Edilmesi ve Uygulanmasi

Karar agacina girdi olacak verilerin tamamin1 modelde girdi olarak gostermek, ters etki eden
kolonlarda modelin giivenilirligini diislireceginden, hangi girdinin ¢iktimiz iizerinde daha
etkili olacagini belirlemek icin “Explain” analiz sonuglarindan faydalanilmistir. Cikti
degiskeni ise, ¢iftci borcunun ne kadarin1 zamaninda ddememisi gosteren VADESI GECEN
BORC kolonumuzdur. Amacimiz hangi nitelikteki ciftcilerin (ki bu nitelikler modelimizin
girdileridir) borcunu zamaninda 6de(me)me olasiligini belirlemektir.
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Tahmin edici modeller genellikle denetimli 6grenme modelleridir. Denetimli 6grenme
modellerinde 6ncelikle model, bir miktar veri (6grenme verisi) lizerinde ¢alistirilir. Bu asama
modelin egitilmesi olarak da adlandirilir. Daha sonra model verinin kalan kisminda test
edilerek dogrulanir. Egitim ve test dongiisii tamamlandiktan sonra model olusturulur ve test
kiimesi ile modelin dogruluk derecesi belirlenir. Bir modelin dogrulugunun test edilmesinde
cesitli gecerlilik yontemleri kullanilir[8]. Giinliimiizdeki veri madenciligi programlart modelin
giivenirligini ROC, LIFT Analizi ve Risk Matrisleri gibi c¢esitli yontemlerle kullaniciya
hesaplayarak dondiirmektedir.

Test verimizin uygulanmasi sonucu modelimizin %22 lik bir giivenilirlige sahip oldugu
gorilmiistiir. Tiim degiskenleri model iizerinde girdi olarak tanimlamak, goriildiigl lizere
modelin giivenilirligini diislirdigli gibi modelin uygulanmasi ve giincellenmesini de imkansiz
hale getirecektir.

4.4. Modelin Degerlendirilmesi (izlenmesi ve Giincellenmesi)

Model sistem igerisine gomiilerek probleme karsit verdigi cevaplarin degerlendirilmesiyle
kararlar verilir. Fakat unutulmamalidir ki olusturulan model dinamik verilerde ya da dinamik
sistemlerde siirekli en i1yi performansi vermeyecektir ve o modelin siirekli takip edilerek
degisen kosullara uyum saglamasi i¢in tekrar test edilmesi ve tekrar egitilmesi hatta
gerekiyorsa tekrar olugturulmasi gerekebilir.

Daha basarili bir model elde etmek i¢in 6rnekleme, 6grenme ve test verilerimizin ayarlari ile
girdi degiskenlerimizi siirekli degistirip yeni ¢iktilar karsilastirilmistir. Daha gilivenilir sonuca
ulagsmada, cikt1 degiskenine (“Vadesi Gegcen Bor¢™) en c¢ok etki eden girdi degiskenlerini
belirlemek icin “Explain” analizden faydalanilmigtir. En iyilenmis modelimizin girdileri
‘Bakmakla Yiikiimlii Oldugu Kisi Sayist’, ‘II’, ‘Sermaye’, ‘Toplam Bor¢’, ‘Ust Kurum No’
ve ‘Yillik Minimum Gelir’ kolonlar1 olup, toplam 1.731.536 adet verinin islenmesinden sonra
kalan 1.103.043 adet veriden 200.000 Ornekleme alinarak ve %90 Ogrenme, %10 test
verilerine ayirmak suretiyle, Entropy dagilimi 15 seviye olarak belirlenmistir. Sonugta olusan
en iyilenmis modelimizin glivenilirligi %78,51 olarak elde edilmistir.

= g ctiwity: ODM_DRTAK_3_BITIRME: Result Viewer: “DM43$000M_ORTAISE_T) o (=] S

File Publish Help
[Predictive Confidence | Acouracy | ROC | Lift | Test Settings | Task |

Predictive Confadence is used bo measure bow good the model is compared bo a naree modell Naive Classification Models would
predict the: most: Frequently ccouring dass walse based on the buld data. IF a model has a Predictive Confidence of 509, that
mezans & s 50% better than a naivwe model.

(. A\

W aversgs [ Good D E==t
Predictive Confidence: TES1%
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Sekil 3.En lyilenmis Modelin Giivenilirligi

Risk Matrisinde tahmin edilen sinif degeri kolonda gosterilirken, gercek deger satirda
gosterilir. Matrisin kosegeni dogru tahmin edilen sinif sayisin1 gostermektedir. Sonucta test
verisi igerisinden her bir hedef deger grubu icin ortalama esit sayida ornekleme alinarak
model test edildiginde, kurdugumuz model bize 1.697 verinin 1.375 tanesini dogru tahmin
etmistir. Modelimizin dogruluk oraninin %81 oldugu sdylenebilir. Modelimizin test verileri
asil hedef kolonumuz olan ‘B0’ degerini tahmin etmede %100 basarili gdziikkmektedir.

Confusion Matrix: Raws = Actual; Columns = Predicted [ Shn

B0 Bl B2 B3 B4 B5 B B7 Tokal  |Corre.., |Cost
BN a0 18 13 15 21 44 44 a0 215 1395|185
Bl a 163 3 3 ] g 11 g 205 a0.49 140
%) a a 193 ] ] ] 3 q 227 8722 |28
B3 0 0 1] 210 b 2 6] 4 227 2251 |17
B4 a a a 0 179 9 7 4 199 89.95 |20
BS a a 0 0 0 193 13 g 219 ga.04 |24
BG a a 0 0 0 1] 139 7 198 %43 |7
E7 a a 0 0 0 1] 1] 208 209 100 1]
Totdl W0 183 |24 |z |28 (24 (74 (8 1697
Comect®s 100 (9006 9252|9003 (820l 73E6  6R.OR 7438
Cost a 18 16 23 39 ] ] 72

Sekil 4.En Iyilenmis Modelin Risk Matrisi

Modelin sagladigi Faydanin dogrulugunu gosteren Lift grafigi ile yine dogrulugu 6lgmede
kullanilan ROC grafigi ¢iktilar1 asagidaki sekillerde goriilmektedir. ROC grafiginde, tiim
durumlarin miikemmel ve tiim durumlarin hatali (tim durumlarin pozitif ya da negatif)
tahmin edilmesi olasiliklar1 incelenmistir.

<#* Oracle Data Miner - Result =10l x|

Mame: "DM41$TE06385675068_R" Confusion Matrix:
k-hart: :ﬁ | Others EO I
Okhers | 1,482 1] :I
1.0 BO 185 30 Rd|
Hint: Rows = Actual; Columns = Predicted
True Positive Rate: 0.1395348837
o8 -
False Positive Rate: 0
Ay ACcuracy'! 0.5697574419
ﬁ oe Owverall Accuracy: 0, 59098408596
w I Threshold Cost: 185
S M Ciagonal Probability Threshold: [, 76
& WFROC Cune
L o4 Derived Cosk Matrix:
= Others BO |
Others |0 1 =1
na ED 0.315791205 [0 =l
Hink: Rows = Actual; Columns = Predicted
oo
oo 0z 0.4 06 0.8 1.0
False Positive Rate
Atea Under Curve:0, 7834165096 <) | £ |
Detail: False Positive Cosk: Il False Megative Cost: Il Compute Cosk I Eﬁ |
Probability Threshaold False Positive False Megative True Positive True Megative Accuracy Ang ACCUFAcY Cosk
1.0000000000 [u] 215 [u] 1,482 0.5733058338 0.5000000000 215.00 -
0, 7600000000 187 1,452 . 157.00 =
0. 7600000000 0 185 1,482
0.3861386139 133 .
0.3500000000 10 1532 33 1,472 0.8868591632 0.5733703669 192.00
0.2581196581 S& 166 49 1,426 0.5691509075 0.5950601011 2zz.00
e = o - e Eer e e =
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Sekil 5.Modelin ROC Analizi

=#* 0Oracle Data Miner - Result o ] B4
Predictive Confidence | Accuracy | roc  Lift | Test Settings | Taskl

Mame; "DM41$TE06385654524_L"
Positive Target Walue:  BO

Lift Chart:

(" Cumulative Positive Cases g |

Cumulative Lift Chart

Curnulative Lift

7 2 a 10
Guantiles

Lift Table: g
Guantile Number Cumulative Lift Cumulative Positive Threshold Cuuantile Total Count Cuantile Target Count Percentage Records Cumulative
1 2.9714911031 0.2976744186 0.7757142732 170 ©4,0000000000 0.1001767326 -
2 2.494964 2603 0.4993740344 0.8071423537 170 43.4731173234 0.2003535651
3 2. 1112343201 0.6345051610 0.5242049217 170 £5.9454860657 0.300530347 7 e
4 1,9309553711 0.7737477357 0.5545337239 170 20,937 1643066 0.4007071302
5 | 1.6619266913 0.8424500221 0.8825125000 170 147709913254 0.5008839125 _ILI
4 »

Sekil 6.Modelin Lift Analizi

4.5. (En lyilenmis) Modelin Uygulanmasi

Modelin uygulama adiminda, yeni bir ¢ift¢i ortagin kredi ¢ekmek icin kuruma geldigini
varsayalim.

Gelen ciftciye ait bilgiler sunlardir;

Bakmakla Yiikiimli Oldugu Kisi Sayisi: 15

Cifteilik Yaptigi 11 Adi: DENIZLI

Sermayesi: 300 TL

Kredi Cekmek Istedigi Tutar (Toplam Tiim Borglart): 10.000 TL

Geldigi Kooperatifin Bagli Oldugu Ust Kurum: B04 (IZMIiR BOLGE BIRLIGI)
Beyannamesine Gore Sistem Tarafindan Hesaplanan Yillik Minimum Gelir: 14.000 TL

ANANANANA YN

Bu verileri modelimizi uygulayacagimiz “KREDI ICIN_ GELEN ORTAK” adli yeni bir
tabloya kaydedelim. Sonug olarak kredi ¢ekmek igin gelen ¢iftginin vadesini gegirecegi borg
miktar1 BO’a (sifir) dogru olmasi gerekirken, olasilig1 en yiiksek ¢ikan sonu¢ B7 (10.000 TL
ve daha fazla vadesi gegen) olmustur. (Bkz. Tablo 1)
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Tablo 1. Model Uygulama Sonucu Olasilik Dagilimlar

VADESI GECEN BORC
BO |[B1|B2 |B3|B4|B5|B6|B7
Olasilik | 0,0023|- 10,0011 (- |- |- |- |0,9964

Diigiim

67

Sonugta ortagin hi¢ borcunun olmadigini varsayar ve 10.000 TL kredi ¢ekmek i¢in geldigini
diistintirsek, bu ortak ¢ekecegi 10.000 TL’lik kredinin tamamini (B7 durumu 10.000 ve fazlasi
icindi) 6dememe olasilig1r %99,64 diir. Ug bir 6rnek olmasi bakimindan bu veriler secilmis
olup, zira Tarim Kredi Kooperatifleri’ n de nakdi ya da ayni toplam 10.000 TL’lik bir kredi
verilebilmesi i¢in ortagin en az 500 TL sermayesi olmasi gerekmektedir (kredi limitinin en az
%S5°1). Nitekim bu Ornekte, ortagin borcunu ¢ok biiyiik bir olasilikla 6demeyecegi de bu
sebeple c¢ikmistir. Bu sonug, diger verilerden hareketle elde ettigimiz modelimizin
dogrulugunu da ispatlar niteliktedir. Peki bu ortaga kredi vermek istersek hangi kosullarda ve
ne kadar kredi vermeliyiz? Ortagin sermayesini artirmasi, ¢iftgilik yaptigi ili degistirmesi,
daha az kredi cekmesi, ya da beyannamesini degistirerek yillik gelirini artirmasi
seceneklerinde hangi olasiliklarda borcunu 6der / 6demez? Asagida ortagin olast durumlarinin
listesi verilmistir. Bu durumlar yapilabilirlik dogrultusunda istenildigi gibi degistirilebilir.

Tablo 2. Yeni Uygulama igin Olas1 Durumlar

o
%
T S - 2
2 < |28 = | g >
= s | O - = S
‘z = | 2|82 5% 2 2
ot
R - A o] 5% O a
1[15 |DENIZLI |300 |10000 [iZMIiR |14000 |Ortagm mevcut durumu
2|15 |DENIZLI [500 [10000 |IZMIR |[14000 |Ortagin sermayesinin artirilmasi
Ortagin ¢cekmek istedigi kredi
3|15 |DENIZLi|500 |6000 |izMiR |16000 |Miktarmin indirilmesive
beyannamesini degistirerek yillik
gelirinin ytikseltilmesi
Ortagin sermayesinin artirilmasi ve
4|15 |DENIZLI |1000|2500 |iZMIR |16000 |g¢ekmek istedigi kredi miktarinin
indirilmesi
Ortagin bakmakla yiikiimlii kisi
5/2 |IzMIR  |1000|2500 |IiZMIR [16000 |sayisinin azalmasi ve ciftiligini
Denizli de degil de Izmir de yapmasi
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Modelimizi KREDI ICIN GELEN ORTAK tablosu fizerinde tekrar ¢alistirdigimizda,
yukaridaki her durum i¢in Tablo 3’teki sonuclar elde edilmistir.

Tablo 3. Olas1 Durumlar Igin Olasilik Dagilimlari

VADESI GECEN BORC DUGUM
BO B1 B2 B3

0,0023 |- 0,0011 |- 67
0,2048 |0,0878 [0,0878 |0,0829 78
0,2242 |0,0942 [0,0671 |0,0714 63
0,1989 |0,0749 [0,0620 |0,0956 51
0,1989 |0,0749 [0,0620 |0,0956 51

Ortaga istedigi 10.000 TL’lik kredinin hemen verilmesi durumunda zamaninda geri 6deme
alinmasi neredeyse miimkiin degildir. Ancak, sermaye artirnmi ve beyanname yenileme ile
6.000 TL kredi verilirse %22,4 olasilikla zamanindan 6nce geri 6deme alinacaktir. (Durum:3)

Ortagin bakmakla yiikiimlii kisi sayisinin azaltilmasi ve ciftciligini Denizli de degil de Izmir
ilinde yapmasinin (Durum:5) bu ortak i¢in 6nemli olmadigi, borcunu zamaninda ddemesi i¢in
en iyl durumun ise 3. durum oldugu goriilmektedir. 3. durum, karar agacimizin 63. Diiglimiine
karsilik gelmektedir. Karar agacimizin 63. Diiglimii (B6 durumu) i¢in olusturdugu kural
yapisini gosteren 6rnek kod blogu asagida verilmistir.

W 3 O W

O

10
11
12
13
14
15
16
17
18
19
20
21
22

IF

UST_KURUM _NO is in { B020000 BO30000 B040000 BO60000 B160000 } AHD

IL_ADI is in { ADANA ADIYAMAN AFYON AFYONKARAHISAR AKSARAY ANKARA ANTALYA AYDIN
AGRI BALIKESIR BATMAN BAYBURT BOLU BURDUR BURSA BILECIK DENiZLI EDIRNE ELAZIG
ERZURUM ESKISEHIR GAZIANTEP HATAY ISPARTA KAHRAMANMARAG KASTAMONU KAYSERI KIRIKKALE
KIRKLARELI KIRSEHIR KOCAELI KONYA MALATYA MANISA MUGLA OSMANIYE SIVAS TEKIRDAG
TOKAT YALOVA YOZGAT CANAKKALE CANKIRI CORUM ISTANBUL IZMIR ICEL )} AHD
UST_KURUM_NO is in { B0O10000 BO20000 B0O30000 B0O40000 BOG0000 B160000 } AND
SERMAYE > 344.565 AHD

TOPLAM BORC <= 9999.17 AHD

TOPLAM_BORC > 5001.385 AHD

TOPLAM_BORC > 2999.905 AND

TOPLAM_BORC > 1999.935 AHD

TOPLAM_BORC > 1500.19

THEN
VADESI_GECEN_BORC_ARALIGI ecqual B6

Confidence (%)=39.29
Support (%)=4.66

Sekil 7. 63.Diigiim I¢in Dallanma Yapisini1 Olusturan Kural Kod Blogu
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Sonuglara bakilarak, bu ortaga kredi su kosullarda su risklerle verilir;

Tablo 4. Olas1 Durumlar i¢in Toplam Risk Dagilimlar

DURUM |RiSK % | KREDi KOSULU

1 99,75 10.000 TL KREDi HEMEN VER

2 79,49 SERMAYESINI 500 TL' ye CIKAR 10.000 TL KREDI VER

SERMAYESINI 500 TL' ye CIKAR ve YILLIK GELIRINI 2.000 TL
3 7753 | ARTIR AMA 6.000 TL KREDI VER

SERMAYESINI 1000 TL'ye CIKAR ve YILLIK GELIRINI 2.000 TL
4 80,09 |ARTIR AMA 2.500 TL KREDI VER

SERMAYESINI 1000 TL'ye CIKAR ve YILLIK GELIRINI 2.000 TL
5 80,09 ARTIR, BAKTIGI KiSi SAYISINI AZALT ve IZMIR' deki
ARAZISINDE CIFTCILIK YAPTIR AMA 2.500 TL KREDI VER

Kurdugumuz modelin girdisi olan verilerimizin, zamanla ozelliklerinde ve boyutunda
degisiklikler meydana gelecegi icin, siirekli olarak izlenmesini ve gerekiyorsa yeniden
diizenlenmesini gerekecektir. Uygulamamizda girdi degiskenlerimizin dinamik olmasi,
hazirladigimiz prosediirlerin tekrar ¢alistirilmasini gerektirir.

Fakat veri setlerimizdeki bu degiskenlik (6zellikle yeni kolonlarin eklenip ¢ikartilmasindan
sonra) islenmis verilerimizden rastgele alacagimiz egitim ve test verilerimizin iligkilerini
degistirebilecek ya da model giivenilirligi azaltacak nitelikte olabilir. Boyle durumlarda
Explain analizle iliskilerin derecesine tekrar bakilmalidir. Eger bir fark goriiliirse model farkl
girdiler ile tekrar kurmal1 ve analiz sonuglarina bakarak yeni model tekrar degerlendirilerek
uygulanmalidir.

5. Bulgular ve Tartisma

Firmalarin rekabet ortaminda var olabilmek icin sadece veri elde etmekten ¢ok, detayls,
anlamli ve ise yarar veri elde etmeleri son derece 6nemlidir. Ama firmay1 rekabet ortaminda
var olmaktan Ote ayakta durmasii saglayacak ve hatta onu giiclendirecek olan ise, bu
verilerden giivenilir ve yararli bilgiler elde etmesi ve onu uygulayabilmesidir. Bu kapsamda
veri madenciligi 6onem kazanmaktadir. Firmalar tahminlerinin dogru ¢ikmasi oraninda
basariy1 yakalarlar. Buda ancak dogru girdiler ve dogru modellemelerle, dogru siiregleri takip
ederek yapilacak bir veri madenciligi tahminleme yontemiyle saglanabilir.

Tahminleme yontemlerinden biri olan karar agact uygulamamizda, basari i¢in model
olusturmanin 6nemi {iizerinde durulmustur. En iyilenmis model i¢in girdi verileri 6zenle
islenmistir. Dinamik veri setlerinde modelin izlenerek yenilenmesi gerekeceginden, tiim veri
isleme adimlarinin tekrar uygulanmasi yerine, yazilan prosediirler ile otomatik yapilmasi
saglanmistir. Hangi girdinin ¢ikt1 {izerinde daha etkili oldugu ise tahmini modellemelerle
Explain Analizi dogrultusunda belirlenmistir. Model en iyilenirken; Roc, Lift ve Risk Matrisi
Analizleri ile test edilmistir. Ogrenme ve test siiflarinin ayrilmasi ayarlari, dallandirma
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Ol¢lim algoritmast secilmesi ve diiglim ayarlarinin yapilmasi ile test verilerinin hedef
degiskenler lizerinde se¢im yontemleri de modelin basarisi i¢in 6zenle yapilmistir.

Tarim Kredi Kooperatifleri i¢in kurulan bu model, kredi bagvurusu yapan ¢ift¢i ortaklar igin
ve genel olarak belirlenmesi gereken kredi politikalar1 iizerine kurulmustur. Amag; gelen
ortagin dzeliklerine gore, “biz bu krediyi verirsek hangi olasilikla zamaninda geri 6der?” ya
da “ne yapalim ki ortagin borcunu zamaninda 6deme olasilig1 artsin?” gibi gelecek icin
tahminlemeler yapmak ve mevcut durum i¢in ortaklarin 6deme aligkanliklarini ve risklerini
belirleyerek kredi politikalar1 ortaya koymaktir. Ayrica, karar agacimizdan genel olarak:
sermayesi 495 TL den kiiciik ve kredi borcu 10.000 TL den fazla olan ve belli illerde ¢ift¢ilik
yapan ortaklarin kredi geri 6deme aligkanliklariin ¢ok kotii oldugu, ¢iftginin bakmakla
yikiimlii oldugu kisi sayisinin bir tek 8 ve {izerine ¢ikmasi durumlarinda riskin arttigi,
ciftcinin yillik minimum gelirinde kirilma {ist noktasinin 15.900 TL ve alt noktasinin 4.030
TL oldugu vb. bir¢cok yorum ¢ikarmak miimkiin olmustur. Boylelikle, bu yorumlardan yola
cikarak, gelecek i¢in yeni politikalar belirlenmesi saglanabilecektir.

Uygulamamizin diger yapilan benzer ¢alismalardan en 6nemli farkliligi, farkli bir platformda
gelistirilmesi ve model olusturmaya kadar olan veri madenciligi stireglerinin farkl
yontemlerle uygulanmasidir. Zira, sonuglar {iizerine biiylik etki edip model basarisini
degistirebilecek kadar siirekli bir degiskenlik gdsteren dinamik ve biiyiik 6lgekli verilere sahip
farkli veri tabanlarindaki verilerin, modele girdi olana kadar olan tiim islemleri hazirlanan
prosediirler ile saglanmis ve modelin giincel tutulabilmesi i¢in veri hazirlama islemi otomatize
edilmistir.

6. Sonug¢

Kredi faaliyetlerinin, kurum yatirimlarinin, ilke sartlarinin, devlet tarim politikalarinin,
mevsim durumlarinin vb. her yil hatta her ay siirekli degiskenlik gostermesi, gelecege dair
tahmin yiriitmek i¢in kurulan veri madenciligi karar agact modelinin degisken sayisinin
degismesine ve veri setlerinin boyut ve degerlerinde yadsinamayacak degisikliklerin
olusmasmma neden olmaktadir. Bu yiizden en hizli sekilde giincellenebilir bir model
olusturmak gerekmektedir. Verilerin tekrar islenmesi, degiskenler aras1 iligkilerin
belirlenmesi, 6grenme ve test verilerinin ayrilmasi, karar agaci diigiimlerinin ayarlanmasi ve
modelin test edilerek dogrulanmasi islemleri tekrarlanmak zorunda kalacaktir. Yapilan
caliysmada modele girdi olacak verilerin hazirlanmasi islemi prosediirlerle otomatize
edilmistir. Ancak, gelecekte daha verimli sonuglar elde edilmesi i¢in tiim bu islemlerin
sonuclarina gore en i1yl modeli zamanm gelince kurup giincelleyebilecek uzman sistemlerin
gelistirilmesi faydali olacaktir.
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