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Oz

Eritemat6z skuamoz hastaliklarin ayirict tanist dermatolojide 6nemli problemlerden biridir. Hepsi birbirleri arasinda, ¢ok az farkla
eritem ve 6lgeklenmenin klinik 6zelliklerini paylasmaktadirlar. Bu gruba déhil olan hastaliklar; sedef hastaligi, seboreik dermatit, liken
planus, giil hastalig1 (pityriasis rosea), kronik dermatit ve pityriasis rubra pilaris olarak smiflandirilabilmektedir. Tan1 i¢in genellikle
biyopsi gereklidir ancak ne yazik ki bu hastaliklar pek ¢ok histopatolojik 6zelligi de paylagmaktadir. Diger taraftan, son yillarda
ozellikle bilgisayar teknolojisindeki gelismeler ve yapay zeka teknolojileri, biyomedikal alanda kendine genis bir uygulama alam
bulmustur. Tibbi cihazlarda bilgisayar teknolojilerinin kullanilmasiyla daha hassas, daha hizli, insandan kaynaklanan hatalari minimize
eden cihazlar gelistirilmektedir. Dolayisiyla, bu ¢alismada, makine 6grenme algoritmalari deri hastaliklarmin siniflandiriimasi ve
tahmininde ne kadar etkili olmaktadir onun arastirtlmasi yapilmistir. Bu ¢alismada, 366 hastaya ait 33 nitelikten olusan deri doku
ornekleri, Destek Vektor Makineleri (Support Vector Machines - SVM), Topluluk Ogrenme Algoritmalar1 (Ensemble Learning
Algorithms - ELA), Karar Agaclar1 (Decision Trees - DT) ve k-En Yakin Komsuluk (k-Nearest Neighborhood - k-NN) ile
smiflandirilmig ve en yiiksek dogruluk degerleri kaydedilmistir. Buna gore deri hastaliklarinin ayrigtirilmast ve siniflandirilmasi ile
ilgili etkiler arastirilmistir. SVM ile bu veri setinde, dnceki tiim ¢alismalardan daha yiiksek olan %99.73'liikk bir dogruluk elde edilmistir.

Anahtar kelimeler: Deri Hastaliklari, Destek Vektdr Makinesi, Topluluk Ogrenme Algoritmalari, Karar Agaglari, k-En Yakn
Komsuluk.

Evaluation of Machine Learning Algorithms Performance in Diagnosis of
Erythematous Squamous Diseases

Abstract

Differential diagnosis of erythematous squamous diseases is one of the important problems in dermatology. They all share the clinical
picture of erythema and scaling among each other, with little difference. The diseases included in this group can be classified as
psoriasis, seborrheic dermatitis, lichen planus, pityriasis rosea, chronic dermatitis and pityriasis rubra pilaris. Biopsy for diagnosis, but
unfortunately these diseases also share many histopathological features. Technologies related to some other technologies have found
wide application in the biomedical field. With the use of computer technologies in medical devices, more sensitive, faster, faster,
cutting devices are developed. Therefore, it has been investigated how effective machine learning algorithms are in classifying and
predicting skin diseases. In this study, skin tissue samples consisting of 33 attributes belonging to 366 patients, Support VVector
Machines (SVM), Ensemble Learning Algorithms (ELA), Decision Trees (DT), k-Nearest Neighborhood (k-NN) were classified with
algorithms and the highest knowledge information was recorded. Accordingly, the effects related to the separation and classification
of skin diseases have been investigated. SVM has achieved an accuracy of 99.73% which is higher than all the previous studies on this
dataset.

Keywords: Skin Diseases, Support Vector Machine, Ensemble Learning Algorithms, Decision Trees, k-Nearest Neighborhood.
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1. Giris (Introduction)

Deri, en biiyiik immiinolojik organlardan biridir ve
hem dis hem de i¢ faktorlerin yani sira dogustan gelen
ve uyarlanabilir immiin yanitlardan etkilenir (Fonacier
vd., 2010). Ayrica deri, canliy1 ultraviyole 1gilarindan,
mikrobiyal, kimyasal ve fiziksel saldirilardan koruyan
bir bariyerdir (Lee vd., 2006). Anatomileri ve islevleri
acisindan onemli Olgiide farklilik gdsteren epidermis,
dermis ve hipodermis ad1 verilen ii¢ katmandan olusur.
Epidermis, gozle goriilebilen ve  ¢ogunlukla
keratinositlerden olusan dig tabakadir. Dermis, derinin
epidermis ile deri altt doku arasinda bulunan kil kokleri,
yag bezleri ve ter bezleri ihtiva eden katmanidir. Yapisal
bilesenleri kollajen, elastin ve hyaluronik asittir
(Tabassum ve Hamdani, 2014; Dumas ve Ntambi, 2018;
Yousef vd., 2021).

Deri hastaliklari, yenidoganlardan yaslilara kadar
her yas1 etkileyen ve sik¢a ortaya ¢ikan bir saglik sorunu
olup, cesitli sekillerde zararlara neden olur. Deri
hastaliklarinin  ¢ogu da benzer bazi semptomlar
gostermektedir. Bu ylizden aralarindaki farklar1 bilmek
onemlidir. Eritematéz skuamoz hastaliklarin ayirici
tanis1 dermatolojide Onemli problemlerden biridir.
Hepsi birbirleri arasinda, ¢ok az farkla eritem ve
Olgeklenmenin klinik &zelliklerini paylasmaktadirlar.
Bu gruptaki hastaliklar; sedef hastaligi, seboreik
dermatit, liken planus, pityriasis rosea, kronik dermatit
ve pityriasis rubra pilaris’dir (Guvenir vd., 1998).

Sedef hastalig1 kalici, bulasici olmayan ve iltihapl
bir hastaliktir. Sedef hastalig1 olan hastalar, hastaliga
genetik bir yatkinliga sahiptir. Lezyonlar tipik olarak
kafa derisi, govde, dirsekler ve dizlerde goriiliir (Lyons
ve Ousley, 2014). Sebore olarak da adlandirilan seboreik
dermatit uzun siiren bir deri hastaligidir. Kirmizi,
plriizli, yagl, tahris olmus deri semptomlari
arasindadir (Borda ve Wikramanayake, 2015). Liken
planus deri, mukoza zar1 ve tirnaklart etkileyen
idiyopatik papiiloskuaméz bir deri hastaligidir. Kesin
insidansi ve yayginligi bilinmemektedir. Genellikle orta
yash bireyleri etkilemektedir (Gurusamy ve Selvaraj,
2016). Pityriasis rosea veya giill hastaligi saglikli
¢ocuklarda ve yetiskinlerde siklikla goriilen, genellikle
1-2 ay siiren iyi huylu akut papiiler dokiintiidiir (Lyons
ve Ousley, 2014). Kronik dermatit deride tahris ve
kizariklik ile kendini gosteren, derinin kotiilesmesine
neden olan bir deri iltihabidir (Nedorost, 2012).
Pityriasis rubra pilaris idiyopatik, papiiloskuamoz
inflamatuar bir deri hastaligidir. Turuncu-kirmizi pullu
plaklar i¢ine birlesmis hiperkeratotik folikiiler papiiller,
koruyucu adalar ve palmoplantar keratoderma ile
karakterizedir (Wang vd., 2018).

Eritemat6z skuaméz hastaliklarr dogru teshis etmek
icin ¢esitli teknikler kullanilarak birgok ¢alisma
yapilmigtir.  Guvenir ve ark. (1998), eritemat6z
skuamoz hastaliklarmin  ayiricr tanist ile ilgili ilk
caligmay1 yapmislardir. Oylama 06zelligi araliklar
(Voting Feature Intervals - VFI5) adli yeni bir

smiflandirma algoritmasi gelistirmisler ve eritematoz
skuaméz hastaliklart veri seti i¢in dogruluk oranim
%99.2 olarak bulmuglardir. Fidelis ve ark. (2000),
genetik algoritma kullanarak veri seti igin dogruluk
oranini %95 olarak elde etmislerdir. Karabatak ve Ince
(2009), eritematéz skuamoz hastaliklarinin teshisi igin
birliktelik kurallar1 ve sinir aglari tabanli yeni bir 6zellik
secme yontemi sunmuslardir. Onerdikleri y&ntemin
dogru smiflandirma oran1 %98.61°dir. Xie ve Wang
(2011), SVM tabanlhi ardigik ileri yonde se¢im
algoritmast kullanmislar ve 21 o6zellikten olugan
azaltilmis veri seti i¢in %98.61 siniflandirma dogrulugu
elde etmislerdir. Cifci ve ark. (2014), sedef ve liken
planus deri hastaliklar1 olmak tizeri iki grup iizerinde
¢ok katmanli yapay sinir ag1 olusturmuslar ve agmn
korelasyon katsayisini 0.98 olarak bulmuslardir. Parikh
ve Shah (2017), siniflandirici olarak SVM ile sarmal
yontemini kullanarak, 34 6zellikten olusan orijinal veri
setinin alt kiimesinin 20 6zelligi i¢in %97.27 dogruluk
elde etmislerdir. Elsayad ve ark. (2018), hem klinik hem
de histopatolojik ozellikleri kullanarak eritematdz
skuaméz hastaliklarmin teshisi i¢in Ki-Kare Otomatik
Etkilesim Algilama (Chi-Squared Automatic Interaction
Detection - CHAID) karar agaglarin ve bunlarin
torbalanmis  (Bagging) ve artirilmis  (Boosting)
topluluklarmin uygulamasinin deneysel sonuglarini
sunmuslardir. Modelin dogruluk oranini %93.81 olarak
elde etmiglerdir. Idoko ve ark. (2018), eritematdz
skuamdz hastaliklarinin ayiricr tanisi igin bulanik sinir
ag1 (Fuzzy Neural Network - FNN) tanimlama sistemi
tasarlamis ve performansini siniflandirma ve regresyon
agaci (Classification and Regression Tree - CART),
birliktelik kurallar1 ve bulanik c-ortalamalar kiimeleme
(Association Rules and Fuzzy c-Means Clustering -
ARFCMC), uyarlamali sinirsel bulanik ¢ikarim sistemi
(Adaptive Neuro-Fuzzy Inference System - ANFIS), ve
topluluk siniflandiricilar (Ensemble of Classifiers -
AEC) ile karsilastirmiglardir. Chaurasia ve Pal (2020),
lojistik regresyon (logistic regression - LR), lineer
diskriminant analizi (linear discriminant analysis -
LDA), k-NN, SVM, CART ve Gaussian Naive Bayes
(NB) gibi dogrusal ve dogrusal olmayan algoritmalari
dermatoloji veri setine uygulamislardir. LR ile %97.94
dogruluk oranina ulagsmislardir. Verma ve ark. (2020),
pasif agresif smiflandirict (Passive  Aggressive
Classifier - PAC), LDA, radius komsular smiflandirict
(Radius Neighbors Classifier - RNC), Bernoulli Naive
Bayes (Bernoulli Naive Bayesian - BNB), NB ve ekstra
agac siniflandirict (Extra Tree Classifier - ETC) gibi alti
makine Ogrenimi  siniflandirma  teknigini  deri
hastaliklarinin tahminini siiflandirmak icin
kullanmislar ve dogrulugu artirmak icin torbalama,
AdaBoost ve gradyan artirma siniflandiricilart olmak
tizere Ui¢ topluluk teknigi uygulamislardir. RNC’de
uygulanan gradyan artirma toplulugu yontemi ile
%99.68’lik dogruluk elde etmislerdir. Rashid ve ark.
(2020), Oznitelik secimi i¢in igbirlik¢i birlikte evrim
algoritmasinin etkisini, yaygin olarak kullanilan alti
farkli makine 6grenimi siniflandirma algoritmasi, yani
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NB, SVM, k-NN, J48, rastgele orman (Random Forest -
RF) ve LR iizerinde analiz etmislerdir. NB ve RF
algoritmalarinda %97.54 basar1 oranina ulagmiglardir.
Putatunda (2020), dermatoloji veri setine hem yeni bir
hibrit derin 6grenme yaklasimi olan Derm2Vec’i hem de
derin sinir aglarmi diger geleneksel makine 6grenme
(MO) yontemleriyle birlikte uygulamistir. Derm2Vec,
derin sinir aglar1 ve ekstrem gradyan arttirma
algoritmasinin ortalama dogruluk skorunu sirasiyla
%96.92, %96.65 ve %95.80 olarak bulmustur. Shastri ve
ark. (2021), eritematéz skuamoz hastaliklarinin analizi
ve tahmini i¢in gradyan topluluk 6grenme yaklasimi
olan GBoost’u kullanmislardir. Sonug¢ olarak %99.45
gibi yiiksek bir tahmin basarisina ulagmislardir.

Bu calismanin ana odak noktasi sedef hastaligi,
seboreik dermatit, liken planus, pityriasis rosea, kronik
dermatit ve pityriasis rubra pilaris gibi farkli eritematoz
skuamdz hastalik simiflarin1 igeren dermatoloji veri
setidir. Hekimler tarafindan tanis1 konulmaya calisilan
bu hastaliklarin tespit edilmesi ve birbirleri arasinda
ayristirtlmasinin  yapilabilmesi i¢in, dermatoloji veri
setine dort farkli MO yontemi uygulanarak en yiiksek
oranda dogru simiflandirmanin  elde  edilmesi
hedeflenmigtir. ~ Ayrica  yontemlerin  performans
karsilastirmalar1 yapilmistir. Calismada, MO metotlar
olarak SVM, ELA, DT ve k-NN metotlar: kullanilmustir.

Calismanin bu boliimiinde konu hakkinda daha dnce
gergeklestirilmis benzer ¢aligmalar 6zet olarak verilmis,
ayrica ¢aligmanin hedefleri ve motivasyonundan
bahsedilmistir. ikinci béliimde ise veri setinin igerigi
hakkinda bilgiler sunulmus ve Onerilen smiflandirma
yontemleri agiklanmistir. Ugiincii béliimde analizlerde
kullanilan yontemlerin performanslari tartisilmig ve
onceki caligmalar ile kiyaslari yapilmigtir. Dordiincii
boliimde ise bu ¢alismanin sonuglari verilmistir.

2. Materyal ve Yontem (Material and Method)

Calismada bahsi gecen siniflandirma sisteminin
genel blok semasi Sekil 1’de gosterilmistir. Bloklara
bakacak olursak eritematoz skuamoz hastaliklara sahip
hastalardan olusturulan veri seti, tasarlanan bir
bilgisayar arayiiziine hekim tarafindan girilecektir.
Sistem arayilize sunulan veri setini sayisal degerlere
déniistirip MO metodu girislerine uygun hale
getirecektir. Siniflandirma igin veri seti sirastyla SVM,
ELA, DT ve k-NN metotlari ile egitilecek ve test verileri
kullanilarak  her bir algoritmanin  performansi
incelenecektir. Hastalik tahmin performanslarinin
degerlendirmesi i¢in ¢apraz dogrulama, duyarlilik ve
ozgiillik degerleri kullanilacaktir.

MO Algeritmalar ve
r Siniflandirma

3 ]
=l = £ _
1|z 2 58
- ] = Egitim = =
Veri Seti = £ & E
g el 52
I = £z
= @ Test = 3

= ¥ =1

Sekil 1. Caligmanin genel blok semasi (General block diagram
of the study)

2.1. Veri Tabam (Database)

Calismada kullanilan veri seti UCI (University of
California, Irvine) makine 6grenme veri tabanindan
alinmigtir (Dua ve Graff, 2019). Gergek veri tabani, 33'ii
dogrusal degerli ve biri nominal olan 34 o&znitelik
icermektedir. Caligmada sadece 33 0Ozellik dikkate
alimmistir. Hastanin yasi olan son ozellik ¢alismaya
dahil edilmemistir. Bu 34 niteligin, 12 tanesi klinik
nitelikleri, geri kalan 22 nitelik ise histopatolojik
nitelikleri olusturmaktadir. Bu niteliklerin agiklamalari
Tablo 1°de verilmistir.

Tablo 1. Ozniteliklerin agiklamasi (Description of attributes)

NI::)“I( Nitelik aciklamas1 Degerler
Klinik nitelikler
1 Cilt kizarikligi 0-3
2 Ciltte pullanma 0-3
3 Kesin sinirlar 0-3
4 Kaginti 0-3
5 Koebner fenomeni 0-3
6 Cokgen papiiller 0-3
7 Folikiiler papiiller 0-3
8 Oral mukozal tutulum 0-3
9 Diz ve dirsek tutulumu 0-3
10 Kafatasi derisi tutulumu 0-3
11 Aile 6ykdisii 0-1
34 Yas Dogrusal
Histopatolojik nitelikler
12 Melanin tutamama 0-3
13 Sizintidaki eozinofiller 0-3
14 PNL sizmasi 0-3
15 Kabarcikli derinin fibroz 0-3
dejenerasyonu
16 Eksositoz 0-3
17 Akantoz 0-3
18 Hiperkeratoz 0-3
19 Parakeratoz 0-3
20 Rete ¢ikintilarinin
0-3
Comaklagmasi
21 Rete ¢ikintilarinin uzamast 0-3
22 Yiiksek  kabarcikli  {istderinin 0-3
incelmesi
23 Sponjiyoz ¢ibani 0-3
24 Munro mikroapsesi 0-3
25 Fokal hipergraniiloz 0-3
26 Piirlizlii katmanin yok olmasi 0-3
27 Temel katmanin kofullagmasi ve 0-3
zedelenmesi
28 Sponjiyoz 0-3
29 Retenin testere digi goriiniimiinde 0-3
olmasi
30 Folikiiler boynuz tikact 0-3
31 Perifolikiiler parakeratoz 0-3
32 fltihapli mononiikleer s1zmast 0-3
33 Bant seklinde sizma 0-3

Tablo 1’de gosterilen aile Oykiisii niteligi bu
hastaliklardan herhangi biri ailede gozlenmigse 1, aksi
halde 0 degerine sahiptir. Diger klinik ve histopatolojik
niteliklere O ile 3 araliginda bir deger verilir. Burada 0
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ozelligin mevcut olmadigini, 3 miimkiin olan en biiytiik
degeri ve 1 ile 2 ise goreceli ara degerleri gosterir.
Dermatoloji veri seti alti tiirden 366 6rnek iceren
eritematdéz skuamdz hastaliklarla ilgilidir:  Sedef
hastalig1 (112 hasta), seboreik dermatit (61 hasta), liken
planus (72 hasta), pityriasis rosea (49 hasta), kronik
dermatit (52 hasta) ve pityriasis rubra pilaris (20 hasta).
Bu hastaliklara iliskin gorseller Sekil 2°de verilmistir.

Py

Sekil 2. Eritemat6z skuamoz hastaliklar (Lyons ve Ousley,
2014) (Erythematous squamous diseases) (&) Sedef hastaligi, (b)
Liken planus, (c) Kronik dermatit, (d) Seboreik dermatit, (e)

Pityriasis rosea, (f) Pityriasis rubra pilaris

2.2. Onerilen Yontemler (Proposed Methods)

Calismada, hastalardan elde edilen klinik ve
histopatolojik niteliklerden olusturulmus veri seti SVM,
ELA, DT ve Kk-NN metotlar1 gibi farkh MO
algoritmalarina sirastyla uygulanmistir. MO sistemine
verilerin uyarlanmasini temsil eden gematik ¢izim Sekil
3’te gosterilmistir.

- Makine | Deri
=% a[i:ir;:tellk Q Ogrenmesi Q Hastaliklarinin
tAlgoritmalarl L Aynstinimasi

Sekil 3. MO metotlarinin sisteme uygulanmasinin sematik gosterimi
(Schematic representation of the application of ML methods to the
system)

2.2.1. Destek Vektor Makinalar: (Support Vector
Machines)

SVM, ¢ok fazla verilerin bulundugu siniflandirma
problemlerinde fazla kullanilan bir ayrim metodudur.

Bu ayrim iglemini bir kiimenin tiim veri noktalarini
baska bir kiimenin tiim noktalarindan ayirt eden en
uygun hiper diizlemi belirleyerek gerceklestirmektedir.
En wuygun hiper diizlemin segilmesi i¢in marjin
kavrammin en biiylik olmasi gerekmektedir. Marjin
bolgesi, igerisinde herhangi bir veri noktasi
bulundurmayan ve hiper diizleme paralel olan
maksimum genislik anlamina gelmektedir. Hiper
diizleme en yakin verilerden gegen noktalar destek
vektorleri  olarak  isimlendirilir. SVM’de, ikili
smiflandirma fonksiyonlarinin  karar kurali denklem
1’deki sekilde ifade edilebilmektedir (Abakar ve Yu,
2014; Subasi ve Gursoy, 2010; Mohammed vd., 2016;
Huang vd., 2018).

f(z) = sign[Z}lz1 a;y;x;z + b] (1)

Denklem (1) 'de, xj destek vektorlerini, aj optimum
Lagrange carpanlarini, yj ikili simif etiketlerini ifade
eder. Parametre b ise fonksiyonun bias parametresi
olarak bilinir. Bu c¢alismada ise SVM ikili
smiflandiricilar ile olusturulan ¢ok sinifli hata diizeltme
¢ikt1 kodlart (HDCK) modeli kullanilmigtir. Bu modelde
SVM ikili siniflandiricilart birebir kodlama tasarimi ile
gergeklestirilmistir. HDCK modeli ii¢ veya daha fazla
smif ile smflandirma sorununu  bir dizi ikili
siniflandirma problemine indirger. HDCK modeli diger
coklu smiflandirma problemleri ile karsilastirildiginda
simiflandirma dogrulugunu iyilestirebilmektedir
(Firnkranz, 2002).

2.2.2. Topluluk Ogrenme Algoritmalar: (Ensemble
Learning Algorithms)

ELA, egitim verileri ile birden fazla temel modelin
tahmin sonuglarmi birlestirme yoluyla karar vermeyi
amaglar (Zhou, 2012). Buradaki amag tek bir modele
gore daha giiclii ve genellenebilir sonuglar elde etmektir.
Tahmin sonuglarmin bir araya getirilerek sonug
iiretilmesi icin gesitli yontemler mevcuttur. Calismada
ELA’nin farkli metodlar1 test edilmis ve en yiiksek
dogrulugu AdaBoostM2 metodu ile saglanmustir.
AdaBoost algoritmas1 Boosting algoritmasinin daha
genel bir versiyonudur (Freund ve Schapire, 1996).

2.2.3. Karar Agaclar (Decision Trees)

DT makine 6grenme metodlart igerisinde insan
diisinme mantigina en yakin yapilardan biridir. DT
mantik olarak bulunulan durumun bilgi kazancim
maksimum yapabilmek icin rastgelelik degerini
minimize edecek secimler yapmaya c¢alisir. Bunu
saglamak icin her diiglimde hata fonksiyonun tekrardan
hesaplar ve minimum hataya sahip durumu secer.
Herhangi bir agaca benzer DT yapisi temel olarak ii¢
par¢adan olusur. Bunlar yapraklar, dallar ve
diigiimlerdir. Bu yapida, kullanilan 6zellikler diigiimler
ile temsil edilmektedir. Yapraklar ile dallar ise, aga¢
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yapisinin kalan diger bilesenlerini olusturmaktadir. DT
¢alisma prensibi, eldeki veriyi kiigiik pargalara ayirarak
en kisa siirede sonucu elde etmek tizerinedir. DT de, her
bir diiglim bir smifi belirtmekte veya diigimdeki test
verilerini olusturan olasi ¢iktilara gére numune alanim
aywrarak bir test bolimii olusturmaktadir. Ayrilan alt
kiimelerin her biri, yeni bir alt aga¢ ile ¢dziilerek yeni
bir alt smiflandirma problemi ortaya c¢ikaracaktir.
Yapraklar olarak adlandirilan  diiglimler, sonug
diigiimiiniin sinifin1 igerir. Yaprak diigiimii olmayan
noktalar ise karar diigtimleri olarak tanimlanir.

2.2.4. k-En Yakin Komsuluk Metodu (k- Nearest
Neighborhood Method)

k-NN algoritmasi, kullanim kolayligina sahip ve
kolay anlasilir temel makine 6grenimi algoritmalari
arasinda popiilerdir. Metodun isminde de var olan “k”
degeri, siniflandirma yapabilmek i¢in veri kiimesindeki
sonuglardan kendisine en yakin segilecek komsu sayisi
olarak belirlenir. En yakin 6zellikleri belirleyebilmek
icin veri noktalar1 arasindaki uzakligin belirlenmesi
gereklidir. Bunun igin farkli yontemler vardir. Mesafe
Chebyshev, Euclid, Hamming, Manhattan veya
Minkowski yontemleriyle 6l¢iilebilmektedir.

3. Deneysel Sonuclar (Experimental Results)

Yapilan ¢alisma siiresince, hastalardan elde edilen
veriler SVM, ELA, DT ve k-NN algoritma girislerine
uygulanmis ve dogruluk basarilari rapor edilmistir.
Dogruluklarin birbirleri ile karsilastirilmast g¢apraz
dogruluk yontemleri ile test edilmistir. Buna gore,
dogrulama islemi 3, 5 ve 10 kat capraz dogrulama
(KCD) islemleri gergeklestirilmistir. Her bir dogrulama
isleminde dogruluk degerleri hem tiim veri tabani ve
hem de test verileri i¢cin hesaplanmast yapilmistir.
Calismada hesaplanan dogruluk degeri asagida verilen
denklem 2 ile hesaplanmaktadir:

DT
DT+YT

Dogruluk (%) = X 100 2
Bu formiilde, DT parametresi, dogru tahmin edilen
deger sayisini gosterirken, YT parametresi ise yanlis
tahmin  edilen deger sayisim1  gOstermektedir.
Algoritmalar arasinda en yiliksek dogruluk degerini
saglayan makine Ogrenme algoritmast en uygun
siniflandirma metodu olarak belirlenmistir. Daha sonra
ise en yiiksek dogruluk degerini saglayan algoritma
¢ikisinda elde edilen smiflar karmasikhik matrisi ile
gosterilmigtir. Caligmada, c¢oklu siniflandirma islemi
oldugu icin hassasiyet ve duyarlilik analizleri yerine
karmasiklik matrisi gosterimi yer almaktadir.
Calismada Bayesian optimizasyon algoritmasi
kullanilmis ve deneyler sonucunda maksimum karar
bolme sayis1 20, minimum yaprak diigiim gozlem sayisi
ise 1 sec¢ilmistir. Yine Bayesian optimizasyon

algoritmasi kullanarak en bagarili yontem Minkowski
olarak belirlenmistir. Mockus (Mockus, 1974)
tarafindan  gelistirilmis  Bayesian  optimizasyonu,
makine Ogrenmesi alaninda etkili bir tekniktir ve
degerlendirilmesi pahali bir amag fonksiyonu i¢in en iyi
secimdir. Bayesian optimizasyon algoritmasi, X i¢in bir
skaler amag¢ fonksiyonu olan f(x)’i minimize etmeyi
amaclayan bir kara kutu teknigidir. Fonksiyonun
deterministik veya stokastik olmasina bagl olarak, ¢ikis
ayni1 X girisi igin farkli olacaktir. Bayesian optimizasyon
algoritmasinda genellikle Gauss siireci (Gauss Process),
olasiik modeli olarak segilir (Rasmussen, 2003).
Minimizasyon siireci ii¢ ana bilesenden olusur: f(x)
amag¢ fonksiyonu i¢in bir Gauss siire¢ modeli, amag
fonksiyonunun her yeni degerlendirmesinden sonra
Gauss modelini degistiren bir Bayesian giincelleme
stireci ve bir a(x) kazanim fonksiyonu. Bu kazanim
fonksiyonu, bir sonraki degerlendirme noktasini
belirlemek i¢in maksimize edilir. Bu fonksiyonun rolii,
amag fonksiyonunda beklenen gelismeyi dlgerken, onu
artiracak degerleri atmaktir (Brochu, 2010).
Analizlerde kullanilan makine Ogrenme
algoritmalarinin  performanslarinin ~ karsilastirildig:
dogruluk degerleri Tablo 2’de gosterilmektedir.

Tablo 2. Metotlarin ortalama k-kat capraz dogrulama
karsilastirmalart (Mean k-fold cross validation comparisons of
methods)

Dogruluk (%)
KCD Metot o
Test Verileri (%) Tiim Veri (%)
SVM 99,73 99,73
ELA 96,72 98,91
3-KCD
DT 95,08 97,36
k-NN 96,99 98,99
SVM 99,73 99,73
ELA 95,91 99,18
5-KCD
DT 94,27 97,38
k-NN 96,17 99,24
SVM 99,73 99,73
ELA 96,73 99,67
10-KCD
DT 94,81 97,62
k-NN 96,70 99,67

Tablo 2’de gosterilen sonuglara gore, SVM
algoritmasmin en etkili metot oldugu acikca
goriilmektedir. Tabloda, ¢apraz dogrulama islemleri 3, 5
ve 10-KCD uygulanarak elde edilen sonuglar
gosterilmistir. Diger taraftan dogruluk degerleri
karsilastirildiginda gerek test verileri yoniinden ve
gerekse tiim veriler yoniinden, en yiiksek tahmin
dogruluk degerinin her KCD bdliiminde SVM
metodunun istiin ve dogruluk yiizdesinin %99.73
seklinde oldugu acgiktir. Boylelikle, c¢alismada
gerceklestirilen optimizasyon teknikleri ve deneysel
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caligmalar, eritematdz skuamdz hastaliklarin ayirict
tanisinda SVM yonteminin ¢ok etkili oldugu ve klinik
uygulamalarda tani ve teshise yardimeci bir ydntem
olarak kullanilabilecegini ortaya sermektedir. Bununla
beraber, DT metodunun ise bu tiir smiflandirma igin
diger metotlardan ¢ok daha yetersiz kaldigi ortaya
¢ikmaktadir.

Bu c¢alismada elde edilen sonuglar literatlirde
gergeklestirilmis  olan  diger  calismalar  ile
karsilagtirildiginda, SVM yoOnteminin hayli basarili bir
yontem oldugu burada da ortaya c¢ikmaktadir. SVM
sonucunda elde edilen karmasiklik matrisi Tablo 3’te
gosterilmektedir. Bu tabloya gore Sedef hastaligi sinif
1’1, seboreik dermatit sinif 2’yi, liken planus smnif 3’1,
pityriasis rosea smif 4’i, kronik dermatit siif 5’i ve
pityriasis rubra pilaris smif 6’y1 gostermektedir. Zaten
dogruluk ¢ok yiiksek olmakla birlikte algoritma sadece
seboreik dermatit hastaligindan bir tanesini pityriasis
rosea olarak degerlendirmistir ve bu da dogrulugun ¢ok
yiiksek oldugunu gostermektedir.

Tablo 3. SVM ile elde edilmis karmagiklik matrisi (Confusion
matrix obtained by SVM)

Eritematiiz skuamiz hastahklarinin Simflandiriimas:

(8]

60 1

N
.

3 4 5 6
Predicted Class

True Class

wn s
4=
o

=y

20

Dermatoloji veri seti i¢in sonuglarin diger yayinlanmis
yontemlerle karsilastirilmasi Tablo 4'te verilmistir.

Tablo 4. Dermatoloji veri seti i¢in siniflandirma yéntemlerinin
karsilagtirilmas1 (Comparison of classification methods on the
dermatology dataset)

.. Dogruluk
Calisma Yontem (%)
Guvenir ve ark.
(1998) VFI5 99.2
Fidelis ve ark. . .
(2000) Genetik Algoritma 95
Karabatak ve Birliktelik Kurallar1 + 98.61
Ince (2009) Sinir Aglar1 '
Xie ve Wang
(2011) SVM 98.61
Cifci ve ark. Cok Katmanli Yapay 08
(2014) Sinir Ag1
Parikh ve Shah
(2017) SVM 97.27
Elsayad ve ark. CHAID + Bagging ve 93.81
(2018) Boosting '
Idoko ve ark CART 94.84
(2018) ’ ARFCMC 75.96
ANFIS 95.50

AEC 97.32

FNN 98.37

LR 97.94

LDA 96.22

Chaurasia ve k-NN 85.57
Pal (2020) SVM 92.10
CART 93.50

NB 89.02

PAC 97.38

LDA 98.98

Verma ve ark. RNC 99.68
(2020) BNB 95.36
NB 98.66

ETC 97.65

NB 97.54

SVM 96.99

Rashid ve ark. k-NN 95.62
(2020) J48 95.90
RF 97.54

LR 96.99

Derm2Vec 96.92

Derin Sinir Ag1 96.65

XGBoost 95.80

d DT 93.10

Plzgggg) a Yapay Sinir Ag1 74.29
SVM 82.13

RF 51.13

NB 92.68

k-NN 79.30

Shag(')z"f) ark. GBoost 99.45
Bu ¢alisma SVM 99.73

Dermatoloji veri seti ile ilk ¢aligmay1 yapan Guvenir
ve ark. (1998), VFI5 adli yeni bir siniflandirma
algoritmas1 ile dogruluk oramm1  %99.2 olarak
bulmuslardir. Genetik algoritma kullanan Fidelis ve ark.
(2000), dogruluk oranini %95 olarak elde etmislerdir.
Birliktelik kurallar1 ve sinir aglari tabanli yeni bir 6zellik
secme yontemi sunan Karabatak ve Ince (2009),
onerdikleri yontemin dogru smiflandirma oranini
%98.61 olarak bulmuslardir. Xie ve Wang (2011), SVM
tabanli ardisik ileri yonde se¢im algoritmasi ile %98.61
siniflandirma dogrulugu elde etmislerdir. Cifci ve ark.
(2014), ¢ok katmanli yapay sinir ag1 olusturarak agin
korelasyon katsayisini 0.98 olarak bulmuslardir. Parikh
ve Shah (2017), siiflandirict olarak SVM ile sarmal
yontemini kullanarak %97.27 dogruluk elde etmislerdir.
Torbalama ve artirma uygulanarak olusturulan CHAID
karar agaci algoritmasmi kullanan FElsayad ve ark.
(2018), %93.81 dogruluk oranina ulagmistir. Idoko ve
ark. (2018), tasarladiklar1 FNN tanimlama sistemi ile
9%98.37 dogruluk orani elde etmislerdir. Dermatoloji
veri setine birgok yontem uygulayan Chaurasia ve Pal
(2020), LR ile %97.94’lik dogruluk oranina
ulagsmiglardir. Verma ve ark. (2020) ise en yiiksek
dogruluk oranmma %99.68 ile RNC yontemiyle
ulasmiglardir. NB ve RF yontemleriyle en yiiksek
dogruluk oranini elde eden Rashid ve ark. (2020),
%97.54 olarak dogruluk oranini bulmuglardir. Putatunda
(2020), dermatoloji veri setine tablodan da goriilecegi
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iizere birgok yontem uygulamistir. Derm2Vec
(%96.92), derin sinir aglar1 (%96.65) ve XGBoost
Siniflandirict  (%95.80) yontemlerinde en yiiksek
skorlara ulagmigtir. Ayni veri seti iizerinde ¢ok yeni bir
calismada, Shastri ve ark. (2021), GBoost kullanarak
%99.45 gibi yiiksek bir tahmin basarisina ulagmiglardir.
Tablodan da agikca goriilebilecegi lizere dermatoloji
veri seti i¢in bu calismada elde edilen sonuglar
literatiirde gergeklestirilmis olan diger c¢alismalar ile
karsilagtirildiginda, SVM yonteminin hayli basarili bir
yontem oldugu ortaya ¢ikmaktadir.

4. Sonuglar (Conclusions)

Bilindigi iizere, dermatologlar deri hastaliklariin
teshisini ilgili alanin gorsel incelemesine ve ilgili
alandan alinan Dbiyopsi ile histolojik 6rneklerin
degerlendirilmesine dayandirirlar. Burada teshisin
dogrulugu hekimin deneyimine biiyiik 6l¢iide baglidir.
Dolayistyla insan faktorlii yanlis teshislerin 6nlenmesi
icin bilgisayar destekli teshis araglarina ilgi giin gectikce
artmaktadir. Makine 6grenmesi yontemleri ve araglari
gelistikge, erken teshisle birlikte maliyetler diisecek ve
dermatoloji alanindaki rolil vazgegilmez hale gelecektir.
Bu ¢alismada, eritematdz skuamoz hastaliklarin teshisi
ve ayrica daha iyi smiflandirma dogrulugu igin cesitli
makine Ogrenmesi metotlar1  kullanilmistir.  Bu
¢alismanin literatiire olan temel Kkatkisi, deri
hastaliklarinin  erken teshisi icin yapilan en 1iyi
algoritmay1 bulmaktir. Calismada, SVM algoritmasi
%99,73 degeri ile en iyi dogruluk sonucunu vermistir.
Ikinci en iyi dogruluk degeri ise k-NN metodu ile ¢apraz
dogrulama islemi 10-KCD segilerek %99,67 elde
edilmistir.
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