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Öz 

Hava kirliliğinin son yıllarda artışı ile alınacak olan erken önlemler dâhilinde hava kirliliği tahmininin 

yapılması insan ve çevre sağlığına verilebilecek zararın en aza indirilmesinde önemlidir. Bu çalışmada 

günlük ortalama hava kirliliği miktarının, önemli bir hava kirletici olan PM10 konsantrasyonu 

üzerinden tahminlenmesi ve hava kirliliğinin çevresel ve mekânsal modellenmesi amaçlanmıştır. 

Tahminleme modeli, Orta Anadolu Bölgesinde yer alan Kayseri ilinde bulunan 3 istasyondan alınan 

2010-2018 yılları arasında ölçülen PM10 konsantrasyonu verileri kullanılarak makine öğrenmesi 

algoritmaları (kNN DVR, RF, ANN, Lineer Regresyon) ile eğitilmiştir. Kayseri’deki 3 istasyonun 2010-

2018 yılları arasındaki PM10 konsantrasyon değerleri girdi olarak verilmiş ve 2019 yılına ait PM10 

konsantrasyon değerleri tahmin edilmiştir. En iyi sonuçlar 3 istasyon için de Destek Vektör 

Regresyonu algoritması ile elde edilmiş olup Trafik bölgesi için R2:0.85, RMSE:17.57, MAE:10.17; 

Hürriyet bölgesi için R2:0.73, RMSE:34.91, MAE:24.61 ve OSB bölgesi için R2:0.82, RMSE:41.71, 

MAE:21.62 olarak tespit edilmiştir. Ayrıca elde edilen tahmini konsantrasyon sonuçlarının mekânsal 

dağılımı (CBS) ve değişimi de analiz edilmiştir. 

Anahtar Kelimeler: Makine öğrenmesi algoritmaları, PM10, destek vektör algoritması, CBS, mekânsal analiz 

Abstract 

With the increase of air pollution in recent years, it is important to make an estimation of air pollution 

within the scope of early measures to be taken in minimizing the damage to human and 

environmental health. In this study, it is aimed to estimate the daily average amount of air pollution 
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from the PM10 concentration, which is an important air pollutant, and to model the environmental 

and spatial air pollution. The prediction model was trained with machine learning algorithms (kNN 

DVR, RF, ANN, Linear Regression) using PM10 (particulate matter) concentration data measured 

between 2010-2018 from 3 stations in Kayseri, Central Anatolia. PM10 concentration values of 3 

stations in Kayseri between 2010-2018 were given as input and PM10 concentration values for 2019 

were estimated. The best results were obtained with Support Vector Regression algorithm for all 

three stations. For the Traffic region, R2: 0.85, RMSE: 17.57, MAE: 10.17; For Hurriyet region, R2: 0.73, 

RMSE: 34.91, MAE: 24.61 and for OSB region R2: 0.82, RMSE: 41.71, MAE: 21.62. Also, the spatial 

distribution and variation of the estimated concentration results were analyzed by the Geographical 

Information System (GIS). 

Keywords: Machine learning algorithms, PM10, Support vector algorithm, GIS, spatial analysis 

 

1. Giriş 

Son yıllarda gelişen sanayi, şehirleşme 
oranındaki artış ve ulaşımın gelişmesi ile artan 
hava kirliliği her geçen gün insan ve canlı 
yaşamını tehdit eder boyuta ulaşmaktadır.[1] 
Doğal olarak havada yer almayan kirleticilerin 
ortaya çıkması ya da zararlı boyutlarda olmayan 
kirletici partiküllerin (sağlığa konu olan 
partiküller, aerodinamik çapı 10 µm. nin 
altındaki partiküller) havadaki miktarındaki 
artışı hava kirliliğini oluşturmaktadır. En önemli 
hava kirletici parametreleri, Partikül Madde 
(PM), Kükürt dioksit (SO2), Karbon monoksit 
(CO), Ozon (O3), Azotoksitler (NOx) ve 
Hidrokarbonlar (HC)’dır. Kirleticilerin kaynağı 
yangın, toz taşınımı gibi doğal kaynaklar olacağı 
gibi antropojenik faaliyetlerden olan fabrika, 
enerji tesisi, yakma tesisi ve inşaat kaynaklı da 
olabilmektedir [2].  

Hava kirliliğinin özellikle insan sağlığı 
üzerindeki etkisinden dolayı kirliliğin 
belirlenmesi, kirletici düzeylerinin kontrol 
altında tutulması ve önlenmesi adına pek çok 
çalışma yapılmaktadır [3]. Hava kalitesi izleme 
çalışması bunlardan biridir. Bu izlemin devamlı 
gerçekleşmesi için belirli noktalarda izleme 
istasyonları kurulmuştur. Ancak bu istasyonların 
kurulum ve işletme maliyetleri yüksek 
olduğundan sınırlı sayıda bulunmaktadır. Bu 
durumda kişilerin hava kirliliğine gerçek maruz 
kalım düzeyleri saptanamamaktadır. Hava 
kalitesini tahmin etmek amaçlı günümüzde 
analitik yöntemlerin dışında yapay zekâ 
teknolojilerinden olan makine öğrenmesi 
algoritmalarına yönelik tahminleme sistemleri 

giderek artmaktadır [4–6]. Bu sistem geliştirilen 
bilgisayar programları ile hava kirletici 
dağılımının matematiksel olarak tahmininin 
yapılması işlemine dayanmaktadır. Bu sistemler 
ile hava kirliliğine yönelik objektif ve daha 
hassas sonuçlar elde edilen çalışmalar 
yapılmaktadır. Bu matematiksel modelden 
istenen sonuçların yeni teknolojilerle belirli bir 
düzeyin altında tutulması ve geleceğe yönelik 
sağlıklı tahminlerde bulunulması 
gerekmektedir.  Literatürde hava kalitesi 
parametrelerinin tahmini için çeşitli makine 
öğrenmesi algoritmaları kullanılarak çalışmalar 
yapılmıştır. Bu algoritmalara örnek olarak 
LASSO Regresyon [7–9], Destek Vektör Makinesi 
(DVM) [10–12], Rastgele Orman (RF) [13–17] ve 
k En Yakın Komşu algoritmaları (kNN) [18–20] 
sayılabilir. Hava kalitesi konsantrasyon 
tahmininde kullanılan yöntem ve algoritmaların 
başarısını etkileyen bazı etmenler 
bulunmaktadır. Bunlar; kullanılan verinin 
miktarı ve elde edildiği süre, incelenen bölgenin 
arazi kullanımı ve etki eden meteorolojik 
değişkenler olarak sıralanabilir. Literatürde 
farklı etmenler kullanılarak PM10 konsantrasyon 
değişimini, yüksek doğrulukla tahmin etmeye 
yönelik algoritmalar kullanan çalışmalar 
bulunmaktadır [21–24]. Çalışmalarda tahmin 
değerlerinin daha iyi yorumlanabilmesi için 
bölgesel analizler yapılması ve mekânsal 
dağılımının incelenmesi önem taşımaktadır. Elde 
edilen verilerin haritalandırılarak 
görselleştirilmesi ve bunun üzerinden analizler 
sağlanabilmesi bir sistemi gerektirmektedir. 
Coğrafi Bilgi Sistemleri modelleme çalışmaları 
için veri sağlamada veya modelleme 
çalışmalarından elde edilen sonuçların 
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görselleştirilmesinde yaygın olarak 
kullanılmaktadır [25,26]. CBS, mekânsal verinin 
toplanması, saklanması, saklanan verilerin 
kullanılarak yeni verilerin elde edilmesi, 
sorgulanması, düzenlenmesi, analiz edilmesi ve 
sonuçların grafik, harita veya 3 boyutlu görüntü 
şeklinde görsel hâle getirilmesine dayanan bir 
bilgi sistemidir [27–29]. CBS ortamında sıklıkla 
toplanan ve depolanan mekânsal özelliği 
bulunan veriler (iklim değişikliği, arazi kullanım, 
bitki örtüsü, yer şekilleri, nüfus, yerleşme vs.) ve 
bu verilere ilişkin analizler makine öğrenmesi 
algoritmalarında kullanılmaya uygun 
niteliktedir [30]. CBS bu kapsamda makine 
öğrenimi algoritmaları için veri kaynağı 
sağlarken aynı zamanda sınıflandırma, 
kümeleme, tahminleme gibi makine öğrenme 
algoritmalarına yönelik sonuçlarının 
görselleştirilmesinde etkin olarak 
kullanılmaktadır. Literatürde, hava kalitesine 
yönelik tahmin ve modelleme çalışmalarında 
CBS ile oluşturulan haritalardan yararlanılarak 
mekânsal ve zamansal değişimin ortaya 
konulduğu görülmektedir [31,32].  

Bu çalışmada Kayseri’deki günlük ortalama hava 
kirliliğinin PM10 konsantrasyonu üzerinden 
tahminlenmesi ve hava kirliliğinin çevresel ve 
mekânsal modellenmesi amaçlanmıştır. PM10 
verisi zamansal olarak düzenli olması ile 
erişilebilirliği açısından bu parametrenin 
seçilmesinde etkilidir. Tahminleme modeli ile 
istasyonlar arasında birbirlerine 
bağımlılıklarına bakarak gelecek tahmini 
yapılmıştır. Bu amaçla 3 istasyondan 2010-2018 
yılları arasında PM10 konsantrasyonu verileri 
kullanılarak makine öğrenmesi algoritmaları 
(kNN DVR, RF, ANN, Lineer Regresyon) ile 
veriler eğitilmiş her bölgenin 2019 yılına ait 
tahmini, gerçek verileri verilmeden diğer 
bölgelerin 2019 verileri kullanılarak elde 
edilmiştir. Bu şekilde bölgesel bağımlılık elde 
edilerek geleceğe yönelik tahmin yapılmıştır. 
Elde edilen tahmin değerlerine göre mekânsal 
dağılımın ve değişimin CBS yardımıyla analizi de 
yapılmıştır. 

 

 

 

 

 

2. Materyal ve Yöntem 

2.1. Örnekleme noktaları ve örnekleme 
analizleri  

Türkiye’de birçok ilde olduğu gibi Kayseri il 
genelinde zaman zaman hava kirliliği problem 
oluşturmaktadır [1]. Hava kirliliğinin 
araştırılmasının yanında kirliliğin giderilmesi 
adına çözüm ortaya konulması önem arz 
etmektedir. Kayseri ilinde Ulusal Hava Kalitesi 
İzleme Ağı bünyesinde 2007 yılından itibaren 
anlık ve sürekli izleme ağına geçilmiştir [33]. 
Hava kalitesi düzeyini ölçmek amacıyla hava 
kalitesi Gözlem İstasyonları kurularak saatlik 
ortalama SO2, PM10, hava sıcaklığı, hava basıncı, 
nem, rüzgâr yönü ve rüzgâr hızı ölçülmektedir. 
Bu çalışma için PM10 konsantrasyon verileri 
Kayseri İli hava kalitesi ölçüm istasyonları olan 
Trafik, Hürriyet ve OSB istasyonlarından günlük 
ortalama veriler olarak temin edilmiştir. 

Makine öğrenmesi tekniklerinin başarılı 
sonuçlar verebilmesi için eksik verilerin bir 
önişlem aşaması olarak tamamlanması 
gerekmektedir. Seçilmiş olan zaman aralığında 
çeşitli sebeplerden dolayı istasyonlarda 
ölçümlerde eksiklik veya kayıp değerler 
bulunmaktadır. Bu eksik ve kayıp değerlerin, o 
niteliğe ait ortalama değerlerle doldurulması 
sağlanmıştır. 

 

2.2. Makine öğrenmesi algoritmaları  

Bu çalışmada makine öğrenmesi 
algoritmalarından Lineer Regresyon, Destek 
Vektör Regresyon, Rastgele Orman, k En Yakın 
Komşu ve Yapay Sinir Ağları algoritmaları 
kullanılmıştır. Kullanılan algoritmalar, Weka 
makine öğrenmesi yazılımı [34] kullanılarak 
mevcut veri üzerinde uygulanmış ve sonuçlar 
elde edilmiştir. Önerilen yönteme ait blok 
diyagram Şekil 1’de sunulmuştur. Şekil 1’de 
gösterildiği üzere, ilk olarak Kayseri PM10 
konsantrasyon verileri toplanmış ve önişlemden 
geçirilmiştir. Daha sonra, 2010-2018 yılları 
arasındaki veriler eğitim, 2019 yılındaki veriler 
test için ayrılmıştır. Eğitim verileri kullanılarak 
makine öğrenmesi algoritmaları çalıştırılmıştır. 
Daha sonra test verileri ve performans ölçekleri 
kullanılarak algoritmaların performansları 
değerlendirilmiştir. Son olarak algoritmaların 
bulmuş olduğu tahmin sonuçlarının analizi 
yapılmıştır. 
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Şekil 1. Önerilen yönteme ait blok diyagram 

 

Çalışmada kullanılan algoritmalar farklı 
parametrelerle test edilmiş ve en iyi performansı 
gösteren parametreler kullanılmıştır. 

2.2.1. Lineer Regresyon Algoritması 

Lineer regresyon iki ya da daha fazla değişken 
arasındaki ilişkiyi ölçmek için kullanılan 
metottur. En basit makine öğrenme modelidir. 
Bu algoritma neden ve sonuç arasında lineer 
ilişki olup olmadığını belirler. Eğitim kümesi 
kurularak hipotezdeki uygun parametre seçilir 
ve gelecekteki farklı veri girdilerine karşılık 
tahmin yapılır[35] 

2.2.2.Destek Vektör Makinesi Algoritması 

DVM algoritması iki veya daha fazla boyuttaki 
noktaları birbirlerinden ayıran bir çizgi, düzlem 
veya hiperdüzlem üreterek sınıflandırma 
yapmaya çalışan ayrımcı bir sınıflandırma 
algoritmasıdır [36]. DVM algoritması, farklı 
sınıflara ait noktalar arasındaki uzaklığı 
maksimize edecek en uygun doğruyu bulmaya 
çalışarak sınıflar arasındaki ayrımı mümkün 
olduğu kadar iyi belirlemeye çalışmaktadır. 
Destek Vektör Regresyon (DVR) algoritması ise 
DVM algoritmasının regresyon amacıyla 
özelleştirilmiş türüdür. 

Bu çalışmada DVR algoritması için radyal tabanlı 
fonksiyon kullanılmış, C ve gamma 
parametreleri sırasıyla 100 ve 0.01 olarak 
seçilmiştir. 

 

 

2.2.3 Rastgele Orman Algoritması 

Rastgele orman algoritmasında birden fazla 
karar ağacı oluşturularak bir orman meydana 
getirilir [37]. Rastgele orman algoritması girdi 
parametreler seti içerisinden rastgele 
parametreler seçerek bu parametreler ile çok 
sayıda karar ağacı oluşturmaktadır. Oluşturulan 
bu karar ağaçlarının sonuçları kullanılarak 
algoritmanın sınıflandırma çıktısı 
hesaplanmaktadır. Bu sayede, birbirinden 
bağımsız veya ilgisiz parametreler farklı karar 
ağaçlarıyla değerlendirildiği için rastgele orman 
algoritması başarılı sonuçlar üretmektedir. 

Bu çalışmada rastgele orman algoritması için 
200 ağaç kullanılmıştır. 

2.2.4 k En Yakın Komşu Algoritması 

k-En Yakın Komşu (kNN) algoritması etiketleme 
bilgisi bulunmayan gözlemlerin birbirlerine 
yakınlık derecesi göz önünde bulundurularak 
yapılan sınıflandırma işlemidir. Bu algoritmanın 
uygulama aşamasında öncelikle eğitim verisi 
kullanılarak sistem eğitilir. Eğitim setinde 
sınıflandırma bilgisi bulunan veriler mevcuttur. 
Eğitim seti verildikten sonra kullanıcı tarafından 
bir k değeri tespit edilir. Sistem öğrendiği eğitim 
setindeki sınıfları göz önünde bulundurarak yeni 
verilen gözlem verilerinden birbirine en yakın 
bulunan k tane komşu veriyi sınıflandırır. 
Verilerin birbirine olan yakınlığını ölçmek için 
Öklid uzaklığı, Jaccard uzaklığı, Manhattan 
uzaklığı gibi yöntemler kullanılır [38]. 

Bu çalışmada kNN algoritması için komşu sayısı 
olarak 20 kullanılmıştır. 
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2.2.5 Yapay Sinir Ağları 

Yapay sinir ağları (Artificial Neural Networks – 
ANN), insanların beynindeki nöronlar ve bu 
nöronların kurduğu bağlantılardan ilham 
alınarak geliştirilmiş hesaplama sistemleridir 
[39]. Yapay sinir ağları kendilerine gösterilen 
örneklerden öğrenmekte ve yeni gelen örnekleri 
de öğrenme sistemine dahil etmektedir.  

Bu çalışmada yapay sinir ağı modeli olarak her 
birinde 3 nöron bulunan 3 gizli katman 
kullanılmış, iterasyon sayısı 500 ve ağırlık 
optimizasyonu için Kısıtlı Hafıza Broyden–
Fletcher–Goldfarb–Shanno (Limited Memory 
Broyden–Fletcher–Goldfarb–Shanno – LBFGS) 
algoritması seçilmiştir. 

2.3. Performans metrikleri  

Makine öğrenmesi algoritmalarının 
performanslarının belirlenebilmesi için çeşitli 
metrikler kullanılmıştır. Bu metrikler arasından 
en yaygın kullanılanları R2, RMSE ve MAE’dir. R2 
gerçek test değerleri ile algoritmaların çıkardığı 
sonuçların birbirine ne kadar uyumlu olduğunu 
gösteren bir metriktir. RMSE ve MAE metrikleri 
ise gerçek test değerleri ile algoritmaların 
çıktıları arasındaki hatayı ifade etmektedir. 
Kullanılan metriklere ait formüller sırasıyla 
Eşitlik 1-3’te verilmiştir. 

𝑅2 = 1 −
∑ (𝑦𝑖 − �̂�𝑖)2𝑛

𝑖=1

∑ (𝑦𝑖 − �̅�)2𝑛
𝑖=1

                     (1) 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑(𝑦𝑖 − �̂�𝑖)2

𝑛

𝑖=1

              (2) 

𝑀𝐴𝐸 =  
1

𝑛
∑|𝑦𝑖 − �̂�𝑖|

𝑛

𝑖=1

                       (3) 

 

2.4. Mekansal analiz 

2010-2019 yılları arasında istasyon verilerinin 
yıllık ortalamaları ve mevcut analizlere göre 
yapılan tahminleri incelemek amacıyla Coğrafi 
Bilgi Sistemlerinden (CBS) yararlanılmıştır.  CBS 
uygulamalar için veri toplama, saklama, 
sorgulama, ilişkilendirme ve modelleme 
çalışmalarından elde edilen sonuçların 
görselleştirilmesinde yaygın olarak 
kullanılmaktadır [25,26]. Hava kirliliği 
değişiminin ortaya konulmasında CBS 
uygulamalarından mekânsal dağılımın analiz 
yöntemleri (Kriging ve IDW yöntemleri) sıklıkla 
kullanılmaktadır [40–44]. 

Bu çalışmada CBS yazılımlarından biri olan 
ArcGIS 10.6.1 yazılımı yardımıyla istasyonların 
yıllara göre değişen verilerinin kent üzerindeki 
mekânsal dağılımları IDW yöntemiyle analiz 
edilmiştir. IDW, birbirine yakın olan şeylerin 
birbirine uzak olandan daha benzer olduğunu 
varsayarak ölçülmemiş herhangi bir konum için 
tahmin konumunu çevreleyen ölçülmüş 
değerleri kullanarak bir değer tahmin 
etmektedir.  IDW enterpolasyon yöntemiyle 
2010, 2015 ve 2019 yıllarına ilişkin değişen 
veriler ortak lejand üzerinde görselleştirilerek 
yıllar arasındaki fark ortaya konulmuştur.  

3.Bulgular ve Tartişma 

3.1. Çalışma bölgesi ve hava kirliliği verileri 

Ulusal Hava Kalitesi İzleme Ağı tarafından elde 
edilen veriler ışığında Şekil 2’de seçilmiş olan üç 
bölge için (OSB, Trafik, Hurriyet) 2010-2019 
yılları arası yıllık bazda PM10 konsantrasyonu 
değişimi, Şekil 3’te ise 2010-2019 yılları 
arasında üç bölge için PM10 konsantrasyonunun 
aylık değişimi verilmiştir.  

 

 

 



DEÜ FMD 24(70), 65-80, 2022 

70 

 

 

Şekil 2. Hürriyet-Trafik ve OSB istasyonlarına ait 2010-2019 yılları arası PM10 konsantrasyonu 
değişimi 

 

 

 

Şekil 3. Hürriyet-Trafik ve OSB istasyonlarına ait 2010-2019 yılları arası PM10 konsantrasyonu aylık 
değişimi 
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Çalışma kapsamında değerlendirilen 
istasyonların Şekil 2’de verilen yıllık ortalama 
PM10 ölçüm sonuçları incelendiğinde  “Hava 
Kalitesi Değerlendirme ve Yönetimi 
Yönetmeliği”’nde PM10 için belirtilen yıllık sınır 
değer olan 40 μg/m3'ü tüm istasyonlarda aştığı 
görülmektedir.  Çalışmada değerlendirilen 3 
istasyonun Şekil 3’te verilen 2019 yılına ait aylık 
değerlendirme yapıldığında; her 3 istasyon 
içinde özellikle kış ayları olan Kasım, Aralık, 
Ocak ve Şubat aylarında PM10 değerlerinin ulusal 
sınır değer olan 60 μg/m3’ü aşmıştır  

3.1.1 Coğrafi konumu   

Kayseri, İç Anadolu Bölgesinin güneyinde Orta 
Kızılırmak bölümünde yer almaktadır. 37°45' ile 
38°18' kuzey enlemleri ve 34°56' ile 36°58' doğu 
boylamları arasında yer almaktadır (Şekil 4). 

16.917 km2’lik yüzölçümüne sahip Kayseri ilinin 
denizden yüksekliği 1054 m’dir [45]. 

Kent, eski kent merkezi etrafında örümcek ağı 
morfolojisine uygun nitelikte yayılmıştır (Şekil 
4). OSB bölgesi geliştikçe kent bu bölgeye doğru 
lineer bir yayılma göstermektedir. Kentin hava 
kalitesi düzeyinde yoğun konsantrasyon 
miktarlarının gözlendiği kent merkezi ve OSB 
civarında üç istasyon (OSB, Trafik ve Hürriyet 
İstasyonu) yer almaktadır. Bu istasyonlardan 
Hürriyet İstasyonu konut sahası olarak kentin 
yoğun yerleşim alanlarının bulunduğu bölgede 
yer almaktadır. Trafik istasyonu ise eski kent 
merkezinin ve geleneksel ticaret merkezinin 
odağında ve günlük ihtiyaçlarına yönelik 
yaşayanların ve turistlerin uğrak noktası olduğu 
trafiğin en yoğun yaşandığı bölgede yer 
almaktadır.  

 

 

Şekil 4. Kayseri kenti genel görünümü 
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3.2. Makine öğrenmesi algoritmaları  

Makine öğrenmesi algoritmaları kullanılarak 
PM10 konsantrasyonu tahmini metoduna ait 
sonuçlar Tablo 1’de verilmiştir. Tabloda, her 
bölgeye ait sonuçlar için diğer bölgelerdeki PM10 
konsantrasyon değerleri kullanılarak tahmin 
modelleri kurulmuş ve 2019 yılı PM10 
konsantrasyonu ile ilgili bölgedeki tahminine ait 
sonuçlar gösterilmiştir. Bu şekilde bir şehirdeki 
farklı bölgeler arasında mekânsal bağ kurularak 
istenen bir bölgedeki değerin tahmini 
yapılabilmektedir. Uygulanan algoritmalar ile 
veri setinde büyük veri ile çok sayıda özellik 
bulunuyorsa ve bunları yorumlayacak denklem 
ya da fonksiyon yok ise anlam çıkarmak veya 
çeşitli sebeplerden dolayı istasyonlarda 
ölçümlerin eksik olması, kayıp değerlerin olması 
durumunda veri setindeki kayıp değerler için o 

niteliğe ait ortalama değerlerle doldurulması 
sağlanmaktadır. Bunun için çözülmesi gereken 
problemi çözerken doğru veri ile algoritmayı 
beslemek çok önemlidir. 

Sonuçlar incelendiğinde Trafik, Hürriyet ve OSB 
bölgesindeki istasyonlarda en iyi sonucun DVR 
algoritması tarafından üretildiği görülmektedir. 
En iyi sonuçlar Trafik bölgesi için DVR 
algoritması ile R2=0,85, RMSE=17,57, 
MAE=10,17; Hürriyet bölgesi için DVR 
algoritması ile R2=0,73, RMSE=34,91, 
MAE=24,61; OSB bölgesi için DVR algoritması ile 
R2=0,82, MAE=21,62 ve ANN algoritması ile 
RMSE=41,59 olarak gözlemlenmiştir. Bununla 
birlikte diğer makine öğrenmesi algoritmaları da 
DVR algoritmasına oldukça yakın performans 
göstermişlerdir. 

 
Tablo 1. Makine öğrenmesi algoritmalarıyla PM10 konsantrasyon tahmini deney sonuçları 

 

 Üç bölge için PM10 konsantrasyonlarının 2019 
yılı için çalıştırılan algoritmalar tarafından 
yapılan tahminlerin gerçek PM10 değerleriyle 
karşılaştırmalı olarak incelenmesi için 
algoritmalar tarafından tahmin edilen PM10 
konsantrasyon değerleri ile gerçek değerlerin 
2019 yılı için gün bazında karşılaştırması Şekil 
5’te sunulmuştur. 

 

 

 

 

 

  
DVR 

Lineer 
Regresyon 

kNN RF ANN 

TRAFİK 

R2 0,8534 0,8218 0,84 0,8377 0,8281 

RMSE 17,5746 20,4584 18,1333 18,3478 21,1978 

MAE 10,1744 11,5951 11,6919 11,9915 13,5875 

HÜRRİYET 

R2 0,7326 0,7212 0,7185 0,7148 0,7178 

RMSE 34,9185 39,2278 36,5521 36,0552 39,0553 

MAE 24,6184 28,9708 27,0007 26,5406 30,5481 

OSB 

R2 0,8261 0,7945 0,788 0,7911 0,8068 

RMSE 41,7104 43,1906 42,6345 42,7542 41,5974 

MAE 21,6296 23,3571 22,7533 22,187 23,1481 
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Şekil 5. Algoritmalar sonucu ile gerçek değerlerin yıllık olarak karşılaştırılması 

Her üç bölge için sonuçlar incelendiği zaman, 
algoritmaların genel olarak doğru değerler 
üretebildikleri görülmektedir. Lineer Regresyon, 
RF ve ANN algoritmalarının gerçek sonuçlara 
göre yüksek ve düşük değerler ürettikleri ve 
genel olarak gerçek değerlere en uygun 
sonuçların DVR algoritması tarafından üretildiği 
görülmektedir. OSB bölgesi için yılın ilk ayları 
için algoritmaların tahminlerinin genel olarak 
düşük kaldığı ve ilerleyen aylarda sonuçların 
gerçek değerlere yaklaştığı gözlemlenmektedir. 
Algoritmaların hepsinin birbirine benzer 
sonuçlar ürettiği görülmektedir. Hürriyet 
bölgesi için genel olarak algoritmaların ya düşük 
veya da yüksek sonuçlar ürettiği görülmektedir. 
Bu algoritmalar içerisinden en iyi sonucun DVR 
algoritması tarafından elde edilebildiği de 
görülmektedir. DVR algoritması çok çeşitli 
verilerde daha verimli çalışmakta ve daha iyi 
sonuç vermektedir [10–12]. En kötü sonucun da 
kNN algoritması tarafından elde edildiği 
görülmektedir. Bunun sebebi olarak, kNN 
algoritmasının eğitim ve test verileri arasındaki 
farklılıklara daha duyarlı olduğu ve bu nedenle 
elde ettiği sonuçların daha kötü olduğu 
söylenebilir 

Literatüre bakıldığında son yıllarda hava kirliliği 
üzerine çeşitli makine öğrenmesi algoritmaları 
kullanılarak farklı çalışmalar yapılmıştır. Fakat 
yapılan çalışmaların çoğunda daha az veri 

kullanılarak çalışmalar yapılmış ayrıca bölgesel 
bir tahminden ziyade gelecek tahmini 
yapılmıştır. Yapılan bu çalışmaya benzer 
algoritmalar ve hava kirletici parametreler 
kullanılarak yapılan çalışmalardan biri olan 
Ashayeri vd., PM2.5 konsantrasyonlarını tahmin 
etmek için Chicago’daki farklı kentsel 
mahallelerdeki hava kalitesi verilerini 
kullanarak en etkili algoritmayı bulmak için 
dokuz farklı makine öğrenmesi algoritmasını 
test etmişlerdir. Sonuç olarak, yapılan bu 
çalışmaya benzer şekilde DVR algoritmasının 
test edilen en iyi algoritma olduğu sonucuna 
varmışlardır. DVR algoritması model 
performansını yıl boyunca %18,4 ve aylık veri 
kümeleri için %98,7’ye kadar arttırdığı 
belirtilmiştir [46]. Bu çalışmada tahmin edilen 
hava kalitesi parametresi ile aynı parametrenin 
kullanıldığı Choubin vd., tarafından yapılan 
çalışmada Barselona Eyaletindeki 75 
istasyondaki yıllık PM10 için tehlikeli alanları 
tahmin etmek adına RF, Torbalı Sınıflandırma ve 
Regresyon Ağaçları (Torbalı CART) ve Karışım 
Ayırım Analizi (MDA) gibi makine öğrenmesi 
algoritmaları kullanmışlardır. Sonuçlarda üç 
makine öğrenmesi modelinin de mükemmel 
sonuç (doğruluk: >%87 ve hassasiyet: >%86) 
verdiği belirtilmiştir. Torbalı CART ve RF 
modellerinin aynı ve MDA modeline göre daha 
yüksek performansa sahip olduğu belirtilmiştir 
[22]. Yapılan başka bir çalışmada, Avusturya 



DEÜ FMD 24(70), 65-80, 2022 

75 

 

Graz’daki COVID-19 kısıtlaması sırasında hava 
kalitesi iyileştirmelerini analiz etmek için bir 
makine öğrenmesi modeli geliştirilmiştir. 
Graz’daki beş ölçüm istasyonundan NO2, PM10 ve 
O3 konsantrasyonları seçilmiş ve Rastgele 
Orman (RF) modeli için hedef değişken olarak 
kullanılmıştır. Makine öğrenmesi modellerinin 
konsantrasyonları tahmin etmede yüksek 
performans gösterdiği sonucuna varılmıştır. 
Kentin kısıtlama dönemlerinde ortalama 
konsantrasyon düşüşleri NO2 ve PM10 için 
sırasıyla %36,9-41,6 ve %6,6-14,2 olduğu ayrıca 
O3 için %11,6-33,8’lik bir artış olduğu tahmini 
yapılmıştır [47]. PM10 parametresi üzerine 
Avustralya’nın Moranbah maden kasabasındaki 
yapılan başka bir çalışmada, 2011 yılından beri 
PM10 hava kalitesinin standartların üzerinde 
seyretmesinden dolayı ölçülen PM10 
konsantrasyonlarını modellemek ve 
meteorolojik olarak normalleştirmek için 
makine öğrenmesi algoritmalarından Gradyan 
Artırılmış Regresyon ve Rastgele Orman 
modelleri kullanılmıştır. Sonuçta en iyi 
performansı Rastgele Orman algoritmasının 
sağladığı belirtilmiştir [16]. Masood ve Ahmed 
(2020) yılında Delhi’de yaptıkları çalışmada bu 
çalışmada da kullanılan algoritmalardan DVR ve 
YSA algoritmalarını kullanarak günlük PM2.5 
konsantrasyonlarını tahmin etmişlerdir. Sonuç 
olarak YSA’nın (eğitim ve test için korelasyon 
değeri sırasıyla 0,856 ve 0,730) PM2.5 tahmini 
için DVR’den daha iyi tahmin doğruluğu 
gösterdiği belirtilmiştir [48]. 

Çevre ve Şehircilik Bakanlığı’nın 81 ildeki hava 
kalitesi izleme istasyonlarından aldığı verilerle 
oranını tespit ettiği havadaki partikül maddeler 
(PM10) “akciğerlere ulaşarak iltihaplanmaya ya 
da insanları çok olumsuz etkileyecek kalp ve 

akciğer hastalıklarına neden” olabilmektedir. 
Dolayısıyla bu partiküllerin havadaki oranı, 
kirliliğinin en önemli göstergelerinden biri 
olarak kabul edilmektedir. Ancak Türkiye’nin 
mevcut yönetmelik ve uygulamalarda hava 
kalitesi ölçümünde sağlıklı seviye olarak kabul 
ettiği değerler(SO2:250 µg/m3, PM10:100 µg/m3, 
Avrupa Birliği (AB) için (SO2:125 µg/m3, PM10:50 
µg/m3) ve DSÖ’nün kabul ettiği sınır değerlerden 
(SO2: 500 µg/m3, PM10: 50 µg/m3) çok daha 
yüksek olduğu belirtilmektedir [49].  

3.3. Mekansal Analiz Sonuçları 

Çalışmada PM10 değerine etkileyen unsurlar 
grafik ve haritalar ile analiz edilmiştir (Şekil 6).  
Bu analizler 2010-2019 yılı kent merkezinin 
nüfus yoğunluğu, sanayi sektörü, yakıt kullanımı 
ve trafik yoğunluğunun değişimi olarak ele 
alınmıştır. Kent merkezinin nüfus yoğunluğunun 
2010 yılından 2019 yılına kadar giderek arttığı 
tespit edilmiştir. Büyükşehir statüsündeki bir 
kent için beklenen nüfus artışına yönelik bu 
değişimin hava kalitesinin değişimine etkisi 
istasyon verileri ile değerlendirilmiştir. Sanayi 
sektöründe 2016 yılına kadar sanayi tesis 
sayısında artış gözlenirken daha sonraki yıllarda 
yeni açılan sanayi tesisi sayısında bir azalma 
tespit edilmiştir. Yakıt kullanımı değişiminde ise 
2015 yılı yakıt kullanımının en fazla arttığı yıl 
olarak belirlenmiştir. Taşıt kullanımında ise 
2015 ve 2016 yılında diğer yıllara oranla en 
yüksek artış gerçekleşmiştir.   
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Şekil 6. Kayseri kent merkezinin yıllara göre mevcut durum analizi 
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Şekil 7. 2010, 2015 ve 2019 yıllarına göre PM10 hava kalitesi değişiminin mekânsal dağılımı 

Şekil 7’ye göre mekânsal değişimi izlenen 2010, 
2015 ve 2019 yılları arasında PM10 
konsantrasyon miktarının en yüksek olan yılın 
2015 yılı olduğu tespit edilmiştir. Analiz 
sonuçları konumsal değişim ve mevcut durum 
analizlerine göre incelenmiştir. Buna göre 2010 
ve 2015 yılında kentin en eski yerleşim noktası 
olan Hürriyet ve Trafik İstasyonları yoğun bir 
hava kirliği içinde bulunmaktadır. Hürriyet 
istasyonu bu yıllarda diğer tüm istasyonlardan 
daha fazla hava kirliliği etkisi altındadır. 2019 

yılında ise bu yoğunluğun kent merkezinden 
OSB’ne doğru konum değiştirdiği görülmektedir. 
Bunun nedeni 2016 yılından sonra azalan yakıt 
ve taşıt kullanımının bu bölgede yer alan 
istasyonlardaki (Hürriyet ve Trafik) 
konsantrasyon miktarlarında azalmaya neden 
olmasıdır. Ayrıca 2016 yılından sonra kentte 
sanayi sektöründe yıllara göre yeni bir artışa 
geçilmiş olması OSB bölgesinde hava kirliliğini 
artırmış ve bu nedenle hava kirliliğinin odak 
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noktası kent merkezinden OSB bölgesine konum 
değiştirmiştir. 

Diğer bir etken olan Nüfus Artışı ise kent 
merkezinin doygunluğa ulaşmış olması 
nedeniyle kent merkezi dışında özellikle hava 
alanı ve kentin doğu bölgesine yönelmiştir. Bu 
nedenle nüfus artışının doğrudan mevcut 
istasyonlardaki etkisi diğer unsurlara göre daha 
azdır.  

Yapılan bu çalışmaya benzer olarak Tayvan’da 
Chang vd., (2020) tarafından yapılan çalışmada 
görünür iki boyutlu topolojik haritada uzun 
süreli bölgesel PM2.5 konsantrasyon tahmini için 
bir makine öğrenmesi modeli oluşturulmuştur. 
25 istasyondan çeşitli zaman ölçeklerinde (yıllık, 
mevsimsel, saatlik) PM2.5 konsantrasyon 
verilerini kullanmışlardır. Sonuç olarak nüfus ve 
trafik yoğunluğu ve mevsimsel değişikliklerin 
PM2.5 konsantrasyon değişiminde etkisi 
olduğunu ortaya koymuşlardır. Makine 
öğrenmesi tekniklerinin PM2.5 özelliklerini 
mükemmel özetleyebildiği ve hava kalitesi 
tahmin doğruluğunu arttırabildiğini 
belirtmişlerdir [50]. 

4.Sonuç 

Yapılan çalışma kapsamında; 

• Hava kirliliği değişimini makine öğrenim 
algoritmalarına (kNN DVR, RF, ANN, Lineer 
Regresyon) göre yüksek doğrulukla tahmin 
etme,  

• Elde edilen tahmin değerlerine göre mekânsal 
dağılımın CBS yardımıyla analizi ve mekanda 
alınacak hava kirliliğinin iyileştirilmesine ilişkin 
çevresel önlemlerin ve arazi kullanım 
stratejilerinin oluşturulması gerçekleştirilmiştir. 

Bu kapsamda Kayseri İli Trafik, OSB, Hürriyet 
bölgeleri için 2010-2018 yılları arasındaki yıllık 
PM10 konsantrasyon verileri kullanılarak 2019 
yılına ait hava kirliliği tahmini yapılmıştır. 3 
istasyondan 2010-2018 yılları arasında PM10 
konsantrasyonu verileri kullanılarak makine 
öğrenmesi algoritmaları (kNN DVR, RF, ANN, 
Lineer Regresyon) ile veriler eğitilmiş her 
bölgenin 2019 yılına ait tahmini, gerçek verileri 
verilmeden diğer bölgelerin 2019 verileri 
kullanılarak elde edilmiştir.  Bu şekilde bölgesel 
bağımlılık elde edilerek geleceğe yönelik tahmin 
yapılmıştır. Bu amaçla makine öğrenmesi 
algoritmaları olan DVR, Rastgele Orman, kNN, 
ANN algoritmaları tarafından üretilmiş olan 

tahmin modelleri kullanılmış ve model sonuçları 
karşılaştırılmıştır. Elde edilen sonuçlara göre 
hava kirletici tahmini için en yüksek performansı 
üç istasyon için de DVR algoritması vermiştir. 
Modeller karşılaştırıldığında ise en iyi 
performans Trafik bölgesi için DVR algoritması 
(R2=0.85, RMSE=17.57, MAE=10.17) ile 
sağlanmıştır. Ayrıca algoritmaların tahmin 
sonuçları ile gerçek değerler karşılaştırıldığı 
zaman, tüm algoritmaların genel olarak iyi 
sonuçlar üretebildikleri ve gerçek değerlere 
yakın tahminlerde bulundukları görülmüştür. 
Uygulanan algoritmalar ile veri setinde büyük 
veri ile birlikte çok sayıda özellik bulunuyorsa ve 
bunları yorumlayacak denklem ya da fonksiyon 
yok ise anlam çıkarmak veya çeşitli sebeplerden 
dolayı istasyonlarda ölçümlerin eksik olması, 
kayıp değerlerin olması durumunda veri 
setindeki kayıp değerler için o niteliğe ait 
ortalama değerlerle doldurulması 
sağlanmaktadır. Bunun için çözülmesi gereken 
problemi çözerken doğru veri ile algoritmayı 
beslemek çok önemlidir. 

Algoritmalar ile elde edilen tahmini 
konsantrasyon sonuçlarının CBS ile mekânsal 
analizi yapılarak konumsal değişim ve mevcut 
durum analizlerine göre inceleme yapılmıştır. 
Buna göre; 2010 ve 2015 yılında kentin en eski 
yerleşim noktası, nüfus ve taşıt yoğunluğu olan 
Hürriyet ve Trafik İstasyonları yoğun bir hava 
kirliliği içinde bulunmaktadır. 2016 yılından 
sonra ve 2019 yılında kentte sanayi sektöründe 
yıllara göre artışa geçilmiş olması OSB 
bölgesinde hava kirliliğini artırmış ve bu nedenle 
hava kirliliğinin odak noktasının kent 
merkezinden OSB bölgesine konum 
değiştirmiştir.  

Kayseri İl’inde hava kirliliği kaynakları özellikle 
kış aylarında kırsal kesimin konutlarda ısınma 
amaçlı olarak yakılan kalitesiz kömür, motorlu 
taşıtlardan kontrolsüz olarak yayılan salımlar ve 
OSB bölgesinde faaliyet gösteren sanayi 
tesislerinin çıkardığı emisyonlardır. Özellikle 
kırsal kesimlerde yoğun olarak kullanılan fosil 
yakıtların yerine doğalgaz ya da yenilenebilir 
enerji kaynaklarının kullanımının teşvik 
edilmesi, kentleşme ve düzenli yapılaşmanın bir 
plan dahilinde yapılması, yeşil alanların 
arttırılması, sanayi tesislerinde emisyon 
değerlerine sıkı denetimler getirilmesi bu 
düzenlemeler arasında sıralanabilir. Yapılan bu 
çalışma, yüksek yoğunluklu kentlerin hava 
kalitesinin makine öğrenmesi algoritmaları ile 
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modellenmesi ve hava kalitesini etkileyen arazi 
kullanımının sürdürülebilir planlanmasına 
ilişkin öneriler sunması ile literatüre katkı 
sağlamaktadır. 

Kaynaklar  
[1] A. Alkan, Hava Kirliliğinin Ciddi Boyutlara Ulaştığı 

Kentlere Bir Örnek : An Example of Cıtıes Where Aır 
Pollutıon Has Reached Serıous Dımensıons : Siirt, 
(2018) 641–666. 

[2] Y. DOKUZ, A. BOZDAĞ, B. GÖKÇEK, 
HavKalı̇tesiParametrelerı̇nı̇Tahmı̇nı ̇ Ve Mekansal 
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