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Oz

Glnumizde egitim, sigortacilik, pazarlama, elektronik ticaret, bankacilik, saglik gibi farkli alanlarda kullanilimaya baslanan
veri madenciligi yontemlerinden yararlanarak, 6grenciler Gizerinden anket yoluyla elde edilen ham verilerin anlamh bilgilere
dénistiiriilmesi bu makalenin amacini olusturmaktadir. Bu amacla Cumhuriyet Universitesi Divrigi Nuri Demirag Meslek
Yiiksekokulunda 2008 - 2010 egitim-dgretim dénemleri arasinda egitim géren Temel Bilgisayar Bilimleri dersini almis 102
Ogrenciye guvenirligi SPSS paket programi ile analiz edilmis bir anket formu uygulanmistir. Anket sonucunda elde edilen
veriler ile 6grencilerin yilsonunda o dersten gegme/kalma basari durumlan veri madenciligi paket programi olan WEKA'ya
girilerek J48 adinda Entropiye dayal Siniflandirma algoritmasindan gegirilmis ve sonug olarak karar agaci seklinde anlaml
bilgiler elde edilmistir. Elde edilen bilgiler dogrultusunda gelecekte Temel Bilgisayar Bilimleri dersini alacak diger
6grencilerin(25 6grenci) sadece ankete verecekleri cevaplar ile ders basari durumlarinin tahmin edilmesi uygulanmistir.

Anahtar Kelimeler: Veri Madenciligi, Karar Agaci, Ogrenci, Basari, Algoritma

ABSTRACT

In this paper, it is aimed that the data, obtained from students’ survey, were transformed to meaningful information by
using data mining methods, which are using different areas such as, education, marketing, electronic commerce, banking,
health care industry and insurance trade. In order to this purpose, the questionnaire was applied to 102 basic computer
course’s students who are studying at Cumhuriyet University Divrigi Nuri Demirag Vocational College between the years of
2008 and 2010. And data were analyzed by using SPSS program. Results of questionnaire, which pass/fail situations of
students, were entered to WEKA program with the name of J48 Entropy algorithm and meaningful information were
obtained as decision tree. The success conditions of students, who will take this course in future, were predicted according
to their answers to this questionnaire.
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GiRiS

Dijital teknolojilerinin gelismeleri sonucunda
yiuksek kapasiteli islem vyapabilme gilicl
ucuzlamis, depolama nitelerinin veri saklama
kapasiteleri hem c¢ok daha gelismis hem de
daha kolay hale gelmistir. Bu durum verinin
ucuzlamasina neden olmustur. Uzun olmayan
bir zaman oOncesine kadar karar vericilerin,
yoneticilerin karsilastigi temel problemlerden
biri olarak gorilen veri kithigl, yerini asiri bolluga
birakmistir. Bilgiye erisim endisesinin yerini
artik erisilebilinen miktarla basa ¢ikma endisesi
almistir(Fayyad ve Symth, 1997).

Yillar once verilerin sayllarinin  az olmasi
nedeniyle Veritabanlari verileri saklamanin en
uygun yolu iken zamanla verilerin artmasi ve bu
verilerin organizasyonlarinda sorunlarin
olusmasi nedeniyle artik veritabanlar yerine
Veri Ambari kavrami ortaya ¢ikmistir.
Veritabanlarinda, veri ambarlarinda depolanan
verilerde gizli bulunan 6z bilgiyi kesfedebilmek
amaciyla insanlara yardimc olacak yeni nesil
hesaplama tekniklerine ve araglarina ihtiyag
duyulmaktadir. Bu teknikler ve araglar, veriyi
anlamli hale getirmek amaciyla yapilan degisik
faaliyetlerin  bitiinG olarak tanimlanabilen
Veritabanlarinda Oz bilgi Kesfi (VTOK) nin
konusudur(leffry, 2004).

Veri Madenciligi (VM) ise asagidaki sekilde de
goruldugi gibi Veritabani Bilgi Kesfi(VTBK) degil
VTBK sirecinin bir adimidir.

Yorumlama

Veri Madenciligi
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Sekil 1. Veri tabanlarinda  bilgi kesfi
slreci(Fayyad vd., 1996)

Veriden bilgiye ulasma siirecindeki bu

adimlarda;

® Veri Secimi: Birden fazla veri kimesi
icerisinden, (zerinde sorgu vyapilmasina
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uygun ornek bir veri kiimesi olusturma
asamasidir.  Veri toplama ve farkh
kiimelerdeki verilerin birlestirilmesi islemleri
de bu asamada gerceklestirilir.

* Veri Onisleme: Veri secimi ile elde edilen
ornek veri kimesinde yer alan hatali ve eksik
degerlerin  dizenlendigi ve cikarildig
asamadir.  Veri temizleme ve veri
dénistirme veri dnisleme islemlerindendir.
Veri temizleme ile ilgisiz ve guraltilia veriler
veri setinden cikarilarak verilerin glivenilir
olmasi saglanir.

e \Veri Donlstirme: Kaynak veri seti icindeki
farkli tip verileri ortak bir veri tipine
donistirme saglanmaktadir. Ayrica veri
setindeki bazi verilerin eksik olmasi
durumunda da eksik olan yerdeki veriler
yerine ortalama deger alinarak bu eksiklikler
tamamlanabilir. Veri indirgeme ile segilen
ornek veri kimesindeki ilgisiz nitelikte ve
tekrarl verilerin ¢cikarildigi asamadir. Boylece
veri boyutu azaldigindan sorgu hizi da
artmaktadir.

* Veri Madenciligi: Veri madenciligi(VM)
algoritmalarinin ve yontemlerinin
uygulandigr  slregtir. VM;  veritabani

sistemleri, verilerin depolanmasi, istatistik,
makine 6grenimi gibi alanlarin
kombinasyonundan olusan disiplinler arasi
bir yontemdir. Her ne kadar VM istatistigin
bir alt kiimesi olarak kabul edilse bile VM,
veritabani teknolojisi ve makine 6grenimi
gibi diger alanlara ait fikirleri, araglar ve
yontemleri de kullanilir(Yalgintas, 2003).

* Yorumlama (Degerlendirme) : Bilgi kesfi
sirecinde bu asamadan ©nceki asamalar
sonucunda elde edilen bilginin gecerlilik,
yenilik, yararhlik ve basitlik kistaslarina gore
degerlendirilmesi asamasidir(Fayyad vd.,
1996).

VERI MADENCILiGi

Veri madenciligi; daha onceden bilinmeyen,
gecerli ve uygulanabilir verilerin genis veri
tabanlarindan elde edilmesi, gelecekle ilgili
tahminler yapilabilmesi ve bu bilgiler 1siginda
kararlar  alinabilmesidir. ~ Gartner  Group



tarafindan vyapilan diger bir tanimda veri
madenciligi; istatistik ve matematik tekniklerle
birlikte orintli tanima (pattern recognition)
teknolojilerini kullanarak, depolama

ortamlarinda saklanmis bulunan veri yiginlarinin e

elenmesi ile anlamli yeni korelasyon, érinti ve
egilimlerin  kesfedilmesi  sirecidir(Akpinar,
2000). Diger bir tanimda ise veri madenciligi;
blyik miktarda veri icinden, gelecekle ilgili
tahmin yapmamizi saglayacak baginti ve
kurallarin bilgisayar programlari kullanilarak
aranmasidir. Veri analizi yapilarak, bir mal igin
bir sonraki ayin satis tahminleri yapilabilir,
migsteriler satin aldiklari mallara bagl olarak
gruplandirilabilir, yeni bir Grin igin potansiyel
musteriler belirlenebilir, misterilerin zaman

icindeki  hareketleri  incelenerek  onlarin
davraniglari ile ilgili tahminler yapilabilir(Girsoy,
2009).

“Daha once bilinmeyen” ya da tahmin

edilemeyenle ilgili en Gnli 6rnek ise, artik
klasiklesmis, kulaktan kulaga anlatilan ve veri
madenciliginin ~ “bilinmeyenini” c¢arpict  bir
sekilde ©Onimiize koyan bira-cocuk bezi
ornegidir(Silahtaroglu, 2008):

Bir perakende magazalar zincirinin yaptigi veri
madenciligi arastirmasinin sonuclarina gore bira
ile gocuk bezi satislari arasinda, 6zellikle Cuma
ginler, glcl bir iliski vardir. Cocuk bezi satin
alan kisilerin biylk ¢ogunlugu ayni zamanda
bira da satin almaktadirlar. Daha dogrusu, Cuma
ginleri cocuklari igin alisverise cikan babalar
arada kendileri icin de alisveris
yapmaktadirlar(Cabena, 1998).

Veri Madenciliginin Amaglar

Veri madenciliginin amaglari 6ngori, tanima,
siniflandirma ve en iyileme olarak dort baslik
altinda toplanabilir(Yarimagan, 2000).

* Ongéri; hangi Uriinlerin hangi dénemlerde,
hangi kosullarda, hangi miktarda satilacagina
iliskin yada egitimde hangi davranislar
sonucunda hangi olaylarin gergeklesebilecegi
gibi kestirimlerde bulunmak gibi
tanimlanabilir.

® Tanima; aldigi driinlerden bir misterinin
taninmasi veya kullanildigi programlar ve
yaptigi islemlerden bir kullanicinin taninmasi
gibi ifade edilebilir.
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e Siniflandirma; birgok parametrenin birlesimi
kullanilarak, érnegin Urinlerin, misterilerin
yada Ogrencilerin siniflandirilmasi  olarak
tanimlanabilir.

En iyileme; belirli kisitlamalar cercevesinde

zaman, yer, para yada ham madde gibi sinirli

kaynaklarin kullanimini en iyileme ve (retim
miktari, satis miktari yada kazang gibi degerleri

biyltme olarak tanimlanabilir(Aydogan, 2008).

Veri Madenciligi Metodolojisi

Asagidaki sekilde bir veri madenciliginde
kullanilan metodolojiyi gosterilmektedir.
Standart form icinde verilen veri, 6grenme ve
denem olmak lzere ikiye aynlir. Her
uygulamada kullanilabilecek birden c¢ok teknik
vardir ve ©nceden hangisinin en basarili
olacagini kestirmek olasi degildir. Bu yiizden
6grenme kiimesi (zerinden L kadar degisik
teknik kullanilarak L tane model olusturulur.
Sonra bu L model deneme kiimesi lzerinden
denenerek en basarili olani, yani deneme
kiimesi (zerindeki tahmin basarisi en yiiksek
olani segilir,

Eger bu en iyi model yeterince basariliysa
kullanilir, aksi takdirde basa donerek calisma
tekrarlanir. Tekrar sirasinda basarisiz olan
Ornekler  incelenerek  bunlar  {zerindeki
basarinin nasil artirilabilecegi arastirilir. Ornegin
standart forma yeni alanlar ekleyerek programa
verilen bilgi arttinlabilir veya olan bilgi degisik
bir sekilde kodlanabilir veya amag daha degisik
bir sekilde tamimlanabilir(Alpaydin, 2000).

Yeterince
] Meadi, SN e
( ell 7y g N ul et
/Egrenme A NS Eniyiyi
Umesi P o (e { )
i J/ {q Model 2 y”‘\. :’_) O
Standard I Y e /\ —_Editilmis
Form \ / modelleri
\ N deneme kiimesi
N . Model L™ lizerinde dene ve
\\ i et en basanlisin seg
—— eneme
\ kimesi
Olasi modelleri
ogrenme kimesi
Veri azaltma: Octtinde sbit
Degigken sayisi ve deger
azaltma

Sekil 2. Veri madenciligi metodolojisi

Veri Madenciligi Modelleri



Veri madenciliginde kullanilan  modeller;
tanimlayici ve tahmin edici olarak iki grupta
incelenir.

Tanimlayici modellerde; karar vermeye yardim
edebilecek, mevcut verilerdeki orintilerin
tanimlanmasi saglanmaktadir. X/Y araliginda
geliri ve iki veya daha fazla arabasi olan ¢ocuklu
aileler ile cocugu olmayan ve geliri X/Y
araligindan disik olan ailelerin satin alma
orintilerinin birbirlerine benzerlik
gosterdiginin belirlenmesi 6rnegi tanimlayici
modeller grubuna girer. Kimeleme (clustering),
birliktelik kurah (association rule) ve ardisik

orintt  (sequential pattern) madenciligi
tanimlayici tekniklerden bazilaridir.
Tahmin edici modellerde ise; gizli kalmis

bilgilerin kesfine dayali modellerdir. Sonuglari

bilinen verislerden hareket edilerek bir model

gelistirilmesi  ve kurulan bu modelden

yararlanilarak  sonuglari  bilinmeyen  veri

kiimeleri icin sonug degerlerin tahmin edilmesi

amaglanmaktadir(Akpinar,2000).

Siniflama(classification), gerileme (regression)

ve sapma (deviation) madenciligi tahmin edici

tekniklerden bazilaridir.

Veri madenciligi modelleri islevlerine gore 3

temel grupta toplanir:

e Siniflama ve Gerileme (classification and
regression)

® Kimeleme (clustering)

® Birliktelik kurallann  ve Sirali  oriintiler
(association rules and sequential patterns)

Ve Mad enciiy
R
OLAP Hegif Esash Vontemler

(s | [ Tannlaria | Tshmin Edic
—_ ( ontama | [ Regeym |
BirliHelk Kurallan
Caral Agalan | Dojusal |
Yapay Sinir Adlar ] Lojistik ]

k- En Yakn Komsu

Sekil 3. Veri madenciligi modelleri(Sen, 2008)
Siniflama ve gerileme

Verilerin  igerdigi ortak Ozelliklere gore
ayristinlmasina  siniflandirma  denmektedir.
Ornegin bir siniftaki dgrencileri; cinsiyetlerine,
hangi burca sahip olduklarina, vyasadiklar
evlerin kira mi yoksa kendilerinin mi olduklarina
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gibi  farkli  kriterlere gére siniflandirma
yapilabilinir.
Siniflandirma  bir  68renme  algoritmasina

dayanir. Tim veriler kullanilarak egitme isi
yapilmaz. Bu veri topluluguna ait bir 6érnek veri
izerinde gerceklestirilir. Ogrenmenin amaci bir
siniflandirma modelinin yaratilmasidir(Ozkan,
2008).
Siniflandirma siireci iki
olusmaktadir{Han ve Kamber, 2006):
e jlk adim, veri kiimelerine uygun bir modelin
ortaya konulmasidir. S6z konusu model,

asamadan

veritabanindaki kayitlarin nitelikleri
(attribute) wveya bir baska deyisle alan
isimleri(stitun isimleri) kullanilarak

gerceklestirilir. Siniflandirma modelinin elde
edilmesi igin veri tabaninin bir kismi egitim
verileri olarak kullanilir. Bu veriler veri
tabanindan rastgele segilir. Sekil 4 de
goruldigld gibi egitim verileri Gzerinde bir
algoritma uygulanarak siniflama modeli elde
edilir. Sekil Uzerinde {Mdlsteri, Borg, Gelir}
niteliklerinin yani sira sinif niteligi olarak da
{Risk} yer almaktadir.

Egitim verisi

Musteri | Borg Gelir Risk
Ali YUKSEK | YUKSEK | KOTU
Avse YUKSEK | YUKSEK | KOTU
Kenan | YUKSEK | DUSUK KOTU
Burak DUSUK | YUKSEK | IYI
Begim | DUSUK | DUSUK KOTU
Seray DUSUK | YUKSEK | IYI

iy

Siniflandirma Algoritmasi

age

Siniflayict Model

EGER Borg=YUKSEK ise Risk=KOTU;
EGER Bor¢=DUSUK ve Gelir=DUSUK ise Risk=KOTU;
EGER Borg=DUSUK ve Gelir=YUKSEK ise Risk=iYi;

Sekil 4. Siniflandirmada model kurma siireci

e Test verileri Gzerinde siniflandirma kurallari
belirlenir. Ardindan s6z konusu kurallar bu
kez test verilerine uygulanarak sinanir.
Ornegin, Sekil 5 de “Hakan” isimli yeni bir
muigsterinin  kredi talebinde bulundugunu
varsayalim. Bu musterinin risk durumunu



belirlemek i¢in érnek verilerden elde edilen
karar kurali dogrudan uygulanir. Bu misteri
icin  Borg=DUSUK, Gelir=YUKSEK oldugu
biliniyorsa Risk=iYi oldugu anlasilir.

T e
S

Test verisi

Misteri | Bore Gelir Risk
Haht YUKSEK | DUSUK KOTU
Eser DUSUK | YUKSEK | IYI
Selin DUSUK DUSUK KOTU
Mehmet | YUKSEK | YUKSEK | KOTU

4L

Siniflayici Model

EGER Borg=YUKSEK ise Risk=KOTU;
EGER Borg=DUSUK ve Gelir=DUSUK ise Risk=KOTU;
EGER Borg=DUSUK ve Gelir=YUKSEK ise Risk=1Yi;

Kredi Talep Eden Yeni Miisteri

Miisteri Borg Gelir Risk

ii

Hakan DUSUK | YUKSEK ?

Sekil 5. Siniflandirmada modelin uygulama
slireci

Yukarida test sonucunda elde edilen modelin
dogru oldugu kabul edilecek olursa, bu model
diger veriler Uzerinde uygulanir. Elde edilen
sonu¢ model mevcut ya da muhtemel
misterilerin ~ gelecekteki  kredi  risklerini
belirlemede kullanilir(Ozkan, 2008).

Siniflama ve regresyon modellerinde kullanilan
baslica teknikler sunlardir(Akpinar, 2000):

Karar agaglari
Karar agaclari akis semalarina benzeyen

yapilardir. Her bir nitelik bir diGgiim tarafindan
temsil edilir. Dallar ve yapraklar agag yapisinin
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elemanlaridir. En son yapi “yaprak”, en (st yap
“k6k” wve bunlarin arasinda kalan yapilar ise
“dal” olarak adlandinilir(Quinlan, 1993).

Karar agaci yapilarinda, her digim bir nitelik
Uzerinde gerceklestirilen testi, her dal bu testin
ciktisini, her yaprak diagim ise siniflari temsil
eder. En Ustteki digim kok digim olarak
adlandinlir. Karar agaglari, kék digiimden
yaprak digime dogru cahsir(Chiu ve Wei,
2002). Sekil 6 da sadece iki nitelige(A-B) bagh
basit bir karar agaci gorilmektedir.

B=0 B=1 B

h 4 . |
Smmf? Simf3 Simsfl

Sekil 6. A ve B niteliklerine bagh bir karar agaci

Sekil 6 da gorilen basit bir karar agac
orneginde elips seklinde gosterilen A>7 niteligi
“kok”, B=? gibi elips seklinde gosterilen B
niteliginin alabilecegi 0, 1 ve 2 degerleri “dal” ve
dikdértgenler ile gosterilen Sinifl, Sinif2 ve
Sinif3  nitelikleri  ise  “yaprak” olarak
siniflandirilir.
Siniflandirmanin - yapildigi  karar agaclarinda
6nemli konulardan birisi de kokten itibaren
dallanmanin(bélimlenmenin) hangi nitelige
gore olacagidir. Bu amagla;
® Entropiye dayal algoritmalar
* Siniflandirma ve regresyon agaglari(CART)
algoritmalar
e Bellek tabanli siniflandirma algoritmalar
tercih edilebilir.
Entropiye dayali bélimlemede “ID3, C4.5 ve
148" algoritmalari, Siniflandirma ve regresyon
agaclarinda  (CART) “Twoing ve  Gini”
algoritmalari, Bellek tabanh siniflandirma
yontemlerine ise  “k-en yakin  komsu”
algoritmalar  sayilabilir(Ozkan, 2008). Bu
algoritmalar birbirlerinden kok, digim ve
dallanma kriteri secimlerinde izledikleri yol
acisindan ayrilirlar(Silahtaroglu, 2008).

1D3 algoritmasi



ID3 algoritmasi; makine 6grenmesi ve bilisim
teorisine dayanarak verilen 6rnekler icinde en
ayirici Ozellige sahip olan degiskeni bulan bir
algoritmadir(Mitchell, 1997). Bunun icin de
entropi kavramindan yararlanir.

Entropi beklentisizligin
maksimumlasmasidir(Fiske, 1998). Diger bir
tanimda ise entropi kavrami, eldeki bilgilerin
sayisallastirilmasidir(Dunham, 2003). Dunham
entropinin bir veri kiimesi igindeki belirsizlik,
saskinhk ve rasgeleligi élgmek igin kullanildigini
soyler. Eldeki bltin veriler tek bir sinifa ait
olsaydi, 6rnegin herkes ayni yasta olsaydi,
herhangi bir kisiye ise yasini sordugumuzda
alacagimiz yanit bizi sasirtmazdi; bu durumda
entropi sifir (0) olacaktir. Entropi sayisal olarak
sifir ile bir (0 — 1) araliginda bir degere sahiptir.
Tim olasiliklar{p,ps...,p;) esit oldugunda ise
entropi en yiksek (1) degerine sahip olur.

S isimli bir kaynak veri seti olsun, p; olasilik
dagilimina bagh S kaynaginin tamaminin entropi
hesabi H(P) su .f,akildedir(Shannon, 1948):

H(P) = = ) p:10g;(p)
i=1

Ayni zamanda S veri kaynagindaki tim T alt

niteliklerinde kendi aralarinda entropileri
hesaplanir.
|T;] .
H(X,T) = — H(T;)
— |T|
i=1
Veritabani boélinmeden once dogru

siniflandirma yapmak icin gelen bilgiyle H(P),
veritabani béliindiikten sonra dogru
siniflandirma icin gelen bilgi H(X,T) arasindaki
farka kazanim ad verilir.

Kazang(X,T) = H(P) —H(X,T)

Burada bolimleme(dallanma) kriter segimi
yapilirken kazang niteliklerinden en biyigi
oncelikli nitelik olarak secilir ve secilen nitelik
Gzerinden diger niteliklere ait tekrar H(P)
toplam entropi ve H(X,T) alt nitelik entropi
hesabi yapilarak yeni kazanglar elde edilir.
Bulunan kazanglardan en biiyugi segilerek yeni
alt boliumlemeler(dallanmalar) gergeklestirilir.

Uygulamada Kazang Olgiti adi  verilen
yukaridaki formiil yerine daha iyi sonuglar veren
Kazan¢ orani adi verilen formiil daha c¢ok
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kullaniimaktadir(Shannon, 1948). T kiimesi igin
X niteliginin degerini belirlemek icin gereken
bilgi miktarini ortaya koymak icin bu yol
bulunmustur. S6z konusu bilgi H(Py) ile ifade
edilir. Pyr ifadesi X degerlerinin olasilk
dagilimidir ve su sekilde hesaplanir:

pae= (L1011
i T el

Burada H(Pyr) miktari T kiimesindeki X niteligi
icin bilgi bolinmesidir. Bu deger ise:

VARYA |Tk|)
HPx+)=H|—,—, v.,—
(Pxr) (m Fod )

veya

K

|T; ] |T; |
H(PX.T) = == mfog:(li"l)
i=1

formulleriyle bulunur. Yukarida bulunan H(Px7)
degeri ve Kazang(Kazanim) élc¢iitl yardimiyla da
kazang orani asagidaki gibi hesaplanir:

: Kazang(X,T
Kazan¢ Orani(X,T) = —()
H(Pyr)

C4.5 ( C5 ve J48) algoritmalari

C4.5 algoritmasi da ID3 algoritmasinda oldugu
gibi Quinlann tarafindan gelistirilen bir siniflama
algoritmasidir. Diger ID3 algoritmasindan en
onemli UstlnlUkleri olarak, sayisal degerlere
sahip nitelikler ve bilinmeyen-kaybolmus
degerlere sahip nitelikler igin de gelistirilmis bir
karar agac olusturmasidir. Karar agaci
olustururken kayip verileri hesaba katmayarak,
kazanim(kazang) orani hesaplanirken sadece
verileri eksik olmayan diger kayitlar kullanilir.
Boylece daha duyarli ve daha anlamh kurallar
cikartabilen bir agac¢ Uretmis olur(Quinlan,
1986).

Kategorik olmayan sayisal degerli niteliklere
iliskin C4.5 karar agaci modeli olusturulurken
degerleri iki araliga bolmek icin rastgele esikler
bulunmaktadir. En uygun t esik degerini
hesaplamak igin bircok yontem bulunmaktadir.
Esik degerinin belirlenmesi amaciyla, en biyik
bilgi kazancini saglayacak bicimde bir esik deger
belirlenir. Bu amacla nitelik degerleri siralanir
ve {vi, Vi, .., Vv,} bi¢cimini alir. Esik degeri
kullanarak nitelik deger iki pargaya ayrilir. Esik
degeri olarak [v;, vi1] araliginin orta noktasi
yada aritmetik ortalamasi alinabilir. Veri
setindeki sayisal bilgileri kategorik bigime



donistirdikten sonra ID3 algoritmasindaki gibi
dnce tim veri setinin entropi hesabi sonra her
nitelik icin ayri entropi hesabi yapilir. Yine her
nitelik igin ayr kazang oranlar hesaplandiktan
sonra elde edilen kazang oranlarindan en kiiglik
degerli nitelik(degisken) kok ya da bir sonraki
bélimleme niteligi olarak atanir(Silahtaroglu,
2008).

Veri tabanindaki bilgilerde kayiplar oldugunda
C4.5 algoritmasi bu sorunu gidermek igin iki
¢6ziim sunmaktadir.

Birincisi eger kayip veriler veri setindeki
verilerin ¢ogunlugunu kapsamiyorsa o zaman
kayip verilerin oldugu kayitlar veri tabanindan
citkarilir ve algoritma geriye kalan veri tabani
Uzerine uygulanir. Ancak veri tabanindaki kayip
verilerin sayisi fazla ise o zaman ikinci ¢ézim
kullanilir.

ikinci ¢oziim ile kayip verilerle de calisacak bir
algoritma uygulanir. Algoritma uygulanmadan
6nce kayip verilere sahip orneklerde kazang
Olgltliinin hesaplamak igin bir F dizeltme
faktérinden yararlanilir. Bu amagla ilk olarak
kayip veriler gikanilarak H(P) toplam entropi ve
H(X,T) siniflar icin entropiler ID3
algoritmasindaki gibi hesaplanir. F faktéri
kullanilarak kazang 6lglti diizeltilir:

Veri tabanmda dederi bilinen
nitelige sahip érneklerin sayist
Veri tabanmdaki tiim
drneklerin sayisi

=

Yeni kazang olciitli ise(Han ve Kamber, 2006):

Kazan¢(X) = F(H(T) -H(X,T))

olarak hesaplanir.

Karmasik goérinimlia karar agaclarinda bir alt
agaci atarak yerine bir yaprak (sinif niteligi)
yerlestirmeye karar agacinin budanmasi adi
verilir. Alt agacin yerine yaprak yerlestirmekle,
algoritma 6ngorili hata oranini azaltmayi ve
siniflandirma modelinin  kalitesini  artirmayi
amaclar(Kantardzic, 2003).

C4.5 algoritmasinin ID3 algoritmasina gore diger
bir dstinlGgld de dogruluk olcutd kullanarak
karar agacini budamaktir. Agagtaki her digim
icin Uy Ust given sinint iki terimli dagihmlarin
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istatistiksel tablolarini kullanarak elde
edilebilir(Kantardzic, 2003). Verilen digimde
U parametresi T; ve E'nin bir fonksiyonudur.
C4.5 algoritmasi %25 gliven sinirt kullanir ve
verilen her bir digumdeki T,, Usas (| Til/E)
diglim  yapraklarinin  gliven  araligi ile
karsilastirlhr.  Her bir yaprakta agirliklar
durumlarin toplam sayisidir. Eger alt agactaki
kék diagimin beklenen hatasi, yapraklardaki
Uqzs toplam agirliktan daha kiiclik ise(alt agacin
beklenen hatasi), o zaman alt aga¢ yok edilir,
yerine kdk digim konulur. Béylece budanmis
agacta yeni bir yaprak olarak yer alir(Ozkan,
2008).

C5 algoritmasi da C4.5 algoritmasina dayali
gelistirilmis bir karar agaci algoritmasidir. J48
algoritmasi ise C4.5 karar agaci algoritmasinin
WEKA (Waikato Environment for Knowledge
Analysis) acik kaynak kodlu paket programina
uyarlanmis versiyonudur. J48 algoritmasi; ayni
veri seti Uzerinden WEKA paket programinda
Naive Bayes, Lojistik Regresyon, D3, JRIP, PART
ve Sinir Aglan gibi bilinen siniflandirma
algoritmalarina goére dogrulugu en vyiksek
siniflandirma algoritmasidir(Aydogan vd., 2008).

CART algoritmasi

CART (Classification and Regression Trees)
teknigi ID3 algoritmasinda oldugu gibi en iyi
dallara ayirma kriterini segmek icin entropiden
yararlanir(Fiske, 1998). En iyi ayirma kriterini
belirlemek igin ise ID3 ve C4.5 algoritmalarindan
farkli bir formdl kullanir. CART tekniginde
kullanilan en iyi dallara ayirma kriteri icin(Webb
ve Yohannes, 1999):

Herhangi bir t digimindeki s dallara ayirma
kriteri W(s/t) olarak ggsterilirse:

o()=2n8 [P()-7 ()

=
Formdldeki;
t: dallanmanin yapilacagi digimi
C: kriteri

L: agacin sol tarafini

R: agacin sag tarafini

P, ve Pg: 8grenim kiimesindeki bir kaydin solda
veya sagda olma olasiliklarini

P(C,/ty) ve P(C)/tg): C, sinifindaki bir kaydin sagda
veya solda olma olasiliklarini ifade etmektedir.



CART tekniginde W(s/t) hesabi yapilirken;
dallanmalar en bilyik uygunluk dlglitiine gore
gerceklestiriliyorsa Twoing algoritmasi,
dallanmalar en kigik uygunluk Olgltiine gore
gerceklestiriliyorsa Gini algoritmasi kullaniliyor
denilebilir(Ozkan, 2008).

CART tekniginde dallara ayirma
hesaplanirken kayip
6nemsenmez(Silahtaroglu, 2008).

kriterleri
veriler

SLIQ algoritmasi

SLIQ, (Supervised Learning In Quest) algoritmasi
IBM Almaden arastirma merkezinde (Agrawal
vd., 1996) tarafindan &nerilmistir.  SLIQ
algoritmasi hem sayisal hem de kategorik
verilerin  siniflandiriimasinda kullanilabilir.
Sayisal verilerin degerlendirilmesindeki maliyeti
azaltmak i¢in agacin olusturulmasi sirasinda
onceden verileri siralama teknigi kullanilir,

ID3 ve C4.5 gibi algoritmalar ‘Gnce derinlik’
ilkesine gbre calisirken SLIQ algoritmasi ‘Gnce
genislik’ disliincesiyle hareket ederek ayni anda
bircok yapragl olusturur. Bu durumda mevcut
agacin  yapraklara ayrilma islemi verinin
Uzerinden bir kez gecilmesiyle tamamlanmis
olur. Dallara ayirma isleminde gini indeksi
kullanilir(Agrawal vd., 1996).

Ayrica SLIQ algoritmasi kategorik verileri alt
kiimelere ayirmada ID3 ve C4.5 algoritmalarina
gore daha hizlidir. Agacin budanmasi islemi icin
de; verileri en iyi temsil edecek modelin
tanimlanma ve olusturulma maliyeti en disik
olan model kavrami olan MDL? ilkesine dayanan
bir strateji izlemektedir(Rissanen, 1989).

SPRINT algoritmasi

ID3, CART ve C4.5 gibi algoritmalar Once
derinlik ilkesine gore calisirlar ve en iyi dallara
ayirma kriterine sahip olabilmek igin her
digimde siirekli olarak verileri siraya dizerler.
SLIQ ise her bir degisken icin ayri bir liste
kullanarak bu siraya dizme islemini sadece bir
kez yapar. SPRINT algoritmasi ise bu yoniyle
SLIQ algoritmasina benzer ve sbzii edilen diger
algoritmalardan ayrilir. Ancak farkli veri yapilar
kullanarak SLIQ algoritmasindan aynlir(Shafer,
1996).
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SPRINT ilk olarak her bir nitelik icin asagidaki
tablolarda gorildigu gibi ayn bir nitelik listesi
hazirlar.

Cizelge 1. Veri setindeki her bir niteligin

ayrilmasi
Yas Simf | Sira No AracTipi | Simf | SraNo
17 Y 2 Sedan ¥ ]
21 g 1 Spor Y 2
22 Y 3 Spor Y 3
36 D 4 Sedan D 4

Her tabloda kullanilacak olan degisken, sinif ve
sira no bulunacaktir. Bu durumda veri setindeki
nitelik sayisi kadar tablo olusacaktir. Sayisal
degerleri tasiyan tablolar sayisal deger
degiskenine gore siraya dizilirken, kategorik
verileri tasiyan tablolar ise sira numarasina gére
sirali olarak kalacaktir. Egitim kiimelerinden
elde edilen ilk listeler siniflandirma agacinin
kokiyle iliskilendirilir. Aga¢ blylylp diagimler
yeni dallara bolindikge her digime ait
degisken listeleri de bdliinerek yeni dallarla
iliskilendirilir. Bir liste bolindligiinde ise igindeki
kayitlarin siralamasi  degistirilemez; bdylece
bélinme suretiyle olusturulmus yeni listelerin
bir daha kendi i¢lerinde siraya dizilmesine gerek
kalmaz(Silahtaroglu, 2008).

Béliinme asamasina gelmis dagumler igin Cys, ve
C.i adi verilen ve digimdeki sinif dagilimlarini
elde etmek icin kullanilan histogramlar
belirlenir. Duglimlerden alt dallara ayirma
kriteri icin ise SLIQ algoritmasinda oldugu gibi
Gini indeksi kullanilir. Herhangi bir K kiimesinin
gini(K) indeksi asagidaki gibi hesaplanir(Shafer,
1996; Brieman, 1984):

gini(K)=1- sz

Burada p;, K kiimesi igcinde j sinifinin sikhigidir.
Eger K kimesi K; ve K; gibi alt kimelere
bélunurse bolinmis K kiimesinin ginipsignmas(K)
degeri:

) n, ) !
inipsg, (K) = z ini(K,)+
gt balinmag \*J ny +n, giniiny ny +n,

seklinde hesaplanir.

gini(K;)

Yapay sinir aglari

Sinir aglan,
madenciligi
beyninin

tanimlayict ve tahminci veri
algoritmalarindandir. insan
fizyolojik yapisimt  taklit ederler.



Komplike ve belirsiz veriden bilgi uretirler.
Kesfettikleri orintl ve trendler, insanlar yada
bilgisayarlarca kolay kesfedilmez. Bu tir
karmasik problemlerde birbirleriyle etkilesimli
yuzlerce degisken bulunur(Aryeetey,2003). Bu
teknik, veritabanindaki oruntileri, siniflandirma
ve tahminde kullanilmak {izere genellestirilir.
Sinir aglan algoritmalan sayisal veriler lizerinde
calisirlar.

Asagidaki sekilde basit bir yapay sinir hicresi
gosterilmistir(Glrsoy, 2009):

L — W

=1 .(Z“':m ), KT

L — W,

Toplama
Fonksivonu

L — W

L — Wa
GIRDILER
Sekil 7. Basit bir yapay sinir hiicresi

Sekilde de gorildigi gibi n adet | girdi degeri,
kendi W agirhk degeri ile ¢arpilarak toplanir ve
ciktiy elde etmek icin aktivasyon fonksiyonu ile
islem yapilir.

Genel olarak yapay sinir agi modelleri; agin
yapisina ve Ogrenme tiriine gore; lleri
beslemeli (Feed forward) ve Geri
beslemeli(Feed back) ile Denetimli Ggrenme
(Supervised learning) ve Denetimsiz 68renme
(Unsupervised leraning) olmak Uzere ikiye
ayrihr(Girsoy, 2009).

Cizelge 2. Yapay sinir aglarinin avantaj ve
dezavantajlari

Avantajlan Dezavantajlan

o Giiriltiilis, hatal: veriler ile | o Elde ettikler

¢alisabilirler. ¢oziimlerin
e Sayisaltahmin, gerekgelenni
stniflandimmave aciklavamazlar.

kiimeleme problemleninde | o Optimum sonuca

kullan:dabilirler. ulasacaklarmm br

o Kamasik problemlenn garantisi voktur.
¢iziimiinde ivi sonuglar ¢ Ezberleyebilirler.
verebilmektedirler.

K en yakin komsu algoritmasi

Siniflandirma yontemlerinden birisi de K-en
yakin komsu algoritmasidir. Bellek tabanh ve
mesafeye dayall algoritmalardan bir tanesidir.
Siniflandirma yapilirken  eldeki  verilerin
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birbirlerine olan uzakligl veya benzerligi

kullanilarak  siniflamanin  gerceklestirilmesi
teknigidir.
Veriler arasi mesafe olgllirken en ¢ok

kullanilan mesafe oklit (Euclid) mesafesidir.
Ancak, bir kayit icin diger kayitlardan sadece k
adedi gbz dnline alinir. Bu k adet kayit, diger bir
deyisle veri tabanindaki nokta, mesafesi
hesaplanan noktaya diger kayitlara nazaran en
yakin olan kayitlardir(Beyer, 1999).

Algoritmada k degeri 6nceden segilir; degerin
yliksek  olmasi  birbirlerine  benzemeyen
noktalarin bir araya toplanmasina, ¢ok kiiglik
secilmesiyle birbirine benzedigi, yani ayni sinifin
noktalari olduklari halde, bazi noktalarin ayri
siniflara konmasina ya da o tlr noktalar igin ayr
siniflarin  agilmasina neden olur. Tipik k
degerleri 3.5 ve 7'dir(Khan, 2002).

Sekil 8 de verilen 6rnege gore k'nin alacag
degerlere gére ortadaki yuvarlak nesne farkli
siniflarda olabilir. Ornegin k=2 segcilirse yani
ortadaki yuvarlak noktaya en yakin 2 nesne
nedir diye sorulursa, cevabi karelerin oldugu
siniftir diyebiliriz. Ancak k=3 segilirse o zaman
yuvarlak noktaya en yakin secilen 3 nesnenin
tggenler sinifi oldugu goérilir.

P
Py AS I Bm

A‘ u

Sekil 8. Ortadaki yuvarlak k=2 icin karelere, k=3
icin Uggenlere en yakindir.

Dogrusal regresyon siniflandiricilar

Herhangi bir bagimli degiskenin bir veya birden
fazla bagisiz aciklayici degisken ile arasindaki
iliskinin matematik bir fonksiyon seklinde
yazilmasina regresyon denklemi adi verilir.
Bagimli bir degiskenin (y) tek bir bagimsiz —
aciklayici degisken (x) ile arasindaki iligkinin
dogrusal fonksiyonla ifade edilmesine dogrusal
regresyon ile ifade edilir. Ornegin bir grup
Universite 6grencisinin basar durumlari ile bu



ogrencilerin Universite giris puanlari arasindaki
iliskinin  arastinlmasinda  basit  dogrusal
regresyon analizi kullanilir. Dogrusal regresyon
denklemi ise y = a+bx seklinde ifade edilir.
Denklemde yer alan a parametresi regresyon
dogrusunun y eksenini kestigi noktayi, b
parametresi ise dogrunun egimini
aciklamaktadir. b parametresinin isareti pozitif
ise artan, b parametresinin isareti negatif ise
azalan bir egim s6z konusudur. Baz alanlarda
tek bir degiskeni baska bir degiskenle agiklamak
mimkin degilse ve bunu birden fazla
degiskenle agiklamak gerekiyorsa o zaman coklu
dogrusal regresyon analizleri yapilabilir(Glrsoy,
2009).

Lojistik regresyon siniflandiricilar

Lojistik regresyon analizi, bagisiz degiskenlerde

¢oklu normallik ve gruplar arasi varyans
kovaryans matrislerinin esitligi varsayimlar
saglanamadigindan  diskriminant  analizine

alternatif olarak gelistirilmis bir analiz teknigidir.
Lojistik regresyon analizinin ¢oklu regresyon
analizine benzemesi, basit, kolay ve acik
istatistik testlere sahip olmasi, metrik ve metrik
olmayan degiskenleri birlikte analize dabhil
edebilme ve detayli sonug verme ozelliklerine
sahip oldugu icin iki gruplu diskriminant
analizinden daha gigli  sonuglar verdigi
sdylenebilir(Glrsoy, 2009).

Kiimeleme
Kimeleme  analizinde; veri tabanindaki
kayitlarin  hangi kiimelere ayrilacagi veya

kiimelemenin hangi degisken &zelliklerine gore
yapilacagi, konunun uzmani olan bir kisi
tarafindan belirtilecegi gibi veri tabanindaki
kayitlarin hangi kiimelere ayrilacagini gelistiren
vazihmlar da vyapabilmektedir. Kimeleme
tekniginde; siniflama tekniginde olan veri
siniflari yoktur. Siniflama tekniginde, verilerin
siniflari bilinmekte ve yeni bir veri geldiginde bu

verinin hangi siniftan olabilecegi tahmin
edilmektedir(Han ve Kamber, 2006).
Kimeleme y&ntemi, danismansiz siniflama

modeli olarak da bilinir(Pryke, 1998). Kiimeleme
heterojen veri kiimelerini veri karakteristikleri
homojen sayilabilecek gruplara bélme bir baska
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deyisle digerlerinden ¢ok farkli ancak Uyeleri

¢cok benzer olan gruplart  bulma isidir.
Kimeleme modelinde; veri tabanindaki
kayitlarin hangi kiimelere ayrilacagi veya

kiimelemenin hangi degisken 6zelliklerine gére
yapilacagi, konunun uzmani bir kisi tarafindan
belirlenebilir.

Kimeleme algoritmasi, veri tabanini alt
kiimelere ayirnir. Her bir kiimede yer alan
elemanlar  dahil  olduklann  grubu diger
gruplardan ayiran ortak Ozelliklere sahiptirler.
Kimeleme modellerinde amag¢ sekil 9 da
gorildigi gibi kiime Gyelerinin birbirlerine ¢ok
benzedigi ancak Ozellikleri birbirlerinden cok

farkli olan kimelerin bulunmasi ve veri
tabanindaki kayitlarin  bu farkli kimelere
bolinmesidir.
®®
2
20 @
® a@®
@
43
L 1 ] o
@)
e
/ 4
Sekil 9. Ornek kiimeleme sorgusu
Kiimeleme yodntemlerinin birgogu, gozlem

degerleri arasindaki uzakliklarin hesaplanmasi

esasina dayanmaktadir. iki nokta arasindaki

uzakligl hesaplayan cesitli bagintilar vardr.

Kimeleme analizlerinde en ¢ok kullanilanlar ise:

o Oklit uzakhdi; iki boyutlu uzayda Pisagordaki
hipoteniis bagintisini  kullanarak uzakhg
hesaplar ve kiimeleme analizlerinde en gok
tercih edilen uzakhk él¢listdiir.

p

”

d(i,j) = |Z(X::c— Xjc)

\| k=1
* Manhattan uzakligi; gozlemler arasindaki
mutlak uzakliklarin toplami ile elde edilir.

)
d(i,j) = Z(I-’f:k = x,r’kl)
k=1



*  Minkowski uzakligi; p adet degisken goz
ontine alinarak gézlem degerleri arasindaki

uzaklhigin hesaplanmasidir.
/]

a@) =] (Ira— ™)

k=1

1/m

Kimeleme yontemleri hiyerarsik ve hiyerarsik
olmayan olmak lzere ikiye ayrilir:

Hiyerarsik kiimeleme yontemlerinde; énce tiim
gozlemler arasindaki uzakliklar hesaplanir.
Birbirine yakin olan gézlemler birlestirilerek bir
kiime elde edilir. islemlere yeniden baslanarak
kiimeleme islemi devam edilir. Eger iki kiimenin
birbirine olan uzakhgl séz konusu ise, birbirine
en vyakin uzakhklar yani en kiciik uzaklik
degerleri iki kiime arasindaki uzaklik olarak
belirlenir. Bu islem en yakin komsu algoritmasi
ile saglanir. En uzak komsu algoritmasinda ise
iki kiimenin arasindaki uzaklik olarak en biyik
uzaklik segilir.

Hiyerarsik olmayan kiimeleme ydnteminde ise
k-ortalamalar algoritmasi uygulanabilir. Bu
yontem, kiime igindeki ortalama hatayl en aza
indirme amacini tasir(Ozkan, 2008).

Birliktelik kurallar:

Birliktelik kurallari ile bir iliskide yer alan
niteliklerin degerleri arasindaki bagimliliklar,
anahtarda vyer almayan diger niteliklerin
gruplandiriimasi ile bulunur. Bu kurallar ilk
olarak Agrawal tarafindan 1994'te
gelistirilmistir(Altinisik, 2006).

Cok sayida verinin depolandigi bir veri tabani
icinde cesitli nitelikler arasinda hemen fark
edilmeyen bir takim iliskiler mevcut olabilir. Bu
tip iliskilerin ortaya c¢ikartilmasi stratejik
kararlarin alinmasina yardimci olabilir. Ancak,
bu iliskilerin ¢ok sayida verinin icinden elde
edilmesi basit bir silre¢ degildir. Bu slreg
birliktelik kuralh madenciligi (association rule
mining) olarak adlandirnimaktadir.  Veriler
arasindaki iliskiler eger — sonra ifadeleri ile
asagidaki gibi gosterilmektedir(Ghosh ve Nath,
2004).

Eger <bazi sartlar saglanirsa> sonra <bazi
niteliklerin degerlerini tahmin et>

Birliktelik kurallarinin analizi slreci market
sepeti analizi olarak da adlandirihr. Market
sepeti analizinde mdsteri ile ilgili veri
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hareketlerinden gelecekte misterinin nasil bir
tercih vyapacagina dair sonuglar tahmin
edilmektedir(Altinisik, 2006).

Market sepet c¢oziimlerinde satilan (rlnler
arasindaki iliskileri ortaya koymak icin “destek”
ve “glven” gibi iki olgltten yararlanilir. Bu
Olcttlerin hesaplanmasinda “destek sayisi” adi
verilen bir deger kullanilir. “kural destek ol¢titi”
bir iliskinin tim alisverisler icinde hangi oranda
tekrarlandigini belirler. Kural given &lgiita, A
arin grubunu alan msterilerin B Griin grubunu
da alma olasihgini ortaya koyar. A Griin grubunu
alanlarin B {riin grubunu da alma durumu, yani
birliktelik kurali (4 = B) biciminde gbsterilir.
Bu durumda kural destek &lgiiti su sekilde ifade
edilebilir(Ozkan, 2008):

) n(A4,B
destek(A - B) = —Sa}li. :
ll

Burada sayi(A,B) destek sayisi A ve B (rilin
gruplarini birlikte iceren aligveris sayisini, N ise
tim alisveriglerin sayisini géstermektedir. A ve
B Urln gruplarinin birlikte satin alinmasi
olasihigini ifade eden kural giiven &lgiti ise su
sekilde hesaplanir(Kumar vd., 2006):

iven(A - B) = M
givent ~ san(4)
Birliktelik kurallari belirlenirken destek ve giiven
Olgitlerinin yani sira, bu degerleri karsilastirmak
Uzere esik degere gereksinim  vardir.
Hesaplanan destek veya giiven olgiitlerinin
destek(esik) ve giiven(esik) degerlerinden blyik
olmasi beklenir. Hesaplanan destek veya gliven
Olgitleri ne kadar biyik ise birliktelik
kurallarinin da o derece gii¢li olduguna karar
verilir(Ozkan, 2008).
“Cocuk mamasi alanlarin %401 makarna da
satin alir” érneginde bir baginti bulunmaktadir.
Cocuk mamasi alanlarin ¢ocuk bezi, makarna
alanlarin ketgap alacagini tahmin etmek kolay
olmaktadir. Ancak érnek incelendiginde, sonucu
¢ikarmak icin bitiin olasiliklari gbz éniine alarak
kolayca aklimiza gelmeyen irin birliktelikleri
ortaya ¢ikartilmaktadir(Altinisik, 2006).
Zaman icinde sirali érintiler 6rnegi ise “ilk Gg
taksitinden iki veya daha fazlasini ge¢ 6demis
olan misteriler %60 olasilikla kanuni takibe
gidiyor” seklinde olabilir. Davranis skoru
(behavioral score), basvuru skorundan farkh



olarak kredi almis ve taksitleri 6deyen bir kisinin
sonraki taksitlerini 6deme/geciktirme
davranisini notlamayi amaclar{Alpaydin, 2000).
En yaygin birliktelik kurali algoritmalari arasinda
Aprioari ve GRI (The Generalized Rule
Induction) sayilabilir(Yilmaz, 2008).

Veri Madenciligi Uygulama Alanlari

Veri madenciligi bircok konuyu kapsayan
disiplinler arasi bir yaklagimdir. Bu nedenle yeni
bir disiplin olmasina ragmen uygulama alani
oldukga genistir. Bunlar:

Web uygulamalarinda

e Kullanici tarafli bilgiler (tarayici, dil, vb)
1siginda alt yapl diizenlemelerine
gidilebilir(Christensen vd., 2000).

e Kullanicilarin profilleri gikarilabilir ve zaman
icindeki degisimleri takip edilebilir, sitedeki
begenilen ya da begenilmeyen koseler tespit
edilebilir(Bing, 2007).

e Kullanici profillerine gbre site perspektifi
diizenlenebilir.

® Site haritasi,
yapilabilir.

® Kullanicilarin gezinti sekli/hizi sitenin igerik,
yapilandirma ve alt-yapi acisindan
performansi hakkinda fikir verir(Bing, 2007).

¢ Kullanici profillerine uygun triinlerin reklam
kampanyalari en g¢ok ziyaret ettikleri
sayfalara koyulabilir(Gliveng, 2001).

* En sik beraber ziyaret edilen c¢ift sayfalar
belirlenebilir(Glvencg, 2001).

e Farklh web sablonlarn, temalari arasinda
kullanici istekleri degerlendirilebilir.

® Form verilerinin toplanmasindaki zorluklari
en aza indirme yéntemleri gelistirilebilir.

o Koti niyetli kullanict istekleri belirlenip
bunlara karsi alinmasi gereken onlemler
belirlenebilir(Christensen vd., 2000).

linkler, vs. dlzenlemeleri

isletme alaninda

Cesitli isletme alanlarindaki

uygulamalar(Hudairy, 2004):

® Bir isletme kendi misterisivken rakibine
giden miusterilerle ilgili analizler yaparak
rakiplerini  tercih eden  misterilerinin
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ozelliklerini elde edebilir ve bundan yola
¢ikarak gelecek dénemlerde kaybetme
olasihgl olan misterilerin kimler olabilecegi
yolunda tahminlerde bulunarak onlan
kaybetmemek, kaybettiklerini geri kazanmak
icin strateji gelistirebilir.

* (riin veya hizmette hangi ozelliklerin ne
derecede misteri memnuniyetini etkiledigi,
hangi 6zelliklerinden dolayr miisterinin
bunlari tercih ettigi ortaya ¢ikarilabilir.

e Miusterilerin  kredi riskleri hesaplanarak
hangi misterilerin kredi riskinin yiksek
oldugu, hangi misterilerin geri ddemesini
zamaninda yapamayabilecegi kestirilebilir.

e Kredi karti édemelerini aksatan, gecikmeli
olarak yapan veya hic yapmayanlarin
ozelliklerinden yola cikilarak bundan sonra
ayni duruma disebilecek muhtemel kisiler
saptanabilir.

* (Uriin talebi bazinda misteri gériinimlerini
belirleyerek, miusteri segmentasyonuna
gitmek ve ¢apraz satis olanaklari yaratmakta
kullanilabilir.

® Piyasada olusabilecek degisikliklere mevcut
musteri portfdylniin verecegi tepkinin firma
Uzerinde vyaratabilecegi etkinin tespitinde
kullanilabilir.

® En karli mevcut mdsteriler saptanarak,
potansiyel musteriler arasindan en karli
olabilecekler belirlenebilir. Karli musteriler
tespit edilerek onlara 6&zel kampanyalar
uygulanabilir. En masrafli misteriler daha
masrafsiz misteri haline doéndstirilebilir.
Ornegin en cok bankacilik islemi yapanlar
ortaya cikarihip bunlar sube bankacilig
yerine daha masrafsiz internet bankaciligina
yonlendirilebilir,

e Bir Urin veya hizmetle ilgili bir kampanya
programi olusturmak icin hedef kitlenin
seciminden baslayarak bunun hedef kitleye
hangi kanallardan sunulacagi kararina kadar
olan stiregte veri madenciligi kullanilabilir.

®  Kurum teknik kaynaklarinin en uygun sekilde
kullanilmasini saglamakta kullanilabilir.

® Gegcmis ve mevcut yapl analiz edilerek
gelecege yonelik tahminlerde bulunabilir.
Ozellikle ciro, karliik, pazar payr gibi
analizlerde de veri madenciligi kullanilabilir.

Perakendecilik alaninda



e Satis noktasi veri analizlerinde

® Alis-veris sepeti analizlerinde

e Tedarik ve magaza
optimizasyonunda

yerlesim

Borsa alaninda

® Hisse senedi fiyat tahmininde
® Genel piyasa analizlerinde
® Alim-satim stratejilerinin optimizasyonunda

Telekomiinikasyon alaninda

® Kalite ve iyilestirme analizlerinde

® Hisse tespitlerinde

¢ Hatlarin yogunluk tahminlerinde

* iletisim desenlerinin belirlenmesinde
e Kaynaklarin verimli kullaniimasinda

® Servis kalitesinin arttinlmasinda

Saglik alaninda

® Test sonuglarinin tahmininde

* (riin gelistirmelerinde

e Tibbi teshislerde

® Tedavi slirecinin belirlenmesinde

e Semptomlara gére hastalik tespitinde

* Magnetik Rezonans (MR) verileri ile sinir
sistemi bdlge iliskilerinin belirlenmesinde

Endiistri alaninda

e Kalite kontrol analizlerinde

® |Lojistikte

» Uretim siireclerinin optimizasyonunda

Egitim alaninda

kullanicilarinin erisim
kesfi(Sogukpinar ve Takel,

® Kitiiphane
oruntilerinin
2002).

» QOgrenci Secme Sinavina giren 6grencilerin
profillerinin ~ ve  tercihlerinin  &grenci
basarilarina etkisi(Delioglu vd., 2007).

Asagidaki sekil 10 da ise 2003 yilinda yapilan bir

arastirma sonucuna gore veri madenciliginin
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sektorler bazinda iliskin sonuglar
goriulmektedir(web sayfasi, 11.07.2011):

131 Kisiden Toplam 279 oy
Bankacilik (37) 13%

Bioteknoloji / Genetik (27) 10%

[Pazarlama / Organizasyon (29) 10%

Web (15) 5%

[Eglence / Haber (4) 1%

Sahtekarhk Tespiti (24)

Sigortacilik (23) 3%

[Yatirim / Hisse Senedi (8) 3%

lfmalat (5) 2%

Medikal (16) 6%

[Perakende (17) 6%

Bilimsel Calismalar (24) %

Giivenlik (6) 2%

[Tedarik Zinciri Analizi (3) 1%

[Telekomiinikasyon (21)

Seyahat (5) 2%

Diger (12) 4%

Bilinmeyen (3) | JEA

Sekil 10. Veri madenciligi uygulama alanlari
1. UYGULAMA

Bilgisayardan egitim alaninda yararlanma
konusunda rol oynayan etkenler ve bilgisayar
Ogretim amagh kullanmanin sagladigi yararlar
hakkinda cesitli calismalar yapilmistir(Bindak ve
Celik, 2005; Ertekin vd., 2010). Ancak meslek
ylksek okulu gibi 6n lisans seviyesinde egitim
O6gretim gobren Ogrencilerin  bilgisayar hatta
bilgisayar laboratuar ortamlarinin basarilarina
etkisinin incelenmesine de ihtiyac
duyulmaktadir. ~ Universitelerin ~ &n  lisans
seviyesinde egitim goéren bir¢ok &grencinin
mezun olduklarinda is piyasasinda ara eleman
olacaklar dustnildiginde, bu kisilerin temel

bilgisayar ve  Microsoft  Office  paket
programlarini  kullanma  becerileri  6nem
kazanmaktadir. Bu g¢alismanin  amaci da

ogrencilerin bilgisayar ve bilgisayar laboratuar
ortamlarinda karsilastiklart  durumlarin ilgili
derse hangi diizeyde basan olarak geri
yansiyacagl ve gelecekte karsilasilacak sorunlar
sonucunda 6grencilerin ders basarilari tahmin
edilebilecektir. Bu amacla da elde edilen anlamh
bilgiler ¢ercevesinde bilgisayarlar ve bilgisayar
laboratuar ortamlarinin gelistirilmesi
saglanabilir.

Ogrenciler anketi yanitladiklarinda bilgisayar
laboratuar ortamlarinda karsilastiklari durumlari



ve o derse ait gecme durumlarini ortaya
koymuslardir. Ancak arastirma 2008-2010
egitim-6gretim yillan arasinda Sivas Cumhuriyet
Universitesi  Divrigi Nuri Demirag Meslek
Yiksekokulunda bilgisayar laboratuarlarinda
Temel Bilgisayar Bilimleri adl dersi gdrmis
“egitim (102) ve test (25) amagh” toplam 127
kisilik bir 6grenci grubundan olusmaktadir.
Arastirmada, 6grencilere doldurmalar amaciyla
(Bindak ve Celik, 2005) tarafindan gecgerlik ve
glvenirligi yapilmis bilgisayar tutum oOlgegi ile
birlikte 10 soruluk ve dersten gecme/kalma
durumlari ile ilgili bir anket uygulanmustir.
Olcekteki maddeler veri madenciligi uygulama
adimlarindan olan “veri donlstirme” adimi ile
0 ile 4 arasinda sayisal formda kodlanmiglardir.
“hig¢ katilmiyorum” icin 0, “katilmiyorum” igin 1,
“kararsizim” icin 2, “katiiyorum” icin 3 ve
“tamamen katilyorum” igin de 4 kodlar
tanimlanmistir. Dersten gegen &grenciler igin
“G”, kalan 6grenciler icin de “K” biciminde alfa
nimerik olarak kodlanmistir. Ayrica karar
agacinda daha dizgiin goriintilenebilmesi icin
de asagidaki sorular kodlanmustir:

Cizelge 3. Anket lzerindeki soru ve kodlamalari
Soru No ve Soru Soru
Kodu

1. Uygulama yapilan konulari igeren
kaynak bir kitabin olmasi basarimi daha da S1
artinir.

2. Bilgisayar Gzerinde uygulama
yapildiginda, anlatilan konulari daha iyi S2
anhyorum.

3. Bilgisayardaki yazihm eksiklikleri (eksik
ya da hatal kurulmus program pargalari, S3
vs) yuztnden uygulama yapamiyorum.

4. Bilgisayardaki donamim eksiklikleri
(mause un olmamasi, klavye, monitér ya

sS4
da kasanin ¢calismamasi, vs) ylziinden
uygulama yapamiyorum.
5. Bilgisayar laboratuarinin fiziksel altyapi
(bilgisayar sayisinin azligi, elektriksel glic S5

sorunlari, masa-sandalye yetersizligi gibi)
nedenlerinden dolayi derse karsi motive
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olamiyorum.

6. Anlatilan ders igerigi bilgisinin
uygulamaya yonelik olmadigini S6
distntyorum.

7. Haftada 80 dakikalik ders saati
uygulama yapmama yeterli olmuyor.

S7

8. Ders iginde uygulama yapilirken
dgrencilerin bireysel hiz farkliliklar dersten S8
kopmama neden oluyor.

9. Degerlendirme bigiminin yazili olarak
degil de, bilgisayar (izerinde uygulama s9
olarak yapilmasi basarimi daha da artinir.

10. Okul laboratuari haricinde uygulama
yapma sansim olmadig icin konulari daha 510
¢abuk unutuyorum.

Ogrencilerin ankete verdikleri cevaplar sekil 11
de SPSS paket programinda glvenirlik
yoniinden analiz edildiginde Cronbach’s Alfa
katsayisi 0,654 (0,6<Alfa katsayisi<0,8)
¢tktigindan anket oldukga glivenilir olarak kabul
edilebilir.

ReliabilityStatistics
Cronbach’s
Alpha Based on
Cronbachs | Standardizedite
Alpha ms

654 624 10

N of ltems

Sekil 11. Verilerin SPSS programinda cronbach’s
alfa givenirlik analiz sonucu

WEKA paket programinda egitim amagh olmak
Uzere 102 6grencinin anket bilgileri girilerek en
dogru ve givenilir bir karar agaci olusturmak
icin J48 algoritmasi uygulanmistir(Akbulut vd.,
2008).

Elde edilen analiz  sonucunda agac
goriiniminde hem grafiksel hem de metinsel
olarak bilgiler elde edilmistir. Elde edilen
bilgilere gore toplam 21 adet yaprak ve 41 adet
de agac dallari olusmustur.

Cizelge 4'de ise test verileri ve sonuglan
gosterilmistir.

Cizelge 4. Test verileri ve Sonuglari

‘Slra_no |51‘sz|s3|s4‘55‘56‘57‘58|59|510|Sonuc‘
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58 <= 2

I 89 <= 3: K (5.0/1.0)

| 39 > 3

| ] 87 <= 2: G (6.0)

| I 87 > 2

| ] | s10 <= 3: K (3.0)
| | | 310 > 3: G (2.0)
28 > 2: K (4.0)

1 3 (4|1 ]1 oo o |2 |2 |2 K
Classifier output
2 111 (3 (1 |0 (0 (0 (2 |1 |1 K === Run information ===
3 3 1312 (2 |2 ]2 |2 |3 |3 |3 K Scheme: weka.classifiers.trees.J48 -C 0.25 -M 2
4 Relation: egtuverileri_soncnominal
3 3 2 1 2 4 1 3 3 2 K Instances: 102
5 |3 (32|13 ]a|2]3]3 ]2 K doa s ol
6 2 13|20 |ojo |13 |4 |4 K e
=3
7 204 |2 1(3 |21 |13 ]2]3 K :‘5‘
8 la a2 1|23 2|3 |14 K "
=
9 4 (2 |22 |1 ]2 |1 ]2]1]0 K =8
s9
10 |p |4 |11 |0 |0 |0 (3 |4 |0 G 210
sonuc
1 4 (3 |01 |0 |0 (3 (1 |3 |3 K Test mode: 10-fold cross-validation
12 2 (4|3 (1|0 0|0 |0 |4 |2 G === Classifier model (full training set) ===
13 |4 |4 |o |o |0 [0 |0 [0 |4 |0 K o e scas
| s2 <= 3
14 4 4 0 0 0 U 0 0 0 0 g I I 3 <= 0: K (7.0/2.0)
| I 53 > 0
15 2 |31 ]1]0 |0 210 |3 |1 G | | 1 28 <= 2: G (14.0/2.0)
| | I 8 > 2
16 |4 |3 |1 |0 |0 |0 |1 |1 |2 |3 K A T T
17 13 |2 |o |2 |0 |o |o |o |0 |0 K Y g | R
18 |4 (3 (2 |1 |0 |o |4 |4 |4 |1 G : | P ian
| I | 1 86 <= 1
19 13 (2 ]2 |1 |1 |2 |3 |3 |0 |3 K S T B ™ S
| I I I I I a5 <= 0: K (4.0/1.0)
20 4 13 |1 (3 ]1 1122 3|2 K | 1 1 1 1 | 85 > 0: G (3.0)
21 1 | 1 1 1 23 >0
104 (1|12 1]0o |21 3|2 K E L i 1k TR
22 | | | ] I I ] sl <= 2
4 4 1 1 2 0 2 3 4 2 K | I I | | I I I 85 <= 1l: G (6.0/2.0)
23 1 | | | | | 1 1 85 > 1: K (2.0)
4 |a |o |2 |o |0 |0 |0 |4 |0 K ST . . B -
24 13 |4 |4 |1 |1 |1 |2 |3 |4 |0 G S T T T R R T - S-S P
25 (3 |3 |1 |1 |2 |2 ]21]3 |2 |3 K
| I ] | ] I I 28 > 1: K (2.0)
| I ] I I I 210 > 2: K (3.0)
| 1 I | sl > 3: G (3.0)
| | a6 > 1l: G (6.0/1.0)
] a7 > 3: G (3.0)
3 > 1
I
|
I
I
I
]
|
|

3> 2
=2 <= 2: K (3.0/1.0)

|
I
|
|
I
|
I
I
I
I
|
|
I
|
=
|
| s2 > 2: G (19.0/2.0)

Number of Leaves : 21

Size of the tree : 41

Sekil 12. Verilerin WEKA programinda J48 karar
agacI metinsel analiz sonucu



<=3

Sekil 13. Verilerin WEKA programinda J48 karar agaci grafiksel analiz sonucu
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2. SONUC VE ONERILER

On lisans diizeyinde bilgisayar laboratuarlarinda
egitim gbren 6grencilerin ders basari durumlari
“G/K” analizi sonucu dnemli bilgiler elde edilmis
ve su sekilde dzetlenebilir:

Egitim  verilerinden elde edilen 148
siniflandirma  algoritmasina gore; egitim
verisi olan 102 égrenci haricinde, 25 kisilik
test verisi 6grenci grubunda 20 6grencinin
(Cizelge 4 de sinif niteligi olan sonug
alaninda italik bigcimdeki kayitlarin) dersten
gecme durumu dogru tahmin edilmistir.
Egitim veri setindeki 102 kisilik &grenci
grubundan azinligi (25 6grenci) anketteki
Gglinci  soruya  “Bilgisayardaki  yazilim
eksiklikleri (eksik yada hatali kurulmus
program pargalari,vs) yuzinden uygulama
yapamiyorum & katiliyorum/tamamen
katiliyorum demistir. Bu da bilgisayar
laboratuarindaki bilgisayar yazilim
eksikliklerinin ¢ok fazla olmadigini gdsterir.
Egitim veri setinde, anketteki sekizinci
soruya “Ders iginde uygulama vyapilirken
ogrencilerin bireysel hiz farkliliklar dersten
kopmama neden oluyor”
kararsizim/katiliyorum/tamamen katiliyorum
seklinde 2 wveya (zeri isaretleyenlerin
cogunlugu desten kalmistir. Bu da bilgisayar
laboratuarlarinda  uygulamali  derslerde
bireysel hiz farklilklarinin ~ 6grencilerin
dersten gecmelerinde 6nemli oldugunu
ortaya cikarir.

ikinci soruya “Bilgisayar lizerinde uygulama
yapildiginda, anlatilan konulari daha iyi
anliyorum” verilen cevaplarin ¢ogunlugu
96(%94), 3 “katiiyorum” ve Uzeri
oldugundan 6grenciler derste uygulamalara
daha agirhk verilmesinin  basarilarinda
onemli olduklarini disiinmektedirler. Bu 96
Ogrenciden 61 Ogrenci (%63)'l ise dersten
gecmistir.

Altinci  soruda “Anlatilan ders igerigi
bilgisinin uygulamaya yonelik olmadigini
dislinlyorum” 0 yani “hi¢ katilmiyorum”
secenegini isaretleyen 49 Ogrencinin 47
tanesi (%96) ikinci soruya 3 ve Uzeri cevap
vererek ders mifredatinin uygulamaya
yonelik oldugunu ve ders icinde daha ¢ok
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uygulama yapilmasinin basarilarini
arttirtacagini belirtmislerdir.

Egitim verisinde ankete katilan 6grencilerin
hemen hemen vyarisi (%47) yedinci soru
“Haftada 80 dakikalik ders saati uygulama
yapmama yeterli olmuyor” icin 0 veya 1 “hig
katilmiyorum/katilmiyorum”  isaretleyerek
ders siresinin uygulama vyapilmasi igin
yeterli oldugu gérisiindeler.

Dokuzuncu soruda “Degerlendirme bigiminin
yazili olarak degil de, bilgisayar (izerinde
uygulama olarak yapilmasi basarimi daha da
artinr” 2 ve lizeri segenegi isaretleyen
%70’lik bir 6grenci grubu icinden %63’liik
kesimi dersten basarili olarak mevcut klasik
sinavin yerini uygulama sinavinin almasi
istemektedirler.

Ankette yer alan mevcut bilgisayar ve
bilgisayar laboratuarinin teknik-yazihlm ve
donanim anlaminda vyetersizliginin sz
konusu olmadig eldeki verilerden ortaya
cikmistir.  Uglincli  “Bilgisayardaki yazilim
eksiklikleri  (eksik yada hatali kurulmusg
program pargalar,vs) yizinden uygulama
yapamiyorum”, dordiincii “Bilgisayardaki
donanim eksiklikleri (mause un olmamasi,
klavye ,monitor yada kasanin
¢alismamasi,vs) ylziinden uygulama
yapamiyorum” ve besinci sorulari “Bilgisayar
laboratuarinin  fiziksel altyapt (bilgisayar
sayisinin  azhgi, elektriksel gii¢ sorunlari,
masa-sandalye yetersizligi gibi)
nedenlerinden dolayl derse karsi motive
olamiyorum” 3 “katiliyorum” ve (zeri
isaretleyenlerin oranlan ortalamasi %23
civaridir,

Ankete katilan  &grencilerin  verilerine
dayanarak; bilgisayar laboratuarlarinda
derslerin daha ¢ok uygulamaya dayal

olmasinin 6grenci basarilarini arttiracagi ve
bunun igin de 80 dakikallk normal ders
suresinin yetecegi kanisi ortaya ¢ikmaktadir.
Test veri setinde ortaya ¢ikan %20’lik hata
payinin giderilmesi icin de veri setinde
bulunan 102 06grenci grubunun daha da
artinlmasi ve karar agacinin daha da
blyitidlmesi gerekmektedir.
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