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Anahtar Kelimeler Oz

Makine Ogrenmesi, Ekim 2018 yilinda Google tarafindan gelistirilen BERT derin 6grenme teknigi,
Dogal Dil Isleme, makine 0Ogrenimi ve dogal dil isleme diinyasinda ¢ok popiiler oldu.
Derin Ogrenme, Transformatorlerin Cift Yonli Kodlayici Gosterimleri anlamina gelen BERT, yapay
Cok Sinifli Siniflandirma, zeka ve makine 6grenimi teknolojilerini bir arada kullanan bir dogal dil isleme
BERT. teknigi olarak agiklanabilir. Giinlimiizde, gozetimli 6grenme metodolojisinin bir

pargast  olan  smiflandirma  problemleriyle  ¢ok¢a  Kkarsilasiimaktadir.
Siniflandirmanin temeli egitilen bir makinenin yeni gelen bir veri hakkinda
tahminleme yapabilmesine ve siniflandirabilmesine dayanir. Buradaki amag bir veri
kiimesi iizerinde taniml olan smiflar arasinda veriyi dagitabilmektir. Tiirk¢e'nin
morfolojisinin zengin ama karmasik olmasi, sondan eklemeli bir dil olmasi ve dil
bilgisinden kaynaklanan zorluklar ¢oklu siniflandirma problemlerinin ¢éziimiinde
baslica sorun teskil etmekte iken BERT derin 6grenme teknigi ile bu sorun daha
kolay ¢ozilebilir hale gelmistir. Bu calismada, son 10 yil icinde Tirkge dili ile
yazilmis akademik arastirma ve bilimsel ¢alismalar veri seti olarak kullanildi. Coklu
siniflandirma problemlerinde kullanmak tizere, veri setine BERT derin 6grenme
teknigi uygulanarak 6nceden egitilmis Tiirkce bir BERT modeli iizerinde ince ayar
(fine-tuning) yapildi. Deneylerin sonucunda, egitilmis olan sistemin dogrulugu %96
basarim oranina sahip olmustur.

MULTICLASS CLASSIFICATION OF SCIENTIFIC TEXTS WRITTEN IN TURKISH
BY APPLYING DEEP LEARNING TECHNIQUE

Keywords Abstract

Machine Learning, The BERT deep learning technique, which is developed by Google in October 2018,
Natural Language Processing, has become very popular in the world of machine learning and natural language
Deep Learning, processing. BERT, which stands for Bidirectional Encoder Representations of
Multiclass Classification, Transformers, can be explained as a natural language processing technique that
BERT. uses artificial intelligence and machine learning technologies together. Nowadays,

classification problems that are part of the supervised learning methodology are
frequently encountered. Classification is based on the ability of a trained machine to
predict and classify new data. The purpose is to distribute data between classes
defined on a dataset. In Turkish many of the difficulties arise from being an
agglutinative language and having a rich but complex morphology. These difficulties
cause hard to solving multiclass classification problems. However, it has become
more easily solvable with using BERT deep learning technique. We used academic
research and scientific studies written in Turkish in the last 10 years as our dataset.
We fine-tuned our dataset on a pre-trained Turkish BERT model by applying BERT
deep learning technique to use in multiclass classification problems. As a result of
experiments, it is seen that the accuracy of the system we have trained has achieved
96% accuracy.
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1. Giris (Introduction)

Yapay zekanin en dikkat c¢ekici teknolojilerden biri olmasinin sebebi bir insana gerek kalmadan veya minimum
insan miidahalesiyle islem yapabilme yetenegine sahip olmasidir. Yapay zeka konusuna genelden 6zele dogru
bakildig1 zaman ortaya Makine Ogrenmesi ve Derin Ogrenme kavramlari ¢ikacaktir. Yapay zeka, gorevleri yerine
getirmek icin insan zekasini taklit eden ve topladiklar: bilgilere gore kendini yinelemeli olarak iyilestirebilen
sistemleri veya makineleri ifade eder. Makine 6grenimi, yapay zekanin bir alt bilim dalidir. Bilgisayarlarin algilayici
verisi ya da veri tabanlar gibi veri tiirlerine dayali 68renimini olanakl kilan algoritmalarin tasarim ve gelistirme
stireclerini konu edinen bir bilim dalidir. Derin 6grenme, bir makine 6grenme yontemidir ve verilen bir veri
kiimesi ile ¢iktilar1 tahmin edecek yapay zekay1 egitmemize olanak saglar.

Derin 6grenme yontemlerinin daha ayrintili olarak verilebilecek uygulama alanlar1 arasinda asagidakiler yer
almaktadir (Deng ve Yu, 2014):

Dil modelleme ve dogal dil isleme (Language modeling and natural language processing)
Konusma ve ses isleme (Speech and audio processing)

Bilgi erisimi (Information retrieval)

Nesne tanima ve bilgisayarh gorii (Object recognition and computer vision)

Cok modelli ve ¢cok gorevli 6grenme (Multimodal and multitask learning)

Yukarida paylasilan bilgiler 1s1g1nda ilk sirada yerini alan dogal dil isleme konusu, metin madenciligi olarak da
anilmakta ve yapay zeka alani icerisinde degerlendirilmektedir. Dogal dil isleme, bircok konuyu biinyesinde
barindirmaktadir. Uygulama alani gittikgce artmaya devam eden dogal dil isleme konusuna baslica 6rnek olarak
asagidakiler verilebilir:

Metin ayristirma
Metin siniflandirma
e Bilgi cikarimi

e Duygu analizi

Yukarida verilen 6rneklerden ikinci siradaki yerini alan “Metin Siniflandirma” konusu Tirkge dili icin belli bash
sorunlari da beraberinde ortaya ¢ikarmaktadir. Tiirkge'nin morfolojisinin zengin ama karmasik olmasi, sondan
eklemeli bir dil olmasi ve dil bilgisinden kaynaklanan zorluklar metin siniflandirma yéntemlerinden biri olan ¢coklu
siniflandirma problemlerinin ¢6ziimiinde baslica sorun teskil etmekte iken BERT (Bidirectional Encoder
Representations from Transformers) derin 6grenme teknigi ile bu sorun daha kolay ¢6ziilebilir hale gelmistir.

Bu calismada; dogal dil isleme problemlerinin ¢éziimii icin en giincel derin 6grenme tekniklerinden biri olan BERT
teknolojisi, son 10 yila ait toplanan Tiirkge dili ile yazilmis tez ve patentlerden olusan bir veri seti ile kullanilarak
incelenmis olup, Tiirkce bir kaynak olarak arastirmacilarin dikkatine sunulmustur. Bu ¢alismanin goze ¢arpan
asamalar1 asagida 6zetlenmistir.

2011- 2021 yillar1 arasinda olusturulmus 1560 adet tez ve patent veri seti olarak kullanilmistir.
Veri seti bir 6n isleme asamasindan gecirilmis ve etiketleme yapilmistir.

Egitim ve dogrulama kiimeleri belirlenmistir.

Tokenizer ve model belirlenmis, en uygun optimizasyon algoritmasi kullanilmistir.

Egitim gerceklestirilmis ve BERT teknolojisi ile Tiirkee dilinde ¢ok sinifli siniflandirma yapilmistir.

Calismanin kalan béliimleri su sekilde ilerlemektedir: 2. béliimde materyal ve kullanilan metotlar incelenmis, 3.
boéliimde deneysel sonuglar paylasilmis, 4. Bolimde konu hakkinda tartisma yapilmis, 5. boliimde ise makale
6zetlenmis ve sonuglar verilmistir.

Not: Bu makaledeki ¢alisma, Python 3.7.10 versiyonu (What’s New In Python 3.7, 2018) ile calisma zamani GPU
olarak ayarlanmis Google Colab (Bisong, 2019) ortami kullanilarak test edilmistir. Kullanilan fiziksel aygit Tesla
T4 (Jia vd., 2019) modelidir.
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BERT derin 6grenme tekniginin oldukca yeni bir teknoloji olmasindan dolayi, Tiirkee dili tizerindeki bilimsel
calismalar oldukg¢a kisithdir. Literatiirde BERT derin 6grenme teknigi ile Tiirkce dili icin gerceklestirilen farkh
calismalar incelenmis ve bu ¢alismalara dair ayrintilar kronolojik olarak asagida paylasilmistir.

Temmuz 2019 tarihinde gerceklestirilen bu calismada transfer 6grenme (transfer learning) teknigi kullanilarak
restoran ve iiriin degerlendirmeleri hakkinda pozitif ve negatif olarak duygu analizi lizerine bir g¢alisma
gerceklestirilmistir. Bu ¢alisma ayn1 zamanda ince ayar teknigi ve derin 6grenme mimarisi uygulanarak transfer
6grenmeyi Turk Dili i¢cin duygu analizi problemini ¢6zmek i¢in kullanan 6nemli bir girisim olarak kabul
edilmektedir. Calisma sonucunda transfer 6grenmesi ile gerceklestirilen egitim sonucunda elde edilen modelin F1
skoru restoran ve iiriin degerlendirmeleri i¢in sirasiyla 0.913 ve 0.842 olarak belirtilmistir. (Akin ve Yildiz, 2019)

Ekim 2020 tarihinde Tiirk¢e duygu analizi tizerine gerceklestirilen bu bilimsel ¢alismada, Tiirk¢e duygu analizi
icin BERT bazhi 3 farkli model gelistirilmistir. Gelistirilen 3 model de ikili siniflandirma probleminin ¢dziimiinde
kullanilmistir. Film ve otel yorumlarindan olusan, pozitif ve negatif olmak {lizere 2 etikete ve ayni egitim ve
dogrulama kiimesine sahip Tiirkce veri kiimeleri iizerinde yapilan deneylerde en yiiksek basarim orani 0.9332
olarak elde edilmistir. (Acikalin vd., 2020)

Ocak 2021 tarihinde gergeklestirilen bu c¢alismada Tiirkce metinlerdeki duygularin siniflandirilmasi
amaglanmistir. Bu ¢alismada, Tiirkge dili ile daha gii¢lii bir duygu siniflandirma modeli olusturmak i¢in 6nceden
egitilmis dil modeli yaklasimi kullanilmistir. lyi bilinen énceden egitilmis dil modellerine bu amag icin ince ayar
yapilmistir. Tiirkce duygu smiflandirmasi icin bu ince ayarli modellerin performanslari, deneysel calismalarda
geleneksel makine 6grenmesi ve derin 6grenme yontemlerinin performanslar: ile kapsamli bir sekilde
karsilastirilmistir. Bu ¢alisma sonucunda 6nerilen yaklasimin, Tiirk¢e duygu siniflandirmasi i¢in en gelismis
performansi sagladigi ortaya konulmustur. (Ugan vd., 2021)

Ocak 2021 tarihinde gergeklestirilen bu ¢alisma da bir 6nceki ¢alisma gibi ikili siniflandirma problemini temel
almaktadir. Gergeklestirilen ¢alismada, icerisinde deprem, sel, kaza, olumsuz hava olaylari gibi felaket durumlari
hakkinda paylasilan 7613 adet tweet ile siiflandirma ¢alismasi gerceklestirilmistir. Veri seti icerisinde yer alan
tweet'lerin bazilar1 gercek bir felaket durumunu ifade ederken bazilari bagimsiz kelimeler acisindan bir felaket
olarak nitelenebilecekken biitiin itibariyle felaket olmayan bir durumu ifade etmektedir. Felaketler konusunda ve
gercek disi olarak isaretlenmis bu veriler Google yapay zeka ekibi tarafindan gelistirilen, sinir ag1 temelli bir model
olan BERT ile siniflandirilmistir. %80 egitim, %20 dogrulama seti olarak ayrilan veri kiimesi tizerinde tur sayisi
10 olarak gerceklestirilen egitim islemi sonucunda 0.9888 elde edilmistir. Dogruluk degeri 0.8794, duyarlilik
degeri ise 0.8503 olarak elde edilmistir. (Sevli ve Kemaloglu, 2021)

Mayis 2021 tarihinde bir diger bilimsel ¢alismada ise deneysel bir vaka ¢alismasi gergeklestirilmistir. Morfolojik
olarak zengin bir dil olan Tiirk¢e icin BERT'in etkinligi gosterilmistir. Geleneksel olarak morfolojik yapisi zor olan
diller, verileri makine 68renimi algoritmalarina uygun olacak sekilde modellemek i¢in yogun bir dil 6n isleme
adimlarindan geger. Ozellikle, veri seyrekligi veya yiiksek boyutlu problemlerin iistesinden gelmek icin verimli bir
veri modeli elde etmeye ve sozciliklere ayirma, koklere ayirma gibi gorevlere ihtiya¢ vardir. Bu baglamda,
literatiirden duygu analizi, siber zorbalik tespiti, metin siniflandirma, duygu tanima ve spam tespiti olmak lizere
bes farkli Tiirkge NLP arastirma problemi secilmis, daha sonra BERT'in deneysel performansi temel makine
0grenimi algoritmalariyla karsilastirilmistir. Son olarak, agir 6n isleme gorevleri ortadan kaldirilirken, segilen NLP
problemlerinde temel makine 6grenimi algoritmalarina kiyasla gelismis sonuglar bulunmustur. (Ozgift vd., 2021)

Mayis 2021 tarihinde gerceklestirilen bir diger bilimsel ¢alisma ise Tiirk Facebook kullanicilari i¢in cinsiyet
tahminine yoénelik Kesifsel bir calismadir. ikili siniflandirma problemine ¢6ziim bulan bu calismada mevcut
calismalardan farkl olarak Facebook kullanicilarinin cinsiyet tespiti sadece metin igerikleri kullanilarak degil, ayni
zamanda profil bilgileri, ag yapisi, duvar etkilesimleri ve duvar igerikleri kullanilarak da gergeklestirilmistir. BERT
teknolojisi ile gelistirilen modelde, Tiirk sosyal medya kullanicilarinin duvar icerikleri kullanilarak elde edilen
cinsiyet tahmininin dogruluk degeri 0.926 olarak elde edilmistir. Duvar igerikleri ile egitilen BERT modelinin,
calisma kapsaminda gerceklestirilen diger tiim makine 6grenmesi smiflandiricilarindan ve derin 6grenme
algoritmalarindan daha iyi performans gosterdigi ortaya konulmustur. Ayrica BERT modelinin ¢ok daha biiytik bir
korpus tlizerinde egitildiginde ¢ok daha iyi sonuglar verebilecegi sonucuna varilmistir. (Coban vd., 2021)

Haziran 2021 tarihinde gergeklestirilen bir diger bilimsel calisma ile farkli konulardaki Tiirkce etiketli metinler
siniflandirilarak basarilar1 incelenmistir. Klasik makine 6grenmesi yontemleri, derin 6grenme mimarileri ve son
zamanlarda popiiler hale gelen transformer tabanlh siniflandirici modellerinin basarilar1 dért farkli veri kiimesi
lizerinde karsilastirilmistir. Bu calismada tiim veri kiimeleri iizerinde BERT tabanli siniflandirici modelinin hem
klasik hem de derin 6grenme tabanli siniflandiricilardan daha yiiksek siniflandirma basarisi verdigi gozlenmistir.
(Sahin ve Diri, 2021)
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Ortaya koydugumuz bu calisma ile metin siniflandirma yontemlerinden biri olan “Cok Sinifli Siniflandirma”
probleminin Tiirk¢e dili icin BERT derin 06grenme teknigi kullanilarak ¢o6ziilmesi hedeflenmis ve
gerceklestirilmistir. Bir¢ok egitimden geg¢mis farkli veri setleri ve dogrulama kiimesi ile kapsamli bir basarim
tablosu (Tablo 10) elde edilmistir. Elde edilen bu basarim tablosu ile gelecekteki “Cok Sinifli Simiflandirma”
problemlerinin Tiirkce dili icin BERT derin 6g8renme teknigi uygulanarak gergeklestirilecek calismalara 1sik
tutulmasi ve daha yiiksek basarim oranlarina ulasilmasi temenni edilmektedir.

2. Materyal ve Yontem (Material and Method)

Glnlimiizde lisans egitimini tamamlayan ¢ogu 6grenci, daha iyi bir gelecek icin ikinci bir yeterlilik almaya karar
verir ve lisans istii egitimine baglar. Yiiksek lisans, lisans 6gretimine dayali egitim-6gretim ve arastirmanin
sonuglarini ortaya koymay1 amaglayan bir yliksekdgretimdir. Yiiksek lisans egitimi, kisinin egitim aldig1 bransta
uzmanlasmasi ve bu durumu bilimsel bir tezle ispat etmesiyle tamamlanir. Her y1l sayisiz mezun veren yiiksek
lisans programlari ile sayisiz bilimsel tez akademimize kazandirilmaktadir.

Bir diger dnemli konu ise fikri ve sinai miilkiyet haklarindan biri olan patenttir. Bir bulusa sahip olan kisinin,
bulusa konu olan triini, belirlenen siire boyunca liretme, kullanma, satma ya da ithal etme hakkina sahip olmasi
durumuna patent hakki adi verilir. Bu hakkin somut gostergesi olan belge ise patent adini tasir. Giiniimiizde bilgiye
dayali faaliyetlerin artmasi ile birlikte patentin 6nemi daha da artmistir.

Tez ve patentlerin ortak noktalari, ortaya konulan eserin bir kategoriye ait olmasidir. Hem tez yazari1 hem de patent
yazarl, ¢calismalarinin icerdigi kategoriyi kendileri yazarak belirtmektedir. internet iizerinden erisime acik olan bu
iki alanda da kategorisi belirlenmemis bir¢cok eser mevcuttur. Giiniimiiz teknolojisinde yapay zeka teknolojisi ile
metinlerin kategorilerinin belirlenmesi saglanabilmektedir. Bu ¢alisma buradan yola ¢ikarak dzellikle Tiirkce
dilinde yazilan bilimsel metinlerin BERT derin 6grenme teknigi uygulanarak ¢oklu siniflandirilmasini konu
edinmigtir. ilk asama olarak bir veri seti olusturulmustur. Olusturulan veri seti iizerinde 6n isleme (Pre-
processing) gerceklestirilmistir. On islemeden gecirilen veri seti icin egitim ve dogrulama setleri belirlenmistir.
Sonrasinda BERT derin 6grenme teknigi uygulanarak bir performans metrigi olan F1 skoru elde edilmistir.
Calismaya ait asamalar ve sistemin genel goriinlimiini iceren diyagram Sekil 1 lizerinde goriilebilir. Devamindaki
boéliimlerde ise ¢alismanin ayrintilar: detayli bir sekilde sunulmustur.

{‘é} On isleme {é}

. Egitimin
isi i i —»  Etiketl = z
I_ Sozcuklere Ayirma Sayilarn Silinmesi — Etklsm. Kellmglenn etieme Gerceklestirilmesi
Silinmesi
T —— [
i L | ' ‘
y s \
FEtim e Tokenizer ve
Kiigiik Harfe ok ialaga : Dogrulama s
—_—  h— s lsglllgtlenmn Koklere Ayirma Kiimelerinin - .

Sekil 1. Sistem Genel Goriiniimii (System Overview)
2.1. Metin Siniflandirma (Text Classification)

Metin siniflandirma sorunu, B = {by, b,, ..., b, } kiimesindeki her bir belgenin (metin), 6nceden tanimlanmis S =
{s1, 52, ..., Sy} klimesindeki siniflara ait olup olmadiginin belirlenmesidir. Yani her (b;,s;) € B x S ifti i¢cin dogru
ya da yanlis bigciminde bir mantiksal deger tiretilmesi gerekmektedir. (Tantug, 2016) Metin siniflandirma,
verilerden kolayca i¢ gorii elde etmeye olanak sagladig icin yapay zeka diinyasinin giin gectikce daha da 6nemli
bir pargasi haline gelmistir. Veriler belirli bir sekilde diizenlenmedik¢e bu verilerden deger elde etmek zordur.
Metin etiketleme veya metin kategorizasyonu olarak da bilinen metin siniflandirmasi, veri olarak ele alinan metni
organize gruplar halinde kategorize etme islemidir. Bir Dogal Dil isleme alt konusu olan metin siniflandirma ile
metin analiz edilir ve ardindan icerigine gore dnceden tanimlanmis bir dizi etikete veya kategoriye atanabilir. Bu
atamanin sonucunda metin kategorilere ayrilmis olur ve diizensiz veri dliizenlenerek kullanilmak iizere bir deger
elde edilir.

Metin smiflandirmasi i¢in kullanilan baslica yontemler bir sonraki konu bashiginda ayrintili bir sekilde ele
alinmistir.
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2.1.1. Siniflandirma Yéntemleri (Classification Methods)

Genel olarak iki tiir siniflandirma problemi vardir: ikili problem ve ¢ok simifli problem. ikili problem, bir tahmin
sonucunun evet veya hayir karariyla belirlenmesi gereken bir durum iken, ¢oklu siniflandirma problemi, tahmin
edilen bir sonucun birden ¢ok sonuc olarak belirlendigi bir durumdur. (Kraipeerapun, 2009) Simiflandirma
problemlerinin ¢éziimii icin ikili Siniflandirma, Cok Sinifli Siniflandirma ve Cok Etiketli Siniflandirma yéntemleri
kullanilir. Ayrintilar asagidaki alt basliklarda listelenmektedir.

2.1.1.1. ikili Stmflandirma (Binary Classification)

ikili simiflandirma, adindan da anlasilacag iizere verileri olasi iki kategoriden birine siniflandirma problemlerinin
¢ozlimiinde kullanilir. Bu simiflandirma yonteminde, sorulacak sorularin sadece iki cevabi1 olmalidir. Bu tiir
siniflandirmalar i¢in {inlii filozof Aristoteles’in mantig1 gegerlidir. Bu mantigin temelinde, sorulara karsilik gelen
iki ana cevaba dahil olup olmama durumu vardir.

Bu smiflandirmaya 6rnek olarak: E-posta spam tespiti, belirli tibbi durum tespiti, duygu analizi (yalnizca pozitif ve
negatif kategori kabul edilmistir) diistiniilebilir.

2.1.1.2. Cok Sinifl1 Siniflandirma (Multi-class Classification)

Cok smifli simiflandirmada, ikili siiflandirmadan farkli olarak simif sayisi ikiden fazladir. Bu smiflandirma
problemlerinin ¢éziimiinde, verilecek cevap ikiden fazla deger icinden secilerek cevaplanacaksa buna ¢ok sinifli
siniflandirma (Multi-class classification) problemi denir. Buradaki énemli noktalardan biri, verilen cevap
maksimum bir sinifa dahil olabilir.

Ornegin; elimizde bir e-ticaret sitesinde satilan iiriine yapilmis olan yorumlar olsun. Bu yorumlarin da 3 kategorisi
olsun: Fiyat, kullanim ve kalite. Bu yorumlar belli bir sinif altinda toplanmak istendigi zaman ¢ok sinifl
siniflandirma ydntemi kullanilmalidir.

2.1.1.3 Cok Etiketli Siniflandirma (Multi-label Classification)

Coklu etiketli siniflandirma problemlerinin ¢oziimiinde de bir 6nceki yontemde anlatilan ¢ok sinifli siniflandirma
gibi verilecek cevap, ikiden fazla deger icinden secilerek verilecektir. Bu siniflandirma yonteminin ¢ok sinifli
siniflandirma yonteminden farki verilen cevabin birden fazla simifa dahil olabilmesidir. Coklu -etiketli
siniflandirmanin amaci, tek bir érnek icin bir dizi ilgili etiket atamasi yapabilmektir.

Ornegin; bir énceki yontemde bahsettigimiz, satin alinmis olan yorumlarin kategorileri su sekildedir: Fiyat,
kullanim ve kalite.

Bu yorumlarin i¢inde birden fazla sinifa dahil olan yorumlar olabilir. Sadece kullanimdan bahsedilebilecegi gibi,
fiyat ve kaliteden de aymi anda bahsedilen yorumlar igerebilir ve bu yorumlari belirli bir sinifa atamak
istenmeyebilir. Bu tarz problemlerde dogru ¢ikti, coklu etiketli siniflandirma yontemi kullanilarak elde edilmelidir.
Bu calisma boyunca yukarida ayrintilari paylasilan smiflandirma yontemlerinden Cok Sinifli Smiflandirma
kullanilmistir. Bu siniflandirma yénteminin kullanilmasinin sebebi, ileride ayrintilar: verilecek olan veri setinin
siniflandirilmasinin  ikiden fazla deger icinden secilerek maksimum bir sinifa dahil olmasindan
kaynaklanmaktadir. Kisaca, kullanilacak olan veri seti bes farkli siniftan olusacak ve maksimum bir sinifa dahil
olacaktir.

Veri seti iki farkh kategoriden daha fazla kategoriye sahip oldugu icin ikili Siniflandirma yéntemi kullanilmamstir.
Veri seti icindeki herhangi bir verinin birden fazla kategoriye ayni anda dahil olma ihtimali olmadig1 icin de Coklu
Etiketli Siniflandirma yoéntemi kullanilmamistir.

2.2. BERT (Bidirectional Encoder Representations from Transformers)

“Bidirectional Encoder Representations from Transformers” ifadelerinin bas harflerinden olusan BERT
algoritmasi, Ekim 2018’de Google tarafindan gelistirilen dogal dil isleme (NLP) 6n egitimi i¢cin Transformer (derin
6grenme modeli) tabanli bir makine 6grenimi teknigidir. (Devlin vd., 2018)

Google, 2015 yilinda Rankbrain (Schachinger, 2017) algoritmasini makine 6grenmesi ile destekleyerek arama
sonuglarinda insan mantigina en yakin ve dogru cevaplar filtrelemeyi saglamistir. 2019 yili ile beraber BERT
giincellemesini yayinlayarak, sorgu kelimelerini ayr1 ayri islemek yerine tiim ciimleyi incelemeye baslamis ve tim
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kelimeleri mantiksal bicimde degerlendirerek en tutarli sonuglara ulasmayi saglamistir.

BERT algoritmasi, geleneksel soldan saga ve sagdan sola dil isleme modelleri yerine “Iki Yonlii Dil Isleme” 6zelligini
kullanmaktadir. Soldan saga ve sagdan sola giden yiizeysel ¢ift yonlii dil islemesinin aksine, BERT her bir kelimenin
digerine olan iliskisini anlamaya c¢alisan daha karmasik bir “Maskeli Dil Modeli” ve “Siradaki Ciimle Tahmini”
O6grenme stratejilerini kullanir.

BERT tabanli mimariler su anda birgok NLP gorevinde son teknoloji iirlin olarak performans saglar. (Devlin vd.,
2018) Soru cevaplama, sirali etiketleme, duyarlilik analizi ve ¢ikarim dahil olmak tizere farkli yapiya, ana hatlara
ve karmasikliga sahip bir dizi problemlerin ¢6ziimiinde kullanilir ve yukarida bahsedilen iki temel 6grenme
stratejisini temelinde barindirir. BERT temelini olusturan bu iki 6grenme stratejisi konunun devaminda ayrintili
olarak ele alinmistir.

2.2.1. Maskeli Dil Modelleme (Masked Language Modelling)

BERT, kelimeleri bir dizide rastgele maskeleyen ve cift yonlii temsilleri 6grenmek i¢in kullanilabilen maskeli dil
modelinin yardimiyla kelimeler arasindaki iliskiyi anlamay1 6grenir. (Lee vd., 2020) Kelime dizileri BERT modeline
aktarilmadan once, belirli bir ciimle i¢in x = (x4, xy, ..., x,), rastgele %15’lik kism1 6zel bir sembol [M] ile
degistirilir. Daha sonra model, dizideki diger maskelenmemis kelimelerin olusturdugu %85'lik kismin baglama
dayanarak maskelenen kelimelerin orijinal degerini tahmin etmeye ¢alisir. K'y1 maskelenmis konumlar kiimesi,
xx'y1 maskelenmis simgeler kiimesi olarak, y\k'y1 maskelemeden sonraki ciimle ve 6’y1 model olarak tanimlayacak

olursak, Maskeli dil modelleme Formiil 1'in maksimuma cikarilmasi ile modeli 6n egitimden gecirir (Song vd.,
2020):

log P (XKlX\K;e) ~ Z log P (XKlX\K: 6) )
keK

2.2.2 Siradaki Ciimle Tahmini (Next Sentence Prediction)

BERT egitim siirecinde, modele climle ciftlerini girdi olarak alir. Ciftteki ikinci climlenin belge icerisinde sonraki
climle olup olmadigini tahmin etmeyi 6grenir. Modelin egitimi sirasinda girdilerin %50°’lik kisminda ikinci
climlenin orijinal belge icerisinde takip eden climle oldugu ciftler alinirken, diger %50’lik kisimda ise ikinci ctimle
rastgele secilir. Burada modelin rastgele secilen ctimlenin ilk ciimleye bagli olmadigini tespit etmesi beklenir.
(Sevli ve Kemaloglu, 2021)

2.3. Veri Seti Olusturma (Dataset Creation)

Yazarlar1 tarafindan Yiiksekogretim Kurulu Ulusal Tez Merkezi Veri Tabaninda arsivlenmesine ve internet
lizerinden tam metin erisime a¢ilmasina izin verilen tezler agik erisime sunulmaktadir. Ulusal Tez Merkezi
araciligiyla Bilgisayar Miithendisligi Ana Bilim Dali, Yazilim Miihendisligi Ana Bilim Dali ve Elektrik-Elektronik
Miihendisligi Ana Bilim Dali altinda son 10 y1l igerisinde yazilmis olan 1110 adet tez baslik ve 6zet kisimlarini
icermek iizere Python dilinde yazilan script ile toplanmistir. Bu script icinde “Mechanize”, “Requests” ve
“BeautifulSoup4” kiitiiphanelerinden faydalanilmistir. Mechanize, John |. Lee tarafindan gelistirilen, web siteleri
lizerinde browser gibi davranarak islemler yapilmasini saglar. (Lee, 2013) Requests, web tizerindeki isteklerin
yonetilmesini saglar. (Chandra ve Varanasi, 2015) BeautifulSoup4, HTML ve XML dosyalarindan veri ¢ekmek igin
kullanilir.  (Richardson, 2007) Jsp teknolojisi ile olusturulmus Ulusal Tez Merkezi'nin url’si
(https://tez.yok.gov.tr/UlusalTezMerkezi/tezDetay.jsp?id=%s&no=%s) Ulzerinden gerekli tez id’si parametre
olarak verilmis, Requests kiitiiphanesinin get metodu kullanilarak bir dongii i¢cinde istenen tiim tez verileri
toplanmustir. Kiitiiphanelerin kullanim sekli ve veri setinin olusturulmasina ait asamalar diyagram Sekil 2
iizerinde goriilebilir.
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/ £ kutiphaneler £= \

tez_Url = "https://tez.yek.gov.tr/UlusalTezHerkezi/tezDetay . Jsp?id=¥stno=¥s" % (web_id, web_no)

browser = mechanize.Browser()

Tez Adi ve Detayini

Tez 1D'lerini Iceren Dizi
Orn: [363549, .., 544356]

soup = BeautifulSoup(page.content, "html.parser’)

Igeren Metin Ciktis
Requests page = requests.get(tez_url)

Sekil 2. Veri Setinin Olusturulmasi (Creating Dataset)

Bu ¢alisma, ¢oklu sinif siniflandirma konusunu temel aldig1 i¢in mimkiin oldugunca birbirinden farkl kategori
belirlenmeye ¢alisilmis ve asagidaki 5 kategori alani belirlenmistir:

Yapay Zeka ve Makine Ogrenimi
Nesnelerin interneti (IoT)
Goriintii isleme

Artirilmis ve Sanal Gergeklik
Haberlesme ve Sinyallesme

i W=

1110 adet tez igeren ve herhangi bir kategoriye ait oldugunu belirtmeyen veri seti tek tek, titizlikle analiz edilerek
yukaridaki 5 kategorinin hangisine dahil oldugu belirlenmistir. 732 adet tez yukarida belirtilen 5 farkl kategorinin
birine dahil olmus fakat 378 adet tez bu kategorilerden birine dahil olmamistir. Her kategori i¢in en az 100 adet
veri icermesini hedeflenmistir. Az 6nce bahsedilmis olan 378 adet tezin kendi aralarinda olusturabilecegi ortak
kategori sayisinin en az 100 adet veri icermemesinden dolay: belirlenen 5 kategorinin disinda ayr1 bir kategori
eklenmemistir.

732 adet verinin egitim icin yeterli olmayacag diisiiniilerek veri setini arttirma yoluna gidilmis ve Tiirkiye
Cumbhuriyeti Sanayi ve Teknoloji Bakanligi'na bagli, 6zel biitgeli, bagimsiz yasal bir kurulus olan Tiirk Patent ve
Marka Kurumu’nun veri tabanindan yararlanilmistir. ilgili kurumun internet sayfasi iizerinden detayli arama
yaparak 2011- 2021 yillari igerisinde yukarida belirtilen 5 kategoriye ait olan toplam 828 adet patent veri setine
dahil edilmistir. Boylelikle veri seti 1560 adet tez ve patent ¢alismalarinin baslik ve 6zet kisimlarini icerecek
sekilde son haline gelmistir.

Bu ¢alismanin devaminda verilecek olan biitiin istatistikler ve gergeklestirilen ¢calismalar, baslik ve 6zet kisimlarini
beraber iceren veri seti dahilinde gerceklestirilmistir. Sadece baslik ve sadece 6zet bilgilerini igeren veri setleri ile
ayrica iki egitim daha geceklestirilmistir. Bahsedilen iki egitimin birbirinden farki dogrulama biiyiikliiklerinin
%20 ve %15 olarak belirlenmesidir. Bu iki egitim sonucunda elde edilen degerlerden %20’lik dogrulama
biiytikligi iceren egitimin sonucu direkt “Sonug¢ Degerlerinin Elde Edilmesi” béliimiinde Tablo 9 iizerinde
paylasilacaktir. %15°lik dogrulama biiyiikligi iceren egitimin sonucu ise “Tartisma” bolimiinde Tablo 10
lizerinde paylasilacaktir.

2.4. Veri istatistikleri (Data Stats)
Veri 6n isleme iizerinde calismaya baslanilmadan dnce, mevcut verinin istatistikleri incelenmistir. Veri seti
icerisinde 1560 adet bilimsel metin bulundugu daha 6nce belirtilmistir. Eldeki verinin kategoriye iliskin dagilimi

Tablo 1'de paylasiimistir.

Tablo 1. Veri Kategori iliskisi (Data Category Relationship)

KATEGORI METIN SAYISI
Yapay Zeka ve Makine Ogrenimi 598
Goriintii isleme 438
Haberlesme ve Sinyallesme 217
Nesnelerin interneti 183
Artirillmis ve Sanal Gergeklik 124
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Tablo 1’den anlasilacagi lizere veri setinin dengesiz (imbalanced) durumda oldugu goriilmektedir. BERT, ek veri
artirma olmadan dengesiz siniflari isleyebilir. (Madabushi vd., 2020) Bu sebeple veri setini dengelemek iizerine
ayr1 bir calisma yapilmamaistir.

2.5. Veri On Isleme (Data Preprocessing)

Metni veri olarak kullanan her niceliksel ¢alisma, kelimelerin sayilara nasil déniistiiriilecegine dair kararlar
gerektirir. Toplu olarak '6n isleme' olarak bilinen bu kararlar, analiz edilecek girdileri, sonraki modelin
yorumlanabilirligini veya sonuglarini olumsuz bir sekilde etkilemeyecek sekilde daha az karmasik hale getirmeyi
amaclamaktadir (Denny ve Spirling, 2018) .

Yapisal olmayan veri, 6nceden tanimli bir veri modeline sahip olmayan ya da 6nceden tanimli bir modele
uyarlanamayan verileri ifade etmek i¢in kullanilir. Genellikle metin agirlikli olmakla birlikte icerisinde tarih, sayi,
koordinat verisi gibi farkl tiirlerde veriler de igerebilir. Bir énceki asamada olusturulan veri seti de yapisal
olmayan veriler icermektedir. Yapisal olmayan verilerden anlam ¢ikartmak icin verileri islenebilir hale getirmek
gerekmektedir. Bu islemler agsagida detayli bir sekilde anlatilmistir.

Asagida verilen drnek girdinin her 6n isleme asamasindaki ¢iktis1 Tablo 2 {izerinde goriilebilir.
Ornek girdi: BU BULUS YAYA GECIDI IHLALINI TESPIT EDEN BIR SISTEM (1) ILE ILGILIDIR.

Tablo 2. On isleme Ciktis1 (Pre-Processing Output)
ON ISLEME ASAMASI CIKTI
'BU', 'BULUS', 'YAYA', 'GEGIDI', 'IHLALINI', "TESPIT', 'EDEN’, 'BiR’, 'SISTEM", '(', '1",")’,
'[LE", 'ILGILIDIR, "."
Kiiciik Harfe Cevirme bu', 'bulus’, 'yaya', 'gecidi’, 'ihlalini’, tespllt', 'eden, bir’, 'sistem’, '(", '1, "), "ile’,

Sozciiklere Ayirma

'ilgilidir’, ".
Noktalama isaretlerinin Silinmesi 'bu’, 'bulus’, 'yaya', 'gecidi’, 'ihlalini', 'tespit’, 'eden’, 'bir’, 'sistem’, '1', 'ile', "ilgilidir’
Sayilarin Silinmesi 'bu’, 'bulus’, 'yaya', 'gecidi’, 'ihlalini’, 'tespit’, 'eden’, 'bir’, 'sistem’, 'ile’, "ilgilidir’
Etkisiz Kelimelerin Silinmesi 'bulus’, 'yaya', 'ge¢idi’, 'ihlalini’, 'tespit’, 'sistem’, 'ilgilidir’
Koklere Ayirma 'bulus’, 'ya', 'gecidi’, 'ihlalini’, 'tespit’, 'siste’, 'ilgi’

2.5.1. Sozciiklere Ayirma (Tokenization)

Sozciiklere ayirma, biitiin bir yaziy1 olusturan her bir s6zciigii ayirma islemidir. Metin kelime kelime parcalanarak
dizilere kaydedilir. Boylelikle, her bir kelime bir token (belirte¢) olmus olur.

NLTK (Natural Language Toolkit), insan dili verileriyle calisacak Python programlari olusturmak icin gelistirilmis
bir platformdur. (Tuzcu, 2020) Bu ¢alismada NLTK kiitiiphanesinden "Punkt Word Tokenizer" kullanilarak biitiin
veri tokenlarina ayrilmistir.

2.5.2. Kiiciik Harfe Cevirme (Lowercase Conversion)

Bu asamada veri setinin icindeki metinlerin biiyiik kii¢lik harf ayrimini ortadan kaldirmak amaciyla, tokenlarina
ayrilmis olan her bir kelime kiiciik harfe ¢evrilmistir.

2.5.3. Noktalama isaretlerinin Silinmesi (Removing Punctuation)

Bu asamada veri seti icerisindeki her bir metnin icerdigi noktalama isaretlerinin kaldirilmasi gerceklestirilmistir.
String kiitiiphanesinden "punctuation” kullanilmistir. Veri seti icerisinden silinen noktalama isaretleri sunlardir:
{!; "; #! $1 %r &! 'r (; )! *) +! » Ty /; :; ;! <! =; >I ?; @; [r \; ]) AI - \1 {; |I }; ~}

2.5.4. Sayilarin Silinmesi (Removing Numbers)

Bu asamada Regex kiitiiphanesinden faydalanarak, basit bir regex tanimu ile veri seti icindeki metinlerden sayilar
kaldirilmistir. Kullanilan regex tanimi: [0-9]+
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2.5.5. Etkisiz Kelimelerin Silinmesi (Removing Stop Words)

Metin icerisinde gecen ve anlamda herhangi bir degisiklik yapmayan kelimelere etkisiz kelime denir. Bu kelimeler
ciimleden cikarildiginda anlamda bir degisiklige sebep olmadiklari icin 6zellikle veri seti icerisinde bulunmasi
gereksizdir. Bu sebeple, NLTK kiitiiphanesinden "stopwords" ile TRSTOP kiitiiphanesini birlestirerek, Tiirkce
dilindeki etkisiz 210 adet kelime veri setinden kaldirilmistir. Veri setinin herhangi bir 6n isleme asamasindan
gecmeden once igerdigi en ¢ok kullanilan ilk 5 kelime Tablo 3’te gosterilmistir.

Tablo 3. En Cok Kullanilan Kelimeler (Most Used Words)

KELIME METINL:[?EDIEA‘I;\]%%LENME
ve 9624
bir 6637
ile 3701
icin 3539
Bu 2903

Veri setinden kaldirilan 210 adet etkisiz kelime Sekil 3 iizerinde goriilebilir:

olursa
° e DR ot -
y lne alt sundan m e seksr‘n
n«aS].l Tedylece ’: -~ Seyl na dlgefd_l -
*Ve hem onlar
ett]. 9 helki
yapiyor kendini onlari hircok
larak™ )|
nlgﬂ 0 an
defa
yapilmasi

mu @ = @oldu

T1CIN

2 onlar1

trilyon

yiiz

vapacak

ZATED

Sekil 3. Etkisiz Kelimeler (Stop Words)
2.5.6. Kok Bulma (Stemming)

ingilizcede “Stemming” olarak isimlendirilen kok bulma islemi, metinde gecen kelimelerdeki eklerin atilarak
kelime koklerinin kaydedilmesidir. Yazinin basinda belirtildigi gibi Tiirkce sondan eklemeli bir dildir, ancak
ingilizcede bu durum séz konusu degildir. Dolayisiyla Tiirkgenin durumdan duruma farkhihik gosterebilen ekleri
ingilizcede goériilmez. Kelimeleri koklere ayirma islemi Tiirkce dili icin mitkemmel olmaktan uzak olmasina
ragmen metin verisi lizerinde calisma gergeklestiren yapay zeka ¢alismalarinda kullanimi avantaj saglamaktadir.
Bu asamada Snowballstemmer modiliindeki “TurkishStemmer” kiitiiphanesi kullanilarak veri setine Tiirkce
“stemming” uygulanmistir. Kullanilan bu kiitiiphane ile “stemmer” bir kelime icin tek aday déndiirmektedir.
Kullanim sekli asagida paylasilmistir:

1. from snowballstemmer import TurkishStemmer

2. turkStem=TurkishStemmer()
3. pp['turkish_stem'] = pp['words'].apply(lambda x: [turkStem.stemWord(word) for word in x])
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2.6. Etiketleme (Labelling)

Daha 6nce belirlenmis olan 5 kategori birbirinden farkli 5 adet sayiya etiketlenmistir. Bu etiketler ileride yanls
yapilan tahminlerin hangi kategoriye ait oldugunun goriilmesinde yardimci olacaktir. Etiketlenen kategoriler ve
degerleri Tablo 4 ile gosterilmistir.

Tablo 4. Etiket Bilgileri (Label Informations)

KATEGORI ETiKET
Artirillmis ve Sanal Gergeklik 1
Goriintii isleme 2
Haberlesme ve Sinyallesme 3
Nesnelerin Interneti 4
Yapay Zeka ve Makine Ogrenimi 5

2.7. Egitim ve Dogrulama Kiimelerinin Belirlenmesi (Identifying Training and Validation Sets)

Veriyi egitim ve dogrulama olarak ayirmak icin gereken kiitiiphaneler yiiklendikten sonra dogrulama biiytikligii
belirlenir. Dogrulama biiyiikligii 6nce %20 secilerek, veri setinin %80’i egitim i¢in kullanilmistir. Bir sonraki
modelde ise dogrulama biiytikligi %15 secilerek, veri setinin %85’'i egitim i¢in kullanilmistir.

Veri ayrildiktan sonra egitim kiimesinde mi yoksa dogrulama kiimesinde mi oldugu goriilebilir. Kategoriler, bu
kategorilere atanan etiketler ve hangi kiimede ka¢ veri oldugunun istatistikleri tablo olarak ¢ikarilabilir.
Dogrulama biiytkliigii %20 olarak belirlenen veri setinin ayrintilar1 Tablo 5 lizerinde paylasiimistir.

Tablo 5. Egitim ve Dogrulama Kiimesi (Training and Validation Set)

KATEGORI ETIKET VERI KUMESI VERI SAYISI
i Egitim 99
Artirillmis ve Sanal Gercgeklik 1 Dosrulama 2
s Egitim 350
Goriintii Isleme 2 Doulama 2
i Egitim 174
Haberlesme ve Sinyallesme 3 Dobulems -z
Nesnelerin interneti 4 Evgltlm 147
Dogrulama 36
ine Ogrenimi Egitim 478
Yapay Zeka ve Makine Ogrenimi 5 Domeulara 47

Toplam Egitim kiimesi: 1248
Toplam Dogrulama kiimesi: 312

Not: Dogrulama biiytikligli %15 olan modelin F1 skoru direkt “Tartisma” béliimiinde Tablo 10 {izerinde
paylasilacaktir. Bu calismanin igerigi dogrulama biiyiikligii %20 olarak belirlenmis olan model iizerinden
anlatilacak, calismanin devaminda verilen biitiin istatistik ve sonuclar “Tartisma” béliimiine kadar bu modele ait
olacaktir.

2.8. Tokenizer ve Model Belirleme (Tokenizer and Model Determination)

BERT derin 6grenme teknigini kullanmak icin iki ana objeye ihtiya¢ vardir. Bunlardan biri Tokenizer, digeri ise
ince ayar yapilacak 6nceden egitilmis bir model. Tokenizer, 6nceden sahip olunan kelime haznesinin kullanilarak
metnin 6gelerine ayrilmasi isleminde kullanilan arag¢ olarak tanimlanabilir. Bu ¢alisma da Tiirkge dili lizerinde
gerceklestigi icin, Tokenizer ve model olarak Tiirkce dogal dil isleme toplulugunun olusturdugu, Tiirk¢e metinler
kullanilarak 6n egitilmis olan uncased BERTurk modeli kullanilmistir. Bu model, toplamda 128 bin adet Tiirkce
kelime igerip 35 GB biiyiikliige sahiptir. 128 GB RAM ve 8 ¢ekirdege sahip TPU v3-8 yongasi ile egitilmistir.
(BERTurk, 2020) Kullanilan modele https://huggingface.co/dbmdz/bert-base-turkish-128k-uncased adresi
lizerinden ulasilabilir.
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2.9. Optimize Edici Belirleme (Optimizer Determination)

Gergeklestirilecek olan derin dgrenme c¢alismasinda dogrusal olmayan probleme optimum ¢6ziim aranmistir.
Burada optimumdan Kkasit en uygun ve en verimli ¢dziim olarak diisiiniilebilir. Bu ¢alismada aranan optimum
degerin bulunmasi icin AdamW optimizasyon yontemi kullanilmistir. Adam, derin sinir aglarini egitmek icin 6zel
olarak dizayn edilmis, uyarlanabilir bir 6grenme hiz1 (learning rate) optimizasyon algoritmasidir (Kingma ve Ba,
2014). Loshchilov & Hutter, Adam optimizasyon algoritmasini daha diizenli hale getirmek icin AdamW'yi 6nerdiler
ve ortaya koyduklar1 ¢alisma ile AdamW optimizasyon algoritmasi ile egitilen modellerin Adam optimizasyon
algoritmasi ile egitilen modellere gore daha az asir1 6grenme(overfitting) problemi yasadigini géstermislerdir.
(Loshchilov ve Hutter, 2017)

3. Deneysel Sonuglar (Experimental Results)
3.1. Egitimin Gergeklestirilmesi (Training Phase)

BERT derin 6grenme algoritmasini gelistiren miithendisler tarafindan, gergeklestirilecek olan egitimin asagida
belirtilen hiper parametreler ile kullanilmasi 6nerilmistir (Google Research Bert, 2018):

e Egitim Tur Sayis1 (Epoch): 4
e Yigin (Batch) Sayist: 8, 16, 32, 64, 128
e Ogrenme Hiz1 (Learning Rate): 3e-4, 1e-4, 5e-5, 3e-5

Oneriler esliginde, bu calismada 5e-5 6grenme hizi ile toplam 4 kez egitim asamasindan gegmekte, girdiler 32’ser
32’ser alinarak modeli beslemektedir. Google Colab lizerinde GPU ile ¢alisildigindan dolay1 her egitim dongiisii
ortalama 1 dakika 6 saniye siiren zaman igerisinde gergeklesmis, egitimin tamamlanmasi ise 4 dakika 24 saniye
gibi kisa bir siire icerisinde gerceklestirilmistir. Her egitim agamasiyla beraber egitim kaybi, dogrulama kaybi ve
F1 skoru bilgileri kaydedilmis ve her egitim icin olusturulan model kaydedilmistir. Egitim asamasindan ge¢mis her
modelin ayrintili bilgileri bir sonraki béliimde paylasilmistir.

3.2. Sonug Degerlerinin Elde Edilmesi (Obtaining Result Values)

F1 skoru degeri Kesinlik (Precision) ve Duyarlilik (Recall) degerlerinin harmonik ortalamasini gostermektedir.
(Opitz ve Burst, 2019) Her bir modelin F1 skoru degerlerinin bulunabilmesi i¢cin Python dili ile yazilmis bir makine
6grenmesi kiitiiphanesi olan “Scikit-learn” modiilii kullanilmistir. Scikit-learn, orta 6l¢ekli denetimli ve denetimsiz
problemler i¢in ¢ok cesitli son teknoloji makine 6grenimi algoritmalarini entegre eden bir Python modiiliidiir.
(Pedregosa vd.2011) Bu modiile ait olan “sklearn.metrics.f1_score” fonksiyonu, her tur sayisinda gergeklestirilen
egitim islemi sonucunda kendi yazdigimiz fonksiyon icerisinde ¢agrilmis ve her modelin F1 skoru elde edilmistir.
“sklearn.metrics.f1_score” fonksiyonu F1 skorunun formilini temel almistir. Fonksiyona ait ayrintili bilgiye
https://scikit-learn.org/stable/modules/generated /sklearn.metrics.f1_score.html#sklearn.metrics.f1_score
adresinden ulagilabilir. Elde edilen F1 skorunun dogrulugu, “sklearn.metrics.precision_score” ve
“sklearn.metrics.recall_score” fonksiyonlar: kullanilarak F1 skorunun formiili ile kontrol edilmistir. F1 skorunun
formiilii Formiil 2’de paylasilmistir.

F1s ) Precision * Recall
= %
core Precision + Recall (2)

Tablo 6 iizerinden de goriildiigii lizere egitimin son asamasi olan 4. adimda olusturulan 4 numarali model en
yliksek F1 skorunu elde etmis ve 0.9551’lik bir basariya ulagsmistir.

Tablo 6. Egitim Ciktilar1 (Training Outcomes)

MODEL ECITIM KAYBI DOGRULAMA KAYBI F1 SKORU EGITIM SURESI
1 1.1734 0.4738 0.8083 0:01:07
2 0.3121 0.2948 0.9127 0:02:13
3 0.1538 0.2477 0.9357 0:03:19
4 0.0969 0.1687 0.9551 0:04:24
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Her bir modelin kategoriler 6zelindeki dogruluk, kesinlik, duyarlilik ve F1 skoru degerlerinin bulunmasi igin
“Scikit-learn” modiiliine ait olan“sklearn.metrics.classification_report” fonksiyonu kullanilmistir. 4 numaral
modelin performans metrik sonuclar1 Tablo 7 ile paylagilmistir:

Tablo 7. Model Performans Metrik Sonuglar1 (Model Performance Metric Results)

ETIiKET KATEGORI DOGRULUK DEGERI KESINLiK DEGERI | DUYARLILIK DEGERi | F1 SKORU

Artirillmis ve Sanal

1 Gergeklik 0.96 1.00 0.96 0.98

2 Goriintii isleme 0.94 1.00 0.94 0.97

3 Haberlegme ve 0.97 1.00 0.98 0.99

Sinyallesme

4 Nesnelerin Interneti 0.97 1.00 0.97 0.99

5 Yapay Zeka ve 0.95 1.00 0.95 0.97
Makine Ogrenimi

Egitim oncesi 6n isleme asamasindan sonra her bir kategori i¢in gerceklestirilen egitim ve dogrulama kiimeleri
sayllarini iceren tablonun, 4. modelin elde ettigi dogruluk degerinin sonuglari ile giincellenmis hali Tablo 8
iizerinde goriilebilir:

Tablo 8. Model Siniflandirma Sonuglar1 (Model Classification Results)

. : DOGRULAMA SETi | DOGRU SINIFLANDIRILAN
ETIKET KATEGORI ORNEK SAYISI
Artirllmis ve Sanal

1 Gergeklik 25 24

2 Goriintii isleme 88 83

3 Ha_berlesme ve 43 42

Sinyallesme
4 Nesnelerin Interneti 36 35
Yapay Zeka ve
5 Makine Ogrenimi 120 114

Egitime baslamadan 6nce dogrulama biiyiikligii %20 olarak belirlenmis ve bdylelikle toplam dogrulama kiimesi
sayisinin 312 oldugu gosterilmistir. En yiiksek F1 skoruna sahip 4. Modelde 312 adet dogrulama kiimesi sayisinin
14 tanesi yanlis kategoriye simiflandirilmistir.

Sadece baslik ve sadece 6zet bilgilerini iceren veri seti ile dogrulama biiyiikligi %20 olarak gergeklestirilen
egitimin sonuglar1 6n isleme asamasindan ge¢mis ve 6n isleme agamasindan gegmemis sekilde ayrintili olarak elde
edilmistir.

Sonug olarak elde edilen degerler ile Tablo 9’daki gibi bir basarim tablosu ortaya ¢ikmistir:

Tablo 9. Basarim Tablosu (Achievement Chart)

ECITIM DOCRULAMA VERI SETi iICERIGi ON ISLEMESIZ F1 SKORU | ON iSLEMELI F1 SKORU
%80 %20 Bashk 0.701 0.730
%80 %20 Ozet 0.903 0.925
%80 %20 Baslik & Ozet 0.914 0.955

Yanlis tahminde bulunulan degerler ile ortaya ¢ikan karisiklik matrisi Sekil 4’te paylasiimistir:

515



OZKAN ve KAR 10.21923/jesd.973181

Karisikhk Matrisi

10
s{ 000 002 001 003
08
4 4 0.00
K 0.6
o
-:“j, 3 0.00
b -0.4
vl
) 0.02
0.2
1 0.04
T T _'00
1 2 3 4 5

Tahmin Edilen Etiket

Sekil 4. Karisiklik Matrisi (Confusion Matrix)
Not: Etiket numaralari ilgili kategorileri gdstermektedir.

Egitim sonucu ortaya cikan her modelin egitim kaybi, dogrulama kaybi ve F1 skoruna ait grafikler Sekil 5, Sekil 6
ve Sekil 7’de paylasilmistir:

Egitim Kaybi

100

075
o
& 050
a

025

0.00

1 2 3 4
r Sayist

Sekil 5. Egitim Kaybi (Training Loss)

Dogrulama Kaybi

100
075
0.25
0.00
1 2 3 4

Tur Sayis

Kayip
=]
s

Sekil 6. Dogrulama Kayb1 (Validation Loss)
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F1 Skoru
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Skor

0.80

0.75

070

2

Tur Sayisi

Sekil 7. F1 Skoru (F1 Score)
4. Tartisma (Discussion)

Bilgiye erisimin ge¢mise kiyasla ¢ok daha kolay ve pratik hale geldigi giiniimiizde, bilimsel arastirmalarda elde
edilen bulgulari, bilimsel bir bulusu ve arastirmalarin sonuglarimi ortaya koymaya yarayan bilimsel metinlerin
O6nemi ve sayisi paralel bir sekilde artmaktadir. Her bilimsel metnin kendi alanina, varsa kullanilan teknolojiye
hatta ve hatta icerdikleri anahtar kelimelere goére siniflandirilmasi, bilgiye erisimin en elverisli sekilde
kullanilabilmesi i¢in elzemdir. Dogal dillerin dogalar1 geregi karmasik bir yapiya sahip ve net kurallari
olmamalarinin yaninda o6zellikle Tiirkge dilinin morfolojik yapisinin karmasik olmasi, siniflandirma
problemlerinin ¢éziimiinde sorun teskil etmekte iken, bu sorun Google yapay zeka ekibi miihendisleri tarafindan
gelistirilen BERT derin 6grenme teknigi ile giiniimiizde en aza indirgenmistir.

Bu calismada Yiiksekogretim Kurulu'na bagh Ulusal Tez Merkezi ve Tiirkiye Cumhuriyeti Sanayi ve Teknoloji
Bakanligi'na bagh Tiirk Patent ve Marka Kurumu’'nun veri tabanindan yararlanilmistir. Python dilinde yazilan
scriptile veri seti olusturulmus ve analiz edilmistir. Veri seti icerisinde yer alan bilimsel metinler egitim basarisini
arttirmak adina oncelikle bir 6n isleme asamasindan gegirilmis, sonrasinda belirlenmis olan 5 kategoriye gore
etiketlenmistir. Veriler sinir ag1 temelli bir model olan BERT ile siniflandirilmistir. %80 egitim ve %20 dogrulama
seti olarak ayrilan veri kiimesi lizerinde tur sayis1 4 olarak gerceklestirilen egitim islemi sonucunda 0.9551 F1
skoru elde edilmistir.

Veri Seti Olusturma bashginda bahsedilen, sadece baslik ve sadece 6zet bilgilerini iceren veri setleri ile ayrica iki
egitim daha gerceklestirilmistir. Bu iki veri kiimesi de %80 egitim ve %20 dogrulama seti olarak ayrilmistir. Sadece
baslik bilgisini iceren egitim 0.7306 F1 skoru, sadece 6zet bilgisini iceren egitim 0.9259 F1 skoru elde etmistir.

Egitim ve Dogrulama Kiimesinin Belirlenmesi basliginda bahsedilen, %85 egitim ve %15 dogrulama seti olarak
ayrilan veri kiimesi tizerinde tur sayisi1 4 olarak gerceklestirilen egitim islemi sonucunda ise 0.9613 F1 skoru elde
edilmistir.

Veri Seti Olusturma bashginda bahsedilen, sadece baslik ve sadece 6zet bilgilerini igeren veri setleri ile ayrica iki
egitim daha gerceklestirilmistir. Bu iki veri kiimesi de %85 egitim ve %15 dogrulama seti olarak ayrilmistir. Sadece
baslik bilgisini iceren egitim 0.7622 F1 skoru, sadece 6zet bilgisini iceren egitim 0.9401 F1 skoru elde etmistir.

Hem %20 hem de %15 dogrulama seti olarak ayrilan veri kiimesi tizerinde gergeklestirilen biitiin ¢alismalar, veri
setinin 6n isleme agsamasindan gegmemis hali ile yapildigindan daha 6nce bahsedilmistir. Tablo 9 iizerinde goriilen
basarim sonuglar1 dogrulama biiytlikliigli %15 olarak gergeklestirilen egitim sonucunda ortaya ¢ikan degerler ile
asagidaki Tablo 10 ile genisletilmistir.

Sonug olarak elde edilen biitiin degerler ile Tablo 10’daki gibi bir basarim tablosu ortaya ¢ikmistir:
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Tablo 10. Genisletilmis Basarim Tablosu (Extended Achievement Chart)

ECITIM DOCRULAMA VERI SETI ICERIGI ON issl,ll(zgalfgiz F1 | ONISLEMELI F1 SKORU
%80 %20 Baghk 0.701 0.730
%80 %20 Ozet 0.903 0.925
%80 %20 Bashk & Ozet 0.914 0.955
%85 %15 Bashk 0.754 0.762
%85 %15 Ozet 0.919 0.940
%85 %15 Bashk & Ozet 0.940 0.961

5. Sonuc (Result)

Bu calisma dahilinde BERT derin 6grenme teknigi kullanilarak bu ¢alismaya 6zel olusturulan veri seti tizerinde
calismalar gergeklestirilmis, Tablo 10 tlizerinden de anlasildig1 iizere elde edilen sonuglar ile ytliksek bir
performans gosterilmistir. Tiirk¢e dilinin Cok Sinifli Siniflandirma problemlerinin ¢éziimiinde kullanilmak tizere,
%80 egitim %20 dogrulama seti ve %85 egitim %15 dogrulama seti olarak ayrilan veri kiimesi tizerinde tur sayisi
4 olarak gergeklestirilen egitimler sonucunda model ortaya ¢ikarilmistir. Egitilen bu modelden %80 egitim %20
dogrulama seti biiytiikliigiine sahip olan1 0.955’lik bir basarim oranina sahip olurken, %85 egitim %15 dogrulama
seti biiytikliigiine sahip olan diger model 0.961’lik bir basarim oranina sahip olmustur. Daha dnce Tiirkee dili i¢in
BERT derin 6grenme teknigi ile gerceklestirilen Cok Sinifli Siniflandirma ¢alismasindan (Ugan vd., 2021) F1 skoru
olarak 0.04 daha iyi performans ortaya konulmustur. Daha sonra gergeklestirilecek olan ¢alismalarda veri setinin
genisletilmesi, kategorilerin arttirilmasi, 6n isleme asamasinin daha ¢ok detaylandirilmasi ve Tiirkge dilindeki
kelime koklerinin daha basarili bir sekilde ayristirilmasi ile basariy: arttiracak ¢alismalar gergeklestirilebilir.
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