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Oz: Kural madenciligi, veri madenciliginin 6nemli alt dallarindan biri olup giiniimiizde hala
tizerinde calisilan sicak bir ¢alisma alamidir. Nicel nitelik i¢eren veri setleri iizerinde ¢alisan
standart siniflandirma yontemleri genellikle 6n islem asamalarina ihtiya¢ duyarlar. Bu yapilan
ayriklastirmalar ise basarim kaybina yol acabilmektedir. Buna ek olarak standart siniflandirma
algoritmalarimin kara-kutu yapilarindan dolayr kural aciklanabilirlikleri iyi degildir. Bu noktada,
stirekli veriler ile ¢alisabilen optimizasyon algoritmalari, bu dezavantajlarin iistesinden gelebilir. Bu
calismada, son yillarin basarili optimizasyon algoritmalarindan olan Aygigegi Optimizasyon
algoritmasim kullanarak verimli bir kural madenciligi gergeklestirilmistir. Bunun igin, farkli bir
temsil bi¢cimi kullanan aday bitki yapisi, bu optimizasyon algoritmasina uyarlanmistir. Arama uzay1
olarak ti¢ farkli disipline ait veri seti kullanilmis ve yontemin basarimmi gézlemlemek igin iyi
bilinen bes farkli siniflandirma algoritmasina ait sonuglar paylasilmistir. Elde edilen sonuglar,
optimizasyon temelli yaklagim ile veri setleri lizerinde herhangi bir 6n islem yapmaya gerek
kalmadan agiklanabilir kurallar {iretilebilecegini ispatlamaktadir.

Automatic Discovery of Comprehensible Classification Rules with Sunflower Optimization

Algorithm

Keywords Abstract: Rule mining is one of the important sub-branches of data mining, and it is still a hot topic
Optimization, study area for researchers. Standard classification methods usually require pre-processing steps
Rule Mining, when working with datasets containing quantitative attributes. On the other hand, discretization at
Sunflower these stages may lead to a loss of performance and accuracy. In addition, due to the black-box
Optimization nature of standard classification algorithms, rule explicability is not good. At this point,
Algorithm, optimization algorithms that can work with continuous data can overcome these disadvantages. This
Accuracy study focuses on rule mining using the Sunflower Optimization algorithm, one of the successful
optimization algorithms of recent years. For this, the candidate plant structure using a different
representation format was adapted to this optimization algorithm. Data sets from three different
disciplines were used as the search space, and the results of five different well-known classification
algorithms were shared for performance observations. The results obtained proved that, with the
optimization-based approach, explicable rules can be produced without any pre-processing on the

data sets.
dalidir. Cikarilan bu kurallar, kontrol sistemlerinde ve
1. GIiRIS siiflandirma temelli sistemlerde kullanilabilir. Bununla
beraber, cikarilan kurallarin dogrulugu kullanilacak
Kural madenciligi, kisaca, bir veri setinden anlamli ve sistemin basarisint dogrudan etkileyeceginden dolay1

yorumlanabilir kurallar ¢ikarabilen veri madenciligi kural kapsami metrigi burada kritik 6neme sahiptir. Bu
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metrik ozellikle verinin niimerik oldugu durumlarda
hatalara kars1 daha duyarli hale gelebilmektedir. Standart
smiflandirma  algoritmalari, nicel veriler {izerinde
genellikle ayriklagtirma mekanizmasi kullandiklarindan
yaptiklar1  simmiflandirmalarda  kayiplar ~ meydana
gelebilmektedir. Siiflandirma  algoritmalari, birkag
kiime halinde gruplandirilmistir ve bu kiimeler siral
iletisim ile katmanlar halinde diizenlenmistir. Bununla
birlikte, topluluk yontemleri tasarlamak karmasiktir ve
¢ok fazla hesaplama siiresi gerektirir. Ayrica,
smiflandirma ydntemlerinin ¢ogu yanlis tahminlerde
bulunursa, bu da topluluk metotlarinin iyi performans
vermesini engeller [1,2]. Siniflandirma algoritmalarinin
cogu kara-kutu yaklasimlardir. Diger taraftan, veri
kiimeleri igerisinde dogru kurallar kadar, anlasilir
kurallarin da c¢ikarilmas: aciklanabilir yapay zeka,
makine  Ogrenmesi ve  smiflandirma  kurallari
madenciliginde de Onemlidir [3]. Ayrica, sayisal
Ozniteliklerden olusan veri kiimeleri iginde ilging,
anlagilir ve dogru siniflandirma kurallarinin madenciligi
daha karmagsiktir. Nicel veri kiimeleri i¢in siiflandirma
algoritmalari, bilgi kaybina neden olabilecek bir 6n igslem
olabilecek bir tir ayriklagtirma gerceklestirir. Bu
durumda, veri seti degistirilmis olur. Boylece, kesfedilen
smiflandirma  kurallari, degistirilen veri kiimesinin
modeline aittir. Veri kiimesini degistirmek mantiksizdir
ve ayrica hesaplama yiikii gerektirir [4]. Veri kiimesini
degistirmeden siniflandirma ydntemini uyarlamak daha
mantiklidir. Nicel Oznitelikler icin ilgili araliklarin
bulunmasint ve yiiksek kaliteli nicel smiflandirma
kurallarinin ¢oklu amaglarla madenciligini yalnizca bir
adimda entegre etmek, hiz ve dogruluk agisindan ¢ok
daha anlamli goériinmektedir. Veriler ¢oklu siniflara,
¢oklu oOzelliklere sahipse ve olduk¢a dengesizse,
smiflandirma islemi daha karmasik hale gelir [5]. Olasi
Oznitelik  kombinasyonlarinin  sayist  ¢ok  biiyiik
oldugunda, klasik yontemlerin performanslari diistiktiir.

Kural madenciligi farkli disiplinlerde ortaya c¢ikan
problemlerin ¢oziimiinde kullanilmaktadir. Giindogan ve
ark. [6] simiflandirma kurali madenciligi i¢in bir genetik
algoritma (GA) kullanmuslardir. Yontemleri,
genellestirilmis tek tip popiilasyon yontemi ve bundan
ilham alan tek tip bir operatdr kullanarak anlagilir
EGER-ISE kurallarin1 kesfetmektedir. Uygulama igin
meme  kanseri ve dermatoloji  veri setlerini
kullanmislardir.  Pourpanaha ve ark. [7] wveri
siniflandirmas1 ve kural ¢ikarimi igin hibrit model
onermistir. Calisma iki asamadan olusmaktadir. lk
asama, siniflandirma i¢in Q-6grenmeyi, ikinci asama ise
Q-6grenme’den genetik algoritma ile kural ¢ikarimini
basarmaktir. Tasarlanan yontemin etkinligi Iris, PID,
Dermatology, Glass, Sonar, Wine, Statlog (Heart) veri
setleri tizerinde ispatlanmustir. Tripathy ve ark. [8]
siniflandirma kurali madenciligi i¢in MTACO-Miner
(Modified Threshold Ant Colony Optimization-Miner)
olarak adlandirilan gelismig bir karinca kolonisi
optimizasyon algoritmast Onermislerdir. Uygulama,
Wisconsin  Diagnostic Meme Kanseri veri  setini
kullanilmig ve sonuglar MTACO-Miner ve Ant-Miner
algoritmalari ile karsilagtirilmistir. Taboada ve ark. [9]
yaptiklar1 ¢alismada, genetik ag programlama kullanan
bulanik siniflandirma kurallaria dayali bir siniflandirma
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yontemi sunmuslardir. Genetik ag programlamanin
karakteristiginin, 6nerilen modelin formiile edilmesini ve
kullanilmasini kolaylastirdigini gostermislerdir. Onerilen
algoritmanin performanslart diger ilgili algoritmalar ile
kargilagtirilmis ve deneysel sonuglar, dnerilen modelin
avantajlarim1 ve etkinligini gosterdigini belirtmislerdir.
Dehuri ve ark. [10], ¢ok amacli smiflandirma kurali
madenciligi i¢in bir Genetic Expression Programming-
GEP  yaklasimi  Onermislerdir. ~ Amag  olarak,
smiflandirma dogrulugu ve anlagilabilirlik kriterleri
dikkate alinmistir. GEP yaklasiminin diger algoritmalara
gore daha verimli oldugunu ve kural agag tabanli genetik
programlama smiflandiricilarina  kiyasla daha kisa
coziimler iiretme egiliminde oldugunu belirtmislerdir.
Onerilen yéntemin kuralin anlagilirhgim  arttirdigim
savunmuslardir. GEP smuiflandiricis1 birka¢ kiyaslama
veri seti ile test edilmis ve tatmin edici sonuglar elde
edildigi makalede gosterilmistir. Zhong-Yang ve ark.
[11] yaptiklart caligmada, genetik algoritma ve tabu
arama ile birlestirilmis gelismis bir hibrit genetik
algoritma  kullanan  bir  smiflandirma  yontemi
kullanmiglardir. Smiflandirma dogrulugunu artirmak ve
ayrica siniflandirma kural kiimesini yogunlastirmak igin
bir kural ¢ikarma yaklagimini da vermiglerdir. Alinan
sonuglar dort kiyaslama veri seti lizerinde dogrulanmis
ve diger algoritmalarla karsilagtirilmistir. Bu deneylerin,
Onerilen yontemin iyi bir performansa sahip oldugunu ve
bir dizi 6zIii, verimli ve anlasilir siniflandirma kurallarini
kesfetme yetenegine sahip oldugunu gosterdigini
belirtmiglerdir.

Optimizasyon yontemleri, kisitlamalar1 karsilayan bir
dizi mevcut parametreden en iyi degerleri belirleyerek
problemleri ¢dzmek igin kullanilir. Akilli metasezgisel
algoritmalar, c¢ok farkli alanlarda uygulandiginda,
iiretilen sonucglarin saglamligi ve basitligi nedeniyle
arama ve optimizasyon problemlerinin ¢dziimiinde kesin
klasik algoritmalara gore daha fazla popiilerlik
kazanmigtir [12, 13]. Pek ¢ok problemin ¢oziimiinde
basar1 gosteren akilli optimizasyon algoritmalar1 kural
madenciliginde de etkili sonuglar iiretebilmektedir [6,
14, 15]. Bu ¢aligma, bitki zekasi temelli optimizasyonu
ile kural madenciligine odaklanmistir. Son yillarin
basarili metasezgisel yaklagimlarindan olan Aygicegi
Optimizasyon Algoritmast (AOA) kural madenciligi igin
yeniden uyarlanmigtir. Bu ¢aligma, AOA’nin kural
madenciligine uygulanabilirligine odaklanmaktadir. Bu
algoritma, yazarlarin bildigi kadariyla, daha 6nce kural
madenciliginde kullanilmamigtir. Bununla beraber,
literatlirdeki diger uygulamalara benzer olarak, standart
AOA da dogrudan kural ¢ikarim sistemlerine
uygulamaz. Siirekli optimizasyon problemlerine yonelik
olan AOA’nin bu amag i¢in uyarlanmig versiyonuna
ihtiyag vardir. Bu uyarlama i¢in kural ¢ikarim
adaylarinin  temsil bigimlerinin dogru belirlenmesi
gerekmektedir. Uyarlanmig AOA’da bitki adaylar igin ii¢
nitelikli bir temsil format: kullanilmistir. Tlgili veri seti
ise arama uzayi olarak kullanilmig ve aday bitkiler bu
uzayda kural kesfi i¢in modellenmis bir amagla
uygunluk fonksiyonu onerilmistir. Bu amagla makalede
ilk olarak standart AOA agiklanacak ve daha sonra farkli
bir temsil bi¢imi kullanan uyarlanmis AOA versiyonu
detaylandirilacaktir.
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Caligmanin bundan sonraki organizasyonu su sekildedir;
klasik AOA’nin literatiir 6zeti ve mantiksal detaylari
ikinci bolimde sunulacaktir. AOA temelli yeni
smiflandirma kural kesif yaklasimi ticlincii boliimde
sunulacaktir. Performans testleri ve elde edilen sonuglar
dordiincii boliimde, sonug degerlendirmeleri ise besinci
boliimde paylagilacaktir.

2. AYCICEGI OPTIMIiZASYON ALGORITMASI
(AOA)

Yapilan ¢aligmanin detaylarina gegmeden once basgaril
bir bitki zekasi algoritmasi olan AOA hakkinda detay
bilgilerin  verilmesi faydali olacaktir.  Aycicegi
algoritmasinin tercih edilmesinin iki Onemli sebebi
bulunmaktadir. Birincisi, kural ¢ikarim problemlerinde
bitki zekasi temelli yaklasimlar bilindigi kadariyla
onceden ¢alisilmamistir. Bu amagla bu tip algoritmalarin
performanslar1 Glgebilecek bir calismaya bu alanda
ihtiyag vardir. Ikincisi dahili déngii prensibi kullanan
AOA’nin yiiksek performansi diger bitki zekasi temelli
yaklagimlara gore avantaj saglamaktir. Bu nedenlerden
dolayi AOA bu problemin ¢6ziimii icin secilmistir.
Bunun i¢in bu bdliimde oOncelikle bu algoritmaya ait
literatiir Ozeti verilerek galisma mekanizmasina ait detay
bilgiler paylasilacaktir. Daha sonra, kural ¢ikarim igin
uyarlanmig AOA versiyonu detaylandirilacaktir.

AOA’nda, aycigegi bitkilerinin giinese yonelim
hareketlerinden  esinlenilmistir.  Algoritmada temel
prensip, giines olarak adlandirilan en iyi ¢6ziime
ulagmaktir. Literatiirde yeni olmasina karsin bazi
problemlerin ¢6ziimiinde basarili sonuglar iiretmeyi
basarmustir. Qais ve ark. [16] yaptiklari ¢alismada bazi
parametre sec¢imleri icin AOA’n1 kullanarak fotovoltaik

modiillerin modellenmesi ve simiilasyonunu
gerceklestirmiglerdir.  Standart AQO  parametrelerini
kullanarak  bile  basarili  sonuglar  aldiklarim

kaydetmiglerdir. Gomes ve ark. [17], plaka benzeri
yapilarin hasar tespiti i¢in bir optimizasyon yaklasimi
Onermis ve Onerilen yontemin verimliligini; genetik
algoritma, AOA ve gelistirilmis bir AOA’n1 kullanarak
karsilagtirmali olarak sunmuslardir. Bu sonuglara bagh
olarak oOnerilen yaklagimin genetik algoritmalara gore
daha iyi sonuglar verdigi iddia edilmistir. Yuan ve ark.
[18], proton degisim membranli yakit hiicresi (PEMFC -
Proton Exchange Membrane Fuel Cell) modellerinde
parametrelerin optimum se¢imi i¢in yeni bir metodoloji
onererek, PEMFC yigiminin tahmini ve gercek cikis
voltaj1 arasindaki hata karesi degerinin toplamini en aza
indirmek igin gelistirilmis bir AOA sunmuslardir.
Gelistirilen AOA’nda, kendi kendine uyarlanabilir
agirliklandirma kullanilarak en iyi ¢oziime ulagma
hedeflenmigtir. Hussein ve ark. [19] ise yaptiklar
calismada, AOA’n1 Proportional Integral (PI) kontrolor
parametrelerini  segmek icin  kullanmiglardir. Elde
ettikleri  sonuglar1  Parcactk  Siiri  Optimizasyon
algoritmasi sonuglar1 ile kiyaslamislardir. Shaheen ve
dig. [20], gili¢ sistemleri alaninda optimum gii¢ akisi
problemini ¢6zmek i¢in AOA’m1 kullanan yeni bir
girisim sunmuslardir. Parcacik siirii optimizasyonu ve
genetik algoritmalan ile karsilastirmali olarak sunulan
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AO Algoritmas1 sonuglarinin daha basarilt oldugu bu
calismada gosterilmistir. Alshammari ve ark. [21] ise
Logistic kaotik haritalama metodunu kullanan bir AOA
gelistirerek, bunu gii¢ sistemi stabilizatorlerinin optimal
ayarint  yapmak icin kullanmiglardir. Farkli test
fonksiyonlarimi kullanarak, kaotik AOA’nin, kullanilan
diger algoritmalardan daha iyi performans gdsterdigini
belirtmislerdir.

Aygicegi  Optimizasyon algoritmasinin  temelinde,
ayciceklerinin gilines 1smlarii takip etme hareketleri
yatar [22]. Aygiceklerin (adaylarin) hedefi, giinesin
bulundugu yone dogru yonelip en iyi pozisyonu
bulmaktir. AOA mekanizmasinda, adaylar, eger giinese
yakin iseler bulunduklar1 yeri korumak ve eger uzak
iseler daha biiylik yonelimler gosterip glinese yaklasmak
isterler. Lokasyonlarin1 giincellemenin yaninda, komsu
olan aycicekleri ile tozlasarak yeni bireyler de
iretebilirler. Ger¢ek diinyada milyonlarca tozlagsma
olusurken, algoritmada kolaylik olmasi igin her
ayeiceginin bir tozlasma gerceklestirdigi varsayilmustir.
AOA’da, ilk asama, baslangic  popiilasyonu
olusturmaktir. Baslangi¢ popiilasyonu olusturulduktan
sonra ¢oziime en yakin birey, glines olarak adlandirilir.
Glines belirlendikten sonra, giinesin pozisyonuna gore
diger bireylerden komsu olanlar, kendi aralarinda
tozlasarak yeni bireyler olustururlar. Yeni bireyler
iiretildikce arama uzaymin boyutu artar ve bunun
engellenmesi igin belli bir oranda aycicegi bireyleri
elenir. Gerekli giincelleme ve yeni birey iiretiminden
sonra bu siiregler, sonlandirma kriteri saglanana kadar
iteratif sekilde devam ettirilir.

Algoritmada o6nemli prensiplerden biri aygciceklerinin
giinese yoneliminin temsilidir. Popiilasyondaki anlik en
iyi ¢oziim olan giines (X*), diger aygicegi bireylerine
(Xi) referans olur. n, sayida birey igeren popiilasyonun
giinese yonelimi s; ile gosterilir ve genel ifadesi Denklem
1’deki gibidir.

XX =12 1)
S§=———, =12,..,n
CIX =Xl P
Algoritmanin en iyiye ilerleyisi yonelim olarak

adlandirilir ve Denklem 2 ile ifade edilir. Yonelim, iki
temel parametreye dayalidir. Bunlar A eylemsizlik
katsayisi ve i. birey ve (i-1). birey arasindaki tozlagsma
olasihigim ifade eden Pdir. Genel ifadeden de
goriilecegi lizere glinese yakin bireyler kiiciikk adimlarla
giinese yonelirken, daha uzak bireyler daha biyiik
adimlarla y6nelim saglamaya ¢alisacaklardir.

di = AP(I1X; + X1 IDIX; + X4 || O]

Klasik AOA’nda her iterasyonda gilinese uzak olan bazi
bireyler, popiilasyondan ¢ikarma oranina (O) gore arama
strecinden ¢ikarilmakta ve yerine yeni bireyler
iretilmektedir. Bu yeni bireyler, her iterasyonda
popiilasyona  katilarak  farkli  kesif noktalarin
bulunmasina yardimci olmaktadir. Bunun disinda diger
bireylerin yeni konumlarimin belirlenmesinde, global
minimum adaylarmi  kagirmamak i¢in maksimum
yonelim miktar1 degerine de dikkat etmek gerekir. Bu
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temel prensip, Denklem 3 ile saglanmaktadir. Bu
denklemde, Xmax V& Xpin tist ve alt smir degerlerini, Npyqp
ise poptilasyondaki toplam birey sayisini belirtmektedir.
Yeni bireye ait degerin hesaplanmasinda, Denklem 4
kullanilmaktadir. AOA’nin bu temel adimlar1 ve
mantiksal fonksiyonlari, Algoritma 1’de paylasilan sdzde
kodda goriilebilir.

||Xmax - Xmin”
g = e Zmint] 3)
max ZNpop
)?i+1 = )_()i + digi (4)

Algoritma 1. Aycicegi Optimizasyon Algoritmasi s6zde kodu

1. Xmax Xmin € problem tammli iist sinir ve alt siirlar
2. Itrp,, € maksimum iterasyon sayisi

3. N,,,€ popiilasyon boyutu

4. 0< Popiilasyondan gikarma orani (%)

5. fori=1den N,

6 X; = BireyUretegFonksiyonu( Xmax, Xmin)
7 PopulasyonaEkle(X;)

8. end for

9.  AmagDegerHesapla ()

10. X*< GiinesBul()

11. GuneseYonlendir()

12, while(i < Itrpqy)

13, forj=1"den N,y

14. BireyVektorHesapla()

15. UzakBireyleriCikar(%0, i)
16. YeniBireyleriDegerlendir(X*)
17.  end for

18.  AmagDegerHesapla()
19. X< GiinesBul()

20. End while

21. EniyiyiGoster()

3. AOA TABANLI OTOMATIK SINIFLANDIRMA
KURAL MADENCILIiGI SISTEMi

Bu ¢alisma, yazarlarin bildigi kadariyla, daha 6nce kural
madenciliginde  kullanilmayan =~ AOA’nin  kural
madenciligine  uygulanabilirligine  odaklanmaktadir.
Bununla beraber, literatiirdeki diger uygulamalara benzer
olarak, standart AOA da dogrudan kural ¢ikarim
sistemlerine uygulanmaz ve siirekli optimizasyon
problemlerine yonelik olan AOA’nin bu amag¢ igin
uyarlanmis versiyonuna ihtiya¢ oldugu diistiniilmektedir.
Bu uyarlama i¢in kural ¢ikarim adaylarimin temsil
bigimlerinin dogru belirlenmesi gerekmektedir.

Siniflandirma kural madenciligi i¢in kullanilan birgok
yontem ve algoritma vardir [23, 24]. Bu smiflandirma
algoritmalarinin ve modellerinin ¢ogu kara-kutu tabanli
yaklagimlardir. Ancak, anlasilabilir kurallar, veri
setlerinde oldugu kadar, dogru kurallara ulagilmasin
hedefleyen agiklanabilir yapay zeka veri madenciliginde
de olduk¢a 6nemlidir [3]. Ayrica, sayisal dzelliklerden
olusan veri setinde ilging, anlasilabilir ve dogru
smiflandirma kurallarinin madenciligi daha karmasiktir.
Nicel wveriler igin siniflandirma algoritmalari, bilgi
kaybina neden olabilecek bir 6n islem yaparak bir tiir
ayriklagtirma  gerceklestirir.  Bu  durumda, veri
madenciliginde veri seti problemi degistirilir. Bu
ylzden; kesfedilen siniflandirma kurallar1 degistirilmis
veri setinin modeline ait olur. Veri setini degistirmek
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hataya acgiktir ve ayrica hesaplama yiikii gerektirir [4].
Veri seti degistirildiginde asil ¢oziimii istenilen
simiflandirma probleminin dogrulugu da azalacaktir. Bu
sebeple, veri seti degistirmeden siniflandirma yontemini
uyarlamak daha mantiklidir [14]. Nicel 6zellikler igin
ilgili araliklar1 bulmanin ve yiiksek kaliteli nicel
smiflandirma kurallarinin madenciliginin birden fazla
hedefle tek bir adimda birlestirilmesi hiz ve dogruluk
acisindan ¢ok anlaml goriinmektedir.

Bu ¢alisma, nicel kural ¢ikarim problemlerinde, n bireyli
popiilasyondaki her ¢6ziim i¢in farkli bir temsil bigimini
esas almustir [14]. Bu temsil bigiminde, d (nitelik sayisi)
boyutlu bir X; ¢oziimii, X?, X ve X} (i=1, 2, ..., n)
olmak iizere ii¢ adet alt veri icermektedir. X? =
(xb,x2, ...,ij, 0, X0 bir ¢oziimiin her bir niteligi igin
ikili bir veri tutar. Bir x;niteliginin, ¢6ziimiin kuralina
eklenip eklenmeyecegi x}J degeri ile belirlenir. Baslangi¢
popiilasyonunda x?, t(.) rastgele iirete¢ fonksiyonu ve
daha oOnceden tanimlanmis bir “0” esik degeri ile
belirlenir. Bu islem Denklem 5 ile hesaplanmistir.

Xj
{ 1(eger x; kuralda kullamilmissa)x? > 8,8 € [0,1 ©)

0 (eger x; kuralda kullanllmamlssa) diger

X = (xf,x3,..x{",..xq) , bir ¢oziime ait kuralin her
niteligi igin hesaplanan alt limitleri gosterirken, X =
(1, xz, .. xf", . xg) ise  ilgili  ¢bziim  kuralindaki
niteliklerin Gst limitlerini gosterir (xg, x4 € R). Arama
uzayinda alt degeri N¢ ve iist degeri N* olan “j” niteligi
igin, “N® < x/* < xj' < N*” kosulu her iterasyonda her
zaman gecerlidir. Iterasyonlar siiresince her bir aday
kendine ait X?, X% ve X} degerlerini yeniden hesaplar.
Iterasyonlarin sonunda ij > § sartini saglayan her
nitelik “X;” ¢oziimiiniin kuralina eklenir. Veri setindeki
her sinif i¢in kural madenciligi optimizasyonu ayr1 ayri
gerceklestirilmistir. Bu, ana veri setinin (arama uzayinin)
her bir smf i¢in alt uzaylara boliindigii ve her
optimizasyon isleminin ilgili alt uzayda gerceklestigi
anlamina  gelmektedir. Bir ¢oziimiin X7, X{, ve X*
degerleri, ilgili arama uzayindaki her veri i¢in kontrol
edilir ve amag¢ fonksiyonunun uygunluk degerini
hesaplamak icin kullanilir. Ornegin, “S” smifi icin
gerceklestirilen bir kural madenciligi optimizasyon
isleminde, bir ¢6ziimin kendi kuralinda 1., 3. ve 5.
nitelikleri kullandigim  varsayalim  (x?,x2,ve x2 >
§,i.iterasyonda). Bu durumda, aday ¢6ziimin “k”
Verisi (Xkl,sz,... s Xk ), igin kontrol edilmesi
Denklem 6’ya gore gerceklestirilecektir.

b a u a u a
eger xi< X, <xj ve x3< X, < X3 ve x5<X <x (6)

Bu hesaplama islemi, amacin uygunluk degerini
hesaplamak icin kullanilmaktadir. Caligmada, amag
fonksiyonu olarak smiflandirmanin “dogruluk™ degeri
almmistir. X; ¢coziimiiniin “dogruluk™ degerini bulmak
i¢in ilgili “S” sinifina ait her veri i¢in Denklem 6’daki
kosul tek tek kontrol edilir. Bu islemlerin sonucunda
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dogru pozitif (DP), dogru negatif (DN), yanlis pozitif
(YP) ve yanlis negatif (YN) degerleri elde edilir. Bunun
icin, Tablo 1’de gosterildigi gibi, ilgili kuralin “eger”
kismi (ISE 6ncesi) ve “ise” kismu (ISE sonrasi) ayr1 ayri
degerlendirilir. Daha sonra, amag¢ fonksiyonu olarak
kullanilan “dogruluk” degeri, ilgili kuralin DP, DN, YP
ve YN degerleri baz alinarak Denklem 7°deki gibi
hesaplanir.

Tablo 1. DP, DN, YP ve YN degerlerinin hesaplanmasi

“eger” kismu “ise” kismu islem

Dogru Dogru DP’yi 1 artir

Yanlis Yanlis DN’yi 1 artir

Dogru Yanlis YP’yi 1 artir

Yanlig Dogru YN’yi | artir
Dogruluk = DP + DN @)

DP +DN +YP+YN

DP; kuralin hem sol hem de sag tarafinin dogru oldugu
durum sayisi, DN; kuralin her iki tarafinin yanlis oldugu
durum sayis;, YP; kuralin sol tarafinin dogru, sag
tarafinin yanlis oldugu durum sayisi, YN ise kuralin sol
tarafinin yanlis, sag tarafinin dogru oldugu durum
sayisidir. Algoritma 2’de verilen sdzde kod, kural
¢ikarim tabanli Aygigegi Optimizasyon Algoritmasinda
yukarida aciklanan siireglerin isleyisini gostermektedir.
Algoritmanin isleyisi iki asamada gergeklesmektedir.
Birincisi egitim asamasidir. Bu asamada egitim veri
setleri i¢in uygunluk degerine gore uyarlanmis AOA
calistirilir. Algoritma iterasyonlart sonunda elde edilen
kurallar test verileri icin tekrar denenmektedir. Ayni
degerlendirme siirecleri bu kez test verileri i¢in yapilir.
Elde edilen sonuglar test verileri ile yapilan deneylere
aittir.

Algoritma 2. Uyarlanmig AOA sézde kodu

1. Veri setini al

2. Aday simflandirma kural setini gosteren kodlanmig
popiilasyonu baslat (X; icin X?, X% ve X¥'yu baslat)

3. Itr,,, € maksimum iterasyon sayisi

4. Np,p€ popiilasyon boyutu

5. 0< Popiilasyondan ¢ikarma orani (%)

6. fori=1"den Ny,

7 X; = BireyUretegFonksiyonu( X?, X¢, X%)

8. PopulasyonaEkle(X;)

9. end for

10. VarsayilanDegerlereAyarla(DP, DN, YP, YN)

11. AmagDegerHesapla ()

12. X*<& GlinesKuraliBul()

13, while(i < Itr,q,)

14. GuneseYonlendir()

15, forj=1"den N,

16. BireyVektorHesapla()

17. UzakBireyleriCikar(%0, i)
18. YeniBireyleriDegerlendir(X*)
19.  end for

20.  VarsayilanDegerlereAyarla(DP, DN, YP, YN)
21. AmagDegerHesapla()

22.  X*"< GiinesKuraliBul()

23. End while

24. testVerilerilcinKurallariDene()

25. EniyiKuraliGoster()

4. DENEYLER

Calismada, literatiirde iyi bilinen ii¢ farkli veri tabamn ile
deneyler gerceklestirilmistir. Bunlar Ecoli, Iris ve Glass
veri setleridir. Amag¢ fonksiyonu olarak dogruluk
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kullanilmis ve uygulama platformu olarak Python tercih
edilmistir. Bununla birlikte, elde edilen sonuglarin daha
saglikli degerlendirilmesi igin literatiirde iyi bilinen
simiflandirma algoritmalarina ait sonuglar kullanilmistir.
Kullanilan siniflandirma algoritmalar: karar agaci, k-NN,
JRIP, Naive Bayes ve Destek Vektor Makinesi
(DVM)’dir. Bu veri setlerinin %66’s1 egitim, %34’{ ise
test islemleri i¢in ayrilmistir. Ayirma islemi, her bir
smifin agirlik orani dikkate alinarak yapilmistir. Boylece
ana veri setindeki Ornek sayilarma gore siif agirhik
oranlart hem egitim hem de test veri setlerinde
korunmustur. Kullanilan veri setlerine ait O6zellikler
Tablo 2°deki gibidir. Deneylerde ilk olarak her bir sinif
icin egitim iterasyonlar1 gerceklestirilmis daha sonra test
siirecleri  tamamlanmustir.  [lgili  veri seti igin
algoritmanin dogruluk degeri, icerdigi tiim siniflarin
agirlikli oranlar ile elde edilmistir. Her bir veri setine ait
smif agirliklart bir smifin ilgili veri setindeki Grnek
sayisina gore belirlenmistir. Kargilagtirmali sonuglar i¢in
ilgili veri setleri ayni egitim ve test veri seti ayirma
oranlart korunarak standart smiflandirma algoritmalari
i¢cin denenmistir.

Kural ¢ikarim tabanli AOA ile yapilan deneylerde veri
setlerindeki her bir smuf igin yirmi ayrt deney
gerceklestirilmigtir.  Bdylece toplamda 340 deney
yapilmustir.  {lk  deney Ecoli veri seti icin
gerceklestirilmigtir. Ecoli veri seti i¢in kargilagtirmali
dogruluk degeri sonuglart Tablo 3’te goriilmektedir.
Tablo 4’te bu veri seti ile yapilan deneylerden birine ait
elde edilen dogruluk degerleri ve ¢ikarilan kurallar
paylasilmistir. Bu veri seti igin yapilan tiim deneylere ait
istatistiksel sonuglar ise Tablo 5°te verilmistir. Ecoli veri
setinde elde edilen sonuglar ve smif agirlik degerlerine
gore ortalama dogruluk degeri 0,945 olmustur. Buna
gore standart siniflandirma algoritmalar1 sonuglari ile
karsilastirildiginda kural ¢ikarim temelli AOA en basarili
sonucu vermeyi basarmustir. Standart siniflandirma
algoritmalar i¢inde en basarili sonu¢ Naive Bayes en
diistik sonug¢ ise Karar Agaci tarafindan elde edilmistir.
Tablo 4 ve 5’ten goriilecegi gibi AOA basarimi diigiik
yogunluk degerli smiflarda daha yiiksektir. Yiiksek
yogunluk siniflarda ise ortalama basarim 0,850 nin altina
inmemistir. Standart smiflar igerisinde en yiiksek
dogruluk degeri sirasiyla Naive Bayes ve DVM
tarafindan elde edilmistir. En diisiik basarim ise karar
agacma aittir. Bu veri seti ile yapilan deneylere ait
sonuglarin dagilhimi Sekil 1°de verilmistir. Sekilden de
goriilecegi iizere neredeyse tiim siniflarda bagarim
genellikle 0.85’in iizerindedir.

1 % e
0.9 *I#] i) ?
0.3 s
07 i
0.6
0.5

W Mo Moml imB
Wiy Mon Moml Hop

Sekil 1. Ecoli veri seti deneyleri sonu¢ dagilimlari i¢in g¢eyrekler
aciklig grafikleri
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Tablo 2. Veri Setleri

Tr. J. Nature Sci. Volume 10, Issue 2, Page 233-241, 2021

Siniflardaki

Data seti Alam Ornek Siniflar Ornek Nitelikler Mlvn' Mavks'
Sayisi Deger Deger
Sayisi
cp 143 mcg 0 0,89
im 77 gvh 0,16 1
pp 52 lip 0,48 1
. - . imU 35 chg 05 1
Ecoli Biyoinformatik 336 om 20 aac 0 0,88
omL 5 alml 0,03 1
imL 2 alm2 0 0,99
imS 2
Ri 1,51115 1,53393
Na 10,73 17,38
1 70 Mg 0,0 4,49
2 76 Al 0,29 35
Glass Fizik 214 3 17 Si 69,81 75,41
5 13 K 0,0 6,21
6 9 Ca 5,43 16,19
7 29 Ba 0,0 3,15
Fe 0,0 0,51
sepal_uzunluk 43 79
. Setosa 50 sepal_genislik 2,0 4,4
Iris Yasam 150 Versicolor 50 pertJaI:L%zunsluk 1,0 6,9
Virginica 50 petal_genislik 0,1 2,5
Tablo 3. Ecoli veri seti i¢in karsilagtirmali “dogruluk” degeri sonuglar
Data Seti Karar Agaci k-NN JRIP Naive Bayes DVM A0A
Ecoli 0,767 0,803 0,806 0,854 0,842 0,945
Tablo4.Ecoli veri seti kurallart
Simif  Dogruluk Kural

238

cp 0,936 EGER 0,160 < gvh <0,581 VE 0,030 < alm1 <0,521 ISE cp
im 0,919 EGER 0,000 < meg <0,633 VE 0,596 < alm1 <0,940 ISE im
imS 0,995 EGER 0,600 < mcg <0,879 VE 0,467 < gvh <0,892 VE 0,744 < lip <0,974 VE 0,303 < aac <0,541 ISE imS
imL 1 EGER 0,327 < mcg <0,880 VE 0,169 < gvh <0,752 VE 0,1856}; < IIin <1,000 VE 0,426 < aac <0,527 VE 0,711 < alm2 <0,938
m
imU 0,946 EGER 0,743 < mcg <0,889 VE 0,001 < aac <0,876 VE 0,442 < alm2 <0,939 iSE imU
om 0,995 EGER 0,544 < mcg <0,802 VE 0,637 < aac <0,880 VE 0,142 < alm2 <0,604 ISE om
omL 1 EGER 0,879 < lip <1,000 VE 0,165 < alm2 <0,502 ISE omL
pp 0,982 EGER 0,567 < mcg <0,831 VE 0,561 < gvh <0,866 VE 0,077 < aac <0,634 ISE pp
Tablo5. Ecoli veri seti i¢in istatistiksel sonuglar
cp im imS imL imU om omL pp
Min 0,701 0,769 0,995 0,995 0,895 0,941 0,986 0,846
Maks 0,936 0,919 0,995 1,000 0,946 0,995 1,000 0,982
Ortalama 0,901 0,850 0,995 0,995 0,901 0,958 0,990 0,935
Ortanca 0,920 0,860 0,995 0,995 0,896 0,950 0,986 0,932
Std.Sapma 0,052 0,042 2,66454E-14 0,0003 0,009 0,017 0,005 0,031

Kriminal sorusturma galismalarindan elde edilen bir veri
seti olan Glass, calisilan diger bir arama uzayidir.
Toplamda alt1 sinifli bu veri seti i¢in yapilan deneylerden
birinde elde edilen dogruluk degerleri ve bu degerleri
saglayan kurallar Tablo 6 ve 7°de paylasilmigtir. Tablo 8
ise bu veri seti ile yapilan, toplamda 120 farkli deneye
ait istatiksel sonuglart gostermektedir. Tablo 7’deki
deneye ait sonucglar dikkate alindiginda, simuf agirlik
degerlerine goére ortalama dogruluk degerinin 0,676
oldugu goriilmektedir. Bu deger, diger standart
siiflandirma algoritma sonuclarina gore en iyi dordiincii
deger olmustur. Bu veri seti icin en iyi sonucu k-NN
algoritmas1 elde etmistir. En koti sonug ise Naive
Bayes’e aittir. Genel basarim olarak uyarlanmis AOA
yontemi her ne kadar vasat bir gorlintli verse de
kendisinden daha iyi sonu¢ veren algoritmalara yakin
degerler iiretebilmistir. Sinif bazinda incelendiginde bu
veri setinde basarimi diisiiren sinif aslinda “ti¢” sinifidir.
Bu sinifa ait basarili bir kural ¢ikarimi tam olarak elde
edilememistir. Bununla beraber son ii¢ sinifta basarim

degerleri yiiksektir. Ote yandan bu siniflarda yogunluk
katsayilarinin diigiilk olmasi nedeniyle basarima ¢ok fazla
etki etmemistir. Istatistiksel sonuglar1 olusturan deney
sonug dagilimlart Sekil 2°de verilmistir. Sadece bir smnift
icin ayrik degerlerin olustugu deneylerde ii¢ ve istii
smiflarda agiklik diistik ve kararlilik yiiksektir.

Her biri elli 6rnek igeren Ui¢ sinifli Iris, literatiirde iyi
bilinen bir veri seti olup son deneyler bu veri seti ile
gerceklestirilmistir. Bu veri seti ile toplamda 60 farkli
deney yapilmistir. Tablo 9 ve 10 bu deneylerden birine
ait sonuglari ve diger algoritmalara ait sonuglari
kargilagtirmali gostermektedir. Tiim deneyler i¢in elde
edilen istatistiksel sonuglar ise Tablo 11°de
paylasilmigtir.
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M bir M iki uc [ bes M ali M yedi

Sekil 2. Glass veri seti deneyleri sonu¢ dagilimlari i¢in ceyrekler
acikligr grafikleri

Kural ¢ikarim temelli AOA en iyi sonuglardan birini bu
veri sctinde elde etmistir. Standart smiflandirma
algoritmalarinda en iyi sonug 0,966 ile JRIP tarafindan
elde edilmisken, uyarlanmig AOA bu veri setinde tim
smiflar i¢in 0,977 agirlikli ortalama degerine ulagmay1
basarmistir. Smuf bazinda degerlendirildiginde tim
smiflarin yogunluk katsayilari aynt oldugu igin agirlikli
ortalamada etkileri ayni olmustur. Setosa simifinda
basarim %100 oranina ulagsmayi basarabilmigtir. Diger

Tablo 6. Glass veri seti i¢in kargilagtirmah “dogruluk” degeri sonuglar1

Tr. J. Nature Sci. Volume 10, Issue 2, Page 233-241, 2021

iki sinifta da ortalama basarim 0,965 olmustur. Karar
agac1 algoritmasi, Ecoli veri setinde oldugu gibi en
diistik basarim degerine sahip algoritma olmustur. Sekil
3’te verilen sonug grafikleri incelendiginde her ne kadar
Setosa ve Versicolor’da ayrik degerler olsa da basarimin
genellikle yiiksek oldugu goriilmektedir.

0,3

1

0,7
0,6
0,5

HE N

Sekil 3. Iris veri seti deneyleri sonug dagilimlar igin ¢eyrekler agiklig
grafikleri

Data Karar Agaci k-NN JRIP Naive Bayes DVM AoA
Seti
Glass 0,700 0,705 0,696 0,495 0,574 0,676
Tablo7. Glass veri seti kurallar
Smif Dogruluk degeri Kural
bir 0,651 EGER 1,517 <RI<1,530 VE 2,628 < Mg <3,758 VE 7,550 < Ca <12,281 ISE bir
iki 0,580 EGER 11,484 <Na<15,111 VE 1,408 < Al <2,680 VE 6,717 < Ca <8,360 ISE iki
ti¢ 0,322 EGER 70,315 < Si <73,056 VE 3,654 < K <4,765 VE 6,607 < Ca <6,923 ISE uc
bes 0,972 EGER 1,021 < Al <2,546 VE 71,616 < Si <74,376 VE 11,317 < Ca <12,920 ISE bes
alt1 0,957 EGER 12,693 < Na <15,404 VE 2,374 < Mg <2,580 VE 71,459 < Si <72,593 ISE alti
yedi 0,972 EGER 0,274 < Ba <2,058 ISE yedi
Tablo8. Glass veri seti igin istatistiksel sonuglar
bir iki ii¢ bes alti yedi
Min 0,574 0,505 0,122 0,936 0,957 0,865
Maks 0,651 0,580 0,322 0,972 0,957 0,972
Ortalama 0,605 0,554 0,221 0,942 0,957 0,916
Ortanca 0,604 0,559 0,198 0,943 0,957 0,922
Std.Sapma 0,045 0,030 0,004 0,007 5,88418E-15 0,032
Tablo 9. Iris veri seti i¢in karsilagtirmal “dogruluk” degeri sonuglari
Data Seti Karar Agac k-NN JRIP Naive Bayes DVM AoA
Iris 0,926 0,953 0,966 0,96 0,960 0,977

Tablo 10. Iris veri seti kurallari

Simif Dogruluk degeri Kural
Setosa 1 EGER 1,000 < petal_length <2,126 ISE setosa
Versicolor 0,970 EGER 2,856 < petal_length <5,109 VE 0,811 < petal_width <1,786 ISE versicolor
Virginica 0,960 EGER 1,649 < petal width <2,500 iSE virginica

Tablo 11. Iris veri seti i¢in istatistiksel sonuglar

setosa versicolor virginica
Min 0,677 0,788 0,667
Maks 1 0,970 0,960
Ortalama 0,961 0,963 0,914
Ortanca 1 0,970 0,960
Std.Sapma 0,060 0,014 0,070
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5. SONUCLAR

Ayriklagtirma sathasindan dolayr standart kural ¢ikarim
tekniklerinde basarimlar olumsuz etkilenebilmektedir.
Optimizasyon temelli yaklagimlarin siirekli verileri
iizerinde ayriklastirma yapmadan calisabilmesi onlara bu
konuda 6nemli avantajlar saglayabilir. Bu amagla bu
calismada, optimizasyon temelli kural g¢ikarimina
odaklanilmistir. Caligma, son yillarin basarili bitki zekasi
temelli meta sezgisel yaklasimlarindan olan Aygicegi
Optimizasyon Algoritmasint (AOA) kullanmistir. Bu
amagla bu problem i¢in uygun temsil bi¢imi ve uygunluk
fonksiyonu belirlenmistir. Onerilen yaklagim ii¢ farkl
disiplinde toplanmis olan veri seti i¢in test edilmis ve
sonuglar1 literatiirde iyi bilinen standart siniflandirma
algoritmalar1 ile karsilagtirilmistir. Toplamda 340 ayri
deney gergeklestirilmistir. Bagsarim metrigi olarak
dogruluk kullanilmustir. Her bir siif i¢in gergeklestirilen
deneyler sonucunda, ilgili veri seti i¢in sonu¢ dogruluk
degeri sinif yogunluk katsayilarina goére hesaplanmustir.
Yapilan deneylerde, iki veri setinde en iyi sonug,
onerilen AOA temelli yaklagimla elde edilmistir. Elde
edilen kurallar ve yapilan tiim deneylere ait istatistiksel
sonuglar  Onerilen uyarlanmis AOA  yaklasiminin
basarisini ispatlamistir. Ote yandan kullanilan standart
simiflandirma algoritmalar i¢cinde Naive Bayes ve DVM
daha basarili olurken Karar Agaci iki veri setinde en
diisik sonuglara sahip olmustur. Yazarlar bundan
sonraki caligmalarinda ¢ok amacli ve hibrid kural
¢ikarim calismalarina odaklanacaktir.
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