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Makine Ogrenme Algoritmalar: ile PM10 Konsantrasyon Tahmini

Kahraman Oguz!", Muhammet Ali Pekin!,

"Meteoroloji Genel Miidiirliigii, Arastirma Dairesi Bagkanligi, Ankara, Tiirkiye

Makale Tarihcesi Oz — Partikiil madde (PM) kirliligi snemli gevresel sorunlara sebep olmaktadir. PM kirliliginin olumsuz
Génderim: 10.08.2021 etkileri, canli saghigina yonelik riskleri nedeniyle yaygin bir sorun haline gelmistir. PM kirliliginin tim

bu olumsuz etkileri ve atmosferdeki karmasik etkilesimi sebebiyle, daha fazla ¢aligmaya konu olma-
Kabul: 19.10.2021 st onemlidir. Ozellikle, PM kirliliginin izlenmesi ve tahmin edilmesi konusunda yapilacak galismalar
Yayim: 10.06.2022 6nemlidir. Son yillarda meteorolojik faktorler géz 6niine almarak PM kirliliginin tahmin edilmesi ca-

ligmalar artmistir. Ozellikle makine 6grenme yontemleri ile PM kirliligi tahmini galismalar1 hiz kazan-
mustir. Bu ¢aliymada, meteorolojik faktorler géz oniine alinarak cesitli makine 6grenme algoritmalari ile
PM10 kirliligi tahmin edilmistir. Caligmada kullanilan meteoroloji verileri Meteoroloji Genel Miidiirlii-
§ii Ankara Bolge istasyonundan (enlem:39,9727, boylam:32,8637, rakim:891 m.) elde edilmistir. PM10
kirlilik verileri ise Cevre, Sehircilik ve Iklim Degisikligi Bakanligi Ankara Kegioren-Sanatoryum hava
kalitesi istasyonundan (enlem: 39,999, boylam: 32,856, rakim: 1009 m.) elde edilmistir. Makine 6gren-
me caligmasi asamasinda, sicaklik, ¢ig noktasi sicakligi, yagis, bagil nem, riizgar hizi, basing, bulut kapa-
lilig1 ve bir dnceki giine ait PM10 6l¢limleri g6z dniine alinarak, farkli makine 6grenme (karar agaci reg-
resyonu, destek vektor regresyonu, lasso regresyonu ve yapay sinir agt) algoritmalartyla ayr1 ayri caligma
yapilmig ve bu algoritmalarin tutarliliklar karsilagtirilmistir. Tutarhiliklarinin incelenmesi asamasinda
cesitli istatistiksel metrikler kullanilmistir. Sonugta, test bolimii géz oniine alindiginda, yapay sinir agt
algoritmasinin belirleme katsayis1 0,6, kok ortalama kare hatasi ~18 ve ortalama mutlak hata ~12 olarak
bulunmus ve yapay sinir ag1 algoritmasinin diger algoritmalara gére daha iyi sonug verdigi goriilmiistiir.
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Article History Abstract — Particulate matter (PM) pollution causes significant environmental problems. The adverse
Received: 10.08.2021 effects of PM pollution have become a common problem due to its risks to living health. Due to all

these negative effects of PM pollution and its complex interaction in the atmosphere, it is important that
Accepted: 19.10.2021 it be the subject of more studies. In particular, studies on monitoring and estimating PM pollution are
Published: 10.06.2022 important. In recent years, studies on estimating PM pollution have increased by considering meteor-

ological factors. Especially with machine learning methods, PM pollution estimating has accelerated.
In this study, PM10 pollution is estimated with various machine learning algorithms considering mete-
orological factors. The meteorological data used in the study were obtained from the Ankara Regional
Station of Turkish State Meteorological Service (latitude: 39,9727, longitude: 32,8637, altitude: 891
m.). PM10 pollution data were obtained from the Ministry of Environment, Urbanization and Climate
Change Ankara Kegidren-Sanatorium air quality station (latitude: 39,999, longitude: 32,856, altitude:
1009 m.). In the machine learning phase, different machine learning (decision tree regression, support
vector regression, lasso regression and neural network) were used, considering temperature, dew point
temperature, precipitation, relative humidity, wind speed, pressure, cloud cover and PM10 measure-
ments of the previous day. Algorithms were studied separately and the consistencies of these algorithms
were compared. Various statistical metrics were used to examine their consistency. As a result, consid-
ering the test section, the determination coefficient was found to be 90,6, root mean square error ~1 8, and
mean absolute error ~12 for artificial neural network algorithm, and it was seen that the artificial neural
network algorithm gave better results than other algorithms.
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1. Giris

Hava kirliligi, sanayilesmenin ve niifus artisinin kaginilmaz etkisiyle beraber 6nemli ¢evresel ve atmos-
ferik sorunlardan birisi haline gelmistir. Hava kirliligi, kentsel ve endiistriyel alanlarin 6nemli konularindan
biridir. Hava kirleticilerinin olumsuz etkileri, canli sagligina yonelik riskleri nedeniyle yaygin bir sorun
haline gelmistir. Partikiil madde (PM) kirliligi, ABD Cevre Koruma Ajansi (US EPA) tarafindan énemli
hava kirletici kriterlerinden birisi olarak tanimlanir (Ozdemir ve Taner, 2014). PM kirliligi, kalp ve akciger
hastaliklarma neden olur, atmosferik goriis mesafesini azaltir, golleri ve akarsular asidik hale getirir, nehir
havzalarinda besin dengesini degistirir, ormanlara ve tarim Uriinlerine zarar verir, ekosistem ¢esitliligini
etkiler, asit yagmurlarina neden olur, heykeller gibi kiiltiirel agidan &nemli nesnelere zarar verir ve neticede
maddi kayiplara da neden olur (US EPA, 2021).

PM konsantrasyonunu etkileyen temel faktorler arasinda emisyon kaynaklari ve meteorolojik faktorler bu-
lunmaktadir. Meteorolojik faktorlerle PM konsantrasyonu arasinda énemli bir iligkinin varligi, pek cok
¢alisma tarafindan ele alinmistir (Hrdlickova vd., 2008; Ei-Sharkawy vd., 2015; Oguz, 2020). PM’nin tasi-
nimi, kimyas1 ve ¢okelmesi, meteorolojik faktorler tarafindan kontrol edilmektedir. Meteorolojik faktorler
birbirini etkilemekle birlikte, PM ile yakindan baglantili bir sistem olusturur. Meteorolojik kosullarin PM
konsantrasyonu {izerindeki etkileri olduk¢a karmasiktir (Qin vd., 2019). PM kirliliginin tim bu olumsuz
etkileri ve atmosferdeki karmasik etkilesimi sebebiyle, daha fazla ¢aligmaya konu olmasi 6nemlidir. PM
konsantrasyonunun tahmini amacli ¢esitli yontemler bulunmaktadir. Makine 6grenme yontemi, son yillarda
sikca kullanilan tahmin yontemlerinden birisidir.

Makine 6grenimi, hizla gelisen ve bilgisayarlarin verilere dayali olarak 6grenmesini saglayan bir alandir.
Veriler, fiziksel deneyler, bilgisayar modelleri veya her ikisinin birlesimi dahil olmak {izere ¢esitli kaynak-
lardan gelebilir. Makine 6greniminin bir¢ok alanda basarili uygulamalar1 olmustur (Panda vd., 2020). Son
otuz yilda, makine 6grenimi tekniklerine dayali istatistiksel modeller gelistirilmesi ve ¢oklu ve karmagik
veri setlerini kesfetme, analiz etme ve tahminlerde bulunma kabiliyeti nedeniyle hava kalitesi tahmin ala-
ninda da giderek daha fazla uygulanmaktadir. Bir makine 6grenimi algoritmasinin temel amaci, verilerden
bilgi elde etmek ve tahminlerde bulunmak i¢in egitim aldigi (6grendigi) veri kiimesinin genel 6zelliklerini
ve etkilesimlerini yakalayan bir model saglamaktir (Alpaydin, 2010; Gagliardi ve Andenna, 2020). Bili-
nen en yaygin makine 6grenme algoritmalarindan biri, degiskenler arasindaki dogrusal olmayan iliskileri
kesfetme yetenegi olan yapay sinir aglaridir (YSA). Bu konuda kullanilan diger bir algoritma, regresyon
amaciyla kullanildiginda destek vektor regresyonu (DVR) olarak da adlandirilan destek vektor makinesidir.
Bu algoritma, yeni verilere genelleme yapan iyi bir genelleme algoritmasidir. Ugiincii algoritma, grafiksel
bir ters agag yapisina sahip, iyi bilinen bir makine 6grenme algoritmasi olan karar agacidir. Regresyon igin
bir karar agaci kullanildiginda, buna karar agaci regresyonu (KAR) denir (Aljanabi, 2020).

PM konsantrasyonunun tahmini amaciyla makine 6grenme algoritmalarinin uygulandigi ¢esitli ¢aligmalar
bulunmaktadir. Giiltepe (2019) ¢alismalarinda, Kastamonu ilini ele alarak ¢esitli makine 6grenmesi algo-
ritmalart ile hava kirliliginin tahmininde, bazi meteorolojik degiskenler kullanarak hava kirliligi tahmini
yapacak modeller gelistirmislerdir. Algoritmalardan YSA algoritmasi i¢in dogru tahmin orani1 %87 ve diger
makine 6grenmesi algoritmalarindan Rastgele Orman %99 ve KAR %99 degerleri ile en iyi sonuglar1 ver-
digi sonucuna ulagmislardir. Suleiman ve digerleri (2019) ¢alismalarinda, Londra’da ¢esitli istasyonlardan
elde edilen trafik kaynakli PM verilerinin makine 6grenme algoritmalari ile tahminini yapmislardir. YSA
algoritmasinin trafik kaynakli PM tahmininde etkin bir sekilde kullanilabilecegi sonucuna ulagmiglardir.
Castelli ve digerleri (2020) ¢alismalarinda, Kaliforniya’da PM ve hava kalitesini tahmin etmek i¢in makine
ogrenme algoritmalarini uygulamislardir. DVR algoritmasmin saatlik kirletici konsantrasyonlarimin tutarl
bir sekilde tahmin edilmesini sagladig1 sonucuna ulagmislardir. Czernecki ve digerleri (2021) ¢alismalarin-
da, Polonya’da ¢esitli istasyonlardan elde edilen PM verilerinin makine 6grenme algoritmalart ile tahminini
yapmiglardir. KAR tabanli bir algoritma olan XGBoost algoritmasinin PM tahmininde en iyi algoritma
oldugu, sonrasinda ise YSA algoritmasinin geldigi sonucuna ulasmislardir.

Bu ¢alismada, meteorolojik faktorler géz Oniine alinarak ¢esitli makine 6grenme algoritmalari ile PM10
konsantrasyonu tahmin edilmistir. Makine 6grenme algoritmalarinin uygulanmasi asamasinda, sicaklik,
¢ig noktas1 sicakligi, yagis, bagil nem, riizgar hizi, basing, bulut kapaliligi ve bir 6nceki giine ait PM10
Ol¢timleri géz Oniine alarak, farkli makine 6grenme (KAR, DVR, Lasso, YSA) algoritmalariyla ayr1 ayr
caligma yapilmis ve bu algoritmalarin tutarliliklari karsilastirilmistir.
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2. Materyal ve Yontem
2.1. Calisma Alam ve Veri

Bu ¢aligmada, giinliik meteoroloji verileri (sicaklik, ¢ig noktasi sicakligi, yagis, bagil nem, riizgar hizi,
basing, bulut kapalilig1) Meteoroloji Genel Miidiirliigii Ankara Bolge istasyonundan (enlem:39,9727, boy-
lam:32,8637, rakim:891 m.) elde edilmistir (MGM, 2021). PM10 kirlilik verileri (giinliik) ise Cevre, Sehirci-
lik ve Tklim Degisikligi Bakanlig1 Ankara Kecidren-Sanatoryum hava kalitesi istasyonundan (enlem: 39,999,
boylam: 32,856, rakim: 1009 m.) elde edilmistir (CSBHKI, 2021). Calismada kullanilan verilerden yag1s veri-
si glinliik toplam iken, diger tiim veriler giinliik ortalama olarak elde edilmistir. Ankara Kegioren-Sanatoryum
hava kalitesi istasyonu, meteoroloji istasyonuna yakin olmasi sebebiyle ve diizenli dl¢timlerinin bulunmast
sebebiyle tercih edilmistir. Bu istasyonlarin konumlart Sekil 1’de gosterilmektedir. Ele alinan veriler Ocak
2018-Temmuz 2021 dénemini kapsamaktadir. Makine 6grenme yontemiyle uygulama yapilirken, veri setinin
rastgele (randomize) segilen %80’lik kismi (888 satir) egitim verisi, %20°lik kismi (223 satir) test verisi olarak
kullanilmistir.
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Sekil 1. Calismada verileri kullanilan 6l¢iim istasyonlarmin konumu (Sar1 nokta: Cevre, Sehircilik ve Ik-
lim Degisikligi Bakanligina ait hava kalite istasyonunu, kirmizi nokta: Meteoroloji Genel Miidiirliigiine
ait meteoroloji istasyonunu gosterir).

Tablo 1°de ¢alisma donemi i¢in meteorolojik parametrelerin ve PM 10 un istatistiki bilgileri goriilmektedir.
PM10 ortalamas1 45,9 pg/m?, minimum ve maksimum degerleri ise sirastyla 5,2 pg/m® ve 295,5 pg/m?
olarak bulunmustur. Caligmada kullanilan verilerin birbiri ile olan korelasyonu Tablo 2’de goriilmektedir.
Sekil 2°de ise meteorolojik parametrelerin PM10 ile sagilim grafigi goriilmektedir. PM10 ile en yiiksek ko-
relasyon katsayisinin (r=-0,319) riizgar hiz1 ile oldugu goriilmiistiir. Bunu ise basing (r=0,233) takip etmis-
tir. PM10 ile rlizgar hiz1 arasinda negatif yonlii zayif bir iligskinin varligindan s6z edilebilir. PM10 ile basing
arasinda ise pozitif yonlii zayif bir iliskinin varligindan s6z edilebilir. PM 10 diger parametreler arasinda ise
korelasyon katsayis1 r<0,2 olup, iliskinin ¢ok zayif oldugundan s6z edilebilir.
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Tablo 1

Calismada kullanilan verilerin tanimlayici istatistikleri

PM10 T TD PRC RH W Q C
Ortalama 459 13,755 3,27 1,096 55,511 1,935 913,303 3,135
Ortalamanin
Standart Hatas! 0,923 0,251 0,162 0,094 0,515 0,029 0,144 0,067
Medyan 38,5 13,6 2.9 0,0 55,8 1,8 913,2 2.9
Mod 21,1 17,7 2,2 0,0 54,5 1,3 910,7 0,0
Standart Sapma 30,75 8,376 5,394 3,119 17,181 0,967 4,808 2,25
Carpiklik 2,256 -0,051 -0,127 4,652 0,076 1,219 0,111 0,216
Carpikligin
Standart Hatasi 0,073 0,073 0,073 0,073 0,073 0,073 0,073 0,073
Minimum 5,2 -8.,4 -13,2 0,0 13,5 0,3 896,2 0,0
Maksimum 295.5 31,9 15,1 32,6 97,8 7,0 928,5 8,0
T: Temperature-Sicaklik (°C), TD: Dew point temperature-Cig noktasi sicakligi (°C),
PRC: Precipitation-Yagis (mm), RH: Relative humidity-Bagil nem (%), W: Wind-Riizgar hiz1 (m sii'),
Q: Pressure-Basing hpa, C: Ceiling-Bulut kapaliligr (1/8)
Tablo 2
Caligmada kullanilan verilerin birbiri ile olan korelasyonu
Parametre PM10 T TD PRC RH W Q C
Pearson’s r —
PMI10
p-value —
T Pearson’sr -0,146 —
p-value <,001 —
Pearson’sr -0,140 0,719 —
TD
p-value <,001 <,001 —
Pearson’sr -0,147  -0,145 0,132 —
PRC
p-value <,001 <,001 <,001 —
RH Pearson’sr 0,080 -0,718  -0,061 0,394 —
p-value 0,008 <,001 0,042 <,001 —
- Pearson’sr -0,319 0,293 0,173 -0,072  -0,265 —
p-value <,001 <,001 <,001 0,017 <,001 —
0 Pearson’sr 0,233 -0,312  -0,350 -0,260 0,063 -0,125 —
p-value <,001 <,001 <,001 <,001 0,037 <,001 —
C Pearson’st -0,060  -0,422 0,045 0,371 0,668 -0,107 -0,283 —
p-value 0,044 <,001 0,134 <,001 <,001 <,001 <,001 —

2.2. Makine Ogrenme Algoritmalar

Bu calismada, ¢esitli makine 6grenme algoritmalari kullanilarak uygulama yapilmistir. Ele alinan al-
goritmalar yapay sinir ag1, destek vektor regresyonu, karar agaci regresyonu ve lasso algoritmalarindan
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Sekil 2. Caligmada kullanilan verilerin sa¢ilim ve yogunluk grafikleri

olusmaktadir. Makine 6grenme algoritmalarinin hiperparametreleri deneme yanilma yontemi ile belirlen-
mistir. Makine 6grenmede verilerin normalize edilmesi, tahmin basarisini artirmaktadir (Singh ve Singh,
2019). Bu c¢alismada da maksimum-minimum normalizasyon yontemi uygulanarak veriler 6n iglemden
gecirilmistir.

2.2.1. Yapay Sinir Ag1

Yapay sinir ag1 (YSA), insan beyninin sinirsel yapisini taklit eden bir veri islemedir. Girdiler ve ¢iktilar
arasinda iliskiler kurar. Insan sinir sistemi gibi paralel veri isleme mimarisine sahiptir (Haykin, 1999). insan
sinir sisteminin temel 6gesi, dort temel bileseni olan bir ndrondur. Noronlar agirlikli girdiler alir, bunlar
birlestirir, dogrusal olmayan islem uygular ve ¢iktiy1 verir. Dolayisiyla bir YSA’nin temel islem elemani
olan yapay noronun, dogal ndronlar gibi dort islevi vardir. Bu yapay ndronlarin kiimelenmesi yapay sinir
agini olusturur. Bu kiimeleme, daha sonra birbiriyle iliskilendirilen katmanlar olusturarak gergeklesir. Cogu
YSA uygulamasinda uygulama, giris, gizli ve ¢ikis katmanlar1 olmak iizere birbirine bagh {i¢ katmana
sahiptir. Sekil 3’de bir YSA mimarisi goriilmektedir. Bu YSA’lar ¢cok katmanli algilayic1 (MLP) olarak
bilinir (Yaseen vd., 2015). Katmanlar arasindaki baglanti, bir YSA'nin en 6énemli 6zelliklerinden biridir.
Ileri beslemeli veya geri bildirimli olabilir. Bir YSA'nin en bilinen avantajlarindan biri, dgrenebilmesidir.
Ogrenme, tahmin edilen ve gdzlenen degerler arasindaki hatay1 en aza indirmek icin agirliklari ayarlayarak
gerceklesir (Alizamir vd., 2020).

YSA algoritma katmanlari, baglantilarla birbirine bagli yapay sinir hiicreleri araciligiyla olusur. Yapay si-
nir hiicresi, Sekil 4’de gosterilen girdi, toplama fonksiyonu, aktivasyon fonksiyonu ve ¢ikti kisimlarindan
olusur. Girdi kisminda (X), disardan elde edilen veriler yapay sinir hiicresine giris saglar. Agirlik (W) ise,
yapay sinir hiicresi i¢in dnemini iceren degerleri ifade etmektedir. Tiim girdiler hiicre agisindan 6nem ve
etkilerine gore bir agirliga sahip olur. Yoniine gore pozitif veya negatif degerler alabilir. Sonraki adim olan
toplama fonksiyonu, hiicreye gelen net girdinin analiz edildigi kisimdir. Girdilerle bunlarin agirliklarinin
carpimlar1 sonucu elde edilen degerlerin toplamlari, sonrasinda esik degerlerle toplanir. Elde edilen deger-
ler aktivasyon fonksiyonuna girdi olusturur. Aktivasyon fonksiyonu, toplama fonksiyonundan aldigi net
girdiyi isleyerek ciktiy1 olusturacak degerleri iiretir. Aktivasyon fonksiyonu dogrusal olmamakla birlikte
cesitlilik gosterebilmektedir. Toplama ve Aktivasyon fonksiyonlart néron igerisinde bulunur. Tiim bu ve-
rilerin islenmesi sonucunda elde edilen degerlerin ulastigi yer ise ¢ikti kismidir. Bir sinir hiicresinin girdi
sayisi ¢oklu olsa da sadece bir tane ¢iktisi olabilir (Aydogan ve Zirhlioglu, 2017). Bu calismada, 2 farkli
noron sayist (YSA1=150x100 ve YSA2= 100x100) goz dniine alinarak YSA ile tahmin yapilmistir.
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Sekil 3. Yapay sinir ag1 algoritmasi (Karaatli, 2012).
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2.2.2. Destek Vektor Regresyonu

Destek Vektor Regresyonu (DVR), birgok farkli regresyon probleminde iyi sonuglar veren, regres-
yon ve fonksiyon yaklagimi i¢in en gelismis algoritmalardan biridir (Smola ve Scholkopf, 2004). DVR
algoritmalar1, yalnizca verilerin hata tahminlerini degil, ayn1 zamanda regresyon modelinin genellesti-
rilmesini de hesaba kattiklar1 i¢in ¢ok cesitli regresyon problemleri i¢in ¢ok kullanislidir (Carro-Calvo
vd., 2017). DVR, 2-boyutlu uzayda lineer olarak ayrilamaz olsalar bile kullanilir. DVR, siniflar1 lineer
olarak ayrilabilir hale getirmek amaciyla daha yiliksek boyutlu uzaya doniistiiren bir hile tanitarak elde
eder ve bu hileye ¢ekirdek hilesi denir. DVR’de siniflandirma, siniflar arasinda yapilmasi yerine, temel-
de belirli bir esigin lizerinde veya altinda olan regresyon hatalarinin siniflandirilmasi mantigina daya-
nir (Abuella ve Chowdhury, 2016). DVR islemi, siniflandirma adimlarinda olusturulan her siniflamada
uygulanir. DVR, lineer olmayan girdiyi, ger¢ek diinyadaki problemler nedeniyle boyutun daha yiiksek
oldugu 6zellik alanina doniistiirmek igin ¢ekirdek fonksiyonlarini kullanir ve genellikle nadiren lineer
olarak ayrilabilir.
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Temel ¢ekirdek fonksiyonlar lineer, polinom, gauss fonksiyonlaridir. Lineer fonksiyon (Denklem 2.1):

k(x,y)=x'y+C 2.1
Polinom fonksiyon (Denklem 2.2):

k(x, y) = (ax'y + O 22
Gauss fonksiyonu (Denklem 2.3):

k(x, y) =exp (¥ [x —y|) 23

denklemi ile ¢6ziimlenir. Burada, x ve y, egitim seti vektorlerini ifade ederken, ¥ ise kernel parametresini
ifade eder. C ve ¥ parametreleri, DVR’nin hiper parametreleridir. Egitim vektorleri, o fonksiyonu tara-
findan daha yiiksek boyutlu bir uzaya eslenir. Her ¢ekirdek islevi, oncelikle atanmasi gereken parametre
degerine sahiptir. Parametre C degeri, lineer ¢ekirdek islevine atifta bulunur. Parametre C, y, T ve d degeri
polinom ¢ekirdek fonksiyonuna atifta bulunurken, ¥ parametresi gauss ¢ekirdek fonksiyonuna atifta bulu-
nur. Parametre degerleri, elde edilen DVR algoritmasi iizerinde biiylik etki saglar. Daha optimal parametre,
daha iyi sonuglanmig tahmin anlamina gelir (Adhani vd., 2013).

2.2.3. Karar Agaci Regresyonu

Karar Agaci, akis semas1 benzeri bir aga¢ yapisi kullanan veya kararlar ve ¢iktilar, girdi maliyetleri
ve fayda dahil tiim olas1 sonuglarindan olusan bir model gibi olabilen bir makine 6grenme algoritmasidir.
Denetimli 6grenme algoritmalarimin bir tiiriidiir. Karar agaclari, kategorik veya siirekli olmak tizere her iki
cikt1 degiskeni tiirii i¢in de kullanilabilir. Karar agaci regresyon algoritmasi, bir nesnenin dzelliklerini tespit
eder. Karar agaci regresorii, aga¢ benzeri bir olusumda bir sistemi egitir ve anlamli siirekli ¢iktiya sahip
olmak i¢in gelecege yonelik verileri tahmin eder. Siirekli ¢iktinin anlami, bilinen degerler veya sayilar kii-
mesiyle gdsterilmedigi anlamina gelir (Badarpura vd., 2020). Bir karar agaci algoritmasinin ana bilesenleri
diigtimler ve dallardir ve bir sistem olugturmanin en 6nemli adimlar1 ise bélme, durdurma ve budamadir.
Karar agaci regresyonu (KAR) uygulamasindaki en temel sorun, her seviyede kok diigiim igin 6zniteligi
se¢mektir. Bu problemin listesinden gelmek i¢in bilgi kazanci ve gini indeksi olmak iizere iki nitelik se¢im
olgiitii vardir. Bilgi kazanci se¢im (Denklem 2.4) ve gini indeksi 6lgiitii (Denklem 2.5) formiilasyonlar
asagidaki sekildedir (Hariskumar vd., 2020).

Bilgi Kazanci (G, A) = Entropi (S) - ZUEDegerler(A)%Entropi(Sv) 2.4

burada S: 6rnekler kiimesi, A: bir nitelik, Sv: S'nin alt kiimesi ve degerler(A): A'nin tiim olas1 degerlerinin
kiimesidir.

Gini =1 - X", (pi)? 2.5

burada pi: bir nesnenin belirli bir sinifa siniflandirilma olasiligidir.

2.2.4. Lasso Regresyonu

Lasso regresyonu, elde edilen istatistiksel algoritmanin tahmin dogrulugunu ve yorumlanabilirligi-
ni gelistirmek i¢in hem degisken se¢imini hem de diizenlilestirmeyi gergeklestiren bir regresyon analizi
yontemidir. Lasso regresyonu, kiiclilmeyi kullanan bir tiir lineer regresyondur. Kii¢iilme, veri degerlerinin
(ortalama gibi) merkezi bir noktaya dogru kiiclildiigli yerdir. Lasso basit, seyrek modelleri (yani daha az
parametreli modelleri) tesvik eder. Bu 6zel regresyon tiirii, coklu baglanti gosteren modeller i¢in veya de-
gisken secimi/parametre elenmesi gibi model se¢iminin belirli kisimlarii otomatiklestirmek istendiginde
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oldukga faydalidir. Lasso regresyonu 6zetle, 6rneklem biiyiikliigiine kiyasla tahmin edicilerin sayis1 biiyiik
oldugunda bir regresyon modeline uyma sorununu ¢dzmek icin gelistirilmistir. Lasso tahminleri, katsay1
tahminlerinin mutlak degerlerinin toplamina bir sinir ile karesel hatalarin toplamini en aza indirerek ta-
nimlanir (Sun vd., 2013). Her biri p ortak degiskenden ve n olaydan olusan bir 6rnek varsayarsak, Lasso
asagidaki formiilasyonla (Denklem 2.6) hesaplanir:

Iy vi = Xy xij. B2 + A X2, 1B 2.6

Burada Bj, farkli bagimsiz degiskenler i¢in katsay1 tahminlerini temsil eder ve sirasiyla her bir 6zellige ek-
lenen agirliklari veya biiyiikliigli tanimlar. Bunun yaninda, yi hedef vektorii, xij i.durum icin ortak degisken
vektoriinii ifade eder. A ise, daha yiiksek A degerleri i¢in artan kiigiilme yoluyla kiigiilme miktarini kontrol
eden ve negatif olmayan bir ayar parametresidir. Kullanici tanimli sabiti ifade eder (Musoro, 2014).

2.3. Tahmin Degerlendirme Metrikleri

Farkli makine 6grenme yontemleri ile gergeklestirilen tahmin sonuglarinin degerlendirilmesinde g¢esitli
istatistiksel metrikler kullanilmistir. Bu metrikler korelasyon katsayis1 (CC), belirleme katsayist (R2), kok
ortalama kare hatasi (RMSE) ve ortalama mutlak hata (MAE)’dur.

CC, veriler arasindaki iligkinin ne kadar giiclii oldugunu belirlemek amaciyla kullanilir. -1 ve 1 arasinda
degisir. 1 degeri gliclii pozitif iliskiyi gosterirken, -1 degeri gii¢lii negatif iligkiyi gosterir. Asagidaki formiil
(Denklem 2.7) ile hesaplanir:

cC = Y(xi=%)(yi-y)

= 2.7
VEG@i-02 X (y;i-¥)?

burada xi ve yi, i’inci veri i¢in X ve y degiskenlerinin degerleridir.

R2, verilerin uygun regresyon ¢izgisine ne kadar yakin oldugunu gosteren istatistiksel bir 6l¢tidiir. 0-1 ara-
sinda degisir. Asagidaki formiil (Denklem 2.8) ile hesaplanir:

R2 = nXxy)-Ex)Xy)

= 2.8
JEx2-E 02X y2 - y)?)

burada x ve y degiskenleri ifade etmektedir.

RMSE, tahminlerin performansini degerlendirmek i¢in yaygin olarak kullanilan bir istatistiksel hatadir.
Tahmin hatalariin standart sapmasini ifade eder. Asagidaki formiil (Denklem 2.9) ile hesaplanir:

RMSE = /%Z(y — x)2 2.9

burada n veri sayisini, y gergek veriyi, x tahmin edilen veriyi ifade eder.

MAE, tahmin edilen degerler ile gozlemlenen degerler arasindaki farklari belirleyerek tahmin dogrulugunu
Olcen istatistiksel bir ol¢iidiir. Asagidaki formiil (Denklem 2.10) ile hesaplanir:

MAE = —3 |y — x| 2.10

burada n veri sayisini, y gergek veriyi, x tahmin edilen veriyi ifade eder.
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3. Bulgular ve Tartisma

Bu ¢alismada, meteorolojik faktdrler géz oniine alinarak ¢esitli makine 6grenme algoritmalar ile PM 10
konsantrasyonu tahmin edilmistir. Makine 6grenme asamasinda, 2018 ocak — 2021 temmuz déneminin
sicaklik, ¢ig noktasi sicakligi, yagis, bagil nem, riizgar hizi, basing, bulut kapalilig1 ve bir 6nceki giine ait
PM10 olgtimleri goz oniine alinarak, farkli makine 6grenme (KAR, DVR, Lasso, YSA) algoritmalariyla
ayr1 ayr1 ¢alisma yapilmis ve bu algoritmalarin tutarliliklar: kargilastirilmistir. Tablo 3’de makine 6grenme
algoritmalarinin egitim ve teste tabi tutulan kisimlari i¢in performans sonuglar1 gdsterilmistir. Buna gore,
egitim kism1 igin en yliksek R2’nin 0,919 degeri ile KAR algoritmasinda oldugu, bunu ise 0,624 ve 0,609
degerler ile YSA1 ve YSA2 algoritmalarinin takip ettigi goriilmektedir. Egitim kisminda en diisiik hata
degerleri (RMSE: 8,87, MAE: 5,86) ise yine KAR algoritmasinda goriilmektedir. Bunu yine YSAI ve
YSA2 algoritmalari takip etmistir. Test kismi icin ise en yliksek R2’nin 0,606 ve 0,603 degerleri ile YSA1
ve YSA?2 algoritmalarinda oldugu goriilmiistiir. En diisiik hata degerleri de yine bu algoritma sonuglarinda
goriilmektedir. KAR algoritmasi ise test kisminda oldukea diisiik performans gostermistir. Makine 6grenme
algoritmalarinin test boliimii i¢in sagilim grafikleri Sekil 5’de gosterilmektedir.

Tablo 3

Makine d6grenme algoritmalar1 performans sonuglari

Egitim Test
R2 RMSE MAE R2 RMSE MAE
YSAL 0,624 19,13 12,78 0,606 17,94 12,51
YSA2 0,609 19,53 12,86 0,603 18,01 12,38
Lasso 0,476 22,59 14,77 0,534 19,51 13,32
DVR 0,576 20,34 15,40 0,527 19,66 15,41
KAR 0,919 8,87 5,86 0,143 26,47 16,31

150

125

100

DVR
&
(4]

150

100 200 100 200
Gozlem Gozlem

Sekil 5. Makine 6grenme algoritmalari sagilim ve dagilim grafikleri (test boliimii)

209



Journal of Advanced Research in Natural and Applied Sciences 2022, Cilt 8, Say1 2, Sayfa: 201-213

Test boliimiinde en iyi performansi gosteren YSA1 ve YSA2 ile elde edilen PM10 tahminlerinin, gézlem
degerleri ile karsilastirmasi sirasiyla Sekil 6 ve Sekil 7’de gosterilmektedir. Her iki grafikte de algoritma
sonucunun genel egilimi yakaladig1 ve gézlem degerleri ile cogu yerde ortiistiigii goriilmektedir. Bu ise
YSA1 ve YSA2 tahminlerinin basarili sonuglar {irettigini géstermektedir.

2001 —— Gozlem
= 1754 —— YSAI
3
>, 150
w
e
£ 1251
3
£ 100
Z
= 751 | |
= 50- )' | | ‘ |
» | | ) l 'l'
251 q W ' : Akl
0_ T T T T T
0 50 100 150 200

Sekil 6. YSAL ile elde edilen PM 10 tahmin degerlerinin gozlem degerleri ile karsilastirmasi

2001 —— Gozlem
— YSA2

(= —_

n |

= wn
I 1

125 4
100 -

|
n
1

PM10 Konsantrasyonu
3

.)', i fk‘ [ llri

‘»‘I - ! | |

R}
n
L

0 50 100 150 200

Sekil 7. YSAZ2 ile elde edilen PM10 tahmin degerlerinin gozlem degerleri ile karsilastirmasi

Makine 6grenme algoritmalar1 kullanilirken baz1 hiperparametreler (katsayilar) tanimlanir. Bu parametrele-
rin belirlenmesinde sabit bir kural olamamakla beraber sinirsiz farkli deger atanabilir ve genellikle deneme
yanilma yontemi ile belirlenir ve bu parametreler algoritmalarin basarisin1 dogrudan etkiler. Algoritma ba-
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sarisini etkileyen bir diger nemli etmen ise ¢dziilen problemin dogasidir. Bu ¢alismada kullanilan paramet-
relerin sinirsiz seviyede ylikselmesi miimkiin degildir, dolayisi ile parametreler parabol davranisi sergiler.
Bu yiizden kullanilan algoritmalarin farkl tutarliliklar géstermesi beklenilen bir durumdur.

Ayrica, PM10 konsantrasyonu, emisyon kaynaklaria baglh olarak degisiklik gostermektedir. Dolayisiyla,
emisyon kaynaklarinin PM10 seviyelerinin degisiminde ve dolayisiyla makine 6grenme algoritmalarinin
tutarliliklarinda 6nemli bir katkis1 bulunmaktadir. Sisteme dgretilmemis ve beklenmedik sekilde gergekle-
sen farkli kaynaklarin kirliliklerinin (¢6l tozu tasinimi, kis ay1 ve yaz ay1 evsel 1sinma farkliliklar) etkili
oldugu doénemlerde makine 6grenme yontemleri ile elde edilen sonuglar istikrarli olmayacaktir. Bu nedenle
makine 6grenme yontemleri ile PM 10 konsantrasyonlarinin tahmini, genellikle emisyonlarin ¢ok fazla de-
gismedigi kaynaklar ve donemler i¢in daha basarili olacaktir.

Elde edilen sonuglar, literatiirdeki diger sonuglar ile kiyaslandiginda baz1 farkliliklarin ortaya ¢iktig goriil-
mektedir. Bu ¢aligmada, test boliimii g6z oniine alindiginda en iyi sonucu YSA algoritmasi vermistir. Bunu
ise Lasso ve DVR algoritmalari takip etmistir. Giiltepe (2019) tarafindan yapilan ¢alismada ise, KAR algo-
ritmasinin en iyi sonucu verdigi tespit edilmistir. Castelli ve digerleri (2020) tarafindan yapilan ¢alisma-
da, DVR algoritmasinin tutarh bir sekilde tahmin sonucu sagladigi goriilmiistiir. Son olarak Czernecki ve
digerleri (2021) tarafindan yapilan ¢aligmada ise, KAR tabanl bir algoritma olan XGBoost algoritmasinin
en tutarl oldugu, sonrasinda ise YSA algoritmasinin geldigi sonucuna ulagmislardir. Bu sonug¢lar makine
O0grenme algoritmalarinin, bolgesel olarak farkl tutarliliklar gosterdigini isaret etmektedir. Bu farkliliklar-
daki en dnemli etken, farkli bolgelerin emisyon kaynaklariin ve meteorolojik kosullarinin farklilik goster-
mesidir. Ayrica verilerin makine 6grenme sistemine O0gretilmesi agsamasinda olasi bazi farkliliklar igermesi
de diger 6nemli etkenlerden birisidir.

4. Sonuclar

Bu c¢aligmada, farkli makine 6grenme algoritmalarinin (KAR, DVR, Lasso, YSA), PM10 kirliligi tah-
minindeki performanslari karsilastirilmistir. Algoritmalar g6z Oniine alinarak yapilan ¢calisma asamasinda,
sicaklik, ¢ig noktasi sicakligi, yagis, bagil nem, riizgar hizi, basing, bulut kapaliligi ve bir 6nceki giline ait
PM10 o6lgtimleri (Ocak 2018 — Temmuz 2021 dénemi) géz Oniine alinmistir. Meteoroloji verileri Meteo-
roloji Genel Miidiirliigii Ankara Bélge istasyonundan, PM10 kirlilik verileri ise Cevre, Sehircilik ve iklim
Degisikligi Bakanligi Ankara Keg¢idren-Sanatoryum hava kalitesi istasyonundan elde edilmistir. Egitim
boliimiinde, en yiiksek R2 ve en diisiik hata oranlari ile KAR algoritmasi en iyi performans: gostermistir.
Ancak KAR algoritmasinin performansi test boliimiinde oldukga diisiik olarak bulunmustur. Test boliimiin-
de KAR algoritmasi hari¢ diger tiim algoritmalarin 0,5’in lizerinde R2 degerleri vermistir. YSA1 ve YSA2
algoritmalari en yiiksek R2 ve en diisiik hata oranlari ile en iyi performansi gostermistir. Calisma sonuglari,
test boliimii goz ontine alindiginda, YSA algoritmasinin diger algoritmalara gore daha iyi sonug¢ verdigini
gostermistir. Elde edilen sonuglar 1s181inda daha detayli ¢alismalar yapilmasi, makine 6grenme yontemle-
riyle PM 10 tahminine yonelik olarak entegre hava kalitesi erken uyari sisteminin gelistirilmesine yardimci
olabilir. Gelecek ¢aligmalarda makine 6grenme algoritmalarinin performanslari, daha uzun dénemi kapsa-
yan verilerle ve daha fazla bdlge i¢in incelenebilir. Bu yolla algoritmalarin bdlgesel performanslarinin da
karsilastirilmasi imkani olacaktir.

Yazar Katkilar
Kahraman OGUZ: Makalenin tasarimi, yorumu ve yazimi.

Muhammet Ali PEKIN: Verilerin toplanmas1 ve hesaplamalarm yapilmasi.
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