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Kisisellestirilmis Yabanci Dil Ogrenlml icin Makine
Ogrenmesi Yontemleriyle ilgi Alani Tahmini

Prediction of Interest Through Machine Learning Methods for
Personalized Foreign Language Learning

Yasin GORMEZ, Kiibra OKUMUS DAGDELER, Merve KAVUKLU

0z

Kiiresellesen diinyada yabanci dil bilmenin 6nemi giderek artmaktadir. Dil 6gretimi zorluklarini azaltmak i¢in 6nemli yontemlerden biri de,
teknoloji diinyasindaki gelismeler ile birlikte daha kolay yonetebilir héle gelen kisisellestirilmis 6grenim yaklagimlaridir. Kisisellestirilmis
6grenim sayesinde ayn1 sinif ortaminda bile, her bireyin istek ve ihtiyaglarina gére yontem ve materyal sunulabilmektedir. Dil 6gretiminde,
igeriklerin kisilerin ilgi alanlarina uygun olarak sunulmasimin 6grenme verimini artiracagi disiniilmektedir. Bu kapsamda ¢alismada,
kisisellestirilmis Ingilizce 6gretiminde alt yap1 olarak kullanilmak iizere makine grenmesi yontemleri ile bireylerin ilgi alani tahmini
yapilmistir. Calismada, 6ncelikli olarak bir anket tasarlanarak farkli sektorlerden 164 kisiye uygulanmistir. Tasarlanan ankette kisilerin
birden fazla isaretleme yapabilecekleri, istedikleri kadar se¢im yapabilecekleri seceneklerden olusan 11 soru ve en sonunda ilgi alanlarini
dogrudan isaretleyebilecekleri bir boliim bulunmaktadir. Birey en az biri zorunlu olmak tizere teknoloji, saglik, is yasamy, farkl kiilttrler,
spor ve giizel sanatlar ilgi alanlarindan diledigi kadarini segebilmektedir. Toplanan bu veriler matematiksel hale donistiiriilerek k-en
yakin komsu, rastgele orman ve yapay sinir ag1 yontemleri ile analizler yapilmistir. Kullanilan yontemlerim parametre optimizasyonu igin
geleneksel 1zgara arama yonteminden daha kisa siirede daha iyi sonuglar iireten Bayesian optimizasyon yonteminden faydalanilmistir. Bir
kullanic1 birden fazla ilgi alani segebildigi igin tiim makine 6grenmesi modelleri ¢oklu etiket tahmini yaklagimu ile olusturulmugtur. Bu
baglamda her bir kisi i¢in ilgi duyuyor ve duymuyor olacak sekilde 6 ilgi alan1 i¢in ayr1 ayr1 tahmin yapilmis ve bagari orani da bu durum
goze alinarak hesaplanmistir. Analiz sonuglar1 incelendiginde en iyi bagar1 oran1 %78.12 ile rastgele orman algoritmasi ile elde edilmistir.
Bu sonucun tasarlanacak sistem igin yeterli oldugu, veri sayisinin artirilmasi ile birlikte de daha iyi sonuglar elde edilecegi 6ngérilmektedir.
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ABSTRACT

In the globalizing world, the importance of knowing a foreign language is increasing. One of the important methods to reduce language

teaching difficulties is personalized learning approaches, which have become easier to manage with the developments in the world of

technology. Thanks to personalized learning, educational methods and materials can be presented based on the interests and needs of each

individual, even in the same classroom environment. It is known that presenting the learning contents in accordance with the interests of

the learners will increase the efficiency of learning. Thus, in this study, the individuals’ areas of interest were estimated through machine

learning methods in order to use it as an infrastructure for personalized foreign language learning. A questionnaire was designed and

applied to 164 people from different sectors. In the questionnaire, there were 11 questions consisting of options that people could choose

as much as they want, and a section where they could choose their area of interest. Individuals could choose areas of interest as much as

they want from technology, health, business life, different cultures, sports and fine arts, at least one of which is compulsory. The collected

data were transformed into mathematical form and analyzed with k-nearest neighbor, random forest and artificial neural network methods.

The Bayesian optimization method, which produces better results in a shorter time than the traditional grid search method, was used for

parameter optimization of methods used. Since a user could select more than one area of interest, all machine learning models were built

with a multi-label prediction approach. In this context, separate estimations were made for 6 areas of interest for each person, whether they

were interested or not, and the success rate was calculated considering this situation. When the analysis results were examined, the best

success rate was obtained with the random forest algorithm with 78.12%. It was foreseen that this result would be sufficient for the system

to be designed and better results would be obtained with the increasing number of data.

Keywords: Personalized Learning, Machine Learning, Optimization, Foreign Language Education, Interest Prediction

GIRIiS
Bilindigi Gzere, Glkemizde yabanci dil egitimi hem 6grenci hem
de 6gretmenleri zorlayan bir slire¢ olma 6zelligini hala strdir-
mektedir. Yabanci dil egitiminde yeni yontem ve stratejiler baz
alinarak mufredat ve materyallerde yapilan glincellemeler de
heniiz isteneni verememistir. Ozellikle de devlet okullarinda
verilen yabanci dil dersleri 6grencilerin okuma, yazma ve
dinleme gibi gerekli becerileri kazanmalarina yardimci ola-
mamaktadir (Oktay, 2015). English Proficiency Index’ine gore
Tiirkiye, ingilizce yeterliligi konusunda disiik yeterlilik katego-
risinde bulunmakta olup 100 (lke arasindan 69. siradadir (EF
EPI 2020 — Turkey, t.y.). Ote yandan, kiiresellesen diinyada
ingilizcenin ortak iletisim dili olmasi ingilizce bilmenin &nemi-
ni her gecen giin daha da artirmaktadir. Bu nedenle, ingilizce
iletisim becerilerinin kazandirilmasinda iyilestirmeye ihtiyag
vardir. Her bireyin farkh bilgi, beceri ve ilgi alanlari oldugu ve
egitim siurecinde bunlari gz éniinde bulundurmanin gerekli-
ligi uzun yillardir bilinmektedir. Ogrencinin kendi ilgi alani ve
bireysel ihtiyaglarina yonelik dil egitiminin 6grenci basarisini
artiracagina inanilmaktadir. Bu nedenle, bu calismada ingilizce
egitiminde kisisellestirilmis 6grenim konusuna odaklanilimistir.

Basham ve ark. (2016), kisisellestirilmis 6grenimin gercekte
ne oldugunun ¢ok az kisi tarafindan bilindigine ve daha da az
sayida insanin kisisellestirilmis 6grenimi uygulayabildigine
inanmaktadir. Bulger’e (t..) gore, kisisellestirilmis 6grenim
tanimlari, 6grenci merkezli siniflar, 6grenme yonetim sistem-
leri, 6zellestirilmis ara ylzler ve uyarlanabilir 6gretmenler gibi
bircok olasiligi icermektedir. Bu nedenle kisisellestirilmis 6gre-
nimi anlamak ve agiklamak c¢ok kolay olmamaktadir. Traxler
(2007) kisisellestirilmis 6grenimi, 6grenmenin gelistirildigi ve
desteklendigi yerlerde cesitliligi, farklihgi ve bireyselligi taniyan
O0grenme olarak tanimlamaktadir. Egitimde kisisellestirme,
ogrencilerin farkh yerlerde 6grenmeyi deneyimlemelerini, ken-
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di 6grenmelerini gbzden gecirmelerini ve beceri ve yetenekle-
riyle ilgili egitim kaynaklarina erismelerini saglar (Petersen ve
ark., 2009). Peng, Ma ve Spector’a (2019) gore, kisisellestirilmis
0grenmenin anahtari bireyselliktir. Kisisellestirilmis 6grenme-
nin temel unsurlari ise bireysel farkliliklar, kisisel ihtiyaglar ve
kisisel gelisimdir. Literatiirde, kisisellestirilmis dil 6greniminde
bazi mobil veya web tabanli sistemler tasarlanmis (6rn. C.-M.
Chen & Chung, 2008; C.-M. Chen & Hsu, 2008; Hsu ve ark.,
2013; Petersen ve ark., 2009) ve birka¢ derleme makalesi
yazilmistir (C.-M. Chen ve ark., 2006; C.-M. Chen & Li, 2010;
Hsieh vd., 2012; Hsu ve ark., 2013; Qoussini & Bt Jusoh, 2014;
Shuib ve ark., 2015; Yarandi ve ark., 2011). Ornegin, Ding
(2018) ingilizce 6gretimi icin, 6grenen hakkinda farkli bilgiler
toplayarak kisisellestirilmis elektronik kitaplar olusturmustur.
Petersen ve ark. (2009) ise, mobil cihazlar araciligiyla kullani-
labilen PALLAS adli kisisellestirilmis ve baglamsallastirilmis bir
sistem gelistirmistir. Bu sisteme igerikler 6gretmen tarafindan
yuklenmekteydi. Sistemde kisisellestirilme icin hem cevresel
bilgiler hem de kullanicilarin yas, seviye, ana dili ve ilgi alani
gibi bilgiler kullanilmistir.

Jung ve Graf (2008), kisisellestirilmis kelime oyunlari yoluyla
web tabanli bir kelime 6grenimi sistemi 6nermistir. Sistem
oyun araciligiyla 6grencilerin mevcut soézcik dagarcigl hak-
kinda bilgi toplamaktaydi. Yine kelime 6gretimi i¢in, Chen ve
Chung (2008) kelime temelli kisisellestirilmis mobil uygulama
gelistirirken, Yeung ve Lee (2018) kelime baglaminda en uygun
okuma materyalini sunma igin metin dizeltme algoritmasi
Onermistir. Jeong ve ark., (2012) ise kelime ve dilbilgisi temelli
kisisellestirilmis 6grenim ders planlayicisi sistemi gelistirmistir.
Calismada, bu sistemin 6grenme etkililigini ve 6grenci memnu-
niyetini artirdigi bulgulanmistir. Griol ve ark. (2014) multimodal
etkilesimli ajan kullanarak, dilbilgisi, kelime ve dinleme etkinlik-
leriiceren bir kisisellestirilmis dil egitimi sistemi olusturmustur.
Ote yandan, dilbilgisi tizerine calisan Troussas ve ark. (2018)
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ingilizce ve Fransizca égretimi icin makine 6grenmesi ve bula-
nik mantik kullanarak kisisellestirilmis bir sistem tasarlamistir.
Bu sistem yardimci fiillerle ilgili hata tespiti icermekteydi.

ingilizce okuma becerisini gelistirmek icin tasarlanan kisisel-
lestirilmis sistemlerin 6grenenlerin okuma becerisini artirdigi
gorilmistir. Ornegin; Yao (2017) konum tabanh bir éneri
sistemini genel ingilizce (konusma, okuma ve kelime) égretimi
icin gelistirip deneysel bir ¢alisma ile test etmistir. Sonuglar,
sistemin Ogrenen ilgilisini ve 6grenme etkinligini artirdigini
gostermistir. Benzer sekilde, Hsu ve ark./nin (2013) ¢alismasi;
kisisellestirilmis dneri sistemiyle ¢alisan deney grubunun oku-
ma becerisi kazaniminda kisisellestirilmis 6neri sistemine sahip
olmayan sistemle calisan 6grencilere gore daha basarili oldugu-
nu bulgulamistir. Hsieh ve ark. (2012) égrenene uygun ingilizce
makaleyi onermek icin kiimulatif 6grenen profilini kullanan
kisisellestirilmis ingilizce makale énerme sistemi gelistirmistir.
Sistem, bulanik ¢ikarim mekanizmalari, bellek donglisi glincel-
lemeleri, 6grenen tercihleri ve analitik hiyerarsi siireci kullan-
maktaydi. Ogrenenler ile test edilen sistemin basarili oldugu
gbzlemlenmistir. Ayrica, Wu ve ark. (2014) RFID tabanl konum
duyarli bir teknoloji kullanarak kullanicinin bulundugu konumla
ilgili okuma materyalleri sunan bir sistem tasarlamistir.

Chen ve ark (2021) yapmis olduklari derleme ¢alismasinda kisi-
sellestirilmis dil 6grenimi konularinin, kisisellestirilmis dilbilgisi
o6grenimi, kisisellestirilmis dil 6grenim agi, dil 6grenimi igin kisi-
sellestirilmis 6neri sistemi, oyun ortamlarinda kisisellestirilmis
dil 6grenimi, dil 6grenimi igin kisisellestirilmis geri bildirim,
kaygi ve kisisellestirilmis 6grenim ve mobil destekli kisisellesti-
rilmis dil 6grenimi oldugunu tespit etmiglerdir.

Alanyazindaki bu galismalar dil 6greniminin farkli alanlarina
yonelmis olup kisisellestirme icin farkh teknikler kullanmistir.
Ancak, dil 6greniminin temel becerilerinden olan ve etkili
iletisimin birincil kosullarindan olan dinleme becerisi lizerine
yogunlasan bir calisma bulunmamaktadir. Ayrica mevcut calis-
malar, sistem tasarimini baz almis olup, tasarim éncesi makine
o6grenmesi gibi bir yontemle 6n tahmin calisma verisi bulunma-
maktadir. Oysa ki, etkili bir kisisellestirilmis sistem tasarimi igin
on kisisel verilerin toplanmasi olduk¢a 6nemlidir. Ayrica, bazi
calismalar konum gibi kisisellestirmeleri baz alirken bu ¢calisma
Ogrenenlerin genel ilgi alanlarini (saglik, teknoloji, is yasami,
glzel sanatlar, farkli kiilturler ve spor) temel almistir.

Ulkemizde de artik farkli 8gretim tekniklerine ve zeka tiirlerine
gore dizenlenmis hem basili hem de dijital kaynaklar kulla-
nilmaktadir. Ancak her bireye ayni sekilde ve ayni diizeyde
sunulan bu kaynaklarin kullanildigi bir egitim siirecini kisiselles-
tirilmis 6grenim olarak adlandirmak miimkiin degildir. Piyasada
bulunan hem mobil hem de web tabanl dil 6grenim uygula-
malari bireysel ilgi ve ihtiyaglara yeterince hitap etmemektedir.
ingilizce dinleme becerisi gelistirmek icin piyasada Ello, Esl-Lab,
Oxford, British Council, IELTS listening, All ears English podcast,
LearnEnglish Podcasts, Listen English ve ingilizce Dinleme Oyna-
ticisi gibi bircok web sitesi ve mobil uygulama bulunmaktadir.
Ancak bu Urinler kisisellestirilmis 6grenmeyi saglamamakta-
dir. Farkh konulardan dinleme metinlerini icerse de kullanici
ilgisini tahmin ederek ona 6zgl bir icerik getirmemektedir. Bu
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nedenle, 6grenciye 6zgiu etkinlik ve konularin yer alacagi, her
zaman ve her yerde kullanilabilecek mobil ve web tabanh uygu-
lamalara ihtiyag vardir. Bireye hitap edecek bu uygulamalarin
olusturulmasinda gerekli ihtiya¢ analizlerini yapmak icin daha
akilci bir yonteme ihtiyag duyulmaktadir.

Kisisellestirilmis bir egitim icin mevcut ve gelecek 6grencilerin
hepsini bir veri tabanina kaydetmek muimkiin degildir. Bu
nedenle her bir 6grenci igin nasil bir egitim materyali kulla-
nilmasi gerektigi standart bir uygulamayla ¢ozilememektedir.
Ancak 6grencileri belirli 6zelliklerini kullanarak gruplamak ve
ayni gruptaki 6grenciler icin de ayni egitim materyalini kul-
lanmak mimkiindir. Lineer bir diizlemde ¢6zimi olmayan
problemler icin siklikla kullanilan makine 6grenmesinden
yararlanarak gruplama yoluyla kisisellestirilmis 6grenimin sag-
lanmasi hem mevcut hem de gelecek 6grencilerin dil becerisini
gelistirecegi diisintlmektedir. Makine 6grenmesi yontemleri,
nesnelerin interneti (Stergiou & Psannis, 2017; Xu ve ark.,
2019), siber giivenlik (Kim ve ark., 2016; Li & Liu, 2011; Shone
ve ark., 2018), biyoenformatik (Wei Yang ve ark., 2011), hasta-
lik teshisi (Janssens ve ark., 2008; Kruppa vd., 2012), gorint
isleme (Gardezi ve ark., 2017; Prabusankarlal ve ark., 2015;
Zhou & Wang, 2016), metin isleme (Ankit & Saleena, 2018;
Catal & Nangir, 2017), trafik akis tahmini (Koesdwiady ve ark.,
2016; Kumar ve ark., 2013) ve maas tahmini (Hill & Jolly, 2012;
Thacker, 1995) gibi bircok alanda kullaniimis ve bu yontemler
ile basarili sonuglar elde edilmistir. Makine 6grenmesi analizle-
ri ve yapay zeka yontemleri baz alinarak olusturulan teknoloji
destekli ingilizce greniminin, alanda biyiik bir boslugu doldu-
racagl 6n goérulmektedir.

Tum bu anlatilanlardan dolayi ¢alismada, makine 6grenmesi ve
yapay zeka destekli bir sistemin alt yapisini olusturmak icin k-en
yakin komsu, yapay sinir aglari, rastgele orman algoritmalari ile
makine 6grenmesi analizleri yapilmistir. Literattrden farkli ola-
rak ilgi alanlari tahmini yapan bir yontem gelistirilmistir. Elde
edilen ilgi alani tahmin modelinin, bireyin ilgi alanina 6zgi ice-
rikler sunulmasinda kullanilmasi diisinilmektedir. Bu sayede
bireyin kendi ilgi alanina uygun icerige daha iyi odaklanarak,
ingilizce bilgi ve becerisinin gelistiriimesi hedeflenmektedir.
ilgi alani tahmini icin literatiirde bir veri seti bulunmamakta-
dir (bilgimize gore). Bu kapsamda bir anket hazirlanarak veri
toplanmistir. Bu yoni ile de literatiirden farklilasan galisma,
ilgili alanda yapilacak diger galismalar temel olma niteligi de
tasimaktadir.

YONTEM
Veri Seti

Calisma ile kisilerin ilgi alanlarini tahmin eden bir makine
o6grenmesi modeli gelistirilmesi hedeflenmektedir. Bu kapsam-
da 6ncelikli olarak 11’i 6znitelik sonuncusu sinif bilgisi olmak
Uzere 12 sorudan olusan bir anket hazirlanmistir. Anket tasar-
lanma agsamasinda Mesleki Yonelim Envanteri’nden yararlanil-
mistir (Kepgeoglu, 2019). Tasarlanan anket farkli sehir ve sek-
torden 164 kisiye uygulanmistir. Anket icin sorular, her sorunun
secenekleri ve segeneklerin tercih edilme oranlari Tablo 1'de
sunulmustur. Her bir soru icin birden fazla secenegi secmek
soruda da belirtildigi gibi mimkin olmaktadir.
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Tablo 1: Veri Seti Sorulari, Segcenek ve Seceneklerin Tercih Edilme Oranlari

| sorular _________Jsegenek | TerxihEdimeOran

Cinsiyet

Kendinize uygun oldugunu
diisindtginiz en az bir
segenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
secenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
secenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
segenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
segenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
segenegi isaretleyiniz

Kendinize uygun oldugunu
diisindtginiz en az bir
secenegi isaretleyiniz
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Erkek
Kiz

Maliyet hesaplari lizerine kursa katilmak
ilk yardim kursuna katilmak

Bir spor kursuna katilmak

Farkli mutfak kaltdrleri kursuna katilmak
Tiyatro kursuna katilmak

Bilgisayar kursuna katilmak

Resim kursuna katilmak

Robotik kodlama kursuna katilmak
Enstriiman kurslarina katilmak

Bir sehrin saghk kurumlarini gezmek

Bir sehrin tiyatro ve sinema salonlarini gezmek
Bir sehrin stadyumlarini gezmek

Bir sehrin miizelerini gezmek

Bir sehrin idari binalarini gezmek

Sehirdeki teknoloji marketlerini gezmek
Sehirdeki fitness merkezlerini gezmek

Sehrin konser salonlarini gezmek

Glncel teknolojilerin tartigildig! bir gruba katilmak

Miuzik eserlerinin analiz edildigi bir gruba katilmak

Finans konularinin tartisildigi bir gruba katilma

Spor misabakalarinin tartisildigi bir gruba katilmak

Asya ya da Avrupa kiltirlerin tartisildigi bir gruba katilmak
Kanser tedavisindeki gelismelerin tartisildigi bir gruba katilmak

Spor misabakasi izlemek

Film izlemek

is hayatt lizerine bir program izlemek
Gezi programi izlemek

Miizik programi izlemek

Teknoloji ile ilgili bir program izlemek

Teknolojik gelismelerle ilgili makale yazmak
Sanatsal calismalarla ilgili makale yazmak
Farkl kultarler hakkinda makale yazmak
Tip alaninda makale yazmak

is hayati hakkinda makale yazmak

Sportif faaliyetler hakkinda makale yazmak

Unlii sporcularin hayat hikayelerini okumak

Unlii doktorlarin hayat hikayelerini okumak

Unlii is adamlarinin hayat hikayelerini okumak

Unli bilisimcilerin hayat hikayelerini okumak

Unlii sanatgilarin hayat hikayelerini okumak

Farkli Gilkelerde yasayan insanlarin hayat hikayelerini okumak

Edebi eserlerin tartisildig bir gruba katilmak

Amerika kiltirlerinin tartisildigi bir gruba katilmak
Avusturalya kilturlerin tartisildigi bir gruba katilmak
Yonetim konusunun tartisildigi bir gruba katilmak

Tibbi arastirmalarin tartisildigi bir gruba katilmak

Yapay zekanin tartisildigl bir gruba katilmak.

iletisim teknolojilerinin tartigildigi bir gruba katiimak
Unlii ressamlarin eserlerinin tartisildigi bir gruba katilmak
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%58.5
%41.5

%8.5
%25.6
%36.6
%29.3
%22.6
%30.5
%22
%17.1
%56.1

%9.1
%50
%15.2
%68.9
%7.9
%35.4
%12.8
%39.6

%39
%37.2
%14
%17.7
%50
%24.4

%24.4
%74.4
%23.2
%51.8
%45.1
%39

%32.9
%37.8
%56.7
%3

%22.6
%18.9

%20.7
%17.1
%29.9
%30.5
%47

%66.5

%34.8
%32.3
%24.4
%20.7
%12.2
%46

%40.9
%25
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Tablo 1: Devam

| sorvlar ____________Jsegenek | TercihEdimeOran

Bir tiniversitede kitliphaneyi gezmek %56.7

Universite islem merkezini gérmek %20.7

. . Rektorlik ve idare binalarini dolasmak %13.4
Kendinize uygun oldugunu . .

NI . Tiyatro ve konser salonlarini incelemek %50
diisindtginiz en az bir .0 e R IV o
secenedi isaretleyiniz Universite 6grenci saglik merkezini gormek %15.2

Universitenin basketbol, futbol vs. sahalarini gérmek %34.1

Universitedeki uluslararasi iligkiler ofisini gérmek %30.5

Universitedeki fitness merkezini ggrmek %24.4

Guzel sanatlar alanindan biri ile tanismak %48.8

Spor alanindan biri ile tanismak %29.9

Kendinize uygun oldugunu Tip ve saglik alanindan biri ile tanismak %26.8

diisindtginiz en az bir Edebiyat ve dil alanindan biri ile tanismak %45.7

secenegi isaretleyiniz Teknoloji alanindan biri ile tanismak %43.3

idare ve ekonomi alanindan biri ile tanismak %20.1

Farkli uyruga sahip insanlarla tanismak %64.6

ileride, giizel sanatlara yénelmek %36.6

. y Yabanci dil alanina yénelmek %70.1
Kendinize uygun oldugunu ; . -

VNI ) Idare ve ekonomi alanina yonelmek %20.1
diisindtginiz en az bir N o . . o
secenegi isaretleyiniz Tip ve saglik bilimleri alanina yonelmek %6.7

Teknik bilimler alanina yénelmek %19.5
Spor alanina yonelmek %29.9
Teknoloji %50
Saglik %24.4
o ) . is yasami %30.5
llgi alan(lar)inizi isaretleyiniz. Farkll Kiiltiirler %62.8
Spor %47
Glzel sanatlar %56.7

Daha sonra toplanan bu verinin rastgele %20’'u test %10’u
validasyon ve kalan %70’i validasyon i¢in egitim olmak lzere
parcalara ayrilmistir. Her bir soruya birden fazla cevap verilmesi
mimkin olmasindan dolayi, bir kisi tarafindan verilen cevapla-
rin matematiksel gosterimini yapmada ikilik taban sistemi kul-
lanilmistir. Bu kapsamda, soruda yer alan segenek sayisi kadar
basamaga sahip bir sayi Uretilmistir. Her bir basamak soruda
yer alan bir segenegi temsil etmektedir. Her 6rnek igin 6zni-
telikler, ilgili soruda segili olan segenegi temsil eden basamak
eger o secenek secili ise 1 degilse 0 olacak sekilde matematik-
sel gdsterime gevrilmistir. Ornegin 5 secenege sahip bir soru
icin, 1. ve 3. secenekler tercih edilmis ise, o 6rnek i¢in sorunun
matematiksel gdsterimi 10100 olmaktadir.

Siniflama

Onceki béliimlerde de anlatildigi gibi, bireylerin ilgi alanlarinin
tahmin edilmesi hedeflenmektedir. Veri toplama asamasinda
bir kisi birden fazla ilgi alani secebilmektedir. Bu nedenle calis-
mada 3 farkli siniflama yontemi ¢oklu etiket siniflama teknigin-
den faydalanilarak kullanilacaktir.

K-en Yakin Komsu

K-en yakin komsu algoritmasi, girdi olarak verilen bir veriyi, sis-
temde bulunan veri kiimesinde yer alan en yakin gruba atayan
bir siniflama algoritmasidir (Peterson, 2009). Bu amagla 6nce-
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likli olarak verilen bir girdinin, egitim kimesinde yer alan tim
verilere olan uzakhigl hesaplanmaktadir. Bu asamada Oklid,
Manhattan ve Minkowski gibi uzakhk formilleri kullaniimakta-
dir. Daha sonra egitim kiimesinde yer alan ve verilen girdiye en
az uzakliktaki k kadar eleman kullanilarak bir alt kime olustu-
rulmaktadir. Son asamada ise girdi, bu alt kimede yer alan en
fazla sinifa atanarak algoritma sonlandiriimaktadir.

Diger yontemlerden farkh olarak, tahmin asamasinda kullan-
mak Uzere, egitim verisini saklamaktadir. Bu nedenle algorit-
mada tahmin asamasinda diger yontemlere gore daha fazla
kaynak gerektirmektedir. Bunun yani sira makine 6grenmesi
algoritmalari icin egitim veri setindeki ornek sayisinin fazla
olmasinin, model basari oranini etkileyen en énemli etkenler-
den biri oldugu bilinmektedir. K-en yakin komsu algoritmasi
icin her tahmin asamasinda bahsedilen hesaplamalarin yapil-
masl ise ornek sayisi artikca modelin yavaslamasina neden
olmaktadir. Veri sayisinda cok fazla artis meydana geldiginde
belirtilen yavashgin dramatik sekilde artiyor olmasi, yontemin
fazla veri sayisi ile kullanilamamasina neden olmaktadir. Ancak
kiiclk veri setleri icin cok iyi basari oranlarini kisa slirede elde
edebilmesinden dolayi, literattirde siklikla kullaniimaktadir.

Rastgele Orman

Rastgele orman algoritmasi, topluluk 6grenmesi konseptini
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kullanan gozetimli 6grenme yéntemlerinden biridir (Bonissone
ve ark., 2010). Yontemde c¢esitli karar agaglari egitilmekte ve
bu agaclar ile elde edilen sonuglarin ortalamasi alinarak nihai
sonug elde edilmektedir. Modelin basari oraninin daha yiksek
olmasi igin, her agagtan gelen sonuglar arasinda korelasyonun
az olmasi gerekmektedir. Diger algoritmalara gore daha az egi-
tim zamani almasi, biyik ya da kiglik veri seti fark etmeksizin
daha verimli sonuclar elde etmesi ve verilerin blylik ¢cogun-
lugu kayip oldugunda bile iyi sonuglar elde edebiliyor olmasi
algoritmanin en blyik avantajlari olarak dusinilebilir. Karar
agaclarin calisma adimlari asagidaki asamalarla agiklanabilir:

1. Egitim setinden rastgele N veri segilir.

2. Segilen veriler kullanilarak bir karar agaci olusturulur.

3. Asama 1 ve 2 kullanilarak M adet karar agaci olusturulur.

4. Yeni verilerin siniflari, ilk 3 asamada elde edilen karar agaci
tahminlerinin gogunluk oylamasi (majority voting) ile bulu-
nur.

Yapay Sinir Aglari

Yapay sinir aglari (YSA), insan sinir sistemini taklit ederek gelis-
tirilen gozetimli 6grenme yontemlerinden biridir. Basit bir sinir
ag, girdi, gizli ve cikis olmak Gzere en az 3 katmandan olus-
maktadir (Hopfield, 1988). Her bir katmanda néron adi verilen
yapilar bulunmaktadir. Girdi katmani verilerin ilk okundugu kat-
mandir ve veri setindeki 6znitelik sayisi kadar néron igcermekte-
dir. Gizli katman sayisi ve her bir gizli katmanda bulunan néron
sayisi degisiklik gosterebilmekte olup, basari oranini etkileyen
en onemli faktorlerden biridir. Bu nedenle néron sayisi degeri
bircok calismada optimize edilmektedir. Cikis katmani ise tek
ndron igerebildigi gibi, sinif sayisi kadar néronda icerebilmekte-
dir, ancak her iki durumda aktivasyon fonksiyonu uygun olarak
belirlenmelidir. Tam bagli bir yapay sinir agi modelinde, bir
katmanda yer alan her bir néron takip eden katmanda yer alan
tim néronlara baghdir. Bu bagi saglayan yapilara ise agirlik adi
verilmektedir ve model ile asil 6grenilmek istenen bu agirlik
degerleridir. ileri besleme ve geri yayilim olmak {izere iki ana
asamas! bulunmaktadir. ileri besleme kisminda, nérondaki gir-
di degeri ile o néronu takip eden katmandaki nérona baglanan
agirhk degeri carpilir. Daha sonra elde edilen deger bir aktivas-
yon fonksiyonundan gecirilerek takip eden katmandaki noro-
nun degeri hesaplanir. Bu islem ¢ikis katmanina kadar yapilarak
nihai deger hesaplanir ve bu degere goére sinif belirlenir. Geri
yayllim asamasinda ise tahmin hata durumuna goére modelde
yer alan agirliklar giincellenir. ileri besleme ve geri yayilim algo-
ritmasinin belirli sayida tekrar edilmesi ile egitim sonlandirilir.

Bayesian Optimizasyon

Makine 6grenmesi yontemleri 6zglin parametrelere sahiptir ve
bu parametrelerin dogru kullanimi, basari oranini etkileyen en
onemli faktorlerden biridir. Parametre optimizasyonu yapmak
makine O0grenmesi modellerinin basari oranlari icin hayati
6neme sahip olsa da, parametre sayisina bagh olarak optimi-
zasyon, cok fazla zaman alabilmektedir. Ozellikle de parametre
¢esidinin fazla ve parametre uzayinin genis olmasindan oturi
yapay sinir agi modellerinde bu durum daha biylk sorun
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haline gelmektedir (Gérmez ve ark., 2021). Optimizasyon isle-
minde 1zgara arama (grid search) yontemi de kullaniimaktadir.
Bu yontemde her bir parametre icin deger listesi olusturul-
makta ve her bir deger kullanilarak egitim islemi yapiimaktadir.
Daha sonra modelin basari orani validasyon seti kullanilarak
Ol¢lilmektedir. Son asamada en yiksek basari oranini veren
parametre kullanilarak model egitilmekte ve test veri seti
kullanilarak basari orani hesaplanmaktadir. Bu yontemin ise
iki ana problemi bulunmaktadir. ilk olarak parametre cesidinin
fazla olmasi durumunda eger parametre uzayl da genis ise ic¢
ice dongllerden dolayl optimizasyon zamani buyik o6lgide
artmakta hatta bazen hesaplanamaz duruma gelmektedir.
Optimizasyon zamanini azaltmak icin parametre uzayinin dar
tutulmasi durumunda ise yeterli seviyede optimizasyon yapila-
mamaktadir. Diger bir problem ise, verilen listede yer almayan
degerler kullanilmadig! icin hassasiyet azalmaktadir. Ornegin
yapay sinir agl parametresi olan 6grenme orani (Learning
Rate - Ir) igin olusturulan liste {0.1, 0.3, 0.01,0.03} olsun. Bu
durumda arada kalan 0.15, 0.2342 gibi bircok deger modelde
denenememekte bu da hassasiyeti azaltmaktadir. Bu sorunlara
¢6zUm olarak calismada Bayesian Optimizasyon tekniginden
faydalanilmistir. Bu yontemde parametre uzayi listesi vermek
yerine, maksimum ve minimum degerleri verilmektedir. ilk
basta belirtilen araliktan bir deger secilerek modelin basari
orani 6lglilmektedir. Daha sonra, yeni denemeler yoluyla en
uygun parametre degerlerinin bulunmasi ¢cok degiskenli Gauss
dagihmindan faydalanilarak yapiimaktadir. Bir Gauss c¢ekirdegi,
parametreler arasindaki fonksiyon degerlerinin kovaryansini
belirtir. Her yinelemede, bir parametrenin sonraki degeri,
Gauss onceligi Gizerinden edinme islevi araciligiyla secilir.

BULGULAR

Analiz asamasinda 6ncelikli olarak etiket bilgileri ikili sistemde
temsil edilecek sekilde diizenlenmistir. Her bir 6rnek i¢in 6 x 1
uzunlugunda bir vektor olusturulmustur. 6 degeri sinif sayisini
belirtmekte olup vektoérin her bir elemani, veri setindeki bir
sinifi temsil etmektedir. Bu nedenle ilgili 6rnekte segilmis olan
ilgi alanlari icin vektor degeri 1, digerleri icin 0 olarak ayarlan-
mistir. Sonug olarak M x 6 (M 6rnek sayisini temsil etmektedir)
uzunlugunda bir etiket matrisi olusturulmustur. Bu vektorde
yer alan 1 ve 0 degerleri kisinin segcmis oldugu ilgi alanlarina
gore degisiklik gosterebilmektedir. Boylece ¢coklu etiket yonte-
mi ile siniflama yapilabilmistir. Veri seti hazirlama bolimiinde
de bahsedildigi Gizere, 32 6rnek test verisi, 16 6rnek validasyon
verisi ve kalan 116 veri validasyon igin egitim verisi olarak ayril-
mistir. Sonug olarak, 32 x 11, 16 x 11 ve 116 x 11 olmak lzere
3 oznitelik matrisi ve 32 x 6, 16 x 6 ve 116 x 6 olmak Uzere 3
etiket matrisi olusturulmustur. Veri setleri olusturma ve bélme
islemleri yapildiktan sonra, k-en yakin komsu modelinde k
parametresi, rastgele orman modelinde max_depth ve n_esti-
mators parametreleri, yapay sinir agl modelinde ise 6grenme
orani, epoch, ara katmandaki néron sayisi (n_unit), dropout
orani Bayesian optimizasyon yontemi ile optimize edilmistir.
k-en yakin komsu algoritmasinda hesaplama kolayligi nedeni
ile Oklid uzakhgi kullanilmistir. Bu asamada k-en yakin komsu ve
rastgele orman modelleri igin scikit-learn (scikit-learn: machine
learning in Python — scikit-learn 0.24.2 documentation, t.y.),
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Tablo 2: Parametre Araliklari ve Optimum Degerler

 Model | Parametre | _En DUtk Deger En ik Dot Oyt Dofer

K-en yakin komsu

Rastgele orman max_depth 1 12 3
Rastgele orman n_estimators 10 500 147
Yapay sinir agi O6grenme orani 10° 10t 0.02937875
Yapay sinir agl epoch 5 400 232
Yapay sinir agi n_unit 10 250 108
Yapay sinir agi dropout orani 0 0.9 0.2

Tablo 3: Optimum Parametreleri Kullanan Modellerin TP, TN, FP ve FN Sayilari

k-en yakin komsu 46 96 21 29
Rastgele orman 49 101 16 26
Yapay sinir agl 31 104 13 44

Tablo 4: TP, TN, FP ve FN Belirlenme Gosterimi

- Bireyin Segimi Modelin tahmini

kareler hatasi, hata optimizasyon yéntemi Adam, betal para-
metresi 0.95 ve beta2 parametresi 0.99 olarak ayarlanmistir.
Yapay Sinir Agi modellerinde ilgili parametlerin genelde bu

s ) llgi Duyuyor ) llgi Duyuyor degerlere yakin olarak elde edildigi bu nedenle optimizasyona
TN llgi Duymuyor llgi Duymuyor gerek olmadigi kanaatine varilmistir (Goodfellow ve ark., 2016).
FP ilgi Duymuyor ilgi Duyuyor Diger tim parametreler varsayilan olarak birakilmigtir. Egitilmis
EN ilgi Duyuyor ilgi Duymuyor modellere ait dogru pozitif (true positive - TP), dogru negatif

(true negative - TN), yanlis pozitif (false positive - FP) ve yanhs

negatif (false negative - FN) sayilari Tablo 3’te sunulmustur.
yapay sinir agl icin keras (Keras: the Python deep learning API,

t.y.) ve Bayesian optimizasyon igin skopt (skopt module, 2019)
kitiphaneleri python dilinde kullanilmistir. Modeller, her
adimda segilen parametreler ile validasyon igin egitim verisi
kullanilarak egitilmis ve validasyon verisinde en yiiksek basari
oranini veren parametreler not edilmistir. Skopt kitiiphanesin-
de gp_minimize fonksiyonu, parametreleri cq_func="El' ve n_
calls=100 olacak sekilde ayarlanarak kullanilmistir. Yapilan aras-
tirmalara gore Bayesian optimizasyon yontemi El fonksiyonu ile
genellikle ilk 100 ¢agrida optimum parametreleri bulmaktadir
(Gérmez ve ark., 2021). Tablo 2’de model parametrelerinin
maksimum, minimum ve optimum degerleri gosterilmistir.

Test verisi 6rnek sayisi 32 olmasina ragmen, tablo sonugclarina
gore her modelde TP, TN, FP ve FN toplami 192 olarak goril-
mektedir. Bunun nedeni, olusturulan modellerin ¢oklu etiket
yaklasimiyla tahmin edilmis olmasidir. Orneklerin her bir ilgi
alanina ilgi duyup duymadigi ayri ayri tahmin edilmistir. Bu
nedenle 1 6rnekte 6 sinif degerinin de dogru tahmin edilmesi
gerekmektedir. Bu nedenle tahmin edilmesi gereken toplam
veri sayisi 32 x 6 yani 192 olmaktadir. TP, TN, FP ve FN degerle-
rinin nasil belirlendigi Tablo 4 ile gosterilmistir. Tablo 3 de elde
edilen degerlere bakildiginda TP tahmininde en iyi yontemin
rastgele orman algoritmasi, TN tahmininde ise yapay sinir agi
algoritmasi oldugu goriilmektedir. iki ydntem arasinda karsilas-
tirma yapildiginda yapay sinir agi modelinin TN tahmininde ¢ok
iyi olmasina ragmen TP tahmininde ¢ok dislik sonuglar elde
ettigi gorilmektedir. Buna karsin rastgele orman algoritmasinin
TN tahmininde yapay sinir agina ¢ok yaklastigi gortilmektedir.

Tablo 2 incelendiginde tim parametrelerde, optimum degerle-
rin en blyilik ya da en kiigik degerlere yaklasmadigi gozlenmek-
tedir. Optimum degerlerin, en dislk ya da en yliksek degerle
ayni ya da bu degerlere ¢ok yakin olmasi durumunda paramet-
re uzayinin genisletilerek yeniden analiz yapilmasi planlanmis-
tir. Ancak optimum degerler en yiksek ve en disiik degerlerin
arasinda yer aldigi icin, optimizasyon isleminin yeterli oldugu
kanaatine varilmistir. Parametre optimizasyonu asamasindan
sonra validasyon icin egitim ve validasyon veri setleri birlesti-
rilerek 132 x 6 uzunlugunda egitim veri seti olusturulmustur.
Daha sonra optimum parametreler kullanilarak model egitimi
yapilmis ve 32 x 11 uzunlugundaki test verisi tahminleri elde
edilmistir. Tum bu analizlerde yapay sinir aglari ara katman-
larinda aktivasyon fonksiyonu relu, son katmanda aktivasyon
fonksiyonu sigmoid, kayip fonksiyonu (loss function) ortalama

Modellerin performanslarini daha rahat bir sekilde gozlem-
leyebilmek icin, elde edilen bu degerler kullanilarak basari
orani (accuracy), kesinlik (precision), duyarhlik (recall) ve dogru
negatif orani skorlari hesaplanmistir (Precision and recall,
2017). Hesaplanan bu degerler Tablo 5’te sunulmustur.

Sonuglar incelendiginde dogru negatif orani hari¢ diger tim
alanlarda rastgele orman modelinin en iyi sonucu verdigi
gbzlemlenmektedir. Bu modelin dogru negatif orani skoru da,
ilgili skorda en iyi sonucu veren yapay sinir agina gore goz ardi
edilebilir seviyedir. Yapay sinir agl modelinin ise dogru negatif
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Tablo 5: Optimum Parametreleri Kullanan Modeller igin Performans Olgiitleri

| Model | ___BasanOran | Kesinlik____|____Duyarliik Dogru negatif orani

k-en yakin komsu %73.95 %68.65 %61.33 %82.05
Rastgele orman %78.12 %75.38 %65.33 %86.32
Yapay sinir agi %70.31 %70.45 %41.33 %88.80

orani harig, diger yontemlere gore dislk sonuclar elde ettigi
gdzlemlenmektedir. Ozellikle duyarlilik skoru icin bu fark cok
ciddi seviyelere ulagmistir. Bunun nedeninin, veri sayisinin az
olmasindan 6tiri 6grenmenin tam olarak yapilamamasi oldu-
gu duslintlmektedir. Yapisi geregi yapay sinir agl modelleri gok
fazla sayida agirlik katsayisi 6grenmelidir ve bu nedenle fazla
veri sayisina ihtiya¢ duymaktadir. Veri sayisinin artmasi duru-
munda yapay sinir agl modelinin diger modellere yakin sonug-
lar alabilecegi hatta gecebilecegi diisinilmektedir. Rastgele
orman algoritmasi ile alinan sonuglarin, tasarlanmasi planlanan
teknoloji destekli kisisellestirilmis ingilizce 6grenimi platfor-
munda kullanilmak tzere yeterli oldugu distinilmektedir. Veri
setinin artirilmasi durumunda bu sonuglarin iyilesebilecegi de
g6z 6nilne alindiginda, makine 6grenmesi yontemlerinin tasar-
lanacak platforma buytlk katki saglayacagi on goriilmektedir.

SONUCLAR

Calismada kisisellestirilmis dil 6greniminde hem mobil hem de
web tabanli olarak tasarlanmasi planlanan sistem icin makine
0grenmesi modellerinin analizleri yapilmigtir. Bu kapsamda
oncelikle bir anket tasarlanmis ve farkh sektérlerden 164 bire-
ye uygulanmistir. Toplanan veriler k-en yakin komsu, rastgele
orman ve yapay sinir aglari yontemleri ile analiz edilmistir. Para-
metre optimizasyonu igin geleneksel izgara arama tekniginden
daha iyi sonuglari daha kisa siirede elde edebilen Bayesian
optimizasyon tekniginden faydalaniimistir. Kisilere ilgi alanina
uygun icerikler sunuldugunda, dil 6grenme sireglerine daha
iyi odaklanacaklari ve boylece 6grenme etkililiginin artirilacagi
on gorlilmektedir. Bu baglamda, kisilerin ilgi alanlarinin en az
hata ile tahmin edilmesi, tasarlanacak olan platformda hayati
Oneme sahiptir. Analiz sonuglari incelendiginde en iyi sonu-
cun rastgele orman yontemi ile elde edildigi ve bu sonucun
tasarlanmasi planlanan platform icin yeterli oldugu kanisina
varilmistir. Rastgele orman yontemi ile bulunan % 78.12 degeri
uygulanacak calisma icin glivenilir bir sonug olarak degerlen-
dirilebilir. Clinkli anketin de dahil oldugu birgok veri toplama
araci icin kabul edilebilir glivenirlik katsayisi 70 -.90 araligidir
(McMillan & Schumacher, 2014). Ancak, ilgi alani tahmininde
basari oraninin %100’e yaklasmasinin platform performansini
artiracagl on gorilmektedir. Bu nedenle ilerleyen ¢alismalarda
daha fazla veri toplanarak analizlerin tekrar edilmesi planlan-
maktadir. Yeteri kadar veri elde edilmesi durumunda 6zellikle
yapay sinir ag modelinin daha iyi sonuglar elde edecegi, bunun
yani sira derin 6grenme modellerinin kullanilabilecegi diigtinil-
mektedir. Bunun yani sira, tasarlanacak olan platformda kisinin
ilgi alanini tahmin etme amagli, veri toplama asamasinda kulla-
nilan anket sorularinin, platformu kullanacak kisilere tek sefere
0zgl olarak yapilmasi planlamaktadir. Ankette daha az soru
sorulmasi, platformun kullanilabilirligini artiracaktir. Bu neden-
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le sonraki galismalarda 6znitelik se¢cim yontemleri uygulanarak
en az sayida soru ile en iyi basari orani elde eden yontemler
belirlenecektir.

Extended Abstract

As it is known, foreign language education still continues to be
a challenging process for both students and teachers in Turkey.
The updates made in the curricula and materials based on new
methods and strategies in foreign language education have
not yet produced what is desired. Foreign language courses
given in especially public schools do not help students acquire
necessary skills such as reading, writing and listening (Oktay,
2015). The fact that English is the common language of com-
munication in the globalizing world increases the importance
of knowing English. Therefore, there is a need for improve-
ment in the acquisition of English communication skills. It has
been known for many years that each individual has different
knowledge, skills and interests and it is necessary to consider
them in learning process.

It is believed that the language education based on the stu-
dents’ interests and needs will increase student success. The-
refore, this study focuses on personalized learning in English
education. In this context, machine learning analyzes were
made with k-nearest neighbor, artificial neural networks, ran-
dom forest algorithms to create infrastructure for a machine
learning and artificial intelligence supported language learning
system. A method that estimated areas of interest was develo-
ped, which was different from what was seen in the literature.
It was planned that the obtained interest prediction model
would be used in presenting content specific to the individual’s
interest. In this way, it was aimed to improve English skills by
focusing on the interests of learners.

There is no data set in the literature (to our knowledge) for
area of interest estimation. Thus, a questionnaire was prepa-
red and data were collected. This study, which differs from the
literature in this aspect, also carries the feature of being the
basis for other studies to be done in the related field.

This study aimed at developing a machine learning model that
predicted people’s interests. In order to achieve this goal, firstly
a questionnaire consisting of 12 questions, 11 of which were
attribute information and the last one was class information,
was prepared. As developing questionnaire, The Vocational
Orientation Inventory (Kepceoglu, 2019) was benefited. The
questionnaire was applied to 164 people from different cities
and sectors. Later, this collected data were divided into parts:
20% for testing, 10% for validation, and the remaining 70% for
training for validation. Since it was possible to give more than
one answer to each question, the binary base system was used
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to represent the answers given by one person. In this context,
a number with as many digits as the number of options in the
question was generated. Each digit represented an option in
the question. Attributes for each sample were converted to
mathematical representation with the digit representing the
option selected in the relevant question 1 if that option is
selected, if not 0.

During the data collection phase, a person could choose more
than one area of interest. For this reason, 3 different classi-
fication methods were used in the study by using the multi-
label classification technique. K-nearest neighbor algorithm
is a classification algorithm that assigns an input data to the
closest group in the data set in the system. For this purpose,
the distance of a given input from all the data in the training
set was calculated. At this stage, distance formulas such as Euc-
lid, Manhattan and Minkowski were used. Then, a subset was
created by using k elements in the training set and at the least
distance from the given input. In the last stage, the algorithm
was terminated by assigning the input to the highest number
of classes in this subset.

The random forest algorithm is one of the supervised learning
methods that uses the concept of community learning. In the
method, various decision trees were trained and the final result
was obtained by averaging the results obtained with these tre-
es. In order for the model to have a higher success rate, there
should be less correlation between the results from each tree.
It can be considered as the biggest advantages of the algorithm
that it takes less training time than other algorithms, obtains
more efficient results regardless of large or small data set, and
can obtain good results even when the majority of data is lost.

Artificial neural networks (ANNs) are one of the supervised
learning methods developed by imitating the human nervous
system. A simple neural network consists of at least 3 layers:
input, hidden and output. Each layer contains structures called
neurons. The input layer is the layer where the data is read
first and contains as many neurons as the number of features
in the data set. The number of hidden layers and the number
of neurons in each hidden layer can vary, and this is one of the
most important factors affecting the success rate. Therefore,
the neuron count value is optimized in many studies. The out-
put layer, on the other hand, can contain a single neuron or as
many neurons as the number of classes, but in both cases, the
activation function should be determined appropriately.

In the phase of analysis, the label information was primarily
arranged to be represented in a binary system. A vector of
length 6 x 1 was created for each sample. A value of 6 indicates
the number of classes, and each element of the vector repre-
sents a class in the data set. Therefore, the vector value was set
to 1 for the areas of interest selected in the relevant example,
and O for the others. As a result, a label matrix of length M
X 6 (M represents the number of samples) was created. The
values of 1 and 0 in this vector may vary as to the areas of
interest that the person has chosen. Thus, classification was
made through the multi-label method. As mentioned in the
data set preparation section, 32 sample test data, 16 sample
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validation data and the remaining 116 data were reserved as
training data for validation. As a result, 3 feature matrices 32
x 11, 16 x 11 and 116 x 11 and 3 tag matrices 32 x 6, 16 x
6 and 116 x 6 were created. After forming and splitting data
sets, k parameter in k-nearest neighbor model, max_depth
and n_estimators parameters in random forest model, learning
rate, epoch, number of neurons in the middle layer (n_unit),
dropout rate in artificial neural network model were optimized
through Bayesian optimization method. After the parameter
optimization phase, training and validation datasets were com-
bined for validation and a training dataset of 132 x 6 lengths
was created. Then, model training was done by using optimum
parameters and 32 x 11 test data predictions were obtained. In
all of these analyses, the activation function was set to relu in
the artificial neural network interlayers, the activation function
was sigmoid in the last layer, the loss function was set to mean
squares error, the error optimization method was Adam, betal
parameter was 0.95 and beta2 parameter was 0.99. All other
parameters were left by default. As a result of analysis, 73.95%
success rate was obtained with the k-nearest neighbor algo-
rithm, 78.12% with the random forest algorithm and 70.31%
with the artificial neural network.

It is assumed that when people are presented the content
which is suitable for their interests, they will focus better on
their language learning and so the efficiency of learning will
be affected positively. Thus, predicting people’s interests with
the least error is important for the platform to be designed.
When the results of analysis were examined, it was conclu-
ded that the best result was obtained with the random forest
method and this result was sufficient for the planned platform.
However, it is predicted that the success rate of interest pre-
diction near 100% will increase the platform performance. For
this reason, it is planned to collect more data and repeat the
analyzes in future studies. It is thought that if enough data is
obtained, especially the artificial neural network model will
achieve better results, as well as deep learning models can be
used. In addition, it is planned that the survey questions used
in the data collection phase to predict the interests of people
in the platform to be designed will be made only once for the
people who will use the platform. Asking fewer questions in
the survey will increase the usability of the platform. For this
reason, in future studies, feature selection methods will be
applied and the methods that have the best success rate with
the least number of questions will be determined.
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