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Diyabet rahatsizlig1, insan viicudunun organlarini etkileyen kritik saglik sorunlarindan biridir. Bu nedenle, diyabet,
21. yiizyilda kiiresel bir saglik sorunu olarak kabul edilmektedir. Bu rahatsizligin sonucu olarak ortaya ¢ikan
sorunlardan kaginmak ve onlar1 agirlasmadan dnce tedavi etmek i¢in diyabet rahatsizligini tahmin edip isleyebilen
bir sisteme ihtiya¢ duyulmaktadir. Son yillarda, saglik alaninda birgok rahatsizligin erken teshisi icin ¢esitli
teknolojik araclar ve uygulamalar kullanilmaktadir. Bu uygulamalardan birisi de veri madenciligi ve makine
o0grenmesi teknikleri yardimiyla hastaligin erken teshisi i¢in analizlerin gergeklestirilmesidir. Bu aragtirmada, son
zamanlarda biiytik veri islemede oldukga popiiler olan Apache Spark teknolojisi ile diyabet rahatsizligi analizleri
gerceklestirilmektedir. Ayn1 zamanda analizlerde tahmin i¢in kullanilan Apache Spark MLIib kiitiiphanesindeki
bes farkli makine 6grenmesi siniflandirma algoritmalarinin performanslari karsilastirilmis ve Rasgele Orman (RO)
algoritmasinin en iyi performansa sahip oldugu goriilmektedir. Gergeklestirilen analizler sonucunda kullanilan
Apache Spark teknolojisinin bu tarz rahatsizliklarin belirlenmesinde kullanilabilecegini géstermektedir.

Anahtar Kelimeler: Apache Spark, Diyabet Rahatsizligi, Makine Ogrenmesi.

Machine Learning Supported Diabetes Prediction with Apache Spark

ABSTRACT

Diabetes is one of the critical health problems that affect the organs of the human body. Therefore, diabetes is
recognized as a global health problem in the 21st century. To avoid the problems that arise as a result of the
diabetes and to treat it before it worsen, there is a need for a system that can predict and process diabetes. In recent
years, various technological tools and applications have been used for the early diagnosis of many diseases in the
field of health. One of these applications is to perform analyzes for early diagnosis of the disease with the help of
data mining and machine learning techniques. In this study, diabetes analyzes are carried out with Apache Spark
technology, which has been very popular in big data processing recently. So, the performances of five different
machine learning classification algorithms in the Apache Spark MLIib library used for prediction in the analysis
are compared and it is seen that the Random Forest (RO) algorithm has the best performance. The results of the
analyzes show that the Apache Spark technology used can be used to detect such health problems.
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|. GIRIS

Giliniimiizde saglik hizmeti sorunlaria ¢éziim saglamada biiyiik veri ve bulut teknolojileri 6nemli bir
role sahiptir. Saglik hizmetleri ile ilgili veriler giin gectikge biiyiik oranda artmaktadir. Bu veriler,
hastaliklar karsisinda 6liim oranimi diisiirmek ve hastaliklara erken teshis konabilmesi i¢in makine
ogrenmesi gibi ¢esitli yontemlerle analiz edilmektedir. En yaygin goriilen kronik saglik sorunlarindan
biri diyabet rahatsizligidir. Uzun vadede bu sorun, uygun olmayan ilaglarin kullanilmast durumunda
seker hastasinin gozlerine, kalbine, bobreklerine ve sinirlerine zarar verebilmekte ve dahasi 6liimiine
neden olabilmektedir. Diinya Saglik Orgiitii'ne gore, diinyada diyabet rahatsizligina sahip 422 milyon
kisi bulmakta ve bu hastalik nedeniyle her yil 1.6 milyon kisi hayatin1 kaybetmektedir [1]. Diyabet
rahatsizliginin teshisinin konmasi karmasiktir. Teshisin, kesin ve yetkin bir sekilde yapilmasi kritik bir
gorevdir. Bu gorev cogunlukla uzman doktorun karari lizerine yapilmaktadir. Bu durum, asir1 zaman ve
maliyete neden olabilmektedir. Bunun yerine, giincel teknolojiler yardimiyla hastalikla ilgili toplanan
veriler karar destek sistemlerinden yararlanarak otomatik bir tibbi sistem ile analiz edilebilmektedir. Bu
yontem, daha verimli bir sekilde diyabet rahatsizliginin teshisinin konulmasina yardimci olabilmektedir.
Buna gore, diyabet rahatsizligi ile ilgili verileri analiz edebilmek i¢in farkli makine 6grenme yontemleri
ve veri madenciligi araglar1 kullamlmaktadir. Ornegin, Apache Flink [2], Apache Hadoop [3] ve Apache
Spark [4] gibi biiyiik verileri rahat bir sekilde isleyebilen farkli biiyiik veri analizi teknolojileri
bulunmasina ragmen literatiirdeki ¢alismalar incelendiginde, bu platformlarin ¢ok fazla kullanilmadigi
goriilmektedir [5, 6, 7, 8].

Han vd. [5] ¢alismalarinda, diyabet rahatsizliginin tahmini i¢in naive bayes (NB), karar agac1 (KA) ve
destek vektér makinesi (DVM) olmak ftizere ii¢ farkli siniflandirma algoritmasini kullanmiglardir.
Deneysel sonuglar, NB algoritmasinin %76,30'luk maksimum dogruluk ile en iyi performans: verdigini
gostermistir.

Kumar ve Pranavi [6] diyabet rahatsizliginin tahmininde en iyi siniflandirma algoritmasini belirlemek
icin dogruluk, kappa, kesinlik, duyarlilik ve o6zgiinliikk gibi c¢esitli Olgiitleri degerlendirmislerdir.
Calismada kullanilan smiflandirma algoritmalart ise RO, DVM, k-En Yakin Komsu (k-NN),
Siniflandirma ve Regresyon Agaglart (CART) ve Gizli Dirichlet Ayirimi (LDA) algoritmalaridir. Elde
edilen sonuglara gore, RO algoritmasinin verileri daha dogru ve hassas tahmin ettigini gostermektedir.

Zou vd., [7] ¢alismalarinda, diyabet rahatsizligin1 tahmin etmek i¢in RO, KA ve yapay sinir agi (YSA)
siniflandiricilarint kullanmaktadirlar. Analizler sonucunda, RO %80°lik dogruluk orani ile en iyi tahmini
yapmaktadir.

Barakat vd. [8] diyabet rahatsizliginin teshisi icin DVM siniflandirma algoritmasinin kullanilmasini
onermektedir. Analiz i¢in kullanilan diyabet rahatsizlig1 veri setinin sonuglari, DVM'nin, %94'lik
dogrulugu, %93'lik kesinlik ve %94'lik 6zgiinliik ile diyabet tahmini i¢in uygun bir ara¢ olarak
kullanilabilecegini belirtmektedir.

Mir ve Dhage [9] NB, DVM, RO ve CART siniflandirma algoritmalarint kullanarak diyabet hastaligini
tahmin i¢in WEKA aracimi kullanmislardir. Calismada, DVM algoritmast %79,13 maksimum
dogrulukla diyabet rahatsizligini tahmin ettigi gozlemlenmistir.

Hassan ve Shaheen [10], sosyal medya tizerinden gelen anlik veriler ile diyabet rahatsizligini tahmin
eden bir sistem onermektedirler. Sistemin amaci, diyabet tahmini i¢in en iyi makine 6grenmesi modelini
bulmaya caligmaktir. Diyabet rahatsizligmin tahmini i¢in RO, DVM, KA ve LR smiflandirma
algoritmalarin1 kullanmaktadirlar. Deneysel sonuglar, RO algoritmasinin %84,11 dogruluk orani ile en
iyi tahmin sonucuna sahip oldugunu gostermektedir.

Bu arastirma caligmasinda, Apache Spark’a dayali dagitik makine 6grenimi yontemleri kullanarak
diyabet rahatsizliinin tahmini i¢in Java tabanli bir sistem gelistirilmistir. Sistemde, tahminlerin
yapilabilmesi i¢in farkli makine 6grenimi modelleri olusturulmustur. Bu modeller igerisinde YSA,
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DVM, LR, RO ve NB olmak iizere bes makine 6grenimi siiflandirma algoritmasi kullanilmistir.
Ayrica, siiflandirma algoritmalar1 dogruluk, duyarlilik, 6zgiinliik, kesinlik, negatif tahmin degeri, hata
orant ve f-Ol¢lisii olmak {izere yedi farkli degerlendirme Olgiitli kullanilarak performanslar
karsilagtirilmagtir.

. MATERYAL VE METOT

Bu béliimde, Apache Spark biiyiik veri teknolojisi ile olusturulan analiz sisteminin yapist Sekil 1°de
gosterilmekte ve siireci alt boliimler halinde agiklanmaktadir.
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Sekil 1. Apache Spark tabanli olusturulan sistemin asamalart
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A. VERI SETi

Bu caligmada, UCI makine 6grenimi laboratuvarinda olusturulan Pima Indians diyabet hastalig1 veri seti
kullanilmigtir [11]. Bu veri setinde, diyabet rahatsizligi olan 268 kisi ve olmayan 500 kisinin verileri
bulunmakta ve toplamda 768 satirlik 6rnekten olugmaktadir. Diyabet rahatsizligini teshis etmek igin
Tablo1’deki gibi 8 farkli parametre dikkate alinmistir.

Tablo 1. UCI Pima Indians Veri Seti

No Parametre Aciklama

1 Pregnancies Kisinin hamilelik sayis1
2 Glucose Glikoz yogunluk miktari
3 Blood Pressure Kan basinci

4 Skin Thickness Deri kivrim kalinlig

5 Insulin Insiilin

6 BMI Viicut kitle indeksi

7 Diabetes Pedigree Diyabet soyagaci islevi
8 Age Kisginin yasi

Veri setinde, her bir veri i¢in 8 farkli parametre vardir. Diyabet rahatsizlig1 olmayan kisiler pozitif sinif
olarak, diyabet rahatsizlig1 olan kisiler ise analiz amaciyla negatif numuneler olarak ele alinmistir. Sekiz
"negatif" ve "pozitif " 6rnegi parametresi arasindaki korelasyon, Sekil 2 ve 3' te gosterildigi gibi bu iki
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ornek sinifinin parametreleri arasinda pozitif yonde bir korelasyon vardir. Parametreler arasinda
korelasyonun yiiksek olmasi smiflandirma algoritmalarinin daha iyi performansa sahip olmasini
saglamaktadir.

Korelasyon - Pozitif

1,2
1
0,8
0.6
04 I I
0,2
0 . _ [ | I Illl ll II_I _I III Il II _ll I = 0. Il - II -
| 1 11 | " |
-0,2
-0.4 ; P— B . 5 .
pregnancies glucose bloodpressure skinthickness insulin bmi diabetespedigree age
W pregnancies 1 0,085 0,133 -0,118 -0,132 0,016 -0,08 0,573
mglucose 0,099 1 0,193 0,016 0,353 0,132 0,006 0,228
m bloodpressure 0,133 0,193 1 0,187 0,075 0,363 0,027 0,215
skinthickness -0,118 0,016 0,187 1 0,413 0,435 0,085 -0,164
minsulin -0,132 0,353 0,075 0,413 1 0,254 0,227 -0,149
| bmi 0,016 0,132 0,363 0,439 0,254 1 0,071 0,036
mdiabetespedigree -0,08 0,026 0,027 0,085 0,227 0,071 1 0,042
mage 0,573 0,228 0,215 -0,164 0,148 0,036 0,042 1
Hpregnancies Mglucose M bloodpressure skinthickness Minsulin  Wbmi W diabetespedigree Bage
Sekil 2. Pozitif siniflar icin dogrusal korelasyon
Korelasyon - Negatif
1,2
1
0,8
06
0,4
. I |
0 | " I--l I= lI-I -l I Il 0. <Ai=AR  __nll II =
LE | | Il L] ] | BN | I I L] | | II
-0,2
-0.4 ; P~ R ; : 5
pregnancies glucose bloodpressure skinthickness insulin brmi diabetespedigree age
mpregnancies 1 -0,055 0,127 -0,079 -0,079 -0,158 -0,069 0,445
mglucose 0,055 1 0,069 0,038 0,261 0,05 0,026 0,099
m bloodpressure 0,127 0,069 1 0,225 0,089 0,134 0,035 0,263
skinthickness -0,079 0,038 0,225 1 0,457 0,312 0,274 -0,082
minsulin 0,079 0,261 0,089 0,457 1 0,055 0,102 0,024
| bmi -0,158 0,05 0,134 0,312 0,055 1 0,137 -0,188
mdiabetespedigree -0,069 0,026 0,035 0,274 0,102 0,137 1 -0,088
mage 0,445 0,009 0,263 -0,092 0,024 -0,188 -0,088 1

Hpregnancies Mglucose M bloodpressure skinthickness Minsulin @ Ebmi B diabetespedigree Bage
Sekil 3. Negatif siniflar igin dogrusal korelasyon

B. APACHE SPARK

Apache Spark, giivenilir, hizli, yiiksek diizeyde hataya dayanikli ve Hadoop ile tutarli olacak sekilde
olusturulmus popiiler bir veri isleme gercevesidir. Spark, ¢ok biiyiik veri setlerini isleyebilen dagitik
mimari ve analiz i¢in bir ¢er¢eve sunar [12]. Spark’in en Onemli ozelligi, bellek i¢i hesaplama
yapabilmesidir. Hesaplama i¢in yavas olan sabit diske erismek yerine RAM bellek kullanir. Biiyiik
verileri iglerken islemleri seri olarak yiiriitmek yerine is yiikiinii paralel olarak dagitarak ¢alisir [13].
Ayrica Spark, SQL i¢in Spark SQL, makine 6grenimi i¢in MLIib, grafik isleme i¢in GraphX ve Spark
Streaming dahil olmak iizere zengin iist diizey kiitiiphaneleri destekler. Spark’in ekosistemi Sekil 4’te
gosterilmektedir.
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Sekil 4. Apache Spark ekosistemi

Apache Spark, Hadoop 6geleriyle uyumludur. Ayrica, YARN’n1 kullanarak bir Hadoop kiimesinde
calisabilir. Apache Spark, Scala dilinde yazilmistir. Ancak Scala, Java, SQL, Python ve R gibi dilleri de
desteklemektedir. Bununla birlikte, MLIib, diger ML kiitiiphanesi ile igerisinde bulunan farkli makine
ogrenimi algoritmalart kullanilarak akilli sehirler [14], afet yonetimi [15], finans [16] ve saglik [17] gibi
alanlara yonelik analizler yapilabilmektedir [18]. Bu ¢alismada da Java programlama dili kullanilarak
ML kiitiiphanesindeki makine 6grenimi siniflandirma algoritmalar ile diyabet rahatsizliginin tahmini
yapilmaktadir.

C. MAKINE OGRENMESI SINIFLANDIRMA ALGORITMALARI

Diyabet rahatsizligin1 tahmin etmek i¢in makine 6grenimi siniflandirma modelleri olugturulmustur. Veri
setini egitmek ve test etmek i¢in yapay sinir aglari, destek vektor makinalari, lojistik regresyon, rastgele
orman ve naive bayes olmak {izere bes makine dgrenimi algoritmasi uygulanmistir. Ayrica, makine
O0grenimi modellerini uygulamak i¢in Apache Spark’a ait MLIib kiitiiphanesi kullanilmistir.
Calisgmamizda, egitim verileri kullanilarak siniflandirma modelleri egitilmektedir. Modelin
degerlendirmesi icin test verileri kullanilmaktadir.

C. 1. Yapay Sinir Aglan

YSA, bir soruna ¢oziim iiretmek i¢in g¢ok sayida basit, yiliksek oranda birbirine bagli islem
elemanlarindan (noronlar) olusan matematiksel bir modeldir. Bir sinir aginin bir avantaji, yeterli sayida
gizli digiim verildiginde gesitli yanit yiizeylerini modelleyebilmesidir [19]. Bu ¢alismada ¢ok katmanli
algilayict ag modeli kullanilmigtir. Ayrica, bir girdi katman, iki gizli katman ve bir ¢ikt1 katmani yer
alir.

C. 2. Destek Vektor Makinesi

DVM, Boser, Guyon ve Vapnik tarafindan 1992 yilinda ortaya ¢ikan bir siniflandirma yontemidir [20].
DVM, biiyiik hacimli veriler iizerinde yiiksek dogruluk elde etmesinden dolay1r yaygin olarak
kullanilmaktadir. DVM algoritmasi, veri kiimesini egitim Ornekleriyle tutarli bir sekilde onceden
tanimlanmug farkli sayidaki sinifa ayiran bir hiper diizlem bulmay1 amaglamaktadir [21]. Calismamizda
DVM, diyabet rahatsizliginin olmasi ve olmamasi olarak iki sinifl1 bir probleme odaklanmaktadir ve
dogrusal destek vektor makinesi modeli kullanilmaktadir.

C. 3. Lojistik Regresyon

LR, makine 6grenimi uygulamalarinda yaygin olarak kullanilmaktadir. Veri seti verildiginde, bir olayin
meydana gelip gelmeyecegini tahmin etmeye ¢alisan en uygun simiflandirma algoritmalarindan biridir.
Normalde, yalnizca iki sonug oldugunda kullanilir: ya olay olur ya da olmaz. Bir dizi girdi verildiginde,
bir olayin meydana gelme olasiligin1 hesaplayacak bir model olusturmaya caligir [22]. Calismamizda,
model bir degisken vektoriinii kavrar ve her girdi degiskeni i¢in katsayilar1 veya agirliklart degerlendirir
ve ardindan belirtilen kisinin diyabet rahatsizliginin olup olmadigini tahmin eder.
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C. 4. Rastgele Orman

RO, denetimli makine Ogrenmesi algoritmasi yontemlerinden biridir. Denetimli bir 6grenme
algoritmasi, etiketli egitim verilerinden 6grenir, 6ngdriillemeyen veriler i¢in sonuglar1 tahmin etmenize
yardimcei olur. Algoritmada kullanilan aga¢ sayisi ile dogruluk arasinda pozitif bir iliski vardir. Agac
sayist arttikca algoritmanin dogruluk artmaktadir. RO algoritmasi ile KA algoritmasi arasindaki fark,
RO'da kok diigiimii bulmanin ve diigimleri bélmenin rastgele olmasi ve karar agacinda siire¢ i¢in
olasilikli bir hesaplamanin var olmasidir [23]. Caligmamizin model olusturma parametrelerinde agag
sayist 20, maksimum aga¢ derinligi 10, ozellik ayrisirma bdlme sayist 10 ve Gini indeksi
kullanilmaktadir.

C. 5. Naive Bayes

NB algoritmasi, veri seti lizerinde yaptig1 tahminlerde Bayes kuralini kullanan sezgisel bir yontemdir
[24]. NB, olgeklendirilebilen bir siniflandirma algoritmasidir. Bir Ogrenme siirecinde, dogrusal
degiskenleri olan ¢ok sayida parametre gerektirir. Egitim verilerinin tek bir yinelemesinde, algoritma
verilerinde etiketin her bir 6zelliginin kosullu olasilik dagilimini bulmak i¢in Bayes teoremi uygular ve
tahmin i¢in kullanir.

D. PERFORMANS DEGERLENDIRMESI

Diyabet rahatsizlig1 olan veya olmayan kisilerin saglik degerlerine ait 6rneklerin siniflandirilmasi igin
bes farkli denetimli makine 6grenimi siniflandirma algoritmasi uygulanmistir. Degerlendirme yapilirken
10-kat ¢apraz dogrulama, siniflandirma algoritmalarmin performanslari i¢in kullanilmistir. Calismada
kullanilan siniflandirma modelleri, dogruluk, duyarlilik, 6zgiinliik, kesinlik, negatif tahmin degeri
(NTD), hata oran, f 6l¢iisii olmak tizere yedi farkli 6lgtim ile degerlendirilmistir.

Diyabet rahatsizlig1 olmayan kisiler pozitif sinif, diyabet rahatsizlig1 olan kisiler ise negatif sinif olarak
kabul edilmistir. Burada,

Gergek pozitif (TP) - diyabet rahatsizliginin olmadigi tahmin edilen, gergekte de diyabet rahatsizlig
olmayan kisilerin sayist.

Yanlis pozitif (FP) - diyabet rahatsizlig1 olmadigi tahmin edilen, ancak gercekte diyabet rahatsizligi olan
kisilerin sayisi.

Gergek negatif (TN) - diyabet rahatsizliginin var oldugu tahmin edilen, gergekte de diyabet rahatsizlig
olan kisilerin sayisi.

Yanlis negatif (FN) - diyabet rahatsizliginin var oldugu tahmin edilen, ancak gercekte diyabet
rahatsizlig1 olmayan kisilerin sayist.

Siniflandirma dogrulugu: Veri setindeki hastaligin dogru bir sekilde tahmin edilme olasiligidir. Dogru
sekilde tahmin edilen 6rneklerin toplam drnek sayisina oranidir.

TP+ TN
Dogruluk = 1)
TP+TN + FP+FN

Duyarlilik veya geri ¢agirma, tahmin edilen pozitif drneklerin toplam pozitif 6rneklere oranidir.

TP
- 2
Duyarlilik p— 2)

Ozgiinliik, tahmin edilen negatif érneklerin toplam negatif érneklere oranidir.

e TN
.. .. — 3
Ozgiinliik prva— (3)

1112



Kesinlik, pozitif olarak siniflandirilan tiim 6rneklerle, gercek pozitifin oranidir.

TP
Kesinlik = ——— (4)
TP + FP

NTD, dogru tahmin edilen negatifin (diyabet rahatsizliginin varlig1) toplam tahmin edilen negatife orani
(diyabet rahatsizligimin varlig1 olarak siniflandirilan toplam 6rnek).

TN
NTD = ———— (5)
TN + FN

Hata orani, yanls siniflandirilmis 6rneklerin toplam 6rnek sayisina orani, hata orani olarak bilinir.
Diyabet rahatsizliginin olmasi durumu, diyabet rahatsizlig1 olmamasi olarak siniflandirilirsa (E1), tip I
hata olarak tamimlanir. Diyabet rahatsizligimin olmamasi, diyabet rahatsizligimin olmasi olarak
siiflandirilirsa (E2), tip II hata olarak sinirlandirilir.

E1+E2
Hata oran1 = - (6)
Toplam 6rnek sayisi

F olciisti, kesinlik ve duyarlilik arasindaki harmonik ortalamadir. En iyi performans i¢in 1, en kotii
performans igin ise 0 degeri verilir.

_ 2xKesinlik x Duyarlilik

(7)

Kesinlik+Duyarlilik

1. BULGULAR

Caligmada, Apache Spark biiyiikk veri isleme teknolojisi kullanilarak diyabet rahatsizligi tahmini
yapilmaktadir. Rahatsizlik tahmini i¢in Apache Spark igerisinde bulunan MLIib kiitiiphanesine ait beg
farkli makine Ogrenimi siiflandirma algoritmasi kullanilmaktadir. Diyabet rahatsizligi igin
gergeklestirilen uygulama, Java programlama dili kullanilarak gelistirilmistir. Bununla birlikte,
siiflandirma algoritmalarinin performanslari materyal ve yontem boliimiinde belirtilen yedi farkli
Olciite gore degerlendirilmistir. Kullanilan veri setinde 268'si diyabet rahatsizligi bulunan ve 500’{inde
diyabet rahatsizligt bulunmayan toplam 768 oOrnek bulunmaktadir. Ancak, modelin tahmininde
sapmalarin yasanmamasi igin veri setindeki siniflara ait 6rnekler 6n isleme agsamasinda esitlenmistir. Bu
nedenle, ¢alismamizda 268 pozitif ve 268 negatif sinifa ait 6rnekler kullanilmigtir. Ayn1 zamanda,
modelin olusturulmasi i¢in veri setindeki 436 6rnek egitim verisi olarak, 100 6rnek ise test verisi olarak
kullanilmigtir. Ek olarak, modelin dogrulanmasinda 10-kat ¢apraz dogrulama kullanilmistir. Veriler
rastgele on esit pargaya boliiniir ve her adimda bir tanesi test verisi, geri kalan parcalar ise egitim verisi
olarak kullanilir.
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Ortalama Model Dogrulugu

NE

75,87
DV 8164

LR B3,35

RO 85,04
Y54 81,03

70,00 72,00 74,00 76,00 78,00 B0,00 B2,00 B4,00 B&,00

Sekil 5. Olusturulan modellerin ortalama dogruluk oranlar

Egitim verileri ile olusturulan modelde, 10-kat ¢apraz dogrulama yontemi kullanilarak modelin
dogrulugu incelenmistir. Sekil 5 incelendiginde, elde edilen sonu¢lar modellerin ortalama dogruluk
oranlaridir. Bu baglamda, en iyi dogruluk oran1 RO algoritmasi ile olusturulan modele aittir. Ayrica, NB
algoritmasi ile olusturulan modelin en diisiikk dogruluk oranina sahip oldugu goriilmektedir.

E 5 5
N N N
[-7] [ [T}
2y & &
3 . & g &
® | 16 ‘ ® | 13 ® | 12
g 36) g (%26) g (%24)
& 2~ e c
pozitif negatif poiitif negatif pozitif negatif
Tahmin Tahmin Tahmin
X x
& &
& 5 7 &
g e F
pozitif negatif pozitif negatif
Tahmin Tahmin

Sekil 6. Simiflandirma algoritmalarmin karmagikitk matrisleri

YSA, DVM, LR, RO ve NB algoritmalari i¢in tahmin sonuglarinin karmasiklik matrisleri Sekil 6’da
gosterilmektedir. Sekil 7°de ise bu makine 6grenimi siniflandirma algoritmalarinin tahminlerinin
sonuglan gosterilmektedir. Sonuglar incelendiginde, YSA ve RO’1n en yiiksek sayida gercek pozitifi
(diyabet rahatsizliginin olmadig1), RO’1n ise en yiiksek sayida gercek negatifi (diyabet rahatsizliginin
oldugu) ongordiigii agik bir sekilde goriilmektedir. Bununla birlikte NB’in ise en diisiik gercek pozitif
ve negatifi ongordiigl goriilmektedir.
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Sekil 7. Makine ogrenimi siniflandirma algoritmalarinin tahmin sonuglar

Sekil 8, RO’in %82'lik maksimum smiflandirma dogrulugu ile diger tiim makine Ogrenimi
yontemlerinden daha iyi performans gosterdigini belirtirken, ikinci en yiliksek simiflandirma
dogrulugunun %76 ile LR’un elde ettigini belirtmektedir. Bununla birlikte, RO’ %84,78, %78,
%79,63 ve %81,25'lik en yiiksek duyarliliga, kesinlik, 6zgiinliik degerine ve F1 skoruna sahip oldugu
gosterilmektedir. Ek olarak, RO’1n %86’lik negatif tahmin degeri dikkat cekmektedir. Bu deger ile RO,
diyabet rahatsizligi olan kisilerin tahmininde diger algoritmalara gore yiiksek bir performans
gostermistir. Diyabet rahatsizligimin tahmininde kullanilan ve en diisiik dogruluk (%60), duyarlilik
(%70,5), kesinlik (%63), 6zgiinliikk (%46) ve F1 skoru (%66,5) degerleri ile NB siniflandiricist en kotii
performansa sahiptir.
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Sekil 8. Makine 6grenimi siniflandirma algoritmalarinin ¢esitli degerler bakimindan performans degerleri

V. SONUC

Diyabet rahatsizliginin tahmini, insanlarm hayatin1 kurtarabilmekte ve tedavisi iizerinde énemli bir
etkiye sahip olabilmektedir. Bu c¢alisma, diyabet rahatsizliginin olup olmadigimi tahmin etmek icin
Apache Spark biiyiik veri igleme teknolojisine ve ona ait makine 6grenimi yontemlerine dayanan bir i
akisi saglamaktadir. Bu baglamda, diyabet rahatsizliginin tahmini igin birgok parametreye dayanan bes
farkli siniflandirma algoritmasi kullanilmaktadir. Bu algoritmalara dayali modeller, on kat ¢apraz
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dogrulama kullanilarak dogrulanmis ve dogruluk, duyarlilik, kesinlik, 6zgiinliik, negatif tahmin degeri,
hata oran1 ve f-6l¢iisii performans dl¢timleri agisindan degerlendirilmistir.

Sonuglar incelendiginde, RO simiflandirma algoritmasinin diger algoritmalara gore daha iyi performans
verdigi saptanmistir. NB algoritmasi ise kullanilan diger algoritmalara gore ¢ok daha diisiik performansa
sahiptir. Bunun nedeni, veri setindeki parametreler arasinda olusan pozitif korelasyon oldugu
soylenebilir. Ancak, NB de, tahmin asamasinda, parametreler bagimsiz olarak degerlendirilmektedir.
Diger algoritmalarda ise parametreler arasinda ne kadar yiiksek korelasyon var ise o kadar iyi sonuglar
elde edilmektedir. Bu nedenle, calismalarda korelasyonu yiiksek bir veri seti kullanildiginda tahmin
sonuglari ¢ok daha iyi olabilmektedir.

Bu ¢aligsma, daha 6nce yapilan arastirmalar ile karsilastirildiginda, Han vd. (2008) ¢alismasindaki NB’in
performansi (%76,30) ve Barakat vd. (2010) calismasinda DVM nin performansi (%94), calismamizda
kullanilan NB (%56) ve DVM (%75) algoritmalarina gore daha iyi performans gostermektedirler.
Ancak caligmamizda en yiiksek performansa sahip olan RO (%82), Zou vd (2018) calismasinda
belirtilen RO’1n performansindan (%80) daha iyi oldugu goriilmektedir.

Sonug olarak, Apache Spark ve igerisinde kullanilan yetenekli kiitiiphaneleri ile diyabet gibi diger
rahatsizliklarin tahmininde kullanilabilme potansiyeline sahiptir. Gelecekte bu c¢alisma, daha da
genisletilerek Apache Spark’in gergek zamanli veri isleme 6zelligi ile insan viicuduna baglh gesitli
sensorler kullanilarak alinan daha yiiksek hacimli veriler analiz edilerek diyabet rahatsizliginin erken
teshisinin yapilmasi planlanmaktadir.
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