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Oz

Gilinlimiizde akilli cihazlar araciligiyla (telefon, saat vb.) fiziksel hareket ve yakilan kalori miktarinin takip edilmesi cihaz kullanicilar
tarafindan yaygin olarak kullanmilmaktadir. Bu akilli cihazlar vasitasiyla elde edilen verilere dayal olarak gerceklestirilen aktivitenin
yiiksek dogrulukla tanimlanmasi bazi hastaliklarin veya fizyolojik eksikliklerin ortaya ¢ikarilmasi ve tedavisinde fikir verebilmektedir.
Bu kapsamda ¢alismamizda akilli telefon vasitasiyla elde edilmis olan jiroskop ve ivmedlger verilerine dayali olarak yiiksek dogrulukla
aktivite tanimlanmasi ¢alismasi gerceklestirilmistir. Yapilan ¢aligmada aktivite tanimlamasi olarak merdiven inme, merdiven ¢ikma,
kosma ve ayakta durma verileri siniflandirilmistir. Bu verileri ait on iki adet 6znitelik tespit edilmis ve bu 6znitelikler siniflandirma
algoritmalarinda kullanilmistir. Caligsma, MatLab “Classification Learner Toolbox™ uygulamasinda bulunan siniflandirma yontemleri
kullanilarak gerceklestirilmistir. Elde edilen bulgular literatiir ile uyumlu ve katki saglayacak niteliktedir. Calismada hareket
tanimlamasi kapsaminda %90 seviyelerinde dogruluk oranlart elde edilmistir. Calismamiz 6n arastirma niteliginde olup, sonraki
¢aligsmalarimiz i¢in faydali bulgular igermektedir.

Anahtar Kelimeler: Insan aktivitesi tammlama, Jiroskop, Ivmedlcer, Aktivite smiflandirma, Smiflandirma yéntemleri, Makine
O6grenmesi

Identifying Human Activity Using Machine Learning Algorithms with
Gyroscope and Accelerometer Data

Abstract

Today, tracking physical movement and the amount of calories burned through smart devices (phone, watch, etc.) is widely used by
device users. Identifying the activity performed with high accuracy based on the data obtained by these smart devices can give an idea
in the detection and treatment of some diseases or physiological deficiencies. In this context, in our study, a high-accuracy activity
identification study was carried out based on the gyroscope and accelerometer data obtained via a smart phone. In the study, the data of
stair down, stair up, running and standing were classified as activity definitions. Twelve features of this data were identified and these
features were used in classification algorithms. The study was carried out using the classification methods available in the MatLab
"Classification Learner Toolbox" application. The obtained findings are compatible with the literature and contribute to it. In the study,
accuracy rates of 90% were obtained within the scope of motion identification. Our study is a preliminary research and contains useful
findings for our further studies.
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1. Giris

Caligmamizda akilli telefon igerisinde bulunan sensorler
kullanilarak elde edilmis ii¢ eksenli ivmedlger ve jiroskop verileri
kullanilmigtir [1]. Veriler M. Malekzadeh ve arkadaslarinin
yaptigi calismalar ile elde edilerek
"kaggle.com/malekzadeh/motionsense-dataset" veri tabaninda
kullanima sunulmustur. Calismada amacimiz veri setindeki
jiroskop ve ivmeodlcer verileri kullanilarak hareket tipinin yiiksek
dogrulukla tanimlanmasmin  saglanmasidir. Bu amagcla
smiflandirma ¢alismasi yapilmistir. Siniflandirma g¢aligmasinda
makine 6grenmesi algoritmalari kullanilmig ve yiiksek dogruluk
oranlart elde edilmisti. Sonuglar boélimiinde kullanilan
algoritmalarin performanslari degerlendirilip karsilastirilmigtir.
Literatiirde insan aktivitesi tanimlanmast iizerine birgok galisma
bulunmaktadir.

Wang ve arkadaslar1 [2] saglik hizmetlerinde insan aktivitesi
tanimlama amaciyla giyilebilir sensdr kullanimi iizerine bir
arastirma calismasinda bulunmuslardir. Sensor tabanli insan
etkinligi tanima (HAR), yash insanlarin giinlik yasamin
desteklemek, fitness sistemleri, fabrika caliganlarinin izlenmesi
vb. i¢in en umut verici yardimer teknolojilerden biridir ve insan
merkezli uygulamalarda muazzam bir potansiyel saglamistir.
Aragtirmada yapilan ¢alismada, yeni baglayanlar ve aragtirmacilar
icin HAR'a daha kapsamli bir bakis agisi saglamak amaglanmstir.
Hem geleneksel yaklagimlar hem de derin 6grenme yontemleri
dahil olmak {izere sensor cesitleri, sensor yerlesimi, giinliik
aktivitelerin tanimlanmasi, veri on isleme yontemleri (filtreleme,
pencereleme vb.), 6znitelik belirleme, 6znitelik azaltma (PCA,
Kernel PCA, Auto encoder, Sparse filtering, LDA vb.) ve
Oznitelik secme (filter methods, wrapper methods, embedded
methods), siniflandirma algoritmalari, performans degerlendirme
yontemleri, insan aktivitesi tanimlanmasinin saglik {izerine
uygulamalar1 tizerinde detayli olarak inceleme yapilmistir. Bu
konuda calisma yapacak kisilere kilavuz olusturulmustur.

Jia ve Chen [3] sensor verileri kullanarak insan aktivitesi
tanimlama  calismasinda  bulunmuslar ancak  geleneksel
yontemlerin haricinde sadece sensor verisi degil bilgi ile entegre
sensOr verisi i¢eren bir tanimlama ¢aligmasinda bulunmuslardir.
Daha spesifik olarak bu yaklagim hiyerarsik olarak insan
aktivitesiyle birlikte diigiik seviyeli aksiyonlart ve mimiklerin
bilesimini ele almaktadir. Daha sonra bu hiyerarsik yap1, makine
O0grenmesi yontemlerini kullanilarak otomatik akil yiiriitmeli
mantiksal formiillere ve kural tabanli yapilara doniigtiiriilmiistiir.
Bu ¢alisma video tabanli insan etkinligi tanima hakkinda bazi agik
kaynakli veriler kullamlarak dogrulanmistir. Insan aktivitesi
tanimlamada makine 6grenmesi ve sembolik akil yiirlitmenin
entegrasyonunun umut verici bir yontem oldugundan
bahsedilmistir.

Nweke ve arkadaglar1 [4] mobil ve giyilebilir sensorler
kullanilarak insan aktivitesi tamima i¢in derin Ogrenme
algoritmalart konusunda yapilan c¢aligmalari inceleyen bir
arastirmada bulunmuslardir. Caligmada insan etkinligi tanima
sistemleri; ortam destekli yasam, spor yaralanmalarinin tespiti,
yaslh bakimi, rehabilitasyon ve akilli ev ortamlarinda eglence ve
gozetim alanindaki insan davranislarinin - siirekli  olarak
izlenmesini saglayan bir ¢er¢evenin pargasi olarak tanimlanmustir.
Ilgili 6zniteliklerin gikarilmasi, mobil ve giyilebilir sensér tabanli
insan etkinligi tanima hattinin en zorlu kismi oldugundan
bahsedilmistir. Oznitelik ¢ikarmanin, algoritma performansini
etkilediginden ve hesaplama siiresini  ve karmasiklig
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azalttigindan bahsedilmistir. Derin 6grenmenin ortaya ¢ikmasi ve
artan hesaplama giicleriyle siniflandirmada c¢esitli alanlarda
otomatik Oznitelik O0grenme icin ve son zamanlarda mobil
cihazlarda basit ve karmasik insan etkinligi tanimanin 6znitelik
cikarma ve siniflandirmasi igin derin dgrenme yodntemlerinin
benimsendiginden bahsedilmistir. Oznitelik 6grenimi icin mobil
veya giyilebilir sensorlerin ve derin &grenme yoOntemlerinin
birlestirilmesinin ¢esitlilik sagladigindan, daha yiiksek genelleme
sundugundan ve insan etkinliginin taninmasindaki zorlu sorunlar1
ele aldigindan bahsedilmistir. Bu incelemenin odak noktasi, mobil
ve giyilebilir sensor tabanli insan etkinligi tanima igin derin
O0grenme yontemlerinin derinlemesine Ozetlerini saglamaktir.
Inceleme yontemleri, benzersizligi, avantajlar1 ve sinirlamalart
gostermektedir. Bu aragtirma; calismalari yalnizca iiretken, ayirt
edici ve hibrit yontemler olarak siniflandirmakla kalmamakta,
ayn1 zamanda birbirlerine gore avantajlarint da vurgulamaktadir.
Caligmada ayrica daha fazla arastirma ve iyilestirme gerektiren
arastirma problemleri de dzetlenmistir.

Subasi ve arkadaglar1 [S] akilli telefon sensdrlerinden elde
edilen verilerin Bagging ve Boosting tekniklerini kullanilarak
smiflandirilma yapilmak {izerine insan aktivite tanimlamasi
calismasinda  bulunmuslardir. Bu ¢alismada da saglik
uygulamalarinda mobil teknolojilerin kullanimi, 6zellikle yaslilar
ve tibbi kontrol altindakiler igin giinliik klinik aktivitelerin akill
ve otomatik izlenmesi, uzaktan yasam asistanlari ve Onleyici
bakim i¢in hekimleri ve hastalar1 bir araya getirdigi vurgulanmis
ve insan aktivitesi tanimlamasinin ileri ki zamanlarda yasamin
ayrilmaz bir parcast haline geleceginden bahsedilmistir.
Makalenin amaci, Bagging ve Adaboost siniflandiricilarini
kullanarak akilli telefon sensodrlerinin verilerine dayali bir insan
aktivitesi tanimlama sistemi gelistirmektir. Insan aktivitesi
verileri i¢in deneysel sonuglar, farkli veri madenciligi teknikleri
uygulandiktan sonra degerlendirilmistir. Her konu i¢in accuracy,
F1-Score ve ROC alani hesaplanmistir. Adaboost siniflandiricilar
algoritmasinin, akilli telefon tabanli insan aktivitesi tanimlamanin
performansint 6nemli dlgiide iyilestirdigi gézlemlenmis ve SVM
ile birlikte diger siniflandiricilara kiyasla %97,44 dogruluga
ulastig1 belirtilmigtir. Adaboost SVM'nin onerilen algoritmast,
stirekli bakima ihtiya¢ duyan yasl ve engelli hastalar i¢in dogru
bir insan aktivitesi tanimlamay1 saglamakla birlikte, tim saglik
profesyonellerinin kararlarini destekleyen bir ara¢ oldugundan
bahsedilmistir.

Literatiirde insan aktivitesi tanimlanmasi {izerine ¢esitli
¢alismalar bulunmakta olup %90 iizerinde dogruluk oranlari ile
aktivite tanimlamasi gergeklestirilen sonuglar
gbzlemlenebilmektedir.

2. Materyal ve Metot

Calismada kullanilan veriler daha dnce kontrollii bir sekilde
kaydedilmis ve veriler iizerinde cesitli akademik c¢aligmalar
gerceklestirilmigtir [1]. Jiroskop ve ivme Slger verileri ii¢ eksenli
olup (x,y,z) toplam alt1 kanal sensér verisi bulunmaktadir. Bu
calisma Matlab R2021a uygulamasi kullanilarak yapilmustir.

Toplam 24 kisiye ait veri kullanilmis olup bu veriler 4 farkli
fiziksel hareket gerceklestirilirken 30 'ar saniye kayit alinarak elde
edilmistir. Kullanilan fiziksel hareketler merdiven inme,
merdiven ¢ikma, ayakta durma ve kosma verileridir. 24 kisinin
her biri i¢in hem jiroskop hem de ivmedlger lizerinden 30 saniye
merdiven inme, 30 saniye merdiven ¢ikma, 30 saniye ayakta
durma ve 30 saniye kosma verisi 50 Hz o6rnekleme frekansi ile
elde edilmistir.
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Veriler elde edilip derlendikten sonra bu verilere ait on iki
adet Oznitelik olusturulmustur. Bu 6znitelikler temel istatistik
parametreleri olan; ortalama (mean) (1. Oznitelik), karekok
ortalama (RMS) (2. dznitelik), standart sapma (standart deviation)
(3. Oznitelik), basiklik (kurtosis) (4. Oznitelik), c¢arpiklik
(skewness) (5. 6znitelik), maksimum ve minimum arasindaki fark
(6. Oznitelik), degisim (variance) (7. Oznitelik), sinyal giiriiltii
orani (SNR) (8. 0znitelik), sinyal giiriiltii ve bozulma orani (9.
Oznitelik), karelerin kok toplami seviyesi (root sum of squares
level) (10. 6znitelik), ortalama frekans (11. 6znitelik) ve tepeden
karekok ortalamasi (peak to RMS) (12. 6znitelik) dir. Bu

Ozniteliklere ait formiilasyonlar ve acgiklamalari asagida
sunulmustur.
2.1. Oznitelikler
2.1.1. Ortalama (mean)
N
1
= F Q)
i=1
Aritmetik  ortalama, elimizdeki  verilerin  degerlerinin

toplamlarmin o verilerin sayisina béliinerek elde edilen degerdir.

2.1.2. Karekok Ortalama (RMS)

Bir veri toplulugunun RMS degeri, bu topluluktaki her bir degerin
karesinin, toplam veri sayisina olan oraninin karekokiidiir.

2.1.3. Standart Sapma

N

1 .,

o= NZ(xi - X)
i=1

Standart sapma, olasilik ve istatistiki olarak, veri setinde bulunan
degerlerin dagilimini gosteren bir Slgiittiir.

2.1.4. Basiklik (Kurtosis)
1 —_
N {Vz 1 (X i~ X ) 4

2
<\/%2§V=1(Xi —)?)2>

Basiklik, bir dagilimin sivrilik derecesidir ve genellikle normal
dagilima gore ele alinir. Normal dagilim, simetrik dagilimin 6zel
bir halidir. Bir dagilimm normal olabilmesi i¢in hem simetrik
olmast hem de normal bir ylikseklige sahip olmasi gerekir.

2.1.5. Carpiklik (Skewness)
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§V=1(Xi - X)3

N
(\/ﬁzmxi - X)Z)

Carpiklik, 6rnek ortalama etrafindaki verilerin asimetrisinin bir
Olciistidiir. Carpiklik negatifse, veriler sagdan ziyade ortalamanin
soluna yayilir. Carpiklik pozitifse, veriler daha ¢ok saga dogru
yayilir.

2.1.6. Max-Min Arasindaki Fark

x = {x1, %5, X3, .., Xy}

» X(max-min) = Xmax — Xmin

Tepe degeri, herhangi bir yondeki maksimum genlik bilgisinin
mutlak degeridir. Diger bir degisle pozitif yondeki maksimum
degerler ile negatif yondeki maksimum deger arasindaki fark, tepe
degeri olarak adlandirilir.

2.1.7. Degisim (Variance)

1 N
6% = NZ(xi—f)z
=1

Olasilik ve istatistiki olarak varyans, miimkiin biitiin degerlerin
beklenen deger veya ortalamadan uzakliklarimin karelerinin
ortalamasi seklinde bulunan bir dl¢iidiir.

2.1.8. Sinyal Giiriiltii Orani (SNR)
72
SNR = Pl

SNR, bir verinin ortalamasinin karesinin standart sapmasinin
karesine (degisim) oranidir.

2.1.9. Sinyal Giiriiltii ve Bozulma Orani (SINAD)

H? + H? + H? + H} + HZ
F

SNR THD

SINAD = —10log|10™ 10 + 10 10

THD =

Sinyal genliginin diger spektral bilesenlerin toplamina oranidir.
Spektral bilesenler bes adet harmonik frekanslari igerir. SINAD
toplam harmonik bozulma (THD) ve giiriiltiiye es degerdir.

2.1.10. Karelerin Kok Toplami Seviyesi (Root Sum of
Squares Level)

x = {x1, %5, X3, .., Xy}

Rss:fo+xg+x§ ......... +xz

RSS, istatistiksel bir tolerans analiz yontemidir. Cogu durumda,
gergek bireysel parca boyutlari, tolerans siirlarina yakin gergek
boyutlara sahip ¢ok az par¢a ile tolerans araliginin merkezine
yakin bir yerde meydana gelir.

2.1.11. Ortalama Frekans
813
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I Iif;
ort — Z é\]=0 Il
N = spektrumdaki frekans kutusu sayisi
fi = N'nin 1 kutusundaki spektrum frekansi
Ii = N'nin i kutusunda spektrumun yogunlugu

Bir spektrumun ortalama frekansi, spektrogram yogunlugunun
(dB cinsinden) ve frekansin ¢arpiminin toplaminin, spektrogram
yogunlugunun toplamina boliinmesiyle hesaplanir.

2.1.12. Tepeden Karekék Ortalamasi (Peak to RMS)

X _ x(max—min)
prms 2\/2

Tepe degeri herhangi bir yondeki maksimum genlik
varyasyonunun mutlak degeridir. Pozitif ydondeki maksimum
degerler ile negatif yondeki maksimum deger arasindaki fark, tepe
degeri olarak adlandirilir. RMS genlik, alternatif bir sinyalin
ortalama genligini temsil etmek i¢in tiiretilmis bir genliktir.

Burada elde edilen 6znitelik degerlerinin kendi aralarinda ve
¢iktiyla olmak {izere korelasyon tablosu olusturulmustur.
Korelasyon tablosunu  olusturmada iki temel husus
bulunmaktadir. Burada oncelikle her bir Oznitelik ile ¢ikt1
arasindaki korelasyonlar incelenmistir. Eger ciktt ve Oznitelik
arasindaki korelasyon sifir veya sifira yakinsa tespit edilen
0znitelik modelimizin siniflandirma basarisini diisiireceginden ve
hesaplama siiresini uzatacagindan modelimizden ¢ikarilmigtir.
Diger bir husus ise dzniteliklerin kendi arasindaki korelasyonlari
incelemektir. Eger iki 6znitelik arasinda yiiksek bir korelasyon var
ise burada ciktiyla korelasyonu daha diisiik olan 6znitelik
modelimizden ¢ikarilmustir.

Elde edilen veriler, bu verilerden yola g¢ikarak olusturulan
Oznitelikler ve bu dzniteliklerin uygun olanlart segildikten sonra
Matlab R2021a “Classification Learner” uygulamasi kullanilarak
bu uygulamada bulunan yirmi dokuz adet smiflandirma
algoritmast denenmistir. Bu uygulamada karar agaglari,
discriminent analizleri, logistic regression, naive bayes, destek
vektor makineleri, k en yakin komsu, ensemble aglar, sinir aglari
ve bu yontemlerin alt dallar1 bulunmaktadir. Veri setinin %80°ni
egitim igin %20’si test igin kullanilmistir. Bu uygulamada
bulunan tiim siniflandirma algoritmalari bes defa ¢aligtirtlmigtir.
Algoritmalardan elde edilen basari ortalamalar1 alinmustir.

Yapilan arastirmalarda makine Ogrenmesi teknikleri ile
gergeklestirilen insan aktivite tanimlanmasi g¢alismalarinda karar
agaclar1 kullanildiginda %51 ile %80 arasinda dogruluk oranlari,
k-NN kullanmildiginda %90 diizeylerinde dogruluk oranlari, SVM
kullanildiginda ise %66 ile %100 arasinda dogruluk oranlari tespit
edildigi goriilmektedir [6].

Makine oO6grenmesi modellerine ait olan en yiiksek
dogruluktaki ¢iktilar, sonuglar boliimiinde sunulmustur. Elde
edilen ¢iktilarin dogruluk yiizdeleri karsilagtirilmigtir. Ayrica
simiflandirma sonucunda hangi hareketin tanimlanmasinin daha
yliksek oranda dogrulukla tespit edildiginin incelenmesi amaciyla
"Karisiklik Matrisi" (Confusion Matrix) tespit edilmistir. Ayrica
bu sonuglara ait ROC egrisi de sunulmustur.

Yapilan c¢alismaya ait ve bu boliimde anlatilanlar1 bir anlamda
ozetleyen akis semasi “Sekil-1"de verilmistir.
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Merdiven inme, merdiven cikma, ayakta
durma ve kogmaya ait 3 eksen (x, v, 2)
jiroskop ve ivme Olcer verilerini oku

Tim verilerin

uzunluklarnini hesapla

h A

Minimum uzunlugu bul ve
tiim veriyi minimum uzunluga

gire dlceklendir

h A

Tum veri setinden yeni |,
dznitelikler cikar N

Oznitelik secimi velveya dzellik
azaltimi(PCA vb.) yap
h 4
Cikigi (siniflan) belirle l

[ Siniflandirmaya bagla ]

h i

Oznitelikler ve cikhinin
korelasyon matrisini cizdir. Hayir
(Ciktiyla ilgisiz olanlarn ve

kendi aralarinda korelasyonu
yiksek olanlan sil)

Hayir

niflandirma basans
%90 Uzerinde mi?

girig ve cikiglan tamimla ve

Makine édrenmesi Tool Box icin
siniflandirmaya bagla

Evet

niflandirma bagans
%90 (zerinde mi?

A

Modeli kaydet

Sekil 1. Modele ait akis semast

3. Arastirma Sonuclar1 ve Tartisma

Ikinci boliimde agiklanan ozniteliklerin belirlenmesi ve bu
Ozniteliklerin matematiksel olarak ¢oOziilmesi islemleri Matlab
kod ortaminda gerceklestirilmigtir. Bu islemler
gerceklestirildikten sonra 13 siitun (12 adet dznitelik ve ¢ikt1) ve
576 satir (24 kisi, 3 eksen (X,y,z), merdiven inme, merdiven
¢ikma, ayakta durma ve kosma olmak iizere 4 adet hareket sinifi,
jiroskop ve ivme 6lger 2 sensor) veri bilgisi elde edilmistir. Elde
edilen 12 6znitelik ve ¢iktiya ait korelasyon tablosu “Sekil-2”de
gosterilmistir. Buradaki sekilde de goriilecegi iizere 12. dznitelik
olan tepeden karekok ortalamasi (peak to RMS) ile ¢ikt1 arasinda
bir korelasyon olmadigindan bu 6znitelik modelimizden
cikarilmigtir. 2. Oznitelik ile 10. 6znitelik arasindaki korelasyon
1.00 degerinde oldugundan ayrica 2. dznitelik ile 3. 6znitelik
arasindaki korelasyon 0.95 degerinde oldugundan 2. ve 10.
Oznitelikler modelimizden ¢ikarilmigtir. Burada modelimizden
cikarilacak Oznitelik tercih edilirken ¢iktiyla olan korelasyonu
diisiik 6zniteliklerden baslayarak 6znitelik ¢ikarimi yapilmistir. 3.
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Oznitelik ile 6. Oznitelik arasindaki korelasyon 0.93 degerinde
oldugundan ve bunlarin ¢iktiyla olan korelasyonu diisiik olan
Oznitelik 3. dznitelik oldugundan bu 6znitelik de modelimizden
¢ikarilmigtir. Ayni sekilde 6. 6znitelik ile 7. 6znitelik arasindaki
korelasyon 0.87 degerinde oldugundan ve bunlarin ¢iktiyla olan
korelasyonu diisiik olan 6znitelik 7. 6znitelik oldugundan bu
Oznitelik de modelimizden ¢ikarilmistir. Aynm sekilde 8. 6znitelik
ile 9. 6znitelik arasindaki korelasyon 0.96 degerinde oldugundan
ve bunlarin ¢iktiyla olan korelasyonu diisiik olan 6znitelik 8.
0znitelik oldugundan bu 6znitelik de modelimizden ¢ikarilmigtir.
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Sekil 2. “12” adet éznitelik ve ¢iktilara ait korelasyon grafigi

2., 3., 7., 8., 10. ve 12. Oznitelikler modelimizden
cikarildiktan sonra elde edilen korelasyon tablosu “Sekil-3"te
gosterilmigtir.  Ayrica  “Sekil-2”deki  grafige bakildiginda
Ozniteliklerin dagilimlar1 incelendiginde herhangi bir aykir
(outlier) veri bulunmadigi degerlendirilmistir. Bu sebeple veri
setinden veri ¢ikartimi yapilmamistir. Yine “Sekil-2”de
goriilecegi iizere veri setinden elde edilen dort smf ¢ikti
(merdiven inme/¢ikma, kosma ve ayakta durma) esit olarak
bulundugundan veri dengelemesi yapilmamistir.
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Sekil 3. Diger oznitelikler ¢ikarildiktan sonra elde edilen
korelasyon grafigi (Modelimizde kullanilmak iizere segilen
oznitelikler siraswyla 1., 4., 5., 6., 9. ve 11.)

Ozniteliklerin segimi yapildiktan sonra Matlab R2021a
“Classification Learner” uygulamasi kullanilarak elde edilen en
yiksek 1i¢ makine Ogrenmesi algoritmasi “Tablo-1"de
sunulmustur. Burada goriillen sonuglar veri setinin %80'inin
egitim seti, %20'sinin test seti olmasi durumunda {i¢ makine
O0grenmesi algoritmast ile elde edilen siniflandirma basarilar
goriilmektedir.

Tablo 1. Stmiflandirma Sonucu (Tiim veri i¢in yapilan ¢alisma)

e-ISSN: 2148-2683

Makine Ogrenmesi Modeli Siniflandirma Sonucu
(Dogruluk)
Destek Vektor Makineleri (DVM) | 87.7 %
(Medium Gaussian)
k-NN 87.3%
(Weighted k-NN)
Yapay Sinir Aglar1 (YSA) 87.2%
(Medium NN)

Smiflandirma basarisini arttirmak igin principle component
analysis (PCA) gibi boyutsal 6znitelik g¢ikartim islemleri de
(dimensional feature reduction) yapilmaktadir. Calismamizda
Matlab Classification Learner uygulamasinda bulunan PCA
kullanilarak siniflandirma basarisini arttirmak hedeflenmis ancak
“Tablo-1”de elde edilen basaridan istiin bir basar1 elde
edilmediginden burada sunulmamistir.

Asagida “Tablo-17de elde edilen siniflandirma basarilaria
ait Karisikhk Matrisleri goriilmektedir. 1-Merdiven Inme, 2-
Kosma, 3-Ayakta Durma, 4-Merdiven Cikma veri siniflarini
temsil etmektedir.

“Sekil-4"te goriildiigii tizere 2 ve 3 numarali hareketler, 2 ve
4 numarali1 hareketler, 3 ve 1 numaral1 hareketler, 3 ve 2 numarali
hareketler yiiksek dogruluk oranlari ile DVM algoritmasi
kullanilarak tespit edilmistir.

Model 1.12 (Medium Gaussian SVM)

True Class

1 2 3 4
Predicted Class

Sekil 4: DVM Karisiklik Matrisi (Tiim veri i¢in yapilan ¢alisma)

“Sekil-5"te goriildiigii tizere 2 ve 3 numarali hareketler k-NN
algoritmalarinda yiiksek dogrulukla tespit edilmistir.

815



Avrupa Bilim ve Teknoloji Dergisi

Model 1.19 (Weighted KNN)

True Class

1 2 3 4
Predicted Class

Sekil 5: k-NN Karisikltk Matrisi (Tiim veri igin yapilan ¢alisma)

“Sekil-6"da goriildiigii lizere 2 ve 3 numarali hareketler, 2 ve 4
numarali hareketler, 3 ve 1 numarali hareketler, 3 ve 2 numarali
hareketler YSA algoritmalarinda yiiksek dogrulukla tespit
edilmigtir.

Model 5.26 (Medium Neural Network)

True Class

1 2 3 4
Predicted Class

Sekil 6: YSA Karwsiklik Matrisi (Tiim veri igin yapilan ¢alisma)

[Tl

Veri setinden elde edilen Oznitelik bilgisinden “x” ekseni
¢ikarilarak ayni ¢alismalar tekrar edilmistir. Asagida goriilen
“Tablo-2”de “x” ekseni ¢ikarilarak yapilan smiflandirma
caligmasinda edilen siiflandirma basari yiizdeleri goriilmektedir.
Burada goriilmektedir ki bu eksen ¢ikarildiginda daha yiiksek bir

basar1 elde edilememistir Burada “x” ekseni bilgisinin
smiflandirma  bagar1  oranim1  arttirmada  katkist  oldugu
sOylenebilir.

Tablo 2. Siniflandirma Sonucu (x ekseni ¢ikarilmig olarak)

Makine Ogrenmesi Modeli Siniflandirma Sonucu
(Dogruluk)
Destek  Vektér ~ Makineleri | 85.9 %
(DVM) (Qubic)
Yapay Sinir Aglar1 (YSA) 85.7 %
(Wide NN)
k-NN (Fine) 84.9 %

e-ISSN: 2148-2683

Veri setinden elde edilen 6znitelik bilgisinden sadece jiroskoptan
elde edilen veriler kullanilarak aynmi ¢aligmalar tekrar edilmistir.
Asagida goriilen “Tablo-3"te yapilan siniflandirma galismasinda
edilen siniflandirma basar1 yiizdeleri goriilmektedir. Burada
goriilmektedir ki elimizdeki veri seti ve cikartilan 6znitelikler
degerlendirildiginde sadece jiroskop verilerini kullanarak
siiflandirma basarisi artmaktadir.

Tablo 3. Siniflandirma Sonucu (sadece jiroskop verileri

kullanmilarak)
Makine Ogrenmesi Modeli Siniflandirma Sonucu
(Dogruluk)

Destek  Vektor ~ Makineleri | 90.6 %

(DVM) (Medium Gaussian)

Ensemble 89,9 %

(Bagged Trees)

k-NN (Weighted k-NN) 89.6 %

“Sekil-77de goriildiigii iizere 1 ve 3 numarali hareketler, 2 ve 3
numarali hareketler, 3 ve 4 numarali hareketler, 4 ve 2 numaral
hareketler yiiksek dogruluk oranlart ile DVM algoritmasi
kullanilarak tespit edilmistir.

Model 1.12 (Medium Gaussian SVM)

N

True Class

w

1 2 3 4
Predicted Class
Sekil 7: DVM Karisiklik Matrisi (Jiroskop verisi igin yapilan
calisma)

“Sekil-8”de goriildiigii iizere 1 ve 3 numarali hareketler, 2 ve 3
numarali hareketler, 3 ve 4 numarali hareketler, 2 ve 2 numarali
hareketler yiiksek dogruluk oranlari ile Ensemble (Bagged Trees)
algoritmasi kullanilarak tespit edilmistir.
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Model 5.21 (Bagged Trees)

True Class

1 2 3 4
Predicted Class

Sekil 8: Ensemble (Bagged Trees) Karisiklik Matrisi (Jiroskop
verisi i¢in yapilan ¢alisma)
Sekil-9”da goriildiigl tizere 1 ve 3 numarali hareketler, 2 ve 3
numarali hareketler, 2 ve 4 numarali hareketler yiiksek dogruluk
oranlart ile k-NN algoritmasi kullanilarak tespit edilmistir.

Model 1.19 (Weighted KNN)

True Class

1 2 3 4
Predicted Class

Sekil 9: k-NN Karwsikltk Matrisi (Jiroskop verisi igin yapilan
calisma)

Model 1.12 (Medium Gaussian SVM)
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Sekil 10: ROC-AUC Egrisi (Tiim veri igin yapilan ¢alisma)
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Model 1.12 (Medium Gaussian SVM)
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Sekil 11: ROC-AUC Egrisi (Jiroskop verisi icin yapilan ¢alisma)

Bu calismada segilecek modelde en az %90 basar1 orani
yakalamak amaciyla ¢esitli  uygulamalar  yapilmustir.
Uygulamalardan tercih edilen birinci yontem jiroskop ve
ivmellger verisinden elde edilen Oznitelikler kullanilarak
modeller denenmistir. Bu islem sonucunda “Tablo-1” ve “Sekil-
4”te  gorilecegi lizere %87.7 dogrulukla simiflandirma
yapilmaktadir. Burada performans 0l¢iitii olarak egrinin altinda
kalan alan (AUC) yontemi de “Sekil-10”da gosterilmistir.
Buradaki grafikte goriilebilecegi iizere 0.94 AUC degeriyle
yilksek performansli bir smiflandirma ger¢eklesmektedir.
Simiflandirma isleminin, veri elde etme yontemlerinden biri olan
yalnizca jiroskop verileriyle yapilmasi durumunda “Tablo-3” ve
“Sekil-7"de goriilebilecegi lizere %90.6 dogrulukta siniflandirma
basarisi elde edilmistir. Burada performans 6lgiitii olarak egrinin
altinda kalan alan (AUC) yontemi de “Sekil-11"de gosterilmistir.
AUC yontemiyle yapilan degerlendirmede 0.96 AUC degeriyle
yine yiiksek performansli bir siniflandirma gerceklestirilmektedir.
Elde edilen bulgular literatiirle karsilagtirildiginda genel olarak
literatiirde bulunan sensér verisi ile hareket tanimlama
caligmalarindan elde edilen basari oranlari ile uyumlu ve hatta
daha yiiksek basar1 oranli sonuclar elde edildigi ortaya
konulmustur.

4. Sonuc¢

Bu calismada yapilan islemler “Sekil-17de belirtilen akis
semasinda belirtilen sartlar dahilinde gergeklestirilmis ve
smiflandirma basaris1 en yiiksek model olan DVM modeli
literatiirle uyumlu bir sekilde %90.6 ile siniflandirmay1
gerceklestirmistir. Diger basarili modeller sirasiyla %89.9 basari
oraniyla Ensemble (Bagged Trees) ve %89.6 basar1 oraniyla k-
NN modeli olarak sonuglanmustir.

Burada karigiklik  matrislerinden elde edilen sonuglar
dogrultusunda 1 numarali hareket olan “Merdiven Inme” ve 4
numaralt hareket olan Merdiven Cikma” verisi benzerliklerinden
dolayt birbirlerine  karigmaktadir. Bunun igin  gelecek
calismalarda literatiir taramasi yapilarak tespit edilen farkl

Oznitelikler kullanilarak siiflandirma basarisi arttirilabilir.

Bu calismada kullanilan modellerde 3 numarali hareket olan
“Ayakta Durma” verisi tiim algoritmalarda yiiksek dogrulukla
ayrisabildigi gorilmistiir.
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Elde edilen bulgularin genel olarak literatiirle uyumlu ve literatiire
katki saglayacak nitelikte oldugu goriilmistiir.

Bu galismada elimizdeki veri setine bagli olarak merdiven
inme, merdiven ¢ikma, kogma ve ayakta durma siniflandirmalari
yapilmistir. Ancak giinliik hayatta oturma, yiiriime, el yikama,
yiizme, ziplama vb. birgok hareket tipi bulunmaktadir. Caligmanin
geligtirilmesi ig¢in farkli veri setleri kullanilmali veya bu
aktiviteleri de igeren veri seti olusturularak kullanilan modelin
basarisi kontrol edilmelidir.
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