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Bu calismada, yapay sinir aglart ile Judo miisabaka sonuglarinin tahmin edilmesi
amaclanmaktadir. Bu amag¢ dogrultusunda yapay sinir aginda katman sayilari, néron
sayilart ve optimizasyon yontemleri (SGD, RMSprop, Adam, Adadelta, Adagrad,
Adamax, Nadam) hiperparametleri ile 21 farkli model olusturulmustur. Caligmanin
orneklemini  2017:01-2021:03  tarihleri arasinda uluslararasi  biiyiikler judo
miisabakalarinda yarigan 7758 sporcu olusturmaktadir. Bu donemde yapilan 53775 judo
miisabakasindan elde edilen verilerden her sporcuya ait 14 farkli 6znitelik hesaplanmstir.
Miisabik iki sporcuya ait dznitelikler sinir aginin giris katmanina goénderilerek 28 adet
girdi verisi 1 adet ¢ikt1 verisi olusturulmustur. Uygulama, tek gizli katmaninda 64 néron,
iki gizli katmaninda sirastyla 32-64 noron ve ii¢ gizli katmaninda sirastyla 64-128-64
ndron bulunan sinir aginda yedi ayri optimizasyon yontemi ile sirasiyla egitilmistir.
Uygulama sonucunda en basarili modelin (%78.6 dogruluk, %44.4 hata) tek katmaninda
64 noron, RMSprop optimizasyon yontemi kullandigi belirlenmistir. Basar1 orani en
diisiik modelin (%74.1 dogruluk, %51.8 hata) iki gizli katmaninda 32-64 noron, Adadelta
optimizasyon yontemi kullandig1 belirlenmistir. Optimizasyon yontemlerinden RMSprop
ve Adamax’in diger yontemlere kiyasla daha basarili oldugu, Adadelta yonteminin ise
daha basarisiz oldugu belirlenmistir. Sonug olarak uygun veri seti ve hiperparametreler
kullanilarak Judo miisabaka sonuglarinin yapay sinir aglari ile tahmin edilebilecegi ortaya
konulmustur.
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In this study, it is aimed to predict Judo competition results with artificial neural networks.
For this purpose, 21 different models were created with hyperparameters of the number
of layers, number of neurons and optimization methods (SGD, RMSprop, Adam,
Adadelta, Adagrad, Adamax, Nadam) in the artificial neural network. The sample of the
study consists of 7758 athletes competing in international judo competitions between
2017:01-2021:03. 14 different attributes of each athlete were calculated from the data
obtained from 53775 judo competitions held in this period. By sending the attributes of
two contestants to the input layer of the neural network, 28 input data and 1 output data
were created. The application is trained with seven different optimization methods in the
neural network with 64 neurons in one hidden layer, 32-64 neurons in two hidden layers,
and 64-128-64 neurons in three hidden layers, respectively. As a result of the application,
it was determined that the most successful model (78.6% accuracy, 44.4% error) used 64
neurons in a single layer, RMSprop optimization method. It was determined that the
model with the lowest success rate (74.1% accuracy, 51.8% error) used the Adadelta
optimization method with 32-64 neurons in its two hidden layers. It was determined that
the optimization methods RMSprop and Adamax were more successful than the other
methods, while the Adadelta method was more unsuccessful. As a result, it has been
revealed that Judo competition results can be predicted with artificial neural networks by
using appropriate dataset and hyperparameters.
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Giris

Tarihsel kanitlara dayanarak sonuglar1 dogru bir sekilde tahmin etmek uzun zaman boyunca bir¢ok
arastirmacinin hedefi olmustur. Bu motivasyon, spora 6zgii bircok tahmin aracinin gelismesine yol agmus,
bu araglar kullanilarak spor verilerindeki egilimler kisisel, rekabet¢i veya ekonomik avantajlar igin
kullanilabilir ve manipiile edilebilir hale gelmistir (Schumaker ve ark., 2010). Spor alaninda ¢esitli konular
iizerinde tahmin ¢aligmalar1 bulunmaktadir, mag stratejisi, taktikleri ve analizi, oyuncularin oyun tarzlarini
belirleme, oyuncu edinimi, oyuncu degerleme ve takim harcamalari, antrenman rejimleri ve odaklanma,
yaralanma 6ngorii ve 6nleme, performans yonetimi ve tahmini, mag¢ sonucu ve lig tablosu tahmini, turnuva
planlama ve ¢izelgeleme bunlardan bazilaridir (Herbinet, 2018). Bilgisayarlar ile veriden anlaml ¢iktilar
iiretmek i¢in verilerin belirli sirada bir algoritmadan ge¢mesi gerekmektedir. Algoritma, icerisinde veriye
uygulayacagi birtakim komutlar1 igermektedir; ancak bazi igler icin bilinen herhangi bir algoritma yoktur
(Alpaydin, 2017). Ornegin; bir spor dalinda kimin galip gelecegini tahmin edilebilirken bu galibiyeti
hesaplayacak bir formiil yoktur.

Yapay ogrenme teknikleri, spor karsilasmalariyla ilgili tahminde bulunmada bir yontem olarak
kullanilmaktadir (Schumaker ve ark., 2010). Yapay 6grenme; verilerden 0grenebilen, optimizasyon ve
tekrarlar yoluyla belirli bir soru igin "en iyi" analitik ¢oziimili bulabilen algoritmalari kapsamaktadir
(Houston, 2018). Yapay oOgrenmenin ¢dzmesi igin ortaya c¢ikarilan problemler siradan hesaplama
problemleri degildir, bilgisayarlar i¢in zor fakat uzman insanlarin ¢dzebilecegi tiirde problemlerdir
(Nabiyev, 2016). Problem ¢6zme ve karar vermede belirsizlik kaginilmaz olsa da bunu azaltmanin bir yolu,
bir uzmandan tavsiye almaktir. Belirsizligi azaltmak i¢in bilgisayarlar1 kullandigimizda bilgisayari kendisi
cesitli yontemlerle belirli bir alanda "uzman" haline gelebilir (Schumaker ve ark., 2010). Ancak herhangi
bir insan analizi olmaksizin modelin performansim belirlemek her zaman miimkiin degildir. Cogu yapay
O0grenme algoritmasinin diizgiin ¢aligmasi i¢in ¢ok fazla veri gerekir. Cok basit problemler i¢in bile tipik
olarak binlerce 6rnek veriye ihtiya¢ vardir (Géron, 2019). Veri, modern spor analizinin can damaridir.
Eskiden veriler, tarihsel amaglarla saklanan bir kayit olarak goriiliirken (Schumaker ve ark., 2010)
giiniimiizde ¢ikarim yapmak, veri madenciligi ve yapay Ogrenme alanlarinda kullanilmak iizere
federasyonlar veya kuliipler tarafindan istihdam edilen istatistik¢iler tarafindan detayli olarak kayit altina
alinmaktadir. Uluslararas1 Judo Federasyonu (UJF) tarafindan istihdam edilen hakemler tarafindan her yil
yaklasik elli uluslararasi turnuvada on yedi bin judo miisabakasi, bilgisayar ortamia anlik kaydedilmekte
ve kaydedilen veriler es zamanl olarak internet araciligryla tiim diinya ile paylagilmaktadir.

Judo, ytiksek bilinirlige sahip sporlardan biridir ve diinya ¢apinda kirk milyondan fazla insanin judo
yaptig1 bilinmektedir (Messner, 2019). Tiim sporlar gibi judo da rekabeti diizenleyen ve giivenligi saglayan
kati kurallar ile yonetilmektedir. Miisabakalar, kadinlar ve erkekler ayr1 olmak {izere tiim yas
kategorilerinde, belirli sikletler {izerinden yapilmaktadir.

Judoda basari, teknik becerinin optimal diizeyde uygulanmasina ve bu becerinin altinda yatan
biyomekanik giiclere baglidir. Amag; direnen ve motive olmus bir rakibi atmak, tutus pozisyona almak,

bogmak veya kolunu kilitlemektir. Judo, giires ve benzeri doviis sporlarinin amaci hareketi kontrol etmektir.
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Bir sporcu kendi hareketini ve rakibinin hareketini ne kadar iyi kontrol ederse sonug o kadar iyi olacaktir
(Scott ve Bergman, 2018).
Bu ¢aligmanin da amaci gergek judo miisabaka sonuglariin yapay sinir aglari yontemi yolu ile

karsilastirilmasidir.

Materyal ve Yontem

Arastirma Modeli

Verilerin duygusal dis etmenlerden etkilenmeden nesnel olarak go6zlenip analiz edildigi ve
tahminlerde bulunuldugu felsefi bakis acisina nicel bakig agisi denir. Bir sorunu ¢ézmeye, bir durumu
gelistirmeye veya iyilestirmeye doniik aragtirma-gelistirme galigmalarina ise uygulamali aragtirmalar denir
(Biiytikoztiirk ve ark., 2017). Bu kapsamda bu ¢aligmada felsefi bakis agisi olarak nicel bakis agisini temel
almis, amacina gore uygulamali arastirma yontemi kullanilmistir.

Arastirma Grubu

Bir aragtirmada iki tiir evrenden soz edilir. Hedef evren, ulagilmasi hemen hemen imkénsiz olan ideal
evreni temsil eder. Ulasilabilir evren ise arastirma igin gergek¢i se¢imi, ulasilabilir olani ifade eder ve
“aragtirmanin evreni” olarak tanmimlanir (Biiytlikoztiirk ve ark., 2017). Olimpik yeterlilik, sporcularin Diinya
Siralama Listesinde sahip olduklar1 puanlara gore belirlenir. Siralama olusturulurken yarisma tarihinden
onceki iki y1l dikkate alinir ve iki doneme ayrilir. Birinci donem, yarigma tarihinden 6nceki 13-24 ay araligim
kapsar. ikinci dénem ise yarigma tarihinden dnceki 12 aylik siireyi kapsar (Sport and Organisation Rules of
the International Judo Federation - Version: 8, 2020). Judo sporcular uluslararas1 miisabakalarda derece
alarak nihai hedef olan Olimpiyat Oyunlarina hazirlanmaktadir. Sporcular Olimpiyat yeterliligine sahip
olmak i¢in oyunlardan Once uluslararasi tiim miisabakalara katilmaya calismakta, kayit altina alinan
sporculara ait miisabaka verilerinde bir siireklilik olmaktadir.

Bu caligmada arastirmanin evreni uluslararasi judo miisabakalarinda yarigan tiim sporculari
kapsarken aragtirmanin 6rneklemi 2017:01/2021:03 tarihleri arasinda uluslararas1 miisabakalarda yarisan
sporculardir.

Verilerin Toplanmast

Calismada kullanilan veriler, Judo miisabaka detaylarin1 kamuya acik bir sekilde yaymlayan
Uluslararasi Judo Federasyonuna ait web sitesinden (https://judobase.ijf.org/) elde edilmistir.

Python; dinamik semantige sahip, yorumlanabilir, nesne yonelimli, {ist seviye bir programlama
dilidir. Kolay 6grenilebilir bir dildir ve basitligi sayesinde program bakim maliyetini diigiiriir. Yorumlayicisi
ve kapsamli standart kiitliphanesi, tiim biiyiik platformlar i¢in agik kaynak ve ticretsiz olarak sunulur (“What
is Python? Executive Summary | Python.org”, y.y.). Verilerin toplanmasi agik kaynak programlama dili olan
Python’un 3.8.2 versiyonu ile gergeklestirilmistir.

Istek (urllib.request) modiilii URL’lerin acilmasina yardimci olan bircok fonksiyonu icinde
barindirir. Bu fonksiyonlar ile kimlik dogrulama, yonlendirme ve daha fazla islem yapilabilir (“urllib - URL
handling modules - Python 3.8.2 documentation”, y.y.). Calismada kullanilan verilerin bulundugu adresi
acmak i¢in Python programlama dili iginde biitlinlesik ‘urllib’ kiitiiphanesi ve bu kiitliphaneye ait istek

(request) modiilii kullanilmagtr.
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“Pandas”; Python programlama dili {izerine insa edilmis, hizli, gli¢lii, esnek ve kullanimi kolay, agik
kaynak veri analiz ve isleme aracidir (“pandas - Python Data Analysis Library”, y.y.). Verilerin bulundugu
adreslere ulasildiktan sonra verileri “.csv”’ uzantili bir dosyaya aktarmak i¢in (Pandas 1.2.4) kiitliphanesinden
yararlanilmustir.

Verilerin Analizi

YSA; insan beynindekilere benzer, birbirine bagli noronlardan veya "dtigiimlerden" olusan
cogunlukla tek islemecili bir bilgisayarla, insanlar tarafindan gergeklestirilmis 6rnekleri kullanarak olaylar
Ogrenebilen, c¢evreden gelen olaylara karsi nasil tepkiler {iretilecegini belirleyebilen matematiksel
modellerdir (Bartlett, 2006; Oztemel, 2016). Cok katmanli algilayici, kategorik (smiflandirma) veya siirekli
(regresyon) bir degiskeni tahmin etmek i¢in kullanilan modeldir (Theobald, 2017).

Veriler, yapay sinir aglar1 alt alaninda ¢ok katmanli algilayicilar modeli ile analiz edilmistir. Verilerin
analizi acik kaynak programlama dili olan Python’un 3.8.2 versiyonu ile gergeklestirilmistir. NumPy, Python
programlama dili igin gelistirilmis, ¢cok boyutlu diziler ve matrislerle ¢aligmak icin yiiksek diizeyli
matematiksel fonksiyonlar1 barmdiran bir kiitiiphanedir (Harris ve ark., 2020). Bu arastirmada toplanan
verilerin doniisiimleri ve Ozellik c¢ikarimlart igin NumPy kiitliphanesinin 1.20.3 versiyonundan
yararlanilmustir.

Scikit-learn, gozetimli ve gozetimsiz problemler ig¢in ¢ok cesitli yapay 6grenme algoritmalarim
iceren bir Python kiitiiphanesidir (Pedregosa ve ark., 2011). Egitim ve test verilerinin oransal boliinmesi igin
Scikit-Learn’iin 0.24.2 versiyonu kullanilmistir.

Matplotlib; Python programlama dili igin gelistirilmis, statik, animasyonlu ve etkilesimli
gorsellestirmeler olusturulmasina olanak veren kapsamli bir kiitiiphanedir (Hunter, 2007). Bu aragtirmada
gorsellestirme ¢aligmalarinda Matplotlib kiitiiphanesinin 3.4.2 versiyonu kullanilmastir.

TensorFlow, arastirmacilarin son teknoloji iiriinii yapay 6grenme modelleri gelistirmesine ve yapay
ogrenme destekli uygulamalarin kolayca olusturmasina ve dagitilmasina olanak taniyan kapsamli ve esnek
aracglar igeren bir kiitiiphanedir. Cekirdek boliimii C programlama dilince yazilmistir, ayrica Python
programlama dili ile hizli prototipler ¢ikarmak {izere Keras isimli bir (AP]) uygulama ara yiiziine sahiptir
(Developers, 2021). Bu caligmada yapay sinir agt kurulumu ve hesaplamalar1 i¢in TensorFlow
kiitiiphanesinin 2.5.0 versiyonu kullanilmistir.

Keras, yapay 6grenme platformu TensorFlow iizerinde ¢alisan Python'da yazilmis bir derin 6grenme
(API) uygulama ara yiiziidir. Bu g¢alismada ¢ok katmanli algilayici modellerinin kurulumu Keras

kiitiiphanesinin 2.5.0 versiyonu ile yapilmistir.

Bulgular
Tablo 1. Sporcularin Sikletlere Gore Dagilimi
Cinsiyet Siklet N %
48 kg 373 48
52 kg 434 56
57kg 504 6,5
63 kg 489 6,3
Kadin 70 kg 414 5,3
78 kg 291 3,8
+78 kg 275 35
Toplam 2780 358
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60 kg 685 8,8
66 kg 865 11,1
73 kg 969 12,5
81 kg 837 10,8
Erkek 90 kg 678 8,7
100 kg 514 6.6
+100 kg 430 5,5
Toplam 4978 64,2
Toplam 7758 100,0%

Buna gore Tablo 1°de gorildiigli lizere galismamiz 7758 sporcu ile gerceklestirilmistir. Bu
sporcularin 2780’1 (%35,8) kadin, 4978’1 (%64,2) ise erkektir. Sporcularin sikletlere dagilimi incelendiginde
kadinlarda 57 kg 504 (%6,5) sporcu ile en kalabalik siklet olurken 275 (%3,5) sporcu ile en az sporcu bulunan
siklet +78 kg olmustur. Erkeklerde ise 73 kg, 969 (%12,5) sporcu ile en kalabalik siklet olurken +100 kg,
430 (%S5,5) sporcu ile en az sporcu bulunduran siklet olmustur.

Veri Setinin Hazirlanmasi

Judo miisabakalarinda sonucu tahmin etmek i¢in karsilasan iki sporcunun bazi bilgilerine sahip
olmak gerekmektedir. Sporcularin Onceden oynadigi miisabakalarda ortaya koyduklar1 performans
istatistikleri, aldig1 cezalar, kazandigi miisabakalar bu bilgilere 6rnek olarak verilebilir. Bu c¢aligma
kapsaminda olugturulan veri setinde UJF tarafindan yonetilen https://judobase.ijf.org internet sitesinden elde
edilen veriler kullanilmistir. Veri setinde 2017:01 ile 2021:03 donemlerinde oynanan toplam 53775

miisabaka verisi ve 65 6znitelik bulunmaktadir.

17500 - W Erkek
15000 - S Kadun
12500 1
10000 1

7500 -

5000

2500 1 I

0 ———
2017 2018 2019 2020 2021

Sekil 1. Yillara Gore Toplam Miisabaka Sayisi

Sekil. 1°deki grafikte, 2017 ve 2021 yillar arasinda oynanan miisabakalarin kadin erkek dagilimlar
ve yillara gore toplamlart verilmistir. 2017 yilindan 2019 yilina kadar miisabaka sayilar1 diizenli bir artig
gostermistir. 2020 yilinda Covid-19 salgin1 nedeniyle iptal edilen etkinlikler sebebiyle toplam miisabaka

sayilarinda diislis oldugu gozlenmektedir.
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Sekil 2. En Fazla Sporcu Bulunduran 10 Ulke

Sekil 2°deki grafikte 2017-2021 sezonu Uluslararasi miisabakalara en ¢ok sporcu gonderen 10 iilke
gosterilmistir. Rusya Federasyonu (n=476) en ¢ok katilimi1 gosteren iilke olurken onuncu sirada Hollanda

(n=161) yer almistir. Tiirkiye ise 182 (n=82) iilke arasinda 77. sirada yer almustir.

Tablo 2. Turnuva Tipleri ve Miisabaka Sayisi

Turnuva Tipi Miisabaka Sayis1
Open 14913
Prix 11091
Cup 10457
Slam 9675
Championship 4501
World Championship 1667
Masters 1453
Toplam 53775

Veri setinde bazi degigkenlerin degerleri eksiktir. Bos degerler sayisal degiskenin ortalamasiyla
doldurulabilir ya da diger degerlere bakarak bir kestirimde bulunulabilir. Eksik degerler igin en iyi yontem

bos verinin veri setinden kaldirilmasidir (Alpaydin, 2017).

Veri setinde 21.169 bos deger iceren miisabaka verisi, sonuglari etkilememesi agisindan veri setinden
kaldirilmigtir. Judoda miisabaka bir ippon puaniyla bitmektedir, bazi ippon puani degerlerinin 2 oldugu
gbzlenmistir. Waza-ari puani degeri ise 2 oldugu zaman miisabaka bitmektedir, baz1 waza-ari puanlarinin
degerinin 2’den biiyiilk oldugu gorilmiistlir. Verileri kaydeden hakemlerden kaynaklanan bu hatalar
degerleri limit noktalarina esitleyerek 1 degerinden biiyiik ippon puanlar1 1’e esitlenirken 2 degerinden biiyiik

Waza-ari puanlar1 2’ye esitlenerek ¢éziim yoluna gidilmistir.

Tablo 3. Turnuva Tiirleri ve Puan Tablosu

Turnuva Tiirii Kazananin Puam Kaybedenin Puam
Continental Open International 10 1
Continental Championships Continental 70 6
Grand Prix International Entry 70 6
Grand Slam International Entry 100 10
Masters Top 36 Invitation 216 200
World Championships Seniors 200 20
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Tablo 4. Sporcu Oznitelikleri Ortalama ve Standart Sapma Degerleri

Oznitelikler (N=7758) Ortalama std
Sporcu ID - -
Ulke ID - -
Siklet - -
Derece 449.90 1244.60
Toplam Miisabaka Sayis1 13.84 20.70
Kazanma Oram 0.29 0.26
Toplam Kazandigi Puan Ort. 24.81 23.27
Toplam Kaybettigi Puan Ort. -60.82 32.00
Toplam Aldirdig1 Ceza Ort. -0.84 0.63
Toplam Kaybettigi Ceza Ort. 0.62 0.50
Son 3 Kazanma Ort. 0.46 0.46
Son 3 Aldirdig1 Ceza Ort. -1.00 0.81
Son 3 Kazandig1 Ceza Ort. 0.87 0.84
Son 3 Kazandig1 Puan Ort. 39.25 41.85
Son 3 Kaybettigi Puan Ort. -61.20 37.66

Tablo 5. Bagarim Oran1 En Yiiksek 5 Modelin Gosterge ve Grafikleri

Noron Optimizasyon Dogruluk Hata . .. ",
Sayisi pYiintem)i’ 6(; an Oram Dogruluk Grafigi Hata Grafigi
b T ol
64 RMSprop 0.7860 0.4440 T =N
ul . o]
1000 ot el |
32,64 Adamax 0.7859 0.4425 ! |
il il
o1 gt PN ‘ | =
64 Nadam 0.7851 04518 0 e N
o016 ‘ » \\\g\ -
| ——— T
64,128,64 RMSprop 0.7836 04386 1 |
| | Sty L0
] R i
64 Adamax 0.7834 04402 - “ ol
\ v Heeab o

Tablo 5’e gore, giris katmaninda 28, gizli katmaninda 64, ¢ikis katmaninda 1 nérona sahip tek gizli
katmanli model en iyi bes basarim sirasinda ii¢ farkli optimizasyon yontemiyle yer almistir. Tek gizli
katmanli modelin basarim orani iki katmanli ve ii¢ katmanli modele gore daha basarili oldugu goriilmektedir.
RMSprop yontemi 64 néronlu tek gizli katmanh ag ve 64,128,64 noronlu ii¢ gizli katmanlh agda, Adamax
yontemi 64 noronlu tek gizli katmanh ag ve 32,64 ndronlu iki gizli katmanh agda, Nadam optimizasyon

yontemi ise 64 noronlu tek gizli katmanh agda %78 oraninda bagarim saglamistir.
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Tablo 6. Basarim Oran1 En Diisiik 5 Modelin Gosterge ve Grafikleri

Optimizasyon Dogruluk Hata

Noron Sayis1 Yontemi Oram Oram Dogruluk Grafigi Hata Grafigi
32,64 Adadelta 0.7412 0.5183
64 Adadelta 0.7469 0.5169
64,128,64 Nadam 0.7608 0.5719
64,128,64 Adadelta 0.7610 0.4790 : : -
64,128,64 Adam 0.7624 0.6015 \*\

Tablo 6’ya gore, giris katmaninda 28, gizli katmanlarinda sirasiyla 64-128-64, ¢ikis katmaninda 1
néron bulunan 3 gizli katmanl model en basarisiz model olmustur. Ug gizli katmanl modelin bir ve iki gizli
katmanli modellere gore daha basarisiz oldugu goriilmektedir. Adadelta, optimizasyon yontemleri arasinda
3 modelde de en diisiik bagarim orani gostermistir. Nadam ve Adam yontemleri ise ti¢ gizli katmanli modelde
diisiik basar1 gostermistir. Ug gizli katmanli tasarim 3 optimizasyon yontemi ile basarim orani en diisiik

modeldir. Grafikler incelendiginde {i¢ gizli katmana sahip modelin asir1 egitilmis oldugunu gérmekteyiz.

Tahmini Deger

Beyaz Kazanan

Gercek Deger

Mavi Kazanan

| |
Beyaz Kazanan Mavi Kazanan

Sekil 3. 2 Numarali Modelin Hata Matrisi
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Sekil 3’te Bagarim orani en yiiksek 2 numarali modelin hata matrisi verilmistir. Buna gore Beyaz
Judogi giyen sporcularin kazandigi 6249 miisabakadan 5366 (%86) tanesi dogru, 883 (%14) tanesi ise yanlis
tahmin edilmistir. Mavi judogi giyen sporcularin kazandigi toplam 4506 miisabakadan 3082 (%68) tanesi
dogru, 1424 (%32) tanesi yanlis tahmin edilmistir.

Dogru Pozitif + Dogru Negatif — 5366 + 3082

Dogruluk = N 10755 = 0.78
H Vet = Dogru Pozitif _ 5366 0.86
assastyet = Dogru Pozitif + Yanls Pozitif = 5366 +883
Gert Cas _ Dogru Pozitif _ 5366 =079
ert Gagirma = Dogru Pozitif + Yanlis Negatif = 5366 + 1424
2 x Geri Cagirma x Hassasiyet  2x0.79 x 0.86
f1—skoru = - C, & - Yer _ X =0.82
Geri Cagirma + Hassasiyet 0.79 + 0.86
Tablo 7. 2 Numarali Modelin Hassasiyet, Geri Cagirma ve f1 skoru
Hassasiyet Geri Cagirma f1-skor N
Beyaz Kazanan (0) 0.79 0.86 0.82 6249
Mavi Kazanan (1) 0.78 0.68 0.73 4506
Dogruluk 0.78 10755
Agirhikh Ortalama 0.78 0.79 0.78 10755

Tablo 7’de en basarili model i¢in dogruluk orani %78 bulunmustur. Beyaz judogi giyen sporcularin
fl-skor’u %82, Mavi judogi giyen sporcularin fl-skor’u ise %73 bulunmustur. Bu fark, miisabakalarda ilk
okunan ismin beyaz judogi giyen sporcu olmasi ve Uluslararasi Judo Federasyonunun siralamasi yiiksek

sporcuyu ilk isim olarak okumasindan kaynaklanmaktadir.

Tartisma ve Sonug

Bu ¢aligmada ¢ok katmanl algilayicilar modeli, ileri beslemeli geri yayilim (Back-Propagation) ag1
kullanilarak 2017-2021 yillar1 arasinda oynanmig 53775 miisabaka verisi iizerinde 28 6znitelik kullanilarak
judo miisabaka sonuglar1 tahmin edilmistir.

Calismada kullanilan veriler UJF’ye ait judobase.ijf.org adresinden elde edilmistir. Toplam 53775
miisabaka verisinden 7758 sporcuya ait 14 farkli 6znitelik ¢ikarilmistir.

Dogruluk orani en yiiksek CKA modelini tespit etmek iizere; 6grenme orani, kayip fonksiyonu,
egitim yineleme sayisi ve aktivasyon fonksiyonu sabit tutulurken gizli katman sayisi, noron sayisi ve
optimizasyon yontemi degistirilerek 21 farkli model kurgulanmistir. Giris katmaninda 28, gizli katmaninda
64, ¢ikis katmaninda 1 néronu bulunan RMSprop optimizasyon yontemi kullanan 2 numarali model %78.6
dogruluk orami ile kurulan modeller arasinda en basarili sonucu vermistir. Tek gizli katmanli ve 64 néronlu
modelin, iki gizli katmanl ve ii¢ gizli katmanli modele gore daha basarili sonug verdigi belirlenmistir.

Optimizasyon yontemlerinden RMSprop ve Adamax yontemlerinin diger yontemlere kiyasla daha
basarili oldugu, Adadelta yonteminin ise daha basarisiz oldugu belirlenmistir (Tablo 5 ve 6).

Literatiir taramas1 yapildiginda Judo verileri ile miisabaka sonucu tahmini yapan bir yapay sinir ag1
modeli bulunamamistir. Dogrusal modellerle yapilan ¢alismalarda %26 dogrulukla puan tahmini

yapmaktadir (Franchini ve Julio, 2015).
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Sinir aglar ile yapilan ¢alismalarda; kullanilan veri setinin yapisi, optimizasyon yontemlerinin
cesidine bagli olarak model performanslarmin farklilagtigi  bilinmektedir. Ayrica optimizasyon
algoritmalarinin performansi, parametrelerin secimine ve sinir aginin nasil yapilandirilacagina bagl olarak
degismektedir (Ser ve Bati, 2019).

Sonug olarak, uygun veri seti ve hiperparametreler kullanilarak Judo miisabaka sonuglarinin yapay
sinir aglan ile tahmin edilebilecegi ortaya konulmustur. Tahminler neticesinde miisabakaya hazirlanirken

sporculara uygulanacak teknik ve taktik hazirliga yonelik antrenmanalara katki saglayacagi diistiniilmektedir.

Oneriler

* Bualismada ortaya konulan CKA modeli ile kuliipler ve iilkeler sporcu degerleme ve transferi igin
iki sporcu arasinda tutarl ve giivenilir bir karsilagtirma yapabileceklerdir.

* Sporcularin birbirileri karsisinda istlinligii model yardimi ile kararlagtirilip Mag fikstiirii
olusturulurken giiclii iki sporcunun karsilagsmasimin Oniine ge¢mede yeni bir yontem olarak
kullanilabilecektir.

» Kazanma durumu ortaya koyan bir durumda yiiksek dogruluk veren sonuglar almabilecektir.

[leride yapilacak galigmalarda;

* Her bir sporcu i¢in olusturulan Oznitelikler miisabaka bilgilerinden elde edilen verilerden
olusturulmustur. Sporcuya ait ek bilgiler (6r: boy, kas-yag orani, ¢eviklik, vb.) modelin daha dogru
tahminlerde bulunmasina yardimci olabilir.

* (Calismada kadin ve erkekler aynt modelde kullanilmistir. Kadin ve erkeklerin gii¢lerinin ve
miisabaka yontemlerinin birbirinden farkli oldugu bilinmektedir. Baska bir ¢alismada kadin ve erkek

sporcularm farkl1 modelde kurgulanmasi ¢alismanin dogruluk oranini yiikseltebilir.

Kaynaklar
Alpaydin, E. (2017). Yapay Ogrenme. (E. Kocabiyik, Ed.) (3. bs.). Istanbul: Bogazici Universitesi Yaymevi.

Bartlett, R. (2006). Artificial intelligence in sports biomechanics: new dawn or false hope? Journal of sports
science & medicine, 5(4), 474—479. https://pubmed.ncbi.nlm.nih.gov/24357939 adresinden erisildi.

Biiyiikoztiirk, S., Kilic Cakmak, E., Akgiin, O. E., Karadeniz, S. & Demirel, F. (2017). Bilimsel arastirma
yontemleri. Pegem  Akademi  Yaymcilik.  Ankara: Pegem  Akademi = Yaymecilik.
doi:10.14527/9789944919289

Developers, T. (2021). TensorFlow. doi:10.5281/ZENODOQ.4758419. pandas - Python Data Analysis
Library. (y.y.). 14 Subat 2021 tarihinde https://pandas.pydata.org/ adresinden erisildi.

Franchini, E. & Julio, U. F. (2015). The Judo World Ranking List and the Performances in the 2012 London
Olympics. Asian Journal of Sports Medicine, 6(3).

Géron, A. (2019). Hands-On Machine Learning with Scikit-Learn, Keras, and TensorFlow: Concepts, Tools,
and Techniques to Build Intelligent Systems (1. bs.). O’Reilly Media.

Harris, C. R., Millman, K. J., van der Walt, S. J., Gommers, R., Virtanen, P., Cournapeau, D., Oliphant, T.
E. (2020). Array programming with {NumPy}. Nature, 585(7825), 357-362.

Herbinet, C. (2018). Predicting Football Results Using Machine Learning Techniques. 2011 Proceedings of
the 34th International Convention MIPRO, 48, 1623-1627.

97



Spor Egitim Dergisi, 2022, Cilt 6, Say1 2, 88-98 0. Deger, E. Siiel

Houston, T. H.-T. M. B. (2018). Entertainment Science: Data Analytics and Practical Theory for Movies,
Games, Books, and Music. Springer.

Hunter, J. D. (2007). Matplotlib: A 2D graphics environment. Computing in Science \& Engineering, 9(3),
90-95.

Messner, N. (2019). Judo Celebrates the Planet. 15 Ekim 2020 tarihinde https://www.ijf.org/news/show/judo-
celebrates-the-planet adresinden erisildi.

Nabiyev, V. V. (2016). Yapay Zeka: insan- Bilgisayar Etkilesimi (5. bs.). Ankara: Seckin Yaymcilik.
Oztemel, E. (2016). Yapay Sinir Aglar1 (4. bs.). Istanbul: Papatya Yayimncilik Egitim.

Pedregosa, F., Varoquaux, G., Gramfort, A., Michel, V., Thirion, B., Grisel, O., ... Duchesnay, E. (2011).
Scikit-learn: Machine Learning in {P}ython. Journal of Machine Learning Research, 12, 2825-2830.

Schumaker, R. P., Solieman, O. K. & Chen, H. (2010). Sports Data Mining. Integrated Series in Information
Systems (1. bs., C. 26). Boston, MA: Springer US.

Scott, S. & Bergman, J. (2018). The Judo Advantage: Controlling Movement with Modern Kinesiology- For
All Grappling Styles. G- Reference, Information and Interdisciplinary Subjects Series. YMAA
Publication Center.

Ser, G. & Bati, C. T. (2019). Determining the best model with deep neural networks: Keras application on
mushroom data. Yuzuncu Yil University Journal of Agricultural Sciences, 29(3), 406—417.

Sport and Organisation Rules of the International Judo Federation Version: 8. (2020).

Theobald, O. (2017). Machine Learning For Absolute Beginners: A Plain English Introduction (2 edition.).
Scatterplot Press.

Makale Alintis1

Deger, O., Siiel, E. (2021). Gergek Judo Miisabaka Sonuglarinin Yapay Sinir Aglar1 Yéntemi Yolu ile
Karsilastirilmasi [Comparison of Real Judo Competition Results with Artificial Neural Networks Method],
Spor Egitim Dergisi, 6 (2), 88-98.

98



