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Ticari gemilerde yakit tiiketimi denizcilik igletmelerinde en onemli gider
kalemini olusturmaktadir. Ayni zamanda enerji verimliligi ile de yakindan alakali
olan bu konu denizcilik sektorii a¢isindan son derece onem arz etmektedir.
Uluslararast Denizcilik Orgiitii kurallart geregi denizcilik sektoriinde emisyon
azaltma  konusunun  giindemdeki  yerini  korudugu da g6z  Oniinde
bulunduruldugunda gemilerde yakait tiiketimi ve ortaya ¢itkan emisyonlar denizcilik
otoriteleri tarafindan ciddi olarak takip edilmektedir. Bu ¢alismada bir kimyasal
tanker gemisinin yakit tiiketiminin gercek sefer verilerinden hareketle veriye
dayali yontemler yardimiyla modellenip tahmin edilmesi amaglanmistir. Oncelikle
gemiden alinan sefer verileri islenip algoritmalarin tizerinde ¢alisabilecegi hale
getirilmistir. Algoritmalar veri seti iizerinde ¢alistirilmis ve yakit tiiketimi tahmin
basarimlart incelenmistir. Ilk asamada bazi algoritmalarin basarisi yetersiz
bulunmugtur. Tahmin basarimlart yetersiz bulunan algoritmalarin parametreleri
ayarlanarak tahmin islemi tekrar edilmistir. Son olarak hata metrikleri
kullanilarak —algoritmalarin  yaptigi  tahminler birbiriyle karsilastirilmistir.
Sonuglar incelendiginde Cok Katmanli Derin Sinir Agiyénteminin kimyasal tanker
yakat tiiketimi tahmini problemi kapsaminda ele alinandiger yontemlerden daha
basarili oldugu tespit edilmistir.
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FUEL CONSUMPTION PREDICTION IN CHEMICAL
TANKER WITH DATA-DRIVEN METHODS

ABSTRACT

Fuel consumption in commercial ships constitutes the most important
expense item in maritime enterprises. This issue, which is also closely related to
energy efficiency, is extremely important for the maritime industry. Considering
that the issue of emission reduction remains on the agenda in the maritime sector
as per the International Maritime Organization rules, fuel consumption and the
emissions on ships are followed seriously by the maritime authorities. In this study,
it is aimed to model and estimate the fuel consumption of a chemical tanker ship
with the help of data-based methods based on real voyage data. First of all, the
voyage data taken from the ship is processed and the algorithms can work on it.
Algorithms were run on the data set and fuel consumption estimation
performances were examined. At the first stage, the success of some algorithms
was found to be insufficient. The estimation process was repeated by adjusting the
parameters of the algorithms with insufficient estimation performance. Finally,
the predictions made by the algorithms were compared with each other using error
metrics. When the results are examined, it has been determined that the Multi-
Layer Deep Neural Network method is more successful than the other methods
discussed for the chemical tanker fuel consumption estimation problem.

Keywords: Chemical Tanker, Energy Efficiency, Fuel Consumption
Estimation, Data-Driven Methods

1. GIRIS

Ticari yiik tasimaciliginda denizcilik sektorii son yillarda 6nemini
giderek arttiran bir sektordiir. Deniz ticareti iizerindeki yiikiin artmasi
sebebiyle kiiresel denizcilik filosuna her yil ¢ok sayida yeni gemi dahil
edilmis ve bu da denizcilik sektorii kaynakli dogaya salinan zehirli gazlarin
miktarinda artisa neden olmustur. Uluslararas1 Denizcilik Orgiitii (IMO)
yaymladigr kural ve yonetmeliklerle denizcilik sektorti kaynakli
emisyonlarin azaltilmasi ve gemilerde enerji verimliliginin arttirilmasi
konularinda denizcilik sirketlerini yeni arayislara yoneltmistir (Chen vd.
2019). Sirketler enerji verimliligini arttirma ve emisyonlart kontrol
edebilme konularinda sistemlerin tamamen degistirilmesi yerine fayda
maliyet oran1 bakimindan etkin yontemleri ele almiglardir. Gemilerde
enerji verimliligini arttirma konusunda ilk adim enerji verimliligi
konusunda mevcut durumun analiz edilip belirlenmesidir. Verimlilik artist
yapilacak alanlar boylelikle daha kolay belirlenebilir (Tien-Anh, 2021).

Glinimiiz teknolojisinin ~ denizcilik — sektdriine uygulanmasi
sonucunda gemilerden veri elde etmek kolaylasmistir. Bu sayede bir
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geminin harcadig1 yakit, gittigi rota, ana makinede elde edilen gii¢ ve
geminin hiz1 gibi pek c¢ok farkli degisken hakkinda bilgi sahibi
olunabilmektedir. Bu verilerden hareketle geminin enerji verimliligi ve
dogaya saldigi emisyonlar hesaplanabilmektedir. Gemilerden veri elde
edilmesinin yayginlagmasi sayesinde veriye dayali yontemlerin denizcilik
alanindaki uygulamalari da son yillarda artis trendine girmistir.
Meteorolojik veriler ve gemi sefer verilerinin yardimiyla kaza riski
tahminin yapildig1 bir ¢alismada asir1 hava kosullarinin gemi kazalarina ve
gemi kazalarinin da deniz kirliligine yol agtig1 belirlenmistir. Gemi kazasi
riskinin azaltilabilmesi adina incelenen bolgeden alinan gemi sefer trafik
verisi ve meteorolojik verilerden hareketle bir makine 6grenmesi tahmin
modeli olusturulmustur (Rawson vd. 2021). Denizcilik faaliyetlerinden
kaynaklanan emisyonlarin incelendigi bir calismada turistik yerlerde
denizcilik faaliyetleri nedeniyle olusan kirliligin endiseye yol actigindan
bahsedilmistir. Bu etkinin incelenmesi i¢in Oncelikle klasik yaklagimlar
incelenmis ve tahmin yeteneklerinin belli durumlarda kisitli oldugundan
bahsedilmistir. Bu nedenle caligmada veriye dayali yontemler tercih
edilmis ve klasik yontemlerden daha basarili sonuclar elde edilmistir
(Fabregat vd. 2021). Gemilerde bakim konusu emniyetli seyiri etkiledigi
gibi enerji verimliligini de etkilemektedir. Planli bakim g¢aligmalariin
yapildigi bir gemide arizalanma riski daha az olacaktir. Gemilerde bakim
faaliyetlerinin makine 6grenmesi algoritmalar1 yardimriyla planlandig: bir
calismada ana makine sensorlerinden alinan veri setinden faydalanilmstir.
Kurulan modeller sayesinde ana makine egzoz sicakligi ve siiplirme hava
basinct tahmin edilmistir. Tahmin modelleri %96 dogrulukla bu iki
degisken tahmin edilip gercek degerlerle karsilastirildiginda anormal
degerlerin ariza durumlarina ait oldugu gozlemlenmistir (Cheliotis vd.
2020). Gemilerde emisyonlara neden olan en Onemli etmenin yakit
tilketimi oldugu belirtilen bir ¢alismada bir dokme yiik gemisinin yakit
tiiketimi tahmini i¢in geminin iki y1illik sefer verileri kullanilmigtir. Gemi
ana makinesinin yakit tiilketimi tahmininde Yapay Sinir Ag1 yontemi
basarili sonuglar vermistir (Tien-Anh, 2021). Limandaki gemilerin enerji
verimliligini arttirmak i¢in makine 6grenmesi yontemlerinden yararlanilan
bir ¢aligmada gemi ve limandan iki ayr1 veri seti bir araya getirilmistir. Bu
veri seti sayesinde enerji tahmin modeli gelistirilmistir. Veriler
incelendiginde gemilerin limandaki enerji tiiketimini en ¢ok etkileyen
ozellikler belirlenmistir. Bu 0&zellikler optimize edildiginde geminin
limanda enerji tiiketiminin azaldig tespit edilmistir (Peng vd. 2020). Gemi
enerji optimizasyonunda gidilen rotanin da 6nemi biiyiiktiir. Bu kapsamda
incelenen bir ¢alismada belirli bir hatta siirekli olarak sefer yapan bir gemi
icin yakit tiiketimi tahmini i¢in veriye dayali yOntemlerden
faydalanilmigtir. Calisma sonucunda ¢esitli sefer verilerinden ve
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meteorolojik verilerden hareketle kurulan yakit tiiketimi tahmini
modelinde %95’lik bir basar1 saglanmistir (Bui-Duy ve Vu-Thi-Minh,
2021). Yakit tiiketimi tahmininde gemi hizi ve trim gibi degiskenlerin
onemi bliytiktir.

Veri setinde bu tipte degiskenlerin kullanildigi bir ¢alismada kurulan
tahmin modelinde ilk asamada istenilen basar1 saglanamamistir. Tahmin
basarisinin arttirilmasi i¢in kullanilan makine 6grenmesi algoritmalarinin
parametrelerioptimize edilmistir. Optimize edilen algoritmalarla modeller
giincellenip tahmin islemi tekrar edildiginde modellerin basarisinin
yiikseldigi tespit edilmistir (Zhou vd. 2021). Gemi ana makinesinin
harcadig1 yakitin tahmin edilmesi i¢in bir calismada dinamik veriler
kullanilmustir. Bu veriler ile kurulan tahmin modelinde ise makine
O0grenmesi yontemlerinden yararlanilmistir (Ahlgren vd. 2019). Ticari
gemilerde isletme maliyetlerinin 6nemli bir kismim yakit tiiketimi
olusturmaktadir. Gemininyakit tiiketiminin bu yiizden dogru sekilde tahmin
edilmesi gerekmektedir. Yakit tiiketimi tahmininin veriye dayali
yontemlerle yapildigi bir calismada geminin 6glen raporu ve sensor
verilerinden yararlamilmistir. Yapilan calisma sonucunda incelenen
geminin yakit tiiketimi dogru bir sekilde tahmin edilebilmistir (Gkerekos
vd. 2019).

Caligmada yakit tiiketimi modeli i¢in veri kaynagi elde edilirken
kimyasal tanker olarak kullanilan 183 metre uzunlugunda 32,2 metre
genisliginde 50.000 DWT’lik CPP tasinma iizerine insa edilmis MR siifi
ozel bir gemi secilmistir. Bu ¢alismada bir kimyasal tanker gemisinin
Aralik 2017 - Agustos 2019 tarihleri arasindaki 1.047 Orneklik sefer
verisinden hareketle veriye dayali yontemler yardimiyla yakit tiiketimi
tahmininin yapilmasi ve kullanilan yontemlerin birbiriyle karsilagtiriimasi
amaglanmistir. Calisma kapsaminda riizgar, dalga, deniz durumu gibi dis
degiskenler altinda olusmus olan ana makine degerleri tizerinden veri seti
elde edilmistir. Veriler geminin seferde karsilasabilecegi ¢ogudurumu
iceren yaklagik 20 aylik bir zaman dilimini kapsamaktadir. Veri seti
oncelikle  eksik  verilerin  bulundugu  Orneklerden  ayiklanarak
temizlenmistir. Elde edilen 1.000 6rneklik tam veri seti algoritmalarin
iizerinde calisabilecegi hale getirilmistir. Daha sonra veri seti incelenmis
ve birbiri ile korelasyon iceren veriler korelasyon matrisi araciligiyla
belirlenmistir. Veri setinin bir kismi (%80) yontemlere ogretilmis ve
boylece tahmin modelleri olusturulmustur. Kalan kisim ise tahmin
modellerinin  basarisinin  birbirileriyle  karsilagtirilabilmesi  adina
saklanmistir. Algoritmalarin yaptiklar: tahminler veri setinin algoritmalara
ogretilmeyen kismu ile karsilagtirilmis ve aradaki fark hata metrikleri ile
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ifade edilmistir. Bu ¢alismada kimyasal tanker yakit tiikketimi tahmininde
Coklu Dogrusal Regresyon (CDR) (Thiangchanta ve Chaichana, 2020),
XGradient Boost Regresyon (XGBR) (Shehadeh vd. 2021), Yapay Sinir
Ag1(YSA) (Choi ve Kim, 2021) ve literatiirde yer alan ilgili caligmalardan
farkli olarak Cok Katmanli Derin Sinir Ag1 (CKDSA) (Sun vd. 2018; Desai
ve Shah, 2021) ydntemleri, hata metrigi olarak da R? (Belirleme Katsayis1)
(Ueki, 2021), Ortalama Kare Hatas1 (OKH) (Lopez ve Mancini, 2019),
Ortalama Mutlak Hata (OMH) (Paredes vd. 2018) ve Kok Ortalama Kare
Hatas1 (KOKH) (Schubert vd. 2017) yontemleri kullanilmistir. Calisma
sonucunda Cok Katmanli Derin Sinir Ag1 algoritmasinin ele alinan diger
algoritmalardan daha basarili oldugu gézlemlenmistir.

Calismanin bundan sonraki boliimleri su sekilde olusturulmustur.
Materyal ve yontemler boliimiinde ¢aligmanin metodolojisi agiklanmis,
kullanilan veriye dayali yontemler tanitilmis ve hata metrikleri
aciklanmistir. Calismanin iiclincti boliimii olan yakit tiikketimi tahmini
benzetim sonuglart kisminda kullanilan yontemler ile kurulan modeller
sonrasinda yapilan tahmin sonuglar1 ele alinmistir. Calismanin son
boliimiinde ise elde edilen benzetim sonuclar1 degerlendirilmistir.

2. MATERYAL VE YONTEMLER

2.1. Kullanilan Yontem

Bu calismada gemilerden kaynakli emisyonlarm ve gemi enerji
verimliligi konusunun temelini olusturan, son yillarda iizerinde c¢okca
calisilan bir konu olan gemi yakit tiiketimi veriye dayali yontemler
yardimiyla tahmin edilmistir. Calisma igin Oncelikle bir kimyasal tanker
gemisinden 1.047 orneklik sefer verisi alinmistir. Bu veriler incelenmis ve
aralarinda eksik bilgilerin oldugu kisimlar veri setinden atilmistir. Veri seti
bu iglem sonunda 1.000 6rnege disiiriilmiistiir. Elde edilen 1.000 6rneklik
veri setinin %80’lik kism1 Python programlama dili Spyder ara yiizi ile
veriye dayali yontemlere ogretilmis ve yakit tiiketimi tahmin modelleri
olusturulmustur. Olusturulan bu modellerin basarisin1 degerlendirebilmek
icin ise kalan veriler saklanmig ve algoritmalara &gretilmemistir.
Algoritmalara kalan verilerdeki yakit tiiketimini tahmin etmeleri hedef
¢ikti olarak verilmistir. Kurulan modellerden bazilarinin yaptiklari
tahminlerin basarilar1 ilk asamada yetersiz goriilmiistiir ve algoritma
parametreleri ayarlanarak islem tekrar edilmistir. Son olarak hatametrikleri
kullanilarak en basarili algoritmanin belirlenmesi islemi yapilmistir.
Yapilan bu islemler Sekil 1’de gosterilmistir.
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Sekil 1: Calismada izlenen Akis Semasi

2.2. Veri Setinin Tanitilmasi

Bu galigmada 183 metre uzunlugunda ve 32,2 metre genisliginde
0zel yapim birkimyasal tanker gemisinin ana makinesinde kullanilan HFO
tiirlindeki yakit tiiketimi tahmini veriye dayali yontemler kullanilarak
yapilmistir. Tahmin modellerinde kullanilan 1047 satirlik veri setinin 6zeti
Tablo 1°de verilmistir. Veri seti iginde yer alan degiskenler arasindaki
iliskiyi incelemek ic¢in korelasyon matrisi olusturulmustur. Olusturulan
korelasyon matrisi Sekil 2’de gosterilmistir.
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Tablo 1: Veri Setinin Ozeti

Ortalama |Std. Sapma| Minimum [Maksimum
[Ana mak. doniis hiz1 (d/dk) 79,46 16,24 0,1 98,113
Dizel jen. giinliik caligma saati 1,45 1,03 0,1 4,5
Ana mak. giinliik caligma saati 13,09 9,86 0,5 24
[Ana mak. giicii (kW) 4.169,86 | 1.559,25 285,14 6.968,16
Ana mak. giinliik yakit tiiketimi (t) 9,95 8,44 0,04 28,68
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Sekil 2: Korelasyon Matrisi
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2.3. Kullamilan Veriye Dayal Yontemler

2.3.1. Coklu Dogrusal Regresyon

Klasik makine 6grenmesi algoritmalarindan olan Coklu Dogrusal
Regresyon yonteminde bulunacak hedef degiskeni sistemde yer alan
bagimsiz degiskenlerin belli katsayilarla carpilarak toplanmasi sonucu elde
edilir (Olsen vd. 2020). Bu algoritmada kullanilan denklem asagida
verilmistir.

X1aq + X305 + -+ x,ap =Y (D)

Bu denklemde x degiskenleri bagimsiz degiskenleri ifade ederken,
a degiskeni katsayilar ifade eder. Denklemin ¢6ziilmesi sonucu bulunan y
degiskeni ise bagimli degiskeni ifade eder (Aline vd. 2021).

2.3.2. XGradient Boost Regresyon

Ekstrem Gradient Boosting algoritmasi son yillarda hesaplama
hizininyiiksek olmasi nedeniyle kullanim siklig1 artan yiiksek performansli
gdzetimli makine 6grenme yontemlerindendir. Bu algoritma siniflandirma
problemleri igin kullanilabilmesinin yani sira regresyon problemlerinde de
islevseldir (Chen vd. 2021).

2.3.3. Yapay Sinir Ag1

Yapay sinir ag1 insan sinir sisteminin tipik bir 6rnegi taklit edilerek
olusturulmus bir algoritmadir. Bu algoritmada girisler nérona yani giris
katmanina gelir. Algoritmada girisler arasinda iligski kurup bir hesaplama
yapan boliim ise gizli katman olarak isimlendirilmektedir. Sonug ise ¢ikis
katmaninda olusturulmaktadir. Tipik bir yapay sinir ag1 yapist Sekil 3’te
gosterilmistir. Bu yapay sinir ag1 modeli incelendiginde x degiskenlerinin
giris degiskenleri, w harfinin ise agirliklar temsil ettigi goriilecektir (Chen
vd. 2008).
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Sekil 3: Tipik Bir Yapay Sinir Ag1 Modeli

2.3.4. Cok Katmanh Derin Sinir Ag1

Cok katmanli derin sinir ag1 yapay sinir aginin gelismis bir yapisidir.
Bu yapida Yapay sinir ag1 modelinden farkli olarak gizli katmanlar
fazladir. Bunun digsinda her katmanda yine bir agirlik ve aktivasyon
fonksiyonu yer alir. Derin sinir aginda bu sayede ag parametreleri tizerinde
daha fazla islem yapilabilir ve daha basarilt modeller kurulabilir. Tipik bir
cok katmanli derin sinir ag1 Sekil 4’te goriilmektedir. Sekil incelendiginde
girig katmaninda yer alan x degerleri modeli olugturan temel girdiler olan
giris degiskenlerini, w degerleri ise agirliklari temsil etmektedir (Sahu vd.
2021).

we | " 'ul ! * 1
|-
. S L K- =
Giris Katmani ‘ ' ‘ Cikis Katmani
k

Gizli Katman 1 Gizli Katman 2 Gizli Katman n

Sekil 4: Tipik Bir CKDSA Modeli
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2.4. Hata metrikleri

Hata metrikleri, veriye dayali yontemler ile ilgili ¢alismalarda
yapilan tahminlerin gercek degere ne kadar yakin oldugunun
sayisallagtinlmig  ifadesidir. Bu c¢aligmada algoritmalarm yaptigi
tahminlerin basarisinin farkli yontemlerle de ele alinabilmesi adina dort
farkli hata metrigi kullanilmistir.

2.4.1. Belirleme Katsayis1 (R?)

Belirleme katsayisi olusturulan modelin hedef degiskenini tahmin

etme basarisinin bir 6l¢iisiidiir. Bir tahmin modeline iliskin R? degeri 0-1
araliginda sayisal deger alir. Bu deger sifira ne kadar yakinsarsa model o
kadar basarisiz, 1’e yakinsadigi oranda ise model basarilidir denilebilir
(Ueki, 2021). Kurulan modelde tahmin basarisinin belirleme katsayisi ile
bulunmasi asamasinda oncelikle e; = y; —t; degeri bulunur. Burada
e; hata degerini, bu ifadedeki y; degeri gergek degeri, ti degeri ise tahmin
edilen degeri ifade eder. Ger¢ek degerlerin ortalamasi ‘y;’ ile gosterilmek
tizere farklarin karelerinin ortalamasi (4) Denklem 2’deki gibi ifade edilir.
Denklem 3’te ise gercek deger ile ortalama deger arasindaki farkin
ortalamasi (B) ifade edilmistir. Bu iki denklemden belirleme katsayisinin
hesaplanmasi ise Denklem 4’te gosterilmistir (Ueki, 2021).

1 n
=52 ®
B=> Gi-wy? G)
iy Yi—Ys
A
R*?=1- E (4)

2.4.2. Ortalama Kare Hatasi

Ortalama kare hatast hata metriklerinden en sik tercih
edilenlerdendir.Bu yontemle tahminlerin kalitesi 6lgiiliirken gergek deger
ve yapilan tahmin arasindaki farklarin karelerinin ortalamasi alinir.
Ortalama kare hatas1 Denklem 5’te ifade edilmistir. Bu denklemde y; ifadesi
gergek degeri,ti ifadesi ise tahmin edilen degeri gosterir (Salman vd. 2017).

1 n
OKH = T_lzi_l(yi - ti)z (5)
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2.4.3. Ortalama Mutlak Hata

Ortalama mutlak hata yonteminde tahminlerin basaris1 bulunurken
gercek deger ve tahmin asamasinda bulunan deger arasindaki farkin mutlak
degeri alinir. Tiim bulunan degerlerin ortalamasi ortalama mutlak hata
degerini verecektir (Paredes vd. 2018). Ortalama mutlak hata degerinin
bulunmasi Denklem 6’da gosterilmistir. Bu denklemde y; ifadesi gergek
degeri, ti ifadesi ise tahmin edilen degeri gosterir.

1 n
OMH = =" |yt ©
N é-i=1

2.4.4. Kok Ortalama Kare Hatasi

Belirli bir veri setinde kurulan algoritmalarin tahmin basarisini
karsilastirabilmek icin siklikla kullanilan hata metriklerinden biridir. Bu
yontemde hata degerinin elde edilmesi Denklem 7°de gosterilmistir. Bu
denklemde y; degeri gercek degeri gosterirken, t; degeri tahmin edilen
degeri gostermektedir.

1/2

KOKH = {%Zn (y; — ti)z} (7

i=1
3. YAKIT TUKETiMi TAHMINi BENZETIiM SONUCLARI

Kimyasal tanker gemisinde yakit tiiketimi tahmini i¢in 6ncelikle veri
setinin %80’lik kismi1 egitim verisi olarak algoritmalara 6gretilmis, kalan
kisim ise yoOntemlerin basarisinin degerlendirilmesi icin saklanmustir.
Algoritmalar ilk kez calistirildiginda Yapay Sinir Ag1 ve Cok Katmanl
Derin Sinir Ag1 yontemlerinin basarisinin ¢alisma kapsaminda ele alinan
diger yontemlerden daha diisiik oldugu gézlemlenmistir. Bu yontemlerin
parametreleri ayarlanarak tahmin islemi tekrar gerceklestirilmistir.
Algoritmalarin  parametreleri Tablo 2’de verilmistir. YOntemlerin
basarilar1 ise hata metrikleri ile degerlendirilmistir. Olusturulan hata
metrigi tablosu Tablo 3’te gosterilmistir. Farkli hata metriklerinin
kullanilmasinin avantaji bu noktada ortaya c¢ikmistir. Belli bir hata
metriginde birbirine ¢ok yakin basari saglayan algoritmalarin bagarisi
arasindaki fark diger bir hata metriginde goriilmektedir. Bu bulgunun
somutlastiriimasi Sekil 5’te goriilmektedir.
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Tablo 2: Ayarlanan Parametreler

Model Parametre

Coklu Dogrusal Regresyon -

XGradient Boost Regresyon -

¢oziicii='"lbfgs', alfa='0,00001",
maks_iterasyon=15000, aktivasyon_fonk='"relu’,
gizli_katman_boyutu=9, gii¢c t=0,7,
dogrulama_fraksiyonu=0,3, batch boyutu=110

Yapay Sinir Ag1

Epoch_sayisi="1500", optimize_edici="adam’,

Cok Katmanli Derin Sinir Ag1 aktivasyon_fonksiyoni="relu’

Tablo 3: Hata Metrikleri

CDR XGBR YSA CKDSA
R2 0,94 0,97 0,94 0,97
OKH | 43463 24418 44986 1,4423
OMH 1,78 1,1047 1,7873 0,687
KOKH | 2,0847 1,5626 1,8035 0,814
5
4.5
4
35
3
o
)%n 2!5
a)
2
1,5
1
0
R2 OKH OMH KOKH
Hata metrigi

®CDR ®XGBR wYSA ©»CKDSA

Sekil 5: Hata Metrikleri Karsilastirmasi
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Algoritmalarin  yaptiklart tahminlerin  gergek degerlerle ve
birbirileriyle karsilastirilmasi islemi Sekil 6 ile somutlastirilmistir. Bu
sekilde test verisinden rastgele secilen 20 6rnek igin gercek degerler ve
algoritmalar tarafindan tahmin edilen yakit tiketimi degerleri
goriilmektedir.
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Sekil 6: Rastgele secilen 20 6rnek i¢in yontemlerin karsilastiriimasi

4. SONUCLAR

Bir kimyasal tanker gemisinde gercek sefer verileri kullanilarak
veriye dayali yontemlerle yakit tiiketimi tahmini yapilan bu ¢aligmada
tahmin islemi i¢in Coklu Dogrusal Regresyon, X Gradient Boost Regresyon,
YapaySinir Ag1 ve Cok Katmanli Derin Sinir Ag1 kullanilmigtir. Tahmin
sonuclariincelendiginde ve hata metrigi tablosu analiz edildiginde Cok
Katmanli Derin Sinir Ag1 yonteminin g¢aligma kapsaminda incelenen
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veriye dayali diger yontemlerden ele alinan problem 6zelinde gercek yakat
tiiketimi degerlerini tahmin etme konusunda hem ¢ok katmanli ve gelismis
bir yapida olmasi, hem de epoch sayisinin 1.500 gibi yiiksek bir degerde
olmasinedeniyle daha basarili oldugu sdylenebilir. Buna ek olarak klasik
yapay sinir agi yonteminin 15.000 iterasyona ragmen yapisinin ¢ok
katmanl1 derinsinir agindan daha ilkel olmasi nedeniyle istenen performans
degerlerini yakalayamadig tespit edilmistir.

Calisma sonucunda veriye dayali yontemler sayesinde bir kimyasal
tanker gemisinde seferde cesitli durumlarda harcanan yakitin tahmin
edilebilecegisonucuna varilabilir. Ayrica Uluslararasi Denizcilik Orgiitii
ve diger denizcilik otoriteleri tarafindan denizcilik sirketlerinden istenen
emisyonlarin azaltilmasi, verimlilik artis1 saglanmasi ve yakit tiiketiminin
diisiiriilmesi gibi konularda ¢alismada ele alinan ¢ikis degiskeni olan yakit
tilketimini etkileyen giris degiskenlerinde yapilacak bir optimizasyon
sayesinde gemide sefer sirasinda harcanan yakit miktar1 azaltilabilir ve
boylece gemi enerji verimliligi arttirilmig olacaktir.
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