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ÖZ 
Günümüzde sürekli olarak ilerlemekte olan teknolojik gelişmeler ile yapay zeka hayatımızın 

vazgeçilmez bir parçası haline gelmiştir. Yapay sinir ağlarının kullanıldığı çalışma alanlarından birisi 

de ulaşımdır. Ulaşım alanında olası kazaların azaltılması amacıyla sürücü destek sistemleri 

uygulamalarında yapay zeka kullanılmaktadır. Bu çalışmada hem trafik işaret levhalarının 

fotoğraflarının çekilmesiyle bireysel olarak oluşturulan veri seti hem de açık kaynak erişimli internet 

sitesinden (kaggle.com) elde edilen veri seti olmak üzere toplamda 4000 adet trafik işaret levhası 

görüntüsüne ait resimlerden oluşan veri seti kullanılmıştır.  Veri seti 3200 adet eğitim verisi ve 800 

adet test verisi içermektedir. Hazırlanan veri setleri CNN (Evrişimli Sinir Ağları) modeliyle birlikte 

ResNet50, MobileNetV2 ve NASNetMobile olmak üzere üç farklı derin öğrenme metoduyla eğitilerek 

eğitim doğruluğu, test doğruluğu, eğitim kaybı ve test kaybı faktörlerine göre performansları 

değerlendirilmiştir. ResNet50 metoduyla eğitim doğruluğu %97.62, test doğruluğu %78.75, eğitim 

kaybı %0.1 ve test kaybı %6.28 olmuştur. MobileNetV2 metoduyla eğitim doğruluğu %97.8, test 

doğruluğu %48.12, eğitim kaybı %0.38 ve test kaybı %38.34 olmuştur. NASNetMobile metoduyla 

eğitim doğruluğu %98.56, test doğruluğu %41.56, eğitim kaybı %0.1 ve test kaybı %17.28 olmuştur. 

 

Anahtar Kelimeler: Yapay Zeka. Derin Öğrenme. Sınıflandırma. 

 

CLASSIFICATION OF TRAFFIC SIGNS WITH ARTIFICIAL 

INTELLIGENCE: A SAMPLE APPLICATION FOR DENİZLİ CITY 

CENTER 
 

ABSTRACT 
Today, artificial intelligence has become an indispensable part of our lives with the constantly 

advancing technological developments. One of the fields of study where artificial neural networks are 

used is transportation. Artificial intelligence is used in driver support systems applications in order to 

reduce possible accidents in the field of transportation. In this study, a dataset consisting of images of 

4000 traffic sign images in total, the dataset created both individually by taking the photos of the 

traffic signs and obtained from the open source website (kaggle.com) was used. The dataset contains 

3200 training data and 800 test data. The prepared data sets were trained with three different deep 

learning methods which are ResNet50, MobileNetV2 and NASNetMobile, together with the CNN 

(Convolutional Neural Network) model and their performance was evaluated according to the factors 

of training accuracy, test accuracy, training loss and test loss. With the ResNet50 method, the training 

accuracy was 97.62%, the test accuracy was 78.75%, the training loss was 0.1%, and the test loss was 

6.28%. With the MobileNetV2 method, the training accuracy was 97.8%, the test accuracy was 

48.12%, the training loss was 0.38%, and the test loss was 38.34%. With the NASNetMobile method, 

the training accuracy was 98.56%, the test accuracy was 41.56%, the training loss was 0.1%, and the 

test loss was 17.28%. 
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1. GİRİŞ 

Yapay sinir ağları, bir bilgisayarın veya bilgisayar yardımlı bir makinenin, çoğunlukla insanlara ait 

özellikler, sonuca varma, kavrama ve geçmişte olan tecrübelerden öğrenme gibi lojik işlemleri yerine 

getirme becerisi şeklinde ifade edilmiştir [1]. Yapay sinir ağlarının alt kollarından biri olan makine 

öğrenmesi, makinelere kendi başlarına birtakım sorunları çözüme kavuşturma yeteneğinin 

verilmesiyle ortaya çıkmıştır [2]. Makine öğrenmesiyle ilişkili olan zorlu problemleri hızlı bir şekilde 

çözüme kavuşturan derin öğrenme, yapay sinir ağlarının alt kollarından bir diğeridir [3]. Yapay zeka, 

işaret dili tanımada [4], veri madenciliği [5], optik karakter taşıma [6], optimum rota belirleme [7], 

parmak izi tanıma [8] ve iş çizelgelemesi gibi çeşitli uygulama alanlarında kullanılmaktadır [9]. Yapay 

sinir ağları tekniklerinden neredeyse her çalışma alanında faydalanılmaktadır. Trafik akışını daha hızlı 

bir şekilde sağlamak için trafik sinyalizasyon uygulamalarında yapay sinir ağlarının önemi büyüktür 

[10]. Bilim insanları, insan kaynaklı hataların azaltılması amacıyla yapay sinir ağlarının tahmin 

doğruluğunu arttırmaya çalışmaktadır  [11]. Trafik işaret levhaları sürüşü daha güvenli hale getirmek 

için oldukça önemlidir. Günümüzde araç sürücüsünü trafik işaret levhaları için ikaz eden sistemler 

önem arz etmektedir [12]. Trafik işaret levhalarını tanımlamak modern sürüş destek sistemlerinin 

önemli bir parçasıdır [13]. Trafik levhalarının tespiti ile yapılan akademik çalışmalar incelendiğinde 

Serna vd. Avrupa datasetini kullanarak trafik levhalarını CNN modeliyle %99.38 oranında doğru bir 

şekilde sınıflandırmıştır [14]. Çalışmada Denizli iline ait trafik uyarı işaretlerinden oluşan veri setinin 

kullanılmasıyla trafik levhaları görüntülerinin sınıflandırılması için Evrişimli Sinir Ağları (İng. 

Convolutional Neural Network-CNN) modeli kullanılmıştır. 

 

2. MATERYAL VE METOT 

Bu çalışmada hem trafik işaret levhalarının fotoğraflarının çekilmesiyle bireysel olarak elde edilen veri 

seti hem de açık kaynak erişimli internet sitesinden (kaggle.com) elde edilen toplamda 4000 adet trafik 

işaret levhası görüntüsüne ait veri seti kullanılmıştır. Kullanılan veri seti ve derin öğrenme metodu 

materyal bölümünde verilmiştir [15]. 

 

2.1. Materyal 

2.1.1. Veri seti 

Bu çalışmada kullanılan veri seti 3200 tanesi eğitim ve 800 tanesi test verisi olmak üzere 4000 adet 

trafik işaret levhasından oluşmaktadır. Veri setinde ana yol tali yol kavşağı, azami hız sınırlaması, 

dikkat, dur, ışıklı işaret cihazı, sağdan gidiniz, taşıt trafiğine kapalı yol ve yol ver levhalarının 

resimleri kullanılmıştır. Veri setinde bulunan resimlerin sayısının trafik işaret levhası türlerine göre 

dağılımı Çizelge 1’ de verilmiştir. 

 
Çizelge 1. Kullanılan resimlerin sayısının trafik işaret levhasının türüne göre dağılımı 

Trafik İşaret Levhasının 

Türü 

Eğitim Veri 

Sayısı 

Test Veri 

Sayısı 

Ana yol tali yol kavşağı 400 100 

Azami hız sınırlaması 400 100 

Dikkat 400 100 

Dur 400 100 

Işıklı işaret cihazı 400 100 

Sağdan gidiniz 400 100 

Taşıt trafiğine kapalı yol 400 100 

Yol ver 400 100 

 

2.1.2. Derin öğrenme 

Derin öğrenme, özelliklerini direkt olarak veriden öğrenen bir makine öğrenme yöntemidir. Datalar 

görüntü, metin ve ses olabilir. Derin öğrenme yöntemi yapay sinir ağları ile makine öğrenmesinin alt 

kümesidir ve yapay sinir ağları çalışmalarında en popüler yöntemdir [16]. 

 

Derin öğrenme algoritmalarında giriş verisinin renkli olması kırmızı, yeşil ve mavi renklerin 

kullanılmasından dolayı görüntünün sahip olduğu pikselin 3 katı kadar giriş verisi kullanmasını sağlar. 

Gri tonlamalı görüntülerde ise sahip olunan piksel sayısı kadar giriş verisi bulunmaktadır. 



Palandız vd., /INTERNATIONAL JOURNAL OF 3D PRINTING TECHNOLOGIES AND DIGITAL INDUSTRY 5:3 (2021) 645-653 

 

647 
 

 

Konvolüsyon, ReLu(Rektifiye Doğrusal Birim) ve havuzlama katmanları uygulanarak görüntü 

üzerinde özellik haritası oluşturulmaktadır. Özellik haritası oluşturulduktan sonra tam bağlantılı 

katmanlar ve Softmax’ ten meydana gelen özel sınıflandırma katmanları uygulanmaktadır ve her 

piksel her sınıf için ihtimal değerleri almaktadır. İhtimal değerleri Softmax tarafından pikselin hangi 

sınıfa ait olduğunu tayin etmektedir [17]. Derin öğrenme algoritmasını yapay zeka ve makine 

öğrenmesinden ayıran fark uygulanan katmanların konvolüsyonel sinir ağı özellik haritasını 

oluşturmasıdır [18]. Konvolüsyon sinir ağının özellik haritasını analiz etmesiyle ilgili görüntünün 

sınıfı tahmin edilmektedir [19]. 

 

2.1.3. CNN (evrişimsel sinir ağları) derin öğrenme metodu 

Evrişimsel sinir ağları derin öğrenmenin temel ağı olarak kabul edilir. Bu ağın çalışma prensibine göre 

ilk kısımlar konvolüsyon ve havuzlama katmanlarından oluşur. Son kısım ise tam bağlı katmanı ve 

ardından sınıflandırma katmanından oluşur. CNN modeli giriş verilerini katmanlarda işleyerek modeli 

eğitir. Eğitim sonunda bir sonuç değeri elde edilir. Sonuç değeri ve istenilen değer arasındaki fark hata 

değerini verir. Hata değeri geri yayılım algoritmasıyla her iterasyonda ağırlıklara aktarılarak 

güncellenir. Böylelikle hatanın azaltılması sağlanır [16]. 

 

CNN’in giriş katmanındaki veri işlenmeden kullanılmaktadır. Hazırlanacak modele göre giriş verisinin 

boyutu büyük veya küçük seçilebilir. Büyük seçilmesi işlemlerin daha uzun sürede tamamlanmasını ve 

doğruluk oranının artmasını sağlayabilir. Küçük seçilmesi ise işlemlerin daha kısa sürede 

tamamlanmasını ve doğruluk oranın daha azalmasına neden olabilir. CNN’in ana katmanı olarak kabul 

edilen konvolüsyon (dönüşüm) katmanı filtrenin işlem yapılacak görüntü üzerinde hareket etmesini 

sağlar. Filtreler katmandaki matrise konvolüsyon uygulayarak aktivasyon (özellik) haritasını oluşturur. 

Uygulanan filtrenin katsayısı her öğrenmeyle güncellenerek görüntü üzerinde kaydırılır. Filtre 

katsayıları her renk değeriyle ayrı ayrı çarpılıp toplanarak özellik haritasını oluşturur. Şekil 1’de renkli 

bir görüntünün özellik haritasının çıkarılması işlemi gösterilmektedir. 

 

 
Şekil 1. Örnek bir görselin şekil olarak kullanımı [1]. 

 

Dönüşüm katmanından sonra gelen ReLu(aktifleştirme) katmanı CNN nöronlarının çıktılarını 

doğrultur. Bu katman giriş verisindeki eksi değerleri sıfır yapar. ReLu katmanı ağı doğrusal olmayan 

şekle dönüştürerek ağın daha hızlı öğrenmesini sağlar. ReLu katmanının fonksiyonu 1’deki gibidir. 
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𝑓(𝑥) = (
0 𝑒ğ𝑒𝑟 𝑥 < 0
𝑥 𝑒ğ𝑒𝑟 𝑥 ≥  0

)                                                                                                  (1) 

 

Havuzlama katmanı çoğunlukla ReLu’dan sonra gelir. Konvolüsyon katmanının giriş boyutunu 

azaltarak data kaybına neden olur. Bu işlem, sistemin daha kolay hesap yapmasını ve ezberden 

uzaklaşmasını sağlar. Dönüşüm katmanına benzer şekilde havuzlama katmanında da filtreler kullanılır. 

Genel olarak maksimum havuzlama filtresi çalışma niteliği açısından daha iyi olduğu için tercih edilir 

[20]. Tam bağlantılı katman her girişin tüm nöronlara bağlı olduğu tek boyutlu bir dizi girişini yönetir. 

Bu katman çoğunlukla CNN algoritmasının sonunda bulunur ve hedefleri optimize etmek için 

kullanılabilir [21].CNN’de çok fazla datanın eğitildiği çalışmalarda evrişimsel sinir ağı ezberleme 

yapabilir. CNN’in ezberlemesini engellemek için dropout katmanı kullanılır [22]. 

 

Tam bağlantılı katmanın ardından sınıflandırma katmanı gelir. Bu katmanla sınıflandırma işlemi 

yapılmaktadır. Genellikle performansından dolayı softmax sınıflandırıcı tercih edilmektedir. Örnek 

olarak 15 değişik görüntünün sınıflandırması yapılacaksa tüm görüntüler 0 ile 15 aralığında bir çıkış 

değeri üretir ve 1’e en yakın olan değer ağın tahmin ettiği görüntüyü oluşturur [20]. 

 

2.2. Metot 

Çalışmada, trafik işaret levhalarının sınıflandırılması için ResNet50, MobileNetV2 ve NASNetMobile 

kullanılmıştır. ResNet50’ye ait CNN mimarisi Şekil 2’de gösterilmiştir. 

 

 
Şekil 2. ResNet50 uygulanan CNN mimarisi 

 

MobileNetV2’ ye ait CNN mimarisi Şekil 3’te gösterilmiştir. 

 

 
Şekil 3. MobileNetV2 uygulanan CNN mimarisi 

 

NASNetMobile’ e ait CNN mimarisi Şekil4 gösterilmiştir. 

 

Giriş katmanı

Sıfır Dolgulama2B

Konv2B

Yığın Normalleştirme

Aktivasyon

Ekle

Küresel Ortalama 
Havuzlama

Yoğun

Çıkış katmanı

Giriş katmanı

Sıfır Dolgulama 2B

Konv 2B

Yığın Normalleştirme

Aktivasyon

Ekle

Küresel Ortalama 
Havuzlama

Yoğun

Çıkış katmanı
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Şekil 4. NASNetMobile uygulanan CNN mimarisi 

 

Bu çalışmada kullanılan veri seti, kişisel olarak oluşturulan ve açık kaynak erişimli internet sitesinden 

(kaggle.com) olmak üzere iki tanedir. 

 

3. ARAŞTIRMA BULGULARI VE TARTIŞMA 

ResNet50, MobileNetV2 ve NASNetMobile yöntemleri kullanılarak oluşturulan modellerin doğruluk-

tur sayısı grafiği sırasıyla Şekil 5, Şekil 6 ve Şekil 7’de gösterilmiştir. 

 

 
Şekil 5. ResNet50 ile oluşturulan modelinin doğruluk-tur sayısı grafiği 

 

 
Şekil 6. MobileNetV2 ile oluşturulan modelinin doğruluk-tur sayısı grafiği 

 

Giriş katmanı

Sıfır Dolgulama 2B

Kırpma

Ortalama Havuzlama 2B

Konv 2B

Birleştirme

Yığın Normalleştirme

Aktivasyon

Ayrılır Konv 2B

Maksimum Havuzlama 2B

Ekle

Küresel Ortalama 
Havuzlama

Yoğun

Çıkış katmanı
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Şekil 7. NASNetMobile ile oluşturulan modelinin doğruluk-tur sayısı grafiği 

 

ResNet50, MobileNetV2 ve NASNetMobile yöntemleri kullanılarak oluşturulan modellerin kayıp-tur 

sayısı grafiği sırasıyla Şekil 8, Şekil 9 ve Şekil 10’da gösterilmiştir. 

 

 
Şekil 8. ResNet50 ile oluşturulan modelinin kayıp-tur sayısı grafiği 

 

 
Şekil 9. MobileNetV2 ile oluşturulan modelinin kayıp-tur sayısı grafiği 
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Şekil 10. NASNetMobile ile oluşturulan modelinin kayıp-tur sayısı grafiği 

 

Grafikleri oluşturulan verilerin tablosu Çizelge 2’de gösterilmektedir. 
 

Çizelge 2. ResNet50, MobileNetV2 ve NASNetMobile modellerinin eğitim-test doğruluğu ve kaybı 

Model Eğitim 

Doğruluğu 

(%) 

Eğitim 

Kaybı (%) 

Test Doğruluğu 

(%) 

Test Kaybı 

(%) 

ResNet50 97.62 0.1 78.75 6.28 

MobileNetV2 97.8 0.38 48.12 38.34 

NASNetMobile 98.56 0.1 41.56 17.28 

 

Gösterilen grafikler ve tablo doğrultusunda kullanılan modeller arasında trafik işaret levhalarını 

sınıflandırma işlemi için performansı en iyi olan modelin ResNet50 olduğu diğer modellere oranla test 

doğruluğu ve kayıplardaki büyük farktan anlaşılmaktadır. 

 

4. SONUÇ 

Yapay sinir ağları teknikleri birçok çalışma alanında olduğu gibi ulaşım alanında kullanılmakta ve 

çoğu kazanın engellenmesinde önemli bir rol oynamaktadır. Trafik işaret levhalarının hızlı ve doğru 

şekilde tespit edilmesiyle oluşabilecek trafik kazalarının ve buna bağlı can kayıplarının meydana 

gelmesi engellenecektir. Bu çalışmada, araç sürerken oluşabilecek kazaların önüne geçilmesi ve daha 

rahat bir sürüşün gerçekleşebilmesi için yapay zekâ kullanılarak trafik işaret levhalarının 

sınıflandırılması işlemi gerçekleştirilmiştir. Bu amaçla sınıflandırma işlemi için ResNet50, 

MobileNetV2 ve NASNetMobile olmak üzere 3 farklı model kullanılmış ve her model için 4000 

görüntü kullanılarak başarısı en yüksek model belirlenmiştir. Derin öğrenme modelleri incelendiğinde 

ResNet50’nin performansı en yüksek model olduğu görülmüştür. Çalışmada Denizli iline ait trafik ışık 

levhalarının kullanılmasıyla Denizli’ye ait spesifik bir veri seti oluşturulmuştur. Böylece Denizli’de 

bulunan yaygın trafik ışık levhalarına odaklanarak 8 farklı trafik levhasıyla Denizli’nin çoğu 

bölgesinde uyumlu olan bir model ile seyahat etme imkanı oluşmaktadır. Ayrıca ileride yapılacak 

çalışmalarda, 8 farklı trafik işaret levhası yerine bütün trafik işaret levhalarını içeren bir sistemin 

kurulması düşünülmektedir. Çalışmanın Denizli ilini kapsamasına karşın dünyada bulunan bütün 

ülkeler için trafik ışık levhası verileri toplandığında dünya genelinde ülkelere göre değişen trafik ışık 

levhaları da dikkate alınarak meydana gelen kazaların sayısı azaltılabilir ve yol güvenliği arttırılabilir. 

Gelişen teknolojiyle birlikte başarıları sürekli olarak arttırılan levha sınıflandırma gibi sürüş 

performansını arttıran modellerin yardımıyla sürücüsüz araçların gelecekte neredeyse kusursuz 

biçimde sürüş yapması öngörülmektedir. 
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