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Makine dgrenme algoritmalari giiniimiizde hemen hemen tiim bilim dallarinda kullanilmaktadir. Ozellikle
simiflandirma algoritmalart fen ve saglik bilimleri agisindan oldukga popiiler bir konudur. Derin 6grenme, diger
algoritmalar gibi makina 6grenme tekniklerinden biridir. Giiniimiizde islemci hizlarinin artmasi nedeni ile tekrar
popiiler olmustur. Ozellikle grafik islemci tabanli hesaplamalar bu konuyu popiiler yapmistir. Bu ¢alismanin
amaci, kimyasal veri tabanlarindan elde edilen veriler ile literatiirde iyi bilinen, dopamin reseptorlerine baglanan
agonist ve antiagonist molekiillerini makine 6grenme algoritmalari ile smiflandirmaktir. Calismanin amaci
ayrica veri sayist az olan durumlarda simiflandirma yaparken dogru bir siniflandirma igin derin 6grenme
algoritmasinin kullanimimi 6nermektir. Algoritmanin egitmek i¢in, Python kiitiiphanelerinden Scikit-learn ve
Tensorflow-Keras kullanilmigtir. Siniflandirma iglemi popiiler makine 6grenme algoritmalar ile kiyaslanmig ve
sonuglar bir tablo olarak sunulmustur.

Anahtar kelimeler: Agonist-antagonist, Derin 6grenme, Ligant, Makine 6grenmesi, Siniflandirma.

ABSTRACT

Machine learning algorithms are used in almost all branches of science today. In particular, classification
algorithms are a very popular subject in terms of science and health sciences. Deep learning is one of the
machine learning techniques like other algorithms Today, it has become popular again due to the increase in
processor speeds. Particularly graphics processor-based calculations have made this subject popular. The aim of
this study is to classify the agonist and antiagonist molecules that bind to dopamine receptors, which are well
known in the literature, with the data we obtained from chemistry databases, with machine learning algorithms.
The aim of the study is also to suggest the use of a deep learning algorithm for an accurate classification when
classifying in cases where the number of data is small. Scikit-learn and Tensorflow-Keras from Python libraries
were used for training the algorithm. The classification process has been compared with popular machine
learning algorithms and the results have been presented as a table.
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GIRIS

Makine 6grenmesi bilgisayar bilimleri basta olmak iizere diger bilim dallar1 i¢in de ¢ok
hizli biiyliyen bir uygulamadir. Bilgisayarlar, yazilimlar araciligr ile veri toplayarak
ogrenebilir ve karar verme performanslarini gelistirebilirler (Ding, Tong, Zhang, ve Yang,
2008; Drouhard, Sabourin, ve Godbout, 1996). Makine 6grenimi (ML), Yapay Zeka’nin (Al)
bir pargasidir (Sekil 1) amaci, matematik ve istatistik metotlarim1 kullanarak model
olusturmaktir. Model olusturmak i¢in giris verisini temel alan bilgisayar, yeni gelmis veriye
uyan modeli uygulayip karar verilmesine olanak saglar. Bircok alanda ve cesitli konularda
makine 6grenimi yontemleri Onerilmekte ve kullanilmaktadir. Son yillarda, farkli alanlarda
calisan arastirmacilar, verileri kiimelemek, simiflandirmak ve tahmin etmek i¢in makine
O0grenimi yaklagimini kullanmaya yonelmislerdir (Karakaplan ve Avcu, 2021; Kumar ve
Singh, 2018; Sekeroglu, 2004).
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Sekil 1. Yapay Zekanin Sematik Olarak Gosterilmesi

Smiflandirma problemlerinde denetimsiz 6grenme yontemlerini de kullanilmaktadir.
Ancak denetimli yontemlerde girdi verisi ile ¢ikti arasinda iliski kurulmasi nedeniyle
siiflandirma problemlerinde daha popiilerlerdir. Denetimli 6grenmede girdi verisi ile verilen
dogru ciktr arasinda bir iliski kurulmaktadir. Siklikla kullanilan denetimli 6grenme teknikleri
Lojistik Regresyon, Naive Bayes, Lineer Regresyon, Karar Agaci, k-En Yakin Komsu
algoritmasi1 (kNN), Destek Vektor Makineleri (SVM) ve c¢esitli Yapay Sinir Aglar1 (ANN)
algoritmalar1 olarak bilinir. Bu algoritmalar sonraki boéliimde kisaca agiklanmis ve nasil

calistiklar1 sematik olarak gosterilmistir.
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Makine Ogrenmesi tekniklerinin kullanildig1r birgok alan vardir. Cogu uygulama,
hesaplamali 6grenme, dogal dil isleme ve goriintii tanima {izerinedir. Makine 6grenimi
teknikleri, bilgisayarlar1 programlama ile karmasik gercek hayat problemlerini ¢dzebilecek
hale getirmek i¢in kullanilir. Sistemler, verilerden 6grenebilen algoritmalar ile olusturulabilir
ancak modelin diizgiin ¢alisabilmesi i¢in veri sayisinin yeterli olmasi gerekmektedir. Aksi
halde model yanlis kurularak 6zellikle siniflandirma i¢in tahminler yanlis olabilmektedir.

Derin 6grenme yine bir makine 6grenme teknigi olmasina karsin veri sayisi az olan

calismalarda aragtirmacilara yardimci olmaktadir.

fliskili Cahsmalar

Sean ve arkadaslar1 makine 6grenme tekniklerini Ostrojen reseptoriiniin baglanma
tahmininde kullanmislar (Russo, Zorn, Clark, Zhu, ve Ekins, 2018). Bu ¢alismada, Random
forest algoritmasi Ostrojen hormonu etkinliginin tahmininde yeterli oldugunu sdylemislerdir.
Richard Judson ve arkadaslar1 kimyasal tokstite icin makine Ogrenme yoOntemlerini
kullanmiglar. Basta Destek Vektor Makineleri ve Yapay Sinir Aglar1 basta olmak {lizere
makine Ogrenme algoritmalarmin uygulamada iyi aday oldugunu yazmislardir (Judson,
Elloumi, Setzer, Li, ve Shah, 2008). S. De Vito ve arkadaslari ¢ok sensorlii kimyasal
cithazlarimin kalibre edilmesi i¢in Destek Vektor Makineleri algoritmasinin tutarli sonuglar
verdigini belirtmislerdir (De Vito vd., 2018). Eni Mineraller ve arkadaslar1 ilaca bagl
karaciger hasarlarin1 6ngdrmek i¢in makine 6grenme yontemlerini kullanmislar ve en iyi
performans1 Bayers modelinin gosterdigini belirtmislerdir (Minerali, Foil, Zorn, Lane, ve
Ekins, 2020). Andreas Mayr (Mayr vd., 2018) ve arkadaslar ila¢ hedefi tahmini i¢in makine
o0grenme tekniklerini kiyaslamislar, bu ¢alismada rakiplerine oranla derin 6grenmenin 6nemli
bir performans gosterdigini belirtmislerdir. Jerry L.Atwood ve digerleri metal-organik
nanokapsiillerin kristallesme egilimini incelemek i¢in, hem basarilt hem de basarisiz bir dizi
deneyden veri setlerini egiterek makine 6grenme algoritmalarini test etmisler ve XGBoost
Algoritmasinin yiiksek dogrulukta tahmin sagladigini raporlamislardir (Xie vd., 2020). Garrett
B.Goh ve arkadaslar1 derin 6grenmenin 6zellikle hesaplamali kimya alaninda diger makine
O0grenme algoritmalarindan iistiin oldugunu belirtmislerdir (Goh, Hodas, ve Vishnu, 2017).
Aguiar ve arkadagslar1 kristalografik tahmin i¢in kirinim ve kimya verileri kullanarak makine
ogrenme algoritmalarin1  kullanmiglar ve derin 6grenme algoritmasinin siniflandirmada
%85’1n iizerinde dogruluga sahip oldugunu sdylemislerdir (Aguiar, Gong, ve Tasdizen, 2020).

Z. Pinar Gumus ve arkadaslart zeytinyagimin cografi kokenini belirlemek icin farkli
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siniflandirma yontemlerini denemisler ve random forest algoritmasinin iyi sonu¢ verdigini

ortaya koymuslardir (O. Gumus, Yasar, Z. P. Gumus, ve Ertas, 2020).

Makine Ogrenmesi

Makine §grenmesi, bir problemi o probleme ait veriye gore modelleyen, matematiksel
ve istatistiksel ¢ikarimlar yaparak tahminde bulunan bilgisayar algoritmalarmin genel adidir.
Karar Agaci, Random Forest, SVM, K-En Yakin Komsu, SGD, Naive Bayes, Gaussian
Process Algoritmasi gibi pek ¢ok makine 6grenme algoritmasi gelistirilmistir. Bu algoritmalar

tahmin ve kestirim, kiimeleme ve siiflandirma problemlerinde siklikla kullanilirlar.

Karar Agaci Algoritmasi

Bir denetimli 6grenme teknigi olan Karar Agaci Algoritmasi, hem siniflandirma (Friedl
ve Brodley, 1997) hem de regresyon (Tso ve Yau, 2007) problemleri i¢in tercih edilen bir
yontemdir. Dallarin karar diigiimlerini yapraklarin ise sonu¢ diiglimlerini temsil ettigi bu
algoritma sekil 2’de gosterilmistir.

Bir Karar agacinda, Karar Diigiimii ve Yaprak Diigiimii olmak {izere iki diiglim vardir.
Karar diiglimleri herhangi bir karar vermek i¢in kullanilir ve birden fazla sonucu olabilir.
Yaprak diiglimleri ise karar diiglimlerinin sonucudur. Kararlar verilen veri kiimesinin
ozellikleri temelinde gergeklestirilir. Verilen kosullara dayali olarak bir soruna/karara iliskin
tiim olas1 ¢oziimleri elde etmek igin gerekli kadar karar diigiimii eklenir. Islemler Kok
Diiglimii ile baslayip karar diigiimleri ile devam eder ve sonunda yaprak diigiimlerine ulasilir.
Elde edilen yap1 bir agaca benzediginden bu algoritmaya karar agaci algoritmasi denir. Agaci
olusturan degisken sayisina gore tek degiskenli (ID3 ve C4.5) ya da ¢ok degiskenli (CART)
karar agaci algoritmalart kullanilir. Bir karar agaci diigiim noktasinda soru sorar ve cevaba

gore agaci alt dallara boler.
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Sekil 2. Karar Agaci1 Algoritmasi

Rastgele Orman (Random Forest) Algoritmasi

Rastgele orman, denetimli O0grenme teknigine ait popiiler bir makine Ogrenme
algoritmasidir. Karar agaci algoritmasi gibi siniflandirma (Gromping, 2009) hem de regresyon
(Pal, 2005) problemleri i¢in kullanilabilir.

Adindan da anlasilacagi gibi, Random Forest, verilen veri kiimesinin cesitli alt
kiimelerinde bir dizi karar agaci igeren ve bu veri kiimesinin tahmin dogrulugunu iyilestirmek
i¢in ortalamayi alan bir siniflandiricidir. Bu algoritma, tek bir karar agacina glivenmek yerine,
her agactan tahmini alir ve tahminlerin ¢ogunluk oylarina dayanarak nihai ¢iktiyr tahmin eder.
Karmasik bir problemi ¢6zmek ve modelin performansini iyilestirmek icin birden fazla karar
agacinin birlesmesiyle olusturulur. Algoritmanin semasi Sekil 3’de gdsterilmistir. Veri
kiimesinin sinifin1 tahmin etmek icin birden cok agaci birlestirildiginden, baz1 karar
agaclarinin dogru ¢iktiyr tahmin etmesi, bazilarinin ise tahmin etmemesi miimkiindiir. Ancak

birlikte, tiim agaclar dogru ¢iktiy1 tahmin eder.
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Sekil 3. Rastgele Orman Algoritmasi

Destek Vektor Makineleri Algoritmasi

V. Vladimir tarafindan 1995 yilinda gelistirilmistir (Cortes ve Vapnik, 1995).

Denetimli 6grenme modellerinden biri olan destek vektdr makineleri (DVM), siniflandirma

ve regresyon analizi i¢in kullanilir. Ancak

literatiirde

cogunlukla

siniflandirma

algoritmalarina uygulandig goriiliir (Furey vd., 2000). Algoritma kisaca, bir diizlem {izerine

yerlestirilmis egitim verisi lizerinde noktalar1 ayirmak i¢in bir dogru ¢izer ve bu dogrunun

ayrilmas: distliniilen iki smifin noktalari i¢in maksimum uzaklikta olmast planlanir.

Algoritmanin akig semasi Sekil 4’de gosterilmistir.

1’ Veri

\ 4
DVM Veri Formati ]

([DVM Parametre Tanimiari |

v

DVM Egitim Sureci |

v

v-Cross Validasyon |

( Eé'itilmi’ngsl ) l_@.%ae.ss_l
\
v

( DVM Tahmin Sireci )

/ Final Tahmini /

Sekil 4. DVM Algoritmasi
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K-En Yakin Komsu Algoritmasi

1951 yilinda Fix ve Hodges tarafindan gelistirilmis, benzerlik ve uzaklik 6zelliklerine
dayanarak simiflandirma yapmak i¢in olusturulmus basit makine 6grenme tekniklerinden
biridir (Altman, 1992). K-En Yakin Komsu yontemi, smiflandirma problemini ¢dzen
denetimli 6grenme yontemleri arasinda yer alir. Algoritmada gelen veri k komsu sayisina gore
uzakliklar belirlenir ve yeni verinin smifina karar verilir. Siif belirlenmesinde Oklid, Simple
Matching, Jaccard ve Manhattan uzakliklar1 kullanilabilir. KNN algoritmasinin akis semasi

Sekil 5’ de verilmistir.
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Sekil 5. K-En Yakin Komsu Algoritmast

Stokastik Dereceli Inis Algoritmasi

"Stokastik" kelimesi, rastgele bir olasilikla baglantili bir sistem veya siire¢ anlamina
gelir. Bu nedenle, Stokastik Dereceli Iniste (Stochastic gradient descent-SGD), her bir
yineleme i¢in tiim veri kiimesi yerine rastgele birkag ornek seg¢ilir (Taddy, 2019). Dereceli
Inis optimizasyonunda, toplu islem tiim veri kiimesi olarak almir. Bununla birlikte, tiim veri
kiimesini kullanmak, en iyiye daha az giiriiltiilii veya daha az rastgele bir sekilde ulagsmak i¢in
yararlidir. Ancak veri kiimelerimiz ger¢ekten biiylik oldugunda bu bir sorundur. Veri
kiimemizde bir milyon &rneginiz oldugunu varsayalim. Tipik bir Dereceli Inis optimizasyon
teknigi kullaniyorsaniz, bu bir milyon verinin tamamini kullanmaniz gerekir. Bu nedenle,
hesaplamasi ¢ok zaman alici hale gelir. Boyle problem Stokastik Dereceli Inis ile
¢oziilmektedir (Taddy, 2019). SGD'de, her bir yinelemeyi gergeklestirmek i¢in sadece tek bir
ornek kullanir. Ornek rastgele karistirilir ve yinelemenin gerceklestirilmesi igin segilir.

Algoritma Sekil 6’da gosterilmistir.
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Sekil 6. SGD Algoritmasi

Naive Bayes Algoritmasi

Temeli Matematik¢i Thomas Bayes’in kosullu olasilik hesaplama formiiliine dayanir.
Diger algoritmalar gibi bu algoritmada smniflandirma Orneklerinde siklikla kullanilir.
Algoritma gegmis bilgilerin hangi siniflara ait oldugu verildiginde yeni gelen verinin hangi
sinifa dahil oldugunun bulunmasinda kullanilir. Kullanimi kolay olmasi nedeni ile siklikla
kullanilan bir algoritmadir.

Bu makine 6grenme tekniginde her bir degisken birbirinden bagimsiz ayn1 zamanda esit
oneme sahip olarak varsayildigi i¢in daha kolay anlasilan ve hizli sonug veren bir yapiya
sahiptir (Maron, 1961). Naive Bayes algoritmasi, sinif kosul bagimsizligi varsayimina
dayandigindan dolayi, gerekli hesaplama islemleri etkin ve kolay bir bicimde

gerceklestirilebilmektedir. Algoritmanin akis semast Sekil 7°de gosterilmistir.
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Sekil 7. Naive Bayes Algoritmast

Gaussian Process Algoritmasi

Adin Carl Friedrich Gauss’ den alan Gauss Siirecleri, Bayes metodolojisini temel alan,
parametrik olmayan bir siniflandirma algoritmasidir (Leen, Dietterich, ve Tresp, 2001). Gauss
olasilik dagilimina dayanir ve smiflandirma problemlerinde siklikla kullanilir. Bir Gauss
stireci stokastik bir siiregtir. Algoritma, egitim verilerinden goriinmeyen bir noktanin degerini
tahmin etmek i¢in 6grenme ve noktalar arasindaki benzerligin bir dl¢iisiinii kullanir. Tahmin
sadece bu nokta i¢in bir tahmin degil, ayn1 zamanda belirsizlik bilgisine de sahiptir tek

boyutlu bir Gauss dagilimidir (Sekil 8).
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Sekil 8. Gauss Siiregleri Algoritmasi
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Derin Ogrenme (DNN)

Derin 6grenme algoritmasi Sekil 9°da yapist gosterilmis bir makine 6grenmesidir. Bir

onceki katmandan elde ettigi ciktiyr girdi verisi olarak kullanan derin 6grenme, o6zellik

¢ikarma ve doniistiirme i¢in bircok dogrusal olmayan islem birimi katmanini kullanir (Deng

ve Lu, 2014). 1990-2000 yillarinda yapay sinir aglarinin hesaplama maliyetinden dolay1

calismalar destek vektor modeli iizerinde olmustur (Cortes ve Vapnik, 1995). Gegen 10 yillik

stirede Ozellikler GPU programlama ile islem hizi 1000 kat artmasi ile yapay sinir aglari

destek vektor algoritmalarina rakip olmaya baslamistir (Schmidhuber, 2015).

Giris Katmani
Gizli Katman 1

Sekil 9. Derin Ogrenme Algoritmast

GEREC VE YONTEM

Veri Setinin Hazirlanmasi

?QQ@

ofelele

Gizli Katman 2

G-proteinine bagl reseptorler (GPCR'ler), farmasoétik gelistirmede ilag hedeflerinin en

onemli ailelerinden birini temsil ederler. GLIDA, oncelikle GPCR'ler ve ligandlar1 arasindaki

bilgilerin entegrasyonuna odaklanan, GPCR ile ilgili bir Kimyasal Genomik veri tabanidir.

Tablo 1°de goriilen ligandlar, GLIDA veri tabanindan elde edilmis iyi bilinen ve caligilan

ligandlardir.

Tablo 1: Kimyasal Veri Tabanlarina gore Ligandlarin Siniflandirilmasi

Ligand Agonist Antagonist C1 C2 C3
Apomorphine 1 16 00 11 01
Bromperidol - 4 01 01 01
Clozapine 6 49 00 11 11
Haloperidol 1 31 11 11 01
Loxapine - 30 01 01 01
Metergoline - 24 00 01 01
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Moperone - 4 11 01 01
Olanzapine 5 37 10 11 11
Pimozide - 20 11 01 01
Pramipexole 3 4 11 11 11
Raclopride - 9 10 01 01
Risperidone - 36 10 01 01
Sertindole - 28 10 01 01
Trazodone - 10 10 01 01
Xanomeline 12 3 11 11 11
Ziprasidone 4 9 10 11 11

Ligandlar agonist, antagonist veya her iki 6zelligi de gostermektedir. Bu o6zelliklere
dayanilarak ligandlar C1, C2, C3 secklinde gruplandirilmis ve gruplar binary olarak
kodlanmigtir. Burada C1 gruplamasi molekiiliin yapisina bagli bulundugu kimyasal
gruplamadir. 00; Biitirofenonlar, 01; Benziazoksil piperidinler, 10; Polisiklik aromatikler ve
11; i1se diger bilesikler, olarak gruplamaya alinmigtir. C1 gruplamasi kontrol amaghdir.
Burada verilen agonist ve antagonist tam sayilar1 (C2, C3 sayilar1) GLIDA veri tabanindaki
raporlama sayilaridir. C2 de zayif olan agonist veya antagonist dikkate alinmadan yapilan
gruplamadir. C3 de raporlama sayilar1 birbirine yakin ise her iki 6zelligi gosterecek sekilde
gruplama yapilmaistir.

Tablo 2 ‘deki verilerden LJE ve CoulE Gromacs uygulamasi ile hesaplanmig, BindE,
NCls ve Ki degerleri AutoDock4 uygulamas: ile yapilan docking hesaplamalarina ait
degerlerdir. Homo-Lumo degerleri NWChem (Valiev vd., 2010) ile hesaplanmistir.
Ligandlarin geometrileri MP2/6-31G** baz seti ile optimize edilmistir. Son olarak HwA,
RotB, HBA, XLogP, Cpx, SfA ve MWt ise PubChem veri tabanindan PyChem (PyChem,
2021) kiitiiphanesi aracilig1 ile alinmistir. Geometri optimizasyonu zaman alan bir ¢alisma
oldugundan hesaplamalarin bir kismi TUBITAK ULAKBIM Yiiksek Basarimli ve Grid
Hesaplama Merkezinde bulunan TRUBA (Tiirk Ulusal Bilim e-Altyapisi) sistemi {izerinde

yapilmugtir.

Tablo 2: Kimyasal Veri Tabanindan Ligandlarin Ozellik Degerleri, Docking ve MD Degerleri

Ligand

ww o o o
w 5 5 2 .. g e £ € § =23 g 2
= 2 ¢ O ¥ S 5 = © @ o 4=
- S & Z T a I ¢ I X ©O 9 =

2.3 374 43.7 267.3
3.3 451 40.5 420.3
3.2 584 30.9 326.8
3.2 451 40.5 375.9
3.1 450 28.1 327.8
3.8 607 46.5 403.5
3 445 40.5 355.5
2.8 543 56.2 3124

Apomorphine -131.2 -34.9 -89 55 315 -0.2 -0.17 20
Bromperidol -170.3 -29.8 -9.8 37 679 -0.22 -0.17 26
Clozapine -142.7 -34.6 -9.7 97 79 -0.17 -0.09 23
Haloperidol  -157.2 -34.6 -9.7 5 80.7 -0.22 -0.17 26
Loxapine -128.3 -12.6 -84 10 665.8 -0.2 -0.15 23
Metergoline  -176.5 -48.1 -10.7 5 139 -0.18 -0.18 30
Moperone -154  -26.6 -9.4 38 129.6 -022 -0.16 26
Olanzapine  -154 -43.7 -8.6 51 5345 -0.16 -0.09 22

RO |FR|OkRrO|Oo
ghlww b~ lw
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Pimozide -196.4 -429 -113 27 48 -0.2 -0.19 34
Pramipexole -81.8 -49.6 -6.8 57 10340 -0.18 -02 14
Raclopride  -141.3 -23.2 -8 15 1470 -0.22 -0.2 22
Risperidone -169.8 -285 -11.4 11 41 -0.21 -0.16 30
Sertindole -162.5 -35.6 -11.3 17 48 -0.2 -0.17 31
Trazodone  -163.4 -36.9 -96 51 858 -0.2 -0.15 26
Xanomeline -136.6 -13.4 -75 40 3170 -0.21 -0.16 19
Ziprasidone  -180.1 -37.5 -105 8 19.7 -0.2 -0.16 28

6.3 632 35.6 461.6
1.9 188 79.2 2113
2.9 386 61.8 347.2
2.7 731 61.9 4105
4.1 623 40.5 440.9
2.8 611 42.4 371.9
3.3 298 66.5 2814
4 573 76.7 4129

AN OIWN
gaa|bh|wiol~ib~b>

Tablo 2’deki kisaltmalar, LJE: Lennard-Jones Potansyeli (kJ/mol), CoulE: Coulomb
Potansiyeli (kJ/mol), BindE: Ligand Baglanma Enerjisi (kJ/mol), Ncls: Kiimedeki say1, Ki:
Inhibisyon sabiti (uM), Homo: En Yiiksek isgal Edilen Molekiiler Yériinge Enerjisi, Lumo:
Diisik Bos Yoriinge Enerjisi, HwWA: Agir Atom Sayisi, RotB: Donel Bag Sayisi,
HBA:Hidrojen Bag Alic1 Sayisi, Cpx: Karmagiklik, SfA:Topolojik Polar Yiizey Alani, MWt:
Molekiiler Agirlik seklindedir.

Yazilim ve Donanim

Algoritmamiz Intel 18700 islemci, 8Gb RAM ve RTX2060 GPU ile Python 3 (Python,
2021) betik dili ile gelistirilmis olup, Tensorflow-Keras (Tensorflow, 2021) ve Sckit-learn
(Scikit-learn, 2021) makine 6grenme frameworklar1 (¢er¢eveleri) kullanilmistir. Kiyaslamanin

anlamli olmasi i¢in algoritmalar 6n tanimli parametreler ile ¢alistirilmistir.

Hibrit Yapinin Olusturulmasi

Onceki galismalarimizda hibrit sistemin nasil olusturuldugu ve evrimsel hesaplamanin
nasil yapildigr ile evrimsel hesaplama hyper parametrelerinin nasil secildigi detayli olarak
anlatilmistir (Karakaplan ve Avcu, 2013; Karakaplan ve Avcu, 2021).

Bu calismada, Genetik algoritma islemleri i¢cin PyEvolve g¢ercevesini kullandik.
PyEvolve Python iizerinde c¢alisan agik kaynak kodlu bir yapidir. PyEvolve genetik
oparatorler i¢in hazir parametreler sunmaktadir. Sekil 10’da algoritmanin akis semasinda
goriilece8i gibi, hibrit yapida DNN’in giris katmani verileri genetik algoritma tarafindan

secilmistir.
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( Basla

Populasyon <«—— Genetik Operatérler «———— Genetik Seleksiyon

Uygunluk Fonksiyonu
(Noral Nettwork Katmanlari)

Sekil 10. Onerilen Hibrit Yapmin Akis Semasi

Algoritmalarin Ogrenme Islemleri ve Hyper Parametreler

Scikit-learn kiitiiphanesi araciligi ile kullandigimiz makine 6grenme fonksiyonlari
Tablo 3’de gosterilmistir. Karar agaci algoritmasinda siniflandirma fonksiyonu olan
DecisionTreeClassifier fonksiyonunun max_depth parametresi, agacin fazla dallanmamasi
icin 5 olarak belirlenmistir. Bu islem agaci budama olarak bilinir ve islem siiresi iizerinde
etkisi vardir. Random Forest algoritmasinda max_depth parametresi karar agacinda oldugu
gibi 5 olarak degerlendirilmistir. Ayrica, tahminler i¢in ormanda insaa edilecek agag¢ sayisini
belirleyen n_estimators parametresinde ontanimli gelen 10 degeri kullanilmistir. Yani
ormanda 10 agac ile islem yapilacaktir. Bu algoritmada kullanilan son parametre ise
max_features parametresidir ve 1 olarak alinmistir. Bu parametre agacin yaprak diigiimiine
gelinceye kadar ne kadar genislemesi gerektigini sdyler. Bu parametre overfit sorununu
¢ozmede basarilidir. Bu siniflama i¢in kullanilan komut asagidaki gibidir. Diger parametreler
on taniml olarak verilmistir. SVM algoritmasinda veri kiimelerini ayirmada kullanilan destek
vektor modeli kernel parametresi lineer olarak segilmistir. Ayrica Diizenlilestirme
(Regularization) parametresi olan C ise 1 tercih edilmistir. K-En yakin komsu algoritmasinda
komsu sayisi belirleyen k parametresi 3 olarak se¢ilmistir. SGD siiflandirmasinda max_iter
degeri 1000 olarak alinmistir. Naive Bayes smiflandirmada, siniflandirma fonksiyonu olan
GaussianNB() parametresiz ¢alistirtlmigtir. MLP smiflandirma algoritmasinda SGD’ de
oldugu gibi max_iter degeri 1000 olarak alinmistir. Gauss siire¢ siniflandirmasinda ise sinif
¢ekirdek sayisi belirlemede kullanilan kernel parametresi 6n tanimli hali ile (1.0 * RBF(1.0))

kullanilmistir.
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Tablo 3: Algoritmalar ve Kullanilan Foksiyonlar

Karar Agaci >>> DecisionTreeClassifier(max_depth)

Rastgele Orman >>> RandomForestClassifier(n_estimators, max_features, max_depth)
Destek Vektor Makineleri >>> sym.SVC(kernel, C)

K-En Yakin Komsu >>> KNeighborsClassifier(n_neighbors=3)

Stokastik Dereceli inis >>>SGDClassifier(max_iter)

Naive Bayes >>> GaussianNB()

MLP Noral Network >>> MLPClassifier(max_iter)

Gaussianislemleri >>> GaussianProcessClassifier(kernel)

Derin Ogrenme hesaplamalarinda TensorFlow+Keras kiitiiphanesinden yararlanilmistir.
Hesaplamalara iliskin biitiin bilgiler ve ayrintili sonuglar daha Onceki ¢alismamizda
verilmistir (Karakaplan ve Avcu., 2021). Yapay sinir agimiz; 1 Input, 1 Output ve 2 Hidden
Layer den olusmaktadir. Tablo 2 de verilen 16 parametreden 4’i kullanilarak %93,8 dogruluk
derecesi ile smiflama yapilabilirligi gozlenmistir. Bu parametreler kiimedeki sayir (Ncls),
inhibisyon sabiti (Ki), topolojik polar yiizey alani (SfA) ve molekiiler agirliktir. Derin
O6grenme hesaplamasinda asir1 uyum gosterme egilimi (overfitting) olusmamasi i¢in 5 input
layere karst 6 nodlu iki hidden layer ve 200 epochs degeri kullanilmistir. Elde edilen

hesaplama sonuglar1 Tablo 4’de verilmistir.

Tablo 4: Makine Ogrenme Algoritmalarin Sonuglar

Karar Rastgele Destek K-En  Stokastik Naive  MLP Noral Gaussian Hibrit

< Vektor ~ Yakin Dereceli : . N
Agacr  Orman Makineleri Komsu inis Bayes Network Islemleri Derin Ogrenme

%50 %25 %25 %75 %65 %50 %75 %50 %93,8

BULGULAR VE TARTISMA

Bu calismada veri sayist az olan ¢alismalarin siniflandirma islemleri i¢in kullanilan
makine Ogrenme algoritmalar1 karsilastirlmistir. Karsilastirma ic¢in popililer agonist ve
antagonist ligantlar kullanilmistir. Karsilastirma olarak da daha onceki g¢alismalarimizda
gelistirilen bir genetik algoritma-derin 6grenme hibrit algoritmasi kullanilmistir. Tablo 3
olarak verilen hesaplama sonuglarina bakilacak olursa, hibrit algoritma diger siniflama
yontemlerine gore daha iyi sonu¢ vermektedir. Beklendigi gibi MLP Neural Network
siniflamasi yine igerisinde yapay sinir ag1 tasiyan bir algoritma oldugundan Derin Ogrenme
islemlerine yakin sonuglar vermistir. K-NN’de ise komsu sayisi parametresini biz
belirledigimizden sonu¢ MLP algoritmast ile ayni ¢ikmistir. Yapilan bu g¢aligmada derin
O0grenmenin az veri olmasit durumunda da diger algoritmalara gore iistiin oldugu goriildi.
Gelistirdigimiz hibrit algoritma biitliin stokastik siire¢leri de icerisinde tasimaktadir. Bu

yontem kimyasal veri tabanlarindan elde edilen molekiillerin bilgileri ile ilag tarama ve

369



ISSN: 2147-7892, Cilt 10 Say1 1 (2022) 356-371 doi: 10.33715/inonusaglik.1022065
Az Veri Setli Caligmalarinda Derin Ogrenme Ve Diger Siniflandirma Algoritmalarinin Karsilastirnlmasi: Agonist Ve Antagonist Ligand
Ornegi

Fatih Mehmet AVCU

siniflandirma caligmalarina veri saglamak i¢in kullanilabilir. Sonraki ¢aligmalarimizda ise

hibrit modelin denetimsiz 6grenme algoritmalari ile kiyaslamay1 planlamaktayiz.
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