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Oz

Hava kirliligi glinlimiiz i¢in 6nemli bir problem olmakla birlikte sanayilesme, orman yangmlari, egzoz gazlari, kalitesiz yakit kullanim1
gibi sebepler gelecek nesilleri de tehdit edecek ciddi bir problem ile bizleri yiizlestirmektedir. Bu sebepler igerisinde ise yogun
sanayilesme hava kirliliginde rol oynayan en onemli faktorlerden birisidir. Bolgesel sanayi gelisimi sehirlerde hava kalitesini
etkilemektedir. Sanayinin gelismesi ile birlikte bazi kirleticilerin miktar1 azalmakta iken, ozon seviyelerinde artis yasanmaktadir.
Oniimiizdeki yillarda hava kirliligini neden olacag problemleri daha fazla hissetmemek, hava kalitesini yonetmek ve risklere karst
6nlem almak igin hava kirliliginin tahmin edilmesi kaginilmaz hale gelmektedir. Bu ¢aligmada sanayinin gelismis oldugu Kocaeli ve
Sakarya illeri ile sanayinin ¢ok fazla gelismedigi Canakkale illeri igin 2018-2021 aras: saatlik ozon seviyelerini tahmin etmek amaciyla
zaman serilerine dayali makine 6grenmesi ve derin 6grenme yontemleri uygulanmistir. Uygulanan modeller Ortalama Mutlak Hata

(MAE), Bagil Mutlak Hata (RAE) ve R-kare (R?) metrikleri kullanilarak karsilagtirilmis ve en etkin yontemin belirlenmesi
amaglanmustir.

Anahtar kelimeler: Makine Ogrenmesi, Derin Ogrenme, Asir1 Gradyan Arttirma (Xgboost), Yapay Sinir Aglar1 (YSA), Uzun Kisa
Siireli Bellek (LSTM), Zaman Serileri

Comparison of Machine Learning and Deep Learning Methods for Modeling
Ozone Concentrations

Abstract

Although air pollution is an important problem for today, reasons such as industrialization, forest fires, exhaust gases, poor quality fuel
use confront us with a serious problem that will threaten future generations. Among these reasons, intensive industrialization is one of
the most critical factors that play a role in air pollution. Regional industrial development affects air quality in cities. While the amount
of some pollutants decreases with the development of the industry, there is an increase in ozone levels. In the coming years, it becomes
inevitable to predict air pollution in order not to feel the problems that air pollution will cause more, to manage air quality, and to take
precautions against risks. In this study, machine learning and deep learning methods based on time series were applied to predict hourly
ozone levels between 2018 and 2021 for the provinces of Kocaeli and Sakarya, where the industry is developed, and Canakkale, where
the industry is not developed much. The applied models were compared using Mean Absolute Error (MAE), Relative Absolute Error
(RAE), and R-square (R2) metrics, and it was aimed to determine the most effective method.

Keywords: Machine learning, Deep learning, Extreme Gradient Boosting (Xgboost), Artificial Neural Network (ANN), Long-Short
Term Memory (LSTM), Time Series

1. Giris (Introduction) 9%0.035’1 Karbondioksitten (CO2) olusturmaktadir.
. Giinlimiizin onemli tehditlerinden birisi olan hava
_S_oludugumuz hava kalitesinin sagligimiza dogrudan kirliligi gecmisten giiniimiize cevresel degisiklikler,
etkisi vardir. Normal olarak havanm %78.084’i Azot endiistriyel kirlilik, fosil yakitlarin kontrolsiiz tiiketimi,
(N2), % 20.9467s1 Oksijen (O2), %0.934’i Argon (Ar), kente gd¢ vb. nedenlerden otiirii ortaya gikmaktadir.
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Hava kirliligi tehlikeli boyutlara ulasirken hava kirliligi
ile miicadele etmek elzem olmaktadir. Bu amagla siirekli
Olgtimler yapilmaktadir. Kriter olarak 6l¢iilmesi gereken
kirleticiler ise, Karbon monoksit (CO), Kiikiirt dioksit
(SO2), Ozon (0O3), Partikiil madde (PM), Azot oksitler
(NOX) olarak belirtilmektedir.

Gilinimiizde yapay zekada yagsananan gelismeler
sadece bilgisayar bilimcileri degil diger bilim dallarinda
calisan aragtirmacilarin da ilgisini cekmeye baslamistir.
Hava kirliligi tahmininde yapay zekanin kullanilmasi
literatiirde 6nemli bir yer tutmaya baslamistir.

Literatiirde, Oz konsantrasyonlarin modellenmesi
i¢cin makine 6grenmesi ve derin 6grenme tabanli farkli
¢aligmalar bulunmaktadir. Makine 6grenmesi dogrusal
olmayan ve yiiksek boyutlu veri kiimeleri {izerinden
kararli ve performansi yiiksek bilgi ¢ikarimi
yapmaktadir (Bilgin, 2021; Yildirim vd., 2021). Makine
O0grenmesi yontemlerinden ¢ok katmanli algilayict
(CKA) (Paoli vd., 2011; Chattopadhyay vd., 2019; Yang
vd., 2021; Bekesiene vd., 2021; Makarova vd., 2021),
destek vektér makineleri (DVM) (Chelani, 2010;
Tanaskuli, 2019; Mehdipour ve Memarianfard; 2019),
lineer regresyon (Alipio, 2020; Allu vd., 2020;
Matasovi¢ vd., 2021), Xgboost (Ding vd., 2020; Liu vd.,
2020), rastgele orman (Liu vd., 2020; Ma vd., 2021)
yontemleri ile yapilmis ¢alismalar mevcuttur.

Biiyilk veri analizi ve Grafik Isleme Biriminin
(GPU) kullanilmasindan bu yana, derin 6grenme biiyiik
ilgi gormekte ve makine dgrenmesinin uygulandigi her
alana uygulanmaktadir (Cagil ve Yildirim, 2020;
Darendeli ve Yilmaz, 2021). Derin 6grenme yontemleri
ile yapilan ¢aligmalarda derin sinir aglart (DSA) (Wang
vd., 2020; Felix vd., 2021), oto kodlayict (Nghiem vd.,
2021), dzyinelemeli sinir aglart (Adnane vd., 2021),
Uzun Kisa Siireli Bellek (LSTM) (Alghieth vd., 2021;
Ekinci vd. 2021; Zhang vd., 2021), konvoliisyonel sinir
aglart (CNN) (Eslami vd., 2020; Sayeed vd., 2021)
kullanilmistir.

Bu ¢alismanin amaci saatlik Oz konsantrasyonlarini
modellemede makine 6grenmesi ve derin 0grenme
yaklagimlarini etkinligini degerlendirmektir. Bu amagla
kirlilige sebep olan parametrelerden (PM10, SOz, NO,
NO; ve O3) olusan zaman serisi veri kiimesi kullanilarak
Xgboost, YSA ve Uzun Kisa Siireli Bellek (LSTM)
yontemleri  karsilagtirilmigtir.  Yapilan  deneyler
sonucunda ozon seviyesini tahmin etmede LSTM
yonteminin diger iki makine Ogrenmesi yoOntemine
kiyasla daha basaril1 oldugu gozlemlenmistir.

Makalenin geri kalan kismi ikinci boliimde veri
kiimesi ve uygulanan yontemlerin anlatildigi materyal
ve yontemler kismidir. Uglincii boliimde veri onisleme,
kullanilan hata metrikleri, modellerin tasarimi ve elde
edilen deneysel sonuglar ayrintili sekilde verilmistir.
Son boliimde ise sonuglar ve dneriler yer almaktadir.

! http://sim.csh.gov.tr/Services/AirQuality/

2. Materyal ve Yontemler (Materials and
Methods)

2.1. Veri kiimesi (Dataset)

Marmara bolgesinde ozellikle Kocaeli ve Sakarya
illerinin sanayilerinin gelismesi ile birlikte bu illerde
hava kirliligi oldukga yiiksektir. Bu ¢aligmada, Kocaeli
ve Sakarya ile birlikte sanayinin yogun olmadigi
Canakkale illeri i¢in T.C. Cevre ve Sehircilik Bakanligi
Hava Kalitesi Izleme Agi’'ndan® siirekli olciimler
yapilarak elde edilen verilerden olusan bir veri kiimesi
olusturulmustur.

Istasyonda 6lgiilen meteorolojik parametreler 10
pm’nin altindaki pargaciklart ifade eden PM10, azot
oksitlerden NO, NO2, NOX, SO; ve Oz seklindedir. Bu
parametreler igerisinden Os konsantrasyonunu tahmin
etmek i¢in PM10, SO,, NO, NO, ve Oz parametrelerine
dayali bir tahmin yapilmasi1 hedeflenmistir. Kocaeli,
Sakarya ve Canakkale illeri i¢in 2018 Kasim ile 2021
Kasim arasi saatlik Olgiilen zaman serisi degerleri
kullamilmustir. 4 saatlik bir pencere boyutu ile (yani 4
zaman noktast) 5. saat i¢in Oz konsantrasyonlarinin
tahmini gercgeklestirilmistir.

2.2. Yontemler (Methods)

2.2.1. Xghoost (Xgboost)

Xgboost (Chen vd., 2016) karar agaci temelli
topluluk 6grenimi algoritmasidir. Algoritmanin ¢alisma
mantigl, degiskenlere farkli agirliklar vererek elde
edilen agac toplulugundan cikarimlar yapmaktir. ilk
etapta tim degiskenler esit agirliga sahiptir. Agac
toplulugu biiyiimeye bagladikga, problem bilgisine bagli
olarak agirhiklar diizenlenmektedir. Yanlis
siiflandirilan gézlemlerin agirligr yiikseltilirken, dogru
siiflandirilan gézlemlerin agirlig: diisiiriilmektedir. Bu
sayede agaglar zor durumlar karsisinda kendini
diizenleyebilme yetenegi kazanmaktadir. Fazla uyumu
azaltan ve genel performansi artiran gesitli diizenlemeler
icermektedir (Ekinci vd., 2020). Bu 6zelliginden dolay1
“diizenli artirma” teknigi olarak da isimlendirilmektedir.
Xgboost algoritmasi ¢esitli diizenlemeler ile dogrulugu
arttiran, paralel isleme ile hizli sonuglar verebilen, eksik
degerlerin kullanimi igin standart bir yapiya sahip olan,
ylikseltme isleminin yineleme asamalarinin her birinde
capraz dogrulama yapan bir algoritmadir.

2.2.2. Yapay Sinir Aglar: (Artificial Neural
Networks)

Beyin insan viicudunun yapi tas1 olup girdileri sinyal
seklinde alan, isleyen ve ¢ikis sinyallerini gonderen
biyolojik sinir agidir. Beynin temel birimi norondur.
Beyin 200 milyar nérondan olusmaktadir. Noronlar
dentrit, soma, akson ve sinapsis olmak tizere dort temel
kisimdan olusmaktadir. Noéron, dentritlerden sinyal
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toplamaktadir, soma hiicreleri ise bu sinyallerin tiimiinii
toplamaktadir ve toplam esik degerine ulastiginda sinyal
aksondan diger noronlara gegmektedir. Sinapslar
agirhiklar: temsil etmektedir. iste en sik tercih edilen
yontem olan YSA bu biyolojik sinir agmi taklit
etmektedir ve bilgileri agirliklarda saklamaktadir (Garip
vd., 2016; Sen, 2018). YSA’nin yapist Sekil 1’de
verilmektedir.

YSA dogrusal olmama, genelleme yapabilme, ¢ok
sayida degisken ve parametre kullanabilme 6zelliklerine
sahiptir. Her katman beynimizin ndronlarini taklit eden
diigimlerden olusmaktadir. Giris katmani, sinir agimin
isleyebilecegi bilgileri girdi olarak alan katmandir. Her
diigim bir oOzelligi yani bilgi par¢asi1 temsil
etmektedir.

Girdi katmamnm

Sekil 1. YSA Mimarisi (ANN Architecture)

Giris katmanindaki her bir diiglim bir sonraki
katmanda bulunan diigiime baglanmaktadir. Ara
katmanlar bir diger deyisle gizli katmanlar giris
katmanindan gelen bilgileri islemektedir ve ¢ikis
katmanina gondermektedir. Cikis katmani ise agin son
ara katmanindaki bilgileri bir araya getirmektedir ve bu
sekilde gerekli tiim bilgileri ¢ikarmakta ve dig diinyaya
gondermektedir.

2.2.3. Uzun Kisa Siireli Bellek (LSTM)

Tekrarli Yapay Sinir Aglari (RNN) aldiklar1 girdiyle
ilgili O6nemli bilgileri hatirlayabilen ve bir sonraki
adimin ne olacagini tahmin etmede ¢ok hassas olan bir
sinir agidir. Zaman serisi, konugma, metin, finansal veri,
ses, video, hava durumu ve daha fazlas1 gibi sirali veriler
icin tercih edilen algoritma olmasimnin nedeni bu
ozelligidir. RNN sadece c¢iktilar1 beslemez ayni
zamanda kendi kendine geri besleme saglamaktadir.
Clinkit RNN'in dahili bellegi vardir. LSTM ise RNN’in
Ozellesmis bir yapisidir (Sepp vd., 1997). Standart ileri
beslemeli sinir aglarinin aksine, LSTM'in geri bildirim
baglantilar1 vardir. Yalnizca tek veri noktalarmi degil
ayn1 zamanda tiim veri dizilerini de isleyebilmektedir.
RNN’den en dnemli farki uzun bir hafizas1 olmasidir.
RNN yakin gegmisi hafizasinda saklayabilirken
LSTM’de ise uzun bir hafiza vardir. Ornegin, LSTM
ayrilmamig, bagh el yazisi tanima (Liwicki vd., 2009),

konusma tanima (Sak vd., 2014) ve ag trafiginde veya
izinsiz giris tespit sistemlerinde (IDS) anormal
durumlart algilama gibi gérevlere uygulanabilmektedir.

Ortak bir LSTM birimi bir hiicreden, bir giris
gegidinden, bir ¢ikig gecidinden ve bir unutma
kapisindan olugmaktadir. Hiicre, keyfi zaman araliklari
boyunca degerleri hatirlamaktadir ve bu i¢ kapi,
hiicrenin i¢ine ve digina bilgi akisini diizenlemektedir.

Giris kapisi, yeni bir degerin hiicreye ne kadar
aktigin1 kontrol etmektedir; unutma kapisi bir degerin
hiicrede ne kadar kalacagini kontrol etmektedir ve ¢ikis
kapisi, hiicredeki degerin LSTM iinitesinin ¢ikis
aktivasyonunu hesaplamak i¢in kullanilma derecesini
kontrol etmektedir. LSTM kapilarinin aktivasyon
fonksiyonu genellikle lojistik sigmoid fonksiyondur.
LSTM kapilarinin baglantilar1 vardir. Egitim sirasinda
Ogrenilmesi gereken bu baglantilarin  agirliklar
kapilarin nasil ¢alistigini belirler.

Sigmoid katmani, her bir bilesenden ne kadarmin
geemesi gerektigini tanimlayan sifir ile bir arasinda
rakamlar vermektedir. Sifir degeri gegis izni yok demek
iken, bir degeri gecise izin var demektir. Asagidaki
denklemlerde ifade edilen degiskenler vektorleri temsil
etmektedir. LSTM mimarisi Sekil 2’de verilmistir.

heq

Giri Girig Unutma Gilag
Gmsl lKBpISI l Kapisi lKapm

X, — tanh

L:ijﬁ_>l<ﬁi:= =:iiﬁ>l<ji: =:iiﬁ>l<ﬁii: -
LAl

Sekil 2. LSTM Mimarisi (LSTM Architecture)

Sekil 2’de o sigmoid katmanini, b, girdi bias
degerini, U, girdi i¢in agirhik degerini, V; 6nceki hiicre
ciktis1 i¢in agirlik degerini, tanh ise aktivasyon
fonksiyonunu temsil etmektedir.

g = tanh (x, Uy + he_1 V; + by) (1)
i=o( U +he Vi +b) 2
f =0 Us + h_1 Vs + bf) 3
Se=f°Ss;1+g°i 4)

b;girdi kapisi igin bias degerini, U; girdi kapisi igin
agirlik degerini, V; 6nceki hiicrenin ¢iktisinin agirligini,
g°i girdi boliminin ¢iktisin1 ifade etmektedir.
bgunutma kapist igin bias degerini Uy unutma kapist i¢in
agirhk degerini, V; 6nceki hiicrenin giktisinin agirligimi
temsil etmektedir. b,¢ikt1 kapisi igin bias degerini, U,
ciktt kapist i¢in agirlik degerini, V, Onceki hiicrenin
ciktisini ve h, ¢ikisi ifade etmektedir.
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he = o(x U, + he_1 V, + b,) °tanh(s,) ®)
3. Deneysel Calisma (Experimental Study)

3.1. Veri Onisleme (Data Pre-processing)

Girdi olarak kullanilan degiskenler arasindaki deger
farkinin 6nemli 6l¢lide fazla olmas1 modelde yanliliga
sebep olabilmektedir ve model verileri
genellestirememektedir. Bu sebeple eksik 6grenme
durumu olusabilmektedir. Coziim olarak verilerin

normalize edilmesi tavsiye edilmektedir.
Normallegtirme yontemlerinden Min-Maks
normalizasyonu kullanilmugtr. Min-Maks

normalizasyonu degiskenlerin degerini belirlenen bir
araliga doniismektedir. Bu c¢alisma kapsaminda veri
[0,1] araligina ¢ekilmistir. Boylece herhangi bir bilgi
kayb1 yasamadan modelin her 6znitelige esit sekilde
yaklagmasi saglanmistir. Min-Maks normalizasyon
formiili asagidaki gibidir (8):

yi = i min ®)

Xmax ~ Xmin

x; degiskenin orijinal degeri, x,,,;;, degiskenin aldig1
minimum degeri, X,,,, degiskenin aldigi maksimum
degeri, y; ise degiskenin normalize edildikten sonraki
degerini temsil etmektedir.

Veriler ti¢ il igin egitim ve test kiimelerine
boliinmiistiir. Eldeki veri kiimesinin %90°1 egitim i¢in
%10’u ise test i¢in kullanilmistir. Tablo 1°de her il i¢in
egitim ve test kiimesinde bulunan o6rnek sayisi
verilmistir.

Tablo 1. Veri Dagilimi (Data Distribution)

Sehir 1 Egitim Kiimesi Test Kiimesi
Kocaeli 21500 4079
Sakarya 21500 4079
Canakkale 21500 4079

Zaman serisi verilerinde eksik degerleri ortalama,
ortanca vb. yoOntemler ile doldurmak tehlikeli
olabilmektedir. Veri seti incelendiginde Kocaeli i¢in
%S5, Sakarya icin %4 ve Canakkale igin %5 oraninda
eksik deger bulunmaktadir. Veri adedi goz Oniine
alindiginda bu oranlar diisiik sayilabilir ve dolduruldugu
zaman verilerin dagilimi bozulmayabilir. Enterpolasyon
yontemi  komsular yardimiyla eksik  degerleri
doldurmaya yaramaktadir. Zaman serisi verilerinde
eksik degerleri doldurmak igin enterpolasyon ydntemi
tercih edilmektedir. Cesitli enterpolasyon metotlari
bulunmaktadir. Bunlar dogrusal, zamansal, polynomial
gibi yontemlerdir. Bu ¢alismada dogrusal enterpolasyon
kullanilmistir. Dogrusal enterpolasyon, en yakin
tanimlanmis iki veri noktasi arasinda eksik degerleri
dogrusal olarak aralikli degerlerle degistirir. Sekil 3’te
dogrusal enterpolasyon grafigi gosterilmistir.

2 https://scikit-learn.org/stable/

Xq X1
Sekil 3. Dogrusal Enterpolasyon (Linear
Interpolation)
Y—Yo __ Y1—Yo (7)

X—Xo X1—Xo

Formiilde (x,, y,) Ve (x;1,y;) koordinat diizleminde
bilinen iki noktayr temsil etmektedir. (xg,x;)
araligindaki x degeri icin, y enterpolasyon sonucunda
olusan degerdir.

3.2 Hata Metrikleri (Error Metrics)

Calismada modellerin performansini
degerlendirmek i¢in MAE, R? ve RAE kullanilmustir.
MAE, tahmin edilen deger ile asil deger arasindaki
farkin mutlak degerinin ortalamasidir. R? bir degiskenin
varyansinin ikinci degiskenin varyansii ne o6lgiide
acikladigini gésterir. R? [0,1] arasinda deger almaktadir.
I’e yakin bir R? degeri, model performansmin iyi
oldugunu gosterir. RAE ise tahmin edilen deger ile
beklenen degerin mutlak farkinin, her bir beklenen
deger ile beklenen degerlerin mutlak farkina boliinmesi
ile elde edilir. Sifira ne kadar yakinsa modelin basarili
tahminler yaptigi sOylenebilir.  Hata metriklerinin
formiilleri Esitlik 9, 10 ve 11 ile verilmistir.

1 "
MAE = 31 |y = 34l 9)
2 _q _ L0902
RE=1 L iy (10)
i il
RAE = Zzmlidl 11
Y lyi-il ( )

Formiillerde J; tahmin edilen degeri, y; beklenen
degeri, y; degiskenlerin ortalama degeri, n degisken
sayisini ifade etmektedir.

3.3. Modellerin Gergeklestirimi (Realization of
Models)

Bu ¢aligmada her ii¢ il igin Xgboost, YSA ve LSTM
modelleri kullanilarak performanslart karsilastirilmstir.
Modelleri  gelistirirken ~ Sckit-learn? ve  Keras®
kiitiiphaneleri kullanilmistir.

XGBOOST modeli igin ilk etapta GridSearch
yontemi ile agacin derinligi, 6grenme orani, agaglari

3 https://keras.io/
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olustururken alt ornekleme orani ve aga¢ sayisi
parametreleri i¢in en uygun degerler bulunmustur.
Parametre optimizasyonu sonucu aga¢ derinligi degeri
4, 6grenme orani 0.1, alt 6rnekleme orant 1 ve agag
sayis1 500 olarak belirlenmistir.

YSA ve LSTM igin ise katman sayisi, katmandaki
noronlar, gizli katman sayisi, ¢iktt katmaninin boyutu,
seyreltme degeri, optimize tlirli, donem sayis1 ve
Ogrenme tur sayist gibi ayarlanmasi gereken
parametreler ayarlanmistir. YSA icin iki adet yogunluk
katmani kullamlmistir. {1k yogun katman icin 128 néron,
ikinci yogun katman icin ise 64 ndron kullanilmistir.
Yogunluk katmanlarinda aktivasyon fonksiyonu relu
tercih edilmistir. Relu verilerdeki karmasik iligkilerin
Ogrenilmesine izin veren lineer olmayan bir
fonksiyondur. Asir1 6grenmeyi engellemek amaciyla 0.2
oraninda seyreltme kullanilmigtir. Seyreltme islemi
rastgele bir sekilde bilgi azaltim yapmaktadir ve biiyiik
oranlara sahip seyreltme islemi Gnemli bilgilerin
atilmasina sebebiyet verebilmektedir. LSTM igin ise bir
adet LSTM katmani kullanilmigtir. LSTM katmaninda
64 noron tercih edilmistir ve aktivasyon fonksiyonu tanh
kullanilmistir. YSA ve LSTM 0.001 6grenme orant, 16
parti boyutu, 500 6grenme tur sayis1 ve RMSProp kayip
fonksiyonu  optimizasyonu kullanilmigtir.  Kayip
fonksiyonu optimizasyonu derin 6grenme modelleri igin
olduk¢a bilylik 6neme sahiptir. RMSProp, gradyan
tabanli bir optimizasyondur. Kaybolan gradyan

problemini 6nlemek igin gelistirilmistir. Dikey yonde
salinimlar1  kisitlamaktadir ve yatay yodnde hizhi
yakinsama saglamaktadir.

3.4. Deneysel Sonuglar (Experimental Results)

Calisma ile amacimiz modellerin iller 6zelinde
performansini karsilastirmaktir. Sonuglar Tablo 2, 3 ve
4 ile gosterilmistir.

Sonuglar incelendiginde her iic modelinde birbirine
yakin performans gosterdigi sOylenebilir. Modeller
Kocaeli ve Canakkale illeri i¢in yiiksek performans
gostermislerdir. Kocaeli i¢in R? skoru Xgboost icin
0.93, YSA ve LSTM igin ise 0.94 tiir. Canakkale i¢in R?
skoru Xghoost, YSA ve LSTM i¢in 0.94’tiir. Sakarya
icin R? skoru Xgboost icin 0.88, YSA icin 0.87 ve
LSTM igin ise 0.83’tiir. R? degerlerine ait grafikler Sekil
5’te verilmistir. Modeller Sakarya ili i¢in daha diisiik
performans gostermistir. Bunun sebebi Sekil 4 (c)’de
goriildiigii tizere SO degiskeni ile NO> ve NOX
degiskeninin oldukca diisiik bagimlilikta olmasi olarak
sOylenebilir. Sekil 4 incelendiginde Kocaeli ve
Canakkale illerindeki degigkenlerin birbiri ile daha iyi
korelasyon iginde oldugu sdylenebilir. Iller bazinda
beklenen ve gerceklesen degerlere ait grafikler ise Sekil
6, 7 ve 8 ile verilmistir.

Tablo 2. XGBOOST modeli igin performans degerlendirmesi (Performance evaluation for the XGBOOST model)

Metrik Kocaeli Sakarya Canakkale
R? 0.93 0.88 0.94

MAE 0.026 0.019 0.020
RAE 0.19 0.30 0.21

Tablo 3. YSA Modeli i¢in performans degerlendirmesi (Performance evaluation for the ANN model)

Metrik Kocaeli Sakarya Canakkale
R? 0.94 0.87 0.94

MAE 0.026 0.021 0.021
RAE 0.19 0.32 0.22

Tablo 4. LSTM Modeli i¢in performans degerlendirmesi (Performance evaluation for the LSTM model)

Metrik Kocaeli Sakarya Canakkale
R? 0.94 0.83 0.94
MAE 0.027 0.022 0.020
RAE 0.20 0.34
R2:0.938 R2: 0.882 R2: 0.941
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Sekil 5. Tahmin Edilen Oz Degerleri ile Olgiilen O3 Degerleri XGBOOST; (a) Kocaeli (b) Sakarya (c) Canakkale, ANN; (d) Kocaeli
(b) Sakarya (c) Canakkale, LSTM,; (a) Kocaeli (b) Sakarya (c) Canakkale. (Predicted O3 Values vs. Measured O3 Values XGBOOST;
(a) Kocaeli (b) Sakarya (c) Canakkale, ANN; (d) Kocaeli (b) Sakarya (c) Canakkale, LSTM; (a) Kocaeli (b) Sakarya (c) Canakkale)
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Sekil 4. (a) Kocaeli ili igin degiskenlerin korelasyonu (b) Sakarya ili i¢in degiskenlerin korelasyonu (¢) Canakkale ili i¢in degiskenlerin
korelasyonu ((a) Correlation of variables for Kocaeli province (b) Correlation of variables for Sakarya province (c) Correlation of
variables for Canakkale province)
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Sekil 6. Kocaeli ili i¢in Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (c) LSTM (Measured
Values and Estimated Values for Kocaeli Province (a) XGBOOST (b) ANN (c) LSTM)
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Sekil 7. Sakarya ili igin Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (c) LSTM (Measured
Values and Estimated Values for Sakarya Province (a) XGBOOST (b) ANN (c) LSTM)
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Sekil 8. Canakkale ili i¢in Olgiilen Degerler ve Tahmin Edilen Degerler (a) XGBOOST (b) ANN (¢) LSTM (Measured
Values and Estimated Values for Canakkale Province (a) XGBOOST (b) ANN (c) LSTM)
O0grenme  yontemlerinden LSTM  uygulanmustir.
Modelleme icin girdi olarak kirlilige sebep olan

4. Sonuclar (Results)

Bu calismanin amaci Tiirkiye’nin 6nde gelen sanayi parametreler PM10, SOz, NO, NO; ve O3 kullanilmustir.
sehirlerinden Sakarya, Kocaeli ile nispeten sanayisi Test edilen modeller arasinda herhangi bir ayrim
daha az gelismis olan Canakkale ilinin Os yapmak zordur fakat karmagik dogrusal olmayan
konsantrasyonlarini modellemektir. Bu amagla makine sistemlerin  modellemesinde ve zaman  serisi
Ogrenmesi yontemlerinden XGBOOST ve YSA ve derin problemlerindeki ~ basarimindan  dolay1  LSTM
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kullanilmasi tavsiye edilir. Bu calismanin sonuglari,
sanayilerinin gelismislik seviyelerine gore sehirlerin 03
seviyelerini tahmin etmek i¢in bilgilendirici olabilir.
Bundan sonraki ¢aligmalarda BiLSTM, CNN-LSTM ve
Stacked LSTM gibi gelismis modeller denenebilir.
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