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HIiSSE SENEDI DEGERLERININ MAKINE OGRENIMI (DERIN
OGRENME) iLE TAHMINI

Erdogan GAVCAR!
Hiiseyin Mustafa METIN?

OZET

Glinlimiizde, borsa piyasalar1 giinliik yasami dogrudan etkileyen fenomenlerdir
ve her insanin kolaylikla erisebilecegi yatirim araglar1 haline gelmislerdir. Birbirleriyle
baglantili olan ve ulusal ekonomileri biiyiik Olgiide etkileyen bu piyasalarda biiyiik
miktarlarda sermaye islemleri yapilmakta ve bu siirecte hisse senetlerinin degerlerinin
tutarl: bir sekilde tahmin edilmesi ilgi ¢ekmektedir. Makine dgreniminin de kapsadig:
derin 6grenme algoritmalar: diger bir¢ok alanda oldugu gibi finans alaninda da tahmin
degerlerinin elde edilmesinde siklikla uygulanmaktadir. Hatta kripto paralar gibi
glinliik degisim degerleri {izerinde de analizler yapilmaktadir. Bu ¢alismamizda Vestel
firmasmin hisse senedi fiyatlarinin veri degerleri kullanilmistir. Ocak 2016 ve Aralik
2021 tarihleri arasindaki giinliik hisse senedi fiyatlarmin veri degerleri kullanilarak,
derin 6grenme modellerinden Uzun Kisa Siireli Bellek (Long Short Term Memory
(LSTM)) modeli ile hisse senetlerinin agilis fiyat degerleri tutarli tahminler ile elde
edilmistir.
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PREDICTION OF SHARE VALUES WITH MACHINE LEARNING (DEEP
LEARNING)
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ABSTRACT

Today, stock markets are phenomena that directly affect daily life and have
become investment tools that are easily accessible to every person. Large amounts of
capital transactions are carried out in these markets, which are interconnected and
greatly affect national economies. In this process, the consistent estimation of the values
of stocks attracts attention. Deep learning algorithms, including machine learning, are
frequently applied in obtaining predictive values in the field of finance, as in many other
fields. In fact, analyzes are made on daily exchange values such as cryptocurrencies. In
this study, data values of stock prices of Vestel company were used. By using the data
values of daily stock prices between January 2016 and December 2021, the opening price
values of stocks were obtained with consistent estimations with the Long Short Term
Memory (LSTM) model, which is one of the deep learning models.

Keywords: Deep Learning, Financial Prediction, Long Short Term Memory
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GIRiS

Insanlar diistinmeye her saniye sifirdan baglamazlar. Ornegin bu
makaleyi okurken her kelimeyi hafizamizdaki kelime bilgisine gore hatirlar ve
anlariz. Her seyi yeniden diisiinmeye baslamayiz yani diisiincelerimiz kalicidir.
Cok Katmanl Algilayicilar (Multi Layer Perceptron (MLP)) ve Evrisimsel Sinir
Aglar1 (Convolutional Neural Networks (CNN)) gibi geleneksel sinir aglari
bunu yapamazlar ve bu biiyiik bir eksikliktir. Tekrarlayan Sinir Ag1 (Recurrent
Neural Network (RNN)) bilginin kalict olmasin saglayan dongiiler yardimiyla
bu sorunu giderir.
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Sekil 1: Tekrarlayan Sinir Ag1 Semasi

Yukaridaki semada, bir sinir ag1 parcasi olan A, x: girdisini alir ve bir ht
ciktis1 degeri verir. Bir dongii de bilgilerin agin bir adimindan digerine
ge¢mesine izin verir. Tekrarlayan bir sinir agi, ayni agin birden ¢ok kopyasi
olarak diistiniilebilir ve her biri bir sonrakine bir mesaj iletir.
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Sekil 2: Kontrolsiiz Tekrarlayan Bir Sinir Ag1

Zincir benzeri tekrarlayan sinir aglari, diziler ile yakindan iliskilidir. Bu
tiir dizilerden olusan veriler ic¢in kullanilacak sinir aginin dogal mimarisi
tekrarlayan sinir agidir ve gilinlimiizde cesitli sorunlari ¢6zmede oldukga
basarili sonuglar elde etmistir. Konusmay1 tanima, dil modelleme, ¢eviri, metin
olusturma, zaman serilerine baglh tiim uygulamalar1 modelleme, video
analizleri, giivenlik algilama gibi karmasik sorun alanlari ¢6ziimlemelerinde iyi
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sonuglar gostermektedir. Hemen hemen tiim bu heyecan verici sonuglar1 veren
Uzun Kisa Siireli Bellek (Long Short Term Memory (LSTM)) tekrarlayan sinir
aglar1 en ilging derin 6grenme tiirlerinden biridir. Ge¢mis veri dizilerinden
bilgileri kullanmay1 6grenebilir.

1. LSTM Aglan

Uzun Kisa Siireli Bellek aglar1 (genellikle “LSTM” olarak adlandirilir)
uzun stireli bagimliliklar: 6grenebilen 6zel bir tekrarlayan sinir ag1 tiirtidiir yani
tekrarlayan Sinir Ag1 (Recurrent Neural Network (RNN)) gibi LSTM'ler de
tekrarlayan baglantilara sahiptir. Hochreiter ve Schmidhuber tarafindan
tamitild1 ve sonraki calismalarda bir¢ok kisi tarafindan diizenlenerek popiiler
hale getirildi (Hochreiter ve Schmidhuber, 1997: 1735). Bilgileri uzun siire
hatirlamak igin tasarlanmistir. Diger RNN'lerin aksine LSTM, agirhk
giincelleme prosediiriiniin, hi¢bir etkisi olmayacak kadar kiiciik (kaybolan
gradyanlar) veya ¢ok biiyiik degerler (patlayan gradyanlar) ile sonuglanacak
kadar biiytik hale gelen agirhik degisiklikleriyle sonuglanmasi problemini
¢ozebilmektedir. Belirli bir girdinin gizli katman {izerindeki ve dolayisiyla ag
ciktis1 iizerindeki etkisi, agin tekrarlayan baglantilari etrafinda donerken ya
azaliyor ya da katlanarak artiyor. Bu eksiklik literatiirde kaybolan gradyan
problemi olarak anilir. LSTM, kaybolan gradyan sorununu ¢ézmek igin 6zel
olarak tasarlanmis bir RNN mimarisidir. LSTM hiicreleri, kapilardan ve
agirliklardan olusur. Bir LSTM katmani, bellek bloklar1 olarak bilinen, tekrar
tekrar birbirine baglanan bir dizi bloktan olusur. Her biri, bir veya daha fazla
tekrarlayan bagl bellek hiicreleri ve bu hiicreler igin siirekli yazma, okuma ve
sifirlama islemlerini saglayan giris, ¢ikis ve unutma kapilar1 olan {i¢ ¢arpimsal
birim igerir. Ag, hiicrelerle ancak kapilar araciligiyla etkilesime girebilir
(Rothman, 2018: 376).

En basit durumda, aga bir seferde bir diziden bir gozlem gosterilir ve
daha 6nce gordiigii hangi gozlemlerle alakali oldugunu, bunlarin bir tahmin ile
iliskisini hatirlayabilir. Yani LSTM modeller, verilerden zamansal bagimlilig
Ogrenebilir ve kullanabilir. Bir dizideki uzun vadeli korelasyonlar1 6grenme
yetenegi nedeniyle LSTM aglar1 karmasik ¢ok degiskenli dizileri dogru bir
sekilde modelleme yetenegine sahiptir. Ayrica birden fazla paralel girdi dizisini
ayr1 ayrt modelleyebilirler (Chollet, 2019: 196).
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Sekil 3: Dort Katmanl U¢ Adet LSTM Hiicresi
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Xt girdi vektorti, it giris kapis1 (1), ft unutma kapist (2), ct hiicre durumu
(3), ot gikis kapist (4), he gikis vektorii (5), o “sigmoid aktivasyon” fonksiyonu ve
tanh “tanh aktivasyon” fonksiyonudur (Beysolow, 2018: 38).

2.1. LSTM Agiliklan

LSTM bellek hiicresi, giris, ¢ikis ve ayrica giris zaman adimlar1 yoluyla
olusturulan agirlik parametrelerine sahiptir. Giris agirliklari, gecerli zamanda
girdiyi agirliklandirmak igin kullamilir. Cikis agirliklari, son zaman adimindan
gikttyr  agirliklandirmak igin  kullanilir ve dahili durum, ¢ktinin
hesaplanmasinda kullanilan dahili durum parametresidir.

2.2. LSTM Kapailar1

LSTM bellek hiicresinin anahtarlar1 kapilardir. Bunlar da hiicredeki bilgi
akigm yoneten agirhikli fonksiyonlaridir. Ug kapt vardir. Unutma kapisi,
hiicreden hangi bilgilerin atilacagina karar verir. Giris kapisi, giristen hangi
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degerlerin bellek durumunu giincelleyecegine karar verir. Cikt1 kapisi, girdi ve
hiicrenin bellegine baglh olarak neyin ¢ikti alinacagina karar verir (Brownlee,

2017: 10).

Unutma kapis1 ve giris kapisi, dahili durumun gilincellenmesinde
kullanilir. Cikis kapisi, hiicrenin gercekte ne c¢ikardigi konusunda son bir
sinirlayicidir. Her bir hiicreyi sabit tutan bu kapilar tutarhi veri akisini saglarlar.

3.

LSTM Yontemi

Bu ¢alismamizda Vestel firmasinin 2016 ile 2021 yillar1 arasindaki hisse
senedi fiyatlariin veri degerleri kullanilmistir.

Tablo 1: Vestel Firmasinin Giinlitk Hisse Senedi Degerleri

Date Open High Low Close Adj Close Volume

0 2016-01-04 495 5020000 4.890000 4.960000 3.905826 4890882

1 2016-01-05 5.01 5.060000 4.890000 5.000000 3.937324 8040998

2 2016-01-06 4.98 5.100000 4.970000 5.080000  4.000321 12378165

3 2016-01-07 5.02 5070000 4.950000 5.050000 3.976698 8001393

4 2016-01-08 5.08 5.210000 5.070000 5.070000  3.992447 15167720
1622 2021-12-06 28.50 28.580000 28.000000 28.180000 28.180000 4226745
15623 2021-12-07 28.24 28.620001 28.219999 28.379999 28.379999 5428142
1524 2021-12-08 28.52 28.620001 28.280001 28.400000 28.400000 5730634
1525 2021-12-09 28.42 29.459999 28.420000 29.059999 29.059999 14561062
1626 2021-12-10 29.26 29.879999 29.059999 29.459999 29.459999 12117698

1527 rows x 7 columns

Kaynak: Yahoo Finance.

(https://finance.yahoo.com/quote/VESTL.IS/history ?p=VESTL.IS)

Model olusturmak igin kullandigimiz bagimsiz degiskenlerimiz tistteki

tabloda da goriildiigii gibi; acilis fiyat degeri (Open), giin igerisindeki en yiiksek
fiyat degeri (High), giin igerisindeki en diisiik fiyat degeri (Low), kaparus fiyat
degeri (Close) ve giin igerisindeki hacim (Volume) degiskenleridir. Ayarlanmis
kaparus fiyatlar: (Adj Close) modele dahil edilmemistir. 2021’den 6nceki veriler
modeli egitmek igin secilmistir. 2021 yilinin verileri ise modeli test etmek igin
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kullanilmistir. Ayrica veriler modelin ¢oziimleyecegi sekilde (min, maks)
Olgeklendirmesi ile 0 — 1 araligmma indirgenmistir ve aktivasyon fonksiyonu
olarak “sigmoid” fonksiyonu kullanilmistir. Ayrica hata fonksiyonu olarak
ortalama kare hata fonksiyonu kullanilmustir.

Grafik 1: Gergek ve Tahmin Edilen Acilis Fiyatlar
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Modele 50, 60, 80, 120 adet LSTM hiicresi eklenmis, tiim bu ayarlamalar
ile ortalama kare hatasi 0,0050 olacak sekilde modelimiz olusturulmustur.
Arastirmamizda epoch iterasyon degerimiz 10 verilmistir ve her dongiideki
hata degerleri grafigi Grafik 2'de gosterilmistir. Burada model hizh
ogrenmektedir.

Grafik 2: Her Iterasyondaki Tahminlerin Hata Degerleri
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SONUC VE ONERILER

Bu calismada, derin 6grenme modellerinden LSTM mimarisi kullanilarak
Vestel sirketinin hisse senedi agilis fiyatlarinin tahminine yonelik bir model
gelistirilmistir. 2016 ile 2021 yillar1 arasindaki degerler kullanilarak belirli bir
doneme ait hisse senedi degerleri 0,0050 hata ile tahmin edilmistir. Bu verilerin
yaklasik %80'1 (1293 adet) egitim icin kullanilirken yaklasik %20 si (234 adet)
test verisi olarak kullanilmistir. LSTM modelinde giris, ara ve ¢ikis olmak iizere
her katmanda Python programlama dili kullanilmis, 179561 parametre
egitilmistir. Arastirmada, egitim verisi arttikca modelin daha tutarli sonuglar
verdigi goriilmiistiir. Modelde, aktivasyon fonksiyonu “relu” fonksiyon
secildiginde de tutarli sonuglar vermistir, “sigmoid” aktivasyon fonksiyonuna
nazaran “relu” aktivasyon fonksiyonu daha hizli islemektedir. Modelimizde,
gecmis 60 giinliik veri dizileri ile ileriye doniik 61. giiniin hisse senedi acilis
degeri dizileri tahmin edilmistir. LSTM modelinden korelasyon katsayisi
performans degerlendirme Olglitiine gore %95 dogruluk oram elde edilmistir.

Sonuglara gore oncelikle yapilabilecek onerimiz egitim veri seti ne kadar
artarsa model daha iyi kurulmakta ve tahminler daha tutarli olmaktadir. Hata
fonksiyonu olarak ortalama mutlak hata fonksiyonu aykiri degerlerin etkisini
daha azaltmistir. Aktivasyon fonksiyonu olarak “sigmoid” fonksiyonu “relu”
fonksiyonuna gore daha yavas islemektedir. Bu nedenle aktivasyon fonksiyonu
olarak “relu” kullanilabilir. Model yapis1 geregi de hizli 6grenmektedir.
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