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OZET

Meme kanseri kadmlarda en sik goriilen kanser tiiriidiir. Artan meme kanseri vakalari nedeniyle meme
kanserinde erken teshis eskisinden daha onemli hale gelmistir. Erken teshis i¢in yasa bagli bir¢ok yontem
bulunmakla birlikte en sik kullanilan ydntem mamografidir. Bununla birlikte mamografi goriintiilerini
yorumlamada radyologlarin yasadigi goriis ayriliklari erken teshis konusunda daha giivenilir sonuglar veren
bilgisayar destekli karar verme mekanizmalarini bir segcenek haline getirmistir. Bu kapsamda; destek vektor
makineleri, yapay sinir aglar1 ve karar agaclar1 gibi makine 6grenmesi yontemleri bilgisayar destekli karar
vermede bugiine kadar kullanilmistir. Bu ¢alismada digerlerinden farkli olarak centroid tabanli siniflayicilar
erken teshis igin ele alinmistir. Bu tercihin en dnemli nedeni centroid smiflayicilarin karmasikligi diigiik fakat
performanst yiiksek siniflayicilar olmasidir. Centroid siniflayicilar meme kanseriyle ilgili; Wisconsin, Diagnostic
ve Prognostic veri setleri tizerinde test edilmistir. Centroid siniflayicilar ve diger makine 6grenmesi yontemleri
arasinda karsilastirmalar yapilmis ve sonuglar dogruluk ve zaman agisindan raporlanmistir. En yiiksek
siniflandirma  dogrulugunu %99,04 degeriyle Euclidian tabanli centroid smiflayict vermistir. Centroid
siniflayicilar hiz agisindan da diger siniflayicilara istiinliik saglamistir.

Anahtar Kelimeler: Makine 6grenmesi, siniflandirma, meme kanseri teshisi, centroid tabanli siniflayicilar,
Manhattan uzaklik 6l¢timii, Euclidian uzaklik 6l¢timii

DIAGNOSIS OF BREAST CANCER BY THE HELP OF CENTROID BASED
CLASSIFIERS

ABSTRACT

Breast cancer is a common cancer type among women. With its increasing incidence early diagnosis has become
more important. There are a variety of age-dependent methods for early diagnosis of breast cancer but
mammography is the most used method. However, the radiologists show considerable variability in how they
interpret a mammogram. Therefore, there is need computer-aided decision-making mechanisms for more reliable
results. In this scope various machine learning techniques such as support vector machines, multi layer
perceptron and decision trees have been used to early diagnosis in recent years. In this study, centroid-based
classifiers are examined for the early diagnosis of breast cancer. The most important reason for this preference is
centroid classifiers have low complexity and high performance. Experiments were evaluated on Wisconsin,
Diagnostic and Prognostic Dataset. Comparisons between centroid classifiers and the orher classifiers have been
done and the results have been presented in terms of accuracy and speed. The highest classification accuracy
obtained in the experiments is 99.04%. This classfication rate belongs to the centroid based classifier using the
Euclidian measurement. Also, centroid classifiers outperform the other classifiers in terms of classification
speed.

Keywords: Machine learning, classification, breast cancer diagnosis, centroid based classifiers, Manhattan
distance, Euclidian distance
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1. GIiRIS (INTRODUCTION)

Meme kanseri; kokenini meme dokusundan alan ve
erken teshis edilebildiginde tedavi sansi yiiksek olan
bir kanser tiiriidiir [1, 2]. Hastaligin erken teshisi i¢in
hastanin yasina bagli c¢ok sayida yontem vardir.
Ornegin, yirmili yaslarda hasta kendi kendine meme
kontrolii ile hastaligmni teshis edebilirken daha ileri
yaslarda doktor muayenesi zorunludur. Meme
dokusunda meydana gelen sertlesme ve sisme
durumunda ise klinik meme muayenesi gereklidir.
Klinik muayene; ultrasonografi, ince igne biyopsisi ve
mamografi teknikleriyle yapilir [3]. Bir diger teshis
yontemi klinik yontemlerden daha hizli ve onlardan
daha giivenilir olan bilgisayar destekli teshistir.
Bilgisayar destekli teshiste kisinin bulgularma gore
meme kanseri olup olmadig1 bir karar destek sistemi
yardimiyla tespit edilir. Bugiine kadar siklikla; destek
vektor makineleri, yapay sinir aglar1 ve karar agaclar
gibi yontemler karar destek sistemleri igerisinde
kullanilmustir. Bilgisayar destekli teshis aslinda bir
siniflandirma problemi olup etkili bir siniflayici olan
centroid tabanli smiflayicilar da meme kanseri teshisi
icin kullanilabilecektir. Bugiine kadar siklikla bilgi
alma (information retrieval) alaninda tercih edilen
centroid smiflayicilar bu ¢aligmada bilgisayar destekli
teshis i¢in kullanilmigtir. Centroid siniflayicilarin
Oziinii adina centroid denen, her biri bir sinifi sunmak
icin kullanilan ve genellikle smifa ait drneklerin bir
ortalamasindan elde edilen merkezi bir deger
olusturur. Hem egitim hem de test agamasinda hizli ve
diistik maliyetli smiflayicilardir. Centroid
siiflayicilar 6zellikle bilgi alma etki alaninda destek
vektor makineleri kadar basarili sonuglar vermis ve
siniflandirma  hizi  agisindan da  destek  vektor
makineleri dahil biitin siniflayicilar1 gegmistir [4].
Yiiksek  performansa  sahip olan  centroid
smiflayicilarin - ¢alisma prensibi oldukga basittir.
Centroid smniflayicilara gore smiflandirmada Once
sinift bilinmeyen bir kayit her bir sinifin centroid
vektorii ile uzaklik veya benzerlik bilgisine gore
karsilastirilir, bu karsilagtirma sonunda kayit hangi
sinifa daha yakin veya berzerse o smifa atanir.
Centoid tabanli smiflandirmada kullanilan benzerlik
veya uzaklik Olclimleri onemli olup dogrudan
siniflandirma performansima etki eder. Bu calismada
Manhattan ve Euclidian uzaklik 6l¢timii ile Cosine
benzerlik  Olgimii meme  kanseri teshisinde
kullanilacak ve performansa etkisi gozlemlenecektir.
Calismamizda oOncelikli olarak meme kanseri veri
setleri iizerinde centroid siniflayicilarmm  kendi
aralarmmda karsilagtirmalar1 yapilacak ardindan diger
smiflayicilar ile smiflandirma dogrulugu ve hiz
agisindan  karsilagtirmalar  yapilacaktir.  Boylece
centroid smiflayicilarin meme kanseri i¢in uygunlugu
gosterilmeye calisilacaktir.

2. MEVCUT DURUM (CURRENT SITUATION)
Meme kanseri erken teshisinde bugiine kadar c¢ok

sayida makine Ogrenmesi yaklasimi denenmis ve
basarili sonuglar alinmistir. Abdelghani ve Guven [5]
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C4.5, Naive Bayes ve Back-Propagated Neural
Network algoritmalarimi meme kanseri hastalarimin
hayatta kalma oranlarmi1 tespit etmek amaciyla
kullanmislar  ve  vyaptiklar1  deneylerde  C4.5
algoritmasinin Naive Bayes ve Back-Propagated
Neural Network algoritmalarindan daha basarili sonug
verdigini gormiislerdir. Pena-Reyes ve Sipper [6]
tarafindan yapilan ¢alismada fuzzy logic ve genetik
algoritmalar yardimiyla meme kanseri teshisi %97,36
gibi bir oranla yapilabilmistir. Setiono tarafindan
yapilan calismada vyapay sinir aglar1 tabanli bir
algoritma kullanilmis ve %98.10’Iuk bir dogru tanima
orani elde edilmistir [7]. Abonyi ve Szeifert, denetimli
bulanik kiime teknigi yardimiyla meme Kkanseri
teshisinde %95,57 gibi bir dogru tanima orani elde
etmistir [8].

Ubeyli tarafindan yapilan calismada destek vektor
makineleri, olasiliksal yapay sinir agi, tekrarli yapay
sinir ag1 ve ¢ok katmanli algilayict kullanilmig ve
sirayla; %99,54, %98,61, % 98,15 ve %97,40 gibi
dogru tanima sonuglar1 elde etmistir [9]. Akay
calismasinda destek vektdor makinesi tabanli bir
metodu 6zellik se¢imi yontemiyle birlikte kullanmis
ve %99,51 gibi bir dogru teshis orani elde etmistir
[10]. Bir baska caligmada Peng, Yang ve Jiang [11]
filtre ve sarma (filter and wrapper) yontemi
kullanarak %99,50 gibi bir dogru teshis orani elde
etmislerdir. Konuyla ilgili yakin zamanda yapilan
calismalardan birinde Kaya [12] kanser verilerini
melez bir yontem ile ele almis ve %100 gibi bir dogru
tanima oranmi elde etmistir. Yazar calismasinda kaba
kiimeler teorisi (rough set theory) yardimiyla gereksiz
nitelikleri veri setinden ¢ikarmis ve kalan nitelik
degerleriyle siniflandirma islemini yerine getirmistir.
Delen ve arkadaglari [13] bir ¢alismada meme kanseri
teshisi i¢in yapay sinir aglari, karar agaci ve lojistik
regresyon tekniklerini SEER veri seti iizerinde
kullanmuslardir. Karar agaci igin elde edilen sonug
%93,6; yapay sinir agi igin %91,2 ve lojistik
regresyon i¢in %89,2 olmustur.

Bu calismalar gostermektedir ki meme kanseri
teshisinde makine &grenmesi yaklagimlar1 klinik
yontemlere giiglii bir alternatif olugturmaktadir ve
daha iyi sonuglar i¢in yeni ¢alismalara ihtiyag¢ vardir.
Bu kapsamda daha oOnce meme Kkanseri erken
teshisinde kullanilmamis olan centroid tabanh
siniflayicilar bu c¢alismada kullanilacaktir. Centroid
siiflayicilarin bu alanda kullanilan yiiksek maliyetli
siiflayicilara nispetle en 6nemli avantaji dogrusal
zamanli ve diigiikk maliyetli bir siniflayici olmasidir.

3. YONTEM (THE METHOD)

Meme kanseri erken teshisinde daha yiiksek teshis
dogruluklart ve daha hizli teshis igin yeni ¢alismalara
ihtiya¢ vardir. Bu ihtiyaglar dolayisiyla meme kanseri
erken teshisinde daha dnce kullanilmamis performansi
yiksek  bir  makine  Ogrenmesi  yaklagimi
kullanilacaktir.
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3.1 Centroid Tabanh Simflayicilar (Centroid Based
Classifiers)

Centroid tabanli siniflayicilar, vektér uzayr modeli
tabanli, hem egitim hem de test maliyeti diigiik, etkili
siiflayicilardir.  Centroid — smiflayicilarin -~ temel
prensibi her bir smifin centroid adi verilen bir vektor
ile sunulmasidir [14]. Centroid vektorii siniflayicinin
egitimi asamasinda sinifa ait egitim Orneklerinden
elde edilir. Centroid vektorii elde edilmesinde farkli
yontemler kullanilmakla birlikte en sik tercih edileni
ortalama yontemidir ve bu yontem calismamizda da
kullanilmustir.

Ortalama yontemine gore hesaplamada; her biri 4 ile
sunulabilecek S adet egitim orneginden elde edilen
centroid degeri ¢ Esitlik 1°deki gibi sunulabilir:

— 1 —
C=—Yd (1)
512

des§

Centroid tabanli smiflandirma, smifi bilinmeyen
kayitlarin centroid vektdrlerine olan uzaklik veya
benzerligine dayali olarak yapilir. Bu c¢alismada
uzaklik oOl¢limii i¢in Manhattan ve Euclidian,
benzerlik 6l¢limii i¢in ise Cosine benzerlik yontemi

kullanilmustir.  Iki nokta arasindaki Manhattan
uzakligi noktalar arasindaki yatay ve dikey
uzakliklarmm  toplamimdan elde edilir. Euclidian

uzakligr ise iki nokta arasindaki Pisagor uzakligmdan
elde edilir. Her iki uzaklik metodu da Minkowski adi
verilen bir uzaklik oOlgiimiinin farkli formlaridir.
X = (x4, %3, ..., xy)sinifi bilinmeyen bir veri elemani
ve C=(c,Cy,...,cy) bir centroid vektorii iken
Minkowski uzakligi Esitlik 2°deki gibidir.

(L, lx; — ¢;lP) 7P 2)

Minkowski uzakligi Euclidian uzayda bir 6l¢iim olup
Euclidian ve Manhattan uzakliklarinin genellestirilmis
formu olarak disinilebilir [15]. Bu ¢alismada
kullanilacak bir diger Ol¢im yontemi Cosine
benzerlik 6l¢limii olup bu yontem vektorler arasindaki
acisal benzerlige gore islem yapmayr destekler.
X = (%1,%9, ., X,) v€ C = (Cq,Cp, ..., €y) R™ iken X
ve C vektorleri arasindaki uzaklik ve benzerlik
olgtimleri Tablo 1’deki gibi olacaktir.

Meme kanseri teshisinde centroid tabanli siniflayicilar
kullanilirken; 6nce meme kanseri veri setinin bir
kismi egitim diger kismi test verisi olarak ikiye
ayrilir. Egitim verisi yardimiyla Malignant ve Benign
siniflart i¢in centroid vektorleri elde edilir. Ardindan
test verileri sirayla ii¢ farkli centroid siniflayiciya gére
(Manhattan tabanli, Euclidian tabanli ve Cosine
tabanl) isleme tabi tutulur. Béylece test verilerinin bir
hastaya m1 yoksa sagliklt bir kisiye mi ait oldugu
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farkli 6lglim yontemleriyle tespit edilmis olur. Farkl
uzaklik ve benzerlik yontemlerine gore smiflandirma
karar kurallar1 Tablo 2’deki gibi olacaktir.

Tablo 1. Uzaklik/benzerlik Olglimleri (Distance /
sim'i.larity metrics)
Ol¢iim Denklemi
yontemi
Manhattan L
uzaklik d_man(X, () = lez —¢
i=1
Euclidian n
uzakhk 2
d_euc(X,C) = Z(xi —¢;)?
i=1
Cosine Asimx.0)
benzerlik X * )
\/2?=1(xi * X;) * \/2?=1(Ci * Cp)
Tablo 2. Uzaklik/benzerlik  Ol¢limleri  igin

siiflandirma karar kurali (Classification decision rule for
distance/similarity measures)

Ol¢iim Karar kurah
yontemi
Manhattan
uzaklik
Olgimii

arg mllr]lc (d _man(X,C)))
j=1... ’

Euclidian
uzaklik
Olgimii

arg mllr]lc (d _euc(X,C)))
Jj=l... ’

Cosine
benzerlik
Olgimii

argr_nlaif(d _sim(X,C)))
j=1... ’

Tablo 2’de verilen denklemlerde kullanilan j sinif
numarasini, C; o smifin centroid vektoriinii, X degeri
siifi bilinmeyen kayit verisini ve y tahmin edilen
sinif numarasini vermektedir. Uzaklik tabanli centroid
siiflayicilar igin = siniflandirma kurali minimum
uzaklik, benzerlik tabanli centroid siniflayicilar igin
ise smiflandirma kurali maksimum benzerliktir.
Boylece smifi bilinmeyen kayitlar uzaklik veya
benzerlik yontemine uygun olarak kanser veya degil
seklinde siniflanacaklardir.

3.2 Diger Simiflayicilar (The other Classifiers)

Bu calismada kullanacagimiz centroid siiflayicilarin
basarisin1  degerlendirebilmek icin meme kanseri
erken teshisinde daha 6nce kullanilmis olan makine
O0grenmesi yontemleri ile karsilastirma yapmaya
ihtiyacimiz vardir. Bu nedenle ¢alismamizda centroid
siniflayicilar ile C4.5, k en yakin komsu (k-NN),
destek vektor makinesi (SVM) ve c¢ok katmanl
algilayici (MLP) karsilastirilacaktir. Tercih ettigimiz
yontemlerden C4.5 algoritmasi, Quinlan'm ID3
algoritmasindan kaynagini alan bir gesit karar agaci
tabanli  smiflayicidir.  Smuflayici, bilgi  kazanci
kavrammi kullanarak etiketli egitim verisinin bir
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kiimesinden karar agaglari insa eder. C4.5 siklikla
tibbi veri analizinde kullanilan bir algoritmadir. k-NN
oriinti  tanimada siklikla kullanilan, ¢ogunluk
oylamasina dayali bir smiflayicidir. Komsularmn
sinifina gore smiflandirma yapan k-NN komsular
bulmada benzerlik bilgisi kullanmaktadir [16]. Meme
kanseri teshisinde bir verinin kanser hastasina ait
oldugunu sdyleyebilmek i¢in en yakinindaki k adet
komsusundan ¢ogunun kanserli 6rnekler olmasi
gerekmektedir.

SVM, sadece meme kanseri erken teshisinde degil
diger bir¢ok smiflandirma probleminde iyi sonug
vermistir. {lk olarak Vapnik ve arkadaslar tarafindan
tanitilan algoritma [17] bugiine kadar birgok
uygulamada kullanilmistir. SVM algoritmasinin temel
kavrami dogrusal ayrilabilirliktir ve o girig uzayini bir
kernel uzayma eslestirir, daha sonra bu kernel uzayi
iizerinde bir dogrusal model olusturur. SVM tabanli
siniflandirma modeli ise smiflari birbirinden miimkiin
olan en uzak noktalara ayirmaya c¢alisan modeli isaret
eder.

Bu calismada tercih edilen bir diger algoritma MLP
algoritmasidir. MLP algoritmas1 yapay sinir agi
tabanlidir ve bir yapay sinir ag1 biyolojik sinir agina
dayali bir matematiksel veya hesaplamali modeldir.
Diger bir ifadeyle, YSA biyolojik sinir sisteminin bir
benzetimidir [18]. YSA’nmn kullanim alanlarindan
birisi de smiflandirmadir ve bu alanda siklikla gok
katmanli algilayici tercih edilir. Calismamizda da
siniflandirma igin MLP tercih edilmistir. Bir MLP
genellikle bir giris katmani, bir ¢ikisg katmani ve en az
bir adet gizli katman kullanir.

4. DENEYLER (EXPERIMENTS)

Bu bdliimde 6nce kullanilan veri setleri ve performans
olgiitleri sunulacak ardindan yontemlerin dogruluk ve
hiz agisindan  karsilastirmalar1  raporlanacaktir.
Deneylerin basinda centroid tabanli smiflayicilar
kendi arasinda karsilastirilacak ardindan centroid
tabanli  smiflayicilar  ile  diger  smiflayicilar
kargilastirilacaktir. Smiflayicilar hem smiflandirma
dogrulugu hem de ROC analizi yardimiyla
karsilastirilacaktir.  Boliimiin ~ sonunda ise hiz
agisindan degerlendirmeler yer alacaktir.

4.1 Veri Seti ve Performans Olciimleri (Data Set and
Performance Measures)

Deneysel calismalarda orijinal Wisconsin Meme
Kanseri Veri seti (WBCD), Wisconsin Diagnostic
Meme Kanseri Veri seti (WDBC) ve Wisconsin
Prognostic Meme Kanseri Veri seti (WPBC)
kullanilmistir.  Orijinal  veri  seti  Wisconsin
Universitesi hastanelerinden Dr. William H. Wolberg
tarafindan elde edilmis olup veri setinde 16’s1 kayip
degerler igeren 683’1 tam toplam 699 adet 6rnek
icermektedir. Her bir kayit 11 farkli nitelik degeri ile
sunulmaktadir. Bu niteliklerden ikisi hasta numarasi
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ve sinif etiketidir. Meme kanseri verisinde sinif etiketi
i¢in iki deger bulunur: iyi huylu (kanserli olmayan)
i¢in 2 degeri ve habis (kanserli) i¢in 4 degeri. Geriye
kalan nitelikler meme kiitlesinin  ince igne
aspirasyonu yardimiyla elde edilmis resminden hesap
edilen degerlerdir. Bu degerler; yigin kalinligi, hiicre
boyutu homojenligi, hiicre sekli homojenligi,
marjinal yapigma, epitel hiicre boyutu, ¢iplak
¢ekirdekler, yumusak kromatin, normal ¢ekirdekgik
ve mitoz ismi verilen niteliklerle 1-10 aras1 degerlerle
hiicre c¢ekirdegi karakteristiklerini agiklar [20, 21].
Diagnostic veri seti ve prognostic veri seti de orijinal
veri seti gibi meme Kkitlesinin ince igne
aspirasyonundan elde edilen resmin
sayisallastirilmasina dayali bilgiler igerir. Bununla
birlikte Diagnostic veri seti toplam 32 adet 6zellikten
meydana gelir. Bu ozellikler; 1D, Diagnosis
(M=malignant, B=benign) ve 30 adet gercek degerli
ozelliktir. Veri setinde toplam 357 benign, 212 adet
malignant kayit verisi bulunur. Kayip deger igeren
kayit bulunmaz. Prognostic veri seti invaziv meme
kanseri verileri igerir. Veride yer alan 30 &zellik
meme Kkitlesinin ince igne aspirasyonundan elde
edilen resmin sayisallagtirilmasindan elde edilmistir.
Bu ozellikler goriintiide bulunan hiicre g¢ekirdeginin
karakteristiklerini agiklar. Toplam 198 adet kayit
bulunur. Her kayit 34 6zellik ile (ID, sonug(outcome),
32 gergek degerli girig 6zelligi) sunulur. 151 nonrecur
ve 47 recur kayit vardir. 4 adet kayip veri vardir.

Gerek centroid tabanli smiflayicilarla gerekse diger
siniflayicilarla ¢alisirken verinin %90°1 egitim %10’u
test olarak kullanilmis ve biitiin deneylerde 10-kath
¢apraz dogrulama ¢alistirilmistir.  Smiflayicilari
karsilastirirken Tablo 3’de detaylar1 verilen dogruluk
Ol¢timii kullanilmustir.

Tablo 3. Katisirma matrisi ve dogruluk degeri
Confusion matrix and accuracy)

a: TP (gercek Tahmin edilen
pozitif) Gergek | Iyi Kotii
b: FN (hatalr huylu | huylu
negatif) Tyi A B
c: FP (hatali huylu
pozitif) ——
d: TN (gercek llflftilu C D
negatif) Y
a+d TP + TN
accuracy = =
a+b+c+d TP+ FN+FP+TN

4.2 Centroid Smmflayicilarin Karsilastirilmasi
(Comparison of Centroid Classifiers)

Bu bolimde centroid tabanli smiflayicilar kendi
aralarinda dogruluk oranmna goére karsilastirilmistir.
Deney amacina uygun olarak Manhattan uzaklhik
yontemi, FEuclidian uzaklik yontemi ve Cosine
benzerlik yontemi ¢ farkli veri seti iizerinde
kullanilmis ve elde edilen dogru tanima oranlar1 Tablo
4’de sunulmustur.
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Tablo 4. Centroid smiflayicilar i¢in dogru tanima
oranlar1 (Accuracy rates for centroid classifiers)

Dogruluk oram

Siiflayici WBCD WDBC WPBC
Manhattan tabanli | %98,56 %93,57 %59,32
centroid smiflayici

Euclidian tabanli | %99,04 %92,40 %59,32
centroid smiflayici

Cosine tabanli centroid | %91,35 %87,72 %76,27
siniflayici

Yapilan deneyler sonunda orijinal veri setinde en iyi
sonucu Euclidian tabanli smiflayici, Diagnostic veri
setinde Manhattan tabanli centroid smiflayici,
prognostic veri setinde ise Cosine tabanli siniflayici
vermistir. Bu sonucun elde edilmesinde dogrusal
ayrilabilirlik 6nemli bir faktor olup orijinal veri seti
ve Diagnostic veri seti daha dogrusal ayrilabilir deger
icerdiklerinden uzaklik tabanli yontemler daha iyi
sonu¢ vermistir. Bu deneyler bize veri setine bagh
olarak farkli centroid smiflayicilarin daha iyi sonug
verebilecegini gOstermistir. Bu arada meme kanseri
veri setinde centroid siniflayicilar ile elde edilebilen
en yiiksek siniflandirma dogrulugu %99,04 olmustur.

4.3 Centroid Tabanhh Smiflayicillar ile Diger

Siiflayicillarin - Karsilastirilmasi  (Comparison  of
Centroid Based Classifiers and Other Classifiers)

Centroid tabanli smiflayicilarin ardindan ayni veri
setleri Uzerinde; C4.5, k-NN, SVM ve MLP
algoritmalar1 ¢alistirilmis ve elde edilen sonuglar

karsilastirilmistir.  Bu  kisimda  elde  edilen
siniflandirma sonugclari optimize edilmis
parametrelerle  calistirtlan makine  §8renmesi

yontemlerine aittir. Optimize edilmis parametre
degerleri egitim veri setinin %10’luk validasyon
amacli boliimii  kullanilarak elde edilmistir. Bu
degerlere cok sayida deney sonrasinda ulasilmistir.
Parametre optimizasyonu ¢alismalar1 ve karar verilen
parametre degerleri su sekilde olmustur. C4.5
algoritmasi ic¢in iki Onemli parametre minimum
yaprak sayist (minimum leaf size) ve glvenilirlik
seviyesidir (confidence level). Minimum yaprak
sayis1 i¢in swrayla 3, 5 ve 7 degerleri kullanilmis ve
her bir deger 0,05, 0,10, 0,15. 0,20, 0,25 ve 0,50
giivenilirlik seviyeleri icin test edilmistir. Bu
eslestirmeler sonucunda en iyi sonu¢ minimum
yaprak sayist 5 ve giivenilirlik seviyesi 0,15 iken elde
edilmistir. k-NN algoritmasi i¢in en 6nemli parametre
degeri komsu sayis1 yani k degeri olup k i¢in 1 ilel0
arasindaki degerler sirayla test edilmistir. Bu islemler
sirasinda uzaklik Ol¢timi olarak Euclidian o6l¢iimii
kullanilmistir.  Komsu sayisi parametresi i¢in en
optimum deger 5 olarak bulunmustur. Bir diger
siniflayict SVM olup SVM igin en 6nemli parametre
kernel tipidir. Kernel tipi olarak karsimizdaki
secenekler Linear, Polynomial, Radial Basis ve
Sigmoid fonksiyonudur. Yapilan denemeler
sonrasinda en iyi sonucu veren Kernel tipi Linear
kernel olmustur. Bunun nedeni verinin dogrusal
karakterde olmasidir. Ayrica kernel derecesi 1 olarak
tespit edilmistir. Parametre optimizasyonunda son
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calisilan algoritma MLP olmustur. MLP i¢in
parametreler ii¢ temel kategori seklinde ele almabilir.
Bunlardan sinir agmin yapist (network) kisminda
karsimiza gizli katmandaki néron sayis1 ¢ikmaktadir.
Yaptigimiz denemelerde 5 ile 15 arasinda biitiin
degerlerle calisma yapilmis veri setimiz i¢in en uygun
noéron sayist olarak 12 bulunmustur. Bir diger
parametre kategorisi 6grenim (learning) olup burada
iki deger Ogrenim oram1 ve Ogrenim yapilan veri
setinin egitim veri setindeki oranidir. Ogrenim orant
icin swayla; 0,01, 0,05, 0,10, 0,15, 0,25 ve 0,50
degerleri test edilmis ve en iyi sonu¢ 0,05 degeriyle
elde edilmistir. Bu kategorideki bir diger parametre
kullanilan  validasyon  kiimesinin  egitim  seti
iizerindeki oranidir. Yapilan testlerde 0.05, 0,10, 0,15
ve 0,20 degerleri test edilmis ve en iyi sonug 0,10 i¢in
elde edilmistir. MLP ile ilgili son parametre kategorisi
durma kurali (stopping rule) olup bu kategoride
maksimum iterasyon sayisi ve hata orami esigidir. Bu
degerler de swayla 100 ve 0,01 olarak tespit
edilmistir. Dort siniflayict i¢in de optimize edilmis
parametre degerleri elde edildikten sonra ilgili
degerlerle  smiflandrma  deneyleri  yapilmustir.
Deneyler Tanagra [19] adi verilen bir makine
O0grenmesi aract yardimiyla yerine getirilmis ve
deneysel sonuglar elde edilmistir, sonuglar Tablo 5’de
yer almaktadir.

Tablo 5. Centroid smiflayicilar ve diger smiflayicilar

i¢in dogru tanima oranlarlt (Accuracy rates for centroid
classifiers and the other classifiers)

Dogruluk oram

Siiflayici WBCD WDBC WPBC
C4.5 %95,74 %92,32 %64,74
k-NN %97,35 %96,25 %71,05
SVM %96,91 %97,50 %75,26
MLP %97,50 %96,96 %68,95
Manhattan based | %98,56 %93,57 %59,32
centroid classifier

Euclidian based | %99,04 %92,40 %359,32
centroid classifier

Cosine based centroid | %91,35 %87,72 %76,27
classifier

Centroid tabanli smiflayicilar ile diger smiflayicilar
karsilastirildiginda orijinal veri setinde Euclidian
tabanli  tabanli  centroid  smiflayicinin  diger
siniflayicilardan ~ daha  istiin@~ sonu¢  verdigi
gOrilmiistir. Bununla birlikte biitiin  smiflayicilar
arasinda en diisiik sonucu ise yine bir centroid tabanh
siniflayict olan Cosine tabanli centroid smiflayict
vermistir. Diagnostic veri setinde ise SVM
algoritmast  centroid smiflayicilar  dahil  biitiin
siniflayicilara karsi ustiinliik saglamistir. Bu veri
setinde hemen hemen en Kké&ti sonucglar centroid
siniflayicilara aittir. Son veri seti olan Prognostic veri
setinde en iyi sonucu sasirtict sekilde Cosine tabanl
centroid smiflayict vermistir. Diger iki veri setinde en
koti  sonucu veren Cosine tabanli  centroid
siniflayiciyr Prognostic veri setinde SVM algoritmasi
takip etmistir. Biitlin veri setleri i¢in sonuglar dikkate

alindiginda  Centroid smiflayicilar ve SVM
algoritmasmi  swrayla; k-NN, MLP ve C4.5
algoritmalari takip etmistir.
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44 ROC Analizi Yardimyla Smmflayicilarin
Karsilastirllmasi (Comparison of the Classifiers with ROC
Analysis)

Bir ROC egrisi yatay eksende hatali pozitif orani,
dikey eksende gercek pozitif oran1 olan, egitim
verisinin farkli boyutlari i¢in elde edilen ve siniflayict
basarisin1 gosteren bir egridir. Egri ile yatay eksen
arasinda kalan alan ne kadar biiyiikse siniflayicinin o
kadar basarili oldugu kabul edilir. ROC analizi her ii¢
veri seti lizerinde de yapilmis olup her bir verisetinde
bir centroid siniflayici ile birlikte MLP, SVM, K-NN
ve C4.5 smiflayicilar kullanilmistir.

® 1,00

.

o 095

= |

z )

2 0,90

% 0,00 0,20 0,40 0,60 0,80 1,00
=

- False Positive Rate

®— IK-NN & SVM

®— Euclidian

(@)

True Positive Rate

0,00 020 040 0,60 0,80 1,00 1,20

False Positive Rate

& & K-NN s - A L ] attan
1,20
& 1,00
= »— te— ?F- -
& 0,80 g a Ea—
£ e ’-'F-'j"‘-?'f
8o fif "3
2B "
= 0,20 F |
I 0,00 0,20 0,40 0,60 0,20 1,00 1,20
False Positive Rate
—a— (4.5 —e—FK-NN o— 53V —e—MLP —e—Cosine

()

Sekil 1. ROC analizi sonuglar1 (a) Wisconsin veriseti
iizerinde Euclidian tabanli centroid siniflayici ve
digerleri (b) Diagnostic veriseti lizerinde Manhattan
tabanl centroid smiflayici ve digerleri (c) Prognostic
veriseti lizerinde Cosine tabanli centroid siniflayici ve

digerleri (ROC analysis results (a) Euclidian based centroid
classifier and the others on Wisconsin dataset (b) Manhattan based
centroid classifier and the others on Diagnostic dataset (c) Cosine
based centroid classifier and the others on Prognostic dataset)
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Sekil 1’de goriilecegi ilizere analiz sonucuna gore
orijinal veri setinde en iyi sonucu Euclidian tabanli
centroid smiflayict vermistir. Ikinci sirada k-NN
algoritmast gelmistir. Euclidian tabanli centroid
smiflayict ile k-NN smiflayict ikisi de geometrik
uzakliga dayali smiflayicilardir, her iki smniflayicinin
da iyi sonuglar vermesi meme kanseri orijinal veri
setinde uzakliga dayali yontemlerin basarili oldugu
anlamma gelmektedir. Orijinal veri setinden farklh
olarak Diagnostic veri seti ve Prognostic veri seti igin
sonuglar farklidir. Ornegin, Diagnostic veri seti igin
en iyi sonucu SVM ve MLP vermistir. Orijinal veri
setinde en iyi sonucu centroid tabanli siniflayici
vermesine ragmen burada hemen hemen en Kk&ti
sonuglar ona aittir. Belki daha dnemli fark Prognostic
veri setinde ortaya ¢ikmugtir. Orijinal veri setinde en
diisiik smiflandirma sonucunu veren Cosine tabanl
centroid smiflayict Prognostic veri setinde en iyi
sonucu veren yontem olmustur. Bu durum dogru
tanima sonuglarinda oldugu kadar ROC analizi
sonuglarida da goriilmektedir.

4.5 Performans Acisindan Yontemlerin
Karsilastirllmasi (Comparisons of the Methods in Terms of
Performance)

Siniflayicilar1 performans agisindan ele almanin bir
yontemi de islem maliyetlerinin karsilagtirilmasidir.
Islem maliyeti acisindan karsilastirmalarda o6nce

biiyik O notasyonu sonra da islem siireleri
kullanilmustir.
C4.5 algoritmasi aga¢ veri yapismma dayali bir

algoritmadir ve n eleman sayisi olmak iizere C4.5
algoritmasi igin zaman agisindan karmasiklik degeri
O(nlogn)’dir [22]. K-NN algoritmasi egitim agisindan
karmasik olmamakla birlikte test agisindan O(nm)
karmagikligina sahiptir [23]. Burada n degeri veri
setindeki eleman sayisi, m ise her bir elemanin nitelik
sayisini  vermektedir. Centroid smiflayict  gibi
dogrusal bir siniflayict olmasina ragmen daha fazla
karmasikliga sahiptir aradaki fark smif adedi ile
eleman sayis1 arasindaki farktan kaynaklanmaktadir.
SVM  algoritmast da  karmasikligi  yiiksek
siniflayicilardan  biridir. Optimize edilmediginde
O(n®) civarmda olan algoritma karmasikligi en
iyileme sonrast O(n®) degerine diismektedir [24].
MLP de SVM gibi karmasikligi yiiksek bir
siniflayicidir. MLP algoritmasi i¢in karmasikliga etki
eden faktorler giris diigiim sayisi, gizli katmandaki
noron sayisi ve iterasyon sayisidir.

Asimptotik  olarak  karmagiklik  Olglimii  bazi
nondeterministik algoritmalar igin sorunlu
oldugundan smiflayicilarm ayni makine {izerinde
islem siireleri a¢isindan karsilagtirilmasi daha uygun
olacaktir. C4.5, k-NN, SVM ve MLP algoritmalari ile
birlikte Centroid siniflayicilar islem siireleri agisindan
test edildiginde asagidaki islem siirelerine ulagilmistir.
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Tablo 6. Smniflayicilarin  smiflandirma — siiresi

acgisindan karsilagtirmasi (Comparison of the classifiers in
terms of classification time)

Simiflayici islem siiresi (ms)
WBCD | WDBC | WPBC
C4.5 1952 1906 1808
k-NN 6911 7731 6481
SVM 7129 7994 8144
MLP 1320 1195 1264
Manhattan Based Centroid 25 28 22
Classifier
Euclidian Based Centroid 116 130 99
Classifier
Cosine  Based  Centroid 224 251 188
Classifier

Tablo 6’da bulunan degerler Intel Core i3 islemcili, 4
GB hafizaya sahip bir PC ortaminda elde edilmistir.
Degerlerden goriilecegi iizere centroid smiflayicilar
diisiikk maliyetli ve hizli siniflayicilar olup bu durum
Onerimizin i¢in en biiylik avantajidir.

4.6 iliskili Cahsmalar ve Bizim Cahsmamiz (Related
Works and our Study)

Meme kanseri erken teshisinde bugiine kadar bir¢ok
yontem kullanilmis olup calismamizda onlara ek
olarak centroid siniflayicilar kullanilmistir. Orijinal
Wisconsin  veri setini referans alarak yapilan
kargilagtirma Tablo 7°de yer almaktadir.

Tablo 7. Calismamiz ve diger ¢aligmalarin
kargilagtirmasi (Comparison between our study and the other
studies)

Yazar(lar) Kullanilan yontem(ler) Dogru
teshis
orani

Pena-Reyes Fuzzy logic ve genetik | %97,36

ve Sipper [6] algoritmalar

Setiono [7] Yapay sinir aglart tabanlt | %98,10

bir algoritma

Abonyi ve | Denetimli bulanmik kiime | %95,57

Szeifert [8] teknigi

Ubeyli [9] Destek vektor makineleri %99,54

Olasiliksal yapay sinir ag1 | %98,61
Tekrarl1 yapay sinir agi %98,15
Cok katmanlr algilayici %97,40

Akay [10] Destek vektor makinesi %99,51

Peng, Yang ve | Filter and wrapper %99,50

Jiang [11]

Kaya [12] Rough set theory kullanan | %100,00

melez yontem

Delen ve | Yapay sinir aglari %93,60

arkadaslar1 Karar agaglar %091,20

[13] Lojistik regresyon | %89,20

teknikleri

Yontemimiz Euclidian tabanli centroid | %99,04

siiflayici %98,56
Manhattan tabanli | %91,35
centroid siniflayici

Cosine tabanli centroid

siiflayici
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Degerlerden goriilecegi iizere kullandigimiz centroid
tabanli yontem diger yontemler arasinda yer
bulabilecek dogruluk degerlerine sahiptir.

4. SONUCLAR (CONCLUSIONS)

Meme kanseri erken teshisi hayat kurtarict bir role
sahip olup erken teshis icin bugiine kadar basta
mamografi  olmak  {izere g¢esitli  yOntemler
kullanilmistir. Hala kullanilmakta olan mamografi
yonteminde belki en O6nemli sorun radyologlarm
mamogram  gorlintiilerini  yorumlarken  ortaya
koyduklar1 yorum farklaridir. Bu durum bilgisayar
desteli karar vermeyi giindeme getirmistir. Bilgisayar
destekli karar verme daha giivenilir ve daha hizh
olmas1 yoniiyle tercih edilen bir yontem olmustur.
Bugiine kadar bilgisayar destekli karar vermede;
destek vektor makineleri, yapay sinir aglar1 ve karar
agaclar1 yogun olarak kullanilmigtir. Bu ¢alismada ise
daha oOnce meme Kkanseri erken teshisinde
kullanilmamis olan centroid siniflayicilar tercih
edilmistir. Centroid tabanli sniflayicilar performansi
yiiksek smiflayicilar olup bu ¢alismada farkli uzaklik
ve benzerlik yontemlerine goére ii¢ farkli centroid
siiflayici ortaya konmustur. Bu smiflayicilar meme
kanseri veri setleri lizerinde test edilmis ve bdylece
hem en iyi centroid siniflayict bulunmaya calisilmis
hem de meme kanseri veri setlerinde ne kadar dogru
tanmima yapilabildigi ortaya konmustur. Ug farkli
centroid siniflayict arasindan Euclidian tabanl
centroid smiflayict  %99,04 degeriyle orijinal
Wisconsin veri setinde diger siniflayicilari gegerek en
iyi sonucu vermistir. Ayni sekilde Cosine tabanli
centroid smiflayict  %76,27 tanima  oraniyla
Prognostic veri setinde en iyi siniflandirma bagarisini
vermistir. Bununla birlikte Diagnostic veri setinde
centroid tabanli siiflayicilar diger siniflayicilarin
gerisinde kalmistir. Deneylerde centroid siniflayicilar;
C4.5, SVM, k-NN ve MLP gibi yontemlerle
kargilagtirilmistir. Sonuglar hem dogruluk Slgimiiyle
hem de ROC analiziyle elde edilmistir. Ayrica
siniflayicilar iglem hizi agisindan da karsilastirilmis
ve islem hizi acisindan karsilastirmada centroid
tabanl smiflayicilarin digerlerinden belirgin derecede
hizli oldugu goriilmistiir. Farkli veri setleri tizerinde
yapilan deneyler bize bazi gozlem bilgileri sunmustur.
En basta her veri setinde bir centroid tiirii degil veri
setine gore farkli  centroid tiirleri  basarili
olabilmektedir. Ikincisi centroid simflayicilarin
siniflandirma prensibi ile verinin dogrusal ayrilabilir
olup olmamast gibi.

Bu calismada elde edilen bulgular dogrultusunda
centroid tabanl smiflayicilar diger makine 6grenmesi
yontemleri kadar iyi sonug vermekte hiz agisindan da
onlardan iyi sonu¢ vermektedir. Bu durum da bize
gostermistir ki diisiik islem maliyeti ve yiiksek tanima
dogruluklarma sahip centroid Siniflayicilar diger
simiflayicilar  gibi  meme  kanseri  teshisinde
kullanilabilir smiflayicilardir.
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Devam
optimizasyonu

eden c¢aligmalarimizda basta parametre
olmak {izere, wveriler {iizerinde

olgekleme ve Ozellik secimi gibi ¢alismalar yapilarak
onerimizin literatiirde daha saglam sekilde yer almasi
saglanmaya caligilacaktir.
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