Research Article/Arastirma Makalesi

AKADEMIK
YAYINCILIK

gazz’

OURNAL OF ENGINEERING SCIENCES,

Gazi

GAZI

JOURNAL OF ENGINEERING SCIENCES

Keywords: Stream Flow,
Forecasting, Machine Learning,
Lamas River.

* KTO Karatay University,

Faculty of Engineering and Natural
Sciences, Dept. of Civil engineering,
Konya- Tiirkiye

Orcid: 0000-0003-4159-205X

e mail: cubukcuasli@gmail.com

® KTO Karatay University,

Faculty of Engineering and Natural
Sciences, Dept. of Civil engineering,
Konya- Tiirkiye

Orcid: 0000-0002-6590-5658

© KTO Karatay University,

Faculty of Engineering and Natural
Sciences, Dept. of Civil engineering,
Konya- Tiirkiye

Orcid: 0000-0002-4676-8782

*Corresponding author:
cubukcuasli@gmail.com

Anahtar Kelimeler: Akarsu
Akisi, Tahmin, Makine
Ogrenmesi, Lamas Nehri.

Estimating Streamflow Data with Machine
Learning Techniques

Esra Ash Cubukc¢u*a, Vahdettin Demirb, Mehmet Faik Sevimlic
Submitted: 19.02.2022 Revised: 22.05.2022 Accepted: 20.06.2022 doi:10.30855/gmbd.0705009

ABSTRACT

Estimation of stream flows is very important in basin and flood management. It is a very
difficult topic to predict hydrological events that do not show linearity and depend on many
parameters. In this study, streamflow modeling has been made and compared by using
Artificial Neural Networks (ANN), Support Vector Machines (SVM) and Deep Learning (DL)
optimizations using monthly average streamflow data of Mersin Lamas River. When the
results are examined, it has been observed that the best method in solving the problem is
ANN and SVM methods, which give more unsuccessful results. Root Mean Squared Error
(RMSE), Mean Absolute Error (MAE), Nash Sutcliffe model Efficiency coefficient (NSE),
Mean Absolute Relative Error (MARE) and Coefficient of Determination (R2) were used as
comparison criteria. 1 input model of DL gave the best result (RMSE= 0.7647, MAE=0.7370,
NSE=0.9724, MARE=27.9326, R?=0.9962).

Akim Verilerinin Makine Ogrenmesi Teknikleriyle

Tahmin Edilmesi

0Z

Akarsu akimlarinin tahmini havza ve tagskin yonetiminde olduk¢a 6nemlidir. Dogrusallik
gostermeyen ve bircok parametreye bagl olan hidrolojik olaylarin tahminleri oldukg¢a zor
bir konudur. Bu calismada Mersin Lamas Nehri aylik ortalama akim verileri kullanilarak
Yapay Sinir Aglar1 (YSA), Destek Vektér Makineleri (DVM) ve Derin Ogrenme (DO)
optimizasyonlar1 kullanilarak akim modellemesi yapilmis ve karsilastirilmistir. Sonuglar
incelendiginde problemin c¢éziimiinde en iyi yéntemin DO oldugu YSA ve DVM
yontemlerinin ise buna goére daha basarisiz sonuclar verdigi gozlemlenmistir. Karsilastirma
kriteri olarak Karekok Ortalama Karesel Hata (KOKH), Ortalama Mutlak Hata (OMH), Nash
Sutcliffe modeli verimlilik katsayis1 (NSE), Ortalama Mutlak Bagil Hata (OMBH) ve

Determinasyon Katsayisi (R2) kullamlmustir. En iyi sonucu DO’ye ait 1 giris modeli vermistir
(KOKH= 0.7647, OMH=0.7370, NSE=0.9724, OMBH=27.9326, R*=0.9962).
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1. Glrl$ (Introduction)

Akarsuyun kesitinden birim zamanda gecen su miktari akarsu debisi olarak tanimlanir. Bu debi biiyiik
oranda yilin her mevsimi ya da ayinda ayni akimi gosteremez. Yasanilan bu degisim akarsuyun rejimini
olusturmaktadir. Akarsu rejimi temel olarak havzanin yagis miktarina goére degiskenlik
gostermektedir. Y1l icinde degisen bu rejim yagis, sicaklik, zemin tipi, havza morfolojisi ve buharlasma
gibi bircok parametreye baghdir. Dogal akis icerisinde bulunan rastgele parametrelerin etkisiyle akim
dogrusal degildir ve dinamik davranis sergilemektedir [1]. Akarsu akislarinin éngoriilmesi; havzada
olusabilecek tagkin, sel ve kuraklik durumlarinda kullanilabilecek sel riski yonetim planlari,
alinabilecek 6nlemler, tahmin ve uyari sistemleri, can ve mal kayiplarinin éngoériilebilmesi agisindan
havza tahliyesi ya da kuraklik durumunda gerekli su temini agisindan olduk¢a 6nemli bir konudur [2].
Diinya’da kiiresel capta iklim degisikligi sonucu olarak yine kiiresel ¢apta yagis rejimi degisikligi
yasanmaktadir. Ani yagislar ve sicaklik degisimleri sonucu eriyen karlarin olusturabilecegi taskin ve
sel sonucunda can ve mal glivenligimiz icin havza ve taskin yonetimi olduk¢a 6nemlidir [3]. Akarsu
akiminin bilinmesi su kaynaklarinin ve yapilarinin dogru tasarimi ve ekonomik olarak dogru
degerlendirilmesi agisindan son derece 6nem tagimaktadir ve son yillarda 6ne ¢ikan bir konu olmustur.
Ancak hidrolojik olaylar bir¢cok parametreye baghdir ve ¢ogu zaman 6ngorilmesi olduk¢a zor bir
konudur. Literatiire bakildiginda bircok parametreye ve dogal akisa baglh olan hidrolojik olaylarin
(buharlasma, riizgar, yagis, akim vb.) tahmin ve modelleme calismalarinda kapali kutu ve makine
o0grenmesi yontemlerinin kullanildig1 gériilmektedir. Detayli bilgi i¢in calismalar incelenebilir [4]-[6].
Akarsu akiminin da genellikle makine 68renmesi ve kapali kutu yontemleriyle kabul edilebilir 6lcekte
sonuglar verdigini goririiz [7]. Son yillarda hayatimizin her alaninda siirekli gelisen farkli makine
O0grenmesi yontemlerinin hidrolojik problemlerdeki ¢éziimlerindeki basarisinin karsilagtirilmasi bu
¢alismanin amacini olusturmaktadir.

Makine 68renmesi, insan beyninin 6grenme seklini taklit ederek, veri ve algoritmalari kullanarak,
dogrulugunu tecriibelerle artiran bir yapay zeka sistemidir [8]. ilk olarak uzman dama oyuncusu
Robert Nailey’in bilgisayara karsi dama oynayarak kaybetmesi 6rnegi ile hayatimiza girmistir [9].
Makine 6grenmesi kullanilan veri dahilinde istatistiksel yontemler, ¢esitli algoritmalar ve tahminler ile
icgiidiisel olarak egitilir. Bu egitim sonucunda da test yapilmak istenen verinin tahminsel modeli
Ogrenilen egitim i¢glidiisii sonucunda ortaya koyulmaktadir.

Derin 6grenme, verilere dayal olarak insan beyninin tecriibe 6zelligini temel alan ve yapay sinir ag1
kullanan makine 6grenmesi sistemidir. Dijital sistemler, érneklerden faydalanarak davranissal bir
egitim slirecinden gecerek tecriibeye dayali bir 6grenim tamamlar ve ardindan bu bilgileri kullanarak
insanlar gibi tepki verir, davranis gosterir ve performans sergiler. Kisaca, derin 6grenme; makine
O0grenmesinin yapay sinir agi kullanilan halidir [10].

Makine 6grenmesi; bilgisayara verilen veri veya bilginin kendi icerisindeki kalip veya fonksiyonlari
algilayabilen ve buna gore problemlere ¢6ziim iliretmeyi temel alan algoritma sistemleridir. Bu
algoritmalardan; igerisinde en az bir katmanli YSA barindiran makine 6grenmesi sistemlerine ise derin
O0grenme sistemleri ad1 verilmektedir. Aralarindaki temel fark bu sekilde ayirt edilebilir.

YSA’lar 68renme islemlerini 6rnekler yardim ile gergeklestiren, insanlarin tecriibe ederek 6grenme
mekanizmasinin makineye aktarilmis hali olarak tanimlanabilir. Bu 6grenme mekanizmasi, bilinenden
farkl olarak ortama uyum saglama, adapte olabilme, belirsizlik aninda ge¢mis tecriibelere veya eksik
bilgilere gore calisabilme yetenegini kullanarak hesaplama o6zelligini bilgisayara kazandirmaktadir
[11].

Akim modellemesi ile ilgili literatiirde yer alan bazi 6nemli calismalar incelendiginde; Dibike ve
arkadaslar1 2001 yilindaki calismalari ile nehir sistemlerinin tasarimlari, isletimi ve nehir akislarinin
verilerini elde etmek i¢in kullanilabilecek yagis-akis modellemesini YSA yontemleriyle uygulamaya
baslayanlardandir. YSA girdi ve ¢iktilar arasindaki dogrusal olmayan karmasik yapiya sahip en basaril
makine 6grenme teknigi olarak goriilmiistir. Calismada Cok Katmanlh YSA (CKYSA), Radyal Tabanh
YSA (RTYSA) ve Genellestirilmis YSA (GRYSA) kullanilarak modelleme yapilmistir. Sonuglar
karsilastirildiginda, YSA yontemlerinin basarili sonuglar verdigi gozlemlenmistir [12]. Hu ve
arkadaslarinin 2009 yilindaki arastirmalarinda YSA'ya dayali yagis akis modelinin kullanilan, Back
Propagation agina kiyasla ti¢ gelistirmenin yapildigl, yagis siirecinin modellenmesi i¢in degistirilmis
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bir sinir ag1 modeli olusturmuslardir. Calisma alani olarak Cin’deki havza alanlar1 se¢mislerdir. Bu
¢alismanin sonucunda, 6nceki hidrolojik bilginin sinir ag1 6grenme algoritmasi ile birlestirilmesi, sinir
aglariin yagmurun akisa donmesi i¢in kapali kutu modeli olarak kullanilmasi yerine tavsiye etmisler,
yedi havzanin hepsinde tutarh gelismeler saglamislardir [13]. Ren ve arkadaslar1 2010 yilindaki
calismasinda Cin'in Liaoning eyaletinde bir havzaya bulanik mantik ve YSA metotlarini bir hidrolojik
modelle birlestirerek, gercek zamanl taskin akisi modellemislerdir [14]. Yaseen ve arkadaslar1 2015
yilindaki ¢alismada akarsu akisim1i yapay zekd uygulamalar1 yapilan literatiir ¢alismalarini ve
sonuglarini ile karsilastirmislardir. Calisma sonucunda gelecek arastirmalara yon vermesi icin bazi
onerilerde bulunmuslardir. Calismada dalgacik doniisiimii metodunun analizin dogrulugunu
iyilestirdigini saptamislardir [1]. Tosunoglu ve arkadaslar1 2020’de yaptiklari calismada farkli makine
O6grenmesi algoritmalarini Coruh havzasindaki aylik nehir akimlarinin modellenmesinde kullanmistir.
Kullandiklar veriler 1963 ve 2011 yillarindaki aylik ortalama nehir akiminidir. Makine 6grenmesi
modeli i¢in, SVR, Adaptif Yiikseltme (AdaBoost), K En Yakin Komsular (KNN) ve Rassal Ormanlar gibi
makine 6grenmesi algoritmalari ile karsilastirilmistir. Kullanilan modellere ait test skoru sonuglarina
gore Rassal Orman tabanli model diger modellere gore daha iyi sonug verdigini belirtmislerdir [2].
Asaad (2021), yapay sinir ag1 modeli olan Cok Katmanl Algilayici (CKA), derin 6grenme metodu olarak
yeni gelistirilen Uzun Kisa Siireli Bellek (UKSB) ve yapay sinir agi ile bulanik mantigin 6zelliklerini
birlikte kullanan Adaptif Sinirsel Bulanik Cikarim Sistemi (ASBCS) gibi farkli yapay zeka tekniklerini ve
Meram Cay iizerindeki Kiigilk Muhsine Akim Gézlem Istasyonundan (AGi) dl¢iilen 1981-2017 yillar
arasindaki ortalama aylik debilerini kullanarak, gelecekteki 1 yil, 2 yil ve 3 yil gibi uzun siireli
tahminlerde bulunulmustur. Sonuclar, UKSB modelinin, CKA ve ASBCS modelerine kiyasla daha yiiksek
tahmin dogrulugu ve daha diisiik hata verdigini gostermektedir. Ayrica, UKSB tekniginin gelecekteki
uzun siireli tahminler i¢in uygun oldugu goriilmiistiir [15]. Rahimzad ve arkadaslar1 2021 yilinda
yaptiklar1 ¢alismada dogrusal regresyon, ¢ok katmanl algilayici, destek vektor makineleri ve zaman
serilerini kullanarak ABD’nin Kentucky Havzasinda 26 yillik veri kullanarak akis tahmini yapmistir.
Tarihsel yagislara bagh olarak 3 farkli senaryoya gore Kkarsilastirmalar yapilmistir. Sonuclara
bakildiginda zaman serilerinin hidrolojik modellemelere uygun oldugu ve hizli sonu¢ verdigi
gozlemlenmistir [10].

Literatiirde yer alan diger ¢alismalari incelemek icin Scopus veri tabaninda, “streamflow” ve “forecast”
kelimeleriyle arama yapilmistir. Arama sonucunda edilen ¢alismalar ait 6zet dosya VOSviewer yazilimi
(https://www.vosviewer.com) kullanilarak incelenmistir. 2012-2018 doénemine Kkarsilik gelen
tarihlerdeki c¢alismalarin dagilimi incelenmistir. Yayinlanan ¢alismalarda 3229 anahtar kelime
bulunmustur. Bu anahtar kelimeler Sekil 1’de gosterilmektedir. Literatiir calismalarinin yaptigi bilim
insanlarina bakildiginda 3216 farkli ismin bu yillarda calisma yaptig1 goriilmektedir. Bu isimler ve
dagilimlar Sekil 2’de gosterilmektedir. Literatiir calismalarinin yapildiklari tilkeler baz alindiginda, 92
ilke gozlenmektedir. Bu iilkelerin dagilimlari Sekil 3’te gosterilir.
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Sekil 1. Akarsu akim ¢alismalarinda yer alan anahtar kelimelerin yillara gére dagilimi (Distribution of keywords in stream flow
studies by years)
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Sekil 1’de yer alan literatiir ¢alismalarinin anahtar kelimeleri incelendiginde, streamflow (akim) ve
forecasting (tahmin) terimlerinin birbirleriyle ve son yillarda iklim degisikligi, yapay zeka ve makine
ogrenmesi teknikleriyle oldukga iliskili oldugu goriilmektedir. Sekil 2 ise 2012-2018 yillar1 arasinda
ortak yayinlarda bulusan arastirmacilarin isimlerini géstermektedir. Ayrica kabarcik buytklikleri
arastirmacilarin yayin sayisina gore olusturulmustur. Ornegin Wang Q. J.'nin toplam 54 adet galismasi
bulunmaktadir.
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Sekil 2. Akarsu akim ¢alismalarini gergeklestiren aragtirmacilarin dagilimi (Distribution of researchers who carried out stream flow
studies)
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Sekil 3. Akarsu akimi ¢alismalarinin tilkelere gore dagilimi (Distribution of stream flow studies by country)

Sekil 3’te yer alan tilkelerin dagilimi incelendiginde, Amerika Birlesik Devletleri'nin en fazla (715)
calismayin yapildig iilke oldugu gortilmektedir. Ardindan Cin (336), Avustralya (224), Kanada (198),
Hindistan (105) ve Birlesik Krallik (103) gelmektedir. Tirkiye’de ise 2014-2020 yillar1 arasinda 79
adet ¢alismanin yapildigl tespit edilmistir.

Bu calismada, Mersin Lamas (Limonlu) Nehri'nin 1967-2020 yillar1 arasindaki aylik akim verileri
kullanilarak, Yapay Sinir Aglar1 (YSA) Destek Vektoér Makineleri (DVM), ve Derin 6grenme (DO)
yontemlerinin farkli algoritma ve optimizasyonlariyla modeller olusturulup sonuglarin
karsilastirilmasi yapilmistir. Calismada aylik verilerin en eski %80°lik kismi egitim, en giincel %20°lik
kismi ise test asamalarinda kullanilmistir. 2. Boliimde materyal ve yontem detaylari, 3. Boliimde
uygulama ardindan son béliimde ise ¢alismanin nihai sonucu yer almaktadir.
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2. Materyal ve Metot (Material and Method)
2.1. Materyal (Material)

Calismada 1967 yilinin Ekim ayindan itibaren 2020 yilinin Eylil ayina kadar 54 su yilinin aylik akim
verisi kullamlmgtir. Veriler Devlet Su isleri Genel Midiirligiinden temin edilmistir [16].

Verilerin en eski %80’lik kismi egitim asamasinda, en giincel %20 verisi ise test asamasinda
kullanilmistir. Verilerin istatistiki bilgileri Tablo’l de yer almaktadir. Buna gore T gozlenen akisi ve
tahmin verisini, T-1; 1 aylk, T-2; 2 aylik, T-3; 3 aylik, T-4 ise 4 aylik gecmise otelemeyi ve giris
siralamasini temsil eder. Veri setinin egitim ve test olarak ayr1 ayr1 tanimlayici istatistiki bilgileri Tablo
2’de verilmistir. Literatiir ¢calismalari incelendiginde %80-%20 drnekleri oldugu goriiliir, detayh bilgi
icin calisma incelenebilir [17]. Ayrica Sekil 4’te girisler arasindaki korelasyon grafigi verilmistir.

Tablo 1. Verilerin tanimlayici istatistiki bilgileri (Descriptive statistical information of the data)

Kriter/Siitun T-1 T-2 T-3 T-4 T
Ortalama 5.124 5.125 5.121 5.117 5.122
Standart Hata 0.177 0.177 0.177 0.177 0.177
Ortanca 3.685 3.685 3.685 3.680 3.685
Standart Sapma 4.492 4.492 4.492 4.492 4.492
Basiklik 11.757 11.757 11.769 11.776 11.764
Carpiklik 3.025 3.025 3.028 3.030 3.027
Arahk 33.546 33.546 33.546 33.546 33.546
En Biiytik 0.854 0.854 0.854 0.854 0.854
En Kiiciik 34.400 34.400 34.400 34.400 34.400
Toplam 3300.162  3300.492 3297.702 3295.152 3298.642
Veri sayis1 644 644 644 644 644

Tablo 2. Egitim ve test setinin istatistiki bilgileri (Statistical information of the training and test set)

Kriterler Egitim Verileri Test Verileri
Ortalama 5.288 4.557
Standart Hata 0.197 0.412
Ortanca 3.930 2.890
Standart Sapma 4.459 4.623
Basiklik 12.598 9.451
Carpiklik 3.098 2.892
Arahk 33.546 27.730
En Biiytik 0.854 0.871
En Kii¢iik 34.400 28.601
Toplam 2717.873 574.189
Veri Sayis1 514 126

0.65

T-1 T-2 T-3 T-4 T
Sekil 4. Verilerin korelasyon matrisi (Correlation matrix of data)

Sekil 4'te T ani ile T-n aylar1 arasindaki korelasyon degerleri renklendirilerek verilmistir. Grafikte T-
1'den T-4’e gidildikge korelasyon katsayisinin azaldigi gozlemlenmistir. T-4'te sifira oldukga
yaklasildigl icin bu aydan geriye gidilmemistir (son satir). Bu nedenle 4. girise kadar modellemeler
gerceklestirilmistir.

2.1.1. Calisma alani (Work space)

Mersin, Adana’nin batisinda, Karaman'in giineydogusunda, Nigde'nin gilineybatisinda, Konya'nin
giineyinde ve Antalya’nin dogusunda yer almaktadir. Yiiz 6l¢iimii 15.853 km?'dir. Akdeniz havzasinda
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bulunur. Mersin ili, glineyde Akdeniz Anadolu'nun i¢ kesimlerinden yiiksek Bati ve Orta Toroslarin
yaylalari ve zirveleri Kuzeyden gelen daglar ile ¢cevrilidir [18-19].

Lamas Cay1 olarak bilinen, Limonlu Cayi, Toroslardan kaynagini alan, Mersin ili smirlarinda
bulunmaktadir. Karaaydin yoresinde Yuglik Dagindan kaynagini alir, Aksifat Deresi ile birlesir
Limonlu'da Akdenizi dékiiliir. Halk arasindaki adi Lamas Cayi'dir. Akarsu 1500 km? biiyiikliigiindeki
alanin sularimi toplar, uzunlugu 130 km'dir. Evdirek, Susma ve Akg¢ay onemli kollaridir. Kar
erimelerinin yaninda karstik kaynaklarda akarsuyu besler. Yillik ortalama debisi 6,25 m3/s'dir [20].

Findikpinan, (
e A

Aydincik
acik 0 S5Km
—_

Sekil 5. Calisma alan1 Mersin Lamas (Limonlu) Nehri (The study area is Mersin Lamas (Limonlu) River) [21]

Limonlu Cay1 Havzasi toprak 6zellikleri bakimindan Akdeniz iklimi etkisini yansitmaktadir. Saha
icerisinde en genis yayilisa sahip toprak zonal toprak grubunda yer alan Kirmizi1 Akdeniz Toprag:
(Terra Rossa) dir [21]. Bu ¢alisma alaninin segilmesinde en biiylik etken nehirde meydana gelen
tagkinlardir. Ge¢mis yillarda Mersin Lamas nehrinde bircok taskin meydana gelmis ve bu taskinlarda
maddi-manevi kayiplar yasanmistir [3]. Bu nedenle nehir verilerinin tahmini ve takibi 6nem arz
etmektedir.

2.2. Metot (Method)

Bu ¢alismada 3 farkli YSA yontemi (CKYSA, RTYSA, GRYSA), 3 farkli DVM egitim fonksiyonu
(Polynomial, Gaussian ve Linear) ve 3 farkh DO optimizasyon algoritmasi; Adaptive Moment
Estimation (Adam), Stochastic Gradient Descent With Momentum (SGDM) ve Root Mean Square
Propagation (RMSProp) karsilastirilmistir.

2.2.1. Cok Katmanli YSA (Multilayered ANN)

En yaygin kullanilan YSA modellerinden biri olan CKYSA, bir girdi katmani, en az bir hiicreli ara katman
ve bir ¢ikti katmanindan olusur. Girdi katmani, ¢éziilecek problemi YSA’'ya dahil edilmesini saglar. Cikt1
katmani, islenen bilgilerin agda disa aktarildifi katmandir. iki katman arasinda gizli katman
bulunabilir. Tim girdileri ve agirliklar1 ¢arparak toplayip fonksiyondan gecirerek o ndéronun ¢ikt
degeri hesaplanir. CKYSA modelinde bilgi akisi ileri yonde gerceklestigi icin ileri beslemelidir. Hata
minimum olana kadar geriye dogru yayilir. Sayisal optimizasyon yontemlerini kullanan ve ¢6ziimlerde
hizli yakinsama saglayan bu klasik algoritmalarin yani sira Levenberg-Marquardt algoritmalar1 da
siklikla tercih edilir hale gelmistir [22]. Levenberg-Marquardt algoritmasi hakkinda daha detayl bilgiyi
burada bulabilirsiniz [23].

Sekil 6’da b ve c tabakalarindaki her bir hiicre, 6nceki tabakadan NET agirlikli toplam ciktilarini girdi
olarak almaktadir. NET degerleri Denklem 1’de esitlikle bulunmaktadir.

NET,, = 22=1Aab(;xa + 6, (1)
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Sekil 6. Ug Tabakali/Katmanli (a, b, ¢ tabakalar1) bir YSA yapisi (An ANN structure with three layers/layers (layers a, b, ¢)) [24]

O taraflilik sabiti (bias), Aab a ve b tabakalari arasindaki agirliklar kiimesi, D girdi vektoriiniin boyutu,
Cxa X Ornegi icin a tabakasinin ikt kiimesidir. ikinci tabaka olan b ve iigiincii tabaka ¢’ den her bir hiicre,
NET degerini dogrusal olmayan bir tasnif fonksiyonundan gecirir. Bunun sonucunda Denklem 2’de
f(NET) ciktisi liretilir. Ardindan hata ve gergek ¢ikt1 degerleri hesaplanir.

1

f(NET) = 57 (2)
2.2.2. Radyal tabanli YSA (Radial based ANN)

Radyal Tabanli YSA (RTYSA) kavrami literatiire 1988 yilinda Broomhead ve Lave tarafindan
getirilmistir. insanlarda gériilen sinir sistemindeki néron hiicrelerinin temel alindig1 bir YSA modelidir.
Etki-tepki durumlar1 dikkate alinarak gelistirilmistir. RTYSA modelleri, egitimlerini cok boyutlu uzayin
bir boyutu olarak diisiiniilebilir. Bunu bir egri uydurma yaklasimi olarak gérmek mimkiindir [22],
[25-26]. Boylelikle RTYSA orneginin egitim performansi, ¢ikti vektér uzayindaki verilere en yakin
sonucu bulma ve dolayisiyla bir interpolasyon problemine doniismektedir [22]. RTYSA yapis1 genel
olarak YSA yapisina benzer sekilde giris katmani, gizli katman ve cikis katmanindan olusmaktadir.
Fakat diger YSA’lardan farkli olarak girdi katmanindan gizli katmana gecerken veriler radyal tabanh
aktivasyon fonksiyonlarina ve dogrusal olmayan bir kiime analizine maruz kalmaktadir. Gizli katmanla
¢ikt1 katmani arasindaki yapi diger YSA tiplerinde oldugu gibi isler ve asil egitim bu katmanda
gerceklesir.

2.2.3. Genellestirilmis YSA (Genereliazed ANN)

Specht (1991) tarafindan dnerilen genellestirilmis regresyon sinir ag1 geri yayilim yontemindeki gibi
yinelemeli bir egitim prosediirii gerektirmez [27]. GRYSA, egitim verisini kullanarak girdi ve ¢ikti
vektorleri arasindaki herhangi bir fonksiyonu tahmin etmektedir. Egitim seti genisledikce tahmin
hatasi sifira iner [28]. Tanim olarak bilindigi gibi regresyon, “x” ve egitim seti verildiginde bir “y”
bagimli degiskeninin en olasi degerini bagimsiz “x” degiskenine bagli olarak tahmin eder. Regresyon
metodu ortak kare hatasini en aza indirecek sekilde “y” yi tahmin eder. GRYSA, bir egitim seti

verildiginde “x” ve “y” nin ortak Olasilik Yogunluk Fonksiyonunu (OYF) tahmin eden bir metottur. OYF
veriden bir 6n kabul yapilmadan elde edildigi icin sistem genel olarak idealdir [28].

2.2.4. Destek vektor makineleri (Support vector machines)

Destek vektdr makineleri (DVM); lineer ve non-lineer karmasik problemlerin iliskisini makine
O0grenimi yoluyla yakalayabilen, giiclii bir yontemdir. Regresyon problemlerinin ¢oéziimiinde de
kullanilmaktadir. Yontem temel olarak iki farkli sinifi lagrange ¢arpanlarina gore ayiran optimum
ayiriciyl bulmayi amaglayan ve bu amagla 6rnek verileri (egitim seti) kullanan bir tekniktir. DVM
genellikle dogrusal olmayan iliskiyi tanimlamak i¢in uygundur [2], [29-30].

Ix)=vTx+y=0 (3)
Burada (x, ......, xx) hedef veri seti, v normal vektor ve y esik degeridir. Hiper diizlemden baslayarak, s:

€ (-1, + 1) ile dikkate alinan bir veri, v7xi + y = +1 ise sinif 1'dir ve v7xi + y < -1 ise sinif 2'dir yi ( vxi+b)
21 i=1.....n. [29]. Hedef veriler dogrusal olarak ayrilamiyorsa, dogrusal olmayan DVM kullanilir. Bu
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durumda egitim verileri, birbirinden ayrilabilecek daha yiiksek uzayda haritalanir. SVMR modelinin
yapisal konfiglirasyonu Sekil 7'de gosterilmistir. DVMR regresyon fonksiyonunun 6zeti asagidaki
gibidir [31].

fx)=wxd(x)+b (4)

Denklemde w agirlik vektdrii, b sapma ve ¢ transfer fonksiyonudur.

Kayip
.
i
"g" agirhikli noktalar, destek .; e
vektorleri olma egilimindedir. ( \ :
L 0 Hata
o
!
| e, °

o EREERMY S P o e
. o \ ® Destek Vektorii
Y el ©
. +

f(x)=wx®(x)+b

Sekil 7. Destek vektor makineleri semasi. (Schematic of support vector machines.)

2.2.5. Derin 6grenme ve LSTM mimarisi (Deep learning and LSTM architecture)

Derin Ogrenme, makine 6grenmesinin bir sonraki adimi olarak goriilebilir, yapay zeka ve goriintii
isleme hayatimizin bir¢ok alaninda yaygin olarak kullanilmaktadir. Bu tiir algoritmalar
otomatiklestirilmis bir model olusturarak daha genellestirilmis bir model saglama 6zellikleri vardir.
icerisinde cesitli optimizasyonlar kullanilabilmektedir. Bu ¢alismada LSTM derin 6grenme mimarisine
ait ‘Adam’, ‘RMSProp’ ve ‘SGDM’ optimizasyonlar1 kullanilmigstir [7].

LSTM; Tekrarlayan Yapay Sinir Aglarinin (RNN) zayif yanlarinin revize edilerek gelistirilmis versiyonu
olarak tanimlanabilmektedir. RNN'lerin ¢alisma durumu bilgiyi LSTM mimarisine gére daha kisa siire
saklayabilmesidir. LSTM bu y6niiyle RNN’in gelismis halidir. Hiicrelerin etkilesim sayisini arttirarak
bunu yapmistir. LSTM 6grenilen bilgiyi uzun bir siire muhafaza ederek ¢alisir bu sebeple uzun siireli
ogrenimler-tahminler konusunda basari1 gosterdigi goriliir. Genel olarak 4 hiicreden meydana gelir.
Bunlar giris, ¢ikis ve unutma kapilaridir. Bu unutma kapilari sayesinde bilgiler tek bir dosya ile uzun
siireli olarak hatirlanir [10], [30], [32].

i, =c(Wyx; + Uh._, + b;) (5)
fe = o(Wexe + Uphy_y + by) (6)
0, = o(W,x, + Uyhy_; + by) (7)
C, = tanh(W.x, + Uche_y + b;) 8)
Co=f® Coq +iey D C, )
h; =0, Q tanh(Ci_;) (10)
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. 2
®

Xt

Sekil 8. LSTM mimarisi genel ¢alisma diyagrami (LSTM architecture general working diagram)

it, ft ve ot sirasiyla giris kapisi, unutma kapisi ve ¢ikis kapisidir; Wi, Wf ve Wo sirasiyla giris, unutma ve
¢ikis kapilarini girise baglayan agirliklar gosterir; Ui, Uf ve Uo giris, unutma ve ¢ikis kapilarindan
gizlenene kadar olan agirliklari temsil eder. Sirasiyla katman; bi, bf ve bo giris, unutma ve ¢ikis kapisi
sapma vektorlerini belirtir, sirasiyla; t hiicrenin 6nceki andaki durumudur; Ct hiicrenin mevcut
durumudur; ht-1 hiicrenin 6nceki zaman noktasindaki ¢iktisini ifade eder; ht, hiicrenin ¢ikisini ifade
eder [33].

Adam algoritmasi i¢in denklemler asagidaki gibidir;

my = Byme_y + (1= B1)ge (11)
Ve = Bove-1 + (1= B2)g:” (12)
m, = 1—Lﬂt1t'v,t = 1_17[;2t (13)
0,01 =0, — ﬁm't (14)

RMSPRop algoritmasi i¢in denklemler asagidaki gibidir;

E[g*]; = 0.9E[g?*];-, + 0.19%, (15)
i1 =06, —Wg+]t+egt (16)
9 = Vo) (61) (17)
SGDM algoritmasi i¢in denklemler asagidaki gibidir;

Vi1 = YU + Vo] (18)
Op11 = 0p — Vppq (19)

H€Rd: Model parametreleri; n: Ogrenme katsayisi; V8] (6t;x(®;y(d): Parametrelere bagh olarak hedef
fonksiyonunun egimi; gi: her bir kdsegen elemani, 8: parametresine gore, t. iterasyona kadar
hesaplanmis egim degerlerinin kareleri toplami; e: 6grenme katsayisinin 0’a boéliinmesini engellemek
icin atanan sabit deger [34].

3. Uygulama (Application)

Karsilagtirma kriteri olarak Karekok Ortalama Karesel Hata (KOKH), Ortalama Mutlak Hata (OMH),
Nash Sutcliffe modeli verimlilik katsayisi (NSE), Ortalama Mutlak Bagil Hata (OMBH), ve
determinasyon katsayisi (R?) kullanilmistir. Karsilastirma kriterlerinin formiilleri Denklem 20-24’ te
verilmistir.
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KOKH = /% N, —Y,)? (20)

OMH :% §V=1|Yp_yo| (21)
_ I (o=¥p)?
NSE =1 =N o Vaur?? .
N oy
ompH = 1 (B2l 109) (23)
2
g2 — N+ (3 Yo#¥p) = (S ¥o)*(2 ¥p) (24)

L5 -E v (2 ) (21,

Denklemlerde kullanilan N veri sayis), Y, modelde tahmin edilen akim degeri, Yo gercekte gozlenen
akim degerini, Yavr ise akim ortalamasini temsil etmektedir. Bu ¢alismada kullanilan veriler Lamas
nehri akim verileridir. Dolayisiyla birimler m®/sn cinsidir. Karsilastirma kriterlerimizden Karekék
ortalama karesel hata, Ortalama mutlak hata ve Ortalama mutlak bagil hata; bknz. Denklem (20-21-23)
hata sonuglar1 oldugundan modeldeki hata sonuglarinin birimleri de aym sekilde m*/sn’dir. Hata
sonugclarinin yiiksek olmas1 modelin gergek veriye gore uzakta yani kotii sonug verdigini anlatir. Diistik
olmasi ise modelin gercek veriye gore yakin, hatasi diisiik ve modelin uygun oldugunun gostergesidir.
NSE verimlilik katsayisina baktigimizda 1’e yaklastikca modelin gergege yakin tahmin sonucunun iyi
oldugu gozlemlenir. Ancak (-) ve 1’den uzak sonuglarda modelin giizel tahmin yapamadigi ve gercekten
uzak sonuglar oldugu gézlemlenir. R* determinasyon katsayisi 0 - 1 arasinda deger alabilmektedir. 1’e
yaklastikca modelin gercekle uyumlulugu ve dogrulugu artar seklinde yorumlanir.

Tablo 3’'te 3 farkli YSA modelinin tahmin sonuglarinin karsilastirilmasini gostermektedir. Test
sonugclarina bakildiginda CKYSA yonteminin 2 girisli modeli en iyi determinasyon katsayisini ve diigtik
hata oranini vermektedir Asagida verilen tiim tablolarda renklendirme islemi hatalarda en diistikler
kirmizi, NSE ve R?’de 1’e en yakinlar kirmizi tonunda renklendirilmistir. Bu renklendirmeye gore en
kirmizi modeller en iyi model olarak segilebilir.

Tablo 4'te Derin 6grenme yonteminin 3 farkli algoritmasinin tahmin sonuglarinin karsilastirilmasi
gosterilmistir. Sonuglara bakildiginda Adam, RMSProp ve SGDM algoritmalarinin modellerinin
birbirine yakin ve kabul edilebilir sonuglar verdigi, YSA modellerine gore daha basarili oldugu
gozlemlenir.

Tablo 5'te Vektdr destek makinelerinin 3 farkli optimizasyonla akim modellemesi sonuglari
gosterilmektedir. Sonuglar incelendiginde Polynomial algoritasinin 2 giris sonucu en iyi sonucu verdigi

gozlemlenir.
Tablo 3. YSA modeli egitim ve test sonuglar1 (ANN model training and test results)
Degerlendirm Egitim Asamasi Test Asamasi

Yéntem Algoritma Kri‘:eri 1Giris  2Giris  3Giris  4Giris  1Giris 2Giris 3 Giris 4 Giris
GRYSA 3.065 5.110 4.229
CKYSA KOKH 2.821 2.927 2.013 2.011 4.362
RTYSA 3.069 2.841 2.626 2.698
GRYSA 1.800 2.664 2.347
CKYSA OMH 1.512 1.507
RTYSA 1.623 1.441 1.486 1.513

YAPAY GRYSA 0.527

SINIR CKYSA NSE 0.599

AGLARI RTYSA 0.526
GRYSA 35.857 58.267 | 49.001
CKYSA OMBH 27135 26779
RTYSA 28340 25333  27.851 28729
GRYSA 0.536 0.078 0.213
CKYSA R? 0.599 0.568 0.220
RTYSA 0.526 0.593 0.653 0.633
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Tablo 4. Derin 6grenme modeli egitim ve test sonuglari (Deep learning model training and test results)

" ) Degerlendirme Egitim Asamasi Test Asamasi
Yontem Algoritma P . L. L. .. .. .. . .
Kriteri 1Giris 2 Giris 3 Giris 4 Giris 1 Giris 2 Giris 3 Giris 4 Giris
ADAM 0.332 0.303
RMSPROP KOKH
SGDM 0.366 0.812
ADAM
RMSPROP OMH
B PERIN ADAM
OCGRENME RMSPROP NSE

(DEEP

LEARNING) SGDM 0.993 0.969
ADAM 7.460 25.264 20.843 22.509

RMSPROP OMBH 27.933 23.190 27.728
SGDM 7.157 27.529 27.554 27.266
RMSPROP R?
SGDM

Tablo 5. Destek vektor makineleri modeli egitim ve test sonuglar (Support vector machines model training and test results)

. . Girisler (Egitim Girisler (Test
Yontem Algoritma Degerl?nd}rme pler (Egim) sler € )
Kriteri 1Giris  2Giris  3Giris  4Giris  1Giris  2Giris 3 Giris 4 Giris
GAUSSIAN 23.671
LINEAR KOKH
POLYNOMIAL
GAUSSIAN
LINEAR OMH
DESTEK POLYNOMIAL
VEKTOR GAUSSIAN
MAKINE LINEAR NSE
LERI POLYNOMIAL
(sVvM) GAUSSIAN
LINEAR OMBH
POLYNOMIAL
GAUSSIAN 0.453
LINEAR R? 0.427 0.426 0.428
POLYNOMIAL 0496 | 0317 0409 [NNEGGSSEN o511 [NOWGENN 0503 0490

Tablolarda goriildiigii gibi en iyi model veren yéntem DO’diir. DO yontemi i¢in 3 farkl optimizasyonun
tahmin ve gozlenen akim degerlerinin gidis grafikleri agsagidaki gibidir.

0 GOZLENEN —— Adam

[\ N w
(=} (] (=)

Akim (m3/sn)
S o

— O —~ O — \O
S O — — AN A
— = = —

Tarih (ay)

Sekil 9. DO yéntemi Adam optimizasyonu test sonuclari gidis grafigi (DL method Adam optimization test results trend graph)
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O GOZLENEN ——RMSProp

Akim (m?/sn)
o

Tarih (ay)

Sekil 10. DO yontemi RMSProp optimizasyonu test sonuglari gidis grafigi (DL method RMSProp optimization test results trend graph)

O GOZLENEN ——SGDM

Akim (m?/sn)
9

Tarih (ay)

Sekil 11. DO yontemi SGDM optimizasyonu test sonuglari gidis grafigi (DL method SGDM optimization test results trend graph)

Sekil 9, 10 ve 11'de Derin 6grenme ydnteminin 3 farkli optimizasyonunun test sonuglari ve gozlenen
akim degerleri ile gidis grafigi verilmistir. Grafiklerde tahmin degerlerinin gercek degerleri piklerde ve
minimum noktalarda yakaladig1 modellerin oldukg¢a basarili oldugu gézlemlenmistir.

Sekil 12’de yer alan Violin grafigi, tahminlerin gézlenen deger ile yorumlanma giiciinii istatistiksel
parametrelerle cizilmis sekillerle ifade etmektedir [35]-[37]. Bu agidan Sekil 12 incelendiginde DO
yonteminin YSA ve DVM ydntemlerine gore gozlenen degerleri daha iyi ifade ettigi tespit edilmistir.
Gozlenen veriye en yakin diyagramin DO yénteminin verdigi goriilmiistiir. DVM ve YSA kiyaslamasinda
DVM daha iyi sonug¢ vermistir ancak ikisi de ortalamalara bakildiginda daha uzak sonuglar vermistir.
Yapay zeka kullaniminda énce YSA sonra DVM sonra teknoloji ilerledikge DO ile gozlenen degerlere
daha da yaklasildig1 sonucu ¢ikarilir.
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Sekil 12. Sonuglarin Violin diyagrami (Violin diagram of results)

Spider Plot

—GRYSA
—RTYSA

~——CKYSA

Sekil 13. Tiim yontemlerin 1 giris i¢cin sonuglarin Spider grafigi (Spider graph of results for 1 input of all methods)

Sekil 13’te tiim yontemlerin 1 giris i¢in karsilastirma kriterlerinin Spider diyagrami olarak verilmistir.
Cizgilerin renklerine bakildiginda DO optimizasyonlarinin digerlerine gore R*'si yiiksek hata miktarlari
diisiik olarak gézlemlenmektedir.

Sekil 14’te yontemlerin en iyi sonu¢ veren modellerinin korelasyon katsayilarinin grafigi Taylor
diyagrami seklinde verilmistir. RMSProp modelinin en yiiksek korelasyon katsayisi ile model sonucu
verdigi gozlemlenmistir. Ayrica RMSProp’un goézlenen degere en yakin model oldugu goriilmektedir.
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Standard Deviation

Gozlenen
Sekil 14. Tiim yontemlerin en iyi sonuglarinin Taylor diyagrami (Taylor diagram of the best results of all methods)

4, Sonu(;lar (Conclusion)

Bu calismada, Mersin Lamas (Limonlu) Nehri'nin 1967-2020 yillar1 arasindaki aylik akim verileri
kullanilarak, YSA, DVM ve DO yontemlerinin farkli algoritma ve optimizasyonlariyla tahminler
olusturulup sonuglarin karsilastirilmasi yapilmistir. Calismada aylik verilerin en eski %80’lik kismi
egitim, en giincel %20’lik kismi ise test asamalarinda kullanilmigtir. KOKH, OMH, NSE, OMBH, ve R?
kullanilmistir. Ayrica sonuglar Taylor, Violin ve Spider grafikleri ile yorumlanmistir.

Sonuglar incelendigine;

DO yoénteminin 3 farkli algoritmasinin da birbirine yakin ve en iyi sonuglar1 verdigi goriilmektedir.
RMSProp 1 giris sonuglari; (KOKH= 0.7647, OMH= 0.7370, NSE= 0.9724, OMBH=27.9326, R*= 0.9962),
Adam 1 giris sonuglar;; (KOKH= 0.7077, OMH= 0.6557, NSE= 0.9764, OMBH=25.2640, R*= 0.9956),
SGDM 1 giris sonuglari; (KOKH= 0.8119, OMH= 0.7506, NSE= 0.9689, OMBH= 27.5292, R?= 0.9935).
YSA ve DVM yontemleri DO kotii sonuglar vermesine ragmen kendi aralarinda yakin sonuglar vermistir.
CKYSA 2 giris (KOKH= 3.3489, OMH= 1.7800, NSE= 0.4710, OMBH=35.3472, R*=0.4729), Polynomial 2
giris (KOKH= 3.9447, OMH=3.5538, NSE= 0.2660, OMBH=129.5801, R*=0.6809)

Tablosal sonuglarin ardindan model degerleri ve gozlenen degerlerle olusturulan Taylor ve Violin

diyagramlar incelendiginde, akim modellemesinde YSA sonra DVM sonra teknoloji ilerledikge DO ile
gozlenen degerlere daha da yaklasildig sonucu ¢ikarilmistir.

Simgeler (symbols)

Simge Aciklama

X1yesy Xn hedef veri seti

\ normal vektor

y esik degeri

it giris kapisi

fr unutma kapisi

Ot cikis kapisi

Wi giris kapisini girise baglayan agirhik

We unutma kapisini girise baglayan agirlik

Wo ¢ikis kapisini girise baglayan agirlik

Ui giris kapisindan gizlenene kadar olan agirlig
Ut unutma kapisindan gizlenene kadar olan agirhig
Uo ¢ikis kapisindan gizlenene kadar olan agirhig
Bi giris kapisi sapma vektorii

bt unutma kapisi sapma vektorii

bo ¢cikis kapisi sapma vektorii

t hiicrenin dnceki andaki durumu

Ce hiicrenin mevcut durumu

he1 hiicrenin dnceki zaman noktasindaki ¢iktisi
ht hiicrenin ¢ikisi

Ob taraflilik sabiti (bias)
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Aap a ve b tabakalar1 arasindaki agirliklar kiimesi
D girdi vektoriniin boyutu

Cxa x Ornegi i¢cin a tabakasinin ¢ikti kiimesi
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